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摘要：针对移动边缘计算场景下数据流量高速增长带来的任务缓存时延过长的问题，提出基于深度强化学习算法的缓存

优化方案。 首先，在使用 5G技术的空天地一体化网络场景架构下，以最小化任务缓存时延为目标，对缓存和通信模型进行

建模；其次，使用 SAC（soft actor-critic）算法对局部最小缓存时延进行干扰，并根据一定概率接受新方案，从而获得全局

最大缓存命中率；最后，对上述过程重复迭代，得到目标问题的一个最优解，确保了任务文件被预缓存在最优位置。仿真结

果表明，在空天地一体化网络协同架构下，与 PPO方案相比，该方案能够减少优化传输效率，降低缓存时延 5.30%，提高

缓存命中率 3.90%。
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Abstract:  In the mobile edge computing scenario, the task cache delay becomes excessively long due to the
rapid growth of data traffic. To address this issue, a cache scheme based on deep reinforcement learning algorithm
in  mobile  edge  computing  scenarios  is  proposed.  Firstly,  under  a  5G-based  space-air-ground  integrated  network
(SAGIN)  architecture,  a  cache  and  communication  model  is  established  to  minimize  the  content  cache  delay.
Secondly,  the  SAC (soft  actor  critical)  algorithm is  used to  interfere  with  the  local  minimum cache delay,  and a
new scheme is accepted with a certain probability, thereby achieving the global maximum cache hit rate. Finally,
the above process is iterated repeatedly to obtain an optimal solution for the target problem, ensuring that the task
files  are  pre-delayed  in  the  optimal  location.  The  simulation  results  show  that  under  the  SAGIN  cooperation
architecture,  compared  with  the  PPO  (proximal  policy  optimization)  scheme,  the  cache  scheme  can  reduce  the
optimization  transmission  efficiency,  reducing  the  cache  delay  by  5.30%,  and  improving  the  cache  hit  rate  by
3.90%.
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近年来，新能源技术的发展推动着智能网联汽

车的进步，随之带来用户的出行需求愈发纷繁多

样[1]。智能网联汽车装载多个传感器以实现智能驾

驶、道路检测、线路规划等任务。智能网联汽车任

务量的增加以及任务难度的提升带来了算力需求与

存储需求的急剧增加，但受限于智能汽车终端的计

算能力和存储能力，传统智能汽车终端难以完成用

户多样化的任务需求。相较于只依靠独立智能汽车

终端完成任务处理或云中心计算模式，移动边缘计

算（mobile edge computing, MEC）能够为智能汽车

终端的任务计算给予强大的算力及庞大的存储能

力，并提供可靠的任务缓存策略服务。传统的

MEC是将用户的任务以及所需的任务文件缓存到

道路两侧的边缘服务器（edg server, ES）辅助智能

汽车进行任务处理[2-3]。通过将用户后续大概率所需

要的任务文件提前存储至 ES配置的存储器中，之

后通过无线通信技术将内容输送至用户。由于无需

频繁请求云中心，所以能够减少任务文件的传输时

延、提高存储设备的利用率及增加存储设备的服务

时长 [4-5]。

在更加复杂的交通网络环境中，大量用户对当

前热门任务的重复下载是移动数据流量急剧攀升的

重要原因之一。为了应对未来海量数据请求带来的

通信压力，MEC使用边缘缓存技术将网络存储功

能应用在 ES的边缘计算节点，就近为用户提供所

需的热门内容文件，从而缓解交通网络的传输

压力。目前，具有更大优势的空天地一体化网络

（space-air-ground  integrated  network,  SAGIN） 与

MEC深度融合，地面通信网络和卫星通信网络

加入无人机通信网络构成了 SAGIN[6-7]。无人机

（unmanned aerial vehicle, UAV）作为低空载具拥

有无视地形限制、便于部署、灵活移动的特点，因

此可将 UAV加入 SAGIN 与MEC深度结合。UAV
可携带微型服务器为智能汽车提供任务文件缓存服

务，以及在 UAV存储器中缓存当前用户群体依赖

性更高热门内容文件，减少用户任务请求云中心的

频率，从而更深层次地减轻通信拥塞程度和网络传

输压力，使系统服务范围更广、服务质量更可靠、

服务效率更高效。

深度强化学习（deep  reinforcement  learning,
DRL）的发展使其展现出能与多领域融合的强大优

势，大量学者将 DRL应用在MEC领域中，并开始

使用 DRL解决用户处理任务过程的缓存问题。

DRL由于马尔可夫决策拥有了强大的自适应学习能

力，为 MEC提供了更为高效和智能的资源管理和

任务文件缓存方案[8-9]。在 SAGIN中，移动边缘计

算的服务器需要实时分析海量庞杂的用户数据和及

时处理用户纷繁多样的任务，以满足各种车载应用

的多样化需求。而 DRL结合深度学习和强化学习

的优势，不断从环境中学习并优化自身决策能力，

完成对实时状态的预测判断并有针对性地采取最优

决策，使得 MEC系统可以更好地应对动态变化的

复杂场景，从而提高资源利用效率和缓存服务质

量。因此，本文将研究如何利用 DRL方法来优化

具有 UAV辅助的 MEC系统，使其降低时延与能

耗，提高缓存文件的命中率。

 1　相关工作

传统的地面 MEC会在网络边缘节点 ES部署

边缘服务器，将任务文件缓存到 ES中；在传统云

中心 MEC中部署远程中央服务器并部署相应的任

务文件，云端服务器通过远程通信对智能汽车进行

辅助任务缓存，从而缓解智能汽车本地运行负载过

大问题，但远程云端计算存在高时延的缺陷。

近年来， 学者对MEC的缓存时延与能耗优化

的问题进行了大量研究。文献 [10]提出了 MEC融

合架构，该架构能动态分配任务至云/边缘节点，

并且定义了混合架构资源协调机制，支持基于任务

需求的动态请求，从而降低系统时延。但并未考虑

缓存问题带来的影响。文献 [11] 定义移动 QoS双

层指标，分析了移动性影响，但是未分析卫星通信

低轨卫星能力、未提及卫星链路长时延对 QoS管

理的影响。文献 [12]针对缓存决策提出了两级协

作缓存与动态决策模型。但是并没有考虑到卫星节

点浮动因素，并且未利用卫星广覆盖能力处理偏远

地区任务。文献 [13]针对时延与能效问题提出了

一种基于长期演进的移动边缘计算系统模型，通过

将计算任务缓存到边缘服务器来减少延迟并提高

5G系统的计算效率，但是并没有考虑到边缘服务

器的计算能力和存储容量限制。文献 [14]提出了

四维联合优化框架，将资源发现顺序、分配、传输

功率、缓存比例抽象为随机序列决策问题，实现端

到端能耗最小化。

目前也有部分工作对服务器缓存文件放置问题

进行了研究。文献 [15] 提出了缓存资源分配问题

分解框架，将复杂问题拆分为基站缓存容量和请求

匹配两个子问题，分别优化基站缓存部署和用户-
基站匹配策略。文献 [16]针对任务流行度对任务
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缓存和服务器部署之间的耦合性，提出了一种基于

用户的加权  K-means服务器优化方案和基于  Q−
leaning 算法的缓存放置优化算法。文献 [17]针对

区域性无线网络模型中的无人机调度和内容缓存策

略的联合优化问题，以优化服务器节点的任务缓存

成功率为目标，提出了一种 DC-DRL策略。上述

文献均未对无人机的终端设备关联问题进行优化。

文献 [18]针对用户和无人机服务器之间的关联性

提出了一种点对点的转递匹配模型，并结合了用户

满意度设计了一种耦合缓存策略与用户体验的近似

最优的优化方案。但该方案并没有考虑到连续变化

的用户会对服务器的部署带来影响，因此无法在特

定的区域下得到近似最优的服务器部署方案。

上述方案多数无法兼顾用户任务生成的动态性

与智能车辆定位信息的拓扑变换，且不能很好地从

系统全局对 MEC进行整体性能优化。为了提高缓

存管理问题中的资源利用率，本文首先将问题分解

为连续的无人机移动问题和离散的任务缓存问题，

然后对 UAV移动、任务缓存决策、用户目标进行

解耦。将无人机的状态空间（如飞行角度、速度

等）定义为连续变量，即状态之间的转换是平滑

的，这些状态变量随时间发生平滑、连续的演变。

将缓存管理的状态离散化，即其决策变量是离散

的，如缓存内容文件与有限的存储器之间的缓存映

射表等；其次，针对传统智能算法在高维混合决策

空间中对任务关联性利用不高的缺点，本文使用

DRL技术求解资源分配最优决策。

最后，本文通过对无人机的移动位置部署、任

务文件缓存分配以及任务文件预缓存联合优化来达

到最小化卸载时延、最大化缓存命中率的目的，从

而提高整体的服务质量和系统性能。

 2　系统模型

 2.1　系统架构

基于 V2X技术和无线通信技术，本文构建了

空天地一体化网络场景下边缘计算系统结构，如

图 1所示。该系统架构中部署了一个搭载中央服务

器的 LEO、多个装载微型服务器和缓存器的

UAV、多个具有任务文件需求的智能网联汽车、

多个具备缓存能力的 ES。在该系统架构中，智能

汽车会根据任务类型生成多样化的内容需求，优先

在自身内容库中匹配，若未匹配成功则需要向

ES或者 UAV服务器发出内容请求。 LEO作为云

中心处理信息中枢，其职能是收集 ES、UAV和智

能汽车的数据信息、各智能汽车所需的参数以及规

划 UAV运动轨迹，并通过采集各个 UAV的定位

信息、智能汽车的聚集状态以及生成任务的需求信

息进行智能调度；每个 ES服务器的覆盖区域有

限，当智能汽车驶出当前 ES服务器的通信范围

时，需要距离最近的其他 ES服务器建立新的通信

连接。在建立新通信连接的过渡期，UAV可为智

能汽车提供连续的通信服务。UAV集群能够与多

个 ES协同合作，服务某个区域的智能汽车。每个

UAV将会根据场景的动态变换进行智能移动，从

而提升整个系统的任务缓存效率和缓存流畅度。

U

U = {Ui|1 ⩽ i ⩽ U} E

E = {Ei|1 ⩽ i ⩽ E} C

C = {Ci|1 ⩽ i ⩽C}
F = {Fi|1 ⩽ i ⩽ F}

D =
{
D f | f ∈ F

}
Oi, j ∈ {0,1} i

Ci F j Oi, j = 1

Oi, j = 0

本文设计的空天地一体化网络系统架构中包

含 1个具有计算能力和缓存能力的 LEO； 架具有

计算能力和缓存能力的 UAV，UAV集合表示为

； 个具有计算能力和缓存能力的

ES，ES集合表示为 ；有 个智能

汽车在智能交通系统道路上行驶，智能汽车集合表

示为 ；智能汽车可能请求的所有内

容文件集合表示为 ，该集合中内容

文件的大小为 ；智能汽车与任务内

容文件的关联变量用 表示，若第 个智能

汽车 向 ES请求了内容任务 ，则 ，否则

。

T N δt = T/N

N = {Ni|1 ⩽ i ⩽ N}

C

i

qVe,i =
[
xVe,i ,yVe,i ,0

]
u

qUAV,u =
[
xUAV,u ,yUAV,u ,hUAV,u

]
vu MUAV

hUAV,u ∈ [hmin，hmax] e

qBS,e =
[
xBS,e ,yBS,e ,hBS,e

]
i

u di,u =
∣∣∣∣∣∣qVe,i −qUAV,u

∣∣∣∣∣∣
i e di,e =∣∣∣∣∣∣qVe,i −qBS,e

∣∣∣∣∣∣

本文利用三维笛卡尔坐标表示智能汽车、

ES和 UAV的定位坐标。系统架构以离散时隙运

行，将系统运行周期 分割为 个大小为 的

时隙，将 UAV在不同时隙的位置变化视为 UAV
的运动轨迹，时隙集合表示为 ，

每个时隙内每一个智能汽车只与一个 UAV和

ES保持通信。 个智能汽车在规定的范围区域

内移动，第 个智能汽车的位置信息用三维坐

标 表示；UAV服务器部署在规

定范围的上方。假定同一个时隙内，UAV和智

能汽车视为相对静止，那么第 个 UAV的位置信

息可以表示为 。无人机的

飞行速度记为 ，重量记为 ，UAV的飞行高

度记为 。第 个 ES的位置信息

可以表示为 。第 个智能汽车

与第 个 UAV的距离表示为 。第

个智能汽车与第 个 ES的距离表示为

。
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无人机1
无人机2

无人机3

无人机U

LEO

LEO无线通信

无人机无线通信

智能网联汽车

低轨卫星

ES服务器

无人机

图 1    空天地一体化网络场景下的边缘计算系统架构

 

 2.2　缓存模型

架构中智能汽车的任务文件需求是动态变化

的，智能汽车的存储器容量也是有限的。当前时隙

若智能汽车所需要的任务文件在本地存储器无法检

索到时，车载会向附近的 ES服务器发出任务文件

缓存请求。接收到任务请求的 ES服务器会检索自

己的文件目录，若在 ES存储器检索到请求文件，

ES则会将该文件发送至智能汽车，否则 ES会向附

近的 UAV转发任务文件请求。接收到任务请求的

UAV会检索自己的文件目录，若 UAV在存储器检

索到请求文件，UAV则会将该文件输出至智能汽

车，否则向 LEO发出任务文件缓存请求。LEO会

调度已有文件的服务器将该缓存文件转发到该无人

机并发送到智能汽车。

K

Qi, f ∈ {0,1}
i F f

Qi, f = 1 Qi, f = 0

Zi, f ∈ {0,1} i

F f Zi, f = 1 Zi, f = 0

假设每台服务器的存储容量均为 Mb大小，

LEO包含了 ES与 UAV已有的内容文件目录信

息。ES与任务内容文件的关联变量用 表

示，若第 个 ES已缓存内容文件 至存储器，则

，否则 。UAV与任务内容文件的关

联变量用 表示，若第 个 UAV已缓存内

容文件 至存储器，则 ，否则 。通过

离散关联变量完成对缓存内容文件与存储器的离散

化描述。

i Ci

E j Um F f

Yi, f

在某个时隙内，第 个智能汽车 向最近的

ES服务器 和 UAV服务器  请求任务文件 缓

存时的命中信号变量 为：

Yi, f =

1 Oi, f = Q j, f = Zm, f = 1
0 Oi, f = 1; Q j, f = 0或Zm, f = 0

(1)

Oi, f i Ci F f式中， 为第 个智能汽车 与任务文件 的关联

Q j, f j E j F j

Zm, f m Um

F f Yi, f = 1 i

Ci E j Um

F f Yi, f = 0

变量； 为第 个 ES服务器 与内容文件 的关

联变量； 为第 个 UAV服务器 与内容文件

的关联变量。 表示在单个时隙内第 个智

能汽车 向最近的 ES服务器 和 UAV服务器 
请求任务文件 缓存成功； 表示缓存失败。

当智能汽车向就近的 ES以及 UAV请求缓存

文件时，若 ES或 UAV存有该缓存文件，则视为

智能汽车的请求内容文件成功命中，智能汽车请求

缓存文件的平均缓存命中率为：

Phit =

C∑
i=1

F∑
n=1

Yi,n

C
(2)

C Yi,n

i Ci E j

Um Fn

式中，  表示智能汽车的总量； 表示在单个时隙

内第 个智能汽车 向最近的 ES服务器 和 UAV
服务器  请求任务文件 缓存命中信号变量。

 2.3　通信时延模型

B

c u

本研究涉及一种集合地面、卫星和无人机一体

化的通信架构，为了防止智能汽车通信受到干扰，

假设通信网络拥有相同的频谱。当前架构下的带宽

定义为 ，且采用正交频分技术限制不同基站之间

的干扰。智能汽车 和无人机 的信道增益为：

hc,u =
β0

d2
i,u

=
β0∣∣∣∣∣∣qVe,i −qUAV,u

∣∣∣∣∣∣2 (3)

β0 di,u i

u

式中， 表示信道增益； 表示智能汽车 与无人

机 的欧几里德距离。

c

u

由于将整个系统的运行周期分割为多个大小相

同的时隙，因此假设 UAV在每个时隙与智能汽车

视为相对静止。在单个时隙内，智能汽车 向无人

机 进行任务传输的速率为：
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Rc,u = Blog2

(
1+

pc,uhc,u

σ2+bc,uPNLoS

)
(4)

B σ2 bc,u

c u

c u bc,u = 1

bc,u = 0 pc,u c u

PNLoS

式中， 表示带宽； 表示高斯噪声功率； 表

示智能汽车  与无人机 的通信遮挡信号； 当智能

汽车 与无人机 之间的通信无遮挡物时， ，

否则 ； 为智能汽车 向无人机 的发射功

率， 为智能汽车和服务器之间的障碍物产生

的非视距（non line of sight, NLoS）。

c e智能汽车 和 ES服务器 的信道增益为：

hc,e =
β0

d2
i,e

=
β0∣∣∣∣∣∣qVe,i−qBS,e

∣∣∣∣∣∣2 (5)

di,e i e式中，  表示智能汽车 与 ES服务器 的欧几里德

距离。

c e在单个时隙内，智能汽车 向 ES服务器 进行

任务传输的速率为：

Rc,e = Blog2

(
1+

pc,ehc,e

σ2+bc,ePNLoS

)
(6)

bc,e c e

c e

bc,e = 1 bc,e = 0 pc,e c

e

式中， 为智能汽车 与 ES服务器 的通信遮挡

信号，当智能汽车 与 ES服务器 之间无遮挡物

时， ，否则 ； 为智能汽车 向

ES服务器 的发射功率。

假设：每个智能汽车在每个时隙内最多只生成

一个任务，且该任务可以根据需求划分为不同大小

的子任务；系统总时延由传输时延和替换时延两部

分组成。智能汽车向 ES服务器进行任务文件缓存

时的传输时延为：

T f
c,e =

F∑
f=1

Oi, f D f

Rc,e
(7)

Rc,e Oi, f

Ci F f

D f F f

式中， 表示智能汽车与 ES的传输速率； 表

示智能汽车 与任务文件 的关联信号变量；

表示 的文件大小。

f ∈ F若智能汽车请求的缓存文件 在 ES服务器

检索失败时，则需要将该缓存请求协同至 UAV。
UAV协同缓存的传输时延为：

T f
c,u =

S∑
s=1

F∑
f=1

Oi, f
(
1−Qs, f

)
D f

Rc,u
(8)

Qs, f F f式中， 表示 ES服务器与任务文件 的关联信

号变量。

f ∈ F若智能汽车请求的缓存文件 在 ES以及

UAV检索失败时，则需要请求 LEO对 UAV进行

缓存文件的更新替换。UAV缓存文件替换时延为：

T f
ex =

E∑
e=1

F∑
f=1

Oi, f
(
1−Qe, f

) (
1−Zu, f

)
D f

Rex
(9)

Rex Zu, f

Uu F f

式中， 表示 ES与 UAV的传输速率； 表示

无人机 与任务文件 的关联信号变量。

Ci F f因此，智能汽车 与文件缓存 所需要的总

时延为：

T f
total = T f

c,e+T f
c,u+T f

ex (10)

T f
c,e

T f
c,u

式中， 表示智能汽车向 ES进行任务文件缓存

时的传输时延； 表示 UAV协同缓存的传输

时延。

 2.4　问题模型

本文的目标是最小化任务缓存时延、最大化缓

存命中率。考虑到缓存决策、通信时延、计算时延

以及轨迹优化，本文将 SAGIN中的智能汽车任务

缓存问题建模为一个联合优化问题：

minT,max Phit

F∑
f=1

Qi, f D f ⩽ K (11)

F∑
f=1

Zi, f D f ⩽ K (12)

hUAV,u ∈ [hmin,hmax] (13)

Oi, f ∈ {0,1} ; Qi, f ∈ {0,1} ;Zi, f ∈ {0,1} (14)

Yi, f ∈ {0,1} (15)

bc,u ∈ {0,1} ,∀c ∈ Vehicles,∀u ∈ UAVs (16)

F f Oi, f

F f Qi, f F f Zi, f

F f

式 (11)表示每台 ES所缓存的内容文件不会超

过其自身最大的存储上限；式 (12) 表示每台 UAV
所缓存的内容文件不会超过其自身最大的存储上

限；式 (13)表示每台无人机的飞行高度限制范围；

式 (14)表示智能汽车、ES和 UAV与内容文件

的联系标志变量，其中 表示智能汽车是否请

求文件 ， 表示 ES是否已缓存 ， 表示

UAV是否已缓存 ；式 (15)表示智能汽车的请求

内容是否在 ES或 UAV中；式 (16) 表示 UAV与

智能汽车的遮挡情况。
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 3　基于深度强化学习的缓存方案

 3.1　深度强化学习

本研究中缓存时延、缓存命中率与 UAV的轨

迹移动是变量高度耦合的非线性规划问题。针对此

问题，提出了一种基于 DRL的缓存迁移方案来实

现动态边缘车联网中的最优缓存策略，该方案采

用 SAC（soft actor-critic）算法来联合优化系统缓

存时延、缓存命中率与 UAV轨迹移动，可以根据

场景动态调整缓存策略。

π st at

at rt

st st+1

本文方案将智能汽车的任务需求、环境状态作

为输入；把缓存策略与 UAV轨迹移动作为输出；

在任务缓存的优化过程中，SAC智能体会根据策

略 在当前状态 下选择一个动作 ，智能体做出

所选动作 后会获得一个即时反馈奖励 ，并且导

致环境从 转移到新状态 。

 3.1.1　状态空间

在单个时隙内 Agent观察的状态空间为：

S t =
{
qt

Ve,1, · · · ,q
t
Ve,C ,q

t
BS,1, · · · ,q

t
BS,E ,q

t
UAV,1, · · · ,q

t
UAV,C ,

Ot
1,1, · · · ,O

t
1,F , · · · ,O

t
C,1, · · · ,O

t
C,F ,Q

t
1,1, · · · ,Q

t
1,F , · · · ,

Qt
C,1, · · · ,Q

t
C,F ,Z

t
1,1, · · · ,Z

t
1,F , · · · ,Z

t
C,1, · · · ,Z

t
C,F , · · · ,

bt
1,1, · · · ,b

t
1,u,b

t
c,1, · · · ,b

t
c,u

}
(17)

qt
Ve,c c t

qt
BS,e e t qt

UAV,u

u t Ot
c, f

t c f Qt
e, f

t e f

Zt
u, f t u f

bc,u (n) t u

c

式中， 表示智能汽车 在 时隙时所处的位置；

表示 ES服务器 在 时隙所处的位置； 表

示 UAV服务器 在 时隙所处的位置； 表示在

时隙时用户 与任务文件 的关联变量； 表示

在 时隙时 ES服务器 与任务文件 的关联变量；

表示在 时隙时 UAV服务器 与任务文件 的关

联变量； 表示在 时隙时 UAV服务器 和用

户 终端通信链路是否有遮挡。

 3.1.2　动作空间

在单个时隙内 Agent根据当前观察到的系统状

态选择需要采取的动作，动作空间为：

At =
{
θt1, · · · , θ

t
U , vt

1, · · · ,v
t
U ,h

t
1, · · · ,h

t
U ,

wt
1,1, · · · ,w

t
1,F , · · · ,w

t
E,1, · · · ,w

t
E,F ,

lt1,1, · · · , l
t
1,F , · · · , l

t
U,1, · · · , l

t
U,F

} (18)

θtu t

θtu ∈ [0，2π] vt
u t

vt
u ∈ [0,vmax] wt

e, f t

f ltu, f
t f

式中， 表示 UVA在 时隙内空中飞行的角度范

围， ； 表示 UAV在时隙 空中飞行的

速度， ； 表示 ES服务器在时隙 中

对内容文件 进行缓存替换； 表示 UAV服务器

在时隙 中对内容文件 进行缓存替换。

 3.1.3　奖励函数

在单个时隙内 Agent根据当前观测到的系统状

态做出动作后，返回的瞬时奖励为：

rt = −µT f
total−ηP

f
e,x (19)

Pe,x = 1−Phit (20)

T f
total t c

f

P f
e,x t

f

µ η

式中， 表示在时隙 时智能汽车 进行请求缓存

文件 的总时延，其作用是尽可能降低缓存模型所

产生的时延； 表示在时隙 时刻内智能汽车进行

请求缓存文件 的命中失败率，其作用是尽可能提

升缓存文件的命中率； 和 分别为请求缓存文件

成功时延和缓存命中的权重。深度强化学习中的奖

励函数可以引导 Agent进行更好地学习训练，进而

做出有利于降低智能汽车处理任务能耗和时延以及

提高负载均衡的动作。

 3.2　SAC算法

(st,at,rt, st+1)

SAC算法是一种深度强化学习算法，该算法包

含了环境（Environment）、智能体（Agent）、Actor
网络、Critic网络和对应的两个 Target网络，其框

架如图 2所示。SAC算法在进行模型训练的过程

中使用了缓冲经验回放机制，缓冲经验回放区负责

保存并利用以往的训练样本 ，之后会

对缓冲区的样本进行采样来降低彼此的关联性。

本文主要的优化目标是空天地异构网络中的缓

存策略，由于缓存策略与无人机移动轨迹、处理时

延、缓存命中率具有高度耦合性，所以需要使用能

够在连续空间中处理多个目标的优化算法。SAC
的熵正则化（entropy regularization）能够在优化回

报的同时保持策略的探索性，此算法通过策略熵的

加权和以及最大化期望回报，保证智能体选择最优

化动作的同时保持一定的探索。由于在移动边缘计

算中的任务需求是动态变化的，SAC算法相较于

其他强化学习算法更能解决高频环境中的缓存策略

优化问题，如 DQN算法虽然在离散动作空间中表

现较好，但在保持探索性与充分利用环境信息之间

的平衡不如 SAC算法，而 PPO虽然适用于连续动

作空间，但其探索性和策略的稳定性无法与 SAC
相提并论。

st1）计算在当前状态 下的 TD-error：

δt = rt +γQπ(st+1,at+1)−Qπ(st,at) (21)

Qπ(st,at) st

π at

式中， 表示智能体在状态 下使用策

略 执行动作 后得到的预期回报奖励期望值；

第 3期 朱思峰，等：面向 SAGIN场景的无人机缓存决策 355



Qπ(st+1,at+1)

π at+1

γ

rt

st π at

表示智能体在状态转移后的下一个状

态中使用策略 执行动作 后得到的预期回报奖

励期望值； 为折扣系数，它表示之后所获得的奖

励对当前状态的重要性； 表示 agent在当前状态

下根据策略 选择动作 后得到的瞬时回报。

2）Actor网络根据环境状态给出每个智能体可

能执行动作的概率，智能体根据概率分布图确定一

个动作并与环境进行交互。Actor网络通过不断地

模拟训练来逐渐逼近最优决策，在不同环境中给出

最合适的指导动作，同时还可以通过分布式策略优

化实现多智能体协作或竞争目标。在训练阶段，主

要是通过全局 Critic网络计算的优势函数评估动作

的长期收益来反向传递优化 Actor网络。

Actor网络的优化过程是利用最大化剪切替代

目标更新策略参数，即计算新旧策略的概率比值，

使用优势值估算策略梯度，并通过剪切约束和熵正

则化确保训练的稳定性，最终使用随机梯度下降迭

代优化。

3）Critic网络用于估计价值函数，在训练过程

中不断拟合来对策略函数的选择进行评估，从而不

断优化 Actor网络。本文使用最小化损失函数更新

Critic网络。

 
 

Agent

Environment

st

(rt, st+1)

(st+1, at+1)

Critic

Target critic

Q1
Q2

Q1
Q2

Jcritic (ϕ)

min (q1, q2)

min (q1, q2)

at, log (πϕ (s))

Jπ (ϕ)

Backprop

agation

Backprop

agation

Soft

Target Critic

Update

ϕt arget ← εϕ+(1−ε) ϕt arget

Replay

buffer

at (st, at, rt, st+1)

图 2    SAC算法框架

 

 3.3　基于 SAC的缓存方案

为了保证训练的有效性，本文对智能体观察到

的状态进行归一化预处理，并使用预处理后的数据

进行 SAC训练。

算法 1：SAC缓存方案

E

M γ

lrActor

lrCritic

初始化 ES与 UAV服务器数量 和 U，总训练

Episode数为 ，折扣因子为 ； Actor网络、Critic
网络、Actor目标网络、Critic目标网络的参数；经

验池为 buffer；Actor网络学习率为 ；Criticr
网络学习率为

· · · MFor Episode=1,2, ,  do

s0

　重置环境参数，初始化服务器状态，获取初

始观测状态

· · · N　For i=1,2, ,  do
π st ŝt

ŝt at

　　根据现有的策略 ，状态 归一化成 ，

输入 ，输出动作

ai ri

si+1

　　Agent执行动作 ，得到回报 和后继状

态 ，并计算 TD-error
si+1 ŝi+1　　下一时刻的状态 归一化成

　　if经验池存储空间剩余(
ŝi,ai,ri, ŝi+1

)
　　　把存储元组 放到经验池中

　　else
　　　将其置换到经验回放池

　　end if
Pk(

ŝi,ai,ri, ŝi+1
)　　　从经验池中，根据采样概率 抽取样本

 
Q　　　计算预测 值

　　　使用最小化损失函数反向传播更新 Critic
网络参数

　　　使用 clip函数更新 Actor网络

　　　软更新 Actor网络和 Critic 网络

　　end for
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end for

 4　实验及分析

 4.1　实验场景

仿真实验设备为 64位的 Windows 10 系统，搭

配 32  GB  RAM、 Intel  i10  CPU以及 GTX3060-Ti
GPU。仿真实验使用的编程工具为 Python 3.12，神

经网络的训练使用开源的 PyTorch框架。

为了对后续的算法分析与结果讨论提供统一的

数值基础，需将理论模型与仿真实验进行对接，通

过对典型研究场景和参考文献的分析，特将系统参

数具体化，并为通信、缓存等模块设置合理的功

率、带宽与容量值。模拟环境设置终端用户设备、

ES服务器、UAV服务器分别为 50台、3台、7
台[19-20]。传输功率、信道带宽、缓存存储器大小等

数据参考表 1。为了保证终端的请求数据更合理，

本文模拟实验中的请求序列遵循 Zipf 分布[21]。

 
 

表 1    实验参数设置
 

参数 含义 值

B/MHz 带宽 20
T 系统周期 320
N 时隙数目 40

tfly /s UAV飞行时间 1
vmax /m·s−1 UAV最大速度 20

fu /GHz UAV算力 20

buffer 经验池大小 5 000
batch 采样数量 128

β0 /dB 单位信道增益 −50

EUAV /kJ UAV初始电量 500

MUAV /kg UAV重量 50
pc,e /W ES传输功率 10
pc,u /W UAV传输功率 10
K /Mbit 缓存容量 160
pc,s /W LEO传输功率 50

HLEO /km LEO高度 790

 

 4.2　SAC参数调优实验

样组大小对 SAC算法性能的影响如图 3所示。

由图 3可看出，样组为 64、128、256时方案

均能正常收敛；样组为 64和 256时其收敛程度均

弱于取样组为 128的表现。样组为 64时波动较

大，样组为 256时收敛效果相较于 128时收敛缓慢

且收敛程度较差。本文认为这是因为在不同大小的

经验池下，Agent周期性地采集数据的情况不同。

当取样组大小设置较小时，经验样本学习的内容较

小，此时 Agent采样的数据波动性比较大。当取样

组设置较大时智能体学习内容的清澈度较低，由于

取样组较大，会导致某些无关样本频繁以及相关性

较小的样本被采样；因此，为使 SAC缓存方案的

收敛性能表现最佳，本文将取样组设为 128。
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图 3    样组大小对 SAC性能的影响
 

学习率变化对 SAC性能的影响如图 4所示。
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图 4    学习率变化对 SAC性能的影响
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由图 4可看出， SAC缓存方案在 ，

0.001时，最终结果都能成功收敛，而 时

不能正常收敛；具体分析可以看出， 相较

与 时，SAC方案的收敛效果更好，波动性

更小。当 时，本方案收敛较缓慢甚至不

收敛。本文认为训练参数学习率设置大小会影响训

练效果，过高的学习率会使训练更新步长过大，导

致训练过程陷入局部最优，所以智能体无法探索新

的更优方案。而学习率设置过低会使参数更新步长

过小，从而迭代更多的次数才能达到收敛，甚至无

法找到最优解，从而无法正常收敛；因此，为使

SAC缓存方案的收敛性能表现最佳，本文设置

。

 4.3　SAC方案性能的对比实验

为了进一步测试本文所提 SAC方案的性能，
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在相同的实验环境下对 SAC缓存方案、PPO缓存

方案和 DQN缓存方案在缓存时延、缓存命中率、

Reward指标上的表现进行对比实验。为保证实验

结果的公平性，模拟预处理阶段针对 SAC、PPO
和 DQN的关键超参数进行了适当调整，以确保它

们能够在相同的实验设置下达到最理想的卸载效

果；选择合适的样本大小和学习率，避免过高或过

低的学习率和样本对收敛产生不利影响。同时为了

保证有效公平对比，对所有方案的状态都进行了归

一化处理。

3种方案下迭代次数对 R值的影响如图 5所示。
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图 5    迭代次数对 R值的影响

由图 5可看出，SAC、PPO方案最终都能成功

收敛， 相较于 PPO方案的收敛效果，SAC方案收

敛速度更快，且收敛效果更为稳定。DQN方案的

收敛波动较大，稳定性较差，难以收敛。本文认为

可能是 SAC、PPO均是使用 Actor-Critic双重网络

架构进行迭代训练，且是连续性动作，因此均能够

正常收敛，但由于 PPO采用的是单 Critic网络，因

此更新速度弱于 SAC。而 DQN则是离散化的动

作，针对连续化的场景表现更为吃力。因此得出：

相较于其他缓存方案，SAC缓存方案的性能更加

符合对 SAGIN结构的需求。在同样的实验环境

下，缓存数量变化（缓存数量依次为 60、90、120）
对命中率的影响如图 6所示。

由图 6可看出，随着缓存数量的增加，SAC、
PPO和 DQN方案的缓存命中率均呈现不同程度的

下降趋势，表明随着缓存数量的上升，用户请求任

务命中的几率就会下降；本文挑选缓存数量在

90时系统平均能耗的数据进行对比。可以看出，

在相同的缓存数量下，SAC的系统缓存命中率最

高，分别比传统 PPO、DQN的缓存方案提高

3.9%、39.6%。这可能是因为 SAC缓存方案采用的

是 Actor-Critic双重网络架构，且 Critic是双层网

络模型，能够在规模更大的场景中分析用户的请求

喜好，从而预缓存任务文件，进而提高整体的缓存

命中率；而 PPO由于网络结构的局限性以及 DQN
自身动作状态的限制，导致它们无法随着不断增大

的环境状态进行有效训练；所以本文认为系统结构

下 SAC的缓存决策方案相较于其他方案能够更好

地提高缓存命中率。
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图 6    缓存数量变化对命中率的影响
 

在同样的实验环境下，缓存数量变化（缓存

数量依次为 60、90、120）对时延的影响如图 7
所示。
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图 7    缓存数量变化对时延的影响
 

由图 7可看出，随着智能汽车数量的增加，

SAC、PPO、DQN的平均时延均呈现上升的趋

势，即随着缓存数量的上升，用户的缓存时延就会

增加，缓存质量就会下降；本文挑选缓存数量在

90时系统时延的结果进行对比。可以看出，在缓

存数量为 90的情况下，SAC的系统时延较小，分

别比 PPO的缓存方案低 36.1%，比 DQN的缓存方

案提高 21.4%；本文认为 DQN缓存方案相较于
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SAC缓存方案时延表现更好是因为 DQN的文件命

中率低，成功率较低导致任务完成量低，因此总体

时延会相较于其他方案更低，但由于缓存命中率极

低会导致终端用户任务无法完成，使用体验降低，

无法在动态网络环境中进行实质性的应用；本文提

出的系统结构下 SAC的缓存方案相较于其他方案

能够在提高缓存命中率的同时更好地降低系统平均

时延。在同样的实验环境下，UAV数量变化（UAV
数量依次为 4、6、8）对命中率的影响如图 8所示。
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图 8    UAV数量变化对命中率的影响
 

由图 8可看出，随着服务器数量的增加，文件

缓存命中率也呈现出不同的变化趋势，SAC方

案、PPO方案和 DQN方案命中率均随着服务器数

量的增加而有所提高；本文挑选服务器数量在 8时
系统命中率的结果进行对比。可以看出，当服务器

数量为 8时，各个时间段的命中率表现接近，整体

的命中率也表现最优。SAC缓存方案相较其他缓

存方案其系统命中率分别提高 2.7%、23.3%。这可

能是因为随着服务器的增加，每个服务器服务的平

均智能网联汽车数量在减少，即服务器会尽可能部

署在所服务的智能网联汽车周边，同时每个智能汽

车所分配到的平均文件存储空间也随之上升，从而

导致任务缓存所产生的命中率提升；所以本文认为

系统结构下 SAC的缓存决策方案相较于其他方案

能够更好地提高缓存命中率。在同样的实验环境

下，UAV数量变化（UAV数量依次为 4、6、8）
对时延的影响如图 9所示。

由图 9可看出，随着服务器数量的增加，文件

缓存命中率也呈现出不同的变化趋势，SAC方

案、PPO方案和 DQN方案系统时延均随着服务器

数量的增加而有所降低；本文挑选服务器数量在

8时系统命中率的结果进行对比。可以看出，SAC

缓存方案相较其他 PPO方案其系统时延低 5.3%、

相较于 DQN方案高 15.2%。本文认为 DQN缓存

方案相较于 SAC缓存方案时延表现更好是因为

DQN的文件命中率低，成功率较低导致任务完成

量低，因此所产生的时延会相较于其他方案更低。

但由于缓存命中率极低会导致终端用户任务无法完

成，使用体验降低，无法在动态网络环境中进行实

质性的应用。
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图 9    UAV数量变化对时延的影响
 

 5　结束语

本文针对 MEC场景中的缓存时延和命中率优

化问题构建了一种空天地异构网络架构，并提出一

种 SAC缓存优化方案。通过对场景的建模以及仿

真实验模拟表明，该方案能够降低缓存时延以及提

高缓存命中率，在 MEC场景中具有较好的应用前

景。然而在实际应用中 SAC算法对海量数据进行

计算时会占用大量的计算资源，并且在车载驶离当

前 UAV服务区域会造成卸载空白窗口，以上问题

在落地应用时可能存在一定的影响。

针对方案可能存在的问题，未来将会从以下

3个方面继续研究。1）结合实际通信数据对方案

进行深入分析与验证，为方案的优化提供真实反

馈。2）针对性优化 SAC算法的计算问题，探索算

法优化与资源节约的方法。3）发散式探讨场景深

度定制的解决方案，对不同车联网应用场景进行定

向优化以进一步提升方案的性能。
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