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基于知识图谱增强与检索重排的归纳多模态
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摘   要： 针对归纳多模态知识图谱补全中测试阶段出现新兴实体且尾实体结构邻域缺失的问题，提出了

1 种基于知识图谱增强与检索重排的归纳多模态知识图谱补全方法 . 首先，利用视觉语言模型联合尾实体文

本描述与图像信息，生成实体类型、描述提及和以尾实体为头实体的伪三元组，实现尾实体知识增强；其次，

设计查询编码器与实体编码器，并通过统一跨模态对比学习实现文本-视觉语义对齐；再次，建立知识存储与

实体存储，结合全局实体分布和语义邻居分布完成双路检索推理；最后，引入大语言模型对候选实体相关三

元组进行过滤与重排 . 所构建框架在未见实体场景下兼顾了多模态表示对齐、先验知识记忆和证据驱动重

排，为多模态知识图谱补全提供了一条可行的归纳推理路径 .
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Abstract： For the problem that emerging entities appear in the testing phase， and tail entity 
structural neighborhoods are missing in inductive multimodal knowledge graph completion， an 
inductive multimodal knowledge graph completion method based on knowledge graph 
enhancement and retrieval re-ranking was proposed.  First， a vision-language model was utilized 
to combine tail entity text descriptions and image information to generate entity types， descriptive 
mentions， and pseudo triples with the tail entity as the head entity， achieving tail entity 
knowledge enhancement.  Second， a query encoder and an entity encoder were designed， and 
text-visual semantic alignment was achieved through unified cross-modal contrastive learning.  
Third， a knowledge store and an entity store were established， and dual-path retrieval reasoning 
was completed by combining global entity distribution and semantic neighbor distribution.  
Finally， a large language model was introduced to filter candidate entity-related triples and make 
re-ranking decisions.  The constructed framework balances multimodal representation alignment， 
prior knowledge memory， and evidence-driven re-ranking under unseen entity scenarios and 
provides a feasible inductive reasoning path for multimodal knowledge graph completion.
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知 识 图 谱（knowledge graph，KG）以 三 元 组

（头实体、关系、尾实体）刻画实体及其关系，是语

义搜索、智能问答和推荐系统等应用的重要基

础［1］. 然而，现实 KG 受构建成本和知识动态变化

影响，普遍存在稀疏与不完整问题 . 知识图谱补

全（knowledge graph completion，KGC）旨在基于

已有三元组预测缺失链接，是提升 KG 完备性的

关键技术［2］.

早 期 KGC 主 要 采 用 基 于 嵌 入（embedding-

based）的方法，如 TransE，RotatE 等［3-4］. 这类方法

通过低维向量表示实体和关系，并利用评分函数

判断三元组合理性，但依赖固定实体集合，难以泛

化 至 未 见 实 体［5］. 图 神 经 网 络（graph neural 

network，GNN）方法通过聚合邻域信息支持归纳

式推理［6-7］，但在稀疏和长尾知识图谱中，仍存在邻

域不足、路径不稳定和新实体表示不充分等问题 .

多 模 态 知 识 图 谱 补 全 （multimodal 

knowledge graph completion，MKGC）融合文本、

图像和属性等信息，以增强实体语义表示［8-9］. 多

模态信息可在结构稀疏或邻居不足时提供补充

线索，但现有方法仍存在语义对齐不足、模态融合

不充分、噪声干扰和未见实体表示困难等问题 . 因

此，如何学习并利用通用知识模式，而非简单记忆

特定实体，是提升归纳式 MKGC能力的关键 .

近 年 来 ，大 型 语 言 模 型（large language 

model，LLM）和 视 觉 语 言 模 型（vision-language 

model，VLM）展现出较强的语义理解能力、世界

知识掌握能力和生成推理能力，为 KG 构建与补

全提供了新思路［10-11］. 相关方法可通过提示工程

（Prompting）或微调来生成候选答案或三元组［12］.

同时，对比学习能够提高表示空间的判别性［13］；

检 索 增 强 生 成（retrieval-augmented generation，

RAG）和开放域问答研究表明，外部知识检索有

助于缓解幻觉并提升推理质量［14-15］.

在此基础上，KGC 研究逐渐由“直接生成答

案”转向“结构增强-上下文增强-检索推理-候选

重排”的协同范式 .CATS 利用类型约束、子图路

径和邻域事实辅助 LLM 判断候选三元组合理

性［16］；KGR3 通过检索、推理和重排提升长尾实体

与复杂关系预测效果［17］；ReranKGC 采用粗粒度

检索与细粒度重排，挖掘文本和视觉属性中的多

模态语义［18］. 此外，FtG 通过“先过滤、再生成”降

低候选搜索难度和幻觉风险［19］；SAT 缓解自然语

言空间与图结构空间的不一致［20］；MusKGC 利用

多源知识增强和事实一致性验证提升开放世界

KGC 的 可 靠 性［21］. MgHiSal 和 Make your choice 

for MKGC 则分别关注层次化语义对齐与模态选

择融合问题［22-23］. 这些研究表明，归纳、多模态和

开放世界 KGC 正逐步走向“知识增强-候选检

索-语义推理-精细重排”的协同框架 .

此 外 ，StAR 通 过 结 构 增 强 文 本 表 示 提 升

KGC 效率［24］；kNN-KGE 利用近邻嵌入增强记忆

化推理能力［25］；StATIK 联合结构与文本信息增强

未见实体表示［26］；CMR 通过“对比学习-记忆增

强”引入语义邻居检索，为归纳 MKGC 提供支

持［27］. 但现有方法仍存在候选召回不足、通用知

识模式利用不充分和检索结果语义判别不精细

等问题 .

针对上述问题，本文提出 1 种基于知识图谱

增强与检索重排的归纳多模态知识图谱补全框

架 . 首先，通过跨模态对比学习与知识图谱增强，

学习查询与实体的统一表示空间，提升多模态语

义对齐能力 . 其次，构建知识存储和实体存储机

制，分别记忆通用知识模式与实体语义表示，并

通过 K-SN（K-surrounding neighbor）相似度检索

和实体相似度检索实现候选实体粗召回 . 最后，

引入基于大模型的精细化重排器，对候选列表进

行过滤和重排序，以提高预测准确性与鲁棒性 .

本文主要贡献如下：

1） 提出 1 个融合知识增强、记忆、检索与重

排的归纳推理框架，提升未见实体场景下的泛化

能力；

2） 设计 1 种尾实体多模态知识增强方法和 1

种双路检索机制，缓解新实体表示不足和候选召

回困难问题；

3） 引入大模型作为精细化重排器，对候选答

案进行判别与排序，提高预测准确性、鲁棒性和

可解释性；

4） 在多个公开归纳多模态知识图谱基准数

据集上进行实验验证，结果表明，本文方法优于

现有基线模型，验证了所提框架的有效性 .

1　网络模型

1. 1　问题定义

在 归 纳 多 模 态 知 识 图 谱 补 全（Inductive 

MKGC）任务中，给定 1 个知识图谱 G ={ERT }，

其 中 E和R 分 别 表 示 实 体 和 关 系 的 集 合 ，T =
{(hrt)Í E ´R ´ E}表示三元组集合 . 对于每个实

体 eÎ E，伴有其文本描述 x t
e 与视觉图像 xv

e. 给定
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一个查询 q = (hr？)，模型需要根据已知的头实体

h 和关系 r 推断缺失的尾实体 t. 与传统知识图谱

补全任务不同，在归纳场景下，测试集包含训练

阶段未见过的新兴实体，这对模型的跨模态表示

学习与泛化能力提出了更高要求 .

1. 2　整体网络架构

本文提出的基于知识图谱增强与检索重排

的归纳多模态知识图谱补全方法整体包括 4 个核

心模块：跨模态对比学习与知识图谱增强、知识

表示记忆、检索增强归纳推理和检索重排，整体

网络结构如图 1 所示 . 首先，模型对查询与实体进

行统一编码，并结合尾实体的文本与图像信息生

成伪三元组增强知识，提升尾实体表示能力；随

后，构建知识存储与实体存储两类记忆结构，分

别保存查询-实体对应关系和实体多模态表示；

在推理阶段，基于增强后的查询表示进行双路检

索，通过融合语义邻居信息与全局实体分布得到

候选实体预测结果；最后，结合候选实体对应的

筛选三元组信息，利用大语言模型进行重排，输

出最终的尾实体预测结果 .

1. 3　VLM辅助的尾实体知识增强

由于尾实体本身缺乏已知的关联三元组，模

型需根据尾实体 t 的多模态信息，主动推导潜在

尾实体的关键属性 . 这一过程旨在生成关于目标

实体的预测性描述，给定尾实体 t 的文本描述 x t
t

和视觉特征 xv
t ，将其输入多模态大模型中，并通

过预先设定的提示模板（Prompt）指导 VLM 执行

以下任务：

1） 识别实体类型；

2） 生成描述提及；

3） 生成以该实体为头实体的伪三元组 .

此过程可形式化为

ed = T t
gen =VLM (Promptx t

t xv
t ) . (1)

其中：x t
t 表示尾实体 t 的文本描述；xv

t 表示尾实体 t

的视觉特征；T t
gen 表示由视觉语言模型针对尾实

体 t 生成的结构化知识；ed 表示融合生成结构化

知识后的增强实体描述 .

1. 4　跨模态对比学习与实体表示对齐

为了在缺乏显式结构信息的条件下对新兴

实体进行精准表征，模型必须构建 1 个统一的跨

模态语义空间 . 该空间旨在打破文本与视觉模态

间的壁垒，将实体描述与视觉特征进行深度对齐 .

本阶段沿用经典的双编码器结构，通过解耦查询

端与实体端的建模，实现高效的检索与对齐 .

1. 4. 1　查询编码器

对于三元组查询 q = (hr？)，模型利用预训练

语言模型（pre-trained language model，PLM）作为

查询编码器 fq. 为了使模型能够理解头实体 h 与关

系 r 之间的潜在逻辑，查询输入 Tq 通过融合头实

体名称、描 述hd 以及关系定义 rd 的模板构建：

Tq(hr ) =“A photo of h’s rd ? hd”. (2)

查询编码器提取模板输入在最后一层的隐

藏状态，经均值池化并进行 L2 归一化后，得到查

询嵌入向量 q：

q = L2Norm (Mean ( fq(Tq(hr ) ) ) ) . (3)

其中：fq 表示查询编码器；Mean 表示均值池化操

作，用于将多个 token 的向量表示聚合为 1 个整体

向量；L2Norm 表示 L2 归一化操作，用于将向量

归一化到单位长度 .

1. 4. 2　实体编码器

针对具有图像模态的实体，本文引入视觉映

  注：W-E prod 为 WALL-E Production Company；M *
i 为最后的结果，即得到的尾部实体 .

图1　整体网络结构

Fig. 1　Overall network architecture
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射网络（visual mapping network，VMN）将视觉特

征 v 投影至文本语义空间 . 若 v 为预训练视觉模

型（ViT）提取的原始特征，则 VMN 通过多层感知

机生成可训练的视觉前缀 v'：

v'=MLP (v ) . (4)

其中：MLP(×) 表示多层感知机，用于完成特征变

换和维度映射 .

实体输入序列 Te 通过将视觉前缀与实体描

述 ed 拼接而成：

Te(ed v) = v'+ ed. (5)

该公式表示将视觉模态特征与文本描述信息进

行组合，从而形成统一的多模态实体输入 .

随后，利用实体编码器 fe 对上述序列进行特

征提取，生成归一化后的实体嵌入 e：

e = L2Norm (Mean ( fe(Te(ed v) ) ) ) . (6)

1. 4. 3　统一跨模态对比损失

为缓解多模态矛盾（如语义相关但视觉差异

巨大的头尾实体）带来的干扰，并增强表示的判

别性，模型采用统一跨模态对比损失进行训练 .

该损失在联合向量空间中拉近真实的查询-实体

对，并推远批次内的负样本对 .

Lcl =-∑
i = 1

B

log

é

ë

ê

ê

ê

ê
êê
ê

ê

ê

ê ù

û

ú

ú

ú

ú
úú
ú

ú

ú

ú
exp(sim(q i ei )/τ)

∑
j = 1

B

exp(sim(q i ej )/τ)
. (7)

其中：Lcl 表示对比学习损失函数；B 为批次大小；

sim(×)表示余弦相似度；τ为温度超参数；q i 表示第

i 个查询向量；ei 表示与 q i 正确匹配的实体标签，

即正样本；ej 表示批次中的候选实体标签，当 j ¹ i

时可视为负样本 . 该机制确保了查询编码器与实

体编码器能够在同一度量空间内实现精准的语

义对齐 .

1. 5　知识表示记忆与双路检索机制

1. 5. 1　知识表示记忆

本文构建了两类持久化存储结构以保留训

练阶段的先验知识：知识存储（knowledge store，

KS）与实体存储（entity store，ES）.

知识存储（KS）：记录训练集中的查询及其对

应的目标实体，定义为

MKS = { }( )hq i
ei

N train

i = 1
. (8)

其中：hq i
为训练查询q i的嵌入向量；MKS为KS集合；

Ntrain为训练集样本总数.

实体存储（ES）：记录所有已知实体的表征，

定义为

MES = { }( )hej
ej

||E

j = 1

. (9)

其中：hej
表示实体的多模态融合特征；MES 为 ES

集合 .

1. 5. 2　双路检索机制

在推理阶段，模型基于增强后的查询表示

hqaug
执行双路检索，通过结合全局信息与局部语

义邻居实现归纳推理 .

1） 第一路：全局实体分布预测 . 计算查询与

ES 中所有实体的相似度，并通过 Softmax 函数将

其转化为全局概率分布：

pES(e|hqaug ) = exp(sim(hqaug
he )/τ)

∑
e'Î E

exp(sim(hqaug
he' )/τ)

. (10)

其中：pES( )e|hqaug
表 示 实 体 e 在 全 实 体 空 间 中 的

预测概率；hqaug
表示增强后的查询向量；he 表示

候 选 实 体 e 的 向 量 表 示 ；E表 示 全 部 候 选 实 体

集合 .

2） 第二路：语义邻居分布预测 . 在 KS 中检索

与当前查询最接近的 k 个邻居集合Nk (q)，并根据

邻居的相似度权重构造分布：

pKS(e|hqaug ) = ∑
( )hqi

ei ÎNk( )q

I (e = ei) ×
exp(sim(hqaug

hqi
)/τ)

∑
( )hqj

ej ÎNk( )q

exp(sim(hqaug
hqj

)/τ)
. (11)

其中：pKS( )e|hqaug
表示基于语义邻居得到的预测概

率；Nk (q)表示与当前查询 q 最相近的 k 个邻居集

合 ；I(×) 表 示 指 示 函 数 ，当 条 件 成 立 时 取 1，否

则取 0.

3） 双路融合 . 引入线性插值系数 λÎ[01]，将

上述 2 个分布进行融合，得到基础预测概率 pbase：

pbase(e|q) = (1 - λ) pES(e|q) + λpKS(e|q) . (12)

1. 6　检索重排阶段

利用 LLM 强大的语境理解与逻辑推理能力，

从候选集 C中辨析最佳匹配实体 . 本文设计了 1

种逐步提示（step-by-step prompting）策略，将查询

提及的文本信息、三元组背景以及每个候选实体

的详细三元组信息输入模型 .

重排过程遵循以下 2 个逻辑阶段：

1） 候选知识过滤 . 知识库中每个候选实体

em Î C可能关联数以万计的三元组，直接输入会

引入冗余噪声 . 为确保 LLM 能够专注于最具判别

性的信息并降低计算开销，本文为每个候选实体

em 提供了过滤后的三元组集T *
em

. 这种通过知识过

135



东北大学学报(自然科学版) 第 47 卷

滤与结构化知识锚定的方式，使得预测过程不仅

依赖于文本的浅层相似性，更建立在深层的结构

化逻辑基础之上 .

通过计算查询向量 hqaug
与实体 em 相关三元组

集合 Tem
的余弦相似度，仅保留 Top - L 个最相关

的核心三元组，构建精简知识集T *
em

：

T *
em
= {τÎ Tem

|rank (sim (hqaug
hτ ) ) ≤ L}. (13)

其中：hτ 表示三元组 τ的语义表示向量，用于衡量

该三元组与增强查询表示 hqaug
之间的相关性 .

2） LLM 决策 . 基于选定的支持三元组证据，

评估各候选实体的逻辑符合度，并确定最合适的

实体 e*.

形式上，最终的实体选择过程定义如下：

e* = LLM ( )P rerank( )q{ }( )eT ( )filt
e

eÎ C
. (14)

其中：P rerank 为引导 LLM 根据文本和三元组信息

确定最相关实体的提示词模板；q 为原始查询信

息；T ( )filt
e 为实体 e 过滤后的最终支撑三元组证据

集合 .

2　实验结果与分析

2. 1　数据集与归纳划分

本文在 2 个权威的多模态知识图谱数据集

FB15k-237-ind 和 WN18RR-ind 上 验 证 模 型 性

能 . 为 了 模 拟 真 实 的 归 纳 推 理 场 景（inductive 

setting），本文遵循前人研究中的划分方法，确保

测试集中的实体在训练阶段是不可见的 .

FB15k-237（Inductive）：源自 Freebase，包含

了丰富的现实世界实体关系 . 归纳版本通过移除

训练集中出现的实体，构建了 1 个仅包含未见实

体及其关联三元组的测试集，对模型捕捉多模态

通用语义的能力要求极高 .

WN18RR（Inductive）：源自 WordNet，主要包

含层级和词义关系（如上义词、下义词等）. 相比

于 FB15k-237，其关系类型更少但语义更抽象 .

因此，在归纳场景下，模型依赖 VLM 生成的描述

和三元组来弥补缺失的层级结构 .

2. 2　基线模型

为保证对比的公平性，本文选取 3 种基于预

训练语言模型的知识图谱补全方法作为基线，分

别 为 StAR［24］，kNN-KGE［25］和 StATIK［26］. 其 中 ，

StAR 通过结构增强文本表示实现高效知识图谱

补全；kNN-KGE 通过最近邻记忆增强模型对新

兴实体的推理能力；StATIK 融合文本语义信息与

图结构信息，以提升归纳场景下的补全效果 . 此

外，本文进一步引入 CMR（Base）［27］作为强对比方

法 ，其 中 query encoder 和 entity encoder 均 采 用

BERT_base 配置 .

2. 3　评价指标

本文采用链路预测任务中的标准评价指标：

1） MRR（mean reciprocal rank），正确实体的

平均倒数排名；

2） Hits@N N = 1310，正确实体排在前 N 名

的比例 .

所有实验结果均在 Filtered 设置下进行，即在

排序时剔除除目标三元组外已存在于知识库中

的候选三元组，以确保评估的客观性 .

2. 4　实验结果与分析

为了全面评估所提方法的有效性与泛化能

力，本文在 FB15k-237-ind 与 WN18RR-ind 两个

具有代表性的基准数据集上进行了对比实验 . 该

方法在所有评价指标上均刷新了现有纪录，特别

是在极具挑战性的归纳场景下，其展现出了相较

于基准模型 CMR 更为稳健的性能增益，充分验

证了多模态知识注入与大模型重排机制在处理

复杂知识图谱任务中的协同效应 .

从表 1 可以看出，所提方法在所有评价指标

上均达到了最优（state of the art，SOTA）性能 .

表1　主实验结果
Table 1　Main experimental results 

模型

StAR

kNN-KGE

StATIK

CMR (Base)

Ours

FB15k-237-ind

MRR

0. 163

0. 198

0. 224

0. 371

0. 384

Hits@1

0. 092

0. 146

0. 143

0. 269

0. 303

Hits@3

0. 176

0. 214

0. 248

0. 418

0. 425

Hits@10

0. 309

0. 293

0. 381

0. 567

0. 590

WN18RR-ind

MRR

0. 321

0. 294

0. 516

0. 631

0. 648

Hits@1

0. 192

0. 223

0. 425

0. 577

0. 612

Hits@3

0. 381

0. 320

0. 558

0. 644

0. 658

Hits@10

0. 576

0. 431

0. 690

0. 788

0. 805

注：黑体表示结果最佳 .
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在 FB15k-237-ind 数据集上，相比于强基准

模型 CMR，本文方法实现了全面的性能提升：

MRR 从 0.371 增长至 0.384，Hits@10 从 0.567 增

长 至 0.590. 这 种 显 著 的 改 进 主 要 归 功 于 以 下

两点 .

多模态知识补全结构缺失：在归纳场景下，

大量不可见的尾实体由于缺乏拓扑连接，传统模

型容易产生误判 . 本文方法通过引入视觉语言模

型（VLM）的多模态知识并构建伪三元组进行增

强，有效弥补了结构缺失，将 Hits@3 从 0.418 提

升至 0.425.

LLM 精细化重排对抗语义噪声：针对初筛阶

段易受复杂语义干扰的问题，本文方法利用 LLM

进行重排 . 这极大地提升了预测首位的精确度，

使得 Hits@1 直接由 0.269 跃升至 0.303，展现了极

强的判别推理能力 .

在 WN18RR-ind 数据集上，本文方法同样展

现 了 稳 健 的 泛 化 能 力 . MRR 从 0.631 提 升 至

0.648，Hits@1 则由 0.577 显著增至 0.612. 这一结

果进一步验证了本研究所提出的多模态增强与

重排框架在不同领域知识图谱任务中的普适性

与优越性 .

2. 5　消融实验

为了深入探究模型各核心组件的具体贡献，本

文在 FB15k-237-ind 数据集上进行了详细的消融

实验，实验结果如表2所示 .

分析表 2 可以得出以下结论：

VLM 增强的有效性（w/o VLM knowledge）.

当移除由 VLM 生成的尾实体结构化三元组和多

模态描述后，MRR 从 0.384 下降至 0.372，Hits@

10 出现了最明显的跌落（降至 0.569）. 这定量地

证明了对于长尾和孤立实体，利用大视觉语言模

型进行模态理解和知识补充是至关重要的 .VLM

为缺乏拓扑结构的实体提供了关键的语义背景，

为后续的对比学习提供了更坚实的特征基础 .

检索重排的有效性（w/o LLM reranking）. 移

除大语言模型重排模块（即退化为纯 KNN 检索

机 制）导 致 Hits@1 指 标 由 0.303 显 著 下 降 至

0.272. 这说明在候选集语义较为接近的情况下，

单纯依靠向量空间距离难以实现极高精度的排

序 . 而 LLM 凭借其强大的上下文推理能力，能够

有效识别隐含的语义关联，纠正检索阶段带来的

偏差，从而确保首位预测的准确性 .

三元组过滤的有效性（w/o triple filtering）. 实

验观察到，如果在送入 LLM 之前不对背景三元组

进行相关性过滤，Hits@3 性能会出现小幅下滑

（由 0.425 降至 0.420）. 这证明了过多的无关知识

会构成“上下文噪声”，从而干扰 LLM 的判断逻

辑 . 该结果印证了本研究采取“先过滤再重排”策

略的必要性，即通过精炼知识输入来提升推理

质量 .

知识存储器的有效性（w/o KS retrieval）. 移

除 KS 历史查询检索后，模型失去了对语义邻居

经验的“记忆”能力，MRR 降至 0.378. 性能的全面

退化再次印证了局部经验检索（KS）与全局表示

检索（ES）双路策略的正确性，证明了历史经验对

处理复杂查询具有不可替代的支撑作用 .

3　结  论

本文提出了 1 种结合视觉语言模型（VLM）

知识注入与大语言模型细粒度重排的归纳式多模

态 知 识 图 谱 补 全 框 架 . 在 FB15k-237-ind 和

WN18RR-ind 数据集上的实验结果表明，该框架

全面达到了 SOTA 性能 . 在 FB15k-237-ind 任务

中，所提方法将 MRR 从 0.371 提升至 0.384（提升

3.5%），Hits@1 更是由 0.269 跨越式增长至 0.303，

实现了 12.6% 的性能跃升，验证了其在精准推理

方面的卓越能力 . 消融实验进一步证实，VLM 知

识增强通过补全实体缺失结构，有效支撑了广度

检索（Hits@10 提升 3.7% 至 0.590）；而带有前置

过滤的 LLM 重排机制，则通过纠正 KNN 检索的

表2　消融实验结果
Table 2　Ablation experiment results 

变体模型

Ours(完整模型)

w/o VLM knowledge(移除 VLM 知识增强)

w/o LLM reranking(移除 LLM 重排阶段)

w/o KS retrieval(仅使用 ES 全局检索)

w/o triple filtering(移除重排时的三元组过滤)

FB15k-237-ind

MRR

0. 384

0. 372

0. 375

0. 378

0. 380

Hits@1

0. 303

0. 278

0. 272

0. 291

0. 289

Hits@3

0. 425

0. 402

0. 408

0. 415

0. 420

Hits@10

0. 590

0. 569

0. 584

0. 576

0. 588
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度量偏差，确保了预测精度的显著提高 . 本研究

证明了“补齐-检索-重排”层级化策略的稳健性，

为解决知识图谱中不可见实体的推理难题提供

了高效、鲁棒的新范式 .
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