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基于注意力等变几何扩散模型的完整分子生成

张百川1，  谢    博1，  张立国2，  罗健旭1

（华东理工大学 1. 信息科学与工程学院； 2. 化学与分子工程学院, 上海 200237）

摘要：针对分子生成任务，本文提出了一种注意力等变几何扩散模型（AEGDM），该模型应

用离散扩散与连续扩散混合生成扩散框架，实现原子坐标、原子种类及化学键的完整生成。在

AEGDM 模型中，注意力等变图神经网络（Attention Equivariant Graph Neural Network，AEGNN）

与残差增强神经网络（Residual Boosting Neural Network，RBNN）分别用以提高模型的表征能

力及加快模型训练速度。在 QM9 数据集上的实验结果表明，该模型在生成分子的唯一性与新

颖性方面均取得显著提升，唯一性达到 98.2%，新颖性达到 70.9%。这一性能提升表明 AEGDM
在化学空间探索方面具有较强的表征能力，能够有效推动创新性候选分子的发展。
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分子构象作为分子在三维空间中的存在形式，

其几何构型直接决定了物质的物理特性、化学性质

及生物活性特征 [1]。分子构象研究不仅是解析分子

行为机制的基础科学问题，更是药物设计、材料开发

及计算生物学等领域的关键技术支撑 [2]。蒙特卡罗

（Markov Chain Monte  Carlo，MCMC）或分子动力学

（Molecular Dynamics，MD）[3] 的传统方法计算成本高

昂，存在周期冗长且探索空间受限等固有瓶颈。为

此，研究者引入深度学习技术，借助其强大的表示学

习与高效推理能力，显著提升了分子模拟与采样任

务的工作效率与可扩展性[4]。

为了有效学习局部化学环境与全局拓扑模式，

在深度学习中，2D分子拓扑特征通常通过图神经网

络（Graph Neural Network，GNN）进行编码，将分子抽

象为由原子节点与化学键边构成的图结构 [5]。3D
空间信息则依托几何深度学习架构进行建模，显式

引入原子坐标、键角、二面角等几何约束，确保模

型在欧几里得群变换下保持严格的等变或不变性

质。代表性方法包括 SchNet[6]、DimeNet[7] 及 SE(3)-
Transformer[8] 等，这些工作推动了分子表征范式的根

本性变革。随着人工智能与计算化学的深度融合，

传统依赖单一维度分子表征的范式已难以满足复杂

生物系统的多尺度建模需求。融合 2D信息与 3D构

象的多模态表征方法，凭借其化学可解释性与物理

真实性的协同优势，正成为精准预测分子性质与相

互作用的前沿方向。

近年来，生成式人工智能的突破性进展为分

子设计范式革新提供了全新机遇 [9]。在分子生成领

域 ，常见的生成范式有变分自编码器 （Variational
Autoencoder，VAE）[10]、扩散模型（Denoising Diffusion
Probabilistic  Models， DDPM） [11] 以 及 流 模 型 （Flow
Model） [12] 等。VAE与 Flow Model虽具备较快的采

样速度，但在生成多样性和保真度方面存在一定局

限；相比之下，DDPM凭借其强大的分布建模与渐进

式去噪能力，在复杂分子构型空间的学习与高质量

分子生成任务中展现出显著优势。

Xu等[13] 首次将扩散框架引入分子构象生成，通

过引入等变图神经网络 （Equivariant  Graph  Neural
Network，EGNN） [14] 保持旋转等变性，并将坐标约

束于零质心子空间以实现平移不变性，成功构建了
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首个几何扩散框架，后续研究普遍沿袭其核心设计

原则，即严格保持等变性与不变性约束以提升生成

质量。然而，此开创性工作存在本质局限：仅能生成

分子坐标空间结构，未涉及原子种类预测这一关键

要素。

针对上述局限性，Hoogeboom 等 [15] 提出了等变

扩散模型（Equivariant  Diffusion Model，EDM），将原

子类型的联合预测与三维坐标生成过程统一于一个

旋转等变的生成框架中。该方法通过在扩散过程中

显式建模原子种类与空间坐标的协同演化，实现了

对分子图结构与几何构型的联合优化，从而有效提

升了生成分子的化学合理性与三维构象的真实性。

Xu等 [16] 提出了联合生成原子类型与三维坐标的扩

散框架，通过编码器将原子类型特征与空间坐标映

射至潜在空间进行扩散处理，再利用解码器重构原

子种类与坐标，其中编码器、解码器以及去噪模型均

为等变图神经网络，以此保持旋转等变性。该方法

通过变分自编码器有效提升了离散数据的生成能

力，在有效性等指标上取得突破性进展。但该框架

未能显式建模原子间的成键关系，仅能通过距离阈

值推断连接性，导致生成的分子拓扑结构完整性不

足。Xu等[17] 在此基础上提出双轨注意力模型（DTN），

通过改进噪声预测模型的特征提取机制，在保持生

成质量的同时提升了模型鲁棒性。

Vignac等 [18] 首次实现了原子类型 -3D坐标 -化

学键的联合生成，构建了首个端到端完整分子扩散

系统，在完整分子生成领域取得重要突破。同期，文

献 [19-20] 分别提出类似的完整分子生成方法，共同

推进了完整分子生成技术的发展。但完整分子生成

仍面临双重挑战：首先，现有模型大部分仅针对节点

特征与坐标特征进行提取，而化学键的特征提取与

生成对模型表征能力提出了更高要求；其次，生成任

务的扩展显著增加了模型的计算复杂度——模型需

额外处理化学键特征的提取与生成，导致训练时间

大幅增加，亟需开发高效的训练加速方法。

针对上述两个问题，本文提出了注意力等变几

何扩散模型（Attention Equivariant Geometric Diffusion
Model, AEGDM），该模型由注意力等变图神经网络

（Attention  Equivariant  Graph  Neural  Network,
AEGNN）和残差增强神经网络 （Residual  Boosting
Neural  Network,  RBNN）组成。其中，AEGNN用于

提升模型的表征能力，而 RBNN通过增强训练过

程的稳定性、加快收敛速度，从而提升模型的训练

效率。

 1    完整分子生成

 1.1    分子生成

G = (X,C,E)

X ∈ RN×3

C ∈ RN×d

Ei j ∈ RN×N

分子生成是指利用计算模型自动设计具有特定

化学结构与功能属性的分子的过程。其核心目标是

通过算法探索化学空间，产生新颖、稳定且符合需

求的分子构型，为药物设计、材料发现等领域提供

候选化合物。分子生成分为 3种：（1）仅生成坐标；

（2）同时生成坐标与原子种类；（3）同时生成坐标、

原子种类以及化学键。本文将第 3种称为完整分

子生成，并选择其作为所进行的生成任务。分子

图   ，其中，X与 C为节点特征，E为边特

征；    ，N 为原子数目，Xi 为第 i 个原子的坐

标；   ，d 为特征数，Ci 为第 i 个原子的类型特

征；E为化学键，   ，代表第 i 个原子与第 j 个
原子是否相连以及相连的键类型。分子图如图 1所

示，分子坐标由 N 个原子三维坐标组成，原子类型数

据由原子种类的 one-hot编码与原子电荷特征组成，

化学键表示为对应原子是否相连以及相连的键类型。
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图 1    分子图表示
Fig. 1    Molecular generation representation

 

 1.2    扩散模型

扩 散 模 型 （Denoising  Diffusion  Probabilistic
Models，DDPM）是一种基于多步渐进式分布变换的

生成框架。其核心机制在于通过马尔可夫链逐步扰

动数据分布，并学习逆向重构目标分布的参数化过

程。该模型包含两个阶段：前向扩散过程系统性地

注入噪声以破坏数据结构，反向生成过程则通过训

练好的神经网络迭代恢复数据的内在分布特性。

前向生成过程中，模型会逐步向原始数据中添

加高斯噪声，经过一系列步骤后，原始数据的信息被

完全打乱，变成纯粹的高斯噪声。这个过程按照特
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定的公式进行添加，随着步骤的增加，添加噪声的比

例越来越大，前向过程如式（1）~式（5）所示。 

q
(
G1: T |G0

)
=

T∏
t=1

q
(
Gt |Gt−1

)
(1)

 

q
(
Gt |Gt−1

)
= N
(
Gt;
√
αtGt−1,βt I

)
. (2)

 

q
(
Gt |G0

)
= N
(
Gt;
√
αtG0, (1−αt) I

)
(3)

 

αt = 1−βt (4)
 

αt =

T∏
i=1

αi (5)

Gt I
βt

βt

βt αt

αt

其中，   表示第 t 时刻加噪后的分子图数据，   为单

位矩阵，   代表噪声调度，由时间 1~T 逐渐递增。式

（1）描述了从初始状态到第 T 步的完整前向扩散过

程；式（2）定义了单步马尔可夫转移，即从第 t−1步到

第 t 步的加噪过程；式（3）则为闭式解形式，实现了从

初始状态直接加噪至第 t 步的等效计算。式（4）是对

单步加噪过程中参数的定义，其中   是第 t 步的噪声

调度（预定义的、随时间递增的噪声强度），可理解为

第 t 步状态中  “保留原始信息” 的比例（   越大，  

越小，加噪程度越高）。式（5）是对多步累积保留比

例的定义，   代表经过 t 步加噪后，初始状态信息在

第 t 步状态中 “剩余的累积比例”。

µθ (Gt, t)

在反向生成阶段，扩散模型通过迭代去噪实现

数据重构。该过程的核心在于利用训练好的噪声预

测网络，根据当前时刻的 Gt 和 t，估计注入的噪声分

量。将此预测噪声代入预设的去噪变换规则，即可

计算出前一时刻的数据状态    （即 Gt−1 ）。从

完全噪声化的初始状态 Gt 出发，经过 t 次连续去噪

迭代，模型逐步将各向同性高斯分布转化为目标数

据分布，最终生成符合物理规律的结构化输出，反向

生成过程如式 (6) ~式（8）所示。式（6）描述了扩散模

型的反向生成过程，从第 T 步到第 0步的完成过程；

式（7）定义了单步去噪过程，即从第 t 步到第 t−1步

的去噪过程；式（8）为式（7）的等效计算。 

pθ
(
G0: T−1|GT

)
=

T∏
t=1

pθ
(
Gt−1|Gt

)
(6)

 

pθ
(
Gt−1|Gt

)
= N
(
Gt−1;µθ

(
Gt, t
)
,σ2

t I
)

(7)
 

µθ
(
Gt, t
)
=

1
√
αt

Gt − βt√
1−αt

ϵθ
(
Gt, t
) (8)

ϵθ其中   为噪声预测网络。

扩散模型的训练通过最大化数据对数似然的变

分下界来优化参数，简化得到公式 (9)，即训练目标为

预测高斯噪声。人们研究发现，这种训练目标简洁，

ϵ并且能得到很好的训练效果。其中，   为高斯噪声。 

Lsimple = Et,Gt ,ϵ

(∣∣∣∣∣∣ϵ − ϵθ (Gt, t
)∣∣∣∣∣∣2) (9)

以上为连续扩散，除了连续领域的扩散，还有适

合于离散数据扩散的离散扩散[21]。在分子生成任务

中，坐标为连续数据，应用连续扩散进行生成；原子

类型和化学键为离散类型的数据，应用离散扩散进

行生成。

在离散情况下，前向转移矩阵 Qt 可以表示为

[Qt]ij，如式（10）所示。  [
Qt
]

i j = q(Gt = j|Gt−1 = i) (10)
 

q
(
Gt |Gt−1

)
= cat

(
Gt; p = Gt−1Qt

)
(11)[

Qt
]

i j其中，    代表第 t−1时刻 i 状态转移到第 t 时刻

j 状态的概率。从第 t−1时刻转移到第 t 时刻的转移

如式 (11)所示，cat表示离散时的概率分布。

_
Qt

从第 0时刻到第 t 时刻的转移如式 (12)所示，其

中，   如式 (13)所示，代表第 0时刻到第 t−1时刻转

移矩阵的乘积。 

q
(
Gt |G0

)
= cat

(
Gt; p = G0

_
Qt

)
(12)

 

_
Qt = Q1Q2 . . .Qt (13)

QT
t Qt ⊙

反向过程中，由第 t 时刻到第 t−1时刻的转移公

式如式（14）所示，其中，    代表    的转置，    代表

逐点乘积。 

q
(
Gt−1|Gt,G0

)
= cat(Gt−1;GtQT

t ⊙G0
_
Qt−1) (14)

 1.3    注意力等变图神经网络

给定输入空间 x 和输出空间 y，对于任意群元素

g 属于变化群 M（如 SE(3)群)，网络函数 f: x→y 满足

式（15）： 

f (g · x) = g · f (x) (15)

则该网络函数具有等变性，满足等变性的网络

函数为等变神经网络。

等变图神经网络（EGNN）由多个等变图卷积层

（Equivariant  Graph Convolutional  Layer，EGCL）组成 ,
单个等变图卷积层的公式如式（16）~式（18）所示。 

mi j = ϕe

(
hl

i,h
l
j, d

2
i j,ei j

)
(16)

ϕe hl
i hl

j

d2
i j

ei j

ϕe

mi j

式中，      为前馈神经网络，    、    分别代表经过

l 层更新后的第 i、j 个原子的类型特征，   为第 i 个
节点（原子）与第 j 个节点（原子）距离的平方,    表

示第 i 个节点（原子）与第 j 个节点（原子）的连接情

况。式（16）表示以这些特征作为输入，利用   提取

特征   。

ϕh hl
i式（17）中，前馈神经网络    ，以    和经过消息
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hl
i hl+1

i传递的mij 为输入，对节点特征   进行更新，得到   。 

hl+1
i = ϕh

hl
i,
∑

j,i

mi j

 (17)

xl
i xl

j

ϕx

xl+1
i

式（18）中，    、    分别代表经过 l 层更新后的

第 i、j 个原子的坐标，利用前馈神经网络    对坐标

进行更新，得到   。 

xl+1
i = xl

i+
∑

j,i

xl
i− xl

j

di j+1
ϕx

(
hl

i,h
l
j, d

2
i j,ei j

)
(18)

本文提出的 AEGNN基于 EGNN，利用注意力对

于原子类型进行特征提取，所提取的特征用于原子

的类型、三维坐标以及化学键的更新，其中坐标更新

时采用了 EGNN等变更新的思想，AEGNN的结构如

图 2所示。
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图 2    注意力等变图神经网络

Fig. 2    Attention equivariant graph neural network
 

在 AEGNN中，输入数据包含 4种特征，原子类

型（c_feature），化学键（e_feature），坐标（x_feature），以
及时间（t_feature），各自经过对应的前馈神经网络，再

连续经过 L 个注意力等变模块（AEM）和前馈神经网

络进行更新特征，最后经过各自的全连接神经网络

得到分子图 G。

在 AEM层中，原子类型首先通过多头自注意力

机制进行特征提取，化学键特征经由全连接层进行

编码，时间（t_feature）通过另一全连接层实现嵌入更

新。坐标特征通过特征提取模块（Feature Extraction
Module）得到距离特征以及余弦角特征，两者合称为

几何特征，如图 3所示；上述几何特征与自注意力层

输出的节点特征经全连接层融合后，生成统一的空

间信息特征。此后，将自注意力节点特征、空间信息

特征与时间特征连续经过 3个特征融合模块，分别用

于化学键特征的更新，并通过全连接层输出修正后

的化学键表示。基于更新后的化学键特征，经过特

征融合模块 4通过特征聚合更新节点状态。同时，融

合更新后的化学键特征与时间特征，通过特征融合

模块 5对时间编码进行更新。最后，结合距离特征、

化学键特征与时间特征，通过消息传递机制对坐标

特征进行迭代更新，输出新的原子坐标。

在 AEM层中，特征融合模块 1、2、3虽为独立

结构，但其计算流程具有高度相似性，具体操作如图 4
所示。以特征融合模块 1（Feature Fusion Module 1）
为例，该过程以化学键特征作为输入 1，原子类型特

征作为输入 2。输入 1同时经由两个前馈神经网络

处理：其中一个网络的输出直接与另一网络输出和

输入 2的乘积相加，最终生成融合后的特征表示。该

特征融合模块的设计蕴含明确的物理意义，其核心

本质在于实现特征空间中概率分布的转移。扩散模

型的核心机理正是通过逐步迭代完成从初始高斯分
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布向目标数据分布的动态转变，本模块通过两个结

构独立的前馈神经网络，分别对原子类型特征分布

的均值与方差进行拟合，进而实现该特征分布的自

适应转移与重构；同时，模块引入残差连接结构，有

效缓解了深度模型训练过程中的梯度消失问题，显

著增强了模型的训练稳定性与特征学习能力。
  

Feed

forward

Feed

forward

Input1

Input2 Output2+×

图 4    特征融合模块 1、2、3
Fig. 4    Feature fusion module 1、2、3

 

在特征融合模块 4（Feature Fusion Module 4）中，

化学键特征与几何特征分别经由前馈神经网络进行

处理，所得结果与注意力特征进行相乘操作，进而与

注意力特征相加，生成中间特征 1。随后，将时间特征

t 与特征 1输入至特征融合模块 1进行处理，其输出

依次经由主邻域聚合（PNA）[22] 模块整合与前馈神经

网络映射，最终获得新的原子类型特征，如图 5所示。
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图 5    特征融合模块 4
Fig. 5    Feature fusion module 4

 

在特征融合模块 5中，本文采用 PNA模块对

3种输入特征进行降维处理，并将降维后的特征与时

间特征 t 进行逐元素相加，从而生成增强的时间特征

t，如图 6所示。

在消息传递模块中，本文用神经网络对节点特

征以及化学键特征进行映射，对坐标进行等变更新，

如式（19）所示。 

Xl+1
i = Xl

i +
∑

j,i

(
Xl

i −Xl
j

)
di j

ϕC
(
Ei j,Ti j

)
(19)

di j

Xl
i

其中，Eij 为化学键特征，Tij 为几何特征，   为两个原

子间距离，   代表第 l 层第 i 原子的坐标。

 1.4    残差增强神经网络

针对完整分子生成训练时间过长的问题，本文

提出了残差增强神经网络（Residual Boosting Neural
Network，RBNN）。其结构属于集成学习范畴，借鉴

了 Boosting算法的思想，采用串行集成策略。该结

构训练两个模型 ：核心生成器 (Kernel  Generator,
KG)和残差优化器 (Residual Refiner, RR)。两个模型

由相同的基本模块堆叠构成（本文所用的基本模块

为 AEM），其中 KG堆叠较深，用于捕捉复杂的非线

性关系以生成高精度初始结果，用以拟合真实结果；

RR则采用较浅的堆叠结构，专注于拟合 KG输出与

真实结果间的残差。这种设计在降低计算负担的同

时，增强了模型的校正能力。两个模型以级联方式

连接：KG的输出作为 RR的输入，RR的残差校正结

果与 KG初始输出相加得到最终预测。通过这种集

成学习机制，模型训练能够在较短时间内收敛，并生

成更符合物理规律的分子结构，残差增强神经网络

（RBNN）如图 7所示。

以坐标的损失函数为例，图中，KG的损失函

数（KGLoss）的定义如式（20)所示；RR的损失函数

（RRLoss）由式（21）给出，总的损失见式（22）。 

LKG = Et,Gt ,ϵ

(∣∣∣|G − G0
θ

(
Gt)∣∣∣∣∣∣2) (20)

 

LRR = Et,Gt ,ϵ

(∣∣∣∣∣∣∣∣(G−G0
θ

(
Gt))− ϵ′θ (G0

θ

(
Gt))∣∣∣∣∣∣∣∣2) (21)

 

Ltotal = LKG+LRR (22)

G0
θ ϵ′θ式中 ，    为 KG_AEGNN，    为 RR_AEGNN，G为

原始数据。

 1.5    注意力等变几何扩散模型

本文的方法用到了两种扩散模型，连续扩散与

离散扩散，连续扩散用于生成坐标，离散扩散用于生

成原子类型和化学键（文献 [20] 发现原子类型和化

 

(Batchsize, N, N)

Calculation
module1

Distance
Geometric

features
Pos

Calculation
module2

Cosine

(Batchsize, N,  3)

(Batchsize, 
N, N, 2)

(Batchsize, N, N)

N—Atom number

图 3    特征提取模块

Fig. 3    Feature extraction module
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图 6    特征融合模块 5

Fig. 6    Feature fusion module 5
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学键在离散空间进行扩散的性能更好）。此外，本文

中所用的扩散训练目标未选择预测噪声，而是选择

预测原始数据。式（23）为式（8）利用原始数据预测的

等价替换式，式（24）为预测原始数据的损失函数。 

µθ
(
Gt,G0

)
=

√
αt−1βt

1−αt
G0
θ

(
Gt, t
)
+

√
αt (1−αt−1)

1−αt
Gt (23)

 

L = Et,Gt ,ϵ

(∣∣∣∣∣∣G0−G0
θ

(
Gt, t
)∣∣∣∣∣∣2) (24)

G0
θ G0其中，    为预测原始数据的神经网络，    为原始

数据。

神经网络采用 AEGNN，并应用了残差增强神经

网络。对于损失函数的选择，因为采用了两种扩散

模式，要分别对对应的数据采取相应的损失函数。

对于坐标这一连续数据，它属于回归任务，其损失函

数选择为 MSE；对于原子类型和化学键，它属于分类

任务，损失函数采用交叉熵函数。

DDPM的核心在于通过参数化神经网络实现概

率分布变换，本文的扩散模型命名为注意力等变几

何扩散模型（Attention Equivariant Geometric Diffusion
Model，AEGDM），如图 8所示。在训练阶段（前向过

程），通过随机采样时间步和高斯噪声向量，将坐标

噪声向量进行零质心化处理，以保持分子 3D结构的

平移不变性，将原始数据点经过一步加噪变换生成

扰动样本，随后利用神经网络预测该时间点的噪声

分量，并通过优化目标函数更新模型参数。在采样

阶段（反向过程），从零质心化的高斯分布初始状态

出发，利用去噪变换公式（23）逐步重构数据：每一步

基于当前状态预测噪声分量，对其零质心化，计算前

一时刻的样本状态，最终通过多步迭代获得生成样

本。表 1所示为 AEGDM的连续数据训练算法（连续

数据与离散数据同步训练，这里以连续数据为例），

表 2所示为 AEGDM的采样算法。
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图 8    注意力等变几何扩散模型
Fig. 8    Attention equivariant geometric diffusion model

 
  

表 1    AEGDM训练过程

Table 1    Training process of AEGDM

Algorithm 1: Training process of AEGDM

G = (X,C,E)

G0
θ

ϵθ

ϵ

∇θ∥ G0−G0
θ(
√
αtG0+

√
1−αtϵ, t) ∥

2

∇θ∥ εθ(G0
θ)− (G0−G0

θ(
√
αtG0+

√
1−αtϵ, t)) ∥

2

1: Input：Molecular data  

2: Initial：Kernel Generator    ，Residual Refiner  

3: repeat

4: 　G0 ~ q(G0)

5: 　t ~ Uniform({1,…,T})

6: 　    ~ N(0，I)

7: 　Take gradient descent step on

8: 　　 

9: 　　 

10: until converged

 

 
  

表 2    AEGDM采样过程

Table 2    Sampling process of AEGDM

Algorithm 2: Sampling process of AEGDM

z0
θ

ϵθ

Gt−1
X =

√
αt−1βt

1−αt
G0
θ

(
Gt

X , t
)
+

√
αt (1−αt−1)

1−αt
Gt

Gt−1
C，E = Gt

C，E Qt
t ⊙G0

θC，E

_
Qt−1

Gt−1 Gt−1 ϵθ
(
Gt−1)

z0

1: Input：Kernel Generator    ，Residual Refiner  

2: GT~ N(0，I)

3: for t in T，T−1，…，0 do

4: 　 

5: 　 

6:     =     +  

7: end for

8: return  
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+

图 7    残差增强神经网络结构

Fig. 7    Residual boosting network structure
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 2    实验结果与分析

 2.1    数据集

本文所用的数据集是 QM9数据集，由 C、H、

O、F、N组成的 133 885个有机小分子及其构象组

成，其中存在同分异构体，重原子至多 9个，单个分子

的原子数至多 29个，其中分子平均有 18个原子。数

据集中的特征有原子种类、原子数目、3D坐标、原

子连接情况、相应的谐波频率、偶极矩、极化率、能

量、焓以及原子化的自由能。本文中所用的特征主

要为前 4种，其他特征并未纳入到模型输入。数

据集被划分为训练集、测试集以及验证集，训练集有

100 000个分子，测试集有 13 388个分子，验证集有

20 497个分子。

 2.2    评价指标

本文采用分子生成研究中广泛采用的评价指

标，包括分子稳定性（Molecular Stability，MS）、原子

稳定性（Atom Stability，AS）、有效性（Validity）、唯一

性（Uniqueness）与新颖性（Novelty）。以上指标取值

越高，表明生成质量越好。

原子稳定性定义为生成分子中满足标准化合价

规则的原子数占总原子数的比例。分子稳定性指全

部原子均满足化合价约束的生成分子数目占分子总

数目的百分比。原子有效性依据生成分子的原子坐

标与类型信息构建分子图，并借助 Rdkit化学信息学

工具包尝试将其转化为对应的分子对象及 SMILES
字符串，成功转换则判定为有效分子，有效性以有效

分子数占生成总数的比例计算。原子唯一性通过对

全部有效分子的 SMILES字符串进行去重，得到独特

分子集合，进而计算独特分子数占有效分子数的比

例。原子新颖性则评估独特分子中未出现在训练数

据集中的 SMILES字符串比例，用于衡量模型生成新

分子结构的能力。

除精度指标外，模型的推理效率同样是衡量其

实际应用价值的核心要素。为全面评估模型的推理

性能，本文选取 4项关键指标展开量化分析，包括模

型参数量（Params）、CPU单分子采样耗时（Sample-1
(CPU)）、GPU 批量采样  500 个分子的耗时（Sample-
500 (GPU)）以及扩散过程步数（Diff_steps）。
 2.3    实验设置

实验在配置了 3.00 GHz的 Intel i9-10980XE CPU
和 NVIDIA GeForce RTX 3090的 GPU上运行，基于

python3.9语言开发，使用 Pytorch库搭建网络模型、

Pytorch_lightning库训练模型、wandb库实时观测训

练指标。

本论文以文献 [23] 提出的噪声调度作为基本噪

声调度，对其进行了改进，以适应 3种数据（坐标，原

子类型以及化学键）的生成，如式（25）~式（27）所示。 

f (t) = cos


( t
T

)v
+ s

1+ s
· π

2


2

(25)

 

αt =
f (t)
f (0)

(26)
 

βt = 1− αt

αt−1
(27)

αt

βt

式（25）定义了噪声调度的核心函数，其中 t 表示

扩散过程的时间步，T 为总时间步数，s 是用于控制初

始阶段噪声强度的偏移参数，新增的参数 v 则是调度

特性的调节项（通过调整 v 的取值，可适配不同类型

的数据分布）。该函数通过余弦函数的平方形式，实

现了噪声强度随时间步的平滑变化。式（26）为   的

计算方式，式（27）为    的计算方式。在这里，用 vx、

ve、vc 代表原子坐标、化学键、原子类型的 v 值，其中

vx=2.5，ve=1，vc=1.5，s=0.008，3种数据的噪声调度如

图 9所示。扩散步数采用文献 [18] 的步数为 500。
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图 9    噪声调度
Fig. 9    Noise Schedule

 
本文为多任务联合生成，总损失函数为各个损

失函数乘以对应权重，如式（28）所示。 

Losstotal =λX

∣∣∣∣∣∣∣∣X̂−X
∣∣∣∣∣∣∣∣2+λCCrossEntropy

(
Ĉ,C
)
+

λECrossEntropy
(
Ê,E
)

(28)

X̂ X
Ĉ C

Ê E

λX λC λE

其中，   为模型预测的坐标，   为原始数据的坐标，

采用 MSE损失；   为模型预测的原子类型，   为原

始数据的原子类型，   为模型预测的化学键，   为原

始数据的化学键，采用交叉熵损失。对于权重的选

择，本文采用   =3，   =2，   =1。
在本文的实验中，扩散模型采用 AdamW优化器

进行训练，学习率设置为 2×10−4，权重衰减系数为

1×10−12，批量大小为 96，训练轮次为 1 000。在模型结构
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方面，采用的 AEGNN基础模块的层数为 KG_AEGNN
堆叠 8 层，RR_AEGNN堆叠 4层。此外，各类输入数

据经前馈神经网络映射后的隐藏维度为坐标特征

64维，原子类型特征 256维，化学键特征 64维，时间

步特征 256维。

 2.4    实验结果及分析

 2.4.1   AEGDM实验结果　基于 QM9数据集，将本

文方法与 MiDi[18] 以及 MolDiff[20] 进行了比较。本研

究采用每种方法生成 10  000个分子样本 ，其中

AEGDM以运行 3次评估，以评估其在分子生成任务

中的性能，相关结果汇总于表 3。从实验结果可以看

出，本文提出的方法 AEGDM在多个关键指标上展

现出良好的表现。
  

表 3    不同方法实验结果

Table 3    Experimental results of different methods

Metric MS/% AS/% Validity/% Uniqueness/% Novelty/%

DATA 98.7 99.8 98.9 99.9 —

MiDi

MolDiff

97.5 99.8 97.9 97.6 67.5

94.2 99.5 93.8 — —

AEGDM 95.6±0.1 99.7±0.0 96.4±0.2 98.2±0.2 70.9±0.4

 

AEGDM在唯一性（Uniqueness,  98.2%）和新颖

性（Novelty, 70.9%） 两个指标上优于所有对比的基线

方法，表明该方法能够生成更多样化且与训练数据

差异显著的新颖分子结构，体现出较强的分布外生

成能力。这说明 AEGDM在探索化学空间方面具有

更强的潜力，有助于发现具有创新性的候选分子。

在稳定性和有效性方面，MiDi表现优于 AEGDM。

针对于该结果进行分析，MiDi可同步生成分子的

4类核心数据，包括原子坐标、原子类型、电荷状态

与化学键信息。其中，电荷状态采用三元离散化表

示（即−1、0、1），分别对应负电荷、电中性与正电荷

3种状态，该表示方式与原子化合价具有直接关联。

原子稳定性与分子稳定性的定义本身以化合价规则

为核心依据，而 MiDi在生成过程中显式编码电荷特

征，这一设计使其在原子稳定性与分子稳定性这两

项指标上的表现优于本研究提出的 AEGDM。进一

步地，分子生成的有效性指标与稳定性存在内在相

关性，受稳定性优势的传导作用，MiDi在有效性指标

上同样展现出相对 AEGDM的性能优势。

表 4呈现了不同方法的推理效率对比结果。为

了遵循等量的原则，本文将 MolDiff的扩散步数设置

为 500（原论文中扩散步数为 1 000），比较其推理效

率。上述结果表明，AEGDM在批量分子生成任务中

展现出最优性能（350.8 s），MolDiff（500步）在单分子

采样中展现最优性能（41.3 s）。而 MolDiff尽管具有

最小的模型参数量（11.9×106），但其批量采样效率却

显著落后（589.3 s）。该现象的成因在于 MolDiff的
采样函数引入第 2个模型 bond_predictor（表中MolDiff
的参数由两个模型共同组成，MolDiff模型参数量为

5.7×106， bond_predictor为 6.2×106） ， bond_predictor
在迭代过程的每一步前向传播并反向传播求梯度，

大大减慢了运行速度。
  

表 4    不同方法推理效率实验结果

Table 4    Experimental  results  on  the  inference  efficiency  of
different methods

Metric Params/106 Sample-1（CPU）/s Sample-500（GPU）/s Diff_step

MiDi 24.1 45.3 440.6 500

MolDiff 11.9 83.4 1 201.8 1 000

MolDiff 11.9 41.3 589.3 500

AEGDM 20.2 43.2 350.8 500

 

 2.4.2   RBNN结构对比实验　RBNN可以设计为并

行和串行两种结构，如图 10所示。针对两种策略，本

文开展了系统的对比实验，实验结果如表 5所示。实

验结果表明，串行（SI）效果优于并行（PI），因此本文

采用了方案（b）。
  

(a) PI (b) SI

+

+

图 10    RBNN结构
Fig. 10    Structure of RBNN

 

针对上述实验的结果进行分析，串行集成方法

的核心设计动机，在于利用基学习器间的相关性实

现误差的迭代传递与修正；而并行集成方法的核心

动机，则是依托基学习器的独立性，通过“群体决策”
抵消单个模型的波动[24]。本研究中采用的两个基学

习器（KG_AEGNN与 RR_AEGNN）本质上属于同质

化结构，且训练数据完全一致，其输出天然具有较高

相关性；若采用并行结构，将直接违背并行集成对“基
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学习器独立性”的基本要求，无法通过并行融合实现

性能增益。且 RBNN结构本质上属于串行集成所用

的方法。
  

表 5    RBNN对比实验

Table 5    Comparative experiment of RBNN

Metric MS/% AS/% Validity/% Uniqueness/% Novelty/%

DATA 98.7 99.8 98.9 99.9 —

PI 94.3 99.6 95.2 97.9 70.5

SI 95.6 99.7 96.4 98.2 70.9

 
前向训练过程中，在串行结构上的输入为加噪

后的原始数据，首先通过 KG_AEGNN完成“加噪数

据→原始数据”的初步预测，随后将该预测结果输入

RR_AEGNN，由后者聚焦于“预测原始数据与真实数

据的残差”的拟合；而在并行结构中，两个基学习器的

输入均为加噪后的原始数据，此时 RR_AEGNN需同

时完成“加噪数据→原始数据”与“预测值→真实值的

残差”拟合，任务复杂度显著提升。此外，RR_AEGNN
属于弱学习器（堆叠层数较少），其表征能力不足以

拟合上述复杂分布，对于结果可能产生负影响。而

串行结构所产生的影响大概率为正面，因此并行结

构在各项实验指标中全面劣于串行结构。

 2.4.3   RBNN分子稳定性对比实验　为评估 RBNN
结构的有效性，本文设计了对比实验。在实验设置

中，模型共进行 100轮训练，每 5轮进行一次采样生

成，每次生成 1 000个分子，未采取 RBNN结构的模

型 12层；采用 RBNN结构的模型，KG_AEGNN为

8层，RR_AEGNN为 4层。由于原子稳定性和有效

性与分子稳定性高度相关，图 11中仅展示分子稳定

性的变化趋势；同时，由于采样规模较小（1 000个分

子），唯一性与新颖性指标均接近 100%，因此未予呈

现。最终，图中绘制了分子稳定性随训练轮次变化

的折线图，以直观比较有 RBNN与无 RBNN时模型

的性能差异。

如图 11所示，引入 RBNN模块后，模型在分子

稳定性方面呈现出显著改善：其平均性能明显优于

未引入该结构的模型，且所达到的最高性能指标也

优于原模型。实验结果表明，RBNN结构不仅有效提

升了模型训练的稳定性（使整体的突然急剧变化减

少），还进一步优化了生成质量（整体以及最高的分

子稳定性高于原模型），从而加速实验收敛过程并增

强整体性能表现。

为验证基于 RBNN结构的模型在性能上是否具

有统计学意义的提升，本研究采用配对 t 检验分析，

对比引入 RBNN结构与未引入该结构的模型在分子

稳定性预测任务上的表现差异，并通过显著性检验

确保性能改进的稳健性。

α = 0.05

α = 0.05

实验设计如下，零假设为采用 RBNN结构的模

型与未采用该结构的模型在性能上无显著差异，备

择假设为采取 RBNN结构的模型显著优于未采取

RBNN结构的模型。本实验中，两种模型采取不同随

机种子均独立运行 8次（模型采用 RBNN分子稳定性

实验的设置），每次训练 100轮，并选取各次最优结果

进行对比。检验自由度设为 7，显著性水平设定为

 。t 检验计算得到 t =2.567 0，p = 0.018 6。由

于 p 值小于 0.05，可在    水平上拒绝零假设，

接受备择假设。

 3    结　论

本文提出了注意力等变扩散模型用于分子生成

任务。AEGNN借助多头自注意力提取节点特征联

合更新分子图中的边特征、原子坐标与节点特征，在

严格保持旋转与平移等变性的条件下，通过逆向扩

散过程逐步重构分子中的原子类型、三维结构及化

学键。RBNN通过协同训练两个模型进一步提升生

成性能。在 QM9数据集上的实验表明，该方法在生

成分子的唯一性与新颖性方面均获得显著提高，证

明 AEGDM能够有效探索化学空间，并促进具有创

新结构的候选分子发现。此外，RBNN机制可加速实

验迭代、增强模型表现，为分子生成模型的迭代优化

提供了重要技术支撑。

传统的扩散模型方法对于噪声进行预测，因为

原始数据分布过于复杂，模型的生成能力不足以拟

合如此复杂的分布。本文中，采取了预测原始数据

的扩散方法，利用 RBNN结构去缓解模型的生成能

力不足的问题，利用 KG_AEGNN与 RR_AEGNN进

一步提升 AEGDM的总体生成能力。此外，自注意

力机制提高了模型的全局数据观测能力，使模型能

 

1.0

0.8

0.6

0.4

0.2

0 10 20 30 40 50 60 70 80 90 100

Without RBNN
With RBNN

M
ol

 s
ta

bl
e

Epoch

图 11    RBNN分子稳定性对比实验

Fig. 11    Comparison experiment of RBNN molecular stability
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捕捉到各个节点之间联系，提升了模型对分子内部

长程依赖与协同效应的推理能力。模型内在的等变

性保证了所有生成构象的物理合理性，其输出本身

就是能量友好的，无需依赖后续力场优化来‘修正’。
这提升了模型的可靠度，也意味着其内部表示更贴

合真实的分子几何空间。三者的协同作用显著提升

了 AEGDM的整体生成性能与结构合理性。
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Complete Molecular Generation Based on Attention-Equivariant
Geometric Diffusion Models

ZHANG Baichuan1, XIE Bo1, ZHANG Liguo2, LUO Jianxu1

(1. School of Information Science and Engineering; 2. School of Chemistry and Molecular Engineering, East China
University of Science and Technology, Shanghai 200237, China)

Abstract: This  paper  proposes  an  attention-equivariant  diffusion  model  (comprising  AEGNN  and  RBNN)  for
molecular  generation  tasks.  The  AEGNN  leverages  multi-head  self-attention  to  jointly  update  edge  features,  atomic
coordinates,  and node features  within  a  molecular  graph.  Subject  to  strict  rotational  and translational  equivariance,  it
progressively reconstructs atom types, three-dimensional structures, and chemical bonds via a reverse diffusion process.
The  RBNN  further  improves  generative  performance  through  co-training  two  submodels,  both  built  by  stacking
identical basic modules (denoted as AEM in this paper). The Knowledge Generator (KG) adopts a deeper layer stack to
capture complex nonlinear  relationships,  producing high-precision initial  predictions that  align with the ground truth.
By  contrast,  the  Residual  Refiner  (RR)  adopts  a  shallower  architecture,  focusing  on  fitting  the  residual  between  the
KG’s  output  and  the  true  target  values.  This  design  cuts  computational  overhead  while  boosting  the  model’s  error
correction capacity. The two modules are connected in a cascade structure: the output of the KG acts as the input to the
RR, and the final prediction is obtained by adding the residual correction from the RR to the initial output of the KG.
Experiments conducted on the QM9 dataset show substantial improvements in the uniqueness and novelty of generated
molecules, demonstrating that the AEGDM can efficiently explore chemical space and aid the discovery of structurally
innovative candidate molecules. Moreover, the RBNN mechanism speeds up experimental iteration and elevates overall
model  performance,  offering  critical  technical  support  for  the  iterative  optimization  of  molecular  generation
frameworks.

Key words: diffusion model；graph neural network；molecular generation；transformer；ensemble learning
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