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摘   要： 针对传统变形抗力模型难以准确描述动态轧制条件下温度、真应变及应变速率等多因素耦合作

用的问题，开展无取向硅钢热连轧变形抗力的建模与预测方法研究 . 基于热连轧变形区的楔形变形特征及工

艺参数的动态演化规律，建立了综合考虑关键影响因素的变形抗力机理模型 . 在此基础上，引入遗传算法优

化反向传播（GA-BP）神经网络模型，对变形抗力进行了预测分析 . 利用 Gleeble 热压缩实验数据对模型进行

训练与验证，结果表明，该模型具有较高预测精度和良好泛化能力，可为热连轧工艺优化提供理论依据 .
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Abstract： To address the problem that traditional deformation resistance models are difficult to 
accurately describe the coupled effects of multiple factors such as temperature， true strain， and 
strain rate under dynamic rolling conditions， the modeling and prediction methods for 
deformation resistance of non-oriented silicon steel during hot strip rolling were investigated.  
Based on the wedge deformation characteristics and the dynamic evolution laws of process 
parameters in the hot strip rolling deformation zone， a mechanism model of deformation 
resistance comprehensively considering key influencing factors was established.  On this basis， a 
genetic algorithm optimized backpropagation（GA-BP） neural network model was introduced， 
and the deformation resistance was predicted and analyzed.  The model was trained and validated 
using Gleeble hot compression experimental data.  The results indicate that the model has high 
prediction accuracy and good generalization ability， which provides a theoretical basis for the 
optimization of the hot strip rolling process.
Key words： non-oriented silicon steel； hot strip rolling； deformation resistance； mechanism 
model； GA-BP neural network

无取向硅钢作为电力、家电等领域的核心软

磁材料，其热轧工艺的稳定性直接决定产品尺寸

精度、板形质量与成材率 . 变形抗力是金属热加

工过程中表征材料抵抗塑性变形能力的核心参

数，其精准描述直接决定轧制力计算、轧制负荷

分配及工艺规程制定的合理性 . 对无取向硅钢这

doi：10. 12068/j. issn. 1005 - 3026. 2026. 20250138

收稿日期：  2025-11-25
基金项目：  国家自然科学基金资助项目（U25A20470）.
作者简介：  王奎越（1982—），男，辽宁鞍山人，东北大学博士研究生 .
通信作者：孙 杰，E-mail：sunjie@mail.neu.edu.cn.



第 6 期 王奎越等：无取向硅钢热连轧过程变形抗力模型与预测方法研究

类兼具软磁特性与相变敏感性的材料而言，更是

保障产品尺寸精度与磁性能的关键 . 在目前我国

无取向硅钢生产过程中存在的诸多技术痛点中，

翘头、边部开裂及尺寸超差等直接影响产品质量

的关键问题，均与热轧变形抗力模型的构建及参

数优化存在紧密关联 .

现有研究从实验表征与机理分析层面对无

取向硅钢热变形行为开展了较为系统的探索 . 例

如，Zhong 等［1］通过系统研究再结晶退火对高牌

号无取向硅钢的影响，发现退火时间通过调控位

错密度与晶粒生长，显著影响材料的力学性能与

磁性能 .Xu 等［2］以 Fe-3.0% Si 无取向硅钢热轧带

为研究对象，开展低温正火实验，系统揭示了正

火工艺对材料组织、织构及力学性能的影响规

律；Hu 等［3］以 2.4% Si 无取向硅钢为研究对象，采

用 EBSD 实验表征与蒙特卡罗波茨模型模拟相结

合的方法，探究退火工艺对织构演变的影响规律 .

随着工业智能化的发展，数据驱动型智能计

算技术凭借卓越的非线性映射效能与自适应学习

能力，在应对多因素耦合、不确定性突出的复杂工

业场景中具有独特优势 . 曹建国等［4］针对电工钢

自由规程轧制的板形控制瓶颈，提出非对称自补

偿 轧 制（asymmetric self-compensation rolling，

ASR）机制、数据-机理融合控制方法及全板形融

合 π 模型，同步解决不均匀变形与轧辊磨损问

题；Song 等［5］通过热压缩实验结合粒子群优化深

度神经网络（PSO-DNN）方法，建立含相变的无

取向硅钢高温本构关系，其预测精度优于改进的

Arrhenius 模型，为多相区变形抗力的精准描述

提 供 了 智 能 算 法 支 撑 ；黄 望 芽 等［6］基 于 Hall-
Petch 方程与 Stacking 集成策略，构建无取向硅

钢力学性能预报模型，实现高精度实时预测，为

多 相 区 变 形 抗 力 的 在 线 监 测 提 供 了 数 据 驱 动

支撑 .

基于此，本文针对无取向硅钢热连轧的工艺

特点，首先建立基于轧制变形区动态特性的变形

抗力机理模型，再通过遗传算法优化反向传播

（GA-BP）神经网络优化模型参数，实现变形抗力

的精准预测，为实际生产提供理论与技术支持 .

1　实验方案

选 取 无 取 向 硅 钢 35W440 作 为 研 究 对

象 ，首 先 ，将 实 验 用 无 取 向 硅 钢 材 料 加 工 制

备 为 ϕ8 mm×12 mm 的标准热模拟压缩试样，随

后在 Gleeble 热模拟试验机上开展热模拟压缩实

验 . 具体工艺如下：试样以 10 ℃/s 的升温速率加

热至 1 200 ℃，并保温 180 s；随后以 5 ℃/s 的冷却

速率降至预设变形温度，保温 30 s 以确保材料内

部温度均匀，之后分别在 900，950，1 000，1 050，

1 100 和 1 150 ℃下进行压缩变形，应变速率选取

0.05，0.1，1，5 和 10 s-1，变形后立即水冷 . 压缩前

在试样两端垫上钽片，并在试样两端涂上润滑

剂，以减小试样在压缩过程中与压头之间的摩

擦 . 实验获得的 35W440 无取向硅钢在不同变形

条件下的真应力-应变曲线如图 1 所示 .

图1　35W440无取向硅钢在不同变形条件下的真应力-真应变曲线

Fig. 1　True stress vs. true strain curves of 35W440 non-oriented silicon steel under different deformation conditions
（a）—0.05 s-1； （b）—0.1 s-1； （c）—1 s-1； （d）—5 s-1； （e）—10 s-1.

91



东北大学学报(自然科学版) 第 47 卷

2　变形抗力模型的建立

2. 1　轧制变形区几何表征

轧件在轧制变形区的变形情况示意图（图 2）

的ABOC区域内，由于上、下工作辊间辊缝的作用，

轧件厚度呈现由厚到薄的变化形态，因此每处的

应变、应变速率以及由塑性变形功转化的热能也

是不同的，这就导致轧制变形区每处的变形抗力是

动态变化的，而不是一个固定值 . 为准确表示无取

向硅钢轧制过程中的变形抗力，综合考虑轧制变形

区的应变、应变速率以及塑性变形功等因素对变形

抗力的影响，建立无取向硅钢轧制过程中的变形

抗力模型，轧制变形区变形情况如图 2所示 .

图2中，各点坐标表示如下：O（0，0）， A( )-l
h0

2
，

B（-l，0），C ( )0
hc

2
，D ( )-li 

hi

2
，E（ - li ，0）. 其

中 ，l 为 轧制变形区接触弧水平投影长度，可近

似为 RDh，其中 R 为轧辊半径，Dh 为绝对压下

量；h0 为轧件入口厚度；hc 为轧件出口厚度；hi 为

变形区内距坐标原点水平距离 li 位置处轧件的瞬

时厚度；li 为轧制变形区任意位置处与 y 轴之间的

距离；v0 为轧件入口速度；vc 为轧件出口速度；vi

为变形区内 li 位置对应的轧件流动速度 .

需要注意的是，热压缩实验中试件在垂直方

向发生均匀变形，而轧制过程中，由于轧制变形

区轧辊与轧件呈曲线接触状态，考虑轧制变形区

楔状变形特点，采用以弦代弧的方式对其进行表

征计算，根据点 A 与点 C 可求出 AC 的函数表达

式，即

y = h(x)=-
h0 - hc

RDh
x +

hc

2
. (1)

式中，h(x)为变形区内水平坐标 x 处的瞬时厚度 .

2. 2　真应变模型

首先，对于应变，变形区内固定坐标 x 处轧件

厚度方向上的应变表达式为

ε(x)=
h0 - 2h(x)

h0

. (2)

就应变速率而言，轧制过程中轧件材料质点

沿变形区持续运动，需采用物质导数描述质点变

形演化规律。取任意材料质点，质点随轧制进程

向前运动，其空间坐标随时间发生变化，记位置

关于时间的函数为 x = x(t)，则该质点瞬时厚度为

复合函数 h(x(t)). 该质点厚度方向上应变随时间

的演化关系为

ε(x(t))=
h0 - 2h(x(t))

h0

. (3)

在变形区内，定义坐标 x 为自轧件入口沿变

形区长度方向的距离，取值范围 0 ≤ x ≤ L. 基于线

性厚度简化假设，变形区内厚度 h(x)为

h(x)= h0 -
Dh
L

x. (4)

式中，L 为变形区长度 .

根据轧制体积不变守恒条件，变形区内任意

固定位置 x 处的轧件水平流动速度场 v(x)为

v(x)=
h0v0

h(x)
. (5)

变形区内固定坐标 x 处厚度方向真应变 ε定

义为

ε = ln ( h0

h(x) ). (6)

2. 3 应变速率动态模型

应变速率 ε̇是运动质点真应变随时间的变化

速率，即 ε̇ =
dε
dt

. 对于随时间运动的材料质点，有

ε̇ =
dε
dt

=
d
dt

é

ë

ê
êê
êln ( h0

h(x(t)) )ùûúúúú =- 1
h(x(t))

dh(x(t))
dt

.(7)

其中，
dh(x(t))

dt
是单个材料质点运动过程中的瞬时

厚度变化率 . 厚度 h 为空间坐标 x 的函数，结合前

文质点运动关系 x = x(t)，依据多元复合函数链式

求导法则得
dh(x(t))

dt
=

dh(x)
dx

dx(t)
dt

=
dh(x)

dx
v(x). (8)

将式（8）代入式（7）得

ε̇ =-
1

h(x)
dh
dx

v(x). (9)

由厚度线性变化，有
dh
dt

 = -
Dh
L

，代入式（9）得

ε̇(x)=-
1

h(x) ( - Dh
L ) v(x)=

Dh
L

v(x)
h(x)

. (10)

图2　轧件在轧制变形区的变形情况示意图

Fig. 2　Schematic diagram of rolled piece deformation 
in rolling deformation zone
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将 v(x)=
h0v0

h(x)
代入式（10），得到应变速率模型：

ε̇(x)=
Dh
L

h0v0

h(x)2
. (11)

其中，h(x)= h0 -
Dh
L

x.

2. 4　温度动态模型

考虑塑性变形生热、接触传热与对流换热，

任意位置 x 处的温度模型公式为

T (x)=T0+
βσ
ρcp

ln ( )h0

h(x)
-

2(αc+αa )(T0-Tm )
ρcpv0h0

x.(12)

式中：T (x) 为位置 x 处的温度；T0 为入口基准温

度；β为变形功转热系数（0.90~0.95）；σ为平均流

动应力；ρ为材料密度；cp 为定压比热容；αc 为接

触传热系数；αa 为对流换热系数；Tm =
αcT r + αaTa

αc + αa

为等效环境温度，其中 T r 为轧辊表面温度，Ta 为

环境空气温度 .

第 一 项 T0 为 入 口 基 准 温 度 ，第 二 项

βσ
ρcp

ln ( h0

h(x) ) 为 塑 性 变 形 导 致 的 温 升 ，第 三 项

2(αc + αa )(T0 - Tm )
ρcpv0h0

x 为热传导导致的温降 .

2. 5　变形抗力模型

综合上述影响因素与动态参数，构建变形抗

力模型如式（13）所示 .

σ = σ0 exp (a1T + a2 ) ( ε̇10 ) a3T + a4

´

é

ë

ê
êê
ê
a6( ε

0.4 ) a5

- (a6 - 1) ( ε
0.4 )ùûúúúú . (13)

式中：σ为变形抗力模拟值；σ0 为变形抗力计算基

准 值 ；T 为 归 一 化 热 力 学 温 度 ，可 表 示 为 T =
(θ + 273)

1 000
，其中 θ为实际温度（℃）；a1～a6 为变形

抗力模型回归系数 .

首先，选取应变速率为 10 s-1，真应变为 0.4，

不同温度下的应力点进行线性回归；然后，选取

应变速率为 10 s-1，温度为 1 000 ℃，不同真应变

下的应力点进行线性回归；最后，选取应变速率

为 1 s-1，真应变为 0.4，不同温度下的应力点进行

线性回归 . 通过上述方法，对 35W440 无取向硅钢

的变形抗力曲线进行回归得到无取向硅钢变形

抗力模型为
σ = 54.569exp (-3.476 4T+4.479 7)´

( ε̇10 ) -0.048 9T+0.232 5

´
é

ë

ê
êê
ê
1.217 6 ( ε

0.4 ) 0.204 9

- 0.217 6 ( ε
0.4 )ùûúúúú .

(14)

3　物理-智能融合计算模型构建

3. 1　反向传播神经网络

反 向 传 播（back propagation，BP）神 经 网 络

是一种受生物神经系统运行机制启发而构建的

典型人工神经网络结构 .BP 神经网络通常包含

输入层、隐含层以及输出层，其学习过程包含信

号的前向传递与误差的反向传播 2 个核心步骤，

通 过 不 断 调 整 网 络 参 数 以 拟 合 已 知 样 本 的 输

入-输出关系，从而建立起可用于新样本预测的

模型 .

本文所构建的 BP 神经网络输入参数为轧制

温度 T、真应变 ε、应变速率 ε̇，输出参数为变形抗

力 σ，故输入层节点数设为 3，输出层节点数设为

1. 神经网络的结构是通过使用该数据集计算隐

含层数量及其内部节点数量来确定的，隐含层节

点数通常基于以往的设计经验或反复调整来确

定，可参考公式（15）［7］.BP 神经网络结构如图 3

所示 .

p = n + k + a. (15)

式中：p为隐含层节点数；n为输入层节点数，n＝3；

k为输出层节点数，k＝1；a为［1，10］区间的常数 .

3. 2　基于遗传算法的反向神经网络

遗传算法（genetic algorithm，GA）是一种模

拟生物进化过程的搜索算法，通过在种群中选

择出最优个体进行交叉、变异产生优秀的下一

代种群，并通过连续筛选，进一步得到全局最优

解［8］. 它的主要特点是基于种群的进化、适者生

存、定向随机性和独立于梯度信息 . 它由 5 个过

程组成：编码、选择、交叉、变异和解码操作［9-10］.

尽管 BP 神经网络具有强大的非线性分析能

力，但常面临局部误差最小化与收敛缓慢等问

图3　BP神经网络架构图

Fig. 3　BP neural network architecture diagram
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题，导致预测精度下降 . 遗传算法作为模拟生物

遗传进化机制的自适应并行优化算法，具备全局

搜索能力、高并行性和强泛化能力等优势，采用

遗传算法优化 BP 神经网络的融合策略，能够显

著提升模型性能，使其在处理复杂非线性问题时

表现出更强的适应能力与稳定性［11］.

3. 3　模型训练

实验数据由热模拟压缩实验获得，变形温度

为 900，950，1 000，1 050，1 100 和 1 150 ℃，应变

速率为 0.05，0.1，1，5 和 10 s-1. 在每一个由特定温

度和应变速率组合定义的实验条件下，尽量保证

真应变等间隔提取 30 个独立数据点，以此确保数

据在应变维度上的代表性及构建模型的丰富性 .

基于上述设计，本研究最终获得共计 900 组数据

构成的核心基础数据集，每个数据点均完整包含

了对应的真应力、真应变、变形温度及应变速率

信息 .

由于热变形过程中的应变速率（ε̇），温度（T）

及实验所得的变形抗力值在数量级和范围上差

别较大，因此，为了使神经网络优化在搜索过程

中损失函数收敛至全局最小值，规避量纲差异对

输入层神经元激活函数的非线性干扰，需对模型

输入特征数据执行归一化预处理，使结果值映射

到［0，1］区间，数学表达式如式（16）所示 . 经预处

理的实验数据按 7∶3 比例划分为训练集与测试

集，其中，包含 630 个数据点的训练集用于数据分

析模型的训练过程，而独立的测试集包含 270 个

数据点，则专门用于客观评估各训练后模型对未

知变形条件的预测精度与泛化能力 .

x'=
x - xmin

xmax - xmin

. (16)

式中：x 为原始数据点；xmin 为该特征所有数据点

的最小值；xmax 为该特征所有数据点的最大值；x′

为归一化后的数据点 .

取上述的 3 个特征参数作为输入特征，1 个

变形抗力值作为输出结果，建立含有 1 个隐含层

的 BP 神经网络模型，通过试错法分别遍历测试

神经元数量为 3～12、学习速率为 0.01～0.06 的

隐含层，筛选出均方根误差达到最小值时对应的

隐含层神经元数量与学习速率 . 训练目标误差阈

值设置为 10-4，最大训练次数设置为 1 000，激活

函数采用 ReLU 函数，优化算法选用 Adam 算法 .

基于上述所建立的 BP 神经网络模型，引入遗传

算法优化 BP 神经网络的初始权重与阈值以获取

全局最优区域，随后基于这些最优参数持续训练

BP 神经网络直至完成训练过程，同时持续搜索对

应最优适应度的参数组合［12］.

为了更具体地表述模型的预测效果，选择常

用的预测模型评价指标：准确率（Acc）、决定系数

（R2）、均 方 根 误 差（root mean squared error，

RMSE）和 平 均 绝 对 误 差（mean absolute error，

MAE），计算公式见式（17）～式（20）. 准确率 Acc

值越接近 100%，模型的预测准确度越高；R2 数值

越趋近于 1，模型精度越好；RMSE 和 MAE 值越

小，模型精度越高 .

Acc = 1 -
1
m∑

i

m |

|
|
||
||

|
|
||
| yi - ŷi

yi

， (17)

R2 = 1 -
∑
i = 1

m

(yi - ŷi )
2

∑
i = 1

m

(yi - ȳ)2

， (18)

RMSE =
1
m∑

i = 1

m

( ŷi - yi )
2 ， (19)

MAE =
1
m∑

i = 1

m

|yi - yi |. (20)

式中：ŷi 为第 i 个样本的预测值；yi 为第 i 个样本的

实际值；m 为样本总数 .

4　模型应用与验证

为评估不同模型在无取向硅钢热变形抗力

预测中的适用性，基于热模拟压缩实验数据，对

机理模型、BP 神经网络模型及 GA-BP 神经网络

模型进行了对比仿真分析 . 由图 4a 可见，机理模

型的预测误差在坐标平面内呈现较为分散的分

布特征，多数数据点偏离零误差基准线，且部分

误差超过±10% 的阈值范围，表明该模型在当前

工况条件下的预测精度有限，难以充分表征热

变形过程中材料行为的非线性特征；由图 4b 可

知，BP 神经网络模型的误差分布较机理模型明

显收敛，大部分数据点集中于零误差附近，显示

出其在拟合复杂非线性关系方面的优势，整体

预测性能得到明显提升 . 然而，仍存在少量误差

较大的数据点，且部分预测结果超出±10% 误差

范围，说明该模型在不同样本区间内的预测稳

定性仍存在一定波动，其性能在一定程度上受

网 络 初 始 参 数 设 置 及 训 练 过 程 收 敛 特 性 的 影

响；相比之下，图 4c 所示的 GA-BP 神经网络模

型的预测误差高度集中于零误差基准线两侧，

整体分布最为紧凑，误差离散程度显著降低，表
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明该模型在预测精度与稳定性方面均优于前述 两种模型 .

机理模型、BP 神经网络模型、GA-BP 神经网

络模型的准确率（Acc）、决定系数（R2）、均方根误

差（RMSE）和平均绝对误差（MAE）对比结果如

表 1 所示 .

在模型性能对比方面，基于遗传算法优化的

反向传播神经网络模型（GA-BP）表现最为优异，

其 Acc（98.46%），R2（0.998 7），RMSE（0.551 2），

MAE（0.371 6）均为最优 . 从评价指标的变化趋势

来看，机理模型、BP神经网络模型、GA-BP神经网

络模型的 Acc 呈显著递增态势，从 70.15% 提升至

84.00% 再到 98.46%，反映模型预测准确程度逐

步提高；R2 从 0.946 1 递增至 0.981 0 再到 0.998 7，

愈发趋近于 1，说明预测值与实测值的相关性持

续增强，模型拟合性能不断优化；RMSE 从 3.395 3

减小至 2.153 1 再到 0.551 2，MAE 从 2.609 1 减小

至 1.601 9 再到 0.371 6，二者均呈逐渐减小趋势，

说明预测值与实测值的差异逐步降低，预测精度

显著提升 . 综上所述，从机理模型到 BP 神经网络

模型再到 GA-BP 神经网络模型，模型的预测准

确率、拟合相关性及预测精度均呈逐步优化趋

势，GA-BP 神经网络在各项评价指标上表现最

优，预测效果最为突出 .

5　结  论

1） 构建了基于轧制变形区动态特性的无取

向硅钢变形抗力机理模型，综合考虑轧制温度、

真应变和应变速率等关键因素，较为准确地描述

了热连轧过程中变形抗力的动态演化规律，弥补

了传统模型对动态轧制条件适应性不足的问题 .

2） 在机理模型基础上引入遗传算法优化的

BP 神经网络，对无取向硅钢热连轧过程中的变形

抗力进行了预测分析 . 结果表明，该模型在预测

准确率和误差指标上均明显优于传统机理模型

和单一 BP 神经网络模型，有效提升了模型的泛

化能力与稳定性 .

3） 本文建立的变形抗力模型及 GA-BP 智能

预测方法可为无取向硅钢热连轧过程中轧制力

计算、负荷分配及工艺优化提供可靠参数支持，

对缓解板形缺陷和提升生产稳定性具有工程应

用价值 .
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