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面向遥感影像建筑物提取的边界感知动态原型网络
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摘 要：针对高分辨率遥感影像建筑物提取中边界模糊、背景干扰和轮廓恢复不完整等问题，提出了一种边界感知

动态原型网络（DPB-Net）。该网络首先利用平行交叉条带注意力提取水平和垂直方向的空间信息，以增强建筑物

边界区域的表达能力；然后，通过双模式动态原型解码器对建筑物区域特征进行建模，降低复杂背景对分割结果的

干扰；最后，结合上下文感知重组解码器和边界感知门控机制，逐步恢复建筑物边界与局部轮廓细节，提高预测结

果的边界完整性。在 WHU 和 Inria 建筑物数据集上的实验结果表明，该方法在 WHU 数据集上的交并比达到

93.94%，与现有方法相比，95%Hausdorff 距离降低近 20%，并在区域分割精度与边界恢复质量方面表现出优势；在

Inria 数据集上，交并比达到 84.80%，95%Hausdorff 距离为 18.720 4 px。该方法能够改善复杂城市场景下建筑物区

域分割和边界保持效果。
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建筑物作为城市空间最核心的基础设施，其精

准的轮廓提取在城市制图、数字孪生、灾害评估及土

地资源管理等应用中具有不可替代的支撑价值 ［1］。

相较于常规的遥感地物分割，建筑物提取的独特性

与挑战性在于：不仅要求对主体区域进行准确的语

义判定，更需要精细刻画屋顶边界、角点几何结构，

并严格保持相邻建筑间的空间分离。然而，在真实

的复杂城市场景中，阴影遮挡、植被覆盖以及类屋顶

材质的干扰无处不在；加之建筑物自身尺度跨度大、

排列紧密且形态迥异，常规方法极易出现误检、漏

检、边界平滑及相邻建筑物粘连等现象。

伴随深度神经网络的演进，高分辨率遥感影像

建筑物提取的研究范式在不断突破。已有研究从多

任务学习、注意力编码-解码结构和多尺度特征融合

等方面开展改进，在建筑物区域识别中取得了较好

的效果［2-4］。随后，注意力机制和 Transformer 结构

被引入遥感影像分割任务，用于增强长距离上下文

建模能力和复杂场景下的特征表达。面向建筑物提

取任务，BuildFormer 采用全局上下文路径和空间

细节路径相结合的方式，在建模长距离依赖的同时

保留局部空间细节［5］。纵观近期的主流研究，技术

路线正进一步向多源特征的精细化协同演进：UA⁃
Net 引入不确定性预测来锚定易混淆区域［6］；

MARS-Net 和 3DJA-UNet3+利用多维注意力机制

强化局部与全局特征的耦合［7-8］；TDFNet 将 V-

Mamba 与 CNN（convolutional neural network）特征

进行融合，并采用两次解码方式改善建筑物提取结

果［9］；SECT-Net 构建了一种稀疏边缘感知的 CNN-

Transformer 混合架构，以增强建筑物轮廓的提取精

度［10］；LMVMamba 将 CNN、Transformer 与 Mamba
结构相结合，通过多尺度特征融合增强遥感影像的

全局上下文建模和局部细节表达能力［11］。这些研

究表明，建筑物提取方法正由单一卷积解码逐渐向

全局上下文建模、多尺度结构保持和边界细节增强

的方向发展。

尽管现有方法在特征聚合与上下文建模层面取

DOI：10. 26974/j. cnki. XBGC. 2026. 03. 009

收稿日期：2026-06-05
基金项目：国家自然科学基金项目（62365016）
作者简介：董畅（2000—），男，硕士研究生，主要从事遥感图像处理研究（12024130768@stu.nxu.edu.cn）。

* 通信作者：郭中华（1973—），男，教授，博士，主要从事遥感图像处理研究（guozhh@nxu.edu.cn）。

引用格式：董畅，郭中华，周末，等 .面向遥感影像建筑物提取的边界感知动态原型网络［J］.西北工程技术学报（中英文），2026，

25（3）：256-265.



第 3 期 董 畅等：面向遥感影像建筑物提取的边界感知动态原型网络

得了长足进展，但在极致的高分辨边界提取要求下，

仍面临三大难以规避的技术瓶颈。首先是浅层空间

细节的退化，主干网络中连续的下采样操作不可避

免地会削弱建筑物边缘、尖角和细长轮廓等几何先

验，直接导致预测结果的边界模糊［12］。其次是复杂

背景引发的语义混淆，在复杂城市环境中，道路、裸

地或特定植被往往表现出与建筑物高度相似的纹理

特征，极易在语义解码阶段引发误导性响应。最后

是高分辨率轮廓重建能力不足，常规的上采样或简

单的跳跃连接融合难以提供足够的结构信息来充分

恢复高频轮廓，从而造成相邻建筑物的粘连与局部

边界断裂。因此，如何在维持深层语义强大判别力

的同时，有效引入浅层空间先验并全面强化高分辨

率边界的恢复能力，成为该领域破局的关键。

针对上述问题，本文提出一种边界感知动态原

型网络（boundary-aware dynamic prototype network，
DPB-Net）。不同于单纯依赖深层语义特征恢复建

筑物掩膜的方法，DPB-Net 围绕空间先验保持—原

型语义重建—高分辨率边界细化的逐级建模思路展

开设计：首先，从原始影像中提取浅层空间先验，并

通过方向结构建模增强建筑物边界相关信息；随后，

利用动态原型对深层语义特征进行重建，降低复杂

背景响应在解码过程中的传播；最终，通过两级上下

文感知重组和边界感知门控机制逐步恢复高分辨率

轮廓细节。本文旨在提高复杂城市场景下建筑物区

域提取精度和边界恢复质量，增强模型对背景干扰

及复杂轮廓的适应能力。

1　边界感知动态原型网络

1.1　网络总体结构

图 1 呈现了边界感知动态原型网络（DPB-Net）
的整体架构。该模型以经典的编码器-解码器范式

为骨架，构建了四大核心模块：语义特征提取、空间

结构信息保持、动态原型解码以及边界细化重建。

在特征提取阶段，引入 ConvNeXt V2 作为语义编码

器，以捕获多尺度深层语义表征［13］；同时，图像引导

模块（image-guided stem，IGS）从原始输入影像中提

取浅层空间先验特征，并生成不同分辨率的结构引

导信息。随后，平行交叉条带注意力（parallel cross-
strip attention，PCSA）模块对上述先验特征进行定

向强化，通过水平与垂直维度的拓扑建模，为建筑物

的刚性边界注入丰富的结构补充。进入解码阶段，

双模式动态原型解码器（dual-mode dynamic proto⁃
type decoder，DPD）通过实施全局与局部原型的差

异化交互，实现深层特征的逐级重构。之后，上下文

感 知 重 组 解 码 器（context-aware reassembly de⁃
coder，CARD）将解码特征与空间结构信息进行融

合，恢复高分辨率细节。最后，边界感知门控

（boundary-aware gating，BAG）机制对边界区域响

应进行调节，进一步增强建筑物轮廓的一致性。整

体上，该网络通过语义编码—原型解码—边界重建

的逐级处理方式，实现建筑物区域分割与边界细化

的协同优化。

1.2　图像引导与条带注意力模块

高分辨率遥感影像中的建筑物通常具有较明显

的边缘、角点和局部规则轮廓，但这些细节信息在主

干网络多次下采样过程中容易被削弱。为在早期阶

段保留与建筑物边界相关的空间信息，本文构建了

由图像引导模块和平行交叉条带注意力模块组成的

几何先验分支。图像引导模块（IGS）用于从原始输

入影像中生成多尺度空间先验特征，平行交叉条带

注意力模块则进一步增强水平和垂直方向的结构响

应，二者结合能够在深层语义特征之外补充与边界

相关的几何引导信息，从而缓解主干网络下采样造

成的边界细节损失，并为后续 CARD 和 BAG 的高

分辨率边界恢复提供结构依据。

如图 2 所示，图像引导模块首先采用 3 × 3 卷

积和 1 × 1 卷积对输入影像进行初始特征映射，然

后，通过不同膨胀率的空洞卷积分支提取多尺度空

间信息，并经特征拼接与 1 × 1 卷积压缩得到共享

空间先验特征 F 512
IGS。随后，该特征被转换为两个层

级的结构引导特征：高分辨率分支 F 512
IGS 用于最终边

界恢复，降采样分支 F 256
IGS 用于中间尺度特征重建。

通过上述结构，IGS 能够为后续解码过程提供浅层

几何先验信息。

平行交叉条带注意力（PCSA）模块的结构如图

3 所示。PCSA 模块首先采用 5 × 5 深度卷积聚合

局部上下文信息，得到局部增强特征。随后，分别将

局部增强特征输入 1 × K 和 K × 1 两个条带卷积

分支中，分别用于建模水平与垂直方向的长距离空

间关系。两个方向的响应相加后，经 1 × 1 卷积和

sigmoid 函数生成条带注意力权重。最后，将条带注

意力权重作用于输入先验特征，得到输出特征。

1.3　双模式动态原型解码器

在高分辨率遥感影像建筑物提取中，复杂背景

区域与建筑物区域常存在相似纹理，若在解码阶段

直接进行密集特征交互，容易引入道路、阴影、植被

和类屋顶区域等背景响应，导致建筑物边界附近出
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现语义混淆。为降低冗余特征交互并增强建筑物区

域判别能力，设计了双模式动态原型解码器

（DPD）。
DPD 的结构如图 4 所示，作为中间环节，其在

整体网络中承担着语义重建与背景抑制的功能。与

直接在所有像素位置之间建立密集交互不同，双模

式动态原型解码器以动态原型模块（dynamic proto⁃
type module，DPM）为核心单元，根据当前输入特征

生成少量与图像内容相关的动态原型，并将其作为

注意力机制中的键和值参与特征重建，使解码特征

主要与代表性语义原型进行交互。对于建筑物提取

任务，动态原型能够聚合屋顶主体和轮廓附近的有

效语义模式，同时抑制与建筑物相关性较弱的背景

响应，从而减少复杂背景在解码过程中的传播。由

此，DPD 不仅用于深层语义特征的聚合与重建，也

为后续 CARD 和 BAG 的边界细化提供背景干扰

较少的解码特征。

给定共享静态原型矩阵 Pstatic，DPM 根据输入

特征生成原型偏移量 ΔP，并与静态原型相加得到

最终动态原型 Pdyn。即

Pdyn =Pstatic + α ⋅ ΔP。 （1）
式中，α 为可学习缩放因子，用于控制原型偏移量对

动态原型的影响。根据解码特征的空间分辨率不

同，DPD 采用全局模式和局部模式两种交互方式。

对于低分辨率深层特征，DPD1 采用全局模式，通过

全局上下文生成动态原型，用于确定建筑物区域的

大致位置，并为后续边界细化提供语义引导。对于
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较高分辨率特征，DPD2 和 DPD3 采用局部模式，将

特征划分为 G × G 个网格，并在局部网格内生成动

态原型，从而限制交互范围，减少远距离背景区域对

建筑物细节恢复的干扰。局部模式下的掩膜原型交

互过程如图 5 所示。

在局部模式中，首先，将查询位置映射到原型网

格。对于特征图中坐标为 ( y，x) 的查询位置，其在

G × G 网格中的相对坐标为

ygrid = ( G - 1) y
H - 1 , （2）

xgrid = ( G - 1) x
W - 1 。 （3）

式中：H 和 W 分别表示特征图的高度和宽度；G 表

示每个空间维度上原型网格数量。随后，根据相对

坐标确定左上角锚定网格索引，即

i = Clamp (Floor ( ygrid ),0,G - 2), (4)
j = Clamp (Floor ( xgrid ),0,G - 2)。 (5)

式中，Clamp(⋅) 表示索引截断函数，用于避免边界位

置产生无效网格索引。根据锚定索引，查询特征仅

与相邻 2 × 2 网格内的原型进行交互，即对应 (i，j)、

(i，j + 1)、(i + 1，j) 和 (i + 1，j + 1) 4 个邻域位置，

从而在保持局部连续性的同时减少无关区域参与

计算。

在原型注意力计算中，查询特征 Q1 与动态原

型映射得到的 K1、V1 进行交互，并通过空间掩膜

Mmask 抑制邻域之外的响应。在具体解码过程中，

DPD 采用由粗到细的网格演化策略。DPD1 对低

分辨率深层特征采用全局模式，获得图像级语义定

位；DPD2 在中间尺度特征上采用 G = 4 的局部模

式，限制区域级原型交互；DPD3 进一步采用 G = 8
的局部模式，使原型邻域更加细化，以增强建筑物边

界和局部结构恢复能力。通过由全局到局部的动态

原型解码方式，DPD 能够先在低分辨率阶段获得建

筑物区域的整体语义定位，再在较高分辨率阶段限

制局部交互范围，逐步减少远距离背景区域对建筑

物细节恢复的影响。经过多阶段原型解码后，网络

获得了背景干扰较少、语义结构更稳定的建筑物特

征表示，为后续 CARD 的高分辨率重组和 BAG 的

边界响应增强提供了语义基础。

1.4　上下文感知重组和边界门控

经过 DPD 解码后，网络已经通过动态原型交

互对深层语义特征进行了重建，并在一定程度上抑

制了复杂背景响应。然而，DPD 主要侧重于语义层

面的区域判别，建筑物边界、角点和细长轮廓等高分

辨率空间细节仍需要进一步恢复。为此，本文构建

由上下文感知重组解码器（CARD）和边界感知门控

机制（BAG）组成的边界细化重建结构，具体过程如

图 6 所示。
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图4　双模式动态原型解码器结构

Fig. 4　Structure of the dual-mode dynamic prototype decoder
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256 px×256 px 和 512 px×512 px 的特征恢复。首

先，采用内容感知特征重组（content-aware reassem⁃
bly of features，CARAFE）上采样方法［14］，将 DPD3
的输出特征上采样至与中间尺度空间先验特征一致

的分辨率。CARAFE 根据局部内容生成重组权重，

与固定插值上采样相比，其能够为建筑物边界附近

的细节恢复提供更灵活的特征重建方式。随后，将

上采样特征与图像引导模块（IGS）输出的中间尺度

空间先验特征 F 256
IGS 进行拼接，并通过 1 × 1 卷积完

成通道融合。该过程使深层语义特征在恢复过程中

重新引入浅层边缘、角点和方向结构信息。融合后

的特征进一步经过残差块和 PCSA 细化，得到

CARD1 输出特征，从而增强中间尺度下的局部轮

廓表达。之后，采用更简洁的重组结构，将 CARD1
输出进一步恢复到 512 px×512 px，得到高分辨率

语义特征。

在 CARD 完成高分辨率特征恢复后，BAG 进

一步利用高分辨率空间先验特征调节建筑物边界区

域响应。具体地，将 FCARD2 与 F 512
IGS 进行拼接，并依

次经过 3 × 3 卷积和 1 × 1 卷积映射，得到边界响

应特征。接着，通过 sigmoid 函数生成边界调制权

重Wedge。将生成的Wedge 用于增强与建筑物轮廓相

关的特征响应。为避免门控操作削弱原有语义信

息，BAG 采用残差式乘性调制方式，将边界增强结

果与原始高分辨率特征相加，得到细化后的输出特

征。即

Fout =FCARD2 +FCARD2⊙Wedge。 (6)
CARD 通过内容感知上采样和空间先验融合

逐级恢复建筑物细节，BAG 在最终预测前进一步突

出边界相关响应。二者共同作用，使网络在复杂背

景下能够获得边界更连续、轮廓更完整的建筑物提

取结果。

2　数据集及实验方法

2.1　数据集

选用 WHU Building Dataset ［15］（简称 WHU 数

据集）和 Inria Aerial Image Labeling Dataset［16］（简称

Inria 数据集）2 个公开建筑物提取数据集进行验证。

WHU 数据集主要包含新西兰 Christchurch 地区的

航空影像，Inria 数据集包含不同城市区域的高分辨

率航空影像，两者均被广泛用于遥感影像建筑物提

取方法的性能评估。

2.2　模型评估

为评价模型的区域分割性能，采用精确率（pre⁃
cision，P）、召回率（recall，R）、F1值（F1-score）和交并

比（intersection over union，IoU）作为评价指标［17］。

具体计算公式为

P = TP
TP + FP, (7)

R = TP
TP + FN, (8)

F1 = 2PR
P + R

, (9)

IoU = TP
TP + FP + FN。 (10)

式中：TP 表示正确预测为建筑物的像素数；FP 表

示背景像素被误判为建筑物的像素数；FN 表示建

筑物像素被误判为背景的像素数。此外，为进一步

评价建筑物边界保持能力，采用平均表面距离（av⁃
erage surface distance，ASD）和 95%Hausdorff 距离

（HD₉₅）衡量预测边界与真实边界之间的差异［17］，

ASD 用于反映两者边界之间的平均距离，HD₉₅用于

反映较大边界偏差情况下的轮廓误差。

2.3　实验环境与参数设置

实验基于 PyTorch 深度学习框架实现，在单张

NVIDIA RTX A6000 GPU 上完成训练与测试。网

络采用经 ImageNet 预训练的 ConvNeXt V2 作为

语义编码器，输入影像尺寸统一设置为 512 px×
512 px。训练过程中采用随机翻转、随机旋转等方

式进行数据增强。模型训练轮数设置为 150，批量

大小设置为 8，优化器采用 AdamW，初始学习率和

权重衰减系数均设置为 1×10⁻⁴，并采用余弦退火

策略调整学习率，最小学习率设置为 1×10⁻⁶。
训练过程分为 2 个阶段：前 100 轮采用 Focal

损失、Dice 损失和动态原型正交约束损失共同优化

CARD1

CARD2

BAG

CARAFE

CARAFE

sigmoid

PCSA
Block

PCSA
Block

C

C

C

F512
IGS

F512
IGS

F512
IGS

FDPD3

Fout

1×1 Conv

1×1 Conv

1×1 Conv3×3 Conv

3×3 Conv

图6　上下文感知重组与边界感知门控结构

Fig.  6　Structures of the context-aware reassembly 
decoder and boundary-aware gating mechanism
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网络，其中，正交约束损失权重设置为 0.01；第 101
轮至第 150 轮在 CARD1 和 CARD2 后增加轻量化

边界辅助监督分支，并引入 Boundary IoU 损失进行

边界约束，其损失权重设置为 0.5。辅助监督分支

仅在训练阶段使用，推理阶段予以移除，因此不会增

加模型测试时的参数量和计算量。

3　结果与分析

3.1　对比实验

为验证所提方法的建筑物提取性能，选取 10 种

具有代表性的语义分割和建筑物提取模型进行对

比。对比方法覆盖了不同技术路线：U-Net［18］、

PSPNet［19］和 DeepLabV3+［20］代表典型卷积语义分

割方法；HRNet［21］代表保持高分辨率表示的分割网

络；U-Net（Swin-T）［22］、SegFormer［23］和 UPerNet［24］

代表基于 Transformer 或层次化特征建模的通用分

割框架；BuildFormer［5］代表面向高分辨率遥感建筑

物提取的 Transformer 类方法；LMVMamba［11］则代

表近期引入状态空间建模思想的遥感建筑物提取方

法；TDFNet［9］采用 V-Mamba 与 CNN 双编码器结

构，结合双重解码策略进一步增强了建筑物特征表

达，是目前较新的建筑物提取方法；SECT-Net［10］也

是近期提出的一种结合多尺度边缘监督与稀疏注意

力机制的混合网络，在保持高分辨率结构特征方面

具有代表性。上述方法既包含了经典分割模型，也

包含了近年来在遥感建筑物提取任务中具有代表性

的 Transformer 和状态空间模型，能够较全面地评

价本文方法在区域识别、边界保持和模型复杂度方

面的性能。

考虑到部分最新建筑物提取方法的公开实现、

数据划分、训练轮数、数据增强策略及指标计算方式

与本文设置并不完全一致，若直接引用其公开论文

中的结果，容易造成非统一实验条件下的比较偏差。

因此，本文未将不同实验设置下的公开结果直接纳

入主对比表，而是在统一实验条件下复现代表性方

法，并在相关工作部分补充讨论近年来同类方法的

发展趋势与局限。WHU 和 Inria 数据集上的定量

对比结果分别如表 1 和表 2 所示。

由表 1 可知，在 WHU 数据集上，DPB-Net 的

精确率、召回率、F1 值和交并比均达到最高值，分别

达到 97.52%、96.24%、96.87% 和 93.94%。与表现

较好的状态空间模型 LMVMamba 相比，DPB-Net
的交并比提高了 1.19%，F1 值提高了 0.63%。在边

界评价指标方面，本文方法的优势更为明显，其平均

表面距离和 95%Hausdorff 距离分别为 2.012 1 px
和 7.927 6 px，较 LMVMamba 分别降低了 0.339 1 px
和 1.918 7 px，其中，95%Hausdorff 距离下降约

19.5%。此外，近期提出的双编码器网络 TDFNet
和混合架构 SECT-Net 在各项指标上也展现了较

好的性能（如 SECT-Net 的交并比达到了 91.76%），

但 DPB-Net 依然在交并比上比表现最好的同类较

新方法高出 2.18%，同时进一步缩小了 95%Haus⁃
dorff 误差。结果表明，DPB-Net 不仅能够提高建筑

物区域的提取精度，而且能够减小预测边界与真实
表1　WHU数据集上的对比实验结果

Tab. 1　Comparative results on the WHU dataset

方法

PSPNet
DeepLabV3+

U-Net（ResNet）
HRNet

U-Net（Swin）
SegFormer
UPerNet

BuildFormer
LMVMamba

TDFNet
SECT-Net
DPB-Net

骨干网络

ResNet-50
ResNet-50
ResNet-50

HRNet-W32
Swin-T
MiT-B2

ConvNeXt V2-T
Custom ViT

ResT
VMamba+VGG16

ResNet-50
ConvNeXt V2-T

参数量/
106个

24.30
26.68
32.52
35.99
31.63
27.32
37.02
40.52
38.95
78.50
48.46
45.01

计算量/
109次

81.57
73.81
85.66

375.88
79.25

113.24
152.90
233.18
109.28
245.70
120.48
126.25

P/%

94.40
95.50
95.42
95.69
95.62
95.22
95.34
95.75
96.40
96.06
95.93
97.52

R/%

94.17
94.63
94.88
94.51
95.08
95.54
95.06
95.25
96.08
95.22
95.48
96.24

F1/%

94.28
95.06
95.15
95.09
95.35
95.38
95.20
95.50
96.24
95.64
95.70
96.87

IoU/%

89.18
90.59
90.75
90.64
91.11
91.17
90.84
91.38
92.75
91.64
91.76
93.94

ASD/px

2.747 1
3.075 3
2.986 4
2.598 8
2.831 7
2.800 6
2.894 5
2.764 1
2.351 2
2.437 8
2.543 8
2.012 1

HD₉₅ /px

11.514 2
11.939 8
11.521 8
11.008 7
11.042 3
10.969 5
11.302 1
10.561 8

9.846 3
11.084 5
11.512 2

7.927 6
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边界之间的偏差。

从模型复杂度来看，DPB-Net 的参数量和计算

量分别为 45.01×106个和 126.25×109次，其计算量

低于 HRNet、UPerNet 和 BuildFormer，但高于 LM⁃
VMamba、SegFormer 等部分对比模型。因此，

DPB-Net 的主要优势体现在区域分割精度和边界

保持能力的提升。

表 2 给出了 Inria 数据集上的对比结果。由于

该数据集包含更加多样的建筑物外观和复杂城市场

景，不同方法的提取性能均有所下降。DPB-Net 在
该数据集上的精确率、召回率、F1 值和交并比分别

达到 91.86%、91.69%、91.77% 和 84.80%。与 LM⁃
VMamba 相比，DPB-Net 的交并比提高了 1.15%，

F1值提高了 0.67%，平均表面距离降低了 0.194 5 px，

95%Hausdorff 距离降低了 0.812 4 px。上述结果说

明，所提方法在不同建筑物数据集上均能够保持较

好的区域提取精度和边界恢复效果。

3.2　消融实验

为分析各组成模块对建筑物提取性能的影响，

在 WHU 和 Inria 数据集上进行逐步消融实验。基

础模型采用以 ConvNeXt V2-Tiny 为编码器、标准

双卷积结构为解码器的 U-Net 类网络。在此基础

上，依次加入 IGS、DPD、PCSA、CARD 和 BAG，实

验结果如表 3 所示。

由表 3 可知，在 WHU 数据集上基础模型的 F1

值和 IoU 分别为 95.45% 和 91.29%。引入 IGS 后，

IoU 提高至 92.16%，初步验证了浅层空间先验对改

善区域提取的积极作用；但 ASD 和 HD₉₅未得到改

善，表明仅依靠空间先验特征还不足以准确恢复建
表2　Inria数据集上的对比实验结果

Tab. 2　Comparative results on the Inria dataset

方法

PSPNet
DeepLabV3+

U-Net（ResNet）
HRNet

U-Net（Swin）
SegFormer
UPerNet

BuildFormer
LMVMamba

TDFNet
SECT-Net
DPB-Net

骨干网络

ResNet-50
ResNet-50
ResNet-50

HRNet-W32
Swin-T
MiT-B2

ConvNeXt V2-T
Custom ViT

ResT
VMamba+VGG16

ResNet-50
ConvNeXt V2-T

参数量/
106个

24.30
26.68
32.52
35.99
31.63
27.32
37.02
40.52
38.95
78.50
48.46
45.01

计算量/
109次

81.57
73.81
85.66

375.88
79.25

113.24
152.90
233.18
109.28
245.70
120.48
126.25

P/%

89.47
91.37
90.23
90.10
91.61
90.41
92.08
92.12
91.35
91.24
91.11
91.86

R/%

86.60
87.84
88.30
91.57
88.54
91.07
88.74
88.90
90.85
89.25
89.26
91.69

F1/%

88.01
89.57
89.25
90.10
90.05
90.41
90.38
90.48
91.10
90.23
90.17
91.77

IoU/%

78.59
81.12
80.59
81.99
81.90
82.50
82.45
82.62
83.65
82.21
82.11
84.80

ASD/px

6.954 0
6.008 7
6.237 9
6.295 3
5.804 8
5.771 1
5.364 4
5.892 4
5.201 4
6.443 7
6.329 6
5.006 9

HD₉₅/px

26.123 8
22.365 4
23.677 6
23.705 1
21.529 5
20.842 7
20.464 4
22.649 1
19.532 8
22.861 7
22.775 9
18.720 4

表3　DPB-Net各组成模块的消融实验结果

Tab. 3　Ablation results for the components of DPB-Net

配置

Base
+IGS
+DPD
+PCSA
+CARD
+BAG

参数量/
106个

34.88
34.90
41.86
41.90
45.01
45.01

计算量/
109次

87.98
91.16
95.60

108.08
122.58
126.25

WHU

F1/%

95.45
95.92
96.33
96.54
96.63
96.87

IoU/%

91.29
92.16
92.93
93.31
93.48
93.94

ASD/px
2.688 6
2.690 2
2.569 7
2.349 0
2.097 1
2.012 1

HD₉₅/px
11.650 5
11.720 9
10.809 2
9.721 1
8.012 4
7.927 6

Inria

F1/%

90.50
90.58
91.06
91.27
91.69
91.77

IoU/%

82.65
82.78
83.59
83.94
84.66
84.80

ASD/px
5.833 4
5.927 1
5.855 2
5.592 0
5.013 8
5.006 9

HD₉₅/px
22.601 3
22.792 1
21.984 3
20.021 5
18.946 7
18.720 4

注：各配置均在前一行基础上继续加入对应模块。
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筑物边界。在此基础上加入 DPD 模块，IoU 提高至

92.93%，HD₉₅由 11.720 9 px 降低至 10.809 2 px，证
实了动态原型交互不仅能提升区域判别力，亦可有

效减弱背景噪声对边界预测的干扰。

引入 PCSA 后，WHU 数据集上的 IoU 和 HD₉₅
分别达到 93.31% 和 9.721 1 px，表明水平和垂直方

向结构信息的增强有利于改善建筑物轮廓表达。

CARD 的加入使边界指标得到进一步提升，WHU
数据集上的 HD₉₅由 9.721 1 px 降低至 8.012 4 px，
Inria 数 据 集 上 的 HD95 由 20.021 5 px 降 低 至

18.946 7 px，说明结合空间先验的高分辨率特征重

组能够有效恢复建筑物边界细节。最后，引入 BAG
后，完整模型在 WHU 数据集上的 IoU 和 HD₉₅分别

达到 93.94% 和 7.927 6 px，在 Inria 数据集上的 IoU
和 HD₉₅ 分别达到 84.80% 和 18.720 4 px。

从复杂度变化来看，完整模型的参数量和计算

量分别为 45.01×106 个和 126.25×109 次。与加入

CARD 后的模型相比，BAG 未增加参数量，仅使计

算量由 122.58×109 次增加至 126.25×109 次，同时

进一步改善了区域精度和边界指标。综合 2 组数

据集上的实验结果可知，IGS、DPD、PCSA、CARD
和 BAG 在建筑物区域提取与边界恢复方面具有互

补作用，其中，CARD 对边界质量改善较为明显，

BAG 则进一步提升了最终预测结果的轮廓一致性。

为进一步验证上下文感知重组解码器中两级解

码块的作用，本文在 WHU 数据集上对 CARD1 和

CARD2 进行消融实验，结果如表 4 所示。在未引

入 CARD 的情况下，模型的 IoU 为 93.31%，HD₉₅为
9.721 1 px。单独引入 CARD1 后，IoU 提升至

93.42%，HD₉₅降至 8.521 7 px，说明中间尺度空间先

验融合与结构细化能够有效改善建筑物边界恢复质

量。单独引入 CARD2 后，IoU 提升至 93.36%，HD₉₅
降至 9.128 6 px，也能在一定程度上改善高分辨率

恢复效果，但提升幅度小于 CARD1，表明仅进行最

终尺度恢复难以充分补充边界细节。当 CARD1 和

CARD2 同时引入时，模型取得最优结果，F1、IoU 分

别达到 96.63% 和 93.48%，ASD 和 HD₉₅分别降低

至 2.097 1 px 和 8.012 4 px。结果表明，CARD1 与

CARD2 具有互补作用，前者侧重于中间尺度空间

结构融合，后者侧重于最终尺度细节恢复，两级解码

块级联能够进一步提升建筑物轮廓连续性和边界恢

复精度。

3.3　可视化分析

为进一步分析不同方法在复杂场景下的建筑物

提取效果，本文选取了 WHU 和 Inria 数据集中的典

型样例进行可视化比较，结果如图 7 和图 8 所示，图

中白色区域表示正确预测的建筑物像素，黑色区域

表示正确预测的背景像素，红色区域表示误检像素，

蓝色区域表示漏检像素。

在 WHU 数据集的密集建筑场景中，部分对比

方法在相邻建筑物之间容易出现粘连现象，且在屋

顶边缘和狭长结构位置存在不同程度的漏检。

DPB-Net 能够较完整地恢复建筑物主体区域，并减

少边界附近的误检和漏检，说明几何先验分支与边

表4　WHU数据集上CARD消融实验结果

Tab. 4　Ablation results for CARD on the WHU dataset

CARD1

×
√
×
√

CARD2

×
×
√
√

F1/%

96.54
96.60
96.57
96.63

IoU/%

93.31
93.42
93.36
93.48

ASD/px

2.349 0
2.162 9
2.250 7
2.097 1

HD₉₅/px

9.721 1
8.521 7
9.128 6
8.012 4

     a          b          c          d          e          f          g          h          i          j          k          l          m           n
注：a—原始影像；b—真实标签；c—PSPNet；d—DeepLabV3+；e—U-Net（ResNet）；f—HRNet；g—U-Net（Swin）；h—Seg⁃

Former；i—UPerNet；j—BuildFormer；k—LMVMamba；l—TDFNet；m—SECT-Net；n—DPB-Net。
图7　WHU数据集上的建筑物提取结果对比

Fig. 7　Comparison of building extraction results on the WHU dataset
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界细化结构有利于保持建筑物轮廓的连续性。

在 Inria 数据集的复杂城市场景中，部分对比方

法在背景区域出现误检，或在建筑物轮廓附近产生

明显缺失。相比之下，DPB-Net 的预测结果具有更

完整的区域覆盖和更清晰的边界表现。该可视化结

果与表 1 和表 2 中较低的 ASD 和 HD₉₅指标相一

致，进一步说明所提方法能够改善复杂场景下建筑

物边界恢复效果。

4　结语

针对高分辨率遥感影像建筑物提取中边界模

糊、复杂背景干扰和轮廓恢复不完整等问题，提出了

边界感知动态原型网络（DPB-Net）。该方法借助图

像引导与平行交叉条带注意力补充建筑物边界相关

空间先验，利用双模式动态原型解码器降低背景区

域对建筑物特征恢复的干扰，并结合上下文感知重

组与边界感知门控逐级恢复高分辨率轮廓细节。在

WHU 和 Inria 数据集上的实验表明，DPB-Net 在区

域分割精度和边界评价指标上均取得较好结果，尤

其在复杂场景下能够减小预测边界与真实边界之间

的偏差。未来的研究重心将聚焦于探索该模型在资

源受限设备上的轻量化压缩策略，并进一步提升其

在跨域、异构数据分布下的泛化能力。
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Boundary-Aware Dynamic Prototype Network for Building Extraction 
from Remote Sensing Imagery

DONG Chang1， GUO Zhonghua1，2*， ZHOU Mo1， MA Quancong1

（1.School of Electronics and Electrical Engineering， Ningxia University， Yinchuan 750021， China； 2. Ningxia Key 
Laboratory of Energy Electronic Measurement and Control Technology， Yinchuan 750021， China）

Abstract : To address blurred boundaries， background interference， and incomplete contour recovery in building extraction from 
high-resolution remote sensing imagery， a dynamic prototype boundary-aware network （DPB-Net） is proposed. First， a parallel 
cross-strip attention module is designed to capture horizontal and vertical spatial information， thereby enhancing feature 
representation along building boundaries. Second， a dual-mode dynamic prototype decoder is introduced to model building-
region features and suppress interference from complex backgrounds in the segmentation results. Finally， a context-aware 
reassembly decoder， together with a boundary-aware gating mechanism， progressively recovers building boundaries and local 
contour details and thus improves boundary completeness in the predictions. Experiments on the WHU and Inria building 
datasets show that the proposed method achieves IoU scores of 93.94% and 84.80% on the two datasets， respectively. On the 
WHU dataset， it reduces the 95th-percentile Hausdorff distance （HD95） by nearly 20% compared with existing methods， 
demonstrating clear advantages in both region segmentation accuracy and boundary recovery quality； on the Inria dataset， it 
attains an HD95 of 18.720 4 pixels. The proposed method effectively improves building segmentation and boundary preservation 
in complex scenes.
Keywords :  building extraction； high-resolution remote sensing imagery； boundary awareness； dynamic prototype； 
deep learning
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