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基于带阈值的BPE-dropout多任务
学习的端到端语音识别

马 建,朵 琳,韦贵香,唐 剑
(昆明理工大学 信息工程与自动化学院,昆明650500)

摘要:针对语音识别任务中出现的未登录词问题,提出一种带阈值的BPE-dropout多任务

学习语音识别方法.该方法采用带随机性的字节对编码算法,在形成子词时引入带字数阈值

的策略,将子词作为建模单元,编码器部分采用Conformer结构,与链接时序分类和注意力

机制相结合.为进一步提升模型性能,引入动态参数对损失函数进行动态调节,并同时进行

多任务训练和解码.实验结果表明,该方法采用子词作为建模单元可有效解决未登录词

问题,在多任务学习框架下进一步提升了模型的识别性能.在公开数据集 THCHS30和

ST-CMDS上,该模型实现了超过95%的识别准确率.
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Abstract:Aimingattheproblemofunknownwordsinspeechrecognitiontasks,weproposeda
thresholdbased-BPE-dropoutmulti-tasklearningspeechrecognitionmethod.Thismethodadopteda
randombytepaircodingalgorithm.Whenformingsub-words,astrategywithwordnumberthreshold
wasintroduced.Thesub-wordswereusedasmodelingunits,andtheencoderpartadoptedConformer
structure,whichwascombinedwithlinktimingclassificationandattentionmechanism.Inorderto
furtherimprovetheperformanceofthemodel,dynamicparameterswereintroducedtodynamically
adjustthelossfunction,andmulti-tasktraininganddecodingwereperformedsimultaneously.The
experimentalresultsshowthattheproposedmethodcaneffectivelysolvetheproblemofunknown
wordsbyusingsub-wordsasmodelingunits,andfurtherimprovetherecognitionperformanceofthe
modelunderthemulti-tasklearningframework.OnthepublicdatasetsTHCHS30andST-CMDS,

themodelachievesmorethan95%recognitionaccuracy.
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自动语音识别(automaticspeechrecognition,ASR)技术是将人类可懂语音转换为可读性的文本,
是实现人机交互的关键技术[1].目前,ASR产品已广泛应用于人们的日常生活,如苹果的Siri、亚马

逊的Alexa、讯飞语音输入法、叮咚智能音箱等.语音识别是模式识别的一部分,它主要利用模型算法

检测语音向量,即语音特征参数,并最终传递识别结果[2].语音识别的最终目标是准确识别不同环境

下的语音内容.传统的高斯混合-隐 Markov模型(GMM-HMM)是语音识别序列系统的主流方法.
HTK[3]是一种基于隐 Markov模型(HMM)的语音识别工具.近年来,由于深度学习框架的崛起及神

经网络处理非线性模型和大数据的能力,语音识别模型取得了许多研究成果,其中深度置信网络[4]

(deepbeliefnetwork,DBN)与HMM相结合的声学模型在小词汇量连续语音识别中取得成功,深度

神经网络 与 HMM 结 合 的 声 学 模 型 DNN-HMM 在 大 量 词 汇 连 续 语 音 识 别(largevocabulary
continuousspeechrecognition,LVCSR)中取得成功[5],开启了利用深度学习进行语音识别的新时代.
同时卷积神经网络(convolutionalneuralnetwork,CNN)[6]和深度神经网络(deepneuralnetwork,

DNN)[7]也广泛应用于自动语音识别任务中[8].相比DNN,CNN能有效利用图像特征以及权值分布

和池化操作,为模型提供更好的图像和不变性,从而提高卷积神经网络在语音识别中的准确率.
近年来,语音识别领域通过引入端到端语音识别模型取得了显著进展.端到端语音识别模型简化

了传统的神经网络结构,采用单一的结构,不再需要传统的发音字典单元,可直接预测字和单词.这

种简化结构使端到端语音识别模型在准确率方面超过了传统的语音识别模型.目前,有两种主要算法

可用于实现端到端语音识别模型:一种是基于链接时序分类(connectionisttemporalclassification,

CTC)[9]的语音识别结构;另一种是基于注意力机制的语音识别结构.
目前,基于注意力机制的Transformer模型[10]在各种语音识别任务中逐渐取代了传统的循环神经

网络(RNN)模型.这是因为Transformer模型具有捕获长距离语音特征信息和高度并行训练的能力,
而卷积神经网络则擅长提取局部细粒度特征.通过引入注意力机制,Transformer模型能同时处理整

个输入序列,而不像RNN模型需要按顺序逐步计算,使得Transformer模型能高效地并行计算,从而

显著加快了训练速度和推理速度.在此基础上研究者们提出了Conformer模型[11],该模型既能捕获长

距离信息又能提取局部特征信息,在端到端语音识别任务中识别性能优异.
中文作为一个汉字文字系统,具有非常庞大的词汇量,任何一个固定的词汇表都无法涵盖所有可

能的中文词汇.随着时代的发展和社会的变迁,又不断创造出新的词汇,特别是在科技、互联网和流

行文化等领域.这些新词汇可能在现有的词汇表中没有被包含,因此被称为未登录词.此外,在实际

语音交流中,人们可能会存在语音模糊、省略、连读等现象,这些现象会导致词汇的发音发生变化,使

某些词汇在语音识别中被错误地认为是未登录词.
针对上述问题,本文提出一种带阈值的BPE-dropout多任务学习的端到端语音识别模型,该模型

采用带随机性字节对编码算法,在形成子词时引入带字数阈值的策略,将子词和字作为建模单元进行

多任务训练和解码,其中字任务作为辅助任务.编码器部分采用Conformer结构,与链接时序分类和

注意力机制相结合.为进一步提升模型性能,引入动态参数对损失函数进行动态调节,并同时进行多

任务训练和解码.测试结果表明,本文方法能有效解决未登录词问题,并提升了语音识别性能.

1 语音特征提取

特征提取是语音识别的重要组成部分.针对目前语音识别率低、收敛慢等问题,本文采用 Mel语

谱图特征作为输入特征,提取该特征的过程如图1所示.

图1 特征提取流程

Fig.1 Featureextractionprocess

1.1 Mel语谱的生成

在语音识别领域研究中,特征参数提取非常关键.为有效捕捉语音信号的时频特性,本文使用语
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谱图作为一种有效的表示方式,它直接展示了语音信号在时域和频谱上的变化[12].由于人类耳蜗结构

的特殊性,决定了听觉频率的空间分布呈对数关系.因此采用Mel语谱[13]可以更好地模拟人类听觉系

统对声音频率的感知方式,与人耳的听觉特征相匹配.Mel语谱特征提取步骤如下:

1)使用汉明窗对语音信号x(n)分帧加窗,分帧加窗后的第i帧信号为xi(n);

2)对xi(n)进行离散Fourier变换(DFT),有

Si(k)=∑
N-1

n=0
xi(n)e-j2πkn/N,

其中N 为离散Fourier变换的点数;

图2 Mel语谱

Fig.2 Melspectrogram

3)Si(k)的能量谱密度为

Pi(k)= Si(k)2;

  4)在能量谱上应用 Mel滤波器组,其公式为

Yt(m)=∑
N-1

k=0
Hm(k)Pi(k)2,

对Yt(m)取对数变换,有

YdB
t (m)=10lgYt(m),

其中k表示DFT变换后的编号,m 表示 Mel滤波

器的编号.
5)以时间为横轴、对数化频率为纵轴,二维图

像绘制的 Mel语谱如图2所示.
1.2 Mel滤波器组

由于人耳听到的声级与听觉频率不呈线性关系,因此 Mel频率标度更符合人耳的听觉特性.Mel
频率与实际频率的关系如下:

m=2595×lg(1+700f), (1)

f=100(10m/2595-1), (2)
其中m 是以 Mel为单位的感知频率,f 是以 Hz为单位的实际频率.如果以e为对数,则系数为

1125.Mel滤波器组是一系列三角形滤波器,中心频率响应为1,线性度降低至0,直到两个相邻滤波

器的中心频率响应为0.计算公式为

Hm(k)=

0, k≤f(m-1),

k-f(m-1)
f(m)-f(m-1)

,f(m-1)≤k≤f(m),

f(m+1)-k
f(m+1)-f(m)

,f(m)≤k≤f(m+1),

0, k≥f(m+1
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2 模型结构及方法

2.1 连接时序分类

连接时序分类(CTC)算法作为一个目标函数,可直接对标签函数和语音函数之间的映射进行

建模,而无需在帧级对输入和输出信息进行预对齐.在语音 CTC的识别任务中,输入序列 X=
{xt t=1,2,…,T},标签序列Z={zi i=1,2,…,I},其中目标序列的长度不能超过输入序列的长度.
设L为语音识别任务建模中最小的建模单元,即字典.

在CTC网络中,除最小建模单元 L 外,还在其输出层添加了一个“—”字符,对输入序列 X=
{xt t=1,2,…,T}中存在的重复标签和空白标签进行建模,以完成对齐任务[14].CTC通常应用于递

归神经网络上,每个RNN输出单元被解释为在特定时间观察到相应标签的概率.标签序列P(πx)的
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概率被建模为与网络输出的乘积条件无关:

P(πx)≈∏
T

t=1
P(πt x)=∏

T

t=1
qt(πt), (5)

其中qt(πt)表示时间t时RNN输出层q中πt 标签的最大激活.
用CTC训练模型以最大化P(y x),即所有可能标签序列的概率分布为

P(y x)= ∑
π∈φ(y′)

P(πx), (6)

其中y′是y 的修改标签序列,其通过在每个标签的开始和结束之间插入空白标签实现,例如若

y=(aa,abb),则y′=(—aa—,—abb—).概率分布P(πx)可使用向前向后算法有效地计算为

P(πx)=∑
y′

u=1

at(u)bt(u)
qt(y′u)

, (7)

其中:at(u)为正向变量,表示以第u个标签结尾的所有可能(y′1:u)的总概率;bt(u)是通过对任何标

签(包括空标签)的损失函数求导,可使用标准反向传播对网络进行训练.
2.2 Conformer模型

Conformer模型已在当前主流的端到端语音识别任务中广泛应用,其整体结构可分为3个模块:
前馈网络模块、多头注意力模块和卷积网络模块,如图3所示.

图3 Conformer模型结构

Fig.3 Conformermodelstructure

Conformer模型是一种序列建模架构,它融合了多个关键组件,并通过残差连接实现它们之间的

连接.这些组件包括多头注意力模块、卷积网络模块和前馈网络模块.多头注意力模块使用类似于

Transformer-XL的方法计算序列中的位置编码信息,可以有效捕捉输入语音特征序列中的重要语音

特征信息.在多头注意力模块前后,使用批归一化层和Dropout层进行正则化处理,这些正则化技术

有助于提高模型的鲁棒性和泛化能力,确保模型在不同输入样本上性能稳定.
卷积网络模块由逐点卷积网络、ReLU激活函数和一维深度卷积网络组成,它能有效捕捉输入特

征序列中的局部细节语音特征信息.逐点卷积网络通过在输入序列上进行逐点操作,提取出每个位置

的特征表示;ReLU激活函数则引入非线性性质,增强模型对不同语音特征的区分能力;一维深度卷

积网络通过多层卷积操作,逐渐扩大感受野,学习到输入序列中更复杂和抽象的特征表示.同理,在

卷积网络模块内部也使用批归一化层和Dropout层进行正则化处理.
前馈网络模块在Conformer模型中扮演重要角色,它由两个线性变换层和Swish激活函数构成.

该模块引入了非线性变换,以更好地捕捉输入特征的复杂关系.为提高模型的鲁棒性和泛化能力,在

前馈网络模块中采用层归一化和Dropout层进行正则化处理.这些正则化技术有助于平衡模型的输入

分布,并减少过拟合的风险.Conformer模型借鉴了 Macaron-Net网络结构的思想,将前馈网络模块

分别放置在多头注意力模块之前和卷积网络模块之后.这种设计使模型充分利用多头注意力模块对全

局上下文的建模能力,以及卷积网络模块对局部细节的建模能力.同时,通过在各模块之间添加残差

连接,有助于信息的传递并减轻梯度消失问题.
2.3 建模单元

在语音识别任务中,所选择的建模单元对模型的识别性能具有重要影响,因为它可能导致大量未

登录词的出现.如果选择以字为建模单元,可能会遇到序列过长的问题,使模型难以学习到序列之间

的依赖关系.针对该问题,本文选择子词作为建模单元.这种选择既有助于减小词汇量的规模,又能

有效解决未登录词的问题.通过将语言单位划分为更小的子词,能更好地捕捉单词内部和单词之间的

语义信息,从而提高模型对复杂文本的理解能力.
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目前广泛使用的方法是采用字节对编码(bytepairencoding,BPE)算法生成子词.字节对编码是

一种用于数据压缩和自然语言处理的算法,BPE的基本思想是通过反复合并出现频率最高的字节对

(bytepairs)构建一个编码表,从而实现对数据的压缩或表示.字节对编码算法的步骤如下:

1)初始化,将输入数据按字节(byte)进行划分,形成初始的词汇表;

2)构建频率表,统计所有字节对的出现频率,字节对可以是相邻的字节或字符;

3)选择合并,选择出现频率最高的字节对,并将它们合并成一个新的字节或符号;

4)重复步骤3),直至达到指定的合并次数或者达到某个停止条件;

5)生成编码表,将输入数据中的每个字节映射到对应的合并后的字节或符号中.
本文使用改进的BPE算法———BPE-dropout,它在字节对编码算法中引入了一定的随机性元素,

通过构造高频字符片段,使这些子词在语料库中的出现频率足够高,从而能有效训练并生成最佳的翻

译模型.在进行迭代合并频繁出现的字符对时,BPE-dropout会以一定的概率p 丢弃某些合并操作.
当p=0时,采用普通字节编码算法的方式形成子词;当p=1时,不进行任何合并操作,只保留原始

的字.
首先初始化词汇表,将训练数据中的字符作为初始词汇表的元素,每个字符都是一个独立的词,

然后统计每个字符对(由相邻字符组成)的出现频率.从字符对频率表中选择出现频率最高的字符对,
将两个字符合并成一个新的字符.同时更新词汇表,将合并后的字符加入到词汇表中,逐步增加词表.
更新字符对频率表,将原始字符对替换为合并后的字符,重新计算字符对的频率.

通过分析使用传统BPE算法生成的子词长度分布,发现在处理汉文时,最长的子词长度为

21字节.因此在实验中设置了一个子词字数阈值,只提取长度不超过该阈值的子词.带阈值的

DPE-dropout算法流程如图4所示.

图4 带阈值的DPE-dropout算法流程

Fig.4 FlowchartofDPE-dropoutalgorithmwiththreshold

3 多任务学习模型

本文 提 出 一 种 多 任 务 学 习 模 型,其 结 构 如 图 5 所 示.该 模 型 通 过 结 合 Conformer和

CTC-Attention的多层编码器-解码器网络构建而成.每个编码器层包括多头注意力机制、卷积网络和

前馈网络.通过在不同层之间进行归一化和随机失活处理,可提高模型的稳健性和泛化能力.解码器

部分采用链接时序分类和注意力机制,以实现快速训练和联合解码.
该过程首先对输入的语音信号进行特征提取,并对其进行降采样.然后通过一个线性层将特征

x={x1,x2,…,xT}送入到Conformer编码器,在编码器中,经过前馈网络、多头注意力和卷积网络的

处理,产生一个中间特征序列h={h1,h2,…,hT}.最后将中间特征序列h分别送入不同解码器中进行
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图5 多任务学习模型流程

Fig.5 Multi-tasklearningmodelprocess

处理,在每个子词解码器和字解码器中分别输出标

签y={y1,y2,…,ym}和y* ={y*
1 ,y*

2 ,…,y*
n },

其中yi 表示子词建模单元,y*
i 表示字建模单元.

在本文实验中,将子词任务作为主任务,字任

务作为辅助任务同时训练多任务模型,使用CTC
解码器和 Attention解码器联合解码优化模型参

数,因此在训练过程中采用多任务框架定义损失函

数为

LMTL=λLCTC+(1-λ)LAttention,0≤λ≤1,(8)
其中λ表示用于设置损失函数的参数.在解码过程

中,采用波速搜索算法对得到的Attention和CTC
的分量进行解码[15].波束大小为20,以降低计算

成本.在式(8)中,加权系数的参数λ须在训练开始

前手动调整,并且不能在整个训练过程中更改,因此本文提出了动态权重调节的方法解决该问题:

λ=lnsig(LAttention-LCTC)= 1
1.0+exp{LCTC-LAttention}

. (9)

改进后,当λ=0时为BiLSTM架构,当λ=1时为CTC架构.在训练期间无需手动调整,且动态持续

调整可更好地支持校准过程.

4 实验配置

4.1 数据集

利用PyCharm进行仿真实验,使用的软件为TensorFlow1.15版,Window10操作系统,12GB
内存,处理器为Intel-i5-12400F.本文使用的数据集是中文数据集THCHS30和ST-CMDS,其中数据

集THCHS30总持续时间超过30h,采样频率为16kHz,采样大小为16bit.数据集ST-CMDS是

一个人工智能数据公司发布的中文语音数据集,约为100h的语音数据,数据内容主要包括在线语音

聊天和智能语音控制指令.数据集THCHS30信息列于表1.
表1 中文语音数据集THCHS30信息

Table1 InformationofTHCHS30Chinesespeechdataset

数据集 语音时长 句子数 词数

Train 25h 10000 198252
Dev 2h14min 893 17743
Test 6h15min 2459 49085

  为使识别出的单词序列与默认序列匹配,必须插入、替换或删除某些单词.插入、替换或删除的

总字数除以标准序列中总字数的百分数即为词错误率(worderrorrate,WER),本文采用 WER作为

评价指标,其计算公式为

WER=S+D+IN ×100%, (10)

其中S表示替换,D表示删除,I表示插入,N 表示词数目.
4.2 模型参数配置

在本文给定模型下,通过优化学习率确定模型的最佳训练系数,并研究学习系数对模型识别精度

的影响,结果如图6所示.由图6可见,当学习率从0.0007提高到0.001时,发现学习率为0.0008
时,在数据集THCHS30中模型的识别准确率最高,而当学习率为0.00085时,在数据集ST-CMDS
中模型的识别准确率最高.而当学习率过低或过高时,模型易出现过拟合现象,因此需要进行适当的

调整,以取得最佳的模型性能.
然后进行模型训练迭代周期的调试,以降低损失率.图7为迭代周期与损失函数的变化关系.由
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图7可见,从第28次迭代开始曲线变得平缓,表示模型已经收敛.迭代周期从25~33次相对合理,继

续增加将导致过拟合.因此,本文选择训练迭代周期为30次.

图6 调整学习率对模型识别准确率的影响

Fig.6 Effectofadjustinglearningrateon
recognitionaccuracyofmodel

图7 迭代周期与损失函数的变化关系

Fig.7 Relationshipbetweeniteration

periodandlossfunction

本文采用Conformer为编码器模型,以子词任务为主任务,字任务为辅助任务,采用多任务

图8 λ取值与模型在数据集上测试 WER的关系

Fig.8 Relationshipbetweenλvalueandtesting
WERbymodelondataset

(MOL)框架优化损失函数,提升系统鲁棒性.在

式(8)中, 将加权系数λ 作为一个调整参数,对

两个目标函数进行调整,结果如图8所示.
不同的λ取值对 WER的影响不同.由图8可

见,当λ取值接近0.5时,语音识别模型的错误率

最低.实验结果表明,使用多任务学习框架能有效

提高语音识别准确率.
4.3 不同模型下的识别性能

在 语 音 识 别 领 域,GMM-HMM[16],DNN-
HMM[17]和CNN-HMM[18]等都是目前流行的语音

识别模型.在真实环境下都采用Fbank特征作为语

音输入特征.GMM训练速度快,声学模型较小,但无法利用帧的上下文信息,每一步迭代的计算量均

较大;DNN能利用上下文信息,但无法利用历史信息辅助当前任务;CNN-HMM为DNN-HMM的改

进优化模型,CNN比其他神经网络更能捕捉到特征的不变性.本文为测试Conformer-CTC-Attention
多任务学习模型与其他不同模型的性能,设计7组实验,验证Conformer-CTC-Attention多任务学习

模型的识别效果.实验结果列于表2.
表2 两个数据集在不同模型下的 WER

Table2 WERoftwodatasetsunderdifferentmodels

系统模型
WER/%

THCHS30 ST-CMDS
GMM-HMM 20.75 20.19
DNN-HMM 18.87 18.18
CNN-HMM 17.95 16.92

BiLSTM-CTC/Attention 11.25 11.64
Transformer-CTC 9.14 10.78
Conformer-CTC 7.95 8.35

Conformer-CTC-Attention-MTL 6.26 6.88

  由表2可见,CNN-HMM相比于GMM-HMM,DNN-HMM模型,在两个数据集上的识别准确率

分别提高了2.80,0.92个百分点和3.27,1.26个百分点.
BiLSTM-CTC/Attention模型[19]由编码器-解码器网络组成,编码器由3层双向LSTM和全连接

层组成,解码器将CTC和多头注意力连接进行联合训练解码.由表2可见,相比于CNN-HMM模型,
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在两种数据集上的识别准确率分别提高了6.70,5.28个百分点.Transformer-CTC模型[10]采用编码

器-解码器结构,Transformer编码器由多头注意力、前馈网络和归一化网络组成.Conformer-CTC模

型[20]同样采用编码器-解码器结构,Conformer编码器内包含多头注意力、卷积网络、前馈网络、归一

化网络.二者皆以链接时序分类CTC作为解码器,解码过程中采用集束搜索算法.Conformer-CTC-
Attention-MTL模型采用多任务学习框架,采用39维 Mel特征作为输入,以BPE-dropout方法形成

子词作为主任务建模单元,动态地调整词汇表,以更好地适应具体任务或数据集的特点,以字任务作

为辅助任务.采用Conformer结构作为编码器,以链接时序分类和注意力机制进行联合解码,引入动

态权重调节算法以提升模型性能.实验结果表明,多任务学习模型的性能明显高于传统模型性能,相

比于GMM-HMM模型,错误率分别降低了14.49,13.31个百分点.这是由于共享层注意力和卷积神

经网络,能有效捕捉长距离和细粒度特征信息.
表3列出了模型深度对识别性能(WER)的影响.由表3可见,随着编码器层数的增加,模型的性

能也相应提升,进一步验证了网络层数对模型学习辅助特征信息的影响.当编码器层数达到6时,模

型识别性能较好,而当编码器层数增加到9时,模型性能开始下降.这是因为随着网络层数的增加,
模型所需训练的参数数量也随之增加,导致模型易出现过拟合,识别性能下降.

表3 模型深度对识别性能(WER)的影响

Table3 Effectofmodeldepthonrecognitionperformance(WER)

模型层数
WER/%

THCHS30 ST-CMDS
MLT(L=3) 7.64 8.05
MLT(L=6) 6.26 6.88
MLT(L=9) 6.87 7.32

  表4列出了BPE和BPE-dropout形成的建模单元对识别性能(WER)的影响.由表4可见,使用

BPE-dropout方法生成的子词作为建模单元,识别性能较好.相比于普通的字节编码算法(BPE),

BPE-dropout方法在不同数据集上错误率分别下降了1.98,0.75个百分点.此外,丢弃率对识别性能

也有一定的影响.
表4 BPE和BPE-dropout形成的建模单元对识别性能(WER)的影响

Table4 EffectofmodelingunitformedbyBPEandBPE-dropoutonrecognitionperformance(WER)

建模单元
WER/%

THCHS30 ST-CMDS
BPE 8.24 7.63

BPE-dropout(0.001) 6.26 6.88
BPE-dropout(0.01) 12.51 10.45

  综上所述,针对中文语音识别中经常出现未登录词的问题,本文提出了一种基于带阈值的

BPE-dropout多任务学习的端到端语音识别模型.该模型采用带随机性字节对编码算法,在形成子词

时引入了带字数阈值的策略,将子词和字作为建模单元进行多任务训练和解码,其中字任务作为辅助

任务.编码器部分采用了Conformer结构,与链接时序分类和注意力机制相结合.为进一步提升模型

性能,引入了动态参数对损失函数进行动态调节,并同时进行多任务训练和解码.测试结果表明,
本文方法能有效解决未登录词问题,提升了语音识别性能,并指出了丢弃率对识别性能的影响.
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