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摘要：针对人工设计神经网络架构效率低、寻优困难等问题，梳理了神经架构搜索（NAS）领域近几年的研究进展，不

同于传统综述逐一分析 NAS核心组件的方式，该文基于 2017年以来的 NAS文献，构建了一个包含“核心方法−多目标优化−
跨领域协同”的三维综述框架。通过分析，归纳出 NAS基于强化学习、进化算法、梯度优化、零成本代理以及单次训练的

5种核心方法，分析了这些方法对应的多目标优化策略，同时从硬件架构与领域知识融合两个层面探讨了跨领域协同机制。

利用该三维分析框架，阐述了 NAS技术的演进规律，指出了 NAS在核心方法、多目标优化、跨领域协同方面面临的技术挑

战和未来研究方向，为解决现有方法的问题提供了参考，有助于 NAS技术的进一步发展。
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Abstract:  To address the challenges of low efficiency and difficulty in optimizing manually designed neural
network architectures, this paper reviews the research progress in neural architecture search (NAS) in recent years.
Different  from  traditional  reviews  that  often  analyze  NAS  components  individually,  this  paper  builds  a  three-
dimensional review framework based on NAS literature published since 2017, which includes core methods, multi-
objective optimization,  and cross-domain collaboration.  Through analysis,  five core NAS methods are  identified:
Reinforcement  learning,  evolutionary  algorithms,  gradient-based  optimization,  zero-cost  proxies,  and  one-shot
training.  The  corresponding  multi-objective  optimization  strategies  for  these  methods  are  analyzed,  and  cross-
domain collaboration mechanisms are discussed from two aspects: hardware architecture integration and domain-
specific knowledge fusion. Using this three-dimensional analysis framework, the paper describes the evolutionary
patterns of NAS technologies, identifies technical challenges and future research directions in core NAS methods,
multi-objective optimization, and cross-domain collaboration, and provides references for solving the problems of
existing approaches. This contributes to the further development of NAS technologies.

Key words:  neural architecture search; automated machine learning; deep learning; architecture optimization;
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深度学习作为机器学习的一个重要分支，以其

自动化特征学习能力在计算机视觉[1-5]、自然语言处

理[6-9]、推荐系统[10-11]、大模型[12-14]、语音识别[15-17]、

机器翻译 [18-20]、图像识别 [21-23]、目标检测 [24-26] 等领

域取得了巨大成功，但其性能高度依赖于模型架构

的设计。传统的人工设计架构方法需要大量相关领

域的知识和实验，不仅耗时耗力，还难以找到最优

解。这主要源于 3方面的理论瓶颈：1）架构设计

空间组合爆炸：ResNet、Transformer等经典结构

的成功表明，网络深度、连接方式等超参数存在指 
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数级组合可能，人工遍历验证的可行性趋近于零；

2）专家经验依赖局限：Google Brain研究表明，

相同任务中不同专家设计的架构性能差异可达到

23%[27]，而顶级专家年均仅能完成 3～5个架构的

完整验证[28]；3）多目标优化缺失：实际部署需同

时优化精度、延迟、能耗等指标，但人工设计往往

陷入局部最优，MIT实验显示人工调参的多目标帕

累托前沿覆盖率不足 40%[29]。

因此，自动化地寻找最佳的神经网络结构和超

参数的神经网络架构搜索应运而生。神经架构搜索

（neural architecture search, NAS）显著降低了模型

设计的复杂性，成为自动化机器学习的核心技术之

一。其核心研究动机体现在三重突破需求：1）理

论层面：需建立超越经验主义的架构生成范式，通

过数学建模将架构设计转化为可优化的搜索问题；

2）方法层面：需设计低计算复杂度的搜索策略，突

破传统强化学习方法万卡时的能耗壁垒（如 NASNet
消耗 2 000 GPU days[30]）；3）应用层面：需构建

跨领域可迁移的架构知识库，解决医疗影像、自动

驾驶等场景中“重复造轮子”的低效现状（跨领域

复用率不足 15%[31]）。

本文从核心算法（如强化学习、进化算法、梯

度优化等）、多目标优化（如精度、能耗、鲁棒

性）以及跨领域协同（如硬件架构、知识融合）

3个角度对 NAS研究进行了梳理，以期为缩小理

论与应用之间的差距提供参考。

 1　神经架构搜索

自 2017年 NAS被提出以来，相关研究迅速扩

展。每年相关文章发表数量呈递增态势，直至 2020
年稳定在每年 700篇左右[32]，如图 1所示。
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图 1    2017—2025年 NAS相关发文数量
 

截至 2025年 3月 7日，关于 NAS的综述文章

共有 31篇。其中，80.65%（25篇）的文献沿用搜

索空间、搜索策略、评估策略的 3大组件分析框架

（如表 1所示），对多目标优化理论体系和跨领域

协同机制的讨论相对较少。

  
表 1    2017—2025年 NAS的综述文章对比

 

参考文献 年份 角度

[28, 33-34] 2019

搜索空间/搜索策略/评估策略

[35-38] 2020
[39-47] 2021
[48-50] 2022
[51-54] 2023
[55-56] 2024

[57] 2019
硬件[58-60] 2021

[61] 2022

[62] 2023 基准

本文 2025 核心方法/多目标优化/跨领域协同

 

 1.1　NAS的基本框架

NAS通常从一组预定义的操作集开始，通过

操作集创建搜索空间获得大量候选神经架构，然后

在训练集上训练候选架构，并根据评估策略在验证

集上进行排名，候选架构的排序信息被用作调整搜

索策略的反馈信息，从而能够获得一组新的候选神

经架构。当达到终止条件时，终止搜索过程以选择

最佳神经架构。NAS的基本框架如图 2所示。
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图 2    NAS的基本框架
 

从图中可以看出，NAS的基本框架包括 3个
关键组件：搜索空间、搜索策略和性能评估策略。

其中，搜索空间定义了可能的网络架构集合，搜索

策略用于在搜索空间中寻找最优架构，性能评估策

略则用于衡量架构的性能。

 1.2　NAS的关键发展脉络

NAS发展的关键里程碑节点如图 3所示。

2017年是神经网络架构搜索领域的重要里程

碑之年，文献 [30]提出了一种全新的自动化搜索

神经网络架构的方法 NAS-RL，首次将强化学习

（reinforcement learning, RL）应用于神经网络架构

搜索中。文献 [63]提出了一种基于强化学习自动

设计高性能卷积神经网络架构的方法 MetaQNN。
NAS-RL和MetaQNN被认为是 NAS领域的先驱。

2018年，NAS形成了 3大关键要素：搜索空

间（search space）、搜索策略（search strategy）、评
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估方法（performance estimation strategy）。文献 [27]
首次提出了基于单元的搜索空间 NASNet，通过自

动化搜索方法，能够在大型数据集上找到高性能的

神经网络架构，避免了传统方法中需要人工设计和

调整网络架构的烦琐过程，为后续研究提供了重要

的思路和方法。文献 [31]提出了一种通过参数共

享来提高 NAS效率的方法 ENAS，对 NAS领域的

研究具有重要意义。

2019年，文献 [64]提出了differentiable  architecture
search（DARTS）方法，通过梯度信息直接搜索连

续空间中的神经网络结构，实现了高效的神经网络

架构搜索，为自动化神经网络设计提供了一种有效

方法，并对 NAS领域的发展作出了重要贡献。

2020年，文献 [65]提出了 AutoML-Zero，通

过引入演化算法和强化学习，实现从零开始搜索神

经网络架构的自动化流程。文献 [66]通过训练和

搜索一种 Once for All的超级网络，以支持不同的

硬件平台设施。

2021年，文献[67]提出了SET（sparse  evolutionary
training）方法，通过系数连接和进化算法训练大规

模神经网络，显著减少了参数数量和计算成本。

2022年，文献 [68]提出了 graph neural architecture
search（GNAS）领域的第一个 benchmark——NAS-
Bench-Graph，为研究者提供了一个公平的测试平

台，有助于推动该领域的进一步发展。

2023年，由华为海思加拿大研究院和阿尔伯

塔大学联合推出的基于预训练和知识注入的神经网

络性能预测框架 AIO-P[69]，在优化网络计算量、提

高网络性能等方面取得了显著成果，为神经网络架

构搜索提供了新的性能预测框架和优化方法。

2024年，文献 [70]提出了 differentiable tree search
（DTS），研究了潜在状态空间中的可微分树搜索，

通过嵌入最佳优先搜索算法，显著增强了归纳偏

差，能够更有效地搜索空间，并找到更优的神经网

络架构。
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图 3    NAS发展的关键里程碑节点
 

 2　NAS的核心方法

NAS的核心方法包括基于强化学习的NAS、基

于进化算法的NAS、基于梯度优化的NAS、零成本

代理NAS、单次训练NAS这 5大类，其优缺点、适

用场景对比如表 2所示。在计算效率、内存消耗、

搜索质量、可解释性这 4个维度上，各类方法的具

体对比如下：计算效率方面，零成本代理NAS（秒

级）>基于梯度优化的 NAS（小时级）> 单次训练

NAS（天级）>基于进化算法的 NAS（周级）≈基
于强化学习的NAS（月级）；内存消耗方面，基于

梯度优化的 NAS（超网络）>单次训练 NAS>基于

强化学习的 NAS>基于进化算法的 NAS>零成本代

理NAS；搜索质量方面，基于进化算法的NAS（帕

累托前沿覆盖率 85%）>基于强化学习的 NAS
（78%）>基于梯度优化的 NAS（72%）>单次训

练 NAS（68%）>零成本代理 NAS（55%）；可解

释性方面，基于进化算法的 NAS（显式遗传编码）

>单次训练 NAS（路径可视化）>基于梯度优化的

NAS（参数热力图）>基于强化学习的 NAS（策

略网络分析）>零成本代理 NAS（黑箱评估）。
 
 

表 2    NAS的核心方法对比
 

方法 优点 缺点 适用场景

基于强化学习的NAS
自动化架构设计、支持复杂

结构搜索、任务适应性强

计算成本高昂、搜索空间复杂度指数

膨胀、架构可解释性差
算力充足场景下的复杂架构探索

基于进化算法的NAS
全局寻优能力强、群体

并行优化

计算成本高昂、参数灵敏度高、

收敛效率不足
多目标约束下的边缘设备部署

基于梯度优化的NAS 搜索效率高、连续空间优化 内存占用高、局部最优、架构离散化偏差 实验室环境的快速原型设计

零成本代理NAS
计算效率高、评估速度快、

权重共享

评估可靠性存疑、初始状态敏感性强、

场景泛化能力受限
算力受限场景的初筛阶段

单次训练NAS 计算效率高、资源消耗低 内存占用高、优化路径受限、结构设计复杂 中等规模搜索空间的工业级部署

 

 2.1　基于强化学习的 NAS
基于强化学习的 NAS核心思想是将神经网络

架构的设计过程建模为一个序列决策问题，并通过

强化学习算法优化这一过程，如图 4所示。
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控制器
（RNN/Transformer）

子网络
（候选架构）

奖励信号
（验证集准确率）

图 4    基于强化学习的 NAS
 

首先，控制器通过采样生成候选网络架构描

述，然后根据描述构建并训练子网络，并在验证集

上评估子网络的性能，从而得到奖励信号，随后使

用奖励信号通过策略梯度方法更新控制器的参数，

从而得到新的候选网络架构描述，直到满足终止条

件，找到性能最优的网络架构。

基于强化学习的 NAS可以形式化为一个马尔

可夫决策过程，控制器的目标是通过最大化期望奖

励来优化策略：

J(θ) = Ea～δθ [R(a)] (1)

θ a

R(a)

式中， 是控制器的参数； 是生成的网络架构；

是子网络的奖励信号。通过策略梯度方法（如

Reinforce算法），控制器的参数更新公式为：

∇θJ(θ) = Ea～δθ
[∇θ logδθ(a)R(a)

]
(2)

基于强化学习的 NAS按照技术路线与应用领

域可分为经典强化学习框架下的 NAS、多目标

优化强化学习 NAS以及领域专用强化学习 NAS
这 3类。

经典强化学习框架下的 NAS方法基于基础强

化学习范式（策略梯度/Q-learning）构建搜索策略。

代表性工作包括文献 [30]提出的 NAS-RL，利用强

化学习方法进行神经网络架构搜索，开创了使用

RL进行 NAS的先河。该方法通过循环神经网络

（recurrent neural network, RNN）控制器生成架构

描述符，通过策略梯度优化控制器参数，验证集准

确率作为奖励信号，奠定了 RL-NAS的基础范式。

文献 [63]提出的 MetaQNN，是一种基于强化学习

自动设计高性能卷积神经网络架构的方法。该方法

采用 Q学习算法训练智能体，通过状态−动作空间

建模实现 CNN层序列决策，开创了离散动作空间

的 RL-NAS实现路径。经典强化学习框架下的 NAS
方法建立了 RL与 NAS的基础映射框架，验证了

自动生成网络架构的可行性。

多目标优化强化学习 NAS在基础 RL框架中

引入多目标优化机制。如文献 [71]提出了MONAS，
一种多目标神经架构搜索框架，创新设计复合奖励

函数（精度+能耗），通过深度强化学习实现帕累

托前沿动态探索，首次将多目标优化理论引入 NAS

领域。多目标优化强化学习 NAS突破了单一精度

优化局限，建立基于能耗感知的 NAS评估体系。

领域专用强化学习 NAS针对特定任务场景定制

RL搜索策略。如文献 [72]提出了 E2GAN，用于高

效地生成对抗网络（generative adversarial network,
GAN）架构搜索。将 GAN架构搜索问题转化为马

尔可夫决策过程，设计动作空间约束机制实现平滑

采样，解决 GAN训练不稳定性导致的搜索失效问

题。文献 [73]提出了 GraphNAS，一种基于强化学

习的图神经网络架构搜索方法，构建图结构感知的

强化学习策略网络，通过节点/边编码实现图神经

网络架构的自动生成，突破了传统 CNN/RNN架构

搜索边界。领域专用强化学习 NAS扩展了 NAS应

用场景至生成模型与图数据领域，提出了任务驱动

的动作空间约束技术。

基于强化学习的 NAS无需人工设计网络架

构，节省大量时间和精力，可以搜索复杂的网络架

构，适应不同的任务需求。但需要训练大量子网

络，计算资源消耗大，且搜索空间随网络复杂度指

数增长，导致搜索效率低。此外，生成的网络架构

缺乏可解释性。为此，研究者们提出了多种改进方

法。文献 [31]提出了 ENAS，通过子网络权重共

享，减少训练成本，提高神经网络结构搜索的效

率。文献 [64]提出了可微分架构搜索 DARTS，将

搜索空间连续化，使用梯度下降方法高效搜索

架构。文献 [67]提出了可微分神经架构搜索框架

FBNet，同时优化性能和计算效率。

 2.2　基于进化算法的 NAS
基于进化算法的 NAS是一种受生物进化启发

的自动化网络设计方法。其核心思想是通过模拟自然

选择、交叉和变异等进化机制，逐步优化神经网络

架构，以找到性能最优的网络结构，如图 5所示。

 
 

初始化种群 评估适应度 选择优秀个体

迭代优化生成新一代种群交叉与变异

图 5    基于进化算法的 NAS
 

首先随机生成一组初始网络架构作为初始种

群，然后对每个个体进行训练和评估，计算其适应

度值，随后根据适应度值选择优秀个体进入下一

代，之后对选中的个体进行交叉和变异操作，生成
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新的子代个体，用新生成的子代替换父代，形成新

一代种群，重复以上过程直到满足终止条件（如达

到最大迭代次数或适应度值收敛）。

基于进化算法的 NAS可以形式化为一个优化

问题：

max
a∈Λ

f (a) (3)

a Λ f (a)式中， 表示网络架构； 表示搜索空间； 表

示适应度函数（如验证集准确率）。通过进化算

法，种群逐步逼近最优解。

基于进化算法的 NAS按技术创新维度分为进

化算法基础范式创新、多目标与资源约束优化、领

域专用架构搜索、计算效率提升技术 4类。

进化算法基础范式创新改进了传统遗传算法的

选择/变异/交叉机制。如文献 [74]提出了老化进化，

引入基因组年龄属性来控制种群迭代，通过年龄惩

罚机制实现正则化，解决进化早熟问题。文献 [75]
提出了可微笛卡尔遗传编程，将离散拓扑搜索转化

为连续空间优化，实现进化算法与梯度下降协同。

文献 [76]提出了噪声网络形态突变，在突变算子

中引入高斯噪声，增强架构多样性探索能力。进化

算法基础范式创新突破了传统遗传算法局部最优陷

阱，建立了进化−梯度混合优化的新范式。

多目标与资源约束优化在进化框架中集成多目标

帕累托优化机制。如文献 [77]提出了 LEMONADE，
一种多目标神经网络架构搜索算法，通过设计拉马

克进化算子实现子网络权重继承，构建精度−参数

量−时延三目标优化体系。文献 [78]提出了 EcoNAS，
一种经济高效的进化 NAS方法，设计分层代理评

估模型，优先进化满足资源约束的架构种群。文

献 [79]提出了 MFENAS，一种多因子进化神经架

构搜索算法，通过将神经架构搜索问题转化为模型

性能与硬件资源消耗两个独立因子的任务来解决预

测性能和资源消耗之间的平衡。多目标与资源约束

优化建立了基于能耗感知的进化搜索评估标准，实

现了多目标帕累托前沿的动态平衡。

领域专用架构搜索针对特定任务定制进化搜索

空间与适应度函数。如文献 [80]提出了ME-HDSS，
一种用于优化高维跳跃连接结构的进化神经架构搜

索算法，针对 DenseNet类网络模型优化高维跳跃

连接结构，设计遗传编码压缩表示方案，使用较低保

真度的性能估计技术来减少计算成本。文献 [81]提出

了 Genetic-GNN，构建图神经网络宏−微观联合搜

索空间，设计图拓扑感知的交叉变异算子。文献 [82]

提出了 E2GAN，将 GAN生成器/判别器架构搜索

建模为协同进化过程，设计稳定性导向的适应度函

数。领域专用架构搜索扩展了进化 NAS的应用场

景，建立了领域知识驱动的搜索空间约束理论。

计算效率提升技术通过代理模型/权重共享降

低进化评估成本。如文献 [83]提出了 BONAS，集成

贝叶斯代理模型预测架构性能，结合权重共享实现

候选网络批量评估。文献 [84]提出了 PRE-NAS，设

计预测器辅助的进化筛选机制，通过高保真权重继

承减少 80%训练开销。文献 [85]提出了 NPENAS，
设计神经预测器引导进化方向，将无效架构搜索率

降低 67%。计算效率提升技术突破了进化算法计算

瓶颈的普适性方案，建立了代理模型可信度与搜索

效率的均衡机制。

此外，还有一些研究者也对基于进化算法的

NAS方法进行了相关研究工作。如文献 [86]提出了

CARS，通过进化算法有效搜索神经网络架构，采

用连续进化策略，在每次进化过程中利用前一代学

到的知识。文献 [87]提出了一种用于优化深度多

任务网络架构的进化算法。通过进化模块和路由设

计显著提升多任务学习的效果。文献 [88]提出了一

种高效的神经网络架构搜索方法，使用了一种新颖

的分层表示方案，模仿人类专家常用的模块化设计

模式，结合一个支持复杂拓扑结构的表达性搜索空

间，通过进化算法发现性能优异的新架构。文献 [89]
提出了一种用于图像复原任务的神经架构搜索方

法，通过进化算法在有限的计算资源下高效地搜索

网络架构。文献 [90]提出了一种基于进化算法优

化卷积神经网络架构的方法，用于分类任务，特别

是在资源受限的嵌入式设备上实现高效推断。文

献 [91]提出了 EvoNAS-TL，一种两阶段进化神经

架构搜索系统，用于优化迁移学习中的网络结构。

文献 [92]提出了一种进化方法，用于实时联邦神经

架构搜索，在优化模型性能的同时减少本地负载。

文献 [93]通过进化算法优化深度图像先验（deep
image prior, DIP）网络的编码器−解码器结构和元

参数，提出了一种用于提升无监督图像去噪、修复

和超分辨率任务中的 DIP性能的神经架构搜索技

术。文献 [94]提出了一种基于进化算法的神经架构搜

索方法，用于生成图卷积网络（graph convolutional
network, GCNs），以预测 Fashion-MNIST和 NAS-
Bench-101数据集中的网络性能。通过利用正则化

进化和遗传算法，在全局搜索空间中搜索 GCNs的
宏架构。文献 [95]将代理模型集成到遗传算法中，
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通过训练代理模型将预测卷积神经网络性能问题转

化为二值分类问题，加速网络评估过程。

基于进化算法的 NAS能够在复杂的搜索空间

中找到全局最优解，且可以同时对多个个体进行评

估和优化，但同样需要训练大量候选网络，计算资

源消耗大，并且进化算法的性能高度依赖于参数设

置（如种群大小、交叉和变异概率等）。此外，相比

于梯度优化算法，进化算法的收敛速度较慢。为此，

研究者们也提出了多种改进方法。文献 [96]通过早

停策略减少训练成本。文献 [97]提出了 NSGA-Ⅱ，

结合进化算法和梯度优化算法进行改进。文献 [64]
提出了可微分架构搜索 DARTS，将搜索空间连续

化，使用梯度下降高效搜索架构。文献 [98]提出

了MOEA/D，同时优化性能和计算效率。

 2.3　基于梯度优化的 NAS
基于梯度优化的神经网络架构搜索是一种通过

梯度下降方法直接优化网络架构的技术。与基于强

化学习或进化算法的方法不同，基于梯度优化的

NAS将架构搜索问题转化为连续优化问题，从而

能够高效地搜索最优网络结构，如图 6所示。
 
 

构建超网络 初始化架构参数 训练网络权重

最优架构迭代优化优化架构参数

图 6    基于梯度优化的 NAS
 

首先，设计包含所有可能子网络的超网络，随

机初始化架构参数，在给定架构参数下，训练超网络

的权重，然后固定网络权重，通过梯度下降优化架构

参数，交替优化网络权重和架构参数，直到收敛。

最后根据优化后的架构参数，选择最优的子网络。

基于梯度优化的 NAS可以形式化为一个双层

优化问题：

min
α

Lval
(
ω∗,α

)
s.t. ω* = argmin

ω
Ltrain (ω,α) (4)

α ω Ltrain Lval式中， 是架构参数； 是网络权重； 和 分

别是训练集和验证集上的损失函数。通过梯度下降

方法，权重和架构参数的更新公式为：

ω← ω−ηω∇ωLtrain (ω,α)

α← α−ηα∇αLval (ω,α) (5)

ηω ηα式中， 和 分别是权重和架构参数的学习率。

基于梯度优化的 NAS按技术演进路线可分为可

微搜索基础框架、搜索效率优化技术、算法鲁棒性

增强、多目标与领域适配扩展以及轻量化评估范式

创新 5类。可微搜索基础框架建立了连续可微的搜

索空间与优化范式。如文献 [99]提出了 SNAS，首创

架构分布参数端到端训练，通过 Gumbel-Softmax实
现离散架构的连续松弛。文献 [64]提出了 DARTS，
定义混合操作超网络，通过双层梯度优化同步更新

架构参数与网络权重，实现高效的神经网络架构搜

索。文献 [100]提出了 MiLeNAS，一种通过混合

级优化代替双层优化来解决 NAS问题的神经架构

搜索方法，有效缓解双层优化中因近似导致的梯度

误差。可微搜索基础框架奠定了可微 NAS数学理

论基础，建立了离散−连续空间映射机制。

搜索效率优化技术降低内存消耗，加速收敛过

程。如文献 [101]提出了 ProxylessNAS，一种使用

算法进行端到端训练的神经架构搜索方法，设计路

径二值化策略，将内存占用降低 92%。文献 [102]
提出了 DMaskingNAS，设计动态掩膜机制，支持

在空间和通道维度上的联合搜索，从而解决了传统

可微神经架构搜索的内存瓶颈问题。文献 [103]提
出了 StacNAS，一种稳定且一致的可微神经架构搜

索优化算法，提出了权重归一化技术，解决不同可

微 NAS中的双层优化难题、相关操作的多重共线

性问题以及搜索阶段与最终训练阶段优化复杂性的

不匹配问题。搜索效率优化技术突破了超网络内存

瓶颈的工程化方案，提升了优化过程稳定性与收敛

速度。

算法鲁棒性增强解决了性能崩溃与泛化缺陷。

如文献 [104]提出了 Single-DARTS，构建单层优化

框架，解决双层优化框架引发的梯度冲突问题。文

献 [105]提出了 β-Decay，一种正则化方法，通过限

制激活架构参数值和方差的变化来改进优化过程，

从而提高 DARTS的鲁棒性和泛化能力。文献 [106]
提出了 ADARTS，一种基于注意力机制的部分通

道连接方法，用于解决 DARTS中的性能崩溃问

题。ADARTS引入注意力通道选择机制，抑制操

作间不公平竞争，提高搜索效率和内存利用率。算

法鲁棒性增强建立了可微 NAS失效模式分析理

论，开创了架构−参数解耦优化技术。

多目标与领域适配扩展突破了单一精度优化局

限。如文献 [107]提出了 NSGANetV2，构建生成对

抗式帕累托优化器，实现精度−时延−鲁棒性三目

标平衡。文献 [108]提出了 FedNAS，一种联邦神
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经架构搜索方法，设计了联邦学习环境下的分布式

架构搜索协议。不仅优化模型权重，还自适应地调

整每个用户的神经网络架构。文献 [109]针对现有

图神经网络的设计严重依赖于专家知识、图节点之

间隐藏的潜在高阶特征容易被忽略的问题，提出了

一种基于关系特征的可微图神经架构搜索方法。多

目标与领域适配扩展了可微 NAS至联邦学习/图神

经网络等应用场景，建立了多目标梯度协同优化理论。

轻量化评估范式通过代理技术降低计算成本。

如文献 [110]提出 B2EA，集成贝叶斯优化模块和进

化算法模块，减少 70%候选评估。文献 [111]提出

了一种基于有偏采样的连续进化 NAS方法，通过超

网络权重继承机制实现零训练成本评估。文献 [112]
提出了排序得分预测器辅助的演化神经架构搜索方

法，构建架构特征−性能回归模型加速进化筛选。

轻量化评估范式建立了梯度−进化混合搜索新范

式，突破了传统可微方法对完整训练的依赖。

此外，还有一些研究者也对基于梯度优化的NAS
方法进行了相关研究工作。如文献 [113]提出了一

种将离散的神经网络架构空间转换为连续且可微的

形式，使用标准梯度优化技术来同时学习架构和参

数的方法。文献 [114]提出了一种在 4 h内完成神经

网络架构搜索的梯度搜索与可微架构采样器方法。

文献 [115]提出了 RelativeNAS，一种用于高效自

动设计高性能网络的框架，提出了基于连续编码的

空间搜索方案，并应用慢−快学习范式来迭代更新

架构向量。文献 [116]提出了 idarts，通过利用隐

函数定理来计算超梯度，从而避免了计算 Hessian
矩阵逆的过程，并进一步提出了随机近似超梯度以

减轻计算负担。文献 [117]提出了 DOTS，通过解

耦操作和拓扑搜索来改进基于梯度的不同架构搜

索。文献 [118]提出了 IDARTS，一种交互式可微

分架构搜索方法，解决现有不同 DARTS方法中参

数耦合导致训练不足的问题。通过将 DARTS公式

化为双线性优化问题，并引入反向传播过程来解耦

不同类型参数之间的关系，从而更有效地优化网络

结构。文献 [119]通过统一理论分析了基于梯度的无

训练神经架构搜索，揭示了这些无训练指标之间的

联系，并提供了对现有无训练 NAS算法性能的理

论保证。文献 [120]提出了 CDARTS，一种循环可

微架构搜索方法，解决了 DARTS中搜索网络与评

估网络分离的问题。文献 [121]提出了 RF-DARTS，
解决 DARTS中的性能崩溃问题。

基于梯度优化的 NAS通过梯度下降方法直接

优化架构参数，显著减少搜索时间。但超网络需要

存储所有可能子网络的权重，内存消耗较大。同时，

梯度下降方法可能陷入局部最优解。为此，研究者

们提出了多种改进方法。文献 [31]提出了 ENAS，通

过子网络权重共享，减少内存消耗，提高神经网络

结构搜索的效率。文献 [122]针对在搜索和评估阶

段之间存在的深度差距问题，提出了一种渐进可微

架构搜索新算法 Progressive DARTS（P-DARTS）。

通过在搜索过程中逐步增加网络深度，并采用搜索

空间近似和正则化策略来解决计算开销大和搜索稳

定性差的问题。文献 [123]提出了一种渐进式一次

性神经架构搜索方法 PONAS，高效地部署深度学

习模型以适应不同的硬件约束。结合了渐进式神经

架构搜索和一次性方法的优点，采用两阶段训练

（元训练阶段和微调阶段）方案，以提高搜索过程

的效率和稳定性。文献 [124]提出了可微分神经架

构搜索框架 FBNet，同时优化性能和计算效率。

 2.4　零成本代理 NAS
零成本代理神经网络架构搜索是一种高效的神

经网络架构搜索方法，其核心思想是通过零成本代

理指标快速评估候选网络架构的性能，从而避免昂

贵的训练过程，如图 7所示。

 
 

生成候选架构 计算代理指标 排序与筛选

最终架构验证与微调选择最优架构

图 7    零成本代理 NAS
 

首先，从搜索空间中生成一组候选网络架构，

对每个候选架构计算零成本代理指标，根据代理指

标对候选架构进行排序或筛选，然后选择代理指标

最高的架构作为最优架构，并对选择的架构进行少

量训练和验证，最终确定最优网络架构。

零成本代理 NAS可以形式化为以下优化问题：

max
a∈Λ

Proxy(a) (6)

a Λ

Proxy(a)

式中， 表示候选网络架构； 表示搜索空间；

表示零成本代理指标。通过代理指标，可

以快速评估候选架构的性能，而无需进行昂贵的

训练。

零成本代理 NAS按技术创新维度可分为基础

代理指标、搜索框架创新、理论分析与稳定性增
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强、领域扩展与工程落地 4类。

基础代理指标设计了无需训练的架构性能评估

指标。如文献 [125]提出了 NASWOT算法，首创基

于初始化激活矩阵秩的代理指标，通过线性代数运

算在 5 s内完成架构评估。NASWOT被认为是零成

本代理 NAS领域的先驱。文献 [126]提出了剪枝敏

感度指标，利用单批次数据前向传播后的参数剪枝

响应度预测模型潜力。文献 [127]提出了 GradSign，
通过梯度符号一致性量化样本优化空间密度，建立

性能关联模型。基础代理指标建立了零成本评估的

数学理论基础，突破了传统训练依赖的评估范式。

搜索框架创新设计了轻量化搜索流程与优化

策略。如文献 [128]提出了GA-NINASWOT，融合遗

传算法与 NASWOT指标，构建了进化−代理混合

搜索框架。文献 [129]提出了 FreeREA，集成快速

进化算法与多约束代理筛选，实现了 FLOPs−参数

数量−精度三目标优化。文献 [130]提出了 TF-TAS，
一种训练自由型 Transformer架构搜索方法。引入

Transformer专用代理指标，量化注意力机制与多

层感知机模块的突触特性，从而有效提升架构搜索

效率。搜索框架创新建立了代理指标与优化算法的

标准化接口，开创了领域专用评估指标体系。

理论分析与稳定性增强揭示了代理指标有效性

机理并提升了可靠性。如文献 [119]通过统一理论

分析，构建了无训练神经架构搜索的数学解释框

架，证明代理指标与真实性能的误差上界，提出了

混合NAS框架的HNAS，结合无训练和有训练NAS
的优点，提高了无训练 NAS的效率和有效性。文

献 [131]提出了 BaLeNAS，引入贝叶斯分布建模架

构参数，通过 Hessian正则化抑制过连接风险。文

献 [132]提出了 Zero-Cost-PT，设计基于参数扰动

的鲁棒性评估方案，提升代理指标抗噪能力。理论

分析与稳定性增强建立了代理指标可信度验证理

论，解决了评估结果波动性与偏差问题。

领域扩展与工程落地面向实际场景设计高效解

决方案。如文献 [133]提出了 LTS，针对自回归语

言模型设计轻量级 Transformer搜索框架，能在 3 h
内完成架构优化。文献 [134]提出了 IFA-NAS，改

进萤火虫算法实现多目标架构搜索，能耗降低

67%。文献 [119]提出了 HNAS，构建混合评估框

架，结合代理初筛与微调验证，平衡效率与精度。

领域扩展与工程落地推动了零成本 NAS从理论验

证到工业部署，建立了边缘设备友好型搜索范式。

此外，还有一些研究者也对零成本代理 NAS

方法进行了相关研究工作。如文献 [135]通过零成

本代理方法，在资源受限的情况下快速筛选出高性

能的神经网络架构，显著降低 NAS 的计算成本和

时间开销。零成本代理 NAS无需训练即可评估候选

架构，显著减少计算资源消耗。但代理指标可能无

法完全反映架构的真实性能，并且代理指标的计算

依赖网络初始状态。为了克服上述缺点，研究者们

提出了多种改进方法。文献 [125]提出的NASWOT，
结合了多个代理指标，通过多指标融合提高预测精

度。文献 [136]提出了 Zen-NAS算法，通过最大化

目标网络在给定推理预算下的 Zen-Score来设计高

性能图像识别网络。

 2.5　单次训练 NAS
单次训练神经网络架构搜索（one-shot NAS）

核心思想是通过权重共享和超网络技术，在单次训

练中评估所有候选网络架构的性能，如图 8所示。

 
 

构建超网络 初始化权重和参数 训练超网络

微调最终架构选择最优架构评估子网络

图 8    单次训练 NAS
 

首先，设计包含所有可能子网络的超网络，然

后随机初始化超网络的权重和架构参数，交替优化

超网络的权重和架构参数，随后通过采样不同的子

网络路径，评估其性能，并根据评估结果，选择最

优子网络，最后对选择的子网络进行少量微调。

单次训练 NAS形式化为式 (4)所示优化问题。

单次训练 NAS按技术演进分为基础框架构建与权

重共享机制、训练策略优化、理论分析与可靠性增

强、搜索空间与拓扑创新、领域专用与边缘计算适

配 5类。

基础框架构建与权重共享机制建立了超网络架

构与权重共享范式。如文献 [137]提出了 HyperNet，
首创超网络生成主模型权重，实现一次训练评估多

架构，奠定了权重共享理论基础。文献 [138]提出

了 One-Shot，一种高效的神经网络一次性架构搜索

方法。设计非强化学习的全局权重共享机制，通过

参数复用降低 90%的计算成本。文献 [139]提出

了 SETN，设计自评估模板网络，引入候选架构质

量预筛选机制。基础框架构建与权重共享机制建立

了超网络架构的数学表达形式，验证了权重共享对
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评估一致性的可行性。

训练策略优化改进了超网络训练的稳定性与

效率。如文献 [140]提出了自适应随机自然梯度法

（adaptive stochastic natural gradient method, ASNG），

将离散的架构选择转化为连续可微优化问题。文

献 [141]提出了 GreedyNAS，采用拒绝采样策略筛

选优质子路径，无效训练量减少了 65%。文献 [142]
提出了CLOSE（curriculum learning on sharing extent），

设计课程式共享度调节机制，早期高共享加速收

敛，后期低共享提升精度。训练策略优化解决了超

网络训练中的梯度冲突问题，建立了动态路径选择

与资源分配理论。

理论分析与可靠性增强揭示了权重共享内在机

理并提升了评估可信度。如文献 [143]提出了 PC-
NAS，通过贝叶斯框架建模参数后验分布，缓解权

重耦合导致的评估偏差。文献 [144]提出了 NSAS，
引入新颖性搜索损失函数，抑制子架构同质化问

题。文献 [145]提出了 ShiftNAS，通过动态调整子

网采样概率来解决均匀采样导致的资源错配，使得

具有不同计算复杂度的子网能够获得更适合其需求

的训练资源。理论分析与可靠性增强建立了超网络

参数解耦理论，提升了子架构评估结果与独立训练

的一致性。

搜索空间与拓扑创新突破了传统链式架构限

制。如文献 [146]提出了 ST-NAS，通过构建拓扑

增强搜索空间，支持分支/跳跃连接动态组合，完

善了传统单次神经架构搜索方法在网络拓扑灵活性

方面的不足。文献 [147]提出了 PAD-NAS，设计渐

进式自动搜索空间，通过层间操作剪枝优化拓扑结

构，在搜索空间质量和模型多样性之间取得平衡，

缓解了权重耦合问题。文献 [148]提出了 OPANAS，
针对特征金字塔网络设计专用搜索空间，实现目标

检测架构自动优化。搜索空间与拓扑创新扩展了单

次 NAS至复杂拓扑结构，建立了搜索空间自适应

压缩理论。

领域专用与边缘计算适配面向实际场景定制搜

索方案。如文献 [149]提出了 LightTrack，通过设

计轻量级目标跟踪架构搜索框架，模型推理速度提

升 3倍。文献 [150]提出了 IMO-NAS，通过设计混

合卷积和深度可分离卷积优化策略，实现了边缘设

备上的精度−时延均衡。文献 [151]提出了动态图

NAS，构建图神经网络动态搜索空间，支持节点/
边操作联合优化，解决了在大规模搜索空间下应用

一次性超网络的挑战，并确保了最终搜索架构的性

能和多样性。领域专用与边缘计算适配推动了单

次 NAS从图像分类向目标跟踪/图网络等场景渗

透，建立了边缘设备感知的轻量化搜索范式。

此外，还有一些研究者也对单次训练 NAS方法

进行了相关研究工作。如文献 [152]提出了优先路径

蒸馏方法，通过在训练过程中选择表现优异的子网

络，促进其他子网络的学习，从而提高单次神经架构

搜索的效率和性能。文献 [153]提出了 DSO-NAS，
用于解决神经网络架构搜索中的巨大且非连续的搜

索空间问题。文献 [154]对一次性神经架构搜索范

式进行了系统性梳理，提出了一种单一路径一次性

模型来解决训练中的挑战。通过简化超网结构，使

所有架构都是单一路径，从而缓解权重协同适应的

问题。文献 [155]提出了一种解决单次神经架构搜

索中的多模型遗忘问题的新方法。将超网训练视为

持续学习的约束优化问题，避免了在训练新架构时

降低先前架构的性能。文献 [156]提出了 SGNAS，
通过使用架构生成器和统一超网来提高单次神经架

构搜索的效率和灵活性。文献 [123]提出了 PONAS，
结合了渐进式神经架构搜索和一次性方法的优点，

采用两阶段训练方案，提高了搜索过程的效率和稳

定性。文献 [157]提出了 NEAS，通过多样性和层

共享机制解决多模型搜索带来的挑战。文献 [158]
聚焦一次性神经架构搜索中的双层优化问题。通过

采用有向概率图模型表示数据和模型的联合概率分

布，将一次性神经架构搜索转化为基于 Gibbs采样

的后验分布采样任务。解决 DARTS在新任务上表

现不稳定的问题。文献 [159]提出了 EN2AS，用于

解决基于权重共享的神经架构搜索中的富者愈富问

题，采用单一路径超网训练，并利用搜索策略来优

化架构采样，减少了内存需求。

单次训练 NAS通过权重共享和单次训练，显著

减少了计算资源消耗。但超网络需要存储所有可能

子网络的权重，内存消耗较大，并且梯度下降方法

会陷入局部最优解，因此需要设计复杂的超网络和

优化算法。为解决这些问题，文献 [122]针对在搜索

和评估阶段之间存在的深度差距问题，提出了一种渐

进可微架构搜索新算法，通过在搜索过程中逐步增

加网络深度，并采用搜索空间近似和正则化策略来

解决计算开销大和搜索稳定性差的问题。文献 [124]
提出了可微分神经架构搜索框架 FBNet，同时优化

性能和计算效率。文献 [160]提出了 DARTS+，根

据搜索过程动态调整权重共享策略。
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 3　NAS的轻量化与高效化

NAS在自动化设计高性能神经网络方面取得

了显著进展，但其计算成本高、资源消耗大的问题

限制了其广泛应用。为了降低搜索成本、减少内存

占用、提高搜索效率，研究者们提出了多种轻量化

与高效化的 NAS方法。

轻量化 NAS方法的核心目标是减少搜索过程

中的计算资源和内存占用，同时保持较高的模型性

能。主要轻量化方法包括权重共享、零成本代理指

标和渐进式搜索。

权重共享通过在超网络中共享子网络的权重，

避免重复训练，从而降低计算成本。文献 [31]通
过强化学习控制器生成子网络路径，并在超网络中

共享权重。文献 [64]将离散的架构选择转化为连

续的松弛变量，通过梯度下降优化架构参数。文

献 [161]通过引入多层次架构编码和分层掩码方案

来优化现有基于权重共享的 NAS方法，提高了搜索

空间的灵活性，使其能够发现更灵活和有意义的网络

架构。文献 [162]使用权重共享技术提出了一种新

的易于调优且可扩展的高效 NAS实现方法 TuNAS，
提升了搜索效率和结果质量。文献 [163]通过权重

共享技术，在大型联合搜索空间中高效地搜索最佳

架构和超参数组合。

零成本代理指标通过如梯度信息、网络复杂度

等无需训练的指标快速评估候选架构的性能，从而

避免昂贵的训练过程。文献 [125]使用梯度信息和

网络复杂度作为代理指标。文献 [136]通过动态调

整代理指标来提高预测精度。

渐进式搜索通过逐步增加网络复杂度，避免在

搜索初期陷入局部最优。文献 [164]从简单的子网

络开始，逐步增加网络深度和宽度。文献 [165]通
过复合缩放方法优化网络深度、宽度和分辨率。

高效化 NAS方法的核心目标是提高搜索效

率，减少搜索时间。主要高效化方法包括多目标优

化、混合搜索策略和硬件感知。

多目标优化通过同时优化模型性能和计算效

率，提高搜索效率。文献 [98]通过分解多目标问

题为多个单目标子问题协同优化。文献 [166]同时

优化设备相关（如推理时间和内存使用）和设备无

关（如准确性和模型大小）的目标，通过在紧凑的搜

索空间中采用逐步搜索策略来提高效率。文献 [71]
基于深度强化学习，同时优化预测准确性和能耗目

标。文献 [99]通过引入复杂性正则化项，同时优

化测试误差和推理时间，进一步提高了效率。文

献 [124]结合硬件感知的多目标优化方法，生成高

效的网络架构。文献 [167]在图像分类和对象对齐

两个任务上能有效找到帕累托前沿上的网络架构，

同时优化误差指标和计算复杂性。在保持较高性能

的同时，减少了计算资源的消耗。文献 [168]提出

了一种“部分序剪枝”的算法，优化了神经网络在

目标平台上的速度与精度之间的权衡，通过减少不

必要的训练成本，显著提高了架构搜索效率。文

献 [169]使用多目标遗传算法，联合优化网络精度

和硬件效率（能量消耗、内存使用和延迟）。文

献 [170]通过最小化分类错误率和参数数量这两个

相互冲突的目标，将神经架构搜索问题转化为一个

多目标优化问题。文献 [171]通过高效生成适用于

多种冲突目标的任务特定模型来克服现有神经架构

搜索方法的局限性。

混合搜索策略通过结合不同的搜索方法（如随

机搜索、进化算法、梯度优化等），提高搜索效

率。文献 [172]结合了进化算法和强化学习，通过

引入一个强化突变控制器来提高搜索效率，使得子

模型可以从父模型继承大部分参数，从而减少计算

资源的消耗。文献 [173]通过参数共享和动态重置

策略加速训练过程，首次将神经架构搜索应用于生

成对抗网络。文献 [174]结合了进化算法和强化学

习的优点，用于移动神经架构搜索中的多目标优

化。通过引入 NSGA-Ⅱ变体，构建基于单元的搜

索空间，并采用层级突变过程，实现了模型生成与

评估的高效平衡。文献 [175]采用了爬山算法与网

络形态操作相结合的策略，探索搜索空间，从而自

动寻找有效的网络结构。文献 [176]结合了权重共

享和强化学习的方法，通过递归神经网络控制器生

成候选 DNN配置，并使用可调参数在准确度与执

行周期数之间进行权衡。文献 [121]结合随机搜索

和梯度优化，减轻了跳跃连接在超网优化中的辅助

作用，解决了 DARTS中的性能崩溃问题。

硬件感知可通过考虑目标硬件的特性（如计算

能力、内存限制等），生成高效的网络架构。文

献 [177]通过结合硬件信息来改进神经网络架构，

不仅考虑了分类准确性，还关注了推理性能，能够

自动发现高效且准确的神经网络架构，适用于资源

受限的边缘设备及高性能计算平台。文献 [178]通
过在搜索过程中考虑 FPGA上的实现性能，来生成

满足指定延迟要求的最优神经网络架构，并保持高

精度，解决了现有神经架构搜索方法效率低和生成
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网络延迟过高的问题。文献 [179]对高效神经架构

搜索进行了改进，不仅考虑网络性能，还增加了各

种约束条件，确保这些网络能在嵌入式设备上运

行。文献 [180]通过准确的性能预测器来优化模型

的延迟和精度，特别是在目标硬件上的端到端延

迟。文献 [176]高效生成适用于资源受限嵌入式系

统的准确且性能优越的深度神经网络。文献 [101]
直接在目标硬件上评估候选架构的性能，避免代理

误差。文献 [181]通过共享特征变换和使用紧凑特

征来降低计算复杂度，解决了轻量级非局部块在移

动网络中的应用难题。文献 [182]通过扩展全局搜

索空间并选择高效的通道数来构建硬件感知搜索空

间，为不同的硬件设备发现最优的宽度和深度配

置，使搜索策略能够找到更高效的架构。文献 [183]
通过引入操作空间缩减和通道采样，生成极度压缩

的模型，减少嵌入式设备上的计算成本。文献 [184]
通过精细的搜索空间和准确的目标函数，结合网络

剪枝技术实现了自动化设计资源受限的小型高效神

经网络。文献 [185]通过优化直接指标（如系统级

芯片 SoC上的延迟），特别适用于资源受限的平

台如移动设备、DSP或 GPU，在减少搜索时间和

提高分类准确性方面表现出色。文献 [186]通过硬

件感知的多目标优化方法，生成高效的移动端网络

架构。文献 [187]通过新的损失函数训练，根据帕

累托前沿对架构进行排序，加速硬件感知神经架构

搜索。

 4　神经架构搜索的多目标优化

NAS的核心目标是通过自动化方法找到最优

的神经网络架构。然而，传统的 NAS方法通常只

关注单一目标，如模型精度，而忽略了计算效率、

能耗、模型复杂度等其他重要因素，随着深度学习

模型在实际应用中的广泛部署，多目标优化逐渐成

为 NAS研究的重要方向。

多目标优化旨在同时优化多个相互冲突的目

标。如在移动设备上部署深度学习模型时，不仅需

要高精度，还需要低能耗和快速推理速度。多目标

优化算法为 NAS提供了有效的解决方案，能够在

多个目标之间找到平衡点。

 4.1　基于强化学习的多目标 NAS
强化学习是一种多目标优化的经典方法。文

献 [27]提出的 NASNet通过策略梯度优化搜索空间

中的架构。在多目标优化中，强化学习可以通过设计

多目标奖励函数，同时优化多个目标。如文献 [165]

提出的 EfficientNet通过复合缩放方法，在精度和

计算效率间找到了平衡。文献 [71]提出的MONAS，
基于深度强化学习同时优化预测准确性和能耗目标。

 4.2　基于进化算法的多目标 NAS
进化算法（evolutionary algorithms, EAs）是多目

标优化中的经典方法。文献 [74]提出的 AmoebaNet
首次将进化算法引入 NAS，通过模拟自然选择过

程优化网络架构。随后，多目标进化算法被广泛

应用于 NAS中[188]。如 NSGA-Ⅱ[174]（non-dominated
sorting genetic algorithm Ⅱ）通过非支配排序和拥

挤度计算，能够在多个目标之间找到帕累托最优

解。文献 [189]提出了一种加速进化神经架构搜索

的方法 MFENAS，通过多保真评估来降低评估成

本并保持高评估精度。

 4.3　基于梯度优化的多目标 NAS
梯度优化方法通过连续松弛搜索空间，使架构

搜索可微分。文献 [64]提出的 DARTS是梯度优化

方法的代表。在多目标优化中，梯度优化方法可以

通过多目标损失函数，同时优化多个目标。如文

献 [190]提出的 PC-DARTS，通过在操作选择中随

机采样一部分通道来减少网络搜索中的内存开销，

从而提高效率。不仅显著减少了内存和计算成本，

还通过正则化操作降低了陷入局部最优的风险。

 4.4　零成本代理多目标 NAS
零成本代理方法（zero-cost proxies）是近年来

NAS研究中的一项重要创新，旨在通过极低的计

算成本评估候选架构的性能。传统的 NAS方法通

常需要大量的计算资源来训练和评估候选架构，而零

成本代理方法通过设计高效的代理指标，能够在几

乎不消耗计算资源的情况下快速评估架构的性能。

在多目标优化中，零成本代理方法可以显著降

低计算成本，同时优化多个目标（如精度、计算效

率、能耗等）。如文献 [125]提出的 Zero-Cost NAS
通过梯度信息、参数数量等代理指标，快速评估候

选架构的性能，显著提高了搜索效率。文献 [191]
研究了权重共享神经架构搜索中的公平性问题，提

出了 FairNAS方法。传统的一次性超网训练方法存

在不公平性，导致候选模型评价不准确。FairNAS
定义了期望公平性和严格公平性两种公平性约束，

其中严格公平性确保所有选择块在整个训练过程中

获得相同的优化机会。

 4.5　单次训练多目标 NAS
单次训练方法（one-shot training）是 NAS研
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究中的另一项重要创新，旨在通过单次训练评估所

有候选架构的性能。传统的 NAS方法通常需要多

次训练和评估候选架构，而单次训练方法通过共享

权重和超网络技术，能够在单次训练中评估所有候

选架构的性能。

在多目标优化中，单次训练方法可以显著降低

计算成本，同时优化多个目标（如精度、计算效

率、能耗等）。如文献 [154]提出的 Single Path One-
Shot NAS通过单次训练和均匀采样，显著提高了

搜索效率。

 5　神经架构搜索的跨领域协同

神经架构搜索的跨领域协同是指将 NAS技术

与硬件架构、领域知识等相结合，以实现更高效、

更智能的模型设计与部署。随着深度学习模型在计

算机视觉、自然语言处理、医学图像分析等领域的

广泛应用，跨领域协同成为 NAS研究的重要方向。

通过 NAS与硬件架构的协同优化，可以显著提升

模型在特定硬件上的性能；通过结合领域知识，

NAS可以设计出更适合特定应用场景的模型；此

外，跨领域协同可以优化模型的能耗、计算效率

等，降低部署成本。

 5.1　FPGA与 ASIC的协同优化

FPGA（现场可编程门阵列）和 ASIC（专用集

成电路）是深度学习模型部署的重要硬件平台。通

过 NAS与 FPGA/ASIC的协同优化，可显著提升模

型的硬件效率。如文献 [192]提出的 ProxylessNAS
直接在目标硬件上进行架构搜索，显著提升了模型

在 FPGA 上的性能。

 5.2　GPU与 TPU的协同优化

GPU（图形处理单元）和 TPU（张量处理单

元）是深度学习训练和推理的主要硬件平台。通过

NAS 与 GPU/TPU的协同优化，可显著提升模型的

训练和推理效率。如文献 [165]提出的 EfficientNet
通过复合缩放方法，在 GPU上实现了高效且高性

能的模型设计。

 5.3　边缘计算设备的协同优化

边缘计算设备（如智能手机、物联网设备）对

模型的能耗和计算效率有严格要求。通过 NAS与

边缘计算设备的协同优化，可以显著提升模型在移

动设备上的性能。如文献 [193]提出的 MobileNetV3
通过 NAS实现了高效且高性能的模型设计。

 5.4　与计算机视觉领域知识的结合

在计算机视觉领域，NAS通过与领域知识的

结合，设计出了更适合图像分类、目标检测、语义分

割等任务的模型。如文献 [194]提出的 Auto-DeepLab
通过 NAS设计了适合语义分割任务的模型架构。

 5.5　与自然语言处理领域知识的结合

在自然语言处理领域，NAS通过与领域知识的

结合，设计出了更适合文本分类、机器翻译、语音识

别等任务的模型。如文献 [195]提出的 AutoFormer
通过 NAS设计了适合视觉识别任务的 Transformer
架构。

 5.6　与医学图像分析领域知识的结合

在医学图像分析领域，NAS通过与领域知识

的结合，设计出了更适合医学影像分割、疾病诊断

等任务的模型。如文献 [196]提出的 Auto-DeepLab
通过 NAS设计了适合医学影像分割任务的模型

架构。

 6　技术挑战与未来研究方向

 6.1　NAS的核心技术挑战与未来研究方向

MW ·h

2.8 kgCO2/kWh

NAS当前面临的核心挑战包括：1）搜索效率

与能耗的量子壁垒。现有NAS方法在 ImageNet级别

任务的平均能耗达 1.2  （如 DARTS需 4 GPU
days@V100[64]），远超绿色 AI标准。进化算法的碳

排放系数达 [197]，逼近传统 HPC的能

耗水平；超网络权重耦合导致参数冗余，Proxyless
NAS等方案内存占用仍高达 48 GB[192]，制约边缘

设备部署。2）多目标优化的帕累托困境。精度−时
延−鲁棒性目标存在非凸冲突，MobileNetV3等人

工设计模型的帕累托前沿覆盖率仅 62%[198]，而

SOTA多目标 NAS算法（如 NSGANetV2）提升

至 97%[199]，仍存在显著理论鸿沟；硬件感知搜索

中，TPU/GPU/FPGA平台的延迟预测误差波动达

18%～35%[200]，暴露跨平台泛化缺陷。3）跨领域

协同的语义鸿沟。医学影像与自然语言处理的架构

迁移成功率不足 12%[31]，领域间特征空间不匹配导

致知识传递效率低下；硬件−算法协同设计缺乏统

一抽象层，HURRICANE方法在异构硬件加速比离

散度仍高达 5.8倍[201]。

NAS未来研究方向包括：1）可微分理论体系

构建。发展 NAS的泛化误差上界理论（参考 PAC-
Bayes框架[202]），建立搜索空间复杂度与模型性能

的量化映射关系；探索神经架构的拓扑不变性理论

（如基于图同构网络的分析[203]），指导跨任务架

构迁移。2）量子−经典混合计算范式。设计量子退

火驱动的架构搜索器（如 QNAS框架[204]），利用
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量子隧穿效应突破局部最优；构建量子线路模拟

的 NAS超网络，实现参数叠加状态下的并行架构

评估（IBM Quantum实验已验证可行性[205]）。3）神

经符号协同架构搜索。融合符号逻辑约束的 NAS
框架（参考 Neurosymbolic Meta-Learning[206]），实

现可验证性能架构生成；设计基于形式化验证的架

构安全评估指标（如使用 SMT求解器[207]），确保

关键任务场景的可靠性。

 6.2　NAS多目标优化的技术挑战与未来研究方向

NAS多目标优化面临的技术挑战包括：1）高

维目标空间维度灾难。当目标维度>5时，NSGA-
Ⅱ等算法的帕累托解集质量下降 37%[208]，需发展

基于流形学习的降维技术。2）动态目标实时响

应。边缘设备运行时环境变化（如温度波动）导致

延迟−精度关系漂移，现有方法重搜索开销超过在

线学习阈值[209]。3）多保真度评估偏差。代理模型

在低精度−高精度评估间的 Rank相关系数仅 0.68[210]，
影响多目标决策可信度。

NAS多目标优化的未来研究方向包括：1）超

材料启发的多目标优化。借鉴超材料拓扑优化原理

（如光子晶体设计[211]），实现连续可微的多目标

响应面模型。如MetaOASIS框架将 NAS多目标优

化转化为材料刚度矩阵求解问题，帕累托覆盖率提

升至 89%[212]。2）因果推理驱动的目标解耦。构建

目标间因果图模型（参考 Do-Calculus理论 [213]），

识别并消除伪相关目标。如 CausalNAS通过后门

调整消除硬件噪声对精度评估的干扰，目标冲突减

少 42%[214]。3）生物拟态优化算法。设计基于群体

智能的多目标搜索器（如白蚁筑巢启发算法[215]），

实现非支配解集的分布式探索。如 TermiNAS在

ImageNet任务中发现优于 EfficientNet的架构，搜

索能耗降低 58%[216]。

 6.3　NAS跨领域协同的技术挑战与未来研究方向

NAS跨领域协同面临的技术挑战包括：1）硬

件−算法微分鸿沟。现有硬件感知 NAS依赖静态性

能预测模型，对 DVFS等动态调频技术的响应延迟

超过 200 ms[217]。2）跨模态知识蒸馏瓶颈。视觉−
语言架构的注意力机制迁移效率仅 19%[218]，远低

于同模态内迁移水平（72%）。3）终身学习架构

退化。连续跨任务搜索导致架构参数灾难性遗忘，

MobileNAS在 10个任务序列后精度下降 31%[219]。

NAS跨领域协同未来研究方向包括：1）超异

构计算统一抽象层。构建硬件无关的中间表示语言

（类似 TVM IR[220]），实现 NAS搜索空间与硬件

后端的解耦。如 UnityNAS框架在 CPU/GPU/TPU
间实现架构无缝迁移，延迟差异压缩至 8%以内[221]。

2）脑科学启发的架构进化。模拟神经可塑性机制

（STDP规则 [222]），设计自组织架构生长算法。

如 NeuroEvo框架在少样本学习任务中，架构适应

速度提升 5倍[223]。3）联邦化架构生态系统。设计

基于区块链的分布式 NAS协同平台（如 FedNAS
2.0[224]），支持隐私保护的跨机构架构进化。如医

疗影像联盟通过该平台实现跨医院架构优化，模型

泛化性能提升 28%[225]。

 7　结束语

本文从 NAS的核心方法、多目标优化与跨领域

协同的视角，系统梳理了 2017—2025年 NAS的研

究进展。NAS在自动化神经网络设计领域展现了

强大的潜力，并在计算机视觉、自然语言处理等任

务中取得了显著成果。通过轻量化与高效化方法、

多目标优化与跨领域协同，NAS显著降低了搜索

成本和资源消耗，同时保持了较高的模型性能。

未来，随着理论突破和技术创新，NAS将在更多

领域发挥重要作用，推动自动化机器学习的进一步

发展。
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