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PRNet:渐进式消减不确定区域的息肉分割网络
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摘 要：由于息肉图像的自动分割病灶区域大小不一和边界模糊，从而导致分割精度较

低 . 针对这两个问题，本文提出先定位后逐步精细的渐进式消减网络（Progressive Reduction 
Network，PRNet）.该网络采用 Res2Net 提取病灶区域特征，利用多尺度跨级融合模块将注意融

合机制与跨级特征结合，有效应对病灶区域多尺度问题，提升定位准确度 .在自上而下恢复图

像分辨率的过程中，引入不确定区域处理模块和多尺度上下文感知模块 . 前者通过设定递减

的阈值逐步挖掘息肉边缘信息，增强边缘细节特征的识别能力；后者则进一步探索病灶区域

周围潜在的上下文语义，提升模型的整体表征能力 .此外，本算法还设计了一个简单的特征过

滤模块，用于筛选编码器特征中的有效信息 .在 Kvasir-SEG、CVC-Clinic 和 ETIS数据集上的实

验结果表明，所提算法的 Dice 系数分别达到了 92.09%、93.05% 和 74.19%，优于现有的息肉分

割算法，展示出了较好的鲁棒性和泛化性 .
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         PRNet： Progressive Reduction Network for Polyp Segmentation in   
Uncertain Areas
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Abstract：Automatic segmentation of polyp images usually results in low segmentation accuracy due to the 
various sizes of lesion regions and blurry boundaries. Based on these two perspectives， a novel Progressive Reduction 
Network （PRNet） is proposed， which first locates polyps and then gradually refines their boundaries. The network 
utilizes Res2Net to extract features from the lesion region and leverages the multi-scale cross-level fusion module to 
improve localization accuracy. By combining the attention fusion mechanism with cross-level features in this 
module， the network can effectively solve the issue of multi-scale lesion areas. Furthermore， PRNet combines an 
uncertain region processing module and a multi-scale context-aware module when restoring image resolution from 
top to bottom. The former gradually mines polyp edge information by setting decreasing thresholds to enhance the 
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recognition of edge detail features， while the latter， to improve the overall representation capability of the model， 
further explores the inherent potential contextual semantics of lesion regions. In addition， a simple feature filtering 
module is designed in this algorithm to filter the valid information in the encoder features. Experimental results on 
the Kvasir-SEG， CVC-Clinic， and ETIS datasets show that the Dice coefficients of the algorithm reach 92.09%， 
93.05%， and 74.19%， respectively. Compared with other existing polyp segmentation algorithms， PRNet 
outperforms them and demonstrates its superior robustness and generalization.
  Key words：medical image segmentation；polyp segmentation；colonoscopy；uncertain area；multi-scale

根据世界卫生组织国际癌症研究机构发布的

2020 年全球癌症（GLOBOCAN）统计报告［1］，结直肠

癌在世界范围内位居第三，死亡人数位居第二 .它一

般开始于被称作息肉的小型非肿瘤细胞群 .随着时

间推移，一些息肉可能会发展为恶性肿瘤，即结直肠

癌 .因此，定期筛查、分割和切除结直肠息肉是非常

重要的 .目前，结肠镜检查是发现结直肠息肉的常用

方法，通过结肠内镜检查，能够直观地观察到肿瘤的

外观以及结肠黏膜的病变情况 .但在临床实践中，因

为医师的主观判断和操作技巧等原因，四分之一的

息肉无法被准确鉴别［2］.即便息肉能够被准确鉴别，

手动分割结直肠息肉仍是一个耗时的操作［3］.因此，

设计一种高效、准确的计算机辅助结直肠息肉分割

算法对于减轻医护人员工作，减少医疗差错具有重

要意义 .
随着深度学习技术在医学图像领域的发展，许

多深度卷积网络被应用于结肠镜图像息肉分割中并

取得了较好的效果 . 完全卷积网络［4］是语义分割中

的经典网络，其变体［5］成功应用在了息肉分割任务

中 .Jha等提出的 ResUNet++［6］利用 U-Net［7］的 U形结

构将残差模块［8］、挤压激励机制［9］和空洞空间金字塔

池化模块［10］有效结合，在息肉分割数据集上实现了

较高的分割精度 .虽然上述算法取得了不错的效果，

但由于结肠镜图像中的病灶区域具有形状大小各

异、与周围正常黏膜组织对比度低的特点，因此精确

分割息肉仍是一项具有挑战性的任务 .
一些研究鉴于以上难点，提出了相应的解决方

法 .PraNet［11］利用部分解码器融合高级语义特征生成

全局特征图，并借助反向注意力［12］通过逐步消除背

景中的非目标区域逐步挖掘更精确的边界线索 . 
ACSNet［13］利用边界信息概率值在 0.5左右这一特点

来提取边界，约束编码器特征并在解码路径中构建

ASM 模块融合高级语义特征、低级细节特征和全局

上下文特征，减小层级特征之间的语义鸿沟 .
CCBANet［14］相比 ACSNet 对特征信息的提取更为细

致，它在每个编码阶段之后，进行全局和局部信息的

提取和整合，并将前景信息、背景信息和边缘信息三

者融合以达到更好的分割性能 .UACANet［15］则从不

确定区域的角度出发，将前景、背景和不确定区域三

部分结合共同挖掘息肉的边界信息 .通过加入对不

确定区域的探索，有效提升了息肉分割的精度 .基于

此思路，Guo 等［16］通过使不确定区域被突出显示为

更多的前景物体同时强行抑制背景中的噪声信息来

逐步挖掘边界区域，并进一步提出特征增强结构来

应对多尺度病灶区域的问题 .
虽然上述算法能够在一定程度上解决息肉分割

过程中的难题，但模型在设计过程中仍存在以下几

个问题：对于多尺度特征的提取和层级特征之间的

融合不够充分，造成一些小息肉的漏分割和较大息

肉的误分割；（Convolutional Neural Networks，CNN）编

码器利用卷积层提取的多级特征中，存在的大量冗

余和干扰信息会影响后续的特征建模；对病灶中不

确定区域的探索不足，使得在息肉边界处的分割精

度不够理想 .
针对上述问题，本文提出一种渐进式消减不确定

区域的息肉分割模型PRNet，其能够更准确地定位病

灶区域和更精确地分割息肉边缘 .为适应结肠镜图像

中不同大小的病灶区域，模型将跨级特征与多尺度注

意融合机制［17］（Multi-Scale Channel Attention， MSCA）
结合获得全局特征，同时并行使用最大池化和平均

池化操作获取注意力权重来对编码特征进行过滤和

重定向 .随后，将增强注意力和特定阈值结合共同提

取息肉边缘，并将这一边缘特征作为引导，进一步探

索不确定区域的全局距离依赖关系 .最后，应用多尺

度上下文感知模块（Multi-scale Contextual Awareness 
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Module， MCAM）挖掘潜在的病灶特征，完善对息肉

区域的建模 .在多个息肉分割数据集上进行实验验

证，结果表明所提模型优于现有的息肉分割算法，并

设置消融实验验证了所提模块的有效性 .

1   方法

生物学研究［18］中指出，捕食的过程可以分为三

个阶段，即探测、识别和捕获 .受这一启发，在进行息

肉分割时，同样需要首先确定息肉的大体位置，再逐

步精细息肉区域的边缘 .因此，本文提出一个包含多

尺度跨级融合模块（Multi-scale Cross-level Fusion 

Module， MCFM）、特征过滤模块（Feature Filter Mod⁃
ule， FFM）、不确定区域处理模块（Uncertain area Pro⁃
cessing Module， UPM）和 MCAM 四个功能模块的渐

进式消减网络 PRNet，总体结构如图 1 所示 .首先将

结肠镜息肉图像作为Res2Net［19］编码网络的输入，逐

层卷积提取，得到各级特征 f1、f2、f3、f4 和 f5，并通过

MCFM 提取多种尺度病灶区域的特征，生成初始预

测图 .其次，将经过过滤模块的特征和预测图以及设

定的阈值作为UPM的输入，挖掘病灶区域中的难分

割部分并建立空间上下文的长距离依赖关系 .最后，

MCAM 进一步探索病灶区域周围潜在的语义特征，

完善特征建模 .

1.1   多尺度跨级融合模块

经编码器提取到的各级特征中，低层特征由于

其与输入图像相距较近，提取到的特征往往包含较

多的细节信息，且分辨率较高，需要较多的计算资

源；而高层特征则包含更强的抽象语义信息，可为网

络提供更准确的分类和判断信息［20］.因此，MCFM只

使用高层编码特征 f3、f4 和 f5.图 2展示了 MCFM的详

细结构 . 首先将高层特征送入感受野（Receptive 
Field， RF）结构中捕获多尺度病灶区域特征，得到

f_r3、f_r4 和 f_r5. 由于结肠镜图像中息肉的尺寸大小

会有很大的差异，单一感受野往往不能同时捕捉多

个尺寸的息肉 .为了应对这一问题，本算法将 MSCA
和部分解码器（Partial Decoder， PD）结合实现跨级融

合，以有效挖掘多尺度信息 .对 f_r3 具体展开进行描

述，f_r5 和 f_r4 分别上采样 4 倍和 2 倍以匹配 f_r3 大

小，之后将三者在通道维度上拼接并送入 MSCA中 .
由于 MSCA 不会改变输入特征的维度，所以之后加

入 1×1卷积块，重新将通道数变为 32.上述过程用公

图1   PRNet整体架构

Fig.1   The overall structure of PRNet
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式表示为：

f_ f3 = Conv ( )MSCA ( )C( )up ( )f_r4 ，up ( )up ( )f_r5 ，f_r3

（1）
式中：up表示将图像的分辨率上采样 2倍；C表示通

道维度上的合并拼接操作；Conv 表示经过 MSCA 之

后的卷积恢复通道数操作 . f_ f4 同样通过类似的计

算得到，f_f5即为 f_r5.最后融合特征 f_fj ( j ∈ { 3，4，5 })
被送入 PD，获得初始分割图 Sg.PD 整合了三个层次

的特征，其中两个是经过 MSCA 之后的特征 f_f4 和
f_f3，另一个是 f5 经过 RF 之后的特征 f_f5.因此，初始

分割图Sg可以通过以下方式计算：

Sg =  PD ( f_ f5，f_ f3，f_ f4 ) （2）

MSCA 的详细结构如图 3 所示 .MSCA 将多尺度

与通道注意相结合，是一种基于全局信息和局部信

息双利用的自我注意 .第一个分支采用全局平均池

化来提取全局上下文，它可以保留相对较大息肉的

全局位置 .第二个分支则保持原始特征的大小来获

得局部信息，这可以防止忽略较小的息肉对象 .
不同层级特征对于息肉分割任务来说有不同的

贡献，因此融合多层级特征能够获得更加全面的特

征表示 .通过上述的跨级融合，既保留了不同尺寸息

肉的特征，又减小了不同层级特征之间的语义

差异［21］.
1.2   特征过滤模块

骨干网络提取到的多尺度特征存在大量冗余信

息，并且提取到特征对于各通道的重要程度是相同

的，这会导致一些干扰信息影响后续的特征建模 .所
以，本算法提出 FFM解决上述问题，模块细节如图 4
所示 . 首先，对来自编码器的特征 fi ( i ∈ { 2，3，4，5 })
分别进行全局平均池化（GAP）和全局最大池化

（GMP）操作 .一般来说，平均池化能够保留更多的背

景信息，而最大池化能够保留更多的纹理细节信息 .
所以，本算法通过并行操作，最大限度地保留丰富的

特征空间信息，减少细节丢失 .之后使用共享的一维

卷积［22］和 Sigmoid函数归一化注意力权重，得到相对

应的通道权重weii，公式表示为：

weii = σ ( )Conv1d ( )GAP ( )fi ⊕Conv1d ( )GMP ( )fi
（3）

式中：σ表示 Sigmoid 函数；conv1d 表示一维卷积；

GAP 和 GMP 分别表示全局平均池化和全局最大池

化 .相比于一般的通道注意力，FFM提取注意力的方

式有以下两点不同：一是并行使用全局最大池化和

图2   MCFM的详细结构

Fig.2   The detailed stucture of MCFM

图3   MSCA的详细结构图

Fig.3   The detailed structure of MSCA
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全局平均池化两种操作，能够提取到前景和背景两

方面的细节信息；二是使用共享一维卷积代替全连

接层，能够较好地探索相邻通道间的依赖关系，且参

数设计不受限于特定输入特征的大小 .
最后，权重weii与输入特征 fi相乘，完成加权，并

用 1个 1×1卷积和 3个 3×3卷积减小通道数，实现特

征重标定 .重标定后的特征记为 f 'i ，用公式表示为：

f 'i = Convs ( )Conv ( )fi ⊗ weii （4）
式中：Convs表示多个3×3卷积；Conv表示1×1卷积 .
1.3   不确定区域处理模块

对于结肠镜图像中病灶区域边缘模糊的问题，

一些研究试图借助边界信息或反向注意力解决 .借
助边界信息进行引导的网络［23-24］，通常会引入额外

的边缘数据，这对于较为庞大的数据集来说是一项

耗时的工作 .而使用反向注意力虽然可以获得边界

线索，但不可避免地会引入背景中的噪声信息，网络

性能也会因此受到限制 .受文献［16］的启发，本文从

不确定区域的角度出发，从中挖掘边界信息来应对

息肉边缘对比度低的问题 .
UPM 由两部分组成，第一部分是不确定区域提

取模块（Uncertain Area Extraction Module， UEM），其

目的是尽可能提取出清晰准确的不确定区域，以便

从中挖掘病灶边缘；第二部分是不确定区域增强模

块（Uncertain Area Improvement Module， UIM），目的

是增强模型对不确定区域的建模能力 .
1.3.1   不确定区域提取模块

在初始预测结果 Sg 中，通常由于息肉边缘和周

围组织的形态相似，使得 Sg 边缘部分的分割精度较

低 .对此，本算法引入增强注意力并使其与上一阶段

的预测图 Pi相结合（第三、四阶段的 UEM 除外），以

提升Sg的有效性 .增强后的预测图记为Se：

Se = fmax( )g ( )Sg，σ，λ ，Sigmoid ( )Sg ⊕Pi （5）
式中：g ( ⋅ )是一个经典的滤波器函数，标准偏差σ=
32，核大小λ=4，之后进行归一化操作；fmax (.) 为最大

值函数，用于突出 Sg 区域；⊕ 表示按元素相加操作 .
本算法将 Se 看作两部分，一部分是由那些明确属于

前景构成的确定性区域，其他则为不确定区域 .具体

来说，将大于 μi的像素赋值为 0，即将明确属于前景

的像素区域不予考虑，剩余部分即为不确定区域，对

不确定区域利用表达式（7）增强 .具体过程如图 5（a）
所示，公式表示如下：

Siu = F ( )Se = ì
í
î

0， Se ≥ μi
Se， Se < μi （6）

Siu′ = 1 - abs ( )Siu - 0.5
0.5 （7）

3.3节中对 μi的设置进行了对比实验，本算法 μi
采用｛0.75，0.75，0.7，0.7｝.图 5（b）是使用文献［13］中

的方法提取的不确定区域，对比图 5（a）和图 5（b）发

现，本文提出的方法提取出更加清晰的息肉边界的

同时增强了其中的不明显区域，为之后的上下文信

息探索提供更好的基础 .
1.3.2   不确定区域增强模块

通过之前的工作 UEM和 FFM，获得了息肉图像

中不易判别的区域 Siu' 和有价值的编码特征 f 'i . 二者

共同作为 UIM 的输入，其中 Siu' 作为引导特征，用以

探索 f 'i 中较难分割的区域 .具体如图 6所示，使 Siu' 和

f 'i 按元素相乘并接上 3×3卷积和跳跃连接，从而增强

网络对分割过程中不确定区域的建模能力 .之后为

了进一步建立病灶完整区域的长距离依赖，并考虑

到模型大小，使用两次十字交叉注意力［25］来获得像

图4   FFM结构

Fig.4   The structure of FFM
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素之间的全局关系，最终得到UIM的输出 f iu，这一过

程用公式表示为：

f iu = CCA ( )CCA ( )f ie ⊕Conv ( )Siu' ⊗ f 'i （8）
式中：CCA 表示十字交叉注意力；Conv 表示 3×3
卷积 .

UEM 和 UIM 的紧密配合，增强了模型对病灶区

域中难分割部分的建模能力，并通过自上而下设置

的递减阈值，逐步缩小了不确定区域的范围，进而挖

掘出息肉的边界信息 .
1.4   多尺度上下文感知模块

为缓解各层级特征之间的语义差异并继续挖掘

病灶区域周围隐藏的上下文信息，提出MCAM.本文

在文献［26］对于多尺度融合探索的基础上，以本级

UPM 的输出和上一级 UPM 或 MCAM 的输出作为该

模块的输入，结构如图 7所示 .下面以 f 4u 和 f 5u 举例进

行说明 .首先使 f 5u 上采样到 f 4u 大小，并使二者相乘，

以深层特征指导浅层特征语义表达，同时使用残差

连接保留本级特征信息 .之后将重新建模后的 f 4u 与

f 5u 拼接、卷积，得到初始聚合特征 fa.
在挖掘目标区域潜在上下文语义信息时，文   

献［27］中提出使用 1×1 卷积缩小通道数，并通过级

联 4 个分支进行不同感受野的特征搜索 . 考虑到使

用 1×1 卷积进行直接降维，会不可避免地丢失一些

信息 .因此本算法将通道数分为 4组 { f 1a ，f 2a ，f 3a ，f 4a }，
每一组采用大小不同的空洞速率进行学习 .并考虑

到每组之间的通道语义相关性，使用密集连接的方

式融合多个尺度的信息，从而得到多尺度特征

{ f 1'a ，f 2'a ，f 3'a ，f 4'a }，用公式表述为：

f j'a =
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í
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Convr( )f j + 1a ⊕f ja ， j = 1
Convr( )( )∑

m = 1

j - 1
f m'a ⊕f j + 1a ⊕f ja ， j ∈ { 2，3 }

Convr( )( )∑
m = 1

j - 1
f m'a ⊕f ja ， j = 4

（9）
式中：Convr表示卷积核为 3×3，空洞速率为 r的空洞

卷积，r ∈ {1，2，3，4}.最后将分支特征 f j'a 拼接得到 f 'a，

图6   UIM的详细结构

Fig.6   The detailed structure of UIM

图5   本算法提取的不确定区域（a）与文献［13］中提取的不确定区域（b）的比较

Fig.5   Comparison between the uncertain areas extracted using the algorithm in this paper and the reference［13］
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并经过 1×1 卷积、残差连接和 3×3 卷积，得到 MCAM
的最终输出 .公式表示为：

f 4c = Conv3( fa⊕Conv1( ∁ ( f j'a ) ) ) （10）
式中：Conv3和Conv1分别表示 3×3卷积和 1×1卷积，

∁ 表 示 拼 接 操 作 . 最 终 ，为 了 得 到 各 级 预 测 图

Pi ( i ∈ {1，2，3 })，对各级 MCAM 的输出 f ic 使用 1×1卷

积将通道数缩减为1.

2   数据来源与实验细节

2.1   数据集设置

数据集：本算法在 3 个息肉分割数据集上进行

了评估：ETIS［28］、CVC-Clinic［29］和 Kvasir-SEG［30］. 其
中，ETIS包含 196张息肉图像，分辨率为 1 255×966，
常用于结直肠癌的早期诊断 .CVC-Clinic又称CVC-
612，包括来自 31个结肠镜检查片段的 612张开放性

图像，分辨率均为 384×288.Kvasir-SEG 是一个具有

挑战性的数据集，包含1 000张图像，分辨率不等 .
实验中对Kvasir-SEG和CVC-Clinic两个数据集

进行随机划分，80% 用于训练，10% 用于验证，10%
用于测试模型的学习能力 .另外ETIS同样被用作测

试集，用于测试模型的泛化能力 .
2.2   损失函数设计

本算法使用的损失函数为 L =  LwIoU +  LwBCE，其中

LwIoU 代表加权的 IoU 损失，LwBCE 代表二进制交叉熵损

失，前者提供全局性的监督而后者重点关注像素级

的损失 .两种损失都更加关注难分类像素，对难分类

像素分配较大权重 . 初始分割图 Sg 和三个侧输出

Pi ( i ∈  {1，2，3} ) 均上采样恢复到原分辨率，并和

Ground-Truth 采用上述损失函数进行深度监督 . 因
此，损失函数表述为：

L total =  λL (Supg ，G ) +  ∑i = 1
3 L (Pup

i ，G ) （11）
式中：λ是一个平衡参数，本算法设定为3.
2.3   实施细节和评估指标

本文提出的 PRNet基于 PyTorch框架实现，并使

用NVIDIA Geforce RTX 3080 GPU进行训练 .输入模

型的图像统一调整为 224×224 分辨率，并通过随机

水平翻转和垂直翻转进行增强 .使用在 ImageNet 上
预训练的Res2Net50模型初始化编码器网络参数，其

他层随机初始化 .使用多尺度训练策略｛1，1.5｝进行

模型训练［31］，Adam 优化器［32］进行损失优化，批次规

模设置为 8，迭代次数设置为 60. 学习率初始化为

1e-4，采用poly策略进行学习率的调整，power为0.9.
采用 8 个广泛使用的评估指标评估模型性能，

包括“准确率”（Acc）、 “Dice 系数”（Dice）、“召回率”

（Rec）、“查准率”（Prec）、 “息肉交并比”（IoUp）、“背

景交并比”（IoUb）、“平均交并比”（Mean Intersection 
over Union，mIoU）、“平均绝对误差”（Mean Absolute 
Error， MAE）.评估指标定义如式（12）所示 .

Acc = TP + TN
TP + TN + FP + FN

Dice = 2 × TP
2 × TP + FP + FN

图7   MCAM结构

Fig.7   The structure of MCAM
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IoUp = TP
TP + FP + FN

IoUb = TN
TN + FP + FN

mIoU = (IoUp + IoUb) /2
Prec = TP

TP + FP
Rec = TP

TP + FN
MAE = 1

w × h∑x
w ∑

y

h

|| P ( )x，y - G ( )x，y （12）
式中：TP、TN、FP和FN均在像素级别上定义，分别代

表真阳性、真阴性、假阳性和假阴性的数量；w、h分

别为图像的宽和高；P ( x，y )和G ( x，y )分别表示预测

结果和真实标签中（x，y）处的值 .Acc 指被正确分类

的像素的百分比，该指标易受类别不均衡的影响 .
Prec表示预测结果为阳性中真阳性所占的比例；Rec
则关注真实标签被正确预测的概率 .指标 IoU和Dice
衡量预测结果与真实标签之间的相似度 .其中，IoUp
和 IoUb分别代表网络模型对于前景像素和背景像素

的分类准确度 .当二者差异较大时（通常发生在息肉

与周围黏膜相似度较高的场景），单一指标难以评估

网络模型的分割效果 . 相比之下，mIoU 能够更加客

观地展示网络性能 .Dice 系数在评估小目标的分割

性能方面更具表现力 .MAE 通过计算预测值与真实

标签之间距离的平均值来评估像素级精度 . 前 7 个

指标数值越高越好，最后一个指标 MAE，其值越小，

表明预测值与真实值越吻合 .

3   实验结果与分析

为了证明 PRNet对于结肠镜图像中息肉分割的

有效性，将其与7种目前最具代表性的医学图像分割

方法进行学习能力和泛化能力的比较，包括 U-Net、
U-Net++［33］、PraNet、ACSNet、HarD-MSEG［34］、UACA⁃
Net、LDNet［35］. 为了公平比较，所有实验均在相同条

件下进行，所有预测结果都由开放源代码重新训练

产生 .
3.1   学习能力分析

如表 1 和表 2 所示 ，PRNet 在 Kvasir-SEG 和

CVC-Clinic 数据集上都取得最好结果 . 在 Kvasir-
SEG 数据集上，PRNet 达到 92.09% 的相似性系数和

92.20% 的平均交并比，同时在 CVC-Clinic 数据集上

Dice 系数和 mIoU 分别为 93.05% 和 93.61%. 这表明

PRNet 具有更强大的学习能力，可以在复杂情况下

精确地分割息肉 .
表1   不同模型在Kvasir-SEG数据集上的分割结果

Tab.1   The segmentation results of different models on the Kvasir-SEG dataset

模型

U-Net［7］

U-Net++［33］

PraNet［11］

ACSNet［13］

HarD-MSEG［34］

LDNet［35］

UACANet［15］

本文

Dice
0.830 6
0.853 6
0.904 0
0.900 3
0.904 4
0.899 7
0.908 3
0.920 9

mIoU
0.845 7
0.856 9
0.905 6
0.899 6
0.906 2
0.902 2
0.906 7
0.922 0

IoUp
0.749 7
0.760 8
0.848 3
0.840 8
0.848 6
0.843 1
0.854 6
0.872 4

IoUb
0.941 8
0.952 9
0.962 8
0.958 5
0.963 8
0.961 4
0.958 8
0.971 6

Acc
0.953 0
0.963 6
0.970 5
0.968 2
0.970 4
0.969 9
0.968 9
0.978 3

Prec
0.824 8
0.874 5
0.912 0
0.921 9
0.942 3
0.916 9
0.916 9
0.950 4

Rec
0.901 2
0.890 5
0.927 3
0.903 3
0.897 0
0.911 7
0.921 5

0.914 0

MAE
0.049 0
0.051 5
0.033 1
0.035 0
0.031 7
0.033 4
0.027 8
0.023 9

表2   不同模型在CVC-Clinic数据集上的分割结果

Tab.2   The segmentation results of different models on the CVC-Clinic dataset

模型

U-Net［7］

U-Net++［33］

PraNet［11］

ACSNet［13］

HarD-MSEG［34］

LDNet［35］

UACANet［15］

本文

Dice
0.870 5
0.881 4
0.905 3
0.903 6
0.917 9
0.893 4
0.903 8
0.930 5

mIoU
0.892 9
0.894 2
0.917 2
0.917 7
0.923 2
0.911 2
0.918 8
0.936 1

IoUp
0.805 2
0.814 8
0.848 5
0.849 0
0.858 6
0.835 3
0.851 1
0.880 6

IoUb
0.980 6
0.973 6
0.986 0
0.986 5
0.987 8
0.987 2
0.986 5
0.991 6

Acc
0.982 8
0.983 0
0.987 8
0.988 6
0.989 8
0.988 7
0.988 0
0.992 7

Prec
0.877 4
0.880 1
0.876 1
0.904 5
0.911 9
0.873 7
0.888 0
0.928 3

Rec
0.899 4
0.899 0
0.965 8

0.927 5
0.937 5
0.952 8
0.941 4
0.938 6

MAE
0.017 4
0.026 2
0.013 4
0.012 5
0.010 4
0.012 9
0.008 5
0.007 5
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图 8 展示了 PRNet 与其他 7 种模型在 Kvasir-
SEG和CVC-Clinic数据集上一些复杂情况下的视觉

分割结果 .可以观察到：1）当息肉与周围黏膜组织易

于区分时（第一行、第三行），U-Net、U-Net++、PraNet
和HarD-MSEG不能精准地定位息肉，出现分割结果

内部不连续、错分割现象；而 ACSNet 和 LDNet 能有

效地分割出病变区域，但病灶内有明显的伪影；2）当

息肉与周围黏膜组织极为相似时（第二行、第六行），

前 6 种模型均未能正确识别出息肉，出现了分割过

度和分割缺失的情况；而 PRNet 在前景和背景具有

极大相似性的情况下，仍然能够正确定位图像中的

息肉区域，说明 PRNet 具有更强的息肉特征建模能

力；3）总体上，PRNet能够应对结肠镜中息肉尺寸差

异大的情况，这主要得益于模型中使用的多尺度特

征融合策略，使得模型具有多个感受野，能够捕捉到

大小不等的息肉 .

3.2   泛化能力分析

为了适应临床场景中不同类型的息肉，需要检

测模型对未知数据的预测能力 . 表 3 列出了在 ETIS
数据集上各模型的评估结果 .由表 3数据可以看出，

PRNet 在 ETIS 数据集上取得了最优结果，Dice 系数

和平均交并比为 74.19%和 82.66%，表明 PRNet在未

知数据上的泛化能力较强，相比其他模型更能够提

取出病灶区域的一般化特征 .

3.3   消融实验分析

为了验证各模块的有效性，在数据集 Kvasir-
SEG和ETIS上进行消融实验，结果如表 4所示 .基线

模型（B），删除了所有附加模块（即 MCFM、FFM、

UPM和MCAM），只保留了 FFM中Reduce Channel的
1×1 卷积以减少通道数，以及 MCAM 中基础的拼接

图8   不同模型在Kvasir-SEG和CVC-Clinic数据集上分割预测对比图像

Fig.8   Comparison of segmentation predictions by different models on Kvasir-SEG and CVC-Clinic datasets

表3   不同模型在ETIS数据集上的分割结果比较

Tab.3   Comparison of segmentation results of different models on the ETIS dataset

模型

U-Net［7］

U-Net++［33］

PraNet［11］

ACSNet［13］

HarD-MSEG［34］

LDNet［35］

UACANet［15］

本文

Dice
0.415 8
0.495 1
0.665 0
0.620 9
0.727 8
0.666 5
0.605 8
0.741 9

mIoU
0.650 5
0.694 9
0.762 2
0.742 9
0.814 4
0.766 3
0.687 7
0.826 6

IoUp
0.959 1
0.972 6
0.940 9
0.941 8
0.978 5
0.953 4
0.865 4
0.981 3

IoUb
0.343 5
0.418 3
0.585 4
0.546 5
0.651 4
0.588 1
0.512 8
0.673 0

Acc
0.957 5
0.971 4
0.939 0
0.939 3
0.977 3
0.951 7
0.862 5
0.980 1

Prec
0.440 0
0.590 0
0.614 9
0.590 4
0.695 4
0.630 7
0.556 0
0.736 3

Rec
0.508 6
0.521 6
0.856 6

0.799 5
0.815 6
0.826 2
0.823 7
0.790 4

MAE
0.045 3
0.033 4
0.062 7
0.062 3
0.022 1
0.051 6
0.068 5
0.019 5
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操作 .
首先，与基线模型相比，使用FFM在Kvasir-SEG

和 ETIS 数据集上 Dice 系数分别提升了 2.20% 和

8.32%. 这表明对编码特征进行重标定是有效的，减

少了冗余和干扰信息对特征建模的影响 .其次，对比

第一行、第三行的实验结果，使用MCFM在两个数据

集上 Dice 系数有明显的提高，分别提高了 1.45% 和

8.61%，验证了MCFM能有效地聚焦图像中的病灶区

域，从不同尺度捕获息肉特征，进而提升分割精度 .
再次，通过将UPM引入B+MCFM模型来验证UPM的

有效性 . 对比第三行和第四行结果可以发现，B+
MCFM+UPM模型取得了更好的整体性能，在测试的

2个数据集上所有指标均有一定程度的提升，特别是

Dice 系数在 ETIS 数据集上提升了 1.98%. 这表明使

用 UPM 对不确定区域进行提取并建立病灶区域的

长期依赖关系对提升分割病灶区域的准确度和稳定

性是有帮助的 .最后，为了验证 MCAM 的有效性，将

基线模型中使用的简单通道拼接换为MCAM中的具

体结构 .通过对比第一行和第五行的结果，Dice系数

在 Kvasir-SEG 数据集提升了 1.73%. 这表明 MCAM
能减少解码过程中层级特征之间的语义差异，同时

能够挖掘出病灶区域周围潜在的上下文语义信息，

从而更好地实现模型对病灶区域的建模 .
另外，对于 UPM中的阈值设置也进行了对比实

验，结果如表 5 所示 . 由表中结果可以看到，第一组

｛0.8，0.75，0.7，0.65｝虽然在 Kvasir-SEG 数据集上取

得了和本模型选取的｛0.75，0.75，0.7，0.7｝最为接近

的结果，但其在 ETIS 数据集上相较于｛0.75，0.75，
0.7，0.7｝结果相差较大 .这说明第一组的阈值设置只

学习到了训练集中的一些数据特点，但对未知数据

的概括能力较差 .所以，在阈值选择上，本算法选择

｛0.75，0.75，0.7，0.7｝.

4   结 论

本文提出一个通过渐进式消减不确定区域提升

息肉分割精度的模型 PRNet.PRNet包含多尺度跨级

融合模块、特征过滤模块、不确定区域处理模块和多

尺度上下文感知模块四部分 .首先，借助多尺度跨级

融合模块整合注意融合机制和多尺度特征，解决单

一感受野难以同时捕捉不同大小息肉的难题 .其次，

通过特征过滤模块提取有价值的信息并与多尺度跨

级融合模块的输出一起作为不确定区域处理模块的

输入，并自上而下设置递减的阈值，逐步增强对病灶

区域边缘的特征提取和特征以建模能力，解决息肉

边界分割准确度低的难题 .最后，多尺度上下文感知

模块融合相邻层级特征缩小语义鸿沟，并结合多尺

度感受野共同探索目标区域潜在的上下文语义信

息 .在 Kvasir-SEG 和 CVC-Clinic 数据集上的实验结

果表明，PRNet相比其他模型具有更强的学习能力，

表4   在Kvasir-SEG和ETIS数据集上的消融实验

Tab.4   Ablation experiments on the Kvasir-SEG and ETIS datasets

模型

B
B+FFM

B+MCFM
B+MCFM+UPM

B+MCAM
PRNet

Kvasir-SEG
Acc

0.973 1
0.975 7
0.975 8
0.976 3
0.971 7
0.978 3

Dice
0.893 7
0.915 7
0.908 2
0.910 3
0.911 0
0.920 9

mIoU
0.906 4
0.915 8
0.912 8
0.913 6
0.911 4
0.922 0

MAE
0.029 4
0.026 8
0.026 5
0.025 7
0.030 5
0.023 9

ETIS
Acc

0.983 6
0.984 1
0.984 9

0.979 7
0.965 4
0.980 1

Dice
0.634 2
0.717 4
0.720 3
0.740 1
0.633 6
0.741 9

mIoU
0.781 4
0.817 9
0.814 9
0.824 4
0.767 6
0.826 6

MAE
0.021 4
0.017 2
0.016 3

0.020 6
0.037 1
0.019 5

表5   在Kvasir-SEG和ETIS数据集上对阈值设置的消融研究

Tab.5   Ablation studies of threshold settings on Kvasir-SEG and ETIS datasets

阈值设置

｛0.8，0.75，0.7，0.65｝
｛0.75，0.7，0.65，0.6｝
｛0.7，0.65，0.5，0.5｝
｛0.75，0.75，0.7，0.7｝

Kvasir-SEG
Acc

0.974 1
0.972 4
0.972 0
0.978 3

Dice
0.911 8
0.906 9
0.904 9
0.920 9

mIoU
0.915 3
0.909 1
0.910 7
0.922 0

MAE
0.028 1
0.030 0
0.030 0
0.023 9

ETIS
Acc

0.964 9
0.944 2
0.972 2
0.981 3

Dice
0.720 6
0.674 9
0.697 5
0.741 9

mIoU
0.807 9
0.776 7
0.799 5
0.826 6

MAE
0.035 4
0.057 5
0.029 0
0.019 5
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能够在病灶区域边缘模糊的情况下实现精准分割；

在 ETIS 数据集上，PRNet 相比其他 7 种分割算法在

Dice系数上有所提升，7种算法系数不同，表明所提

算法具有更好的泛化能力 .
由于肺部感染分割任务与结直肠息肉分割面临

的挑战类似，所以未来会进一步将 PRNet 迁移到肺

部感染分割任务上，观察 PRNet 在其他数据上的特

征学习和泛化能力，在此基础上优化边界提取，进一

步提升在病灶区域边缘处的分割精度 .
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