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基于文本特征对齐的多模态视频异常检测
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[摘要] 　 弱监督多模态视频异常检测旨在仅利用视频级标签ꎬ通过融合视觉、音频等多模态数据ꎬ实现对视频

中异常事件片段的精确识别与定位ꎬ是计算机视觉领域一项极具挑战性的任务. 当前方法面临两大瓶颈:一是跨

模态时序相关性建模不足ꎬ限制了异常定位的精度ꎻ二是文本提示模块多依赖固定语义ꎬ缺乏动态上下文感知ꎬ
导致语义引导能力有限. 为解决上述问题ꎬ提出一种基于文本特征对齐的多模态视频异常检测方法(ｍｕｌｔｉｍｏｄａｌ
ｖｉｄｅｏ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｔｅｘｔｕａｌ ｆｅａｔｕｒｅ ａｌｉｇｎｍｅｎｔꎬＴＦＡ￣ＭＶＡＤ) . 该方法首先设计了一个跨模态特征融合模

块ꎬ通过动态注意力机制捕捉音视频片段间的时序依赖关系ꎬ实现多模态互补信息的深度整合ꎬ从而提升关键片

段的定位能力. 其次ꎬ引入特征对齐模块ꎬ将预训练文本语义特征与融合后的音视频特征进行对齐ꎬ并借助对比

学习策略增强跨模态语义一致性. 实验结果表明ꎬ该方法在 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集上表现优异ꎬ与现有最佳方法相

比ꎬ其平均精度(Ａｖｅｒａｇｅ ＰｒｅｃｉｓｉｏｎꎬＡＰ)提升了 ３.２１％ꎬ验证了该方法的有效性.
[关键词] 　 多模态融合ꎬ文本信息ꎬ特征对齐ꎬ时序相关性
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视频异常检测[１](ｖｉｄｅｏ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎꎬＶＡＤ)旨在通过提取和分析视频特征ꎬ实现对异常事件片段

(如人员斗殴、儿童摔倒等)的精确识别与定位. 该技术依托对视频时空特征的解析ꎬ可实现实时预警ꎬ在
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智能安防与公共安全管理等领域具有重要的应用价值.
由于缺少帧级标注ꎬ现有 ＶＡＤ 方法大多采用弱监督学习方式ꎬ即仅利用视频级别的标签信息完成异

常检测. 根据所采用的数据模态ꎬ现有弱监督 ＶＡＤ 方法可分为基于单模态与基于多模态两类. 基于单模

态的方法[２－３]主要依赖视觉信息ꎬ使用时序建模技术(如 ３Ｄ￣ＣＮＮ、ＬＳＴＭ 等)提取视频的时空特征. 然而ꎬ
这类方法在复杂场景下存在一定局限性ꎬ例如对光照变化[４]、遮挡等环境干扰的鲁棒性较差ꎬ难以有效识

别视觉特征不明显的异常行为. 基于多模态的方法[５－６]则通过引入音频等辅助模态信息ꎬ对视频模态形成

有效补充. 音频信号可提供打斗时的尖叫声、玻璃破碎声等声学上下文特征ꎬ与视觉信息形成互补ꎬ不仅

增强了异常事件的特征表征能力ꎬ也显著提升了模型在低光照、部分遮挡等挑战性场景下的检测性能.
尽管基于多模态的视频异常检测方法已取得显著进展ꎬ但仍面临以下挑战:(１)现有研究大多未能充

分考虑不同模态片段之间的时序相关性ꎬ导致模型难以准确判定异常事件发生的具体时空位置ꎻ(２)尽管

已有尝试引入文本信息构建提示模块以提供额外语义约束ꎬ但目前多依赖固定文本作为提示ꎬ缺乏与上下

文相关的动态短语或句子ꎬ因语义信息不足而限制了检测性能的进一步提升.
针对上述问题ꎬ本文提出了一种基于文本特征对齐的多模态视频异常检测方法(ｍｕｌｔｉｍｏｄａｌ ｖｉｄｅｏ

ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｔｅｘｔｕａｌ ｆｅａｔｕｒｅ ａｌｉｇｎｍｅｎｔꎬＴＦＡ￣ＭＶＡＤ) . 该方法的主要创新点包括:(１)设计了一

个跨模态特征融合模块ꎬ用于捕捉视频及音频序列中的关键异常片段ꎬ提取并融合多模态互补信息ꎬ有效

学习不同帧之间的依赖关系ꎻ(２)设计了一个跨模态特征对齐模块ꎬ将文本特征与融合后的音视频特征进

行对齐ꎬ不仅增强了特征的判别能力ꎬ也保证了多模态特征在语义层面的一致性ꎬ从而提升了异常分类的

准确性.

１　 相关工作

Ｗｕ 等[７]于 ２０２０ 年发布了首个多模态视频异常检测数据集 ＸＤ￣Ｖｉｏｌｅｎｃｅꎬ该数据集同时提供了视频与

音频模态信息ꎬ推动了多模态视频异常检测研究的发展. 文献[７]还提出了一种并行的三分支网络 ＨＬ￣Ｎｅｔ
(ｈｏｌｉｓｔｉｃ ａｎｄ ｌｏｃａｌｉｚｅｄ ｎｅｔｗｏｒｋ)ꎬ通过捕捉视频片段的全局与局部关系来整合多模态特征. 实验结果表明ꎬ
多模态数据能显著提升检测性能ꎬ但其所采用的早期特征融合策略在模态交互深度方面存在明显不足.

为克服上述局限ꎬ后续研究主要从以下几个方向展开深入探索:
(１)跨模态融合优化

Ｐａｎｇ 等[８]引入注意力机制构建动态交互网络ꎬ实现了模态间的自适应特征融合ꎬ但在噪声抑制和特

征对齐方面表现不足. 针对该问题ꎬＰｕ 等[９] 提出了跨模态感知局部唤醒模块ꎬ通过音频引导的全局注意

力机制来增强视觉特征表示ꎬ并结合自适应局部先验校准视频片段权重ꎬ有效降低了时间维度上的信息冗

余. Ｓｕｎ 等[１０]则提出多尺度瓶颈变换器融合模块ꎬ通过渐进式瓶颈令牌压缩策略实现高效的多模态特征

融合ꎬ并采用加权机制突出关键特征ꎬ但在处理模态异构性方面仍存在改进空间.
(２)噪声鲁棒性与上下文建模

Ｙｕ 等[１１]开发的 ＭＡＣＩＬ￣ＳＤ 框架通过对比学习和自蒸馏技术的协同作用ꎬ显著增强了模型对模态噪

声的鲁棒性. Ｐｕ 等[１２]在上下文建模方面取得进展ꎬ其提出的时间上下文聚合模块和提示增强学习机制有

效强化了模型的时序建模能力与语义判别性能.
(３)特征表示优化

在特征表示方面ꎬＺｈｏｕ 等[１３]将特征学习引入双曲空间ꎬ利用双曲几何的层次特性突破欧氏空间的表

示瓶颈ꎬ但面临双曲运算带来的计算复杂度挑战. Ｇｈａｄｉｙａ 等[１４]进一步提出跨模态融合适配器与双曲洛伦

兹图注意力机制ꎬ通过几何空间建模实现模态贡献的动态平衡和特征分离增强ꎬ为模态不平衡问题提供了

新颖的解决方案ꎬ但其计算效率仍需优化.

２　 模型总体框架

如图 １ 所示ꎬＴＦＡ￣ＭＶＡＤ 模型主要由跨模态特征融合模块(ｃｒｏｓｓ￣ｍｏｄａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅꎬＣＭ￣ＦＦＭ)
和特征对齐模块(ｆｅａｔｕｒｅ ａｌｉｇｎｍｅｎｔ ｍｏｄｕｌｅꎬＦＡＭ)组成. 首先将输入视频序列划分为若干长度为 １ ｓ 的非重叠

片段ꎬ每个片段包含 １６ 帧ꎬ将其输入至预训练的 Ｉ３Ｄ 模型中提取视觉特征ꎬ表示为 Ｖｉ∈ＲＴ×ｄｖꎬ其中 Ｔ为片段

—４９—
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总数ꎬｄｖ 为视觉特征维度. 音频处理方面ꎬ将音频切分为长度 ９６０ ｍｓ 的重叠片段ꎬ每个片段与视频片段的结

尾对齐ꎬ并利用预训练的ＶＧＧ 网络提取音频特征Ａｉ∈ＲＴ×ｄａꎬｄａ 为音频特征维度. 随后ꎬ将视觉特征Ｖｉ 与音频

特征 Ａｉ 输入到跨模态特征融合模块ꎬ输出音视频融合特征 Ｘ. 该融合特征再经由全连接层( ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ
ｌａｙｅｒꎬＦＣ)进一步处理ꎬ得到最终的音视频特征表示 Ｘｃ .

图 １　 ＴＦＡ￣ＭＶＡＤ 模型结构图

Ｆｉｇ􀆰 １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＴＦＡ￣ＭＶＡＤ

文本特征的提取首先基于字典构建方法[１５]ꎬ根据训练集中所有可能的异常事件类型ꎬ构建包含 Ｎ 个

异常事件类型和 １ 个正常事件的字典ꎬ总项数为 Ｎ＋１.
以 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集为例ꎬ其包含 ６ 种异常事件类型. 针对某一事件类型ꎬ如“打架”ꎬ将其输入至

ＣｏｎｃｅｐｔＮｅｔ[１６]中ꎬ获取语义相近的文本描述(如“斗殴”、“厮打”等)及其相关性分数. 选取其中相关分数

最高的 Ｍ个文本作为该事件类型的键ꎬ并以相应分数作为值ꎬ构建该类型的字典项. 字典构建完成后ꎬ使
用预训练的 ＣＬＩＰ 模型提取文本特征. 对于某一异常事件类型 ｃꎬ从其字典中选择一组键{ｋｃｉ }Ｍｉ＝１作为上下

文提示符ꎬ并将 ｃ与所有键文本一同输入 ＣＬＩＰ 模型ꎬ得到一组文本特征向量{Ｋｃｉ }Ｍ
＋１
ｉ＝１ . 最终ꎬ通过对所有特

征向量取平均ꎬ得到基于文本信息的提示特征ꎬ计算公式如下:

Ｔｃ ＝ １
Ｍ＋１ ∑

Ｍ＋１

ｉ ＝ １
Ｋｃｉ . (１)

文本提示信息融合了多种事件类型之间的语义关联ꎬ有助于增强音视频特征的语义表示. 将文本特

征 Ｔｃ 与音视频特征 Ｘｃ 输入至特征对齐模块ꎬ在该模块中ꎬ两类特征通过一组共享的语义中心进行自适应

聚合ꎬ并计算同一中心内音视频特征与文本特征之间的局部跨模态相似性ꎬ进而通过特征对齐损失函数施

加约束. 为获得高层语义表示ꎬ同时将音视频特征 Ｘｃ 输入到 ＭＬＰ 中进行特征降维ꎬ得到输出特征 Ｘｅꎬ将
其输入到因果卷积层ꎬ以预测每个片段的异常得分 ｙｉꎬ计算公式如下:

ｙｉ ＝σ( ｆｔ(Ｘｅ))ꎬ (２)
其中ꎬｆｔ(􀅰)为核大小为 Δｔ的因果卷积层ꎬσ(􀅰)为 ｓｉｇｍｏｉｄ 函数ꎬｙｉ 表示第 ｉ个片段的异常得分.

获取所有片段的异常得分后ꎬ采用 ｔｏｐ￣ｋ策略筛选出得分最高的 ｋ个关键片段ꎬ作为异常候选片段. 这
些片段的异常得分与视频级标签共同用于构建多实例学习(ｍｕｌｔｉ￣ｉｎｓｔａｎｃｅ ｌｅａｒｎｉｎｇꎬＭＩＬ)损失函数.
２.１　 跨模态特征融合模块

首先ꎬ将原始视频特征输入两个卷积核大小为 ３ 的二维卷积层(Ｃｏｎｖ２Ｄ￣Ｃ１ 和 Ｃｏｎｖ２Ｄ￣Ｃ２)进行特征

变换ꎬ分别生成特征 Ｖｃ１和 Ｖｃ２ . 其中ꎬＶｃ１主要用于捕获视频内部的时空关联性ꎬ为后续视频相似性矩阵构

建提供基础ꎻＶｃ２则侧重于挖掘与音频信号的相关性ꎬ以支持跨模态交互. 同时将 Ｖｉ 进行全局平均池化

(ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇꎬＧＡＰ)ꎬ提取视频的全局特征 Ｖｇ .
音频信息作为一维时序信号ꎬ通常表示为时间上的振幅或频谱序列ꎬ因此采用一维卷积处理其特

征. 将得到的音频特征 Ａｉ 输入至两个卷积核大小为 ３ 的一维卷积层(Ｃｏｎｖ１Ｄ￣Ｃ１ 和 Ｃｏｎｖ１Ｄ￣Ｃ２)ꎬ得到处

理后的特征 Ａｃ１和 Ａｃ２ꎬ并对 Ａｉ 进行 ＧＡＰ 操作ꎬ得到音频全局特征 Ａｇ .
进一步ꎬ分别利用音频特征 Ａｉ 引导视频时间相关性的建模ꎬ同时利用视觉特征 Ｖｉ 引导音频时间相关

性的建模. 视频相似性矩阵 Ｓｖ←ａ(Ｖｃ１ꎬＡｃ２)∈ＲＴ×Ｔ和音频相似性矩阵 Ｓａ←ｖ(Ａｃ１ꎬＶｃ２)∈ＲＴ×Ｔ计算公式如下:

—５９—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



南京师大学报(自然科学版) 第 ４９ 卷第 ５ 期(２０２６ 年)

Ｓｖ←ａ(Ｖｃ１ꎬＡｃ２)＝ ｓｏｆｔｍａｘ
Ｖｃ１ ＡＴ

ｃ２

ｄ１

æ

è
çç

ö

ø
÷÷ ꎬ (３)

Ｓａ←ｖ(Ａｃ１ꎬＶｃ２)＝ ｓｏｆｔｍａｘ
Ａｃ１ＶＴ

ｃ２

ｄ２

æ

è
çç

ö

ø
÷÷ ꎬ (４)

其中ꎬｄ１ 和 ｄ２ 分别表示 Ａｃ２和 Ｖｃ２的维度.

图 ２　 ＣＭ￣ＦＦＭ 模块结构图

Ｆｉｇ􀆰 ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＭ￣ＦＦＭ

增强以后的特征 Ｘｖ 和 Ｘａ 可表示为:
Ｘｖ ＝Ｖｉ＋Ｗｖ(Ｓｖ←ａ(Ｖｃ１ꎬＡｃ２)Ａｇ)ꎬＸａ ＝Ａｉ＋Ｗａ(Ｓａ←ｖ(Ａｃ１ꎬＶｃ２)Ｖｇ)ꎬ (５)

其中ꎬＷａ 和 Ｗｖ 为可学习参数.
获得增强后的音视频特征后ꎬ将其进行串联拼接ꎬ得到融合后的特征. 该融合模块的核心在于利用双

向跨模态注意力机制建立时序相关性ꎬ通过音视频特征间的交互引导实现特征的跨模态融合.
２.２　 特征对齐模块

将提取到的文本特征 Ｔｃ 与音视频融合特征 Ｘｃ 输入至 ＦＡＭ 模块进行聚类操作. 首先ꎬ将音视频特征
Ｘｃ 映射到聚类空间ꎬ采用 Ｋ￣Ｍｅａｎｓ 聚类方法得到 Ｋ个聚类中心{ｃ１ꎬｃ２􀆺ｃＫ} . 随后ꎬ计算各聚类中心对应的

聚合特征ꎬ公式如下:

ｇ ｊ ＝ｎｏｒ ∑
Ｔ

ｉ ＝ １

ｅｘｐ(ｘｃｉ ｃＴ
ｊ ＋ ｂ ｊ)

∑
Ｋ

ｋ ＝ １
ｅｘｐ(ｘｃｉ ｃＴ

ｋ ＋ ｂｋ)
(ｘｃｉ － ｃ ｊ)

æ

è

ç
ç

ö

ø

÷
÷
ꎬ (６)

其中ꎬｘｃｉ 表示任意音视频特征向量ꎬｃｊ 为第 ｊ个聚类中心ꎬｎｏｒ 表示 Ｌ２ 归一化ꎬｂ ｊ 为可学习权重. 聚合后的音
视频特征集合表示为 Ｇ＝{ｇ１ꎬｇ２ꎬ􀆺ｇＫ} .

将文本特征同样映射到该聚类空间ꎬ并利用已获得的 Ｋ 个聚类中心进行聚类ꎬ以相同方式计算聚合

文本特征:

ｇｔｅｘｔ
ｊ ＝ｎｏｒ ∑

Ｔ

ｉ ＝ １

ｅｘｐ( ｔｃｉ ｃＴ
ｊ ＋ ｂ ｊ)

∑
Ｋ

ｋ ＝ １
ｅｘｐ( ｔｃｉ ｃＴ

ｋ ＋ ｂｋ)
( ｔｃｉ － ｃ ｊ)

æ

è

ç
ç

ö

ø

÷
÷
ꎬ (７)

其中ꎬｔｃｉ 表示任意文本特征向量. 得到聚合文本特征 Ｇ ｔｅｘｔ ＝{ｇｔｅｘｔ
１ ꎬｇｔｅｘｔ

２ ꎬ􀆺ｇｔｅｘｔ
Ｋ } .

由于音视频特征和文本特征共享同一组聚类中心ꎬ因此可实现有效的跨模态特征对齐. 采用欧氏距

离计算两类聚合特征之间的局部相似度:

Ｓ(ＧꎬＧ ｔｅｘｔ)＝ ∑
Ｋ

ｉ ＝ １
(ｇｉ － ｇｔｅｘｔ

ｉ ) ２ ꎬ (８)
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其中ꎬＳ(ＧꎬＧ ｔｅｘｔ)表示聚合音视频特征与聚合文本特征之间的相似度. 若该值大于设定阈值(本文取 ０.７)ꎬ
则认为两类特征已实现对齐.
２.３　 损失函数

模型的损失函数由两部分组成:特征对齐损失和 ＭＩＬ 损失. 两者共同优化模型ꎬ分别从跨模态语义对

齐和异常片段识别两个角度提升检测性能.
特征对齐损失用于确保文本模态与音视频模态在语义空间中的一致性. 通过 ＫＬ(Ｋｕｌｌｂａｃｋ￣Ｌｅｉｂｌｅｒ)散

度进行度量. ＫＬ 散度可衡量两个概率分布之间的差异ꎬ其计算公式如下:
ＬＫＬ ＝Ｅ[ ｌｏｇ Ｓ－ｌｏｇ ｐ]ꎬ (９)

其中ꎬＬＫＬ表示 ＫＬ 散度损失ꎬＥ表示期望ꎬｐ为一致性标签. 若聚合音视频特征 Ｇ 与聚合文本特征 Ｇ ｔｅｘｔ已对

齐ꎬ则 ｐ＝ １ꎬ否则ꎬｐ＝ ０. 训练过程中通过最小化 ＬＫＬ来缩小预测分布 Ｓｉ 和真实标签 ｐ之间的差异.
ＭＩＬ 损失基于交叉熵构建ꎬ用于根据片段异常得分生成视频级异常检测结果. 对于异常视频ꎬ选取

ｔｏｐ￣ｋ片段的得分均值作为视频级得分ꎬ其中 ｋ＝⌊Ｔ / １６＋１」ꎬＴ为片段个数ꎬ其计算公式如下:

Ｌｃｅ ＝ ∑
Ｎ

ｉ ＝ １
－[ｐｉ ｌｏｇ(ｙｉ)－(１－ｐｉ) ｌｏｇ(１－ｙｉ)]ꎬ (１０)

其中ꎬｐｉ 表示视频级标签(异常为 １ꎬ正常为 ０)ꎬｙｉ 为预测得分ꎬＮ为样本数量.
模型的总损失函数为:

Ｌ＝Ｌｃｅ＋λＬＫＬꎬ (１１)
其中ꎬλ为平衡两项损失的权重系数.

３　 实验数据及结果分析

３.１　 数据集及评价指标

为验证本文方法在视频异常检测任务中的有效性ꎬ在公开的多模态异常检测数据集 ＸＤ￣Ｖｉｏｌｅｎｃｅ 上

开展实验. ＸＤ￣Ｖｉｏｌｅｎｃｅ 是目前较新且规模较大的多模态暴力检测数据集ꎬ包含 ４ ７５４ 个未经剪辑的视频

片段ꎬ涵盖监控录像、电影、车载摄像头和游戏等多种场景. 数据集共包含六类异常事件ꎬ分别为虐待、车
祸、爆炸、斗殴、暴乱和枪击ꎬ视频总时长约为 ２１７ ｈ. 其中训练集包含 ３ ９５４ 个视频ꎬ测试集包含 ８００ 个视

频. 评价指标[１７]采用帧级平均精度(ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎꎬＡＰ)ꎬ该指标广泛用于视频异常检测任务ꎬ能够综合

评价模型在异常 /正常片段分类及其置信度排序方面的性能.
３.２　 实验细节

实验在 Ｗｉｎｄｏｗｓ 操作系统下完成ꎬ基于 ＰｙＴｏｒｃｈ 框架和 ＣＵＤＡ １０.０ 环境实现. 硬件配置为 Ｉｎｔｅｌ Ｃｏｒｅ
ｉ７－８７００Ｋ ＣＰＵ、Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ ＧＰＵ 及 ３２ＧＢ 内存.

具体实验设置如下:视频以每秒 ２４ 帧采样ꎬ使用 １６ 帧的非重叠滑动窗口提取视觉特征. 音频被切分

为 ９６０ ｍｓ 的重叠片段ꎬ并转换为 ９６×６４ 维的 ｌｏｇ￣Ｍｅｌ 频谱图作为特征表示. 模型共训练 ５０ 个 ｅｐｏｃｈꎬ批大

小设为 １２８ꎬ优化器选用 Ａｄａｍꎬ初始学习率为 ０.００１. 全连接层的隐藏层维度设置为 ２５６. 损失函数中权重

系数 λ设为 ０.５ꎬＭＩＬ 损失中 ｔｏｐ￣ｋ 的 ｋ值取 ９(λ和 ｋ均为经实验验证取得最佳性能的经验值) .
３.３　 实验结果分析

在 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集上ꎬ将本文所提方法 ＴＦＡ￣ＭＶＡＤ 与其他先进的异常检测方法进行了对比实验ꎬ
实验结果如表 １ 所示. 可以看出ꎬＴＦＡ￣ＭＶＡＤ 在该数据集上取得了 ８４.３２％的最佳 ＡＰꎬ优于其他对比方法ꎬ
表现出最佳检测性能.

表 １　 在 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集上实验结果对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ｔｈｅ ＸＤ￣Ｖｉｏｌｅｎｃｅ ｄａｔａｓｅｔ

算法 模态 ＡＰ / ％ 算法 模态 ＡＰ / ％ 算法 模态 ＡＰ / ％

ＣＵＰＬ[１８] Ａ＋Ｖ ８１.４３ ＡｌＭａｒｒｉ ｅｔ ａｌ[２１] Ａ＋Ｖ ７１.４０ ＡＬＡＮ[２３] Ａ＋Ｖ＋Ｔ ８２.３
ＵＲ￣ＤＭＵ[１９] Ａ＋Ｖ ８１.７７ ＭＳＢＴ[８] Ａ＋Ｖ ８２.５４ ＴＦＡ￣ＭＶＡＤ(Ｏｕｒｓ) Ａ＋Ｖ＋Ｔ ８４.３２

ＲＭ Ｍｏｄｕｌｅ[２０] Ａ＋Ｖ ７８.６４ ＡＶＣＬ[２２] Ａ＋Ｖ ８１.１１

　 　 具体分析如下:与仅使用音频和视频的方法相比ꎬＴＦＡ￣ＭＶＡＤ 的性能显著优化. 相较于同样采用音视

—７９—
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频跨模态融合机制的 ＡＶＣＬ 方法ꎬ本文方法在 ＡＰ 上提升了 ３.２１％ꎬ验证了所提出的 ＦＡ 模块的有效性. 与

多尺度融合策略的 ＭＳＢＴ 方法相比ꎬＴＦＡ￣ＭＶＡＤ 提升了 １.７８％ꎬ说明本文的多尺度特征融合策略能有效地

提取视频中的局部和全局信息ꎬ与通过建模片段间关系融合音视频特征的 ＲＭ Ｍｏｄｕｌｅ 方法相比ꎬ本文方

法提升幅度达 ５.６８％ꎬ进一步体现出跨模态特征融合模块的优越性. 与致力于增大异常－正常特征差异的

ＵＲ￣ＤＭＵ 方法相比ꎬＴＦＡ￣ＭＶＡＤ 仍领先 ２.５５％ꎬ表明本文在特征表示学习方面的策略能更清晰地区分正常

与异常样本. 此外ꎬ与同样使用了 ３ 种模态的 ＡＬＡＮ 方法相比ꎬ本文方法仍取得了 ２.０２％的性能提升.
３.４　 消融实验

表 ２　 在 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集上的各模块消融实验结果

Ｔａｂｌｅ ２　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｒｅｓｕｌｔｓ ｏｆ ｍｏｄｕｌａｒ ｃｏｍｐｏｎｅｎｔｓ
ｏｎ ｔｈｅ ＸＤ￣Ｖｉｏｌｅｎｃｅ ｄａｔａｓｅｔ

序号 Ｂａｓｅｌｉｎｅ ＣＭ￣ＦＦＭ ＦＡＭ ＡＰ / ％

１ √ × × ７４.２
２ √ √ × ７８.４６
３ √ × √ ７９.６９
４ √ √ √ ８４.３２

　 　 为进一步验证本文方法中各组件的重要性ꎬ在 ＸＤ￣
Ｖｉｏｌｅｎｃｅ 数据集上开展消融实验. 验证内容包括 ＣＭ￣ＦＦＭ 和

ＦＡＭ 模块的有效性验证. 实验结果如表 ２ 所示.
在基准实验(Ｂａｓｅｌｉｎｅ)中ꎬ使用 Ｉ３Ｄ 和 ＶＧＧ 模型分别作

为视频和音频的特征编码器. 在提取音视频特征后ꎬ未进行

任何增强ꎬ仅通过简单的特征拼接进行融合ꎬ并以 ＭＩＬ 损失

作为约束. 实验结果表明ꎬ基准模型在 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集
上的 ＡＰ 为 ７４.２％ꎬ该结果为后续模块的改进提供了基线参考. 首先ꎬ在引入 ＣＭ￣ＦＦＭ 模块后ꎬ模型的 ＡＰ
提升了 ４.２６％ꎬ表明该模块能够有效促进跨模态交互ꎬ实现音频和视频特征间互补. 随后ꎬ引入 ＦＡＭ 模块ꎬ
与 Ｂａｓｅｌｉｎｅ 相比ꎬＡＰ 增加了 ５.４９％ꎬ说明该模块能有效利用文本信息对音视频融合过程进行提示ꎬ增强模

型性能. 从表中第 ２ 和第 ３ 行可以看出ꎬ单独添加 ＦＡＭ 模块比单独添加 ＣＭ￣ＦＦＭ 模块在 ＡＰ 上进一步提

高了 １.２３％ꎬ进一步证明了文本信息在融合中的重要性. 最终ꎬ同时使用 ＣＭ￣ＦＦＭ 和 ＦＡＭ 模块时ꎬ模型达

到最佳性能ꎬＡＰ 为 ８４.３２％.

图 ３　 基于 ｔ￣ＳＮＥ 方法的视频特征可视化图

Ｆｉｇ􀆰 ３　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｖｉｄｅｏ ｆｅａｔｕｒｅｓ ｂａｓｅｄ ｏｎ ｔ￣ＳＮＥ ｍｅｔｈｏｄ

３.５　 可视化分析

使用 ｔ￣ＳＮＥ 方法对原始特征和中间特征的处理效果进行可视化. 如图 ３(ａ)和(ｂ)所示ꎬ原始样本特征

呈现出混杂无序的分布状态. 具体表现为:不同异常事件的特征相互重叠ꎬ未形成清晰的聚类边界ꎻ正常

—８９—
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事件与异常事件之间也存在大量特征重叠. 这一现象说明ꎬ原始特征缺乏足够的判别性ꎬ难以有效区分不

同类型的异常事件.
相比之下ꎬ图 ３(ｃ)展示了经 ＣＭ￣ＦＦＭ 模块处理后的特征分布ꎬ可以看出ꎬ不同类型的异常事件开始呈

现聚类趋势ꎬ例如 ｓｈｏｏｔｉｎｇ 和 ｆｉｇｈｔｉｎｇ 事件的特征分别聚集在不同区域ꎻ正常事件与异常事件之间的分离

程度也明显提高. 结果表明ꎬ通过融合音视频互补信息ꎬＣＭ￣ＦＦＭ 模块有效增强了特征的判别能力ꎬ促进了

不同类别之间的分离. 图 ３(ｄ)为进一步引入 ＦＡＭ 模块后的特征可视化结果. 图中可见ꎬ不同异常事件之

间的边界更加清晰ꎬ类间距离进一步增大ꎬ聚类结构更为明显. 这说明通过引入文本提示信息并进行特征

对齐ꎬＦＡＭ 模块显著提升了特征的区分度ꎬ能够更好地区分不同类型的异常事件.

４　 结论

在复杂场景下的视频异常检测任务中ꎬ现有方法往往未能充分考虑不同模态之间的时序相关性ꎬ导致

难以准确判定异常事件发生的具体时空位置. 本文提出了一种基于文本特征对齐的视频异常检测方法

ＴＦＡ￣ＭＶＡＤ. 该方法通过跨模态模块提取并融合音视频模态中的互补信息ꎬ建模帧间依赖关系ꎻ同时构建

可学习的字典生成文本提示特征ꎬ用于对齐多模态融合特征ꎬ并通过匹配异常上下文与其对应提示特征以

抑制非异常信息ꎬ从而增强多模态特征在语义层面的一致性和连贯性. 在 ＸＤ￣Ｖｉｏｌｅｎｃｅ 数据集上的实验及

对比分析结果表明ꎬ所提出的 ＴＦＡ￣ＭＶＡＤ 方法能够有效实现异常片段的精准检测.
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Ｖｉｓｉｏｎ Ｃｏｍｐｕｔｉｎｇꎬ２０２４ꎬ１５１:１０５２８６.

[１４] Ｇｈａｄｉｙａ ＡꎬＫａｒ ＰꎬＣｈｕｄａｓａｍａ Ｖꎬｅｔ ａｌ. Ｃｒｏｓｓ￣ｍｏｄａｌ ｆｕｓｉｏｎ ａｎｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｆｏｒ ｗｅａｋｌｙ ｓｕｐｅｒｖｉｓｅｄ ｖｉｄｅｏ ａｎｏｍａｌｙ
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ｄｅｔｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. ＳｅａｔｔｌｅꎬＷＡꎬＵＳＡꎬ
２０２４:１９６５－１９７４.

[１５] Ｓｈａｒｍａ Ｍ ＫꎬＳｈｅｅｔ ＤꎬＢｉｓｗａｓ Ｐ Ｋ. Ｌｏｃａｌ ｉｎｓｔａｎｃｅ ａｎｄ ｃｏｎｔｅｘｔ ｄｉｃｔｉｏｎａｒｙ￣ｂａｓｅｄ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｌｏｃａｌｉｚａｔｉｏｎ ｏｆ ａｂｎｏｒｍａｌｉｔｉｅｓ[Ｊ] .
Ｍａｃｈｉｎｅ Ｖｉｓｉｏｎ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓꎬ２０２１ꎬ３２(３):６９.

[１６] Ｓｐｅｅｒ ＲꎬＨａｖａｓｉ Ｃ. Ｒｅｐｒｅｓｅｎｔｉｎｇ ｇｅｎｅｒａｌ ｒｅｌａｔｉｏｎａｌ ｋｎｏｗｌｅｄｇｅ ｉｎ ＣｏｎｃｅｐｔＮｅｔ ５[Ｊ] . Ｅｕｒｏｐｅａｎ Ｌａｎｇｕａｇｅ Ｒｅｓｏｕｒｃｅｓ Ａｓｓｏｃｉａｔｉｏｎ
(ＥＬＲＡ)ꎬ２０１２.

[１７] 朱文佳ꎬ张婷ꎬ程茹秋ꎬ等. 考虑背景失真的无参考视频质量评价方法[Ｊ] . 南京师大学报(自然科学版)ꎬ２０２５ꎬ４８(３):
１０２－１１１.

[１８] Ｚｈａｎｇ ＣꎬＬｉ ＧꎬＱｉ Ｙꎬｅｔ ａｌ. Ｅｘｐｌｏｉｔｉｎｇ ｃｏｍｐｌｅｔｅｎｅｓｓ ａｎｄ ｕｎｃｅｒｔａｉｎｔｙ ｏｆ ｐｓｅｕｄｏ ｌａｂｅｌｓ ｆｏｒ ｗｅａｋｌｙ ｓｕｐｅｒｖｉｓｅｄ ｖｉｄｅｏ ａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. ＶａｎｃｏｕｖｅｒꎬＢＣꎬ
Ｃａｎａｄａꎬ２０２３:１６２７１－１６２８０.

[１９] Ｚｈｏｕ ＨꎬＹｕ ＪꎬＹａｎｇ Ｗ. Ｄｕａｌ ｍｅｍｏｒｙ ｕｎｉｔｓ ｗｉｔｈ ｕｎｃｅｒｔａｉｎｔｙ ｒｅｇｕｌａｔｉｏｎ ｆｏｒ ｗｅａｋｌｙ ｓｕｐｅｒｖｉｓｅｄ ｖｉｄｅｏ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. ＷａｓｈｉｎｇｔｏｎꎬＤＣꎬＵＳＡꎬ２０２３ꎬ３７(３):３７６９－３７７７.

[２０] Ｗｕ ＰꎬＬｉｕ ＸꎬＬｉｕ Ｊ. Ｗｅａｋｌｙ ｓｕｐｅｒｖｉｓｅｄ ａｕｄｉｏ￣ｖｉｓｕａｌ ｖｉｏｌｅｎｃｅ ｄｅｔｅｃｔｉｏｎ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｍｕｌｔｉｍｅｄｉａꎬ２０２３ꎬ２５:１６７４－
１６８５.　

[２１] ＡｌＭａｒｒｉ ＳꎬＺａｈｅｅｒ Ｍ ＺꎬＮａｎｄａｋｕｍａｒ Ｋ. Ａ ｍｕｌｔｉ￣ｈｅａｄ ａｐｐｒｏａｃｈ ｗｉｔｈ ｓｈｕｆｆｌｅｄ ｓｅｇｍｅｎｔｓ ｆｏｒ ｗｅａｋｌｙ￣ｓｕｐｅｒｖｉｓｅｄ ｖｉｄｅｏ ａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ / ＣＶＦ Ｗｉｎｔｅｒ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. ＷａｉｋｏｌｏａꎬＨＩꎬＵＳＡꎬ
２０２４:１３２－１４２.

[２２] Ｍｅｎｇ ＪꎬＴｉａｎ ＨꎬＬｉｎ Ｇꎬｅｔ ａｌ. Ａｕｄｉｏ￣ｖｉｓｕａｌ ｃｏｌｌａｂｏｒａｔｉｖｅ ｌｅａｒｎｉｎｇ ｆｏｒ ｗｅａｋｌｙ ｓｕｐｅｒｖｉｓｅｄ ｖｉｄｅｏ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ[ Ｊ] . ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｍｕｌｔｉｍｅｄｉａꎬ２０２５ꎬ２７:１－１２.

[２３] Ｗｕ ＰꎬＬｉｕ ＪꎬＨｅ Ｘꎬｅｔ ａｌ. Ｔｏｗａｒｄ ｖｉｄｅｏ ａｎｏｍａｌｙ ｒｅｔｒｉｅｖａｌ ｆｒｏｍ ｖｉｄｅｏ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ:ｎｅｗ ｂｅｎｃｈｍａｒｋｓ ａｎｄ ｍｏｄｅｌ[Ｊ] . ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇꎬ２０２４ꎬ３３:２２１３－２２２５.
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