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[摘要] 　 针对当前人体骨骼动作识别算法全局关系描述不够详尽、时空特征挖掘不够充分等问题ꎬ本文提出了

一种基于多流自适应时空图卷积网络的人体骨骼动作识别模型(ＭｓＡＳＴ￣ＧＣＮ) . 首先使用注意力机制和神经张

量网络(ＮＴＮ)算法求解每对关节点之间的连接强度ꎬ构建全局邻接矩阵ꎻ接着利用 ｔｏｐＫ 策略ꎬ根据连接强度动

态选择前 Ｋ 个邻居节点ꎬ更新全局邻接矩阵ꎻ然后采用混合池化模型提取全局上下文信息及时间关键帧特征.
通过对关节信息、骨骼信息、关节运动信息、骨骼运动信息同时进行建模ꎬ加强模型提取的特征对动作的表征能

力ꎻ最后在数据集 ＮＴＵ￣ＲＧＢ＋Ｄ 上开展实验. 结果表明ꎬ该模型在人体骨骼动作识别任务中取得了良好的性能ꎬ
有效提高了动作识别的准确率.
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基于骨骼的动作识别[１－２]通过对人体骨骼运动信息的分析与识别ꎬ实现对各种动作的理解与分类. 相

较于基于图像的动作识别ꎬ基于骨骼的动作识别不易受外界因素的干扰ꎬ具有较高的精确性和鲁棒性. 这

一技术在安全监控、健康医疗、智能家居等多个领域展现出了极其关键的社会应用价值[３－４] . 例如ꎬ骨骼动

作识别可以识别异常行为(如打架斗殴)ꎬ提升公共安全ꎻ在健康医疗中ꎬ实时监测和分析患者动作有助于

制定个性化康复治疗和健康管理ꎻ在智能家居中ꎬ通过捕捉用户动作信息自动调节家居环境ꎬ为日常生活
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带来便利.
基于深度学习的人体动作识别方法主要有卷积神经网络(ＣＮＮ)、循环神经网络(ＲＮＮ)、Ｔｒａｎｓｆｏｒｍｅｒ

网络和图神经网络(ＧＣＮ) . 前三种方法通常将数据处理成格状结构ꎬ而骨骼序列更符合图序列的定义ꎬ图
卷积网络应运而生. Ｙａｎ 等[５]引入了时空图的概念并构建了能体现人体结构拓扑的邻接矩阵. Ｚｈａｏ 等[６]

提出自适应空间图卷积层来自适应地学习关节之间的相关性. Ｂａｉ 等[７] 提出了具有显著图像特征的中心

连通图卷积网络(ＳＩＦＥ￣ＣＧＣＮ)ꎬ捕捉相似动作间的微小差异.
尽管图卷积神经网络在许多领域实现了显著进步ꎬ但仍然面临一些挑战:(１)大部分图卷积网络采用

人体拓扑结构来构建对应的邻接矩阵ꎬ不能充分挖掘人体结构在空间维度上的特征ꎻ(２)人体运动中每个

肢体的交互范围是有限的ꎬ直接使用全连接矩阵定义全局关系不可靠ꎻ(３)时间卷积仅采用 Ｋ ｔ×１ 的卷积

核提取特征ꎻ(４)大部分网络只对关节流进行了建模ꎬ没有充分考虑到其他数据流ꎬ缺少一定的数据支撑.
为此ꎬ本文设计了一种多流自适应时空图卷积网络的人体骨骼动作识别模型ꎬ并开展了以下研究:

(１)将全局上下文感知注意力和 ＮＴＮ 网络结合ꎬ创新性地提出了一种自适应全局邻接矩阵的构建方法ꎬ在
提高节点表示准确性的基础上ꎬ增强对人体空间维度结构特征的提取能力ꎻ(２)提出 ｔｏｐＫ 全局邻接关系计

算模型ꎬ消除一些不必要的节点间的协同关系ꎻ(３)在时间维度上引入混合池化模型ꎬ并结合时间维度的

卷积提取方法ꎬ以增强时间特征提取的精确度ꎻ(４)同时对关节流、肢体流、关节运动流、肢体运动流进行

建模ꎬ进行动作识别.

１　 相关原理技术

１.１　 图卷积神经网络

由于传统 ＣＮＮ 模型只能用于处理规则的一维序列或二维矩阵数据ꎬ但实际中的许多数据并不具有这

样的规则结构ꎬ于是研究人员将传统卷积扩展到图结构ꎬ提出了图卷积网络. 图卷积可以简单描述为将一

个节点的所有邻居按照不同的权重叠加. 图卷积网络的计算公式为:

Ｈ( ｌ＋１)＝ σ 􀭾Ｄ－ １
２(􀭹Ａ＋Ｍ)􀭾Ｄ－ １

２ ＨｌＷｌ( ) ꎬ (１)
式中ꎬＨｌ 表示第 ｌ层的节点特征表示ꎬ􀭹Ａ＝Ａ＋ＩꎬＩ为单位矩阵ꎬ􀭾Ｄ为 􀭹Ａ的度矩阵ꎬＭ 是一个可学习的掩码ꎬＷ
是网络学习的权重参数矩阵ꎬσ(􀅰)是激活函数.
１.２　 相关网络架构

Ｓｈｉ 等[８]设计的双流自适应图卷积网络(２ｓ￣ＡＧＣＮ)采用双流结构ꎬ同时对关节流和骨骼流进行建

模. 该模型通过 ＢＰ 算法以端到端的方式学习图的拓扑. 架构由 ９ 层自适应图卷积块堆叠而成ꎬ每一模块

包含空间图卷积层、批归一化层、ＲｅＬＵ 非线性激活、Ｄｒｏｐｏｕｔ 正则化、时间图卷积层和残差连接. 其中ꎬ空间

图卷积层将代表人体物理结构的邻接矩阵和由高斯函数确定的依赖于数据的图相结合ꎬ形成新的邻接矩

阵进行图卷积ꎬ提取空间特征信息. 尽管该模型在捕捉时空特征方面表现优异ꎬ但其计算复杂度高且训练

时间较长.
Ｗａｎｇ 等[１]提出的基于多模态图自注意力网络(ＭＧＳＡＮ)利用自注意力机制聚合局部和全局特征ꎬ并

通过多模态学习增强对不同骨骼关节间依赖关系的建模能力. 然而ꎬ模型仍可能面临计算复杂度较高的

问题ꎬ尤其是在处理大规模数据时ꎬ图自注意力的计算开销可能导致效率瓶颈. 此外ꎬ模型在数据依赖、跨
模态融合、训练效率等方面仍存在一定的不足.

Ｂａｉ 等[７]提出显著图像特征增强中心连通图卷积网络(ＳＩＦＥ￣ＣＧＣＮ)用于识别相似动作. 该模型引入

中心连接策略捕捉关节间的连接关系ꎬ并融合显著性图像特征以改善动作区分. 尽管该模型在识别相似

动作方面取得了优异成绩ꎬ但它面临较高的计算开销ꎬ图像特征提取对识别精度的依赖较大ꎬ且骨骼数据

和图像特征的融合仍需进一步优化.

２　 模型结构

２.１　 构建骨骼时空图

实际情况中ꎬ关节点之间的关系在运动过程中是不断变化的ꎬ故 ＳＴ￣ＧＣＮ 提出的固定拓扑图 Ａ 并不能
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表示关节点之间不断变化的连接模式. 因此ꎬ本文设计了一个自适应的时空图卷积层.

ｆｏｕｔ ＝ ∑
Ｋｖ

ｋ
Ｗｋ ｆｉｎ(Ａｋ＋Ｂｋ)ꎬ (２)

式中ꎬｆｉｎ和 ｆｏｕｔ分别为卷积层的输入和输出ꎬＷｋ 为权重矩阵. 具体来说ꎬ图的邻接矩阵由 Ａｋ 和 Ｂｋ 两个部分

构成. Ａｋ 代表了预定义的拓扑图ꎬ用以描绘人体的物理连接. Ｂｋ 是基于样本数据动态生成的图ꎬ反映了在

特定时间关节点之间的连接强度. 为了确定关节点之间的连接关系及其强度ꎬ本文应用神经张量网络[９]

来计算关节点间的相似性ꎬ并通过 ｔｏｐＫ 策略筛选出比较重要的连接. 通过这种自适应设计ꎬ邻接矩阵可以

根据动作的时域特征动态调整ꎬ确保在不同的运动阶段捕捉到关键的动态变化.
２.１.１　 注意力机制

在人体行为识别任务中ꎬ不同帧中同一关节点的运动呈现出一定的相关性ꎬ但各帧的动作对整个运动

序列的重要性存在差异. 这要求在不同帧间为各个关节点赋予差异化的权重分配. 图 １ 展示了全局上下

文感知注意力机制的具体架构ꎬ其详细的计算公式如下:

ｈ＝ ∑
Ｔ

ｔ ＝ １
ｆ(ｖＴｔ ｃ)ｖｔ ＝ ∑

Ｔ

ｔ ＝ １
ｆ ｖＴｔ ｔａｎｈ

１
Ｔ∑

Ｔ

ｎ ＝ １
ｖｔ

æ

è
ç

ö

ø
÷ Ｗæ

è
ç

ö

ø
÷

æ

è
ç

ö

ø
÷ ｖｔ (３)

式中ꎬｖｔ 为关节点在 ｔ 帧上的特征ꎬｃ 表示关节点的全局上下文特征ꎬｆ 表示 ｓｉｇｍｏｉｄ 激活操作ꎬＴ 是该动作

样本的帧数ꎬＷ是可学习的权重矩阵.

图 １　 注意力机制架构图

Ｆｉｇ􀆰 １　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｄｉａｇｒａｍ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

具体地ꎬｃ的计算公式为:ｃ＝ ｔａｎｈ １
Ｔ∑

Ｔ

ｔ ＝ １
ｖｔ

æ

è
ç

ö

ø
÷ Ｗæ

è
ç

ö

ø
÷ ꎬ它是经过非线性变化的简单平均值. 通过权重矩阵

Ｗꎬｃ 提供了该关节点的时间全局结构和特征信息. 根据 ｃꎬ可以为该关节点的每一帧计算注意力权重

ａｔ . 对于关节点 ｖｔꎬ通过计算 ｃ和关节点的内积来获取该关节点的注意力权重ꎬ这可以确保类似全局上下

文的关节点获得更高的权重. 然后ꎬ应用 ｓｉｇｍｏｉｄ 函数ꎬ确保值始终在(０ꎬ１)之间. 最后ꎬ关节点特征 ｈ⊆ＲＣ

是帧的加权ꎬｈ＝ ∑
Ｔ

ｔ ＝ １
ａｔｖｔ .

图 ２　 ＮＴＮ 网络

Ｆｉｇ􀆰 ２　 ＮＴＮ ｎｅｔｗｏｒｋ

２.１.２　 ＮＴＮ 网络

针对前面生成的关节特征ꎬ对两个关节间的关系

进行建模的最简单的办法就是内积ꎬ但内积会导致两

者的交互不足. 因此ꎬ本文采用 ＮＴＮ 来模拟两个关节

点之间的关系:

ｇ(ｈｉꎬｈ ｊ)＝ ｆ ｈＴｉＷ[１:Ｋ]ｈ ｊ＋Ｖ
ｈｉ
ｈ ｊ

é

ë

ê
ê

ù

û

ú
ú
＋ｂ

æ

è
ç

ö

ø
÷ ꎬ (４)

式中ꎬｈｉ、ｈ ｊ 是注意力层生成的关节点特征ꎬＷ[１:Ｋ] 是

权重张量ꎬ[ ]代表连接操作ꎬＶ也是权重向量ꎬｂ 是长

度为 Ｋ 的偏移向量ꎬｆ(􀅰)代表激活函数ꎬＫ 是一个超

参数ꎬ控制模型为每对关节生成的相关性分数数

量. 神经张量网络示意图如图 ２ 所示.
２.１.３　 ｔｏｐＫ 全局邻接关系自适应策略

实际运动中ꎬ单个肢体无法与人体的全部肢体同

—４１１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



古学茹ꎬ等:基于多流自适应时空图卷积网络的人体行为识别

时互动ꎬ且在不同的动作阶段ꎬ同一肢体的互动对象可能会随着时间变化. 为解决这一问题ꎬ提出了基于

ｔｏｐＫ 的全局邻接关系更新策略(简称 ｔｏｐＫ 策略) .
ｔｏｐＫ 策略通过选择每个肢体在特定时间节点上与其最相关的 Ｋ 个邻接肢体ꎬ自适应调整邻接关

系. 作为排序算法ꎬｆｔｏｐＫ(􀅰)的主要功能是筛选出排序后向量中前 Ｋ 个元素的位置索引ꎬ并返回. Ｋ 值基于

特定实验结果设定.
在动态邻接矩阵的生成过程中ꎬ首先通过 ＮＴＮ 网络计算每对关节点间的相似度ꎬ这些相似度反映了

关节点间的连接强度. 然后使用 ｔｏｐＫ 策略从相似度值中选择前 Ｋ 个较大值ꎬ构建稀疏的动态邻接矩

阵. 对于每一帧ꎬ动态邻接矩阵只保留了与目标关节点交互强度最高的 Ｋ 个连接ꎬ这样可以有效减小计算

复杂度ꎬ集中关注重要的关节点交互. 图 ３ 展示了自适应图卷积层的架构ꎬ清晰地标出了如何从 ＮＴＮ 网络

生成的相似度矩阵出发ꎬ结合 ｔｏｐＫ 策略动态构建邻接矩阵.

图 ３　 自适应图卷积层的架构示意图

Ｆｉｇ􀆰 ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ａｄａｐｔｉｖｅ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ

２.２　 时间维度上的混合池化模型

传统的 Ｋ ｔ×１ 卷积核在处理复杂动作模式时ꎬ难以全面捕捉不同时间尺度上的动态变化ꎬ可能导致对

关键时间维度特征的忽视. 为了有效提高时间特征的提取能力ꎬ本文引入了一种混合池化模型ꎬ结合不同

类型的池化操作ꎬ通过多层次的特征融合增强了对时间特征的捕捉能力ꎬ如图 ４ 所示.

图 ４　 混合池化模型

Ｆｉｇ􀆰 ４　 Ｈｙｂｒｉｄ ｐｏｏｌｉｎｇ ｍｏｄｅｌ

该模型的实现过程包括以下几个步骤:首先输入特征ꎬ尺寸为 Ｎ×Ｃ×Ｔ×Ｖꎻ第 ２ 步为时间卷积ꎬ使用 Ｋ ｔ
×１ 的卷积核对特征进行卷积ꎬ随后进行批归一化处理ꎻ第 ３ 步为混合池化ꎬ在卷积层输出后ꎬ维度置换操

作随之进行ꎬ然后分别进行全局平均池化和最大池化ꎬ如式(５)和(６)所示ꎬｆ２ 为归一化后的特征ꎬｆＴ 为混

合池化后的特征ꎻ第 ４ 步为特征增强ꎬ利用 １×１ 的卷积对特征 ｆＴ 进行处理ꎬ应用 ｓｏｆｔｍａｘ 实施归一化ꎬ并通

过 ｅｘｐａｎｄ 将特征尺寸恢复至池化前的状态ꎬ然后再次进行置换操作. 过程如式(７)所示ꎬｆ３ 为再次置换操

作后的特征ꎻ第 ５ 步为输出ꎬ引入残差 Ｒｅｓꎬ将 ｆ４ 与 ｆ１ 相加ꎬ得到特征输出 ｆｏｕｔꎬ如式(８)所示.
ｆＴ ＝Ｃｏｎｃａｔ(ＭａｘＰｏｏｌ( ｆ２)ꎬＡｖｇＰｏｏｌ( ｆ２)) (５)

ｆＴ ＝
２
Ｃ×Ｖ∑

Ｃ

ｋ ＝ １
∑
Ｖ

ｊ ＝ １
ｆ２(ｋꎬｊ) (６)
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ｆ４ ＝ ｆ１⊗ｆ３ ＝ ∑
Ｃ

ｋ ＝ １
∑
Ｔ

ｉ ＝ １
∑
Ｖ

ｊ ＝ １
ｆｋ１( ｉꎬｊ) ｆｋ３( ｉꎬｊ) (７)

ｆｏｕｔ ＝Ｒｅｓ( ｆ１ꎬｆ４)＝ ｆ１＋ｆ４ (８)
第 ３ 步中通过将通道维度和时间维度进行交换ꎬ增强了模型对时间序列动态变化的敏感性. 上述内

容揭示了混合池化模型的优势ꎬ它能同时提取时间维度上的关键帧动作特征和全局上下文特征. 当这些

特征与通过时间卷积获取的特征相结合时ꎬ能显著提升对动作信息时间维度特性的捕捉效能.
２.３　 整体结构

本文使用多流结构框架ꎬ对关节点信息、骨骼信息、关节点运动信息、骨骼运动信息分别进行建模ꎬ通
过提取更多特征来增强动作识别效果. 图 ５ 描述了多流自适应时空图卷积网络的整体结构. 首先对骨骼

数据进行预处理ꎬ得到原始数据ꎻ然后提取特征并输入至模型中. 模型通过 Ｌ 层的时空图卷积模块实现从

输入到输出的全程端到端训练. 假设骨骼的两个关节点坐标为 ｖ１ ＝ (ｘ１ꎬｙ１ꎬｚ１)ꎬｖ２ ＝ (ｘ２ꎬｙ２ꎬｚ２)ꎬ则骨骼的

坐标为 ｂｏｎｅ(ｖ１ꎬｖ２)＝ (ｘ２－ｘ１ꎬｙ２－ｙ１ꎬｚ２－ｚ１) . 运动信息指的是同一关节点在不同帧间的变化. 假设第 ｔ帧的第

ｉ个关节点坐标为 ｖｉꎬｔꎬ则运动信息为 ｍｏｔｉｏｎｉꎬｔ ＝ ｖｉꎬｔ－０.５ｖｉꎬｔ－１＋ｖｉꎬｔ＋１ . 骨骼运动信息的计算同理. 最后对多流

网络的分类结果进行加权求和. 具体的权重比例由实验确定.

图 ５　 模型整体结构框架

Ｆｉｇ􀆰 ５　 Ｔｈｅ ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒａｌ ｆｒａｍｅｗｏｒｋ ｏｆ ｔｈｅ ｍｏｄｅｌ

３　 实验结果与讨论

３.１　 数据集

ＮＴＵ￣ＲＧＢ＋Ｄ 数据集是 Ｓｈａｈｒｏｕｄｙ 等[１０]在 ２０１６ 年提出的ꎬ由 ５６６８０ 个动作样本组成ꎬ包含 ６０ 个动作

类别. 该数据集分为三类:４０ 个日常动作(如“挥手”、“跳跃”等)、９ 个健康相关动作(如“跌倒”、“头痛”
等)和 １１ 个交互动作(如“拥抱”、“握手”等) . 图 ６ 展示了部分采样帧图片. 该数据集提出交叉实验者评

估设置(Ｘ￣Ｓｕｂ)和交叉视角评估设置(Ｘ￣Ｖｉｅｗ) . Ｘ￣Ｓｕｂ 根据人物 ＩＤ 将 ４０ 个实验者分为两类ꎬ训练集和测

试集各 ２０ 个实验者ꎻＸ￣Ｖｉｅｗ 根据相机 ＩＤ 划分ꎬ相机 ＩＤ 为 ２ꎬ３ 的为训练集ꎬ相机 ＩＤ 为 １ 的为测试集.

图 ６　 ＮＴＵ￣ＲＧＢ＋Ｄ 数据集样本示例

Ｆｉｇ􀆰 ６　 Ｓａｍｐｌｅ ｅｘａｍｐｌｅ ｏｆ ｔｈｅ ＮＴＵ￣ＲＧＢ＋Ｄ ｄａｔａｓｅｔ

３.２　 参数配置

该实验基于 Ｐｙｔｏｒｃｈ 框架ꎬ在系统为 Ｕｂｕｎｔｕ２０.０４ꎬＧＰＵ 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ４０９０ Ｄꎬ显存为 ２４ ＧＢ
的服务器上运行. 训练轮数设置为 ４０ꎬ确保模型有足够的时间优化和收敛. 对于 ＮＴＵ￣ＲＧＢ＋Ｄ 数据集ꎬ训
练批次大小为 ６４ꎬ测试批次大小为 ２５６ꎬ较大的批次有助于提高训练效率并保证足够的内存处理大规模数

据. 设置初始学习率为 ０.１ꎬ以加快训练过程并保证网络能够快速找到合适的参数范围. 在优化器的选择

上ꎬ该实验采用的是 ＳＧＤ(Ｓｔｏｃｈａｓｔｉｃ Ｇｒａｄｉｅｎｔ Ｄｅｓｃｅｎｔꎬ随机梯度下降)ꎬ并配置了 Ｎｅｓｔｅｒｏｖ 动量参数为 ０.９ꎬ
—６１１—
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以及权重衰减设定为 ０.０００１. 衰减值过大会导致模型的表达能力下降ꎬ衰减值过小可能达不到有效正则

化的效果ꎬ而 ０.０００ １ 的设定值提供了良好的平衡. 与梯度下降(ＧＤ)相比ꎬＳＧＤ 具有更快的收敛速度ꎬ增
加了避免陷入局部最优解的可能. 选择交叉熵(Ｃｒｏｓｓ￣Ｅｎｔｒｏｐｙ)作为损失函数ꎬ反向传递误差.
３.３　 实验结果与分析

模型的层数不同ꎬ其识别准确率大概率不同. 如果模型的层数过少ꎬ可能会导致提取的特征不足ꎻ反
之ꎬ则可能会导致过拟合问题. 为了研究该模型的最佳层次结构ꎬ本文依据骨骼流数据构建了 ３ 至 ９ 层的

ＭｓＡＳＴ￣ＧＣＮ 模型ꎬ并在 Ｘ￣Ｓｕｂ 上进行了对比实验ꎬ结果见表 １. 当层数为 ３ 时ꎬ其性能达到了最佳水平.
表 １　 ＭｓＡＳＴ￣ＧＣＮ 模型不同层数识别精确度对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｌａｙｅｒｓ ｉｎ ｔｈｅ ＭｓＡＳＴ￣ＧＣＮ ｍｏｄｅｌ ％

层数 ３ 层 ４ 层 ５ 层 ６ 层 ７ 层 ８ 层 ９ 层

骨骼流 ８８.１９ ８６.００ ８５.３５ ８３.７３ ８１.２２ ７０.７０ ８３.７７

　 　 为了验证注意力机制和 ＮＴＮ 的有效性ꎬ以传统内积和无注意力机制的模型为基线ꎬ结合 ＮＴＮ、注意力

机制构建多流网络ꎬ并在 Ｘ￣Ｓｕｂ 上进行消融实验ꎬ实验结果见表 ２. 从表中可以看出ꎬ引入 ＮＴＮ、注意力机

制的模型相较于基线模型ꎬ准确率有所提升ꎬ且 ＭｓＡＳＴ￣ＧＣＮ 的识别精度优于其他模型. 消融实验充分验

证了 ＮＴＮ 和注意力机制的有效性.
表 ２　 Ｘ￣Ｓｕｂ 上的消融实验识别精确度对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ Ｘ￣Ｓｕｂ ％

模型 关节流 骨骼流 关节运动流 骨骼运动流 双流 多流

基线 ８７.４３ ８７.６４ ８８.６１ ８４.８３ ８８.７８ ８９.２０

引入 ＮＴＮ ８７.６０ ８７.９３ ８８.７２ ８５.２７ ８８.９２ ８９.３５

引入注意力机制 ８７.７１ ８７.７８ ８８.８５ ８５.０４ ８８.９４ ８９.４２

ＭｓＡＳＴ￣ＧＣＮ ８７.８８ ８８.１９ ８９.０６ ８５.３９ ８９.０６ ８９.５０

　 　 为了研究不同 Ｋ值对识别准确率的影响ꎬ在 Ｘ￣Ｓｕｂ 上基于骨骼流进行实验验证. 不同 Ｋ 值下该模型

的识别准确率如表 ３ 所示. 根据表 ３ 可知ꎬＫ的取值不同ꎬ其最终识别准确率也不相同ꎬ即不同的全局邻接

矩阵确实会对识别准确率造成影响ꎬ加入该模块后准确率有不小的提高. 由数据可知ꎬＫ 值在 ５ ~ １５ 之间

准确率上升ꎬ１５ ~ ２５ 之间下降ꎬＫ ＝ １５ 时准确率较高ꎬ表明此时的全局关系比较合理. 故 Ｋ 的最佳取值

为 １５.
表 ３　 模型不同 Ｋ值识别精确度对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ Ｋ ｖａｌｕｅｓ ｉｎ ｔｈｅ ｍｏｄｅｌ ％

Ｋ ５ １０ １５ ２０ ２５

准确率 ８５.３５ ８６.５１ ８８.１９ ８５.５４ ８４.０５

　 　 为了研究多流、双流、单流网络对识别准确率的影响ꎬ在 ＮＴＵ 数据集上进行对比实验ꎬ不同流模型的

最终准确率见表 ４. 根据表 ４ 可知ꎬ双流网络 ＭｓＡＳＴ￣ＧＣＮ 模型的准确率分别为 ８９.０６％、９５.７７％ꎬ而多流网

络 ＭｓＡＳＴ￣ＧＣＮ 模型的识别准确率分别为 ８９.５０％、９６.８１％ꎬ相较于双流模型ꎬ多流网络模型分别提升了

０.４４％、１.０４％ꎬ进一步证明了多流网络在性能上的优势.
表 ４　 该模型各分支的识别精确度

Ｔａｂｌｅ ４　 Ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｂｒａｎｃｈ ｏｆ ｔｈｉｓ ｍｏｄｅｌ ％

数据集 关节流 骨骼流 关节运动流 骨骼运动流 双流 多流

Ｘ￣Ｓｕｂ ８７.８８ ８８.１９ ８９.０６ ８５.３９ ８９.０６ ８９.５０
Ｘ￣Ｖｉｅｗ ９４.８０ ９４.０８ ９２.１９ ９２.５２ ９５.７７ ９６.８１

　 　 为了验证该模型的优越性能ꎬ在 ＮＴＵ￣ＲＧＢ＋Ｄ 数据集上ꎬ将该模型与其他主流的骨骼动作识别模型进

行对比实验. 实验的具体结果参见表 ５. 本文的 ＭｓＡＳＴ￣ＧＣＮ 模型取得了较为优异的成绩ꎬ其识别准确率高

于大部分的算法ꎬ这充分说明了该模型优越的识别性能. 与 ＧＣＮ 领域的经典方法 ＳＴ￣ＧＣＮ 和 ２ｓ￣ＡＧＣＮ 相

比ꎬ本文模型的识别准确率分别提升了 ８.００％ꎬ８.５１％和 １.００％ꎬ１.７１％ꎬ这显现出相较于传统 ＧＣＮ 方法的

—７１１—
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显著改进. 同时ꎬ与最新的 ＧＣＮ 模型 ３Ｄ￣ＧＣＮ 和 ＣＧＣＮ 相比ꎬ模型的识别准确率分别提升了 ３.１０％ꎬ４.７１％
和 ０.８２％ꎬ１.２６％ꎬ这说明该模型在与当前最先进的 ＧＣＮ 方法竞争时也展现出了一定的优势.

表 ５　 ＮＴＵ￣ＲＧＢ＋Ｄ 数据集上多种模型的识别精确度

Ｔａｂｌｅ ５　 Ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｍｕｌｔｉｐｌｅ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ＮＴＵ￣ＲＧＢ＋Ｄ ｄａｔａｓｅｔ ％

模型 ＳＴ￣ＧＣＮ[５] ＰｅＧＣＮ[１１] ３Ｄ￣ＧＣＮ[１２] Ｃｏ￣ＣｏｎｖＴ[１３] ２ｓ￣ＡＧＣＮ[８] ＣＧＣＮ[７] ＫＡ￣ＡＧＴＮ[１４] ＩＡ－ＡＳＧＣＮ[６] ＳＴＦＥ￣ＧＣＮ[１５－１６] ＭｓＡＳＴ￣ＧＣＮ

Ｘ￣Ｓｕｂ ８１.５０ ８５.６０ ８６.４０ ８８.１０ ８８.５０ ８８.６８ ８８.８０ ９０.５０ ８９.８０ ８９.５０
Ｘ￣Ｖｉｅｗ ８８.３０ ９３.４０ ９２.１０ ９４.３０ ９５.１０ ９５.５５ ９４.６０ ９５.８０ ９６.００ ９６.８１

　 　 尽管该模型在动作识别任务中表现良好ꎬ但仍存在一些识别错误ꎬ如对于动作“阅读”和“撕纸”的混

淆. 这可能源于它们在视觉上具有一定的相似性ꎬ尤其是在动作初期(如双手接近纸张并开始移动)ꎬ而模
表 ６　 部分动作的识别准确率与错误率

Ｔａｂｌｅ ６　 Ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｅｒｒｏｒ ｒａｔｅ
ｏｆ ｓｏｍｅ ａｃｔｉｏｎｓ　 　 　 　 　 　 　 ％

动作类别 阅读 撕纸 跳跃 跳起来

识别准确率 ８８.５ ８５.２ ９２.３ ９０.１

错误率 １１.５ １４.８ ７.７ ９.９

型可能过多关注了这些前期的相似特征. 在“跳跃”与“跳
起来”动作的识别中ꎬ模型混淆率较高. 分析认为ꎬ这与两

者关节运动差异较小且过渡较快有关ꎬ导致模型难以准确

区分. 通过混淆矩阵分析模型在不同动作类别中的准确率

(表 ６)ꎬ可见某些动作的错误率较高ꎬ表明模型在处理具有

相似运动模式的动作时存在一定困难.

４　 结论

本文提出了一种多流自适应时空图卷积网络的人体骨骼动作识别模型. 使用注意力机制和 ＮＴＮ 算法

计算关节点间的连接强度ꎬ构建全局邻接矩阵ꎬ并采用 ｔｏｐＫ 策略动态选择前 Ｋ个邻居节点ꎬ更新全局邻接

矩阵ꎬ进一步详尽地描述全局关系. 采用混合池化模型提取全局上下文特征和时间关键帧特征ꎬ进一步充

分提取时间特征. 对关节、骨骼、关节运动和骨骼运动信息同时进行建模ꎬ进一步加强了模型提取的特征

对动作的表征能力.
实验结果表明ꎬＭｓＡＳＴ￣ＧＣＮ 模型在人体骨骼动作识别任务中取得了良好的性能ꎬ有效提高了动作识

别的准确率. 实验结果不仅证明了多流输入在捕捉动作特征中的优势ꎬ还为后续研究提供了参考. 未来的

工作可以进一步探索其他信息流的融合方式及其对模型性能的影响ꎬ同时扩大数据集和场景的多样性ꎬ以
进一步提升模型的泛化能力和应用范围.
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