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基于 ＹＯＬＯｖ８ｓ 的手机元件表面小目标
缺陷检测算法研究

彭　 方ꎬ文　 峰ꎬ田　 闻
(沈阳理工大学 信息科学与工程学院ꎬ沈阳 １１０１５９)

摘　 要: 针对 ＹＯＬＯｖ８ 在手机元件表面缺陷检测中的实际应用ꎬ发现其在处理大量小目标

时存在检测精度不足的问题ꎮ 检测性能不佳的原因主要有两个:其一是小目标通常缺乏足

够的外观信息ꎬ且目标与复杂背景之间对比度较低ꎬ导致模型提取特征时小目标信息丢失严

重ꎬ检测头获得的有效信息不足ꎬ难以做出良好判断ꎻ其二是以 ＩｏＵ 为主体的衡量边界框重

叠度的指标对小目标较为敏感ꎮ 为此ꎬ本文在 ＹＯＬＯｖ８ｓ 基础上提出一系列改进方法ꎬ以增

强其对小目标的感知能力ꎬ提升模型在实际检测任务中的精度与鲁棒性ꎮ 首先在主干网络

中的卷积模块后添加具有切片操作的 ＳｉｍＡＭ 注意力模块(ＳＷＳ)ꎬ有效改善提取特征后小

目标信息丢失严重的问题ꎻ其次在原有的 ＳＰＰＦ 中添加全局最大池化和全局平均池化分支ꎬ
同时在 ＳＰＰＦ 块中嵌入 ＳＷＳꎬ以给模型提供丰富的信息和重要区域聚焦能力ꎬ帮助模型更好

地做出 判 断ꎻ最 后 在 原 有 算 法 的 ＣＩｏＵ 损 失 函 数 中 加 入 归 一 化 高 斯 Ｗａｓｓｅｒｓｔｅｉｎ 距 离

(ＮＷＤ)ꎬ降低 ＣＩｏＵ 对小目标敏感的问题ꎬ使模型能够更加稳定地收敛ꎮ 在一种手机元件上

的实验表明ꎬ改进后的 算 法 相 较 原 有 算 法 其 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ５０、ｍＡＰ５０ ∶ ９５ 分 别 提 升 了

４􀆰 ０％ 、３􀆰 ９％ 、２􀆰 ４％ ꎬ证明了改进算法的有效性ꎮ 此外改进后算法相较原算法其 ＧＦＬＯＰｓ 只

增加了 ０􀆰 ２ꎬ保障了实际应用对检测速度的要求ꎮ
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　 　 随着智能终端的广泛应用ꎬ手机元件在生

产过程中的质量控制日益重要ꎬ其中表面缺陷

检测作为保障产品可靠性与推动生产自动化的

关键环节ꎬ具有重要的工程价值ꎮ 近年来ꎬ深度

学习驱动的目标检测算法在工业视觉检测中取

得广泛应用ꎬ但在手机元件表面缺陷检测中受

限于缺陷目标普遍存在尺寸小、形态不规则、对
比度低等特性ꎬ现有算法在检测精度与鲁棒性

方面仍难以满足实际需求[１] ꎮ 其原因主要包括

两方面:一是模型在特征提取过程中小目标信息

损失严重ꎬ影响后续检测精度ꎻ二是当前普遍采

用的交并比( ＩｏＵ)及其变体作为回归损失函数

对小目标的定位误差容忍度较低ꎬ影响其回归精

度与定位性能ꎮ
近年来ꎬ目标检测算法发展迅速ꎬＹＯＬＯ 系列

以其高效性与高精度被广泛应用于智能制造ꎬ并
已持续迭代至 ＹＯＬＯｖ１２ꎮ

研究表明ꎬＹＯＬＯｖ９ 在小目标检测与效率上

表现欠佳ꎬＹＯＬＯｖ１０ 在复杂场景下准确性不足ꎬ
ＹＯＬＯｖ１１ 在精度与效率间表现均衡但在小目标

密集场景中速度较慢ꎬ而 ＹＯＬＯｖ１２ 因架构复杂带

来额外计算开销ꎬ性能提升有限ꎮ
针对小目标提取特征后信息不足的问题ꎬ杨大

为等[２]通过在 ＹＯＬＯｖ７ 中增加小目标检测层以增

强小目标的感知能力ꎻ赵子艺等[３]在ＹＯＬＯｖ８的快

速空间金字塔(ＳＰＰＦ)模块中引入大型可分离核

注意力(ＬＳＫＡ)ꎬ以抑制背景干扰并提取更多对

小目标有用的信息ꎻ于敖泽等[４]引入分块的通道

注意力机制ꎬ计算通道注意力时考虑了空间不同

位置的差异ꎬ增强特征表达能力ꎻ王晓青等[５]与 Ｌｉ
等[６]采用 ＳｉｍＡＭ 分别增强 ＹＯＬＯｖ７、ＹＯＬＯｖ８ 对

关键区域的关注ꎻＷａｎｇ 等[７]则使用归一化注意力

机制(ＮＡＭ)与轻量化上采样器提升颈部的特征

融合效率ꎻＳｕｎ 等[８]在 ＹＯＬＯｖ７ 的颈部引入 ＧＥ

注意力ꎬ以增强上下文建模能力ꎬ提升小目标表达

能力ꎮ
上述方法主要通过添加注意力机制、增强特

征提取路径、增加小目标检测层来缓解小目标信

息在特征提取时信息损失严重的问题ꎬ但仍存在

以下不足:首先ꎬ增加检测层或引入复杂注意力结

构虽能增强小目标表征能力ꎬ但会显著提升模型

计算开销ꎬ影响效率ꎻ其次ꎬ注意力机制在小目标

与背景相似情况下效果不显著ꎻ最后ꎬ如果主干提

取的特征不足ꎬ在颈部加强特征融合或加入注意

力机制的效果会被削弱ꎮ
针对手机元件表面缺陷的实测中ꎬ发现

ＹＯＬＯｖ８ｎ / ｓ[９]在检测精度上优于 ＹＯＬＯｖ１１ 和

ＹＯＬＯｖ１２ꎮ 考虑到手机元件缺陷具有小目标多、
数据难获取、样本量有限等特点ꎬ结合模型精度、
速度与适配性等多方面因素ꎬ本文选用轻量级、性
能均衡的 ＹＯＬＯｖ８ｓ 作为改进的基准模型ꎮ

针对 ＹＯＬＯｖ８ 特征提取阶段易造成小目标信

息丢失的问题[９]ꎬ本文提出两项改进措施以提升

小目标检测性能:首先ꎬ在主干中引入具有切片机

制的注意力模块 ＳｉｍＡＭ(ＳＷＳ)ꎬ以保留更多有利

于小目标的细节信息ꎻ其次ꎬ设计改进的多尺度特

征融合模块 ＡｕｇＳＰＰＦ＿ＳＷＳ(ａｕｇｍｅｎｔｅｄ ＳＰＰＦ ｗｉｔｈ
ＳＷＳ)ꎬ在原有 ＳＰＰＦ 基础上加入全局最大池化和

全局平均池化ꎬ并嵌入 ＳＷＳꎬ以提升模型的全局

感知与重要区域聚焦能力ꎮ 通过在主干部分做出

改进ꎬ有助于在早期保留更多重要信息ꎮ 整体结

构在增强特征表达能力的同时仍能保持轻量性ꎬ
有效提升小目标检测精度ꎮ

损失函数设计方面ꎬ陈扬等[１０] 通过改进

ＧＩｏＵꎬ缓解预测框与真实框无交集时的梯度消失

问题ꎻ赵子艺等[３]采用 ＷＩｏＵ 以降低低质量样本

的负面影响ꎻ王晓青等[５]与 Ｓｕｎ 等[８]使用归一化

高斯 Ｗａｓｓｅｒｓｔｅｉｎ 距离(ＮＷＤ) [１１]衡量边界框的相
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似度ꎬ提升回归精度并减弱对小目标误差的敏感

性ꎮ 然而上述做法仍存在以下不足:首先ꎬ部分损

失函数对超参数依赖性强ꎬ且在预测框与真实框

无交集情况下仍存在梯度缺失问题ꎻ其次ꎬ直接使

用 ＮＷＤ 作为预测框与真实框的相似度衡量ꎬ未
显式考虑两者的面积重叠度ꎬ可能对最终定位精

度造成影响ꎮ
因此ꎬ本文针对 ＹＯＬＯｖ８ 使用的 ＣＩｏＵ 边界框

回归损失[１２]在小目标检测中对定位误差敏感的问

题ꎬ融合 ＮＷＤ 与 ＣＩｏＵ 构建改进的边框回归损失

函数ꎬ保留了 ＣＩｏＵ 对面积重叠的度量能力ꎬ同时利

用 ＮＷＤ 提升小目标检测的精度与鲁棒性ꎮ

１　 ＹＯＬＯｖ８ 算法

ＹＯＬＯｖ８ 网络结构如图 １ 所示ꎮ

图 １　 ＹＯＬＯｖ８ 网络结构图

Ｆｉｇ. １　 ＹＯＬＯｖ８ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 从图 １ 可以看到ꎬＹＯＬＯｖ８ 由卷积(Ｃｏｎｖ)模
块、Ｃ２ｆ、ＳＰＰＦ 组合连接为主干ꎬ其颈部利用特征

金字塔网络的思想ꎬ将主干提取到的多尺度特征

图进行融合ꎬ其中 Ｕｐｓａｍｐｌｅ 表示上采样ꎬＣｏｎｃａｔ
表示拼接操作ꎮ 然后将融合后的多尺度特征图送

入检测头ꎮ 其各个模块的结构如图 ２ 所示ꎮ

图 ２　 ＹＯＬＯｖ８ 各模块结构

Ｆｉｇ. ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｅａｃｈ ｍｏｄｕｌｅ ｉｎ ＹＯＬＯｖ８

２　 本文算法

本文对 ＹＯＬＯｖ８ 改进后的模型结构如图 ３ 所

示ꎬ主要通过在主干中的 Ｃｏｎｖ 块后面添加 ＳＷＳꎬ
加强模型对重要信息的关注ꎬ改善提取特征时小

目标信息丢失严重的问题ꎻ使用改进后的 ＡｕｇＳＰ￣
ＰＦ＿ＳＷＳ 替换原有的 ＳＰＰＦꎬ使其在融合多尺度信

息的基础上融合全局背景信息和全局视角信息ꎬ
帮助模型更好地做出判断ꎻ最后ꎬ其头部使用对尺

度不敏感且能更好度量重叠目标相似性的 ＮＷＤ
以改进原有的 ＣＩｏＵ 损失ꎬ使模型更稳定地收敛ꎮ
２􀆰 １　 ＳＷＳ

ＳｉｍＡＭ 是一种无需引入额外参数的轻量级

注意力机制ꎬ可以赋予特征图三维的权重ꎮ 该方

法基于神经科学中对神经元能量模型的启发ꎬ通
过构建能量函数度量特征值的重要性ꎬ从而对特

征图进行显著性加权ꎮ 对特征图 Ｘ∈ＲＢ × Ｃ × Ｈ ×Ｗ

(Ｂ、Ｃ、Ｈ、Ｗ 分别表示特征图的批量、通道、高、
宽)的 ＳｉｍＡＭ 加权操作如式(１)所示ꎮ

Ｘ ＝ σ １
Ｅ

æ

è
ç

ö

ø
÷☉Ｘ (１)

式中ꎬＸ 表示 Ｘ 经过 ＳｉｍＡＭ 注意力加权后的特征

图ꎻσ 为 Ｓｉｇｍｏｉｄ 函数ꎻ☉表示张量逐元素相乘ꎻＥ
为能量项ꎬ其计算公式如式(２)所示ꎮ
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图 ３　 ＹＯＬＯｖ８ 改进后网络结构图

Ｆｉｇ. ３　 Ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｉｍｐｒｏｖｅｄ ＹＯＬＯｖ８

Ｅ ＝ ４( σ^２ ＋ λ)
(Ｘ － μ^) ２ ＋ ２σ^２ ＋ ２λ

(２)

式中:μ^∈ＲＢ × Ｃ × １ × １、σ^２∈ＲＢ × Ｃ × １ × １ꎬ分别为通道维

度上的均值和方差ꎻλ 是一个常数ꎬ防止分母为零

并稳定能量函数的数值计算ꎮ
尽管 ＳｉｍＡＭ 在多类目标检测任务中表现出

良好的适应性ꎬ但其在小目标检测任务中存在显

著局限ꎮ ＳｉｍＡＭ 的均值与方差统计是基于空间

维度进行的ꎬ而小目标在空间上仅占据极小比例ꎬ
其响应易被其通道内背景平均值所掩盖ꎬ导致能

量函数计算中未能准确体现其相对差异性ꎬ最终

导致小目标获得的注意力增强不足ꎮ
为缓解上述问题ꎬ本文受到于敖泽等[４] 在

ＹＯＬＯｖ５ 中采用局部通道注意力机制以提升对无

人机小目标检测性能的启发ꎬ提出一种 ＳＷＳ 机

制ꎮ 在将特征图输入 ＳｉｍＡＭ 模块之前ꎬ先将其

划分为 ｍ２ 个不重叠的空间子块ꎬ每个子块的宽高

为原特征图的 １ / ｍꎬ并对每一子块分别计算局部

均值和方差ꎬ从而更精细地捕捉局部结构差异ꎮ
该设计能够有效提升小目标与其邻域之间的特征

差异性ꎬ使其在能量函数中获得更大的加权ꎬ增强

对小目标区域的响应强度ꎬ且考虑局部差异性的

思想也更符合卷积神经网络的局部连接性ꎮ ＳＷＳ
算法流程如图 ４ 所示ꎮ
２􀆰 ２　 ＡｕｇＳＰＰＦ＿ＳＷＳ

空间金字塔池化(ＳＰＰ)通过多尺度池化融合

不同感受野信息ꎬ提升模型对多尺度目标的感知

能力ꎮ 其高效变体 ＳＰＰＦ 通过连续多次的 ５ × ５ 最

大池化ꎬ显著降低计算复杂度并加快推理速度ꎬ其
结构如图 ２ 所示ꎮ

尽管 ＳＰＰＦ 能有效捕捉局部多尺度特征ꎬ但
存在以下局限:首先ꎬ缺乏对全局上下文信息的建

模ꎬ限制了模型对复杂背景与目标关系的理解ꎻ其
次ꎬ特征融合过程中未进行显式的注意力机制调

整ꎬ导致小目标特征可能被多尺度池化稀释ꎮ
为此ꎬ本文提出一种改进的多尺度特征融合

模块ＡｕｇＳＰＰＦ＿ＳＷＳꎬ其结构如图 ５ 所示ꎮ 该模块

在 ＳＰＰＦ 基础上引入以下两个关键改进ꎮ
１)全局信息增强:在 ＳＰＰＦ 的基础上ꎬ增加全

局平均池化(Ａｄａｐｔｉｖｅ ＡｖｇＰｏｏｌ２ｄ)和全局最大池

化(Ａｄａｐｔｉｖｅ ＭａｘＰｏｏｌ２ｄ)分支ꎬ有效捕获图像的

全局语义和背景信息ꎬ提升模型对复杂场景的适
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应能力ꎮ
２)小目标特征强化:为充分发挥上一节提出

的 ＳＷＳ 模块在小目标特征增强中的优势ꎬ本文在

ＳＰＰＦ 中嵌入 ＳＷＳꎬ确保多尺度融合前后均能对关

键特征区域进行有效聚焦ꎬ显著提升对小目标区

域的特征表达能力ꎮ

图 ４　 ＳＷＳ 的流程

Ｆｉｇ. ４　 Ｔｈｅ ＳＷＳ ｐｒｏｃｅｓｓ

图 ５　 ＡｕｇＳＰＰＦ＿ＳＷＳ 结构图

Ｆｉｇ. ５　 ＡｕｇＳＰＰＦ＿ＳＷＳ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＡｕｇＳＰＰＦ＿ＳＷＳ 结合了多尺度局部特征、全局

语义信息与显著性注意力机制ꎬ克服了传统 ＳＰＰＦ
在全局上下文和小目标感知方面的不足ꎬ实现了

对特征图的多维度信息强化ꎬ针对小目标检测场

景表现出更强的特征区分能力ꎮ
２􀆰 ３　 损失函数的改进

在目标检测任务中ꎬ回归分支的关键在于学

习预测框与真实框之间的几何关系ꎮ 传统的 ＩｏＵ
作为常用的匹配度量ꎬ仅反映边界框重叠面积的

比例ꎬ存在两个显著问题:其一是当预测框与真实

框无交集时ꎬＩｏＵ 的值为 ０ꎬ无法提供有效梯度ꎻ其
二是对小目标偏移敏感ꎬ易导致损失波动ꎬ影响训

练稳定性ꎮ
ＹＯＬＯｖ８ 使用了 ＣＩｏＵ 评判预测框定位的准

确程度ꎬ考虑了预测框和真实边界框的重叠度、中

心点距离、长宽比一致性因素[１２]ꎬ其计算过程如

式(３)所示ꎮ

ＬＣＩｏＵ ＝ ＬＩｏＵ －
ｄ２

ｃ２
－ αｖ (３)

式中:ＬＩｏＵ是传统的边界框损失函数ꎬ即预测框和

真实框的交集与并集面积之比ꎻＬＣＩｏＵ是 ＹＯＬＯｖ８
原有的边界框损失函数ꎻｄ 为预测框与真实框中

心点的距离ꎻｃ 为两者最小外接矩形的对角线距

离ꎻα 是一个平衡参数ꎬ不参与梯度计算ꎻｖ 表示两

者高宽比的一致性ꎬ计算表达式如式(４)所示ꎮ

ｖ ＝ ４
π２

ａｒｃｔａｎ ｗｇ

ｈｇ

æ

è
ç

ö

ø
÷ － ａｒｃｔａｎ ｗｐ

ｈｐ

æ

è
ç

ö

ø
÷

æ

è
ç

ö

ø
÷

２

(４)

式中 ｗｇ、ｈｇ、ｗｐ、ｈｐ 代表真实框与预测框的高和宽ꎮ
尽管 ＣＩｏＵ 增强了几何约束ꎬ但其对小目标仍

较敏感[１１]ꎬ如图 ６ 所示ꎬ６ × ６ 像素小目标偏移一

格导致 ＬＣＩｏＵ从 ０􀆰 ５１ 降至 ０􀆰 ２２ꎬ而 ３６ × ３６ 像素正

常目标仅从 ０􀆰 ８９ 降至 ０􀆰 ８０ꎬ反映了其对尺度变化

的脆弱性ꎮ

图 ６　 ＣＩｏＵ 对不同尺度目标的敏感差异

Ｆｉｇ. ６　 Ｔｈｅ ｓｅｎｓｉｔｉｖｉｔｙ ｄｉｆｆｅｒｅｎｃｅ ｏｆ ＣＩｏＵ ｆｏｒ
ｔａｒｇｅｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｃａｌｅｓ

　 　 为缓解此问题ꎬ有学者使用 ＮＷＤ 作为 ＩｏＵ
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的替代[６] [９]ꎮ 该方法首先将预测框与真实框分别

建模为二维高斯分布 Ｎｐ 和 Ｎｇꎮ 然后计算两个高

斯分布的二阶 Ｗａｓｓｅｒｓｔｅｉｎ 距离并进行归一化以衡

量预测框和真实框的相似度ꎮ 使用 ＮＷＤ 作为损

失函数的计算表达式如式(５)所示ꎮ

ＬＮＷＤ ＝ ｅｘｐ －
(Ｗ２

２(ＮｐꎬＮｇ))
Ｄ

æ

è
ç

ö

ø
÷ (５)

式中:ＬＮＷＤ代表使用 ＮＷＤ 作为损失函数ꎻＤ 为平

衡因子ꎬ是一个常数ꎻＷ２
２(ＮｐꎬＮｇ)表示二维高斯分

布 Ｎｐ 和 Ｎｇ 的二阶 Ｗａｓｓｅｒｓｔｅｉｎ 距离ꎬ其计算公式

如式(６)所示ꎮ

Ｗ２２(ＮｐꎬＮｇ) ＝ ｚ２ ＋
ｈｐ

２ －
ｈｇ

２
æ

è
ç

ö

ø
÷

２

＋ ｗｐ

２ －
ｗｇ

２
æ

è
ç

ö

ø
÷

２

(６)

式中 ｚ 为预测框与真实框的中心点距离ꎮ
ＮＷＤ 的优势在于即使边界框无重叠亦能提

供平滑梯度ꎬ且对目标尺度不敏感ꎬ适合小目标匹

配ꎮ 然而ꎬ由式(６)可以看出ꎬＮＷＤ 未考虑边框

面积重叠信息ꎬ难以准确反映边界框的定位质量ꎮ
其对边界框评估的缺点如图 ７ 所示ꎬ预测框中心

在不同位置时ꎬＬＮＷＤ变化不大ꎬ但 ＬＩｏＵ差异显著ꎬ
说明其评估能力仍有不足ꎮ

图 ７　 ＮＷＤ 对边界框评估的缺点

Ｆｉｇ. ７　 ＮＷＤ’ｓ ｓｈｏｒｔｃｏｍｉｎｇｓ ｆｏｒ ｂｏｘ ｅｖａｌｕａｔｉｏｎ

　 　 为此ꎬ本文在引入 ＮＷＤ 的同时保留了 ＣＩｏＵ
对面积重叠的度量能力ꎬ但是降低了 ＣＩｏＵ 在边界

框回归损失中的比重ꎬ以降低其对小目标过于敏

感的影响ꎬ且 ＮＷＤ 能更好评判预测框与真实边

界框的相似程度ꎮ 本文改进后的损失函数 ＮＷＤ＿
ＣＩｏＵ 计算表达式如式(７)所示ꎬ其中 λ∈[０ꎬ１]ꎬ
是一个超参数ꎬ表示 ＣＩｏＵ 所占的比重ꎮ

ＬＮＷＤ＿ＣＩｏＵ ＝ λ × ＬＣＩｏＵ ＋ (１ － λ) × ＬＮＷＤ (７)
式中 ＬＮＷＤ＿ＣＩｏＵ表示 ＮＷＤ＿ＣＩｏＵ 的损失函数值ꎮ

３　 实验结果与分析

３􀆰 １　 数据集与评估指标
本文的实验数据集是名为 ＭＴ２６９ 的手机元

件ꎬ缺陷类别有长芽、牙缺、齿边、崩边、ＣＤ 纹不良

等ꎮ ＣＤ 纹不良主要是 ＣＤ 纹区域的各种点子、异
物、划伤等ꎬ长芽、牙缺、齿边均发生于油墨区边

缘ꎮ 其中长芽是边缘油墨多出ꎬ导致原有的白色

玻璃位置为黑色油墨ꎬ环光图下透光玻璃为灰色ꎬ
表现为深灰区域突出ꎻ牙缺是由于油墨区边缘油

墨缺少ꎬ导致原来的灰色油墨位置为白色ꎬ环光图

下表现为浅灰色有突出小块ꎻ齿边ꎬ表现为油墨印

刷不良导致的油墨区与透光玻璃处形成长条形的

齿牙交错状ꎻ崩边出现于产品最外侧油墨带边缘

破损、裂纹等ꎮ 各类缺陷如图 ８ 所示ꎮ 数据集共

有 １ ６１９ 张图ꎬ按 ８ ∶ ２ 比例划分为训练集和验证

集ꎻ共有 ５３５ 个 ＣＤ 纹、５６２ 个崩边、４６１ 个长芽、
４９３ 个齿边、４４１ 个牙缺ꎮ

图 ８　 各类缺陷示例图

Ｆｉｇ. ８　 Ｓａｍｐｌｅ ｉｍａｇｅｓ ｗｉｔｈ ｖａｒｉｏｕｓ ｄｅｆｅｃｔｓ

　 　 缺陷的尺度分布如图 ９ 所示ꎬ可以看到大部分

目标的宽高不足输入图片尺度宽高的 ０􀆰 ０３ꎬ本文输

入图像尺度为 １ ０２４ × １ ０２４ꎬ则大部分缺陷目标的

尺度不到 ３０ ×３０ꎮ 小目标的定义有两种ꎬ绝对小目

标和相对小目标ꎬ绝对小目标是指检测目标的尺度

小于 ３２ ×３２ꎻ相对小目标是指检测目标的宽高不到

输入图像宽高的０􀆰 １ꎮ本文检测的缺陷明显满足

图 ９　 缺陷尺度分布

Ｆｉｇ. ９　 Ｄｅｆｅｃｔ ｄａｔａ ｓｃａｌｅ ｄｉｓｔｒｉｂｕｔｉｏｎ
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小目标的定义ꎮ 其中数据集中的中大目标只来自

齿边缺陷ꎬ虽然中大目标占比不高ꎬ但是原始的

ＹＯＬＯｖ８ｓ 对中大目标已拥有不错的检测精度ꎬ且
改进模型中未对其精度有明显影响ꎬ故不存在因

为其占比较少导致模型对其关注度不够的情况ꎮ
此外ꎬＹＯＬＯｖ８ｓ 自带的数据增强起到了一定的平

衡样本作用ꎮ
为了验证改进算法的有效性ꎬ本文采用目标

检测中常用的评估指标 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ＠ ５０ 和

ｍＡＰ＠５０∶ ９５ 对算法性能进行评估ꎬ这些指标能够

综合反映算法对各缺陷类别的检测性能ꎬ对模型

提供客观的性能评判ꎮ
３􀆰 ２　 实验环境

本文训练过程中使用的硬件设 备 为 １６
ＧＢｘ２ＮＶＩＤＩＡ Ｔｅｓｌａ Ｖ１００ 显卡ꎬ ｐｙｔｏｒｃｈ 框架为

２􀆰 ０􀆰 ０ꎬ Ｐｙｔｈｏｎ 版 本 为 １􀆰 ９􀆰 １２ꎬ ＣＵＤＡ 版 本 为

１１􀆰 ７ꎮ 具体实验的参数设置如表 １ 所示ꎮ

表 １　 实验参数设置表

Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇｓ

参数 设置 参数 设置

Ｅｐｏｃｈ ５００ Ｌｒ０ ０􀆰 ０１

Ｉｍｇｓｚ １ ０２４ Ｌｒｆ ０􀆰 ０１

Ｐａｔｉｅｎｃｅ １００ Ｗｏｒｋｅｓ ８

Ｂａｔｃｈ ８ Ｏｐｔｅｒｍｉｚｅｒ Ａｕｔｏ

ａＭＰ Ｆａｌｓｅ Ｍｏｓａｉｃ ０

λ ０􀆰 ５ ｍ ２

　 　 表 １ 中 λ 为 ＣＩｏＵ＿ＮＷＤ 中 ＣＩｏＵ 所占的比

重ꎬ为确定在本文数据集上 λ的最优取值ꎬ通过不

同 λ取值的 ＣＩｏＵ＿ＮＷＤ 作为 ＹＯＬＯｖ８ 的边界框

损失函数ꎬ其性能对比如表 ２ 所示ꎮ

表 ２　 不同 λ取值的性能对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ λ ｖａｌｕｅｓ

λ 取值 Ｆ１￣Ｓｃｏｒｅ / ％ ｍＡＰ＠５０ / ％ ｍＡＰ＠５０∶ ９５ / ％

０􀆰 １ ７５􀆰 ０ ７６􀆰 ６ ４９􀆰 ５

０􀆰 ３ ７６􀆰 ０ ７６􀆰 ５ ４８􀆰 ３

０􀆰 ５ ７６􀆰 ０ ７７􀆰 ５ ４９􀆰 ０

０􀆰 ７ ７５􀆰 ０ ７６􀆰 ９ ４９􀆰 １

０􀆰 ９ ７６􀆰 ０ ７６􀆰 ８ ４８􀆰 ７

　 　 由表 ２ 可知ꎬ当 λ ＝ ０􀆰 ５ 时ꎬ其 ｍＡＰ＠ ５０ 最

优ꎬ故后续实验中 λ的设定均为 ０􀆰 ５ꎮ
本文通过将改进后算法的参数 ｍ 分别设定为

２、４、８ 进行实验ꎬ其性能对比如表 ３ 所示ꎮ

表 ３　 ｍ 取不同值的性能对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｍ ｖａｌｕｅｓ

ｍ 取值 Ｆ１￣Ｓｃｏｒｅ / ％ ｍＡＰ＠５０ / ％ ｍＡＰ＠５０∶ ９５ / ％

２ ７９􀆰 ０ ８０􀆰 ７ ５０􀆰 ６

４ ７７􀆰 ０ ８０􀆰 ６ ５０􀆰 ４

８ ７８􀆰 ０ ８０􀆰 ３ ５１􀆰 １

　 　 由表 ３ 可知ꎬ当 ｍ ＝ ２ 时ꎬ其 ｍＡＰ＠ ５０ 最优ꎬ
故后续实验中的 ｍ 设定均为 ２ꎮ
３􀆰 ３　 消融实验

为了验证本文各模块改进的有效性ꎬ将上文

提到的模块 ＳＷＳ、ＡｕｇＳＰＰＦ＿ＳＷＳ、ＮＷＤ＿ＣＩｏＵ 进

行消融实验ꎬ并使用 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ＠ ５０ 与 ｍＡＰ
＠５０∶ ９５、计算量(ＧＦＬＯＰＳ)、参数量指标对实验

结果进行评估ꎮ 使用 ＹＯＬＯｖ８ｓ 作为基线模型ꎬ消
融实验的结果如表 ４ 所示ꎮ

表 ４　 消融实验结果评价

Ｔａｂｌｅ ４　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ａｎａｌｙｓｉｓ

实验组号 ＳＷＳ ＡｕｇＳＰＰＦ＿ＳＷＳ ＮＷＤ＿ＣＩｏＵ 参数量 / １０６ ＧＦＬＯＰｓ Ｆ１￣Ｓｃｏｒｅ / ％ ｍＡＰ＠５０ / ％ ｍＡＰ＠５０∶ ９５ / ％

１ １１􀆰 １４ ２８􀆰 ７ ７５􀆰 ０ ７６􀆰 ８ ４８􀆰 ２
２ √ １１􀆰 １４ ２８􀆰 ７ ７５􀆰 ０ ７８􀆰 ３ ５０􀆰 ０
３ √ １１􀆰 ４０ ２８􀆰 ９ ７３􀆰 ０ ７３􀆰 ２ ４５􀆰 ２
４ √ １１􀆰 １４ ２８􀆰 ７ ７６􀆰 ０ ７７􀆰 ５ ４９􀆰 ０
５ √ √ １１􀆰 ４０ ２８􀆰 ９ ７７􀆰 ０ ７７􀆰 ９ ４９􀆰 ０
６ √ √ １１􀆰 １４ ２８􀆰 ７ ７７􀆰 ０ ７９􀆰 ５ ５１􀆰 ０
７ √ √ １１􀆰 ４０ ２８􀆰 ９ ８０􀆰 ０ ８０􀆰 ４ ５１􀆰 ５
８ √ √ √ １１􀆰 ４０ ２８􀆰 ９ ７９􀆰 ０ ８０􀆰 ７ ５０􀆰 ６

　 　 从表 ４ 可知ꎬ本文改进后的算法相较于原算

法 ＧＦＬＯＰｓ 仅上涨了 ０􀆰 ２ 的情况下ꎬ其 Ｆ１￣Ｓｃｏｒｅ、
ｍＡＰ＠５０、ｍＡＰ＠ ５０∶ ９５ 分别上升了 ４􀆰 ０、３􀆰 ９、２􀆰 ４
个百分点ꎬ达到了 ７９􀆰 ０％ 、８０􀆰 ７％ 与 ５０􀆰 ６％ ꎮ 单

独添加 ＳＷＳ 时ꎬ其 ｍＡＰ＠ ５０、ｍＡＰ＠ ５０∶ ９５ 较原

始算法分别提高了 １􀆰 ５、１􀆰 ８ 个百分点ꎬ说明了

ＳＷＳ 对改善小目标特征提取的有效性ꎮ 单独将

ＣＩｏＵ 替换为 ＮＷＤ＿ＣＩｏＵꎬ其 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ＠ ５０、
ｍＡＰ＠ ５０ ∶ ９５ 达到了 ７６􀆰 ０％ 、７７􀆰 ５％ 、４９􀆰 ０％ ꎬ说
明了 ＮＷＤ＿ＣＩｏＵ 对小目标有着更好的梯度回传ꎮ
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当单独加入 ＡｕｇＳＰＰＦ＿ＳＷＳ 时ꎬ虽然加入了全局

视角信息和背景信息ꎬ然而由于 ＣＩｏＵ 对于小目标

的敏感性ꎬ导致模型没有利用好其提供的丰富信

息ꎬ反而干扰了小目标的检测ꎮ 使用 ＮＷＤ＿ＣＩｏＵ
的同时加入 ＡｕｇＳＰＰＦ＿ＳＷＳ 比单独使用 ＮＷＤ＿
ＣＩｏＵ 的 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ＠５０、ｍＡＰ＠ ５０∶ ９５ 分别提

升了 ４􀆰 ０、２􀆰 ９、２􀆰 ５ 个百分点ꎬ说明使用 ＡｕｇＳＰＰＦ＿
ＳＷＳ 提供的丰富信息和重要区域聚焦能力对小

目标的有效性ꎮ 最后ꎬ本文同时改进三个模块比

其他所有实验的 ｍＡＰ＠ ５０ 都要高ꎬ表明三个改进

模块在最终改进模型中都发挥了作用ꎬ证明了改

进后算法的有效性ꎮ
　 　 为进一步验证 ＮＷＤ＿ＣＩｏＵ 对训练稳定性的

影响ꎬ图 １０ 展示了 ＹＯＬＯｖ８ｓ 与使用 ＮＷＤ＿ＣＩｏＵ
改进后的模型在训练与验证阶段的边框损失

曲线ꎮ

图 １０　 边框损失曲线对比

Ｆｉｇ. １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｂｏｘ＿ｌｏｓｓ￣Ｅｐｏｃｈ ｃｕｒｖｅｓ

　 　 由图 １０可以观察到ꎬ虽然 ＮＷＤ＿ＣＩｏＵ 的损失

数值在整体上略高ꎬ但是因为 ＮＷＤ＿ＣＩｏＵ 保留了

ＣＩｏＵ 的情况下引入了 ＮＷＤꎮ 可以看到 ＮＷＤ＿
ＣＩｏＵ 收敛速度相对较快ꎬ其下降趋势更加平稳ꎬ
波动幅度显著小于基线模型ꎬ表明 ＮＷＤ＿ＣＩｏＵ 在

训练过程中提供了更加平滑的梯度信号ꎬ有效减

缓了因小目标带来的优化不稳定问题ꎮ
特别地ꎬ对于小目标占比较高的检测任务而

言ꎬ稳定的优化过程有助于模型更充分地学习空

间位置信息ꎬ从而提升最终的检测精度ꎮ
３􀆰 ４　 对比实验

为了检验本文算法改进的有效性ꎬ将本文算

法与目前主流的工业缺陷检测模型进行对比ꎬ同
时还 将 其 与 最 新 的 小 目 标 检 测 算 法 ＳＯＤ￣
ＹＯＬＯｖ８[１３]、ＬＥＡＦ￣ＹＯＬＯ[１４]进行对比ꎬ其结果如

表 ５ 所示ꎮ

表 ５　 对比实验表

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

模型 参数量 / １０６ ＧＦＬＯＰｓ Ｆ１￣Ｓｃｏｒｅ / ％ ｍＡＰ＠５０ / ％ ｍＡＰ＠５０∶ ９５ / ％

Ｙｏｌｏｖ８ｓ １１􀆰 １４ ２８􀆰 ７ ７５􀆰 ０ ７６􀆰 ８ ４８􀆰 ２

ＹＯＬＯｖ８ｍ ２５􀆰 ８６ ７９􀆰 １ ７６􀆰 ０ ７７􀆰 ３ ４８􀆰 ２

ＹＯＬＯｖ１１ｓ ９􀆰 ４３ ２１􀆰 ６ ５５􀆰 ０ ５４􀆰 ３ ２８􀆰 ６

ＹＯＬＯｖ１２ｓ ９􀆰 ２６ ２１􀆰 ５ ５８􀆰 ０ ５４􀆰 ５ ２７􀆰 ８

ＲＴ － ＤＥＴＲ ３２􀆰 ８２ １０８􀆰 ０　 ５２􀆰 ０ ５１􀆰 ２ ２７􀆰 １

ＹＯＬＯＸ ８􀆰 ９４ 　 ３４􀆰 １０７ ６３􀆰 ０ ６４􀆰 １ ３８􀆰 ２

ＳＯＤ￣ＹＯＬＯｖ８ １１􀆰 ９０ ３８􀆰 ２ ５６􀆰 ０ ５５􀆰 ０ ２８􀆰 ７

ＬＥＡＦ￣ＹＯＬＯ ４􀆰 ２７ ２１􀆰 １ ６９􀆰 ０ ７０􀆰 ４ ４０􀆰 ８

ＹＯＬＯｖ８ｎ ３􀆰 ０１ 　 ８􀆰 ２ ７０􀆰 ０ ７１􀆰 ７ ４２􀆰 ９

ＹＯＬＯｖ８ｎ ＋本文改进 ３􀆰 ０８ 　 ８􀆰 ３ ７３􀆰 ０ ７４􀆰 ８ ４６􀆰 ８

本文算法 １１􀆰 ４０ ２８􀆰 ９ ７９􀆰 ０ ８０􀆰 ７ ５０􀆰 ６

　 　 由表 ５ 可知ꎬ本文改进算法的 ＧＦＬＯＰｓ 较原算 法只提升了 ０􀆰 ２ꎬ其 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ＠５０、ｍＡＰ＠５０∶９５
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却达到了 ７９􀆰 ０％ 、８０􀆰 ７％ 、５０􀆰 ６％ ꎬ比 ＧＦＬＯＰｓ 达

到 ７９􀆰 １ 的 ＹＯＬＯｖ８ｍ 高出了 ３􀆰 ０、３􀆰 ４、２􀆰 ４ 百分点ꎮ
同时本文使用了 ＲＴ￣ＤＥＴＲ、ＹＯＬＯＸ、ＹＯＬＯｖ１１、
ＹＯＬＯｖ１２等为主流的实时性目标检测算法ꎬ从表 ５
可以看到ꎬ本文算法的 Ｆ１￣Ｓｃｏｒｅ、ｍＡＰ＠５０与 ｍＡＰ＠
５０∶９５都是最高的ꎬ且其ＧＦＬＯＰｓ 比ＹＯＬＯＸ、ＲＴ￣ＤＥ￣
ＴＲ 更低ꎬ比 ＹＯＬＯｖ１１ｓ、ＹＯＬＯｖ１２ｓ 只增加了不到

７􀆰 ５ꎮ ＳＯＤ￣ＹＯＬＯｖ８、ＬＥＡＦ￣ＹＯＬＯ 为针对小目标

检测的最新算法ꎬ可以看到ꎬ本文改进后算法的多

个指标优于这两个算法ꎮ 最后ꎬ本文在更小规模

的 ＹＯＬＯｖ８ｎ 算 法 中 进 行 了 相 同 的 改 进ꎬ 在

ＧＦＬＯＰｓ 只增加了 ０􀆰 １ 的情况下ꎬＦ１￣Ｓｃｏｒｅ、ｍＡＰ＠
５０、ｍＡＰ＠ ５０∶ ９５ 分别提高了 ３􀆰 ０、３􀆰 １、３􀆰 ９ 个百分

点ꎮ 以上对比实验证明了本文算法改进的有效性ꎮ
为验证所提算法的鲁棒性ꎬ本文选取西北工业

大学发布的 ＮＷＰＵ ＶＨＲ￣１０ 数据集ꎬ将改进前后算

法的实验结果进行对比ꎬ结果如表 ６所示ꎮ

表 ６　 ＮＷＰＵ ＶＨＲ￣１０ 数据集上模型性能对比

Ｔａｂｌｅ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌｓ ｏｎ ｔｈｅ
ＮＷＰＵ ＶＨＲ￣１０ ｄａｔａｓｅｔ

模型 Ｆ１￣Ｓｃｏｒｅ / ％ ｍＡＰ＠５０ / ％ ｍＡＰ＠５０∶ ９５ / ％

ＹＯＬＯｖ８ｓ ９１􀆰 ０ ９４􀆰 ７ ６７􀆰 ３
本文算法 ９１􀆰 ０ ９５􀆰 ５ ６８􀆰 ６

　 　 由表 ６可知ꎬ本文改进后算法在 ＮＷＰＵ ＶＨＲ￣
１０数据集上较原 ＹＯＬＯｖ８ｓ 在 ｍＡＰ＠５０ 与 ｍＡＰ＠
５０∶９５方面均有提高ꎮ
３􀆰 ５　 热力图对比及检测结果示例

热力图是一种直观且强大的可视化方式ꎬ可
以明显表示模型关注的重点区域ꎮ 本文改进前后

的模型热力图对比如图 １１ 所示ꎬ可以很明显地看

到ꎬ改进后的模型能够更加关注缺陷位置及缺陷

附近的区域ꎮ

图 １１　 热力图对比

Ｆｉｇ. １１　 Ｈｅａｔｍａｐｓ ｃｏｍｐａｒｉｓｏｎｓ

　 　 图 １２ 为模型改进前后检测结果对比图ꎬ可以

看到对于模型改进前无法检出的微小缺陷ꎬ改进

后的模型能够将其检出ꎬ说明本文改进后的模型

对小目标检测具有更良好的性能ꎮ

图 １２　 检测结果图对比

Ｆｉｇ. １２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｄｉａｇｒａｍｓ

４　 结论

本文针对 ＹＯＬＯｖ８ 检测手机元件缺陷时检测

性能不佳的问题ꎬ首先使用切片操作改进了轻量

化的 ＳｉｍＡＭꎬ使其能够更好地聚焦于小目标所需

要的重要特征ꎬ将其嵌入 Ｂａｃｋｂｏｎｅ 中的 Ｃｏｎｖ 块

之后ꎬ有效保留了更多小目标的重要信息ꎬ避免小

目标在提取特征后信息损失严重等问题ꎻ并设计

了改进的多尺度特征融合模块 ＡｕｇＳＰＰＦ＿ＳＷＳꎬ其
在原有 ＳＰＰＦ 的基础上加入了丰富的全局信息ꎬ并
将 ＳＷＳ 嵌入其中ꎬ使得模型能够更好地聚焦于丰

富信息中的重要部分ꎬ帮助模型更好地做出判断ꎻ
另外在对小目标敏感的 ＣＩｏＵ 损失函数中加入

ＮＷＤꎬ缓解了 ＣＩｏＵ 对小目标敏感的问题ꎬ同时避

免了简单使用 ＮＷＤ 替换 ＣＩｏＵ 而导致的对边界

框重叠度判断不精确的问题ꎮ
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ｄｅｆｅｃｔ ｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ＹＯＬＯｖ８[ Ｊ] . ＳｉｇｎａｌꎬＩｍａｇｅ
ａｎｄ Ｖｉｄｅｏ Ｐｒｏｃｅｓｓｉｎｇꎬ２０２５ꎬ１９(４):２８５.

[１７] Ｙａｏ ＬꎬＺｈａｏ ＢꎬＷａｎｇ Ｘ Ｈꎬｅｔ ａｌ. Ａ ｄｅｔｅｃｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｆｏｒ
ｓｕｒｆａｃｅ ｄｅｆｅｃｔｓ ｏｆ ｐｒｉｎｔｅｄ ｃｉｒｃｕｉｔ ｂｏａｒｄ ｂａｓｅｄ ｏｎ ｉｍｐｒｏｖｅｄ
ＹＯＬＯｖ８[Ｊ] . ＩＥＥＥ Ａｃｃｅｓｓꎬ２０２４ꎬ１２:１７０２２７ － １７０２４２.

[１８] 成顺ꎬ李建荣ꎬ王志乾ꎬ等. 基于 ＹＯＬＯｖ８ 轻量化水下光学

图像识别算法[ Ｊ] . 激光与光电子学进展ꎬ２０２５ꎬ６２ (４):
３９２ － ４０２.
Ｃｈｅｎｇ ＳꎬＬｉ Ｊ ＲꎬＷａｎｇ Ｚ Ｑꎬｅｔ ａｌ. Ｌｉｇｈｔｗｅｉｇｈｔ ｕｎｄｅｒｗａｔｅｒ ｏｐ￣
ｔｉｃａｌ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ＹＯＬＯｖ８[ Ｊ] . Ｌａ￣
ｓｅｒ ＆ Ｏｐｔｏｅｌｅｃｔｒｏｎｉｃｓ Ｐｒｏｇｒｅｓｓꎬ２０２５ꎬ６２ (４):３９２ － ４０２. ( ｉｎ
Ｃｈｉｎｅｓｅ)

(责任编辑:和晓军)

０４ 沈　 阳　 理　 工　 大　 学　 学　 报　 　 第 ４５ 卷


