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摘　 要: 针对土石坝沉降预测模型中回归模型易受多重共线性影响, 神经网络模型存在过拟合、 局部

极值陷阱以及超参数难以确定等问题, 提出了一种基于经验模态分解(EMD)和长短期记忆神经网络

(LSTM)的优化模型。 首先, 通过 EMD 对全球导航卫星系统(GNSS)测点的时间序列数据进行多尺度

分解, 提取趋势和周期成分。 然后, 利用主成分分析(PCA)筛选关键影响因子, 减少数据维度, 提

高模型的泛化能力。 最后, 采用 LSTM 构建时间序列模型, 并通过鲸鱼优化算法(WOA)优化 LSTM 的

超参数, 以提升模型的预测精度和收敛速度。 实验结果表明, 该模型在土石坝沉降预测中具有显著的

优势, 均方误差(MSE)为 7. 070 1, 平均绝对误差(MAE)为 1. 885 9, 拟合优度(R2)为 99. 83%。 与传

统方法相比, 该模型在降噪、 特征捕捉和超参数优化等方面均有明显提升, 可为土石坝沉降提供可靠

的预测方案。
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Abstract:
 

In
 

response
 

to
 

the
 

challenges
 

faced
 

by
 

settlement
 

prediction
 

models
 

for
 

earth-rock
 

dams,
 

such
 

as
 

the
 

susceptibility
 

of
 

regression
 

models
 

to
 

multicollinearity,
 

and
 

issues
 

like
 

overfitting,
 

local
 

minima
 

traps,
 

and
 

difficulty
 

in
 

determining
 

hyperparameters
 

in
 

neural
 

network
 

models,
 

an
 

optimized
 

model
 

was
 

proposed
 

based
 

on
 

Empirical
 

Mode
 

Decomposition
 

( EMD)
 

and
 

Long
 

Short-Term
 

Memory
 

(LSTM)
 

neural
 

networks.
 

Firstly,
 

EMD
 

is
 

employed
 

to
 

perform
 

multi-scale
 

decomposition
 

of
 

time
 

series
 

data
 

from
 

Global
 

Navigation
 

Satellite
 

System
 

( GNSS)
 

measurement
 

points,
 

extracting
 

trend
 

and
 

periodic
 

components.
 

Then,
 

Principal
 

Component
 

Analysis
 

( PCA)
 

is
 

utilized
 

to
 

select
 

key
 

influencing
 

factors,
 

reducing
 

data
 

dimensionality
 

and
 

enhancing
 

the
 

generalization
 

capability
 

of
 

the
 

model.
 

Finally,
 

an
 

LSTM
 

is
 

used
 

to
 

construct
 

the
 

time
 

series
 

model,
 

and
 

the
 

Whale
 

Optimization
 

Algorithm
 

( WOA)
 

is
 

applied
 

to
 

optimize
 

the
 

hyperparameters
 

of
 

the
 

LSTM,
 

improving
 

the
 

model′ s
 

prediction
 

accuracy
 

and
 

convergence
 

speed.
 

The
 

experimental
 

result
  

show
 

that
 

this
 

model
 

offers
 

significant
 

advantages
 

in
 

the
 

settlement
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prediction
 

of
 

earth-rock
 

dams,
 

with
 

a
 

Mean
 

Squared
 

Error
 

(MSE)
 

of
 

7. 070 1,
 

a
 

Mean
 

Absolute
 

Error
 

(MAE)
 

of
 

1. 885 9,
 

and
 

a
 

coefficient
 

of
 

determination
 

(R2 )
 

of
 

99. 83%.
 

Compared
 

to
 

traditional
 

method
 

,
 

this
 

model
 

demonstrates
 

notable
 

improvements
 

in
 

noise
 

reduction,
 

feature
 

capture,
 

and
 

hyperparameter
 

optimization,
 

providing
 

an
 

accurate
 

and
 

reliable
 

solution
 

for
 

settlement
 

prediction
 

in
 

earth-rock
 

dams.
Keywords:

 

earth-rock
 

dam;
 

settlement
 

prediction;
 

model;
 

empirical
 

mode
 

decomposition
 

( EMD);
 

long
 

short-term
 

memory
 

(LSTM)

0　 引　 言

　 　 土石坝是水利工程领域最常见的筑坝形式, 其

安全运行直接关系到下游地区的防洪、 灌溉、 水电

等功能的正常发挥。 然而, 由于筑坝材料固有的物

理限制, 土石坝容易出现如渗漏、 沉降和冲刷等问

题[1] 。 这些问题不仅威胁到大坝的稳定性, 还可能

成为潜在的安全隐患。 为了确保工程的安全运行,
大多数大坝都配备了安全监测系统, 通过实时监测

多种结构和环境指标来评估大坝的运行状况。 在众

多的监测指标中, 变形监测项目被认为是最重要的

监测项目之一, 因为它能够直观、 可靠地反映大坝

的运行状态, 并实时提供坝体动态信息[2] 。 因此,
基于原型监测数据, 分析大坝变形观测数据并建立

相应的预测模型[3] , 已成为大坝安全领域的重要研

究方向。
在传统的变形预测模型中, 基于数理统计的回归

分析模型最为常见[4] , 该模型是一种确定结构变形

与相关因素之间关系的数理统计方法。 如许昌等[5]

基于主成分分析与半参数回归提出的大坝变形监测模

型, 通过降维技术提高了模型的泛化能力。 但由于原

型观测的形式越来越庞大和复杂, 需要高效的信息挖

掘来满足监测需求, 这些方法不能有效解决影响因素

之间的多重共线性问题, 容易受到不确定性的干扰,
导致模型预测精度较差。

随着大坝安全监测理论和人工智能技术的不断进

步, 支持向量机、 极限学习机、 人工神经网络等基于

神经网络的机器学习模型被广泛应用于变形预测模型

中, 在解决监测模型中的不确定性和非线性问题方面

表现出独特的优势。 这些方法在一定程度上改善了水

利信息化建设以监测仪器和信息集成系统为主的现

状。 如 KAO 和 LOH[6]采用人工神经网络方法提取大

坝变形特征, 并预测大坝长期静变形。 CHEN 等[7] 利

用径向基神经网络和核主成分分析建立了土坝安全监

测模型。 XIN 等[8]为提高桥梁结构变形预测精度, 建

立了 Kalman-ARIMA 模型。 LUO 等[9] 提出了一种基

于 EMD-SVR-WNN 的结构沉降预测模型。 然而, 这

些机器学习算法仍然存在过拟合、 容易陷入局部极

值、 难以确定模型超参数等问题。
为了解决土石坝沉降预测中多重共线性、 复杂非

线性特征, 以及传统机器学习算法容易过拟合、 陷入

局部最优、 超参数难以优化等问题, 本文提出了一种

基于 EMD-PCA-LSTM-WOA( EPLW)组合模型的创新

性沉降预测方法。 该方法采用分解-聚合的策略: 首

先, 通过 EMD 将沉降数据分解并分类为趋势序列和

周期序列, 分别进行针对性的预测, 从而有效捕捉不

同时间尺度下的特征变化; 然后, 利用 PCA 对周期

特征序列进行降维处理, 减少冗余信息并控制误差的

累积; 最后, 结合 LSTM 模型在长时间序列预测中的

优势, 并通过 WOA 算法自动优化超参数, 进一步提

升预测的精度和可靠性。 通过分解、 分类、 降维、 优

化、 预测、 聚合的流程, 各技术优势得以充分发挥,
为土石坝沉降提供了一种更加精确、 高效的预测

方案。

1　 基本原理与背景介绍

　 　 本文采用经验模态分解和长短期记忆人工神经网

络为主要架构, 结合主成分分析和鲸鱼优化算法构建

土石坝沉降预测模型。
1. 1　 经验模态分解

　 　 经验模态分解 ( Empirical
 

Mode
 

Decomposition,
EMD) [10]是一种数据驱动的信号处理方法, 适用于非

线性和非平稳信号的分析, EMD 分解过程如图 1 所

示。 由于土石坝的沉降受筑坝材料、 水位、 温度等诸

多影响因素的影响, 沉降规律往往呈现出复杂的非线

性特征。 此外, 沉降也会随时间呈现不同的趋势和波

动, 例如在初期沉降速率较快, 随后逐渐减缓直至趋

于稳定。 EMD 无需预设基函数, 通过自适应算法提

取信号的局部和非线性特征, 在处理复杂非线性信号

时具备更大的优势。
相比 之 下, 傅 里 叶 变 换 ( Fourier

 

Transform,
 

FT) [11]假设信号是线性和平稳的, 虽然能够分解周

期性信号, 但难以捕捉土石坝沉降中的局部非线性变

化。 小波变换( Wavelet
 

Transform,
 

WT) [14] 虽然能够
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同时进行时域和频域的局部分析, 但其结果依赖于预

设的基函数, 基函数选择不当会影响分析精度。 且小

波变换对参数如尺度和分解级数较为敏感, 处理复杂

信号的灵活性有限。

图 1　 EMD分解流程

1. 2　 长短期记忆人工神经网络

　 　 长短期记忆人工神经网络 ( Long
 

Short-Term
 

Memory,
 

LSTM ) [13] 是一种特殊的递归 神 经 网 络

(Recurrent
 

Neural
 

Network,
 

RNN) [14] , 能够有效捕捉

数据中的长短期依赖关系。 传统的 RNN 在处理长序

列数据时, 容易出现梯度消失或梯度爆炸问题, 使得

模型难以记住较远的历史信息。 LSTM 通过引入记忆

单元和门控机制(见图 2), 使模型能够选择性地保留

或遗忘信息, 增强了对长时间序列的建模能力。 沉降

数据往往具有复杂的时间依赖性和非线性特征,
LSTM 可以通过其结构能够同时处理短期波动和长期

趋势, 有效地捕捉这些特征。
相比之下, 支持向量机( Support

 

Vector
 

Machine,
 

SVM) [15]在小样本情况下表现优异, 但在处理具有复

杂时间依赖关系的大规模时间序列数据时, 其性能可

能受到限制。 反向传播神经网络 ( Backpropagation
 

Neural
 

Network,
 

BP) [16] 尽管具有较强的非线性建模

能力, 但其结构较为简单, 无法有效捕捉长时间依赖

信息。 XGBoost( Extreme
 

Gradient
 

Boosting) [17] 是一种

基于树模型的提升算法, 在处理结构化数据时具有较

高的预测精度。 然而, 对于时间序列数据中时间依赖

性的建模能力有限, 尤其在处理长期依赖特征时显得

不足。

图 2　 LSTM内部结构

1. 3　 主成分分析

　 　 主 成 分 分 析 ( Principal
 

Component
 

Analysis,
 

PCA) [18] 是一种应用于数据降维的线性代数方法,
通过正交变换生成按方差大小排序的主成分, 以保

留尽可能多的信息并减少维度。 结合 EMD 应用时,
EMD 分解非线性非平稳信号, PCA 对分解后的特征

序列降维, 创新性地解决了误差累积问题, 既能捕

捉细节, 又简化数据结构, 兼顾精度与计算复

杂性。
相比之下, 独立成分分析(ICA)擅长提取非高斯

特征, 能够捕捉非线性特征, 但计算复杂且对数据分

布有严格要求。 自编码器( Autoencoder) [19] 利用神经

网络处理非线性特征, 适合高维数据, 但训练复杂、
资源消耗大。 t-SNE ( t-distributed

 

Stochastic
 

Neighbor
 

Embedding) [20]主要用于数据可视化, 保留局部结构

并直观展示群体关系, 但计算复杂, 运行时间长, 不

适合大规模数据集。
1. 4　 鲸鱼优化算法

　 　 鲸鱼优化算法 ( Whale
 

Optimization
 

Algorithm,
 

WOA) [21]模拟座头鲸的狩猎行为, 通过包围猎物和

更新猎物位置的机制, 实现强大的全局搜索能力和较

快的收敛速度, 算法如图 3 所示。 WOA 尤其适用于

优化 LSTM 网络的超参数设置, 如学习率、 批量大小

和隐藏层单元数等。 相比于传统的手动调整方法,
WOA 能够在广阔的超参数搜索空间中快速逼近最优

解, 从而显著提升 LSTM 模型的预测精度和收敛速度。
相 比 之 下, 粒 子 群 优 化 ( Particle

 

Swarm
 

Optimization,
 

PSO) [22]虽然在局部搜索方面表现出色,
但在高维问题中容易陷入局部最优。 WOA 通过模拟
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鲸鱼的气泡网行为, 有效避免了这一问题, 增强了全

局搜索能力。 遗传算法(Genetic
 

Algorithm,
 

GA) [23] 虽

然能处理复杂优化问题, 但计算成本较高, 尤其在大

规模数据集上。 相比之下, WOA 操作更简洁, 参数

更少, 能 更 快 找 到 优 解。 模 拟 退 火 ( Simulated
 

Annealing,
 

SA) [24] 虽能避免局部最优, 但收敛速度

慢, 在高维空间中表现不佳, 而 WOA 在全局搜索和

收敛速度上均优于 SA, 并具备较低的计算复杂度和

更少的参数需求。

图 3　 模型预测流程

2　 基于 EMD-PCA-LSTM-WOA(EPLW) 的

建模

　 　 为了构建基于 EMD-LSTM, 并结合 PCA 和 WOA
优化的土石坝沉降预测模型。 首先, 对原始数据进行

预处理, 包括缺失值处理、 数据漂移校正等。 然后,
应用 EMD 方法将沉降时间序列分解为若干本征模态

函数和一个残差项, 并将其分类为趋势序列和周期序

列。 接着, 利用 PCA 进行线性降维, 以提取主要成

分并减少数据维度, 同时保留关键信息。 处理后的数

据被输入 LSTM 网络以捕捉沉降序列中的复杂非线性

特征。 为优化 LSTM 的超参数, 引入 WOA 算法, 通

过全局搜索提高模型的预测精度和稳定性。 最后, 将

预测结果与实际观测数据对比, 并使用多种评估指标

评估模型性能。 图 3 展示了基于 EPLW 的沉降预测模

型的完整流程。

2. 1　 数据预处理

2. 1. 1　 异常数据识别

使用统计分析法识别异常数据。 首先计算数据的

均值(μ)和标准差(σ), 并设定阈值为均值±3 倍标准

差(μ± 3σ)。 数据点若超出此范围, 则被视为异常

值, 并予以剔除。
2. 1. 2　 缺失值处理

缺失值处理采用线性插值法。 设缺失数据点为

xmissing, 相邻的已知数据点为 xi -1 和 xi +1, 线性插值

计算公式为

xmissing = xi-1 +
(xi +1 - xi-1)

2
(1)

2. 1. 3　 数据漂移校正
 

数据漂移由测量设备老化、 环境变化等因素引

起, 导致数据逐渐偏离真实值。 使用移动平均法来减

小漂移影响。 具体方法是使用滑动窗口进行平滑处

理, 计算公式为

x- t =
1
w ∑

w-1

i = 0
xt -i (2)

式中, x- t 为平滑后的数据点; w 为窗口大小; xt -i 为窗

口内的原始数据点。
2. 2　 EMD 分解

2. 2. 1　 数据分解

对沉降时间序列应用经验模态分解方法, 将信号

分解为多个本征模态函数和一个残差项。
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x( t) = ∑
N

i = 1
IMF i( t) + Res( t) (3)

式中, N 是分解得到的 IMF 的数量; IMF i( t) 表示第 i
个本征模态函数; Res( t) 是残差项。
2. 2. 2　 序列分类

将分解得到的 IMF 和残差项进一步分类为趋势

序列和周期序列。
趋势序列: 包含与长期趋势相关的 IMF 和残差

项。 IMF trend( t) 是与趋势相关的 IMF。
Trend( t) = IMF trend( t) + Res( t) (4)

　 　 周期序列: 包含与周期性变化相关的 IMF。
IMF( i)

p 表示第 i 个周期性相关的 IMF, 周期 IMF 的总

数量为 P。
PeriodSequence = { IMF( i)

p | i = 1, 2, …, P} (5)
2. 3　 PCA 降维

2. 3. 1　 计算协方差矩阵

计算周期特征序列数据矩阵 X 的协方差矩阵。

C = 1
n - 1

XTX (6)

式中, C 为协方差矩阵; n 为数据点的数量。
2. 3. 2　 主成分分析

对协方差矩阵 􀰑 进行特征值分解, 得到特征值

和特征向量。 特征值分解的公式为

C = VΛVT (7)
式中, Λ 是特征值对角矩阵; V 是特征向量矩阵。 选

择前 k 个主成分, 使得累积贡献率达到设定阈值

(90%)。 具体过程如下

R =
∑

k

i = 1
λ i

∑
p

i = 1
λ i

(8)

式中, λ i 为第 i 个特征值; p 为特征值总数。 选择满

足累积贡献率 R 达到 90%的前 k 个主成分, 构建选定

主成分的特征向量矩阵 Vk。
2. 4　 LSTM 建模

2. 4. 1　 数据划分

从 EMD 分解得到的趋势项和周期项的主成分被

用作模型的输入数据。 数据集被分为训练集和测试

集, 比例为 8 ∶ 2。 训练集样本的输入数据 X train 和目

标数据 Ytrain, 测试集样本的输入数据 X test 和目标数

据 Ytest。
2. 4. 2　 LSTM 网络结构

定义 LSTM 网络的层数和每层的 LSTM 单元数。
LSTM 的计算流程为

 

ft = σ(Wf·[ht -1, X t] + bf)
it = σ(Wi·[ht -1, X t] + bi)

C~ t = tanh(WC·[ht -1, X t] + bC)

C t = ft·C t -1 + it·C
~

t

ot = σ(W0·[ht -1, X t] + b0)
ht = ot·tan h(C t)

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ï
ï

(9)

式中, ft 为遗忘系数; it 为输入系数; C~ t 为输入数据;
ot 为输入系数; bf、 bi、 bC 和 b0 为偏置项; Wf、 Wi、
WC 和 W0 为权重矩阵; σ 和 tanh 分别为 sigmoid 和双

曲正切(tanh)的激活函数。
损失函数使用均方误差(MSE), 计算公式为

MSE = 1
n ∑

n

i = 1
( ŷi - yi) 2 (10)

式中, yi 为真实值; ŷi 为预测值; n 为样本数量。
优化器使用 Adam 优化器, 设置学习率、 β1、 β2

等超参数, 以自动调整学习率并优化模型参数。
2. 4. 3　 模型训练

设置训练轮数和批次大小。 使用训练集 (X train,
Ytrain) 进行训练。 在每次训练轮数中更新模型参数,
并在每个批次中优化损失函数。
2. 4. 4　 模型预测

使用测试集 X test 进行预测, 得到预测值 Ytest。
2. 5　 WOA 优化

2. 5. 1　 初始化 WOA 参数

设置 WOA 算法的控制参数, 包括搜索空间范围

和以下参数。
(1)α: 控制鲸鱼在搜索空间中的搜索行为, 通

常在[0,
 

2]范围内变化。
(2)β: 控制鲸鱼位置更新的随机因子, 通常在

[0,
 

1]范围内。
2. 5. 2　 WOA 优化过程

鲸鱼位置更新公式如下

X t = X∗ - A· C·X∗ - X t (11)
式中, X t 为当前鲸鱼的位置; X∗ 是当前最优位置; A
和 C 是控制参数; A 通常在[0, 2]范围内变化; C 是

在[0, 1]范围内的随机数。
优化策略包括以下步骤。
(1)初始化: 随机生成一组鲸鱼位置作为初始超

参数组合。
(2) 评估适应度: 使用这些超参数组合训练

LSTM 模型, 并在测试集上计算模型的性能指标(如

MSE)。
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