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[摘要] 　 鉴于低秩矩阵最小化问题的非凸非连续ꎬ本文考虑了一种近似秩函数的非凸分式模型. 凭借非凸分式

模型的可分性特点ꎬ设计了一种对称 ＡＤＭＭ 算法来求解该模型. 区别于传统的 ＡＤＭＭꎬ该方法在乘子更新项

Λｋ＋
１
２中添加了松弛系数 αꎬ该系数有利于加速算法收敛. 在适当的假设条件下ꎬ给出了新算法的子序列收敛性和

全局收敛性. 最后ꎬ通过数值实验验证该方法的有效性.
[关键词] 　 非凸分式模型ꎬ对称 ＡＤＭＭꎬ收敛性.
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近年来ꎬ非凸低秩矩阵最小化问题被广泛应用于各个领域ꎬ如推荐系统ꎬ图像处理和机器学习

等[１－６] . 它在数学上可以表示为如下的优化问题:
ｍｉｎ
Ｘ
ｒａｎｋ(Ｘ) 　 ｓ.ｔ. Ａ(Ｘ)＝ ｂꎬ (１)

其中ꎬＡ是一个线性算子ꎬｂ 是一个向量ꎬＸ 是需要求解的未知矩阵. 如下的矩阵补全问题可以看成是问题

(１)的特例.
ｍｉｎ
Ｘ
ｒａｎｋ(Ｘ) 　 ｓ.ｔ. ＰΩ(Ｘ)＝ ＰΩ(Ｙ) .

—１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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Ｙ 是初始观测到的矩阵ꎬΩ是观测到的条目的索引集ꎬＰ 是一个线性算子保证 Ｙ 在 Ω中的元素是已知的ꎬ
其他元素未知. 然而ꎬ由于秩函数的非凸非连续ꎬ问题(１)是 ＮＰ－难的. Ｆａｚｅｌ[７]提出一种常见的秩函数的
凸近似－核范数最小化模型ꎬ它的数学表达式如下:

ｍｉｎ
Ｘ
λ‖Ｘ‖∗＋‖Ａ(Ｘ)－ｂ‖２

２ꎬ (２)
其中ꎬλ是正则化参数ꎬ‖Ｘ‖∗是 Ｘ 的所有奇异值之和. 式(２)被认为是问题(１)的最紧凸松弛ꎬ且有很多

有效的方法求解ꎬ如ꎬ奇异值阈值化(Ｓｉｎｇｕｌａｒ Ｖａｌｕｅ ＴｈｒｅｓｈｏｌｄｉｎｇꎬＳＶＴ) [１]、不动点迭代法[８] 和邻近梯度
法[９－１０]等. 但由于核范数往往受较大奇异值主导ꎬ往往会导致次优[１１] . 因此ꎬ很多非凸近似函数应运而
生. 它们能够更好地近似秩函数ꎬ常见的非凸近似有迭代加权核范数( Ｉｔｅｒａｔｉｖｅｌｙ Ｒｅｗｅｉｇｈｔｅｄ Ｎｕｃｌｅａｒ Ｎｏｒｍꎬ
ＩＲＮＮ) [１２]ꎬ分段 ｐ(０<ｐ<１)范数(Ｓｃｈａｔｔｅｎ ｐꎬＳｐ) [２]及其他.

最近ꎬ有些工作研究了一些新的非凸近似. 如ꎬＰｈａｎ等[１３]利用降维技术ꎬ即用一个小矩阵的 ＳＶＤ分解代
替原来的完全的 ＳＶＤ 分解ꎬ提出了一种加速的迭代加权核范数方法(Ａｃｃｅｌｅｒａｔｅｄ Ｉｔｅｒａｔｉｖｅｌｙ Ｒｅｗｅｉｇｈｔｅｄ
Ｎｕｃｌｅａｒ ＮｏｒｍꎬＡＩＲＮＮ) . Ｌｉ等[５]合并了 Ｓｐ 范数与封顶范数(Ｃａｐｐｅｄ Ｎｏｒｍ)ꎬ提出了一种分段封顶 ｐ(０<ｐ<１)范
数(Ｓｃｈａｔｔｅｎ Ｃａｐｐｅｄ ｐꎬＳＣｐ) . Ｇａｏ等[１４]提出了一种新的非凸分式模型ꎬ具体形式如下:

ｍｉｎ
Ｘ
λ
‖Ｘ‖∗

‖Ｘ‖Ｆ
＋ １
２
‖Ａ(Ｘ)－ｂ‖２

２ . (３)

与现有的其他非凸模型相比ꎬ问题(３)能够避免参数选择ꎬ且能更精确地近似秩函数. 因此ꎬ本文将基于问

题(３)展开算法研究.
文献[１４]中ꎬ通过引入辅助变量 Ｙꎬ重新将问题(３)写成如下可分离的形式:

ｍｉｎ
ＸꎬＹ
λ
‖Ｘ‖∗

‖Ｘ‖Ｆ
＋ １
２
‖Ａ(Ｙ)－ｂ‖２

２

ｓ.ｔ. Ｘ＝Ｙ.
(４)

利用经典的交替方向乘子法(Ａｌｔｅｒｎａｔｉｎｇ Ｄｉｒｅｃｔｉｏｎ Ｍｅｔｈｏｄ ｏｆ ＭｕｌｔｉｐｌｉｅｒｓꎬＡＤＭＭ)求解(４)ꎬ可以得到

Ｘｋ＋１∈ａｒｇ ｍｉｎ
Ｘ

L β(ＸꎬＹｋꎬΛｋ)ꎬ　 　 (５ａ)

Ｙｋ＋１ ＝ａｒｇ ｍｉｎ
Ｙ

L β(Ｘｋ
＋１ꎬＹꎬΛｋ)ꎬ (５ｂ)

Λｋ＋１ ＝Λｋ＋β(Ｘｋ＋１－Ｙｋ＋１)ꎬ (５ｃ)

ì

î

í

ï
ï

ï
ï

其中ꎬ

L β(ＸꎬＹꎬΛ)＝ λ
‖Ｘ‖∗

‖Ｘ‖Ｆ
＋ １
２
‖Ａ(Ｙ)－ｂ‖２

２＋‹ΛꎬＸ－Ｙ›＋ β
２
‖Ｘ－Ｙ‖２

Ｆꎬ (６)

Λ 是拉格朗日乘子ꎬβ是罚参数. ＡＤＭＭ在非凸两分块的向量优化问题中的分析研究有很多相关的工作ꎬ

见文献[１５－１９] . Ｗｕ等[１８]提出了一种对称的 ＡＤＭＭꎬ算法在乘子更新项 Λｋ＋
１
２中附带了一个松弛系数 α∈

(－１ꎬ１)ꎬ此系数有利于加速算法收敛ꎬ在一些实际问题中通过恰当的选取ꎬ可以达到最佳数值效果.
本文受文献[１８]的启发ꎬ提出一种对称的 ＡＤＭＭ求解问题(４) . 具体形式如下:

Ｘｋ＋１∈ａｒｇ ｍｉｎ
Ｘ

L β(ＸꎬＹｋꎬΛｋ)ꎬ　 　 (７ａ)

Λｋ＋
１
２ ＝Λｋ＋αβ(Ｘｋ＋１－Ｙｋ)ꎬ (７ｂ)

Ｙｋ＋１ ＝ａｒｇ ｍｉｎ
Ｙ

L β(Ｘｋ
＋１ꎬＹꎬΛｋ＋

１
２ )ꎬ (７ｃ)

Λｋ＋１ ＝Λｋ＋
１
２ ＋β(Ｘｋ＋１－Ｙｋ＋１) . (７ｄ)

ì

î

í

ï
ï
ïï

ï
ï
ïï

区别于传统的 ＡＤＭＭꎬ对称 ＡＤＭＭ 除增加了乘子的中间更新外ꎬ还附带了一个松弛因子 α. α 的融

入ꎬ使得我们的算法在数值上更有优势. 当 α＝ ０时ꎬ该方法就退化为经典的 ＡＤＭＭ(５) . 因此ꎬ本文研究的

算法是经典 ＡＤＭＭ的更一般的形式. 在与文献[１８]相同的假设条件下ꎬ证明了该方法的收敛性. 最后ꎬ通
过数值实验结果展示了新算法的有效性.

１　 预备知识

广义实值函数 ｇ的定义域为:
—２—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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ｄｏｍ ｇ:＝{ｘ∈Ｒｎ ｜ ｇ(ｘ)<∞ } .
如果函数 ｇ是下半连续的ꎬ则称函数 ｇ为闭函数. 如果函数 ｇ的定义域 ｄｏｍ ｇ≠Øꎬ并且对于定义域内

的任意 ｘꎬ都有 ｇ(ｘ)>－∞ ꎬ则称函数 ｇ为正常函数. 对于任意集合 Ｓ⊆Ｒｎꎬ任意点 ｘ∈Ｒｎ 到集合 Ｓ 的距离

定义如下:
ｄｉｓｔ(ｘꎬＳ):＝ ｉｎｆ{‖ｙ－ｘ‖２ ｜ ｙ∈Ｓ} .

对于一个正常且闭的函数 ｇ:Ｒｎ→Ｒ∪{∞ }ꎬ向量 ｕ∈∂ｇ(ｘ)是 ｇ 在 ｘ∈ｄｏｍ ｇ 上的一个次梯度ꎬ其中

∂ｇ表示为 ｇ的次微分ꎬ定义为:
∂ｇ(ｘ):＝{ｕ∈Ｒｎ ｜∃ｘｋ→ｘꎬ∂＾ ｇ(ｘｋ)∉ｕｋ→ｕ ｗｉｔｈ ｇ(ｘｋ)→ｇ(ｘ)}ꎬ

其中ꎬ∂＾ ｇ(ｘ)为 ｇ在 ｘ 上的正则次梯度ꎬ定义为:
∂＾ ｇ(ｘ):＝{ｕ∈Ｒｎ ｜ ｇ(ｙ)≥ｇ(ｘ)＋‹ｕꎬｙ－ｘ›＋ｏ(‖ｙ－ｘ‖２) 　 ∀ｙ∈Ｒｎ} .

若 ｆ:Ｒｎ→Ｒ 连续可微ꎬ且 ｇ:Ｒｎ→Ｒ∪{∞ }是正常下半连续函数ꎬ有∂( ｆ＋ｇ)＝ ∇ｆ＋∂ｇ. 如果点 ｘ∗满足

０∈∂Ｆ(ｘ∗)ꎬ则称其为函数 Ｆ的(极限的)稳定点ꎬ函数 Ｆ稳定点的集合记为 ｃｒｉｔ Ｆ.
定义 １　 若点(Ｘ∗ꎬＹ∗ꎬΛ∗)满足

０∈λ∂
‖Ｘ∗‖∗

‖Ｘ∗‖Ｆ

æ

è
ç

ö

ø
÷ ＋Λ∗ꎬ

０＝ＡＴ(Ａ(Ｙ∗)－ｂ)－Λ∗ꎬ
０＝Ｘ∗－Ｙ∗ꎬ

ì

î

í

ï
ïï

ï
ïï

则称(Ｘ∗ꎬＹ∗ꎬΛ∗)是式(６)定义的增广拉格朗日函数的稳定点. 容易看出ꎬ增广拉格朗日函数的稳定点

恰好是问题(４)的 ＫＫＴ 点. 根据文献[１４]中精确恢复条件ꎬ本文中我们假设至少存在一个点是(４)的

ＫＫＴ点.

２　 算法

根据式(６)中增广拉格朗日函数的定义和算法 １ꎬ下面将说明(４)的 Ｘ－子问题和 Ｙ－子问题是如何求

解的.

先看 Ｙ－子问题:对于给定的 Ｘｋ＋１和 Λｋ＋
１
２ ꎬ我们通过 L β Ｘｋ＋１ꎬＹꎬΛｋ＋

１
２( ) ꎬ有

Ｙｋ＋１ ＝ａｒｇ ｍｉｎ
Ｙ

L β(Ｘｋ
＋１ꎬＹꎬΛｋ＋

１
２ )＝ ａｒｇ ｍｉｎ

Ｙ

１
２
‖Ａ(Ｙ)－ｂ‖２

２＋
β
２

Ｘｋ＋１－Ｙ＋Λ
ｋ＋ １２

β

２

Ｆ
＝

(ＡＴＡ＋βＩ) －１ ＡＴｂ＋βＸｋ＋１＋Λｋ＋
１
２( ) . (８)

下面再看 Ｘ－子问题ꎬ注意到 Ｘ－子问题无法直接得到显式解. 因此ꎬ通过引入变量 Ｍꎬ重新将 Ｘ－子问

题写成如下形式:

ｍｉｎ
ＸꎬＭ
λ
‖Ｘ‖∗

‖Ｍ‖Ｆ
＋ β
２
‖Ｘ－Ｓｋ‖２

Ｆ

ｓ.ｔ. Ｘ＝Ｍꎬ
(９)

其中ꎬＳｋ ＝Ｙｋ－Λ
ｋ

β
. 式(９)的增广拉格朗日函数为

L ｋ
μ(ＸꎬＭꎬξ)＝ λ

‖Ｘ‖∗

‖Ｍ‖Ｆ
＋ β
２
‖Ｘ－Ｓｋ‖２

Ｆ＋‹ξꎬＸ－Ｍ›＋ μ
２
‖Ｘ－Ｍ‖２

Ｆꎬ

其中ꎬξ 是拉格朗日乘子ꎬμ是罚因子. 我们用 ＡＤＭＭ求解(１０)ꎬ迭代格式如下:
Ｘｔ＋１ ＝ａｒｇ ｍｉｎ

Ｘ
L ｋ
μ(ＸꎬＭｔꎬξ ｔ)ꎬ　 　 (１０ａ)

Ｍｔ＋１ ＝ａｒｇ ｍｉｎ
Ｍ

L ｋ
μ(Ｘｔ

＋１ꎬＭꎬξ ｔ)ꎬ (１０ｂ)

ξ ｔ＋１ ＝ξ ｔ＋μ(Ｘｔ＋１－Ｍｔ＋１)ꎬ (１０ｃ)

ì

î

í

ï
ï

ï
ï

ｔ是内迭代次数. 因此ꎬＸ－子问题最优解为

—３—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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Ｘｔ＋１ ＝ａｒｇ ｍｉｎ
Ｘ

L ｋ
μ(ＸꎬＭｔꎬξ ｔ)＝ ａｒｇ ｍｉｎ

Ｘ

λ
‖Ｍｔ‖Ｆ

‖Ｘ‖∗＋
β＋μ
２

Ｘ－βＳ
ｋ＋μＣｔ

β＋μ

２

Ｆ
＝ＵD(Σ)ＶＴꎬ (１１)

其中ꎬＣｔ ＝Ｍｔ－ξ
ｔ

μ
ꎬD(Σ)＝ ｄｉａｇ ｍａｘ Σ ｉｉ－

λ
(β＋μ)‖Ｍｔ‖Ｆ

ꎬ０{ }æ

è
ç

ö

ø
÷ 且要满足

βＳｋ＋μ Ｍｔ－ξ
ｔ

μ
æ

è
ç

ö

ø
÷ ＝(β＋μ)ＵΣＶＴ .

类似于文献[２０]中的讨论ꎬＭ－子问题的求解格式如下:

　 Ｍｔ＋１ ＝ａｒｇ ｍｉｎ
Ｍ

L ｋμ(Ｘｔ
＋１ꎬＭꎬξｔ)＝ ａｒｇ ｍｉｎ

Ｍ

λ‖Ｘｔ＋１‖∗

‖Ｍ‖Ｆ
＋ μ
２

Ｘｔ＋１－Ｍ＋ξ
ｔ

μ

２

Ｆ
＝
γｔ Ｘｔ＋１＋ξ

ｔ

μ
æ

è
ç

ö

ø
÷ ꎬ Ｘｔ＋１＋ξ

ｔ

μ
≠０ꎬ

Ｐｔꎬ Ｘｔ＋１＋ξ
ｔ

μ
＝０.

ì

î

í

ï
ïï

ï
ï

(１２)

其中ꎬＰ ｔ 是一个随机矩阵满足‖ Ｐ ｔ ‖３
Ｆ ＝
ｄｔ

μ
且 ｄｔ ＝ λ‖ Ｘｔ＋１ ‖∗ꎬ γｔ ＝

１
３
＋ １
３
ａｔ＋ １
ａｔ

æ

è
ç

ö

ø
÷ ꎬ 其中 ａｔ ＝

３
２７ｑｔ＋２＋ (２７ｑｔ＋２) ２－４

２
ꎬｑｔ ＝ ｄｔ

μ Ｘｔ＋１＋ξ
ｔ

μ

３

Ｆ

. 因此ꎬ得到求解问题(４)的对称 ＡＤＭＭ算法如下:

算法 １　 对称交替方向乘子法(Ｓｙｍｍｅｔｒｉｃ Ａｌｔｅｒｎａｔｉｎｇ Ｄｉｒｅｃｔｉｏｎ Ｍｅｔｈｏｄ ｏｆ ＭｕｌｔｉｐｌｉｅｒｓꎬＳＡＤＭＭ)

１:　 输入:Ａꎬｂꎬλꎬβꎬμꎬｋｍａｘꎬｔｍａｘ
２:　 初始化:Ｘ０ꎬＹ０ꎬＭ０ꎬΛ０ꎬξ０ 且令 ｋꎬｔ＝ ０

３:　 　 ｗｈｉｌｅ
‖Ｘｋ＋１－Ｘｋ‖Ｆ

‖Ｘ‖ｋ
Ｆ

>１０－５且 ｋ≤ｋｍａｘｄｏ

４:　 　 　 ｗｈｉｌｅ
‖Ｘｔ＋１－Ｘｔ‖Ｆ

‖Ｘ‖ｔ
Ｆ

>１０－５且 ｔ≤ｔｍａｘｄｏ

５:　 　 　 通过式(１１)更新 Ｘｔ＋１

６:　 　 　 通过式(１２)更新 Ｍｔ＋１

７:　 　 　 通过式(１０ｃ)更新 ξｔ＋１

８:　 　 　 令 ｔ＝ ｔ＋１
９:　 　 ｅｎｄ ｗｈｉｌｅ
１０: 　 ｒｅｔｕｒｎ Ｘｋ＋１ ＝Ｘｔ

１１: 　 通过式(８)更新 Ｙｋ＋１

１２: 　 通过式(７ｂ)更新 Λｋ＋
１
２

１３: 　 通过式(７ｄ)更新 Λｋ＋１

１４: 　 令 ｋ＝ ｋ＋１和 ｔ＝ ０
１５: ｅｎｄ ｗｈｉｌｅ
１６: ｒｅｔｕｒｎ Ｘ∗ ＝Ｘｋ

３　 收敛性

本节将分析算法 １的收敛性. 回顾迭代格式(７ａ)－(７ｄ)ꎬ首先可以给出算法 １中子问题的一阶最优性

条件.
引理 １　 设 Ｗｋ:＝(ＸｋꎬＹｋꎬΛｋ)ꎬ则有

０∈λ∂
‖Ｘｋ＋１‖∗

‖Ｘｋ＋１‖Ｆ

æ

è
ç

ö

ø
÷ ＋Λｋ＋１＋

β
α＋１

(Ｙｋ＋１－Ｙｋ)－ α
α＋１

(Λｋ＋１－Λｋ)ꎬ

０＝ＡＴ(Ａ(Ｙｋ＋１)－ｂ)－Λｋ＋１ꎬ
Λｋ＋１ ＝Λｋ＋β[(α＋１)(Ｘｋ＋１－Ｙｋ)－(Ｙｋ＋１－Ｙｋ)] .

ì

î

í

ï
ïï

ï
ïï

证明　 将式(７ｂ)和式(７ｄ)相加ꎬ可以得到

—４—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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Λｋ＋１－Λｋ ＝αβ(Ｘｋ＋１－Ｙｋ)＋β(Ｘｋ＋１－Ｙｋ＋１)＝ (α＋１)β(Ｘｋ＋１－Ｙｋ)－β(Ｘｋ＋１－Ｙｋ)＋β(Ｘｋ＋１－Ｙｋ＋１)＝
(α＋１)β(Ｘｋ＋１－Ｙｋ)－β(Ｙｋ＋１－Ｙｋ) .

因此

Ｘｋ＋１－Ｙｋ ＝ １
(α＋１)β

(Λｋ＋１－Λｋ)＋ １
α＋１

(Ｙｋ＋１－Ｙｋ) . (１３)

由(７ａ)的最优性条件ꎬ可得

０∈λ∂
‖Ｘｋ＋１‖∗

‖Ｘｋ＋１‖Ｆ

æ

è
ç

ö

ø
÷ ＋Λｋ＋β(Ｘｋ＋１－Ｙｋ)＝ λ∂

‖Ｘｋ＋１‖∗

‖Ｘｋ＋１‖Ｆ

æ

è
ç

ö

ø
÷ ＋Λｋ＋１－(Λｋ＋１－Λｋ)＋β(Ｘｋ＋１－Ｙｋ) .

将(１３)代入上式中ꎬ可以得到

０∈λ∂
‖Ｘｋ＋１‖∗

‖Ｘｋ＋１‖Ｆ

æ

è
ç

ö

ø
÷ ＋Λｋ＋１＋

β
α＋１

(Ｙｋ＋１－Ｙｋ)－ α
α＋１

(Λｋ＋１－Λｋ) .

同理ꎬ由(７ｃ)的最优性条件ꎬ可得 ＡＴ(Ａ(Ｙｋ＋１)－ｂ)－Λｋ＋
１
２ －β(Ｘｋ＋１－Ｙｋ＋１)＝ ０. 再由(７ｄ)可得 ＡＴ(Ａ(Ｙｋ＋１)－

ｂ)－Λｋ＋１ ＝０.
为后面的分析方便ꎬ我们令 Ｌ＝σｍａｘ(ＡＴＡ) . 引理 ２给出了序列{Ｗｋ}的单调非增性.

引理 ２　 设{Ｗｋ}为算法 １生成的序列. 假设 α∈(－１ꎬ１)ꎬβ> ２
１－α
Ｌꎬ则有序列{L β(Ｗｋ)}非增ꎬ且

L β(Ｗｋ)－L β(Ｗｋ＋１)≥ｃ‖Ｙｋ＋１－Ｙｋ‖２
Ｆꎬ

式中ꎬｃ＝ １
α＋１
－ １
２

æ

è
ç

ö

ø
÷ β－ Ｌ
２
－ Ｌ２

(α＋１)β
>０.

证明　 由(７ａ)可得

L β(ＸｋꎬＹｋꎬΛｋ)－L β(Ｘｋ
＋１ꎬＹｋꎬΛｋ)≥０ (１４)

根据式(６)中定义的增广拉格朗日函数 L β(􀅰)ꎬ可得

Lβ(Ｘｋ
＋１ꎬＹｋꎬΛｋ＋

１
２ )－Lβ(Ｘｋ

＋１ꎬＹｋ＋１ꎬΛｋ＋
１
２ )＝ λ

‖Ｘｋ＋１‖∗

‖Ｘｋ＋１‖Ｆ

＋ １
２
‖Ａ(Ｙｋ)－ｂ‖２

２＋‹Λｋ
＋ １２ ꎬＸｋ＋１－Ｙｋ›＋ β

２
‖Ｘｋ＋１－Ｙｋ‖２

Ｆ－

λ
‖Ｘｋ＋１‖∗

‖Ｘｋ＋１‖Ｆ

－ １
２
‖Ａ(Ｙｋ＋１)－ｂ‖２

２－‹Λｋ
＋ １２ ꎬＸｋ＋１－Ｙｋ＋１›－ β

２
‖Ｘｋ＋１－Ｙｋ＋１‖２

Ｆ ＝

１
２
[‖Ａ(Ｙｋ)－ｂ‖２

２－‖Ａ(Ｙｋ
＋１)－ｂ‖２

２]＋‹Λｋ
＋ １２ ꎬＹｋ＋１－Ｙｋ›＋ β

２
‖Ｘｋ＋１－Ｙｋ‖２

Ｆ－
β
２
‖Ｘｋ＋１－Ｙｋ＋１‖２

Ｆ ＝

１
２
[‖Ａ(Ｙｋ)－ｂ‖２

２－‖Ａ(Ｙｋ
＋１)－ｂ‖２

２]＋[Λｋ＋(α＋１)β(Ｘｋ
＋１－Ｙｋ)] Ｔ(Ｙｋ＋１－Ｙｋ)－β(Ｘｋ＋１－Ｙｋ) Ｔ(Ｙｋ＋１－Ｙｋ)＋

β
２
‖Ｘｋ＋１－Ｙｋ‖２

Ｆ－
β
２
‖Ｘｋ＋１－Ｙｋ＋１‖２

Ｆ＋
β
２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ－
β
２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ ＝

１
２
[‖Ａ(Ｙｋ)－ｂ‖２

２－‖Ａ(Ｙｋ
＋１)－ｂ‖２

２]＋[Λｋ＋(α＋１)β(Ｘｋ
＋１－Ｙｋ)] Ｔ(Ｙｋ＋１－Ｙｋ)－ β

２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ ＝

１
２
[‖Ａ(Ｙｋ)－ｂ‖２

２－‖Ａ(Ｙｋ
＋１)－ｂ‖２

２]＋‹Λｋ
＋１ꎬＹｋ＋１－Ｙｋ›＋ β

２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ≥

－ Ｌ
２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ＋
β
２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ≥
β－Ｌ
２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆꎬ (１５)

其中ꎬ倒数第二个不等式根据文献[２１]的引理 ５.７得到.
接下来ꎬ通过增广拉格朗日函数的定义和(７ｂ)ꎬ可得

L β(Ｘｋ
＋１ꎬＹｋꎬΛｋ)－L β Ｘｋ＋１ꎬＹｋꎬΛｋ＋

１
２( ) ＋L β Ｘｋ＋１ꎬＹｋ＋１ꎬΛｋ＋

１
２( ) －L β(Ｘｋ

＋１ꎬＹｋ＋１ꎬΛｋ＋１)＝

Λｋ－Λｋ＋
１
２( ) Ｔ(Ｘｋ＋１－Ｙｋ)＋ Λｋ＋

１
２ －Λｋ＋１( ) Ｔ(Ｘｋ＋１－Ｙｋ＋１)＝ (Λｋ－Λｋ＋１) Ｔ(Ｘｋ＋１－Ｙｋ＋１)＋ Λｋ－Λｋ＋

１
２( ) Ｔ(Ｙｋ＋１－Ｙｋ)＝

(Λｋ－Λｋ＋１) Ｔ(Ｘｋ＋１－Ｙｋ＋１)－αβ(Ｘｋ＋１－Ｙｋ) Ｔ(Ｙｋ＋１－Ｙｋ) . (１６)
由式(１３)ꎬ可以得到

—５—
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Ｘｋ＋１－Ｙｋ＋１ ＝ １
(α＋１)β

(Λｋ＋１－Λｋ)－ α
α＋１

(Ｙｋ＋１－Ｙｋ) . (１７)

将式(１３)和式(１７)代入到式(１６)中ꎬ可以得到

L β(Ｘｋ
＋１ꎬＹｋꎬΛｋ)－L β Ｘｋ＋１ꎬＹｋꎬΛｋ＋

１
２( ) ＋L β Ｘｋ＋１ꎬＹｋ＋１ꎬΛｋ＋

１
２( ) －L β(Ｘｋ

＋１ꎬＹｋ＋１ꎬΛｋ＋１)＝

(Λｋ－Λｋ＋１) Ｔ １
(α＋１)β

(Λｋ＋１－Λｋ)－ α
α＋１

(Ｙｋ＋１－Ｙｋ)é

ë
êê

ù

û
úú －αβ

１
(α＋１)β

(Λｋ＋１－Λｋ)＋ １
α＋１

(Ｙｋ＋１－Ｙｋ)é

ë
êê

ù

û
úú

Ｔ

(Ｙｋ＋１－Ｙｋ)＝

－ １
(α＋１)β

‖Λｋ＋１－Λｋ‖２
２－
αβ
α＋１
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ≥－
Ｌ２

(α＋１)β
＋ αβ
α＋１

æ

è
ç

ö

ø
÷‖Ｙｋ＋１－Ｙｋ‖２

Ｆ

最后一个不等式是根据 Λｋ＋１ ＝ＡＴ(Ａ(Ｙｋ＋１)－ｂ)和 Λｋ ＝ＡＴ(Ａ(Ｙｋ)－ｂ)ꎬ得到

‖Λｋ＋１－Λｋ‖２
２ ＝‖ＡＴＡ(Ｙｋ

＋１－Ｙｋ)‖２
２≤Ｌ２‖Ｙｋ＋１－Ｙｋ‖２

Ｆ .
将式(１４)、式(１５)和式(１８)相加ꎬ可以得到

L β(Ｗｋ)－L β(Ｗｋ＋１)≥０＋β
－Ｌ
２
‖Ｙｋ＋１－Ｙｋ‖２

Ｆ－
Ｌ２

(α＋１)β
＋ αβ
α＋１

é

ë
êê

ù

û
úú‖Ｙｋ＋１－Ｙｋ‖２

Ｆ ＝

β
２
－ Ｌ
２
－ Ｌ２

(α＋１)β
－ αβ
α＋１

æ

è
ç

ö

ø
÷‖Ｙｋ＋１－Ｙｋ‖２

Ｆ ＝
１
α＋１
－ １
２

æ

è
ç

ö

ø
÷ β－ Ｌ
２
－ Ｌ２

(α＋１)β
é

ë
êê

ù

û
úú‖Ｙｋ＋１－Ｙｋ‖２

Ｆ .

引理 ３　 设{Ｗｋ}是由算法 １ 生成的序列ꎬα∈( －１ꎬ１)ꎬβ> ２
１－α
Ｌ. 若{Ｘｋ }有界ꎬ则有{Ｗｋ }有界且

ｌｉｍ
ｋ→∞
‖Ｘｋ＋１－Ｘｋ‖２

Ｆ ＝ ０ꎬｌｉｍｋ→∞‖Ｙｋ＋１－Ｙｋ‖２
Ｆ ＝ ０和 ｌｉｍｋ→∞‖Λｋ＋１－Λｋ‖２

２ ＝ ０.

注 １　 在标准的有界性分析中ꎬ通常使用目标函数的强制来保证. 不幸的是ꎬ
‖􀅰‖∗

‖􀅰‖Ｆ
不是强制的ꎬ所以

需要假设序列{Ｘｋ}有界ꎬ详细的证明过程见[１４]的定理 ４.１( ｉ)或[２２]的引理 ３ꎬ本文略.
引理 ４　 设{Ｘｋ}是由算法 １生成的序列. 定义

ｗｋ＋１Ｘ ＝(Λｋ
＋１－Λｋ)－β(Ｙｋ＋１－Ｙｋ)ꎬ

ｗｋ＋１Ｙ ＝
１
α＋１

(Λｋ－Λｋ＋１)＋ αβ
α＋１

(Ｙｋ＋１－Ｙｋ)ꎬ

ｗｋ＋１Λ ＝
１

(α＋１)β
(Λｋ＋１－Λｋ)－ α

α＋１
(Ｙｋ＋１－Ｙｋ)ꎬ

ì

î

í

ï
ï
ï

ï
ï
ï

(１９)

且有(ｗｋ＋１Ｘ ꎬｗｋ＋１Ｙ ꎬｗｋ＋１Λ )∈∂L β(Ｗｋ＋１) . 若{Ｘｋ}有界ꎬα∈(－１ꎬ１)ꎬβ> ２
１－α
Ｌꎬ则存在一个正常数 ｍ使得

‖ｄｉｓｔ(０ꎬ∂L β(Ｗｋ＋１))‖２
Ｆ≤‖(ｗｋ＋１Ｘ ꎬｗｋ＋１Ｙ ꎬｗｋ＋１Λ )‖２

Ｆ≤ｍ(‖Ｙｋ＋１－Ｙｋ‖２
Ｆ) .

注 ２　 引理 ４的证明ꎬ直接由增广拉格朗日函数的定义和(１９)可得ꎬ本文略.
在下面的定理中ꎬ将提出子序列的收敛性ꎬ这意味着生成的序列的任何聚点都是问题(４)的稳定点.

定理 １　 设{Ｗｋ}是算法 １ 生成的序列. 若{Ｘｋ}有界ꎬα∈(－１ꎬ１)ꎬβ> ２
１－α
Ｌꎬ则序列{Ｗｋ}的任意聚点

是式(６)定义的增广拉格朗日函数 L β(􀅰)的稳定点.
注 ３　 上述定理的证明类似于文献[１４]中定理 ４.１( ｉｉｉ)ꎬ本文略. 此外ꎬ可以借助 Ｋｕｒｄｙｋａ￣Ｌｏｊａｓｉｅｗｉｃｚ

性质和上面得到的结论ꎬ保证整个生成序列全局收敛到式(６)中增广拉格朗日函数 L β(􀅰)的稳定点. 在下

面的定理中可以得出结论ꎬ详细的证明过程见[２３]中的定理 ８及[１６]的定理 ３.１ 的证明. 由于篇幅有限ꎬ
本文省略了证明.

定理 ２　 设{Ｗｋ}为由算法 １生成的序列. 若{Ｘｋ}有界ꎬＡＴｂ>０ꎬα∈(－１ꎬ１)ꎬβ> ２
１－α
Ｌꎬ则{Ｗｋ}有限. 即

∑
∞

ｋ ＝ １
‖Ｗｋ＋１－Ｗｋ‖Ｆ<∞ . 因此ꎬ{Ｗｋ}全局收敛于式(６)定义的增广拉格朗日函数 L β(􀅰)的稳定点.

４　 数值实验

本节中ꎬ我们分别用人造数据和真实数据进行了数值实验ꎬ用来评估所提出 ＳＡＤＭＭ 的性能. 实验解

—６—
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决的是如下的矩阵补全问题:

ｍｉｎ
Ｘ
λ
‖Ｘ‖∗

‖Ｘ‖Ｆ
＋ １
２
‖ＰΩ(Ｘ－Ｙ)‖２

Ｆꎬ

其中ꎬλ>０ 是正则化参数. 所有代码均使用 ＭＡＴＬＡＢ ２０２１ａ 在配备 Ｉｎｔｅｌ(Ｒ)Ｃｏｒｅ(ＴＭ) ｉ７－１１６５Ｇ７、２.８０
ＧＨｚ 和 １６ ＧＢ ＲＡＭ 的 Ｗｉｎｄｏｗｓ １０ 笔记本电脑上编写和运行.
４.１　 人造数据实验

在本小节的数值实验中ꎬ目的是比较经典的 ＡＤＭＭ和本文所提出的 ＳＡＤＭＭ 在相同条件下的实验结

果. 在实验中ꎬ将测试 α∈(－１ꎬ１)取不同值对算法结果的影响.
首先ꎬ生成一个秩为 ｒ的矩阵 Ｘ 为 ＭＬＭＲꎬ其中 ＭＬ∈Ｒｍ×ｒ和 ＭＲ∈Ｒｒ×ｎ是由 ＭＡＴＬＡＢ命令 ｒａｎｄ随机生

成ꎬ且让 Ｘ 随机缺失 ５０％. 实验参数设置 ｍ＝ｎ＝ ２００ꎬｒ＝ ２０ꎬλ＝ ３００ꎬβ＝ ０.３ꎬμ＝ ０.０３ꎬ最大外部迭代 ｋｍａｘ和内

部迭代 ｔｍａｘ设置为 ５００和 ５.
表 １ 中列出了 α取不同值的数值结果ꎬα＝ ０即为传统的 ＡＤＭＭꎬ其中 Ｔｉｍｅ(ｓ)表示以秒为单位的计算

时间ꎬＩｔｅｒ.表示迭代次数. 由表 １ꎬ可以得到合适的 α使得 ＳＡＤＭＭ快速收敛. α＝ ０.７时的结果表现最优.
表 １　 不同的 α值对应的迭代时间和迭代次数

Ｔａｂｌｅ １　 Ｉｔｅｒａｔｉｏｎ ｔｉｍｅ ａｎｄ ｎｕｍｂｅｒ ｏｆ ｉｔｅｒａｔｉｏｎｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ α ｖａｌｕｅｓ

α －０.５ －０.３ －０.１ ０ ０.１ ０.３ ０.５ ０.７ ０.９

Ｔｉｍｅ / ｓ ２０.３１ １２.７７ ９.３０ ８.１６ ７.３１ ６.１５ ５.５２ ５.２７ ５.３９
Ｉｔｅｒ. ３９８ ２４８ １７７ １５５ １３９ １１８ １０４ ９９ １００

４.２　 真实数据实验

本小节将通过对真实图像数据进行实验来评估本文所提算法的有效性ꎬ实验中参数设置为 λ＝ ５０ꎬβ＝
０.５ꎬμ＝ ０.０５. 虽然真实的图像处理中ꎬ相应的矩阵往往不是低秩的ꎬ但它们的主要信息是由较大的奇异值

决定. 因此ꎬ可以用低秩矩阵来近似它们. 此外ꎬ待恢复的图像是由于部分被损坏或者遮挡ꎬ所以可以使用

矩阵补全算法来恢复这些图像. 将上一节得到的 α＝ ０.７ 时的 ＳＡＤＭＭ 与文献[１]的 ＳＶＴꎬ[５]中的 ＳＣｐ 以
及[１３]中的 ＡＩＲＮＮ进行比较.

图 １　 从左到右:Ｂｏａｔ、Ｓｐｉｌｌｉｋｉｎｓ、Ｐｅｐｐｅｒｓ、Ｔｒｅｅ、Ｈｏｕｓｅ、Ｓｋｙ. 第一行:原始的图像ꎬ第二行:损坏后的图像ꎬ第三行:ＳＡＤＭＭ 恢复出的图像.
Ｆｉｇ􀆰 １　 Ｌｅｆｔ ｔｏ ｒｉｇｈｔ:ＢｏａｔꎬＳｐｉｌｌｉｋｉｎｓꎬＰｅｐｐｅｒｓꎬＴｒｅｅꎬＨｏｕｓｅꎬＳｋｙ. Ｆｉｒｓｔ ｒｏｗ:ｏｒｉｇｉｎａｌ ｉｍａｇｅꎬｓｅｃｏｎｄ ｒｏｗ:ｄａｍａｇｅｄ ｉｍａｇｅꎬ

ｔｈｉｒｄ ｒｏｗ:ｉｍａｇｅ ｒｅｓｔｏｒｅｄ ｂｙ ＳＡＤＭＭ.

图 １分别给出了三张不同的黑白图像:Ｂｏａｔ(５１２×５１２)、Ｓｐｉｌｌｉｋｉｎｓ(５１２×５１２)、Ｐｅｐｐｅｒｓ(５１２×５１２)和三

张不同的彩色图像:Ｔｒｅｅ(３００×３００)、Ｈｏｕｓｅ(２５６×２５６)、Ｓｋｙ(５１２×５１２)ꎬ并且通过随机丢失 ５０％的真实数

据来模拟图像被部分损坏或遮挡情况. 同时ꎬ在图 １中ꎬ给出了使用 ＳＡＤＭＭ的恢复图像.

—７—
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为评估本文所提出 ＳＡＤＭＭꎬ表 ２中分别给出了 ＡＩＲＮＮ、ＳＶＴ、ＳＣｐ 和本文的 ＳＡＤＭＭ 这四种方法的原

始图像 Ｘ 与恢复图像 Ｘ∗的信噪比(Ｓｉｇｎａｌ￣ｔｏ￣Ｎｏｉｓｅ￣ＲａｔｉｏꎬＳＮＲ)和相对误差(Ｒｅｌａｔｉｖｅ ＥｒｒｏｒꎬＲＥ)的数值结

果. 其中 ＳＮＲ:＝ １０ｌｏｇ１０
‖Ｘ－􀭺Ｘ‖２

Ｆ

‖Ｘ－Ｘ∗‖２
Ｆ

ꎬ􀭺Ｘ 是原始数据的均值ꎬ相对误差 ＲＥ:＝
‖Ｘ∗－Ｘ‖Ｆ

‖Ｘ‖Ｆ
. 容易看出ꎬＳＮＲ值

越大越好ꎬＲＥ值越小越好. 这里限制了最大外部迭代 ｋｍａｘ和内部迭代 ｔｍａｘ设置为 １２０ 和 ５. 由表 ２ 可知ꎬ相
较于其他三种算法ꎬ本文所提出的 ＳＡＤＭＭ算法可实现更优的恢复效果.

表 ２　 不同算法在不同图像上的数值结果

Ｔａｂｌｅ ２　 Ｎｕｍｅｒｉｃａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｉｍａｇｅｓ

图像名称
ＡＩＲＮＮ

ＳＮＲ ＲＥ

ＳＶＴ

ＳＮＲ ＲＥ

ＳＣｐ

ＳＮＲ ＲＥ

ＳＡＤＭＭ

ＳＮＲ ＲＥ

Ｂｏａｔ ２３.７０ ０.０９７ １ １７.３９ ０.１３６ ９ ２４.２０ ０.０７７ ６ ２６.４３ ０.０７３ ０
Ｓｐｉｌｌｉｋｉｎｓ ２１.４５ ０.０８８ ４ １８.７０ ０.１１０ ６ ２２.６５ ０.０６３ ９ ２９.１４ ０.０５２ ２
Ｐｅｐｐｅｒｓ ２１.１２ ０.０７３ ３ １６.６９ ０.１０４ ４ １８.１７ ０.０７３ ２ ２６.２４ ０.０５２ ８
Ｔｒｅｅ ２２.４８ ０.１５９ ９ ２０.２８ ０.１７５ ６ ２４.８６ ０.１３０ ７ ２６.２３ ０.１２３ ５
Ｈｏｕｓｅ ２０.２０ ０.０７８ ６ １８.４５ ０.０９７ １ ２２.６５ ０.０６５ ８ ２４.８６ ０.０６１ ９
Ｓｋｙ ２６.９６ ０.１０７ ２ ２３.７４ ０.１２０ １ ２９.３４ ０.０８２ ９ ３０.７９ ０.０７６ ４
Ａｖｅｒａｇｅ ２２.６５ ０.１００ ７ １９.２１ ０.１２４ １ ２３.６５ ０.０８２ ３ ２７.２８ ０.０７３ ３

５　 结论

本文主要研究了利用对称 ＡＤＭＭ求解低秩矩阵最小化问题的非凸分式模型. 该算法是在经典的 ＡＤＭＭ

求解非凸分式模型的基础上ꎬ添加了对乘子更新迭代项Λｋ＋
１
２ ꎬ且附带了一个松弛系数 αꎬα∈(－１ꎬ１)在适当的

条件下ꎬ分析了算法的收敛性. 最后ꎬ通过人造和真实数据实验展示了算法的高效性和稳定性.
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