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基于深度学习和上采样的杉木单木枯损模型构建

胡浩然      孙玉军      谢运鸿      梁瑞婷      王宝莹
（北京林业大学森林资源环境管理国家林业局重点实验室，北京 100083）

摘要:【目的】杉木是我国福建省重要用材树种，针对福建将乐国有林场杉木单木枯损预测精度不高的问题，构建基于深度

学习的诊断模型，为杉木科学抚育提供参考。【方法】基于 2011—2024年 79块固定样地数据，采用 SMOTE、MAHAKIL

等上采样技术及其混合策略处理类间不平衡问题，建立深度学习单木枯损模型。采用 F1分数、赤池信息量准则（AIC）和

贝叶斯信息量准则（BIC）等多维度指标评价模型性能，并进一步与传统 logistic回归模型进行对比，评估模型性能与稳定

性。【结果】（1）混合采样策略显著提升模型性能，其中MAHAKIL混合上采样模型的 AIC均值（874）和 BIC均值（949）整

体优于 SMOTE混合上采样模型（AIC=1 038，BIC=1 117）。最优方案为 MAHAKIL-R300混合采样，该模型 F1分数达

0.959，临界阈值确定为 0.646。深度学习单木枯损模型性能显著优于传统 logistic回归模型。（2）在 8个影响因子中，对杉

木单木枯损影响贡献最大的前 3个因子依次为胸径、胸径基尼系数、大于对象木胸径的其他林木的胸高断面积之和（C1）。

其中，胸径基尼系数、C1与枯损概率呈正相关，而胸径与枯损概率呈负相关，表明林木竞争和结构不均衡显著增加了单

木枯损风险。【结论】本研究构建的基于上采样技术与深度学习的杉木单木枯损模型，具有更高的预测精度和稳定性，能

有效识别枯损关键影响因子。该模型可为杉木林精准抚育和科学经营提供可靠的决策支持工具。
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High-precision individual tree mortality prediction for Chinese
fir using deep learning and oversampling

Hu Haoran　Sun Yujun　Xie Yunhong　Liang Ruiting　Wang Baoying
(State Forestry & Grassland Administration Key Laboratory of Forest Resources & Environmental Management,

Beijing Forestry University, Beijing 100083, China)

Abstract: [Objective] Chinese fir  (Cunninghamia lanceolata) is a key timber species in Fujian Province,
China.  To  address  the  issue  of  low  prediction  accuracy  for  individual  tree  mortality  at  the  Jiangle  State-
owned Forest Farm, this study constructs a deep learning-based diagnostic model, providing a reference for
the scientific  tending of  Chinese fir. [Method] Using data from 79 permanent  sample plots  from 2011 to
2024, SMOTE, MAHAKIL, and hybrid oversampling strategies were employed to address class imbalance
issues.  A  deep  learning-based  individual  tree  mortality  model  was  established.  Model  performance  was
evaluated  using  multidimensional  metrics  such  as  F1  score,  AIC,  and  BIC,  and  further  compared  with
traditional  logistic  regression  models  to  assess  performance  and  stability.  [Result]  The  hybrid  sampling
strategies significantly improved model performance. The MAHAKIL hybrid oversampling model achieved
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mean  AIC  (874)  and  BIC  (949)  that  were  superior  to  those  of  the  SMOTE  hybrid  oversampling  model
(AIC=1 038, BIC=1 117). The optimal strategy was the MAHAKIL-R300 hybrid sampling, with an F1-score
of 0.959 and a critical threshold set at 0.646. The performance of the deep learning individual tree mortality
model  was  significantly  better  than  that  of  the  traditional  logistic  regression  model.  (2)  Among  the  eight
influencing  factors,  the  top  three  factors  contributing  the  most  to  individual  tree  mortality  of  Chinese  fir
were,  in order,  diameter at  breast  height (DBH), Gini coefficient of DBH, and the total  basal  area of trees
with  DBH greater  than that  of  the  subject  tree  (C1).  The Gini  coefficient  of  DBH and C1 were  positively
correlated  with  mortality  probability,  while  DBH  was  negatively  correlated  with  mortality  probability,
indicating  that  tree  competition  and  structural  imbalance  significantly  increased  the  risk  of  individual  tree
mortality. [Conclusion] The individual tree mortality model for Chinese fir constructed in this study, based
on  oversampling  techniques  and  deep  learning,  demonstrated  higher  prediction  accuracy  and  stability,
effectively  identifying  key  influencing  factors  of  mortality.  This  model  can  provide  a  reliable  decision
support tool for the precision nurturing and scientific management of Chinese fir forests.
Key  words: Cunninghamia  lanceolata;  mortality  model;  deep  learning;  oversampling;  diagnostic  model;
precision nurturing

陆地生态系统包含了森林、荒漠、草原等多种类

型，森林作为其中覆盖面积最大且物种最丰富的生

态系统[1]，在维持全球生态平衡、调节气候变化、保

护生物多样性中扮演着不可替代的角色。杉木

（Cunninghamia lanceolata）作为我国特有的速生用材

树种，在我国南方地区广泛种植，具有生长快、材质

优良、单位面积蓄积量高、病虫害相对较少等显著优

势，但同时也存在喜光、不耐寒、不耐旱、浅根系等

生物学特性。已有研究[2]表明，杉木人工林蓄积量最

高可达 300 m3/hm2，在保障我国木材供给安全、维持

区域生态平衡、促进天然林保护工程实施以及助力

碳中和目标实现等方面发挥着至关重要的战略作用。

在森林生长发育与群落演替过程中，林木枯损

与自然更新共同驱动着森林动态变化[3]。林木枯损

作为森林生态系统演替的重要环节，不仅影响林分

结构调整、养分循环、能量流动和物种共存格局，还

深刻影响森林的生态功能与服务价值[4]。从生态学

视角看，林木枯损是指在林木自身生理生态特性与

外界环境胁迫因素共同作用下，林木个体生命力逐

渐衰退直至完全消失的复杂生态过程。其发生机制

涉及多层次、多尺度的因素交互，既包括树木自身的

遗传特性、生理状态和竞争地位,也受到立地条件、

气候变化、生物干扰等外源性因素的影响[5]。在以往

的森林生态学研究中，影响林木枯损的因子通常可

分为两大类：一是密度依赖性因素，主要包括树木个

体大小（胸径、树高、冠幅等）、种内竞争与种间竞争

强度、林分密度等内源性因子[6]；二是密度无关性因

素，主要涵盖气候因子（温度、降水、极端气候事件）、

立地条件（土壤类型、坡向坡位、海拔）、光照资源可

获得性以及土壤养分含量等外源性环境因子[7−8]。这

两类因素往往相互作用、协同影响，共同决定着单木

的生存概率与林分动态。

准确预测单木枯损是深入理解森林动态、优化

森林经营决策的关键科学问题。相较于林分枯损模

型，单木枯损模型因其能够捕捉个体间的差异性和

竞争关系的复杂性，在预测精度和生态解释力方面

具有显著优势，因而被广泛应用于森林动态模拟、森

林抚育规划和可持续经营管理中。传统的单木枯损

建模方法主要基于传统统计学理论和经验公式，通

过构建以胸径、树高、冠幅等基本生长变量为自变量

的回归方程，利用 logistic回归、Weibull生存分析等

参数化方法构建模型，并通过设定临界概率阈值判

断单木存活状态[9−10]。这类传统方法虽然在统计理

论上较为成熟，但在处理复杂非线性关系和高维交

互作用时存在明显局限。近年来，随着计算能力的

提升和算法理论的发展，机器学习与深度学习技术

因其强大的非线性映射能力和特征自动提取能力，

为枯损建模提供了全新的技术范式。大量研究[11]表

明，深度学习模型在枯损预测精度上显著优于传统

回归方法。例如，美国加利福尼亚地区运用随机森

林算法预测干旱诱发的树木死亡率[12]，机器学习方

法也有效评估了澳大利亚森林中干旱导致的树木死

亡风险[13]。然而，针对福建将乐国有林场所处的亚

热带季风气候区这一特定环境，夏季高温多雨且台

风频发，杉木因其浅根系特性易发生风倒和枯损，但

当前针对该地区杉木单木枯损模型的构建及其驱动

因子的系统性研究仍相对缺乏，这在一定程度上制

约了该地区杉木人工林的精准经营与可持续管理。

在实际森林样地调查过程中，枯损木数量相较

于活立木在样本总量中的占比通常较低，这导致模
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型训练过程中容易出现类间不平衡（class imbalance）
问题。在二分类数据集中，若不平衡比（imbalance
ratio，IR，定义为多数类样本数与少数类样本数的比

值）超过 10∶1，传统分类算法往往会在预测过程中过

度倾向于样本数量较多的类别[14]，进而导致模型对

少数类（即枯损木）的识别能力严重不足，出现高误

判率和低召回率问题。这一现象不仅降低了模型的

实际应用价值，也可能导致错误的经营决策。尽管

类间不平衡问题在林业领域的关注度相对较低，但

在医疗诊断[15]、金融风险评估[16]等领域已得到广泛

研究和证实。为有效解决类间不平衡问题，研究者

们提出了多种技术路径，其中上采样（oversampling）
技术通过在数据预处理阶段扩充少数类样本平衡类

别分布，被证明能够显著提升模型对少数类的识别

精度[17]。然而，不同上采样技术在森林枯损预测中

的适用性及其与深度学习算法的协同效应尚需进一

步探索和验证。

综上所述，本研究以福建将乐国有林场杉木人

工林为研究对象，综合考虑区域气候特征、林分结构

特点和数据特征，拟采用多种上采样技术（SMOTE、
MAHAKIL等）对类间不平衡样本进行系统性预处

理，并结合深度学习方法（基于 TensorFlow框架的

全连接神经网络）构建杉木单木枯损预测模型。研究

旨在：（1）评估不同上采样策略对模型性能的提升效

果，筛选最优采样方案；（2）构建高精度的深度学习

枯损预测模型，并与传统 logistic回归模型进行对比；

（3）识别影响杉木单木枯损的关键驱动因子，揭示多

因子交互作用机制。研究将为福建地区杉木人工林

的精准抚育、科学经营和可持续管理提供理论依据

和技术支撑，同时为其他区域类似树种的枯损预测

研究提供方法学参考。

 1   研究区概况

福建将乐国有林场位于福建省西北部将乐县内

（26°25′ ~ 27°04′N，117°05′ ~ 117°40′E）。属山地地貌，

地形复杂，海拔 200 ~ 700 m[18]。该区域为典型的海

洋性季风气候，年均温 18.9 ℃，年降水量 1 665 mm，
无霜期 289 d[19]。土壤以红壤为主，腐殖质层厚，养

分含量较高，主要乔木树种有杉木、马尾松（Pinus
massoniana）、木荷（Schima superba）等。

 2   研究数据与研究方法

 2.1    数据来源

2011—2024年，在福建将乐国有林场设置 79
块杉木林样地，包含幼龄林、中龄林、近熟林、成熟

林及过熟林 5个龄组。样地中杉木为优势树种，其

他树种还包括马尾松、木荷等。每木检尺获取胸径、

树高数据，标记枯损木，并计算株数密度、胸径基尼

系数等林分结构指标。

 2.2    研究方法

 2.2.1    竞争因子计算

除单木尺度因子外，样地中林木竞争因子同样

影响林木枯损。本文根据何潇等 [20]开发的 R语言

ForestStatTool工具包，通过 CI.nondist函数计算 8
个基于单木胸径和树高的距离无关竞争指数，进而

评估其对枯损的贡献。样地基本信息见表 1。

C1 =
n∑

i=1

π
(Di

2

)2
(1)

C2 =

∑m

i=1
Di

Dtarget
(2)

 

表 1    样地基本信息统计

Tab. 1    Summary statistics of sample plots

变量 平均值 最大值 最小值 标准差

胸径（DBH）/cm 16.6 53.5 2.9 6.71

树高（H）/m 13.9 34.1 2.2 5.41

株数密度（N）/（株·hm−2） 1 692 4 050 525 755

胸径基尼系数（GINI） 0.158 0.304 0.070 0.05

大于对象木胸径的其他林木的胸高断面积之和（C1） 27.97 70.58 0.00 15.77

其他林木胸径总和与对象木胸径的比（C2） 106.91 604.96 13.31 69.13

对象木胸径与样地林木平均胸径（均方直径）的比（C3） 0.95 3.13 0.16 0.29

对象木胸径与样地中林木的最大胸径的比（C4） 0.57 1.00 0.08 0.20

对象木的胸高断面积与平均胸高断面积的比（C5） 1.00 9.85 0.02 0.60

对象木的胸高断面积与最大胸高断面积的比（C6） 0.370 1.000 0.006 0.23

其他林木胸高断面积总和与对象木胸高断面积的比（C7） 158.68 3 908.96 0.47 220.82
大于对象木胸径的林木胸高断面积和与样地单位面积胸高
断面积以及样地树高空间指数的比（C8） 0.23 0.62 0.00 0.14
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式中：C1~C8含义见表 1。 为对象木胸径，Dmax

样地中胸径最大树木的胸径， 为对象木树高，

为第 株树木的胸径， 为第 i 株树木的树高，z 为
样地中林木数量， 为其他胸径的林木数量， 为大

于对象木胸径的林木数量，S 为样地面积。

 2.2.2    模型构建方法

本研究采用 TensorFlow深度学习框架构建深度

学习模型，该框架由谷歌团队开发，是一个广泛应用

于深度学习的开源框架。目前 TensorFlow技术已广

泛应用于病例识别、自然语言处理等领域[21]。PyTorch
深度学习框架作为目前最主流的两个深度学习框架

之一，起源于 2002年开发的 Torch框架，基于 Python
对操作进行简化。而 TensorFlow相较 PyTorch的主

要优势在于其更丰富的模型选择以及优异的深度学

习可视化程度[22]。TensorFlow包含的技术主要分为

全连接神经网络、卷积神经网络和循环神经网络。

其中全连接神经网络主要用于处理二分类问题，也

适用本研究中对于单木枯损模型的建立。

在深度学习中，模型构建的隐藏层是神经网络

的核心组成部分，负责对输入数据进行非线性变换

和特征抽象。隐藏层主要作用包括：（1）非线性建模，

隐藏层通过叠加非线性激活函数，使网络能够拟合

复杂的非线性关系；（2）决策边界复杂化，通过多层

非线性变换，隐藏层能将输入空间映射到高维空间，

使原本线性不可分的数据变得可分。假设第 l层为

隐藏层，数据输入表达公式为

h(l) = σ
(
W(l)h(l−1)+ b(l)

)
(9)

h(l) l W(l) l

h(l−1) l−1 b(l) l

σ

式中： 为第 层神经元的输出向量； 为第 层的

权重矩阵； 为第 层的输入向量； 为第 层

的偏置向量； 为隐藏层中的激活函数。

激活函数作为隐藏层中传递神经元信息的桥梁，

将输入信息在神经网络中从线性拟合转化为非线性

拟合。本研究采用 ReLU激活函数。

f (x) =max(0, x) =
{

x, if x ⩾ 0
0, if x < 0 (10)

f (x)式中： 为 ReLU激活函数。

ReLU函数虽为分段函数，但整体呈现非线性。

在正向传播的过程中，ReLU激活函数响应正值输入，

负值输出均为 0值，部分网络中的神经元被“抑制”，

形成稀疏激活，同时抑制负值输入可减少参数依赖

性，提升模型泛化能力，增强神经网络模型的鲁棒性。

本研究采用二分类 logistic回归作为传统基准

模型[23]。该模型能够有效地分析多个影响因素与单

木枯损之间的关系，是构建单木尺度枯损概率预测

模型的常用方法之一。

P =
1

1+ e（β0+β1X1+···+βpXp）
(11)

P X1, · · · , Xp β0

β1, · · · , βp

式中： 为单木枯损概率， 为预测变量，

为截距， 为各自变量对应的回归系数。

通过对数函数将非线性的概率模型转化为线性

回归形式。

ln(P/(1−P)) = β0+β1X1+ · · ·+βpXp (12)

 2.2.3    混合采样方法

以二分类模型为例，当数据集中多数类和少数

类样本数量比例不超过 4∶1时，被认为是合理的建

模比例[24]。针对样本集中枯损木与活立木严重不平

衡的问题，本研究评估 4种过采样方法。

（1）随机过采样（ROS）：随机从少数类中反复地

抽取样本，将抽取到的样本放入原样本空间以组成

新样本空间，从而扩充少类样本个数[25]。该抽样方

法虽简单便捷，但会使少数类中存在大量相似数据，

容易导致过拟合而被排除。

（2）SMOTE算法：通过线性插值合成新样本，可

缓解随机上采样的过拟合风险[26]。

Xnew = a+ r (ai−a) (13)

Xnew ai式中： 表示新样本，r 是介于 0~1的随机数，

为 k 个最近邻中随机选择的一个样本，a 为从少数类

样本中随机选择的一个子样本。
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（3）MAHAKIL算法：基于马氏距离将少数类样

本分为两个分区，选择来自同一分区的两个父样本

求取平均值生成新的合成样本。不断持续子样本与

亲代样本交叉结合，直至满足需要合成的样本数[27]。

µ =
1
N

∑N

i=1
Xi (14)

S =
1

N −1

∑N

i=1
(Xi−µ) (Xi−µ)T (15)

X′new = Xi+λdi (16)

di = S−
1
2 (Xi−µ) (17)

λ

di X′new

式中：Xi 为少数类样本中第 i 个子样本，μ表示样本

集的均值向量，S表示样本集的协方差矩阵， 表示

随机数， 为基于马氏距离的方向向量。 表示基

于MAHAKIL算法的新样本，N 为少数类样本总数。

（4）混合采样：整合 SMOTE与 MAHAKIL的优

势，按不同比例混合以优化数据分布。研究[28]表明

混合策略普遍优于单一方法。本研究将比较混合采

样与单类上采样方式的预测结果，探究不同比例混

合采样方式对模型拟合结果的影响。

 2.2.4    模型评价方法

鉴于样本不平衡特性，本研究以 F1分数为核心

评价指标，其综合了精确率与召回率，能有效衡量模

型对枯损木（少数类）的识别性能[29]。同时，引入赤

池信息量准则（Akaike information criterion，AIC）和
贝叶斯信息量准则（Bayesian  information  criterion，
BIC）评估模型复杂度与拟合优度，其值越小，表明

模型越优且过拟合风险越低。

 3   结果与分析

 3.1    模型拟合结果

由于原始数据集中存在类间不平衡问题，预测

结果偏向数据集中占比较大的活立木。因此，采用单

类上采样模型的精确率较高，但 F1分数较低（表 2）。
相较于原始数据，采用 SMOTE上采样和MAHAKIL
上采样虽可显著提高模型的召回率与 F1分数，但

F1分数均不到 0.5，不具有解释意义。

对比表 2，混合采样策略（表 3 ~ 6）使模型性

能显著提升。在深度学习的 32个模型中，基于

MAHAKIL混合上采样模型的 AIC均值为 874，BIC

均值为 949，整体优于 SMOTE混合上采样模型（AIC =

1 038，BIC = 1 117），表明MAHAKIL更能抑制噪声

样本生成。随着 ROS采样比例的逐步上升，模型的

 

表 2    单类上采样模型拟合结果

Tab. 2    Fitting results of individual class
oversampling model

采样方式 精确率 召回率 F1分数

原始数据 0.50 0.03 0.05

SMOTE上采样 0.18 0.31 0.23

MAHAKIL上采样 0.19 0.43 0.27

 

表 3    深度学习结合 ROS-SMOTE混合上采样
模型拟合结果

Tab. 3    Fitting results of deep learning combined with
ROS-SMOTE hybrid oversampling

采样方式 精确率 召回率 F1分数 AIC BIC

R200 0.976 0.920 0.947 921 1 000

R300 0.974 0.922 0.947 783 861

R400 0.958 0.930 0.944 1 021 1 099

R500 0.964 0.926 0.944 1 096 1 174

R600 0.968 0.926 0.946 1 092 1 170

R700 0.972 0.922 0.946 973 1 051

R800 0.957 0.928 0.942 1 135 1 213

R900 0.966 0.926 0.945 1 062 1 140

R1000 0.978 0.926 0.951 1 061 1 139

R1100 0.976 0.924 0.949 1 067 1 145

R1200 0.966 0.926 0.945 1 170 1 249

R1300 0.976 0.920 0.947 1 000 1 078

R1400 0.976 0.922 0.948 1 042 1 121

R1500 0.974 0.924 0.948 1 087 1 166

R1600 0.966 0.926 0.945 1 057 1 135

R1700 0.970 0.926 0.947 1 055 1 133

注：R200为第1步采用ROS上采样至200棵枯立木，第2步采用SMOTE
上采样至2 000棵枯立木（满足活立木∶枯立木至少达到4∶1的建模要
求），其他类推。下同。

 

表 4    深度学习结合 ROS-MAHAKIL混合上采样
模型拟合结果

Tab. 4    Fitting results of deep learning combined with
ROS-MAHAKIL hybrid oversampling

采样方式 精确率 召回率 F1分数 AIC BIC

R200 0.968 0.936 0.952 459 533

R300 1.000 0.922 0.959 428 502

R400 0.966 0.936 0.951 664 739

R500 0.978 0.930 0.953 769 844

R600 0.980 0.928 0.953 809 884

R700 0.982 0.926 0.951 886 962

R800 0.978 0.926 0.952 995 1 071

R900 0.982 0.924 0.951 1 041 1 117

R1000 0.980 0.924 0.950 1 126 1 203

R1100 0.978 0.924 0.948 1 191 1 268

R1200 0.974 0.924 0.957 1 274 1 351

R1300 0.993 0.924 0.958 791 864

R1400 0.996 0.924 0.956 821 895

R1500 0.991 0.924 0.956 861 935

R1600 0.991 0.924 0.954 918 992

R1700 0.987 0.924 0.954 958 1 033
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AIC值和 BIC值会有一定的增加，说明 ROS上采样

增加了模型的过拟合性。

而对比传统 logistic单木枯损模型拟合结果，深

度学习模型在精确率、召回率、F1分数、AIC值与

BIC值 5项指标方面均有较高的提升。这一研究结

果也进一步显示，在通过混合采样解决原始样本集

类间不平衡问题后，深度学习模型相较传统 logistic
模型在处理大样本数据集时展现出更高的精度优势。

综合来看，最优方案为MAHAKIL-R300混合采

样，其 AIC = 428，BIC = 502，F1 = 0.959，确定为最

终预测模型。在 64个训练模型中，临界阈值多大于

0.5（图 1），符合单木枯损预测中阈值 > 0.5的典型特

征[30]。其中，最优预测模型的临界阈值为 0.646。
 3.2    模型因子特征重要性结果

以 MAHAKIL-R300模型训练后各因子特征重

要性排序（基于第一层权重），结合回归系数的正

负性，探究各因子对单木枯损概率的影响[31]。在建

模前，通过多重共线性检验剔除方差膨胀因子

（variance inflation factor，VIF）值大于 10的因子。建

模后模型各参数见表 7。在 8个影响因子中，胸径、

胸径基尼系数与竞争因子 C1为前 3关键因子（图 2），
其中胸径基尼系数和 C1贡献值为正，胸径为负。

 

表 5    logistic模型结合 ROS-SMOTE混合上采样
模型拟合结果

Tab. 5    Fitting results of the logistic model combined with
ROS-SMOTE hybrid oversampling

采样方式 精确率 召回率 F1分数 AIC BIC

R200 0.621 0.743 0.676 4 423 4 463

R300 0.640 0.778 0.702 4 432 4 471

R400 0.693 0.795 0.740 4 322 4 362

R500 0.666 0.810 0.731 4 546 4 586

R600 0.655 0.775 0.710 4 330 4 376

R700 0.636 0.703 0.668 4 533 4 573

R800 0.655 0.805 0.722 4 381 4 421

R900 0.643 0.770 0.701 4 586 4 625

R1000 0.651 0.786 0.713 4 397 4 436

R1100 0.651 0.793 0.715 4 308 4 355

R1200 0.637 0.755 0.691 4 402 4 441

R1300 0.658 0.740 0.697 4 505 4 545

R1400 0.650 0.745 0.694 4 423 4 463

R1500 0.653 0.768 0.706 4 440 4 480

R1600 0.643 0.798 0.712 4 464 4 504

R1700 0.642 0.738 0.686 4 487 4 527

 

表 6    logistic模型结合 ROS-MAHAKIL混合上采样
模型拟合结果

Tab. 6    Fitting results of the logistic model combined with
ROS-MAHAKIL hybrid oversampling

采样方式 精确率 召回率 F1分数 AIC BIC

R200 0.628 0.770 0.692 4 229 4 275

R300 0.630 0.766 0.691 4 222 4 262

R400 0.603 0.785 0.682 4 361 4 401

R500 0.631 0.798 0.705 4 235 4 275

R600 0.643 0.786 0.708 4 239 4 278

R700 0.632 0.788 0.701 4 252 4 298

R800 0.634 0.811 0.712 4 200 4 240

R900 0.632 0.808 0.709 4 229 4 268

R1000 0.628 0.788 0.699 4 138 4 178

R1100 0.635 0.798 0.707 4 189 4 229

R1200 0.620 0.753 0.680 4 256 4 303

R1300 0.632 0.810 0.710 4 230 4 270

R1400 0.627 0.773 0.693 4 225 4 265

R1500 0.639 0.75 0.690 4 204 4 250

R1600 0.654 0.783 0.713 4 228 4 274

R1700 0.629 0.743 0.682 4 177 4 223
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图 1    单木枯损模型临界阈值

Fig. 1    Critical threshold of individual tree mortality model
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小径级林木在林分中抵抗外界干扰能力较弱，

且在光照、水分、营养物质的竞争中处于劣势，容易

发生枯损现象，这可能是胸径与枯损概率负相关的

主要原因。而胸径基尼系数与枯损概率正相关，这

是因为胸径基尼系数反映林木胸径异质性，优势木

虽占据主林层但面临更高风倒与病原体侵染风险，

劣势木则因长期处于光限制与营养胁迫状态而易致

枯损，整体上增加了群落的枯损概率。而作为邻体

竞争强度的量化指标，C1值越高，表明对象木受到

来自更大径级林木的水平资源拦截越严重，生存压

力增大，进而导致枯损概率升高。

 4   讨　　论

单木枯损模型相较于林分尺度枯损模型，因其

能够在个体水平上捕捉林木间的异质性、竞争关系

和微环境差异，在预测精度和生态解释力方面具有

内在优势[32]。本研究基于福建将乐国有林场 13年动

态监测数据，构建了杉木单木枯损预测模型，系统评

估了不同建模方法的性能表现。已有研究 [33]表明，

传统统计学方法构建的单木枯损模型 F1分数通常

在 0.7~0.9，本研究的 logistic回归模型结果进一步印

证了这一结论。在 32个混合采样方案下， logistic
模型的 F1分数集中在 0.668 ~ 0.740，表现出一定的

稳定性。而深度学习模型的拟合效果显著优于传统

模型，最优模型的 F1分数高达 0.959，较传统模型提

升了约 30%。这一结果充分证实了深度学习模型在

捕捉单木枯损这一复杂生态过程中的非线性响应、

高阶交互作用和潜在特征方面具有强大的学习能

力[34]。此外，本研究还发现 MAHAKIL上采样技术

在处理类间不平衡问题时优于传统 SMOTE方法，

这可能归因于MAHAKIL通过考虑样本间的马氏距

离和多样性约束，能够更有效地抑制噪声样本生成，

从而提高模型的泛化能力。

在林木枯损的二分类预测模型中，临界阈值的

确定是影响模型实际应用效果的关键环节。传统二

分类模型通常将 0.5作为默认临界阈值，这隐含地

假设两类事件的发生概率相等。然而，林木枯损作

为一种小概率事件，其发生频率远低于林木存活，若

简单地将临界阈值设定为 0.5，则等同于将枯损与存

活事件的先验概率视为相等，这显然与森林生态系

统的实际情况相悖，也不符合贝叶斯决策理论的基

本原则。因此，针对类间不平衡数据集，需要根据具

体的样本分布和业务需求设定大于 0.5的临界阈值，

以在精确率与召回率之间取得最优平衡。本研究基

于 TensorFlow框架中的全连接神经网络技术，通过

优化分类错误率最小化目标函数，系统地确定了不

同模型的最优临界概率。结果表明，64个训练模型

中绝大部分模型的临界阈值大于 0.5，这与以往针对

小概率事件预测的结论 [30]高度一致。最优模型

（MAHAKIL-R300混合采样方案 ）的临界阈值为

0.646，这一数值既考虑了样本的类别分布特征，也

综合权衡了误判成本与漏判风险。从森林经营实践

角度看，过低的阈值会导致大量假阳性（将健康木误

判为枯损木），造成不必要的抚育成本和资源浪费；

而过高的阈值则可能导致假阴性（将枯损风险木漏

判为健康木），延误抚育时机，降低木材利用价值。

因此，本研究确定的临界阈值为福建杉木人工林经

营提供了科学的决策依据。

本研究通过深度学习模型的特征重要性评估，

发现胸径、胸径基尼系数与竞争指数 C1是影响福建

将乐林场杉木单木枯损的 3个关键因子，这一结果

具有明确的生态学意义和管理启示。首先，胸径负

向效应符合经典的竞争胁迫理论。在资源有限的森

林环境中，小径级林木在光、水、养分竞争中处于劣

势，长期生理胁迫导致抗性下降，易发生枯损，此效

应在高密度人工林中尤为突出[35−36]。其次，胸径基

尼系数的正向贡献揭示了林分结构异质性的“双重

 

表 7    单木枯损模型拟合结果

Tab. 7    Fitting results of individual tree mortality model

变量 回归系数 标准误 P
置信区间

2.50% 97.50%

DBH −1.241 5 0.200 0 −1.633 −0.850

H −0.262 9 0.077 0.001 −0.414 −0.112

GINI（DBH） 1.485 6 0.096 0 1.297 1.674

N −0.788 7 0.069 0 −0.924 −0.653

C1 1.456 4 0.100 0 1.261 1.652

C3 0.322 2 0.228 0.157 −0.124 0.769

C4 0.629 7 0.191 0.001 0.255 1.004

C8 −0.477 2 0.069 0 −0.613 −0.342
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图 2    单木枯损模型特征重要性系数

Fig. 2    Characteristic importance coefficient of individual
tree mortality model
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风险”机制：在结构高度异质的林分中，优势木因冠

层暴露度高、受风面积大，更易成为台风、病虫害等

外部干扰的首要目标[37]；劣势木则在长期的资源竞

争抑制下持续承受光照不足、根系竞争激烈等多重

生理胁迫，导致抗逆性减弱。这种“两端受压”的格

局使得林分整体枯损风险上升。第三，竞争指数 C1
的正向作用进一步证实了邻体竞争在枯损过程中的

关键驱动作用。当对象木周围存在大量大径级优势

木时，对象木可获取的光照、水分和养分资源被大幅

压缩，限制其生长与碳储备，在遭遇环境胁迫时更易

触发枯损。这 3个因子的协同识别为精准抚育提供

了明确的靶点：在森林经营实践中，应重点关注小径

级受压木、高胸径基尼系数林分中的两端木（优势木

和劣势木），以及竞争压力大的林木，通过适时间伐、

择伐等抚育措施，调整林分结构，降低枯损风险，提

高森林质量和木材产量。

本研究在模型精度与方法上取得进展，但仍存

在三重局限。其一，环境因子覆盖不全。气候动态（温

湿度、极端事件）、立地质量（土壤养分、地形）及病

虫害历史等关键变量未能系统纳入，可能限制机制

的完整解析。未来需融合遥感、气象与土壤调查数

据，构建多维度环境矩阵以深化因果识别。其二，空

间代表性不足。模型仅基于单一林场数据，跨区域

适用性未经验证。不同气候区、立地类型及经营历

史的杉木林枯损模式差异显著，未来应拓展多气候

带、多海拔梯度、多经营强度的样地网络，发展区域

或国家尺度普适性模型。其三，机制可解释性受限。

深度学习“黑箱”特性削弱了结果对经营决策的理论

支撑。未来应耦合可解释性机器学习与生态过程模

型，构建“精度−机理”双优的混合预测系统，实现从

“预测”到“阐释”的范式跃升，以更好地服务于森林

经营决策和生态学理论发展。

 5   结　　论

本研究构建了福建将乐国有林场杉木单木枯损

混合采样深度学习模型。其中，深度学习结合 ROS-
MAHAKIL混合上采样模型精度最佳，F1分数可达

0.959。对单木枯损识别概率贡献排名前 3的因子依

次为胸径、胸径基尼系数与大于对象木胸径的其他

林木的胸高断面积之和（C1）。针对生存概率偏低的

小径级受压木，应优先实施生长伐以释放资源；对高

胸径基尼系数林分中的优势木与劣势木，需通过目

标树经营与结构调控降低两极分化风险；对竞争指

数 C1高的林木，则应适时疏伐邻体以缓解胁迫。未

来需拓展多区域验证并耦合可解释性算法，以更好

地服务于森林经营决策。
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