
第 51 卷 第 6 期
2 0 2 4  年 6 月

Vol.51，No.6
Jun. 2 0 2 4

湖 南 大 学 学 报（ 自 然 科 学 版 ）

Journal of Hunan University（Natural Sciences）

基于学术知识图谱的增强语义表示与检索
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摘 要：知识图谱作为一个巨大的知识网络图，其中包含着实体概念、关系等信息 .基于深

度学习的语义表示虽然泛化性强，但对于一些专有知识的敏感度不高，所以许多研究尝试将

知识图谱与神经网络结合 .目前大部分知识图谱语义表示的方法是围绕通用领域知识图谱展

开的，没有针对学术领域的知识图谱语义表示方法的研究 . 本文以学术文献的全文本数据为

研究对象，从基于学术知识图谱的语义表示方法切入研究，在构建学术知识图谱的基础上，对

通用领域的研究方法（K-BERT）进行领域化改进（KEBERT），进一步使用实体知识增强文本的

语义信息 . 通过开展下游任务的对比实验，在学术检索数据集上验证 KEBERT、K-BERT 和

ERNIE的性能 .实验采用检索任务中常用的NDCG评价指标对结果进行评价，实验结果表明改

进后的KEBERT在检索任务上的效果优于其他模型 .
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Abstract：As a huge knowledge network diagram， the knowledge graph contains entity concepts， relationships， 
and other information. Although the semantic representation based on deep learning has strong generalization， it is 
not sensitive to some proprietary knowledge， so many researchers try to combine knowledge graphs with neural 
network. At present， most of the methods of semantic representation of knowledge graphs are based on general 
domain knowledge graphs， and there is no research on the semantic representation of knowledge graphs in the 
academic field. In this paper， the full-text data of academic literature is taken as the research object， and the 
semantic representation method based on an academic knowledge graphs is studied. On the basis of constructing 
academic knowledge graph， the research method of the general field （K-BERT） is improved （KEBERT）， and 
entity knowledge is further used to enhance the semantic information of the text. By conducting comparative 
experiments on downstream tasks， the performance of KEBERT， K-BERT， and ERNIE is verified on academic 
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retrieval datasets. The experiment uses the NDCG evaluation index commonly used in the retrieval task to evaluate 
the results. The experimental results show that the improved KEBERT is superior to other models in the retrieval task.
  Key words：knowledge graph；semantic representation；enhanced semantics；academic retrieval

随着学术论文数量日益增加，如何有效利用文

献成为新的挑战 .特别对于检索而言，在进入一个研

究领域时，需要快速找到该研究领域的热点等，这就

要求检索算法可以准确理解用户检索意图和文献内

容，对检索词和文献语义表示进行深入挖掘，然后快

速、准确地找到相关文献，提高检索匹配的精确度 .
面对大量的学术领域数据，如何在数据中挖掘出隐

含在学术论文中的知识，为学术论文的检索提供更

为丰富的语料数据，对学术搜索和知识搜索的发展

具有重要意义的研究问题 .知识图谱技术可以在一

定程度上解决上述问题 .在学术领域，知识图谱可以

将学术论文表示为知识对象，利用自然语言处理、知

识抽取等技术，实现对学术论文中具体实体、概念等

信息的抽取，对学术论文全文本进行细粒度标注，丰

富学术图谱的语义信息，从而将这些语义信息融入

检索、推荐等下游任务中，其可以有效提高模型的效

果，改善用户的使用体验 .
同时相关研究一直在尝试通过自然语言处理等

技术增强检索系统的智能化程度和对自然语言的理

解深度 .ArnetMiner、Microsoft Academic Search（MAS）
等文献检索系统都在利用实体抽取、数据挖掘等多

种技术来提升用户的检索体验 .比如 MAS检索系统

通过建立学术知识图谱，为用户提供更丰富多样的

检索结果，可以在检索结果页面给出检索词相关的

研究主题和领域相关作者 .除此之外，部分研究也在

尝试利用知识图谱中的实体信息优化检索模型，现

有的方法主要有基于扩展的方法、潜在因素建模的

方法、语言建模的方法和深度学习方法等 .知识图谱

中的实体信息优化检索主要是利用实体信息丰富检

索词和文档的语义表示，没有利用知识图谱中的实

体关系信息 .但是知识图谱中的关系关联着头实体、

尾实体，是头尾实体连接的桥梁，包含着大量的语义

信息，是知识图谱中非常关键的部分，因此对于关系

信息的利用显得尤为重要 .
在上述研究背景下，本文先从学术文献全文本

入手，对文献全文进行实体相关知识的抽取并构建

一个学术领域的知识图谱 .随后将现有的知识图谱

增强语义表示方法应用到学术领域，并在学术知识

图谱数据上进行了实验验证 .后续将上述语义表示

方法应用于检索任务中，提出了一个基于知识图谱

增强语义表示的学术检索模型，并在学术检索数据

集上进行了实验验证 .

1   相关工作

实体增强的语义表示主要是指将实体本身或实

体相关的描述信息、属性信息等作为知识来源，对文

本的语义表示进行扩展，为检索、问答等任务提供更

好的语义表示 .实体增强的语义表示主要由实体融

合、文本融合和规则融合模型构成 .
现有的知识增强语义表示方法通常将实体视为

有监督的数据，以学习其语义信息或者从中获取额

外的关键特征 .稀有或歧义的实体信息使模型能够

更好地学习其语义信息，并在命名实体识别、情感分

析、词义消歧以及问答任务中取得了良好的性能效

果 .Li等［1］提出用字词层面对齐的注意力机制来拓展

基于字符层的预训练模型，并且提出了一种池化方

法来说明字符层的注意力对齐到字词层，以缓解多

源分词器的分词误差传播的问题 .Ke 等［2］对语言知

识加入预训练模型中的有效性展开研究，揭示通过

在预训练任务中注入文中提到的知识，来提高情感

分析的效果 .Roberts等［3］基于T5的 text-to-text范式，

以 closed-book的形式在没有对应答案的上下文的情

况下直接向模型输入问题以获取对应的答案，这样

的问题设定可以考验模型在微调的过程中能学到什

么 .SenseBERT［4］模型的优势在于不仅能够预测遮掩

掉的词汇，还能够预测当前词汇在给定语境下的实

际含义 .SKEP［5］是百度提出的一种情感任务上的知

识增强方法，SKEP对原始输入句子中的部分词语进

行遮掩 .Yamada［6］提出了一种新的专门用于处理实
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体相关任务的语义表示方法 LUKE，是对 transformer
原有的注意机制的有效扩展 .

文本融合的方法在问答任务中有着良好的表

现 .RAG［7］（Retrieval Augmented Generation）是一种将

信息检索和 seq2seq生成器结合在一起的模型，其中

信息检索系统是 DPR［8］，seq2seq 生成器则使用

BART［9］模型 . 采用标准的 seq2seq 模型就意味着

RAG 不需要考虑序列的长度和顺序，每一个输入序

列都对应一个输出序列 .TEK［10］结合检索到的百科

全书知识与输入的文本表示进行联合学习，以捕获

和保存实体相关的事实知识 .REALM［11］通过从大型

语料库检索文档来增强语言表示，其中有代表性的

为使用 transformer 实现知识增强的编码器，用于向

文档中注入实体并进行预测 .
规则可以表示为非正式的约束或是严格的逻辑

表达式，它的优点是可解释性强 .这些规则不仅可以

作为监督信号，而且可以作为独立的推理系统来进

行决策 .Gangopadhyay 等［12］提出了一种结构化的深

度学习和符号推理结合的方法来解决图像分类问

题 .SimpleNet［13］将半词汇法字符串识别为字母表的

元素，最后利用规则对歧义标记进行判断，提供了一

个基于领域知识的推理框架来解释复杂问题 .Deng
等［14］提出了一个允许对标签之间的灵活关系进行编

码新的模型 .Amizadeh 等［15］提出将视觉问题问答任

务的推理和感知部分分开并进行评估，提出了一种

新颖的自上而下的校准技术 .PTR［16］根据逻辑规则将

与任务和类别相关的先验知识进行表征，以关系分

类任务为例，预测的关系通常与句子的关系表达和

标记实体的类型相关 .
上述各个知识层面的融合策略为本研究的探究

一方面提供了方法上的可借鉴之处，另一方面也提

供了可操作性的流程和规范，同时也为本研究的算

法改进提供了相应的算法理论基础 .
基于知识图谱增强的语义表示主要有句法树融

合和知识图谱融合两种 .
句法知识呈现了句子的关键组成部分，不仅在

自然语言推理和理解任务中有着重要作用，而且在

句法分析、语义标注和共指消解任务中也起着重要

作用 .Bai等［17］首次尝试证明语法树在预训练语言模

型中的作用，提出将自注意力机制分解为不同的方

面 .Zhou 等［18］提出通过多任务学习来学习跨语言任

务的语言表征 .Sachan 等［19］系统地研究了在语义角

色标注、命名实体识别和关系抽取三个有代表性地

信息提取任务中将语法树融入 transformer中的作用 .
知识图谱融合与句法树融合类似，将适当的知

识表示学习来作为语义嵌入，如 Zhang 等［20］提出一

种利用富含信息的实体来增强语言表征的方法 .    
Peters等［21］在输入文本中显式建模实体跨度，并使用

实体链接从知识图谱中检索相关的实体嵌入，以形

成知识增强的实体跨度表示 .Wang等［22］提出了一种

通过知识库进行视觉问答的方法，这种方法回答用

自然语言表述的问题，也可以以自然语言的形式进

行回答 .Wang等［23］将检索出的视觉概念与知识图谱

对齐并连接到子图中，再根据上述的信息构建一个

特殊的查询去请求上一步中构建好的子图，最后进

行关键词筛选得出与最初问题相对应的答案 .Xiong
等［24］通过替换的策略引入外部知识，根据文本中的

实体，提出了弱监督的训练目标来判断实体是否被

替换 .Lauscher等［25］提出的 LIBERT 使用外部的词汇

知识来补充原始文本，将满足语义相似度约束的实

体对作为训练实例 .Shen等［26］提出了一种新的模型，

利用知识图谱来帮助选择信息量大且有学习价值的

实体进行遮掩，并且使用知识图谱来构造被遮掩掉

实体的负样本，从而计算损失函数 .COMET［27］模型使

用现有的三元组作为种子集进行训练，这种方法可

以用来自动构建知识图谱或进行知识图谱补全 .
GRF 是 Ji 等［28］提出的一个多跳推理框架，在 GPT-2
的基础上引入了 ConceptNet 作为外部知识，并且基

于文本的上下文和知识图谱进行结尾的生成 .Liu等

人［29］提出了KG-BART模型，通过融合知识图谱信息

和文本信息，生成高质量的句子，纯文本作为结构化

知识的补充 .KT-NET［30］采用注意力机制从知识库中

自适应地选择所需知识，然后将所选知识与BERT进

行融合，以实现上下文感知和知识感知预测 .
以往语义表示方法的研究对象都局限在文本本

身，随着知识图谱这类包含着大量知识信息的知识

库的发展，越来越多的学者开始研究如何利用这些

知识库中的外部知识对文本的语义表示进行扩展，

使模型能更好地理解语言 .本研究在综合比较分析

前人研究的基础上，提出了一种基于学术知识图谱

的实体增强语义表示方法，将实体增强和实体关系

增强整合到一个框架当中 .
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2   增强语义表示研究框架及模型

2.1   研究框架

首先根据用户需求和学术文献特征制定学术实

体标注规范，征集标注人员对学术文献数据进行人

工标注和校对，利用标注的实体和文献题录数据构

建学术知识图谱 .其次根据学术数据特点对现有的

实体增强语义表示方法进行改进，并利用上述构建

的学术知识图谱数据在检索任务上进行实验验证，

并且将本研究的语义表示方法与其他两个语义表示

方法进行实验对比，分析其实验结果 .整体研究流程

如图1所示 .
2.2   KEBERT模型构建

K-BERT 模型是一个通用的、基于知识图谱的

语义表示模型，本研究对K-BERT模型进行改进，在

原有融入知识图谱的基础上，强化实体的整体性与

语义性，将实体整体作为一个 token进行语义特征提

取 .以学术图谱为实体和关系的数据支撑，使其能够

适应学术领域知识图谱数据 .
2.2.1   K-BERT结构

K-BERT模型主要分为四个模块：知识层、嵌入

层、可视层和Mask-Transformer编码器 .

1）知识层 .知识层主要有两个任务，一是将输入

文本中的实体链接到知识图谱中，主要是通过知识

图谱中的实体与输入文本进行匹配实现的；二是将

匹配到的三元组知识插入到输入文本中 . 如图 2 所

示，以“Tim Cook is visiting Beijing now”为例，输入句

子在经过链接后会将“Beijing”链接到知识图谱中的

“Beijing”实体，然后就会得到（Beijing，capital，China）
三元组，随后可以将三元组中的关系和尾实体插入

到句子中，头实体即句子中与三元组相匹配的实体 .
经过知识层处理，输入的句子会变成一个句子树 .

Mij{0  w wj       same branch
-∞              else （1）

Mij本质上是一个掩码矩阵，它的目的是用来避

免不相关词之间的交互 .式中：Wi表示输入句子中的

第 i个词；Wj表示输入句子中的第 j个词 .当两个词同

时出现在一个三元组中或者同在一个句子中时，Mij

等于 0，即Wi需要关注Wj；其余情况下，Mij设置为负

无穷，即Wi不需要关注Wj. 以图 2 中的句子树为例，

“is”和“visiting”这种树的主干上的实体和词只能与

主干上的词交互，“Tim Cook”和“Beijing”这种交叉的

实体节点与主干上的词和对应分支上的关系节点、

尾实体节点都是可以交互的，但是分属不同分支的

节点之间不能交互，分支上的节点只能与当前分支

上的节点交互 .
4）Transformer层 .从某种程度上说，可视矩阵M

中包含了句子树的结构信息，为了利用这些信息，避

免插入的知识对原始句子的语义造成负面影响，本文

对Transformer结构进行了调整，使其能够根据矩阵M

来限制自注意力机制的可见区域 .Mask-Transformer
由多个 mask-self-attention 堆叠而成，与 BERT 结构

一样，其层数为 L，隐藏层输出的大小为 H，mask-
self-attention 的头数量为 A.mask-self-attention 的自

图1   基于学术知识图谱的实体增强语义表示方法研究流程

Fig.1   Research process of entity enhanced semantic 
representation method based on academic knowledge graph

图2   知识层结构示意图

Fig.2   Schematic diagram of knowledge layer structure
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注意力计算过程如式（2）~式（4）.
Qi + 1，Ki + 1，V i + 1 = hiWq，hiWk，hiWv （2）
Si + 1 = soft max( )Qi + 1Ki + 1T + M

dk

（3）

hi + 1 = Si + 1V i + 1 （4）
式中：Wq、Wk、Wv是可训练参数；hi是第 i个mask-self-
attention 块的隐藏状态，M 是可视层输出的可视

矩阵 .
2.2.2   KEBERT模型结构

基于 K-BERT 方法，本研究针对学术知识图谱

数据的特点对上述方法进行了改进，改进后称为

KEBERT，具体流程示意如图 4 所示 . 改进后的方法

主要有四个模块 .在输入层将学术文本句子作为输

入，抽取出其中的学术实体并进行实体链接 . 以
“support vector machine model uses Twitter data for 

classification”句子为例，通过实体链接将句子中的

“support vector machine”和“Twitter”实体抽取出来并

链接到学术知识图谱中，检索到与之相关的三元组 .
与原始的 K-BERT 的不同，本文的 KEBERT 在进行

处理时，将句子中的实体作为一个整体进行操作 .在
知识层，将链接的三元组和原始的学术句子进行组

合构造一个句子树 .将知识层输出的句子树作为嵌

入层的输入进行嵌入表示 .嵌入表示主要有三个部

分：token embedding、soft position embedding 和 seg⁃
ment embedding.相比于原始的 K-BERT 模型在进行

嵌入表示时将句子中的每个单词都转化为一个单独

的 token来进行表示，本文在KEBERT模型中将同一

个实体的单词作为一个整体转化为一个 token 进行

表示，在后续的掩码过程中也可以对整个实体同时

进行掩码，保留了实体信息的完整性，使模型能够更

完整地学习知识图谱中的三元组知识 .soft position 
embedding 和 segment embedding 的表示方法保持不

变 .在可视层，由于在学术文献中，每个句子都可能

包含多个实体 .因此可能出现大量的三元组被链接

到句子中，但是在这些三元组中只有一部分是对句

子的语义理解有效的三元组 .因此如果将全部的三

元组和句子一起通过自注意力机制，就会使模型对

原本的语义理解出现偏差，导致知识噪声问题的出

现 .因此在可视层中依旧延续前文中的方法，Trans⁃
former层也与前文中的处理方法保持一致 .

3   增强语义表示及检索实验

3.1   数据集构建

为了验证上述方法的可行性和有效性，本研究

通过网络爬虫爬取了 JASIST 期刊的全文本文献数

据，经过一系列处理、标注等操作（图 5）构建了学术

知识图谱，作为后续实验中的知识图谱数据 .
首先确定需要爬取的数据来源及格式，以此为

根据编写爬虫获取 JASIST期刊的文献数据以及对应

文献的题录数据，从而形成知识图谱构建的数据源 .
随后对数据进行清洗，利用规则化抽取的方法从清

洗后的数据中抽取出文献相关的题录数据；除此之

外还要对数据进行知识实体的人工标注，根据制定

好的标注规范进行细粒度实体标注，并进行多次校

对，保证标注的准确度 .最后将题录信息和标注的实

图3   句子树转化成嵌入表示和可视矩阵

Fig.3   Transform sentence trees into embedded representations and visual matrices
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体信息共同作为学术知识图谱的实体来源数据 .
本研究采用的知识图谱数据主要来源于 2016—

2020 年 JASIST 全文本文献，共 502 篇（表 1）.在获得

数据后首先对文本数据进行清洗，将文献全文按照

句子进行划分，文献数据中共包含 138 197 个句子，

平均每个句子有 31.88个单词 .将每篇文献单独保存

为一个 txt格式文件，供后续标注使用 .
3.2   学术知识图谱构建

根据所构建学术知识图谱的需要，本研究确定

了需要标注的三个实体类别，并制定详细的标注规

范，进而根据标注规范对文献全文进行实体标注 .需

要人工标注的实体包括数据源、软件工具、具体模型

三类，具体的标注规范如表 2 所示 . 标注平台使用

BRAT，它是一款应用于 webserver 端的文本标注工

具，可以用于标注实体、关系、事件、属性等信息，可

以满足学术知识图谱实体的标注需求 .

表 1   学术知识图谱数据源数据分布表

Tab.1   Academic knowledge graph data source data 
distribution table

项目

文献数量

句子总数

每个句子的平均单词数

数量

502
138 197

31.88

图4   学术知识图谱增强的语义表示方法示意图

Fig.4   Schematic diagram of semantic representation method for enhancing academic knowledge graph

图5   学术文献数据处理与标注流程图

Fig.5   Academic literature data processing and annotation flowchart

表 2   学术实体标注规范

Tab.2   Specification for academic entity labeling

编号

1
2
3

实体类型

具体模型

软件工具

数据源

标注规则

文献中主要描述的模型、方法等，尽量以 “model、method”等词语开头或结尾，当出现具体模型时

则无须标注这些词语，例如“support vector machine model”仅需标记“support vector machine”.
“SPSS、VOSviewer、Matlab”等常见的软件工具 .

“Wikipedia、Google Scholar”等常见的数据源，或者是文献中自行构建的数据集 .
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由于人工标注可能会带有主观判断，为了保证

标注的准确性，本研究在进行一轮标注后对标注后

的实体进行了二次校对，由不同的标注人员再次根

据标注规范进行检查，如果两位标注人员的标注结

果一致，则认为标注正确，否则将交给第三位标注人

员再次进行标注检查，以此确保标注数据的准确性 .
随后使用 SCI-BERT 和 BERT 模型对上述实体进行

实体抽取 .最后将所有的实体和关系以及对应文献

的题录数据存储到 Neo4j图数据库中进行知识图谱

的构建 . 总计标注了 1 501 个实体，5 069 个三元组，

具体统计数据如表3所示 .

本研究将构建好的学术知识图谱存储在 Neo4j
图数据库中，Neo4j 是一个高性能的 NOSQL 图形数

据库，可以作为知识图谱的存储工具，可以提供知识

图谱、存储、检索和可视化等功能 .不同于关系数据

库将结构化数据存储在表中，Neo4j将结构化数据存

储在图网络中，它不存在表的概念，只有节点和关

系，可以理解为图中的点和边，而且节点和关系都可

以具备属性，但是 Neo4j中的关系为单向关系，不具

备双向或者无向关系 .构建好的学术知识图谱示例

如图6所示 .
绿色节点为文献节点，粉色节点代表数据源节

点，蓝色节点代表具体模型，黄色节点代表软件工

具 .绿色文献节点在知识图谱中为中心节点，各个文

献的周围有多个子节点，不同颜色的子节点代表不

同的实体 .多篇文献通过相同的子节点互相连接，这

个使文献之间互相连接的子节点包括数据源、具体

模型、软件工具 .搜索某数据源，查看该对象所有的

相关文献 .以数据源“Web of Science”为例，查询语句

为：MATCH q=（）-［］->（n：Datasource ｛entity： "Web 
of Science"｝） RETURN q. 查询后的可视化结果如     
图 7左图所示，可以看出，与“Web of Science”存在关

系的有大约 20个相关文献，说明这些文献在研究过

程中均使用了 Web of Science 数据 . 搜索某软件工

具，查看该对象所有的相关文献 .以软件工具“SPSS”
为例，查询语句为：MATCH q=（）-［］->（n：Software 
｛entity："SPSS"｝） RETURN q. 查询后的可视化结果

如图 7右图所示，可以看出，与“SPSS”存在关系的有

大约 7 个相关文献，说明这些文献在研究过程中均

使用了SPSS软件 .

3.3   三元组处理与实体链接

本实验中主要使用的实体类型有软件工具、模

型、数据源以及对应的实体关系，因此需要对上述知

识图谱数据进行预处理，将（头实体-关系-尾实体）

转化为相应的文本表示，尤其是实体关系需要表示

为相应的文本 .以（模型-关系-文献）三元组为例，经

过处理将其表示为（模型-a tool used by-文献），以便

在后续的嵌入表示过程中得到更准确的语义表示 . 
预处理后的数据示例如图 8 所示，头实体-关系-尾
实体之间采用制表符分隔 .

表 3   学术知识图谱实体分布表

Tab.3   Academic knowledge graph entity distribution table

实体类型

软件工具

具体模型

数据源

文献标题

总计

数量

367
587
329
218

1 501

图6   学术知识图谱可视化

Fig.6   Visualization of academic knowledge graph

 

图7   学术知识图谱检索子图可视化

Fig.7   Visualization of academic knowledge graph 
retrieval subgraphs
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在实验过程中需要通过实体链接对输入的检索

词和文档进行句子树构建，以检索词“tf-idf similarity”
为例，通过实体链接技术在知识图谱中查询到与当

前检索词相关的三元组“TF⁃IDF-a tool used by-A 

survey on tag recommendation methods”和“TF-IDF-a 
tool used by-Indexing biomedical documents with a 
possibilistic network”，因此可以将检索词的树结构设

计为如图9所示的样式 .

3.4   检索实验设计与结果分析

为了验证本文提出的知识图谱增强的语义表示

方法的有效性，本文在检索任务上进行了初步验证 .
并且实验采用 NDCG@k值作为评价指标，对检索结

果进行评价与分析 .本实验中具体实验细节如图 10
所示 .首先本文将检索词和文档用［SEP］进行拼接，

输入样例如下：“［CLS］ One Sentence containing en⁃
tity knowledge in JASIST ［SEP］ One Query in Google 
［SEP］.”其中［CLS］表示包含实体知识句子的开头，

第一个 SEP表示包含实体知识句子与Google检索词

的分隔符，第二个表示Google检索词的结束符 .然后

通过知识层，链接知识图谱中的三元组，对检索词和

文档进行句子树扩展，然后将扩展后的句子树输入

向量层进行表示，得到向量表示和对应的可视化矩

阵，随后输入 Mask-Transformer 层，随后接入一个池

化层构建文档与检索词之间的语义表示，并将此语

义表示输入回归层，计算包含实体知识的文档与检

索词之间的语义相关度 .
本模型采用均方差的方式计算损失，并利用梯

度下降的方式对模型的参数进行更新 .其中模型参

数分别为：热身比率（Warmup Proportion）设置为 0.1，
学习率（Learning Rate）为 5.0E-5，最大序列长度

图8   学术知识图谱数据样例

Fig.8   Sample academic knowledge graph data

图9   检索词树结构示意

Fig.9   Schematic diagram of search word tree structure
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（Max Sequence Length）为 512，训练周期（Epoch）设

置为 3. 本研究利用 NDCG@1，NDCG@3，NDCG@5，
NDCG@10 对检索性能进行评估，@1 表示只看第一

个文档，@3 表示只看前三个文档，以此类推 .NDCG
表示从第一个检索文档到第 k个检索文档的“归一化

累计折扣信息收益”.然后，对每个检索词下的NDCG
值进行平均，得到排序模型的整体 NDCG.NDCG 是

使用 IDCG 的规范化过程，它表示当前 DCG 值与

IDCG 值的比例 . 具体公式如公式（5）和公式（6）
所示 .

NDCG@K = DCG@KIDCG@K
（5）

NDCG@K = ∑
i = 1

k rel i
log2( )i + 1 （6）

式中：reli表示当前排序列表中结果 i的相关性得分；i
是指结果 i当前的位置序号；IDCG（Ideal DCG）则是

将相关性打分由大到小排列之后，按照 DCG的公式

进行计算得到的 .
在对上述模型进行实验验证时，将基础的       

K-BERT 模型和 ERNIE 模型作为本实验的对比      
模型，采用NDCG@1、NDCG@3、NDCG@5、NDCG@10
四个评价指标分别对比实验效果，具体实验结果如

表4所示 .
由上表可以看出，KEBERT 模型和 K-BERT 模

型在四个指标上都略高于 ERNIE 模型，在整体性能

上更有优势 .具体来说，本文提出的KEBERT模型的

NDCG@1、NDCG@3 分别为 29.9% 和 44.2%，均大于

K-BERT的 29.7% 和 42.8%，在这两个指标上的效果

都优于其余两个模型，说明在检索词和文档的匹配

程度上，本文提出的KEBERT模型更优 .这一结果的

原因主要为改进后的模型利用知识图谱中的实体在

检索词和文档的表示中起到了扩展优化的作用，使

得原始文本中的知识实体获得了拓展，在进行相似

度计算时提高了匹配精度，更容易检索到与检索词

最相关的文档 .在NDCG@5、NDCG@10两个指标上，

本文提出的KEBERT和原始模型的表现效果相比略

低，但是整体来看两个模型的表现效果相当 .

4   结 语

针对当前学术知识图谱增强检索应用研究中的

不足，本文从知识图谱的角度出发，结合学术全文本

数据和学术检索数据，构建了学术知识图谱，并探究

图10   学术知识图谱增强的语义表示实验图

Fig.10   Experimental diagram of semantic representation enhanced by academic knowledge graph
表4   知识图谱增强语义表示方法实验结果

Tab.4   Experimental results of knowledge graph enhanced 
semantic representation method

评价指标

NDCG@1
NDCG@3
NDCG@5

NDCG@10

本文方法

29.9%

44.2%

52.8%
71.5%

对比模型

K-BERT
29.7%
42.8%
53.1%

71.6%

ERNIE
29.7%
37.6%
48.0%
69.9%
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了如何将学术领域知识图谱融入到文本的语义表示

中 .在语义表示方法部分，本文结合学术领域数据的

特点，将知识图谱增强的语义表示方法应用到学术

文本中，并与多个实体增强语义表示方法进行了实

验对比，证明了本研究在学术文本数据中的有效性 .
主要工作和研究成果如下 . 一方面，本文将 502 篇

JASIST 学术文献全文本作为数据源，构建学术领域

知识图谱，并储存在 Neo4j图数据库中，供后续实验

使用 .另一方面，将知识图谱增强的语义表示方法应

用于学术领域数据 .本文基于K-BERT模型，对实体

链接部分进行了修改，将改进后的语义表示方法命

名为 KEBERT. 后续本研究利用学术知识图谱数据

进行了实验，将 KEBERT 与其他两种实体增强语义

表示方法进行了实验对比，对比分析后发现，

KEBERT 方法在语义表示方面要优于其他两种方

法，证明了本研究实验的有效性 .
由于学术文本数据的特殊性和多样性，以及实

验的研究广度有限，本文还存在以下不足以及要进

一步完善的地方 .一方面，数据量较小，在后续的研

究中可以扩大数据量和数据的学科类别，构建更为

全面的面向全文本的学术知识图谱 .另一方面，本文

是在 K-BERT 模型的基础上进行了改进，使该模型

能够更好地适用于学术数据 .在今后的研究中，可以

将此类模型作为对比，选择更优的适用于学术领域

数据的语义表示模型 .
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