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摘　 要:针对港口作业现场危险区域范围随工况变化而动态调整、监控画面中目标尺度差异大、复杂背景易造成误检漏检等问题,提
出一种面向港口危险区域入侵检测的改进型目标检测方法。 该方法以 YOLOv8 为基础,在骨干网络中嵌入通道—空间注意力机制,
强化模型对小目标、弱特征目标及关键区域信息的表达能力。 在特征融合阶段改进原有路径聚合结构,构建增强特征金字塔模块,以
提升多尺度特征的传递效率、融合质量和复杂场景适应能力。 结合港口现场实际需求,利用三角锥检测结果对作业危险区域进行动

态划定,并通过射线判别策略实现区域入侵识别。 为验证方法有效性,构建自制数据集,并在公共数据集上进行对比实验与消融实

验。 结果表明,改进方法在检测精度、召回能力和实时性之间取得了较好平衡,在自制数据集和公共数据集上的平均精度均优于多种

对比模型。 现场部署与测试结果进一步表明,该方法具有较好的工程应用价值和推广前景。
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Abstract:
 

To
 

address
 

the
 

problems
 

that
 

the
 

boundaries
 

of
 

hazardous
 

areas
 

in
 

port
 

operation
 

sites
 

change
 

dynamically
 

with
 

working
 

conditions,
 

target
 

scales
 

in
 

surveillance
 

images
 

vary
 

greatly,
 

and
 

complex
 

backgrounds
 

easily
 

lead
 

to
 

false
 

detections
 

and
 

missed
 

detections,
 

an
 

improved
 

object
 

detection
 

method
 

for
 

intrusion
 

detection
 

in
 

port
 

hazardous
 

areas
 

is
 

proposed.
 

Based
 

on
 

YOLOv8,
 

the
 

proposed
 

method
 

embeds
 

a
 

channel-spatial
 

attention
 

mechanism
 

into
 

the
 

backbone
 

network
 

to
 

enhance
 

the
 

model’ s
 

ability
 

to
 

represent
 

small
 

targets,
 

weak-
feature

 

targets,
 

and
 

key
 

regional
 

information.
 

In
 

the
 

feature
 

fusion
 

stage,
 

the
 

original
 

path
 

aggregation
 

structure
 

is
 

improved
 

and
 

an
 

enhanced
 

feature
 

pyramid
 

module
 

is
 

constructed
 

to
 

improve
 

the
 

transmission
 

efficiency
 

and
 

fusion
 

quality
 

of
 

multi-scale
 

features,
 

as
 

well
 

as
 

the
 

adaptability
 

to
 

complex
 

scenes.
 

In
 

combination
 

with
 

the
 

practical
 

requirements
 

of
 

port
 

sites,
 

the
 

hazardous
 

operation
 

area
 

is
 

dynamically
 

delineated
 

according
 

to
 

the
 

detection
 

results
 

of
 

traffic
 

cones,
 

and
 

regional
 

intrusion
 

is
 

identified
 

through
 

a
 

ray-casting
 

discrimination
 

strategy.
 

To
 

verify
 

the
 

effectiveness
 

of
 

the
 

method,
 

a
 

self-built
 

dataset
 

is
 

constructed,
 

and
 

comparative
 

as
 

well
 

as
 

ablation
 

experiments
 

are
 

conducted
 

on
 

a
 

public
 

dataset.
 

The
 

results
 

show
 

that
 

the
 

improved
 

method
 

achieves
 

a
 

good
 

balance
 

among
 

detection
 

accuracy,
 

recall,
 

and
 

real-time
 

performance,
 

and
 

its
 

mean
 

average
 

precision
 

on
 

both
 

the
 

self-built
 

dataset
 

and
 

the
 

public
 

dataset
 

is
 

superior
 

to
 

that
 

of
 

multiple
 

comparative
 

models.
 

Field
 

deployment
 

and
 

testing
 

further
 

demonstrate
 

that
 

the
 

proposed
 

method
 

has
 

good
 

engineering
 

application
 

value
 

and
 

promising
 

prospects
 

for
 

wider
 

application.
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　 　 在港口的现代化建设中,安全生产始终是第一位的,
加强对危险区域的入侵检测就是保障手段之一[1] 。 随着

深度学习的出现以及计算机算力的提升,图像检测摆脱了

传统的灰度二值化处理方式,使得检测精度大幅提升。 目

前,基于深度学习的危险区域入侵检测系统[2] 已经逐渐开

始取代人力监控的方式。 但在现场作业中,往往需要根据

作业现场动态确定危险区域,此外因为港口区域很大,摄
像头较多,而计算设备算力有限,如何在保证模型精度的

基础上,尽可能减少计算代价,提高模型的检测速度,使得

模型更具实用性是目前最大的问题。
目前主流的目标检测算法可以分为两类:第一类为双

阶段算法,算法分为两步分开执行,输入图像先经过候选

框生成网络,再经过分类网络,对候选框的内容进行分类。
其典型代表有 R-CNN[3] 、 Faster-RCNN[4] 、 Mask-RCNN[5]

等。 双阶段算法在候选区域的提取过程中计算量大、过程

复杂、检测速度慢、虽然拥有较高的准确度,但却无法满足
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实时性的需求。 第二类是单阶段的,主要是利用端到端的

思想,采用整张图像来回归预测出目标物体的类别和位

置。 典型代表有 YOLO[6-8] 系列、SSD[9] 系列等。 随着算法

的更新,单阶段算法在精度上逐渐可与双精度算法比拟,
但速度比双精度算法更快,更适用于实际应用。

本文提出了一种改进的 YOLOv8[10] 算法,该算法在主

干网络中集成了上下文感知卷积层和动态上下文融合层,
通过自注意力机制强化了对小目标和复杂场景的检测能

力。 还优化了特征金字塔网络结构,以提高对多尺度特征

的整合效率和检测精度。 这一系列的改进显著增强了模

型的实用性和准确性,尤其适用于港口监控场景[11-12] 。
本研究的算法在自建危险区域入侵数据集 ( dangerous

 

zone
 

intrusion,
 

DZI)上进行了广泛的测试,实验结果表明,
该方法能够有效地应对港口环境中的实际应用挑战,为港

口安全监控提供了一种新的解决方案。

1　 本文算法

本文提出的网络结构如图 1 所示,相比于原 YOLOv8
模型,在骨干网络中,集成了 CBAM[13] 注意力机制,以增

强模型对遮挡或远距离小目标的检测能力;改进原有的

PANet[14] 网络结构,增加增强特征金字塔模块整合多尺度

的特征信息,并通过增强的特征融合技术优化特征表示,
特别适用于复杂的港口监控环境中,其中目标大小多变,
背景通常复杂多样。

图 1　 改进的 YOLOv8 网络结构

Fig. 1　 Improved
 

YOLOv8
 

network
 

architecture
1. 1　 通道空间注意力模块

为了进一步增强模型对小目标的检测精度,本文引入

了通 道 空 间 注 意 力 模 块 ( convolutional
 

block
  

attention
 

module,
 

CBAM) 对图像特征信息进行更深入的提取。
CBAM 是一种简单且有效的注意力机制,其具体结构如图

2 所示。 它能够沿着通道和空间两个独立维度依次推断

特征图信息,然后将注意力图与输入的特征图相乘,从而

实现自适应特征细化。
CBAM 模块主要包括两个子模块:通道注意力模块

(channel
 

attention
 

module,
 

LAM ) 和 空 间 注 意 力 模 块

(spatial
 

attention
 

module,
   

SAM)。 在通道注意力模块中,
输入的特征图首先经过全局平均池化和全局最大池化,生
成两个不同的特征向量,这些向量通过共享的多层感知机

处理后进行相加操作。 生成的通道注意力图与原始特征

图相乘,从而调整特征图中各个通道的重要性。 接着,将
调整后的特征图输入到空间注意力模块,空间注意力模块

通过平均池化和最大池化在空间维度上进行聚合,并使用

卷积操作生成空间注意力图。 最终,将该注意力图与输入

的特征图相乘,得到经过空间维度调整的特征图。

图 2　 CBAM 模块

Fig. 2　 CBAM
 

module
　 　 在本文的网络结构中,CBAM 模块被融合到下采样操

作中,使得网络模型能够有效排除环境因素产生的干扰信

息,集中关注有用的目标信息。 具体而言,在每次下采样

操作中,首先对输入特征图应用通道注意力模块,然后对

结果特征图应用空间注意力模块,如图 2 所示。 通过这种

方式,CBAM 模块能够在尽可能少增加参数量的同时显著

提升模型对小目标的检测精度。
1. 2　 特征增强金字塔

为了提高小目标检测的性能并增强对多尺度特征的

处理能力,在 YOLOv8 模型中引入了一个改进的结构,即
增强特征金字塔( enhanced

 

feature
 

pyramid,
 

EFP )。 EFP
模块的设计旨在整合多尺度的特征信息,并通过增强特征

融合技术优化特征表示,特别适用于复杂的港口监控环境

中,其中目标大小多变,背景通常复杂多样。
　 　 增强特征金字塔模块作为颈部网络的一个关键部分,
位于主干网络和检测头之间,以优化来自主干网络的 3 个

关键特征层级(C3、C4、C5)。 C3 层作为最高分辨率层,采
用 1×1 和 3×3 的卷积核进行细节提取,同时使用空洞率

为 2 的空洞卷积增加感受野,改善对小目标的识别。 中等

分辨率的 C4 层通过 3×3 的卷积核和同样空洞率为 2 的

空洞卷积平衡细节保留与感受野拓展,有效捕捉目标及其

上下文信息。 对于最低分辨率的 C5 层,选择 5×5 的卷积

核配合空洞率为 4 的空洞卷积,专注于捕获广阔的上下文

信息,这对识别大型目标尤为重要。
为了整合这些多尺度特征,如图 3 所示 EFP 模块首

先将 C5 层的特征图上采样至 C4 层的分辨率,同理,C4 层

的特征图上采样至 C3 层的分辨率。 通过元素级相加的

方式,将这些上采样后的特征图与其相应的上一层进行融

合。 这种层级融合不仅加强了特征之间的直接联系,还优

化了信息的整体流动。 每次融合后,采用通道注意力机制

(SE 模块[15] )来重新校准融合特征图的通道重要性,进一
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步提炼特征并增强对关键区域的响应。
　 　 最终,经过融合和优化的特征图通过一个 3×3 的卷

积层进行最终整合,然后被送往模型的检测头部,用于目

标的精确定位和分类。 这种详细且针对性的设计确保了

EFP 模块能够有效地处理不同尺度的输入,并通过精心设

计的融合策略显著提升整个模型在处理多尺度目标检测

任务中的性能,特别是在复杂多变的港口环境中对各种尺

寸目标的准确检测。

图 3　 EFP 模块结构图

Fig. 3　 EFP
 

module
 

structure
 

diagram
1. 3　 危险区域确定和入侵检测

考虑的实际作业中,危险区域不是一个固定的范围,
而是随着作业位置流动。 因此,本文设计通过现场摆放的

三角锥,动态确定危险区域范围。 为了划定危险区域,需
要检测三角锥并提取坐标,然后根据这些坐标构建连通区

域,即为危险区域。
在确定危险区域的基础上,可以进一步判断是否有入

侵情况发生。 为判断是否有入侵情况发生,提出射线法判

断。 首先,确定入侵物体的坐标,以入侵物体的坐标为中

心点,分别射出 2 条射线,判断射线与连通区域的边界有

多少交点。 如果中心点在连通区域中,那么每条引出的射

线与边界有且仅有一个交点,如果中心点在连通区域外,
那么引出的射线则会与边界有 2 个以上的交点。 根据交

点数判断是否有入侵情况发生。 示意图如图 4 所示,图中

4(a)为有入侵情况发生,4(b)为无入侵情况发生。

(a)
 

为有入侵情况发生
 

　 　 　 　 (b)
 

为无入侵情况发生

图 4　 入侵检测示意图

Fig. 4　 Intrusion
 

detection
 

diagram

2　 实验环境和数据集介绍

2. 1　 实验环境

实验硬件环境,i7-6700
 

3. 4
 

GHz
 

CPU、NVIDIA
 

CTX
 

2080Ti
 

GPU,操作系统为 Ubuntu
 

18. 04。 软件环境,编程

语言为 Python3. 7,C++。
2. 2　 实验数据集介绍

本文实验共采用 2 种数据集,第 1 种为(safety-helmet-
wearing-dataset,SHWD)数据集,该数据集为公共数据集;
第 2 种为 DZI 数据集,该数据集为自己建立的数据集。

SHWD 数据集是一个基于安全帽检测的公共数据集,
该数据集分为人员和安全帽 2 个检测目标,并且是一个标

准的工地场景数据集,可以很好地适应于港口场景中。
SHWD 数据集共 7

 

581 张图片,以 8 ∶ 2 的比例划分训练集

和测试集。

DZI 数据集是自己建立的数据集。 数据集格式按照

PASCAL
 

VOC 数据集格式建立,视频来源于港口工程器械

大臂上的摄像头,共包含不同的工程器械,不同的时间,不
同的天气条件等视频 10 条。 每个视频按照一定的间隔时

间截取图片,然后对截取的图片进行人工筛选,剔除相似、
相近、无检测目标的图片,总共制作 3

 

800 张数据集。 数

据集以 2 ∶ 8 的比例划分测试集和训练集。
标注数据集使用的软件为 LabelImg,数据集共标注有

8 类。 由于视频源为摄像头,而摄像头基本的安装位置为

大型工程器械的大臂,这就导致了标注目标过于细小并且

受环境影响大,如图 5 所示。 为解决这个问题,对数据集

进行手动标注,然后人工复检,以保证数据集中的目标标

注准确。

图 5　 数据集标注示意图

Fig. 5　 Schematic
 

diagram
 

of
 

the
 

annotation
 

of
 

the
 

dataset
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3　 实验结果与分析

3. 1　 评价指标

常用 的 目 标 检 测 模 型 性 能 评 估 通 常 用 准 确 率

(Precision)和召回率(Recall)来评价目标检测模型的综合

性指标,mAP
 

值被用来描述多标签图像分类的性能,AP
 

是各类别平均精度( average
 

precision,AP) 的均值。 这些

参数用来描述检测性能。 相应的计算过程如下。
1)

 

准确率 P (Precision)。 准确率可以衡量模型的精

确性,可以定义为模型预测的正类别中有多少是真正的正

类别,如公式(5)所示:

Precision = TP
TP + FP

(5)

其中,TP
 

表示模型正确地将正例判定为正例的数量,FP
 

表示模型错误地将负例判定为正例的数量。
2)召回率 R ( Recall)。 召回率可以衡量模型的全面

性,可以定义为所有真正的正类别中有多少被模型成功检

测到,如公式(6)所示:

Recall =
TP

TP + FN
(6)

其中,
 

FN
 

表示模型为漏报的正样本数量。
3)

 

平均准确率均值( mean
 

average
 

precision,mAP)。
平均准确率均值是一种综合评价指标,它综合考虑了模型

在不同类别上的精准率,是所有类别 AP
 

的均值,公式(7)
所示:

mAP =
∑

d

i = 1
AP i

d
(7)

其中, AP i
 表示单个类别的平均精度,d

 

表示所有类别的

数量。
3. 2　 DZI 数据集实验结果对比分析

在对 DZI 数据集进行的实验中,对比了本文提出的改

进 YOLOv8 模型与其他几种目标检测模型。 实验结果如

表 1 所示,改进后的 YOLOv8 模型在检测精度方面表现优

异,达到了 95. 1%, 这比 YOLOv4、 YOLOv5s、 SSD 以及

YOLOv7 模型的表现都要好。 同时,本文模型的参数量保

持在一个较低水平,实现了对模型轻量化的需求。

表 1　 DZI 数据集对比实验

Tab. 1　 Comparative
 

experiments
 

on
 

DZI
 

dataset

算法 P / % R / % mAP@ 0. 5 / % 帧率 / ( f·s-1 )

YOLOv4 88. 0 85. 3 86. 5 60

YOLOv4-tiny[2] 67. 1 64. 6 65. 5 90

YOLOv5s 92. 3 90. 5 91. 4 70

YOLO
 

V8 93. 6 91. 5 92. 5 55

SSD 79. 3 76. 9 77. 5 50

YOLO
 

V7 90. 1 88. 6 89. 3 48

本文算法 95. 8 93. 4 95. 1 50

　 　 具体来看,YOLOv4 模型的 mAP 为 86. 5%,而本文的

YOLOv8 模型则提升了 8. 6 个百分点。 YOLOv5s 模型虽

然也显示了较高的检测精度(91. 4%),但本文模型仍然

高出 3. 7 个百分点。 此外,尽管 YOLOv7 提供了相对较高

的检测精度(89. 3%),本文模型的性能提升依然明显。
在检测速度方面,本文模型以较高的精度和适中的检

测速度(50
 

FPS)保持了良好的平衡。 这一点对于需要在

资源受限的环境中部署高精度检测模型的应用场景尤为

重要。

表 2　 DZI 数据集消融实验

Tab. 2　 Ablation
 

experiments
 

on
 

DZI
 

dataset

组合 EPF CBAM P / % R / % mAP@ 0. 5 / %

组合 1 87. 4 84. 6 85. 5

组合 2 √ 92. 7 89. 8 90. 2

组合 3 √ 90. 5 87. 7 89. 5

组合 4 √ √ 95. 8 93. 4 95. 1

　 　 通过这些比较分析,可以明显看出本文提出的改进

YOLOv8 模型在处理 DZI 数据集时,不仅在减少模型参数

量的同时,还显著提高了检测精度,有效地平衡了性能与

效率,使其成为复杂港口监控环境中的优选模型。
在 DZI 数据集上进行的消融实验清楚地展示了不同

模块对模型性能的具体影响。 实验设置包括 4 种不同的

配置:未使用任何增强模块,仅使用增强特征金字塔模块,
仅使用 CBAM 自注意力模块,以及两者的结合。 结果显

示,在未应用任何增强模块的基础配置中,模型的 mAP 最

低,为 85. 5%,这强调了增强模块对提升性能的重要性。
引入 EFP 模块后,模型的 mAP 显著提升到 90. 2%,表明

该模块通过整合多尺度特征信息有效地提高了检测精度。
而当使用 CBAM 模块时, mAP 提升到 89. 5%, 证实了

CBAM 通过加强特征图的通道和空间关注度有效提升了

模型性能。 最终,当 EFP 和 CBAM 模块同时使用时,模型

表现最优,mAP 达到 95. 1%。 这一结果突出了这两个模

块的互补作用,它们的联合应用显著优化了模型的整体表

现,特别是在不显著增加参数量的前提下,通过精细化的

特征处理显著提高了复杂场景下的检测性能。 这种细粒

度的特征优化使得改进的模型在实际港口监控应用中表

现出较高的实用价值。
3. 3　 SHWD 数据集实验结果对比与分析

本文选用的是 SHWD 数据集,具体实验结果如表 3
所示,本对比实验的网络输入为 416×416。
　 　 在 SHWD 数据集上的实验结果显示,本研究提出的

改进型 YOLOv8 模型表现出显著的优越性,尤其是在复杂

的工地安全帽检测场景中。 具体而言,YOLOv8 模型在此

数据集上实现了 90. 4% 的平均精确率, 明显超越了

YOLOv4、YOLOv7,以及轻量级的 YOLOv4-tiny 和 SSD 模

型。 这一结果突显了本文模型在精确目标识别和定位能

力上的显著提升,特别适合于对高准确度检测有严格要求

的实时应用场景。
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表 3　 DZI 数据集对比实验

Tab. 3　 Comparative
 

experiments
 

on
 

DZI
 

dataset

算法 P / % R / % mAP@ 0. 5 / % 帧率 / ( f·s-1 )

YOLOv4 85. 8 83. 0 84. 0 55

YOLOv4-tiny 78. 3 75. 6 76. 5 80

YOLOv5s 88. 5 86. 3 87. 3 70

YOLO
 

V8 90. 4 88. 5 89. 1 60

SSD 80. 1 78. 1 79. 6 65

YOLO
 

V7 86. 6 84. 6 85. 3 58

本文算法 92. 5 90. 0 91. 2 50

　 　 在帧率方面,虽然 YOLOv8 的速度不是所有模型中最

快的,但它成功地在保持高检测精度的同时,提供了可接

受的处理速度,这对于实时监控系统至关重要。 这表明本

文的模型在确保较高的检测准确性的同时,还能维持必要

的操作速度,满足了实际部署中对速度和精度的双重

要求。
　 　 总结而言,本研究中的数据表明,改进后的 YOLOv8

模型在应对具有复杂背景和多变目标大小的实际场景时,
能够显著提升检测精度和速度。 其性能表现特别是在工

地场景中的应用中显示了模型的优越性,反映了其在实际

部署中的高效性和广泛的适用性。

4　 算法部署与应用

算法部署以 MFC 为基础,C++为编写语言搭建完成。
包括检测系统、入侵系统和报警系统构成,检测系统检测

和识别图像中各个物体的位置;经由入侵系统根据三角锥

构建危险区域后,判定是否有入侵行为发生;根据入侵系

统提供的结果,报警系统给出相应的报警提示,有入侵情

况发生时报警灯会变红。
在唐山港对本模型进行部署与测试,港口现场结果如

图 6 所示。 其中图 6( a)和图 6( b)分别为 2 个不同地点

的区域入侵检测。 当有无关车辆进入由三角锥划定的危

险区域时,就判定为发生区域入侵。 根据现场验证,本系

统完全满足实践要求。

（a）一号煤堆

（b）二号煤堆

图 6　 现场部署图

Fig. 6　 Field
 

deployment
 

diagram
　 　 本文对不同场景下改进之后的算法和基础算法测试

图片进行对比如图 7 所示。 图 7(a)为原 YOLOv8 算法下

的测试图片结果,图 7(b)为改进后算法的测试图片结果。
对改进后的模型在不同场景下的入侵检测准确率进

行统计,统计结果如表 4 所示。 通过统计结果可以看出,
文中的算法检测准确率完全符合实际应用需要。 既能在

白天视野条件好的时候精准检测,也能在光照不足的夜间

完成入侵检测,适用性广泛。
表 4　 不同场景入侵检测准确率

Tab. 4　 Intrusion
 

detection
 

accuracy
 

in
 

different
 

scenarios

序号 危险区域类别 危险场景 入侵检测准确率 / %

1 违章进入 1 号煤堆 95. 19
 

2 违章进入 2 号煤堆 94. 84
 

3 违章进入 夜间 3 号煤堆 95. 04
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(a)
 

YOLOv4　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 (b)
 

本文算法

图 7　 测试图片对比

Fig. 7　 Comparison
 

of
 

test
 

pictures

5　 结论

本文提出了一种改进的 YOLOv8 模型,专门针对复杂

港口环境的危险区域入侵检测。 此模型通过集成通道空

间注意力机制,显著提高了对遮挡或远处小目标的检测效

率,优化了原始 PANet 结构,引入了增强特征金字塔模

块,以更好地处理多尺度特征和应对目标大小多变及背景

复杂的监控场景。 经过广泛的测试,改进后的模型在自制

的 DZI 数据集上表现出了优越的检测性能,部署结果显

示,本文算法在唐山港作业现场应用良好,有效地保障了

港口作业人员的生命财产安全。
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