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摘 要：为提升履带装甲车辆综合传动装置疲劳损伤的快速计算能力及其剩余寿命的准

确评估性能，提出一种满足多工况条件的传动主轴运行载荷实时评估模型 . 提取特种车辆典

型运行工况的特征参数，并采用K均值聚类及支持向量机方法实现特种车辆典型运行工况的

实时判别；构建基于卷积-长短期记忆神经网络的多工况传动主轴运行载荷实时评估模型，采

用贝叶斯算法对模型中学习率、神经网络隐含层单元数等超参数进行优化，以提高传动主轴

运行载荷评估的准确性；依据特种车辆典型工况下的运行数据开展模型实例验证 . 结果表明，

在换挡工况、转向工况及爬坡工况下，模型对传动主轴运行载荷评估结果的平均绝对百分比

误差分别为 0.150、0.014、0.006（5°坡工况）及 0.004（10°坡工况），表明了本文模型在变工况条

件下综合传动装置传动主轴运行载荷评估的有效性 .
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Abstract：To facilitate the rapid calculation of fatigue damage and accurate assessment of the remaining life of 
the integrated transmission system， a real-time evaluation model for the running load of the transmission main shaft 
under multiple operating conditions is proposed. The model first extracted characteristic parameters of typical 
operating conditions for special vehicles and realizeed real-time discrimination of these conditions using K-means 
clustering and support vector machine methods. Then， a transmission main shaft load evaluation model based on 
convolutional neural networks-long short-term memory was constructed. Bayesian algorithm was employed to 
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optimize hyperparameters， such as learning rate and network depth， aiming to improve the accuracy of the 
transmission main shaft load evaluation. Finally， the model was validated through experimental data collected under 
typical operating conditions of special vehicles. The results show that under shifting， steering， and climbing 
conditions， the average relative errors of the model’s load evaluation for the transmission main shaft are 0.150， 
0.014， 0.006 （5-degree slope）， and 0.004 （10-degree slope）， respectively， indicating the effectiveness of the 
model in assessing the load of the integrated transmission system under variable operating conditions.
  Key words：transmissions；main shafts；variable working condition；load evaluation

以坦克装甲车辆、自行火炮、步兵战车等为代表

的履带式特种车辆是实现我国陆军现代化建设和保

障国家战略安全的重要军用装备 . 综合传动装置是

实现特种车辆动力传递、保证特种车辆机动性能的

核心部件 . 其工作环境的不确定性、路面负载的随机

性、驾驶员操作指令的动态变化，使得综合传动装置

内部部件的载荷具有载荷域宽、变动频繁、强随机

性、非对称交变等动态特征 . 传动主轴是综合传动装

置内部实现动力传递的关键零件之一，其运行载荷

的时序变化特征直接关系着传动主轴的疲劳损伤演

化历程，同时也是引起传动主轴及综合传动装置性

能劣化及寿命衰减的重要因素 . 因此，开展传动主轴

运行载荷实时评估方法研究对实现综合传动内部各

类关键部件运行载荷的表征、综合传动装置损伤程

度及服役状态的评估具有重要意义 .
当前机械设备的运行载荷评估方法主要包含两

种：直接载荷监测法及基于机理模型的载荷评估方

法 . 其中直接载荷监测法通过传感器直接测量零部

件所承受的动态扭矩信息［1-2］. 但综合传动装置内部

空间的限制以及传动元件的高速旋转，使得难以采

用传感器直接对传动主轴的载荷进行实时检测，因

此车载传动部件的实时扭矩测量仍是目前该领域的

一项关键技术难点［3］. 基于机理模型的载荷评估方

法通过建立机械系统动力学模型，仿真求解设备不

同运行状态下的载荷信息［4］. 近年来，国内外学者在

机械系统动载荷测量与分析、载荷谱编制与关键部

件动态特性等方面开展了大量研究［5-7］. 覃凌云等［8］

基于履带车辆负重轮动载荷理论估算模型及履带车

辆多体动力学模型，分别开展行驶速度、路面不平度

及履带板参数对负重轮动载荷的影响分析 . 巫发明

等［9］针对风力发电机传动系统动态载荷识别算法开

展了深入研究，基于多体动力学刚柔耦合方法建立

了传动链动态载荷特性模型，并提出了传动链扭转

振动与负载转矩特性相结合的低速轴扭动载荷识别

算法 . 杨子涵等［10］提出了基于峰值过阈值模型的大

功率拖拉机传动轴载荷时域外推方法，结果表明，该

方法可获得研究对象任意里程的载荷时域序列，同

时可极大程度保留实测载荷循环的次序，为台架载

荷谱加载试验提供更加真实可靠的数据支持 . 李晓

祥等［11］以装载机变速器传动轴为研究对象，提出了

一种面向典型换挡工况重构的参数化试验载荷模

型， 基于小波变换级数分解的方法将传动轴所受非

平稳随机载荷数据分解为非平稳的确定性分量与平

稳的随机性分量，进而进行参数化表达与构建 .
随着深度学习理论的快速发展，数据驱动的多

尺度载荷评估方法逐渐成为该领域研究的重点方向

之一［12］. 目前，深度学习方法以其强大的非线性建模

能力被越来越多地用于机械设备重要参数的评估，

包括预测设备的温度、压力、载荷等参数，进而通过

结合传感器数据和其他设备参数，提高设备参数估

计的准确性和可靠性［13］. 于燕南等［14］将优化算法和

机器学习技术应用于在役起重机的载荷谱回归预

测，建立了载荷谱预测模型 . 徐格宁等［15］提出粒子群

优 化 相 关 向 量 机（Particle Swarm Optimization-
Relevance Vector Machine， PSO-RVM）方法用于起

重机当量载荷谱预测，该方法通过使用粒子群优化

算法优化核函数构造和核参数的选择，构建预测模

型并应用到起重机当量载荷谱预测中 . 深度学习理

论的应用可极大地提升机械装备多尺度状态评估的

准确性，也为特种车辆复杂传动系统的载荷监测与

评估提供新途径 .
本文针对综合传动装置内部传动元件动态载荷

难以直接获取，导致综合传动装置疲劳损伤与剩余

寿命难以实时、有效评价的难题，开展变工况下综合

传动装置传动主轴运行载荷实时评估方法研究 . 通过

建立基于卷积-长短期记忆神经网络（Convolutional 
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Neural Networks-Long Short-Term Memory， CNN-
LSTM）方法的多工况传动主轴运行载荷实时评估模

型，实现特种车辆换挡工况、转向工况和爬坡工况下

传动主轴运行载荷的实时评估，为综合传动装置内

部关键元件疲劳损伤的快速计算奠定了基础 .

1   传动主轴运行载荷实时评估模型

1.1   传动主轴运行载荷实时评估模型框架

传动主轴运行载荷实时评估模型框架如图 1所

示 .该模型的核心思想为：通过学习综合传动不同运

行工况下车载传感器的数据，同时考虑不同工况下

车载传感器数据的时序特征，建立多类型传感器数

据与传动主轴运行载荷间的非线性映射关系，实现

传动主轴运行载荷实时评估 . 该模型首先对车载传

感器数据进行分割，并基于 K均值聚类及支持向量

机（Support Vector Machine， SVM）分类算法建立综

合传动装置运行工况在线判别模型，以获取带有典

型运行工况标签的车载传感器数据片段 . 同时为了

提高不同运行工况数据片段的分类效果，采用粒子

群算法优化 SVM中的惩罚因子C和径向基函数网络

（Radial Basis Function Network， RBF）中的核函数参

数 γ，保证模型分类性能的同时提高模型的泛化能

力 . 其次，将车载数据片段输入至CNN中，提取数据

微观静态特征，进而将这些特征输入至 LSTM，考虑

传动主轴载荷变化的时序特征，学习数据中的时间

依赖性 . 引入贝叶斯算法（BO）优化CNN的学习率及

LSTM层数，从而最大限度地提升模型性能 . 最终，采

用全连接层结构，依据不同种类的车载数据，实现传

动主轴运行载荷数据的快速估计 .
1.2   基于K均值聚类-支持向量机的工况在线判别

由于综合传动装置运行工况复杂多变，为了保

障不同工况下传动主轴运行载荷评估结果的准确

性，首先建立综合传动装置运行工况判别模型，对综

合传动装置典型工况（换挡工况、转向工况和爬坡工

况）进行自主判别 . 依据综合传动工作原理，分别设

置不同工况下的特征参数集，如表1所示 .
由于车载传感器数据具有数据量大且无直接工

况标注信息，因此，基于综合传动装置在上述不同运

行工况下的物理特征，采用无监督 K均值聚类将数

据集分成不同的类别，进而使用 SVM算法将这些类

别的数据作为训练数据，以构建实现不同工况数据

片段有效分类的超平面 .
SVM算法通过引入核函数将低维空间中的样本

点映射到高维空间，并在高维空间中构建线性可分

的超平面，实现样本点的非线性分类 . 具体而言，设

样本空间 X内含有样本点 xi，其分类归属类别为 yj，

图1   传动主轴运行载荷实时评估模型

Fig.1   Real-time evaluation model for running load of 
transmission main shaft

表1   不同工况特征参数集

Tab.1   Characteristic parameter sets of different
working conditions 

运行工况

换挡工况

转向工况

爬坡工况

特征参数

换挡离合器油压/MPa

平均冲击度/（m·s-3）

泵马达高低压测压差/MPa
零轴转速/（r·min-1）

平均坡度

参数说明

Pi (i = 1，2，⋯，n )

Jm = ∑
i = 1

N

Ji

N
Ji为各时刻换挡冲击度

ΔPP_M
V0

βm = ∑
i = 1

N (ai - a )
N

ai为车辆实际行驶加速

度，a为同工况下车辆在

水平路面的加速度
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则支持向量机的非线性分类问题可以表示为：

maxα∑
i = 1

m

αi - 1
2 ∑

i = 1

m ∑
j = 1

m

αiαj yi yjK ( xi，yj )
subject to∑

i = 1

m

αiαj = 0，0 ≤ αi ≤ C，i = 1，2，⋯，m

（1）
式中：α为对偶问题中的拉格朗日乘子；m为样本数；

C为惩罚因子；K ( xi，yj )是算法采用的核函数 .
在高维空间中，样本点被投影到一个超平面上，

可采用式（2）对超平面内的样本进行分类 .
f ( x ) = sign (∑

i = 1

m

αi yi K ( xi，x ) + b） （2）
式中：b为阈值 .

此外，核函数的选取是影响 SVM 算法分类效果

的重要因素，常用的核函数包括线性核函数、多项式

核函数、径向基函数等多种 .为了保证对特种车辆工

况数据进行较好的分类，本文模型中采用了 RBF 核

函数，该核函数可以将样本点映射到无限维空间中

且具有良好的性质，核函数如式（3）所示 .
K ( xi，xj ) = exp (-γ xi - xj 2 ) （3）

式中：γ为控制核函数形状的参数 .
在支持向量机算法的求解过程中，惩罚因子和

核函数参数 γ是影响模型分类效果的两个重要超参

数 . 其中，惩罚因子主要用于平衡模型的拟合能力和

泛化能力 . 惩罚因子越大，模型会更加关注正确分

类，对训练集拟合得更好，但泛化能力可能会受到影

响 . 惩罚因子越小，错误分类的惩罚越轻，模型则更

加关注泛化能力，但可能会导致过渡拟合 . 核函数参

数γ主要用于调整数据映射空间中的分类边界形状 .
参数值越大，分类边界越复杂，可能导致过拟合；参数

值越小，分类边界越简单，则可能导致欠拟合 .因此，提

出采用粒子群优化（Particle Swarm Optimization， PSO）
算法对 SVM算法中的惩罚因子C和核函数参数 γ进

行优化，以提高运行工况在线判别模型的有效性 .
PSO 算法通过建立一组粒子的群体，每个粒子

代表一个潜在的解，每个粒子根据自身历史最优位

置和整个群体历史最优位置进行调整，从而不断更

新自身位置和速度，直至在解空间中得到全局最优

解 . 在算法计算时，对于第 i个粒子，其位置 xi和速度

vi的更新分别如式（4）和式（5）所示 .
vi，t + 1 = wvi，t + c1r1，i ( pbest  i，t - xi，t ) +
           c2r2，i (gbest  i，t - xi，t ) （4）

xi，t + 1 = xi，t + vi，t + 1 （5）
式中：vi，t + 1表示第 i个粒子在时间 t+1的速度；xi，t + 1表

示第 i个粒子在时间 t+1 的位置；pbest  i，t表示第 i个粒

子在时间 t时的最优位置；gbest  i，t表示全局最优位置；

w为惯性权重因子；c1 和 c2 为加速常数；r1，i和 r2，i为

［0，1］之间的随机数 .
使用粒子群算法优化支持向量机算法中的惩罚

因子C和核函数参数γ，进而利用得到的最优参数值

提高特种车辆工况判别模型的效果 .
1.3   卷积-长短期记忆神经网络

卷积神经网络和长短期记忆神经网络在机械系

统运行状态评估领域均具有广泛的应用 . 由于 CNN
具有优秀的静态特征提取功能，而LSTM擅长处理序

列数据中的动态特征，因此，提出CNN-LSTM模型实

现不同工况下传动主轴运行载荷的实时评估 . 该模

型框架由两个卷积层、一个池化层、一个 LSTM 网络

及两个全连接层共同组成 . 其中每个卷积层均由一

个一维卷积算子构成，其通道数分别为 32 和 64，且
在每个卷积层中激活函数均选择Relu函数 . 进而构

建LSTM神经网络模型，并将第二卷积层的输出作为

该网络的输入 . 最后设置两个全连接层，比率设为

0.2，最终输出传动主轴运行载荷的实时评估数据 .
模型中学习率和模型结构是影响模型训练效率

及性能的两个重要超参数，因此，提出利用贝叶斯优

化算法对模型的学习率及 LSTM 隐藏单元数进行优

化，以提高载荷评估模型的整体性能 . 其中，模型超

参数优化空间分别设置为：学习率 （0.001， 0.1），

LSTM 隐含层数（32， 256）. CNN-LSTM 网络结构参

数如表2所示：

1）卷积神经网络 . 卷积层是CNN模型中的关键

步骤，其通过卷积操作提取传动主轴输入数据的局

部特征，同时通过共享卷积核参数，可大幅减少模型

表2   CNN-LSTM 网络结构参数

Tab.2   Structure parameters of the CNN-LSTM network

网络层

输入层

卷积层1
池化层

卷积层2
LSTM层

全连接层1
全连接层2
输出层

各层操作参数

6×1大小数据

3×3卷积核，步长为1
2×2最大池化层，步长为1

2×3卷积核，步长为1
激活函数=硬限制线性单元

64 隐藏神经元

8 隐藏神经元

1×1输出数据

输出

（6，1）
（4，32）
（2，32）
（1，64）
（1，64）

64
8
1
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训练参数的数量，降低模型的复杂度 . 卷积操作可以

表示为：

Oi，k = ∑
m = 0

M - 1∑
c = 0

C - 1
Ii + m，c ×Wm，c，k + bk （6）

式中：Oi，k表示对输入数据进行一次卷积操作后输出

特征的第 i处、第 k个通道的值；Ii + m，c表示输入数据

的第 i+m处、第 c个通道的值；Wm，c，k表示卷积核的第

m处、第 c个通道与第 k个通道的权重；bk为偏置项 .
采用卷积操作提取数据局部特征时会存在部分

冗余信息，而池化操作则可实现数据特征的降维和

特征压缩 . 本模型中选择最大池化方法，其计算方法

可表示为：

Oi，k = max
m = 0
M - 1

Ii + m，k （7）
式中：Oi，k表示输出特征的第 i处、第 k个通道的值；

Ii + m，k表示输入特征的第 i+m处、第 k个通道的值 .
2）LSTM 神经网络 . 特种车辆运行过程中，其运

行工况的动态变化使得传动主轴承受的载荷呈现出

复杂的变化规律 . 为了实现不同工况条件下传动主

轴运行载荷的实时有效评估，提出采用LSTM神经网

络学习复杂的动态工况变化与主轴运行载荷间的变

化规律 .
LSTM 神经网络基本结构如图 2 所示，其由 4 个

关键部分组成，分别为：输入门、遗忘门、输出门和细

胞单元 . LSTM 单元接收当前时刻 CNN 提取的特征

信息作为输入 xt和上一时刻的隐状态 ht - 1，然后通过

输入门、遗忘门和输出门对输入特征进行控制，并更

新记忆单元 ct和当前时刻的隐状态 ht. LSTM 通过 4
部分协同工作，可以学习到主轴运行载荷和工况特

征之间的长期依赖关系，并根据当前时刻的输入特

征、上一个时刻的隐藏状态和细胞状态来预测下一

个时刻的输出 .
LSTM神经网络构造流程可表示为：

首先，计算输入门 it，它用于控制网络的输入，公

式如下：

it = σ (Wxixt + Whiht - 1 + Wcict - 1 + b i ) （8）
式中：Wxi、Whi 和Wci 分别表示输入、隐状态和记忆单

元到输入门的权重矩阵；b i 表示输入门的偏置项；σ
表示 sigmoid激活函数 .

其次，计算遗忘门 ft，它用于控制需要保留的前

期的特征信息，公式如下：

ft = σ (Wxfxt + Whfht - 1 + Wcfct - 1 + b f ) （9）
式中：Wxf、Whf 和Wcf 分别表示输入、隐状态和记忆单

元到遗忘门的权重矩阵；b f表示遗忘门的偏置项 .
然后，计算记忆单元 ct，它用于存储当前时刻的

信息，公式如下：

c͂ t = tanh (Wxcxt + Whcht - 1 + bc ) （10）
ct = ft ct - 1 + it c͂t （11）

式中：Wxc 和Whc 分别表示输入和隐状态到记忆单元

的权重矩阵；bc表示记忆单元的偏置项 .
最后，计算输出门 ot和当前时刻的隐状态 ht，公

式如下：

ot = σ (Wxoxt + Whoht - 1 + Wcoct + bo ) （12）
ht = ot tanh (ct ) （13）

式中：Wxo、Who 和Wco 分别表示输入、隐状态和记忆单

元到输出门的权重矩阵；bo表示输出门的偏置项 .
在网络训练过程中，使用反向传播算法和随时

间反向传播算法来计算梯度，然后使用梯度下降等

优化算法来更新网络参数 . LSTM网络的反向传播过

程可以看作对前向传播过程的逆向计算，即根据损

失函数的梯度从输出端向输入端逐层传播，并更新

网络参数 .
3）贝叶斯优化方法 . 为了提高载荷评估模型的

整体性能，同时尽量降低模型复杂度及计算量，利用

贝叶斯优化算法对模型的学习率及 LSTM 隐藏单元

数进行优化 . 该算法通过不断探索和利用函数的输

入-输出映射关系，在有限的采样次数内找到目标函

数的全局最优解 . 其核心思想是在每次采样时，利用

高斯过程模型对目标函数进行建模，根据模型预测

的信息来选择下一次采样点，并逐步更新模型，从而

不断逼近全局最优解 .
在对结构参数进行优化时，选择期望最大化方

法（Expected Improvement，EI）作为优化策略 . 该策略

在已知模型的条件下，通过计算当前最优解的期望

提高来指导搜索过程，从而快速找到最优解 . 对于待

优化参量 x（包含模型学习率及 LSTM隐藏单元数），

期望的计算方法为：
图2   LSTM神经网络基本结构

Fig.2   Structure of the LSTM neural network
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E ( x ) = E [ max ( f ( x ) - f (x+ )，0) ] （14）
式中：f ( x ) 是目标函数在 x处的取值；x+ 是当前已知

最优解的参数向量 .
算法的优化目标是找到使期望最大的模型结构

参数向量 x，即：

x* = arg maxxE ( x ) （15）
当期望达到最大值时，即意味着在 x点处采样可

以带来最大的期望提高，因此，x* 是当前最优解的有

力竞争者 . 通过不断迭代，该算法可以逐步逼近最优

解，使传动主轴运行载荷评估模型整体呈现较好的

性能 .
1.4   模型训练与优化

为了保证传动主轴运行载荷实时评估模型的有

效性，需提供综合传动装置不同运行工况下的车载

传感器数据，对模型进行训练 . 为确定模型的输入参

数，对综合传动装置物理结构、工作原理以及各传感

器数据相关性进行综合分析可得，在车辆行驶过程

中，发动机转速、油门开度、挡位、主轴转速、涡轮转

速及行驶加速度与传动主轴运行载荷的关联度最

高，因此选取该 6个参数为模型的输入参数 . 模型输

出为传动主轴运行载荷 . 由于特种车辆在实际服役

过程中，难以直接采集到传动主轴运行载荷数据，因

此传动主轴运行载荷数据由综合传动装置时变工况

动力学模型求解获得（动力学模型虽可以实现不同

工况下综合传动装置内部元件载荷的计算，但由于

模型复杂、所需的求解时间较长，难以实现元件运行

载荷的实时评估）. 将上述输入的车载数据与计算得

到的主轴运行载荷数据作为本文主轴运行载荷评估

模型的训练数据集，实现综合传动装置主轴运行载

荷的实时快速计算 .
为了提高模型计算性能，对传动主轴运行载荷

评估模型进行了优化 . 模型优化过程中，根据待优化

参数的初始化数据拟合得到高斯过程回归模型，选

择下一个最有可能使性能指标最优的学习率和

LSTM空间隐藏单元数组合，并使用平均绝对误差的

负值（-RMAE）作为模型性能评价指标，进而逐步缩小

参数空间，直到找到最优的超参数组合 . 以综合传动

装置换挡工况实验数据为例验证模型优化效果，传

动主轴运行载荷评估模型超参数寻优迭代过程如 
表 3 所示 . 可见，参数优化过程中，第 3 次、第 9 次和

第 11次超参数选择均使模型性能得到优化，但在第

12次迭代后达到最优解 .

以下对不同传动主轴运行载荷模型评估结果的

误差进行对比分析 . 模型运算所采用的计算平台信

息为：CPU：Intel（R） Core（TM） i7-8586U @ 1.8 GHz，
显卡：Inter（R） UHD Graphics 620. 模型计算过程中

输入数据采用 30 s 的实车采集数据，数据采样率为

20 Hz，将数据输入至不同的计算模型中，所得结果

如表 4所示 . 由表 4可见，基于CNN的主轴运行载荷

评估模型虽然所需的时间最短，但各类误差均较大，

其平均绝对误差（RMAE）、均方根误差（RRMSE）及平均绝

对百分比误差（RMAPE）分别为 545.51 N·m、593.15 N·m
及 0.427；CNN-LSTM模型所需时间相较于CNN模型

增长了34.4%，但主轴运行载荷评估效果得到大幅提

升，平均绝对百分比误差为 0.215；在采用BO算法对

CNN-LSTM 模型进行优化后，主轴运行载荷评估结

果又得到了进一步增强，平均绝对百分比误差降低

至 0.150，所需的计算时间也相对降低 . 同时考虑模

型各类评估误差与运行时间，采用贝叶斯方法对

CNN-LSTM 模型进行优化后，其对传动主轴运行载

荷评估性能的提高取得了明显的效果，同时计算时

间满足综合传动装置主轴运行载荷的实时性要求 .

表3   传动主轴运行载荷评估模型超参数寻优迭代过程

Tab.3   The optimization iterative process of hyper-
parameters of real-time evaluation model for running load 

of transmission main shaft

迭代次数

1
2
3

4
5
6
7
8
9

10
11

12

-RMAE
0.036
0.038
0.009

0.029
0.019
0.020
0.006
0.020
0.004

0.019
0.003

0.003

学习率

0.063
0.081
0.016

0.015
0.067
0.049
0.029
0.075
0.015

0.042
0.011

0.008

LSTM隐含层单元数

149
153
42

162
37
63
36

242
251

192
198

189

表4   各模型主轴运行载荷评估性能对比分析

Tab.4   Comparison and analysis of running load 
performance evaluation for various models of main shaft

模型

CNN
CNN-LSTM

CNN-LSTM -BO

RMAE/（N·m）
545.51
270.79
105.41

RRMSE/（N·m）
593.15
237.62
124.91

RMAPE

0.427
0.215
0.150

计算时间/
ms

128.4
172.6
154.3
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2   多工况主轴运行载荷评估

为了验证基于CNN-LSTM-BO模型对传动主轴

运行载荷的评估性能，分别对综合传动装置换挡工

况、转向工况及爬坡工况下传动主轴运行载荷评估

模型性能进行实例验证 .
2.1   换挡工况载荷计算与分析

换挡工况实验数据采样长度为 3 h，采样间隔

0.05 s，采样点数为 216 000. 设置训练数据集与测试

数据集的比率为 8∶2，并将数据集输入 CNN-LSTM-
BO模型 . 为了分析不同换挡工况下传动主轴运行载

荷特征，对原始数据中传动主轴运行载荷进行初步

统计分析，结果如表 5所示 .由表 5可知，换挡工况下

主轴运行载荷变化范围较大，其本质原因在于：换挡

工况下，传动系统内部元件工作状态的切换使得传

动主轴扭矩发生瞬间变化，并产生一定的冲击 .

为了验证模型中工况判别对模型计算效果的影

响，分别将同样长度的未进行工况划分的原始数据

以及工况划分后的数据输入CNN-LSTM-BO模型进

行训练，并对模型输出结果进行对比分析，结果如 
图 3 所示 . 可见，在对工况进行划分后，模型输出的

主轴运行载荷准确度明显提高 .两种模型对主轴运

行载荷性能评估误差统计如表 6 所示 . 通过在模型

中嵌入工况判别方法，可使模型输出结果的平均绝

对百分比误差由 0.400 降低至 0.150. 与未进行工况

划分的情况对比，模型输出结果的 RMAE 降低了

86.32%，RRMSE降低了87.96%，RMAPE降低了62.5%.
2.2   直驶和转向工况载荷计算与分析

转向工况实例验证中数据采样长度为 1 h，采样

间隔 0.05 s. 对完整数据集中所包含的直驶和转向工

况数据分别进行统计分析，结果分别如表 7和表 8所

示 . 可见，转向工况下传动主轴扭矩的均值、最值及

变化范围相较于直驶工况均较小 .
为了验证模型对转向工况下传动主轴运行载荷

评估的有效性，将转向工况条件下的原始数据输入

CNN-LSTM-BO主轴载荷计算模型，所得结果如图 4
所示，可见模型针对转向工况条件下传动主轴运行

载荷的评估结果与真实数据具有较好的一致性 . 同
时，对模型输出结果的计算误差进行统计，结果如 

表5   换挡工况下主轴扭矩数据统计表

Tab.5   Statistical analysis of transmission main shaft torque 
data under gear shift conditions N·m 

数据集

完整数据集

训练集

测试集

最大值

9 550.6
9 550.1
9 550.6

中位数

4 088.0
4 087.7
4 088.9

最小值

-4 961.7
-4 961.7
-4 960.7

均值

4 754.2
4 728.2
4 718.0

标准差

2 223.1
2 222.7
2 223.4

（a）未划分工况

（b）划分工况

图3   换挡工况下传动主轴运行载荷评估结果

Fig.3   The running load evaluation results of transmission main 
shaft under gear shift conditions

表6   主轴运行载荷性能评估误差统计表

Tab.6   Error statistics table of running load performance 
evaluation for main shaft

模型

CNN-LSTM-BO
（未划分工况）

CNN-LSTM-BO
（划分工况）

RMAE/（N·m）
770.7

105.4

RRMSE/（N·m）
1 037.6

124.9

RMAPE

0.400

0.150

表7   直驶工况下主轴扭矩数据统计表

Tab.7   Statistical analysis of transmission main shaft torque 
data under straight driving condition N·m 

数据集

完整数

据集

训练集

测试集

最大值

9 719.0
9 719.0
9 719.0

中位数

4 151.0
4 151.2
4 150.6

最小值

1 288.8
1 297.4
1 288.8

均值

4 573.1
4 173.8
4 171.4

标准差

727.4
703.0
781.7

表8   转向工况下主轴扭矩数据统计表

Tab.8   Statistical analysis of transmission main shaft torque 
data under steering condition N·m 

数据集

完整数据集

训练集

测试集

最大值

5 554.7
5 554.7
5 444.2

中位数

4 152.9
4 152.9
4 152.6

最小值

1 969.6
1 969.6
2 036.0

均值

4 082.8
4 083.6
4 080.9

标准差

459.1
456.2
466.0
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表 9所示 . 可见，载荷评估模型输出结果的整体误差

较小，可满足转向工况下综合传动装置传动主轴运

行载荷的实时评估 .

2.3   爬坡工况载荷计算与分析

爬坡工况实例验证中，数据集中分别包含了坡

度均值为 5°和 10°的实车传感数据 .对完整数据集中

所包含的不同坡度工况数据分别进行统计分析，结

果分别如表 10和表 11所示 .可见，随着特种车辆爬

坡坡度的增加，主轴扭矩的极值及变化范围均有所

增加 .

为了验证模型对爬坡工况下传动主轴运行载荷

评估的有效性，将不同爬坡工况条件下的原始数据

输入至 CNN-LSTM-BO 模型，所得结果如图 5所示，

同时对模型输出结果的计算误差进行统计，结果如

表 12 所示 . 可见，爬坡工况的载荷评估模型误差最

小，其中 5°爬坡工况载荷计算的RMAE为 42.431 N·m，

RRMSE为 73.347 N·m，RMAPE为 0.006；10°爬坡工况载荷

计算的RMAE为 42.323 N·m，RRMSE为 70.957 N·m，RMAPE
为0.004.

3   结 论

针对变工况条件下综合传动装置传动主轴运行

载荷难以实时、准确评估的问题，构建了基于 CNN-
LSTM-BO 模型的综合传动装置主轴运行载荷评估

模型，并基于实例数据对模型性能进行了验证 . 所取

得的主要结论如下：

1）提出了特种车辆换挡工况、转向工况和爬坡

工况的典型特征参数，并基于K均值聚类-支持向量

机半监督学习算法实现了上述典型工况的在线判

别，为不同工况条件下传动主轴运行载荷的准确评

估奠定基础 .

表10   5°坡工况下主轴扭矩数据统计表

Tab.10   The statistical analysis of main shaft torque data 
under a 5-degree slope condition N·m 

数据集

完整数据集

训练集

测试集

最大值

11 712.0
11 485.0
11 712.0

中位数

6 849.0
6 849.0
6 850.0

最小值

1 593.0
1 593.0
1 719.0

均值

6 853
6 849
6 864

标准差

612.0
611.2
613.7

图4   转向工况下传动主轴运行载荷评估结果

Fig.4   The running load evaluation results of transmission main 
shaftunder steering condition

表9   转向工况下主轴转矩评估误差统计表

Tab.9   The statistics of shaft torque evaluation error under 
steering condition

模型

CNN-LSTM-BO
RMAE/（N·m）

61.074
RRMSE/（N·m）

89.060
RMAPE
0.014

表11   10°坡工况下主轴扭矩数据统计表

Tab.11   The statistical analysis of main shaft torque data 
under a 10-degree slope condition N·m 

数据集

完整数据集

训练集

测试集

最大值

13 857.0
13 857.0
13 799.0

中位数

9 504.0
9 504.0
9 502.0

最小值

2 303.0
2 303.0
2 303.0

均值

9 491
9 493
9 488

标准差

639.2
631.2
657.5

表12   爬坡工况下主轴转矩评估误差统计表

Tab.12   The statistics of shaft torque evaluation error
under climbing condition

模型

CNN-LSTM-BO
（5°爬坡工况）

CNN-LSTM-BO
（10°爬坡工况）

RMAE/（N·m）
42.431

42.323

RRMSE/（N·m）
73.347

70.957

RMAPE

0.006

0.004

（a）坡度均值5°

（b）坡度均值10°
图5   爬坡工况下传动主轴运行载荷评估结果

Fig.5   The running load evaluation results of transmission main 
shaft under climbing condition
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2）构建了基于CNN-LSTM-BO算法的传动主轴

运行载荷评估模型 . 模型通过贝叶斯方法对CNN学

习率及LSTM层数进行优化，可显著提高模型输出结

果的准确性 . 相较于传统的CNN载荷评估模型及未

进行超参数优化的 CNN-LSTM 模型，CNN-LSTM-
BO 模型输出结果的平均绝对百分比误差有了显著

降低 .
3）对特种车辆不同工况条件下传动主轴运行载

荷评估结果进行了实例验证，结果表明：在换挡工

况、转向工况及爬坡工况下，CNN-LSTM-BO 模型对

传动主轴运行载荷评估结果的平均绝对百分比误差

分别为 0.150、0.014、0.006（5°坡工况）及 0.004（10°坡
工况），验证了模型对变工况条件下综合传动装置传

动主轴载荷的实时计算的有效性 .
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