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摘要：为应对复杂电磁环境下的感知连续性及高精度挑战，并充分利用现有通信基础设施，提出一种联邦学习驱动的低

空通感一体化网络感知节点自适应切换机制。首先，采用层级化的混频基站部署与基于收发分离的多发单收感知网络架构，

构建协同感知网络模型；其次，针对高空目标空域位置的强动态特性，利用长短期记忆网络预测其运动轨迹；进而引入联邦

学习框架，在分布式节点间协同训练一个全局的“节点调度决策模型”，并以环境状态与目标预测信息为输入，实时输出最

优的收发节点组合策略；最后，依托动态选举的中央节点，实现感知节点的快速自适应切换，动态匹配业务需求并持续跟踪

目标。仿真结果表明，在高速机动目标全程跟踪过程中，该算法在感知覆盖率与资源利用效率等方面均优于传统感知方案，

验证了该方法的有效性与优越性。
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Federated learning-driven adaptive switching of
low-altitude ISAC nodes
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Abstract:  With the continuous evolution of integrated sensing and communications (ISAC) technology and
the  rapid  development  of  the  low-altitude  economy,  there  is  an  increasingly  urgent  demand  for  continuous  and
accurate sensing of highly maneuverable targets in low-altitude heterogeneous networks. To address the challenges
of sensing continuity and high precision in complex electromagnetic environments, this paper proposes a federated
learning-driven  adaptive  handover  mechanism  for  sensing  nodes  in  low-altitude  ISAC  networks  by  leveraging
existing communication infrastructure. First, a hierarchical hybrid-frequency base station deployment and a multi-
transmit single-receive sensing architecture based on separate transmission and reception are employed to construct
the foundation for cooperative sensing. Second, in view of the highly dynamic spatial trajectories of aerial targets, a
long short-term memory network is utilized to predict target motion. Furthermore, a federated learning framework
is  introduced  to  collaboratively  train  a  global  “node  scheduling  decision  model”   among  distributed  nodes.  This
model takes environmental states and target prediction information as input and outputs an optimal transceiver node
combination strategy in real time. Finally, through a dynamically elected central node, rapid adaptive handover of
sensing nodes is achieved, dynamically aligning with service requirements and enabling persistent target tracking.
Simulation  results  demonstrate  that,  during  full-course  tracking  of  high-speed  maneuvering  targets,  the  proposed
algorithm  significantly  outperforms  conventional  sensing  schemes  in  terms  of  perception  coverage  rate  and
resource utilization efficiency, verifying the effectiveness and superiority of the proposed approach.
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近年来，低空经济在物流配送、城市巡检、

应急救援等领域的蓬勃发展，对感知能力的连续

和可靠性提出了更高需求。通感一体化技术[1-2] 的

演进，为低空经济产业的可持续发展提供了关键

支撑。然而，低空环境具有高动态性、异构性与强

实时性等特征，使得现有感知网络在应对高机动目

标时面临三大核心挑战：复杂电磁环境下的感知覆

盖盲区与资源分配失衡、超视距场景下切换机制的

效率瓶颈，以及分布式节点间的跨域协同壁垒。

首先，复杂电磁环境下感知覆盖与资源分配问

题尤为突出。低空场景中建筑群遮挡、多径效应与

突发流量交织，易导致传统固定节点感知策略频繁

出现覆盖盲区；同时，感知与通信任务间的资源分

配失衡也会加剧感知中断风险。现有研究主要从两

方面应对：1）通过任务协作量化实现资源精细分

配，以克服系统优化与任务需求脱节的问题 [3-5]；

2）借助可重构智能表面辅助通感协同，在抑制覆

盖盲区的同时优化系统能效与数据采集率[6-8]。

其次，超视距场景下的切换机制面临效率瓶

颈。现行切换机制多依赖全量数据传输，难以满足

实时性要求，且信令开销高昂。文献 [9-10]提出

集中式或分层式的架构以优化全局决策效率；文

献 [11-12]将单个载体作为感知节点构建协同网

络，借助任务卸载算法在提升感知性能的同时实现

数据共享。

此外，分布式节点间存在跨域协同壁垒。由于

节点分属不同管理域，数据孤岛阻碍了感知信息的

跨域流动，切换决策难以全局最优。当前研究已围

绕该问题展开了探索，文献 [13]采用“A发 B收”

架构，文献 [14-15]构建了多节点多设备协同感知

系统。而文献 [16]则致力于解决多节点感知产生

的数据相关性问题。

尽管现有研究已取得一定进展，但这些方案多

聚焦单一维度，未能将分布式协同学习与实时动态

调度深度融合。具体而言，缺乏一个能够打破数据

壁垒、并随任务需求动态调整决策的“协同中

枢”，从而导致节点间协同效率低下，感知连续性

受限。为此，本文提出一种联邦学习（federated
learning, FL）驱动的低空通感一体化网络感知节点

自适应切换机制。其核心思路是构建一个以联邦学

习为优化引擎的“预测-决策-学习-执行”闭环系

统。系统首先通过长短期记忆网络（long short-term

memory, LSTM）预测目标轨迹；随后，由动态选

举的中央节点依据联邦学习协同训练得到的全局调

度决策模型，实时输出最优的“多发单收”节点组

合；最后，每轮感知结束后，各节点利用本地经验

更新模型权重，并通过联邦平均算法聚合，实现调

度策略的持续进化。为应对高空感知挑战，系统引

入可升空无人机作为中继节点，构建空地协同的立

体感知网络。

值得注意的是，为应对高空目标感知挑战，本

系统引入可升空无人机作为辅助发射节点：当高空

感知精度不足时，无人机可升空辅助感知，构建空

地协同的立体感知网络。

 1　基于收发分离的多基站协同感知网
络架构

 1.1　多基站协同感知网络架构

感知网络采用“宏微协同、高低频互补、空地

基结合”的层级化部署策略。其中，低频宏基站负

责承担广域基础覆盖；中频微基站依托蜂窝网格拓

扑密集布设，以进一步拓宽覆盖边界；毫米波节点

则以非均匀点状布局，针对性部署于感知热点区

域，旨在提供厘米级高精度感知能力。

针对高空目标感知难题，中频微基站可配备无

人机作为可升空中继单元。当探测高空目标时，无

人机垂直升空，突破基站高度限制，构建空、地、

基一体化的立体协同感知体系。多基站协同感知网

络的整体架构如图 1所示。图中红色阴影标识了感

知热点区域——此类区域多为高动态目标密集区或

复杂电磁环境区，在此类场景中，系统按需定向布

设毫米波感知节点。针对广域覆盖场景，采用中频

微基站密集组网的形式，依托节点的错落排布，实

现感知覆盖的高效延展。为简化示意图，图中未绘

出所有中继节点。

 
 

毫米波节点

中频微基站

中继节点

图 1    多基站协同感知网络架构示意图
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 1.2　基于收发分离的协同感知

收发分离架构是实现灵活协同的物理基础。在

此架构下，根据目标特性与业务需求，动态选择一

组节点作为发射源发射感知信号，并指定另一个节

点接收回波信号。该方式可充分发挥不同节点的优

势：如利用毫米波节点的高精度、无人机的动态升

空能力以及微基站的密集覆盖特性。在热点区域，

可采用“多发单收”模式，即由多节点发射、单个

节点接收，以合成更优波束，消除感知盲区，从而

提升感知连续性与成像精度。该架构仅需半双工链

路即可实现，硬件复杂度低，且能有效消除自干扰。

 2　联邦学习驱动的自适应感知节点切
换算法

系统核心框架构建了以联邦学习为核心优化引

擎的自适应感知节点切换算法，如图 2所示。该算

法首先预测目标轨迹，并据此动态选举中央节点；

中央节点基于联邦学习优化调度决策模型，筛选出

最优收发节点组合；最后通过执行感知任务，系统

收集本地经验，并借助联邦学习框架更新调度模

型，实现策略持续进化。当目标移动范围超出预设

阈值时，立即触发新一轮切换。

 
 

开始

获取目标历
史轨迹序列

LSTM轨迹预测

中央节点动态
选举

筛选发射节点 筛选接收节点

最优收发节
点组合

联邦学习更新
全局模型

三维切换决策

结束

否

执行切换决策
是

图 2    自适应感知节点切换算法框架图
 

本算法的核心在于，FL在分布式节点间协同

训练一个全局的“节点调度决策模型”，该模型以

环境状态与目标预测信息为输入，输出最优的收发

节点组合策略。此举旨在原始数据不集中的前提

下，融合各节点本地经验，持续优化全局调度策

略，从而实现对高机动目标持续稳健跟踪。

 2.1　基于 LSTM的目标轨迹预测与三维不确定性

建模

低空目标运动具有强机动性与不确定性，准确

的轨迹预测是提前调度节点资源的前提。传统滤波

方法难以有效捕捉复杂运动模式。因此本文采用

LSTM对目标历史轨迹进行建模，并构建三维置信

区域量化预测不确定性，为后续节点选择提供空间

概率依据。

针对三维高机动目标的 LSTM模型结构设计

如下。

Lh

{pt−Lh+1, · · · , pt}
pt = (xt,yt,zt)

Tp p̂t+Tp =
(
x̂, ŷ, ẑ

)
1）输入输出设计：网络输入为过去 个连续

时刻的目标三维位置序列 ，其中

是目标在 t时刻的实际观测坐标。输出

为未来 时刻的预测位置 。这种从序

列到向量的映射方式专用于捕捉三维空间中的机动

模式。

2）网络架构：采用堆叠式 LSTM结构，包含

两个隐藏层。第 1层 LSTM单元数为 128，第 2层
LSTM单元数为 64。

Tp = 0.1 s

3）激活函数与时序处理：LSTM单元内部使

用 tanh和 sigmoid激活函数，输出层为线性层。输

入为过去 1.0 s的历史轨迹数据（假设采样率为 10
Hz）。预测步长 ，与系统控制周期匹配。

4）训练策略：使用均方误差作为损失函数，

采用 Adam优化器，初始学习率为 0.001。批量大

小 64，训练轮数 200。训练数据来源于典型低空无

人机轨迹数据集。

轨迹预测模型的数学表达式如下：

p̂t+Tp =
(
x̂, ŷ, ẑ

)
= LSTMΦ(pt, pt−1, · · · , pt−Lh+1) (1)

p̂t+Tp Tp

Φ

Lh Tp

式中， 为目标在未来 时刻的预测三维坐标

（单位：m）； 为 LSTM网络的预训练参数集；

为历史时间窗口长度； 为预测步长。

三维预测置信区域建模为:

Rpred =

(x,y,z)

∣∣∣∣∣∣ (x− x̂)2

a2 +
(y− ŷ)2

b2 +
(z− ẑ)2

c2 ⩽ 1

 (2)

a = 3σxy b = 3σxy c = 3ρσz σxy、σz

ρ ρ > 1

式中， ， ， 。 为目

标在水平面和垂直方向的预测误差标准差（通过历

史预测误差统计得到）； （ ）为高度缩放因

子，用于根据先验知识扩大垂直方向的置信区间，
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ρ

σxy σz ρ = 2.0

3σ

以应对低空目标在垂直方向上可能存在的突发机动

或大气扰动带来的额外不确定性。通过对典型无人

机轨迹数据集分析， 取值在 1.5～2.5。仿真中，

设定 =5.0 m， =2.5 m， ，该取值使置

信椭球在高度方向上的容差范围扩大一倍。该区

域定义为 置信椭球，以高概率覆盖目标的可能

位置。

 2.2　基于多维效能评估的动态中央节点选举机制

为避免集中式调度单点故障和扩展性局限，以

及完全分布式调度的全局协调困难，本文提出根据

目标预测位置，从网络中动态选举一个综合性能最

优的节点作为中央节点，该节点负责其所在局部区

域内的协同调度。选举标准需综合考虑节点的通信

能力与计算效能。

节点覆盖能力模型为：

Reff
i = κi

√
Ptx

i f
(
typei

) ∀i ∈N (3)

Reff
i i

κi Ptx
i

f
(
typei

)
N =NM∪NU∪Nm

NM NU Nm

式中， 为节点 的有效感知半径（单位：m）；

为与环境传播特性相关的衰减系数； 为节点发

射功率（单位：W）； 为节点类型校正因

子（宏基站：1.2，微基站：1.0，毫米波节点：0.8，
无人机：0.9）； 为节点全集，

包括微基站 、无人机 、毫米波节点 。

中央节点选举函数：

i∗CN = arg max
i∈NM

Ptx
i Gtx

i

σ2
n

Ccomp
i

τ
latency
i

 (4)

i∗CN Gtx
i

i σ2
n Ccomp

i

τ
latency
i

NM

式中， 为当选中央节点索引； 为发射节点

的天线增益； 为噪声功率（单位：W）；

为计算能力（单位： TOPS（tera  operations  per
second））； 为网络响应时延（单位：

ms）。选举仅在中频微基站集合 中进行，因其

具备稳定的供电与回程链路。

 2.3　多约束协同调度函数构建

中央节点的核心任务是求解最优的“多发单

收”节点组合，这是一个多目标优化问题，因此根

据此思路构建调度函数。

σRCS

采用主动感知模式，发射节点发射感知信号，

经目标反射后，由接收节点接收，设目标雷达散射

截面积为 ，各发射信号采用正交编码以忽略

互干扰，接收信号功率计算基于双程雷达方程，考

虑自由空间路径损耗。

k j单个发射节点 到接收节点 的接收功率为：

P(k)
r, j =

Ptx
k Gtx

k Grx
j λ

2
kσRCS

(4π)3d2
k→td

2
t→ j

(5)

Ptx
k k Gtx

k

Grx
j dk→t =

∣∣∣ p̂k − p̂
∣∣∣

k dt→ j =
∣∣∣ p̂− p̂j

∣∣∣
j p̂

式中， 为发射节点 的功率； 为发射天线增

益； 为接收天线增益； 为发射节点

到目标的距离； 为目标到接收节点

的距离； 为预测时刻的目标位置。

j多个发射节点信号在接收节点 处叠加，总接

收功率为：

Ptotal
r, j =

∑
k∈T

P(k)
r, j (6)

j接收节点 的信噪比为：

SNR j =
Ptotal

r, j

σ2
n+ Iclutter

(7)

σ2
n Iclutter式中， 为噪声功率； 为杂波干扰功率。

发射节点候选集筛选（硬约束）为：

Tcand = {k ∈N | Ck ⩾ γtx,ϕk ⩾ ϕmin,PEIRP
k ⩾ Pmin} (8)

Ck = exp
(
− dk

σenv

)
σenv

dk =
∣∣∣∣∣∣pk − p̂

(
t+Tp

)∣∣∣∣∣∣
ϕk =

Area
(
Rk ∩Rpred

)
Area (Rk)

Rk k

Reff
k

PEIRP
k = Ptx

k Gtx
k Gtx

k

k γtx ϕmin Pmin

式中， 为发射节点与预测目标位置的

贴近度， 为环境综合位置预测误差的标准差，可

依据历史预测误差统计设定， 为

发射节点到预测点的欧式距离；

为覆盖匹配度， 为节点 的覆盖区域，以节点位

置为中心，以有效感知半径 为半径的圆形区

域； 为等效全向辐射功率， 为节

点 的发射增益； 、 、 分别为对应阈值。

接收节点候选集筛选（硬约束）为：

Rcand = { j ∈N | ∥ pj− p̂ ∥⩽ Rco,Grx
j ⩾Gmin} (9)

∥ pj− p̂ ∥ j

Rco

Grx
j

j Gmin

式中， 为接收节点 到目标预测位置的距

离； 为最大协同距离阈值，用于确保接收节点

位于感知信号的有效作用范围内； 为接收节点

的接收天线增益； 为接收天线增益阈值，用

于筛选具备足够接收灵敏度的节点。

多目标调度函数（软优化）为：

max
T ⊆Tcand, j∈Rcand

J (T , j;θ) =

α
∑
k∈T
ϕkCk +βSNR j−γ

∑
k∈T

Ptx
k

Pmax
(10)

T (|T | ⩽ Nmax
tx )

Nmax
tx j θ = (α,β,γ)

α+β+γ = 1
∑
k∈T
ϕkCk

式中， 为选定的发射节点集合 的最大

值， 为 6； 为选择的接收节点；

为可优化的权重参数，满足 ；
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SNR j∑
k∈T

Ptx
k /Pmax

O
(
|Tcand|Nmax

tx |Rcand|
)

为覆盖质量项，鼓励选择对预测区域覆盖好且距

离近的节点； 为连接质量项，旨在保障感知

回波质量； 为功率代价项，鼓励选择发

射功率较低的节点以节省能耗。该步骤采用贪心

算法（greedy algorithm,  GA）求解该组合优化问

题，时间复杂度为 ，满足实时性

要求。

自适应节点切换过程如图 3所示。目标从位

置 A移动至 B，中央节点随目标位置自适应调整

（图中 C、D分别对应目标移动前后的调度中

心）。收发节点可从中频微基站、毫米波感知节点

及中继无人机节点中动态选举，所有节点在中央节

点的统一调度下协同工作。
  

起始位置A

到达位置B

中央节点C

中央节点D

图 3    自适应节点切换过程图
 

 2.4　联邦学习驱动的调度参数在线优化

完成每一轮感知任务后，系统进入模型优化阶

段。本轮当选的中央节点充当联邦学习协调服务器

（Server），负责聚合与分发全局模型；而当前簇

内所有参与候选评估的中频微基站则作为客户端

（Client），执行本地模型训练。通过该分布式训

练框架，系统能在原始数据不集中的前提下协同优

化全局调度策略，实现决策模型的闭环演进。

α、β、γ

联邦学习协同训练的核心目标是优化式 (10)
的调度函数，即通过分布式经验学习动态调整权重

系数 与评估阈值这些参数，使调度函数更

精准地评估候选节点组合优劣，从而输出更优的收

发节点对。需要说明的是，用于轨迹预测的

LSTM模型已在各节点本地预训练并固定，其参数

不参与此联邦学习过程，联邦学习聚焦于优化基

于 LSTM预测结果的调度策略本身。

为解决模型训练耗时与实时切换需求的矛盾，

本系统采用训练与执行解耦的双时间尺度设计

（dual-time-scale, DTS）。

1）在线推理层（毫米级）

中央节点直接使用当前训练好的全局模型参数

进行前向推理，完成节点选举。此过程不涉及参数

5 ms更新，确保切换决策时延严格满足≤ 的要求。

2）离线训练层（分钟级）

Ttrain = 60 s Ntrain =

100

θ

系统周期性（ ）或任务批次（

次）触发联邦学习优化流程。该过程汇聚各分

布式节点的本地经验，通过以下式 (11)～式 (13)更
新调度模型参数 ，此过程在后台异步进行，不影

响前台决策。

此架构将“策略进化”与“实时响应”解耦，

使得系统既能利用历史数据持续优化长期性能，又

能对动态环境做出瞬时反应。

 2.4.1　联邦学习框架配置

服务器：当前中央节点（负责参数聚合与分发）。

K客户端： 个参与协同的中频微基站（每个客

户端存储本地经验）。

Ttrain Ntrain训练周期：每 =60 s或每完成 =100次
感知任务后触发。

i Di

(st, at,Lt) st

at = (Tt, jt) Lt

每个客户端 维护一个经验回放缓冲区 ，存

储最近 M条经验记录 ，其中： 为状态向

量（包含预测区域、节点状态、信道条件等）；

为执行的调度动作； 为综合损失值，

用于评估该次调度效果。

 2.4.2　损失函数设计

综合损失函数用于量化单次调度决策的质量，

定义为覆盖损失、通信质量损失、感知质量损失与

能耗损失的加权和：

L (st , at ;θ) = w1Lcov+w2Ldelay+w3Lquality+w4Lenergy

w1 w2 w3 w4

w1+w2+w3+w4 = 1

式中，权重 、 、 、 根据任务需求调整，

满足 。各分项损失定义如下。

Lcov = 1− 1
|T |

∑
k∈T
ϕkCk ϕk

Ck k

1）覆盖损失 ，其中，

和 分别为节点 的覆盖匹配度和发射置信度。

Ldelay =max
(
0,
τt −τth
τth

)
τt

τth

2）时延损失 ，其中，

为实际端到端通信时延， 为时延阈值。

Lquality =max
(
0,
Γmin−SNR j

Γmin

)
Γmin SNR j

3）感知质量损失 ，

其中， 为最低检测信噪比阈值， 为实际达

到的信噪比。

Lenergy =
1
|Tt |

∑
k∈T

Ptx
k

Pmax
4）能耗损失 。

 2.4.3　联邦学习优化算法

J (T , j;θ) θ (α,β,γ)

联邦学习框架优化的核心对象是调度决策函数

中的可调参数集 ，包含权重系数

及相关决策阈值。
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i Di

本地更新（客户端）为：在每一轮训练中，客

户端 从其本地经验缓冲区 中采样一个批次数

据，计算经验风险：

L̂i (θ) =
1
B

B∑
b=1

L(s(b),a(b);θ) (11)

E = 4然后执行轮数 时轮本地随梯度下降的更新：

θ(r+1)
i = θ(r)

i −η∇θL̂i(θ
(r)
i ) (12)

L̂i i Di

η = 0.01 B = 20

式中， 为客户端 在本地数据 上的经验风险估

计； 5为学习率； 为批次大小。

联邦聚合（服务器）为：

θ(g) =

K∑
i=1

|Di|
K∑

j=1

∣∣∣D j
∣∣∣θi (13)

θ(g)

采用 FedAvg算法进行加权平均，然后将聚合

后的全局参数 分发至所有客户端，完成一轮联

邦学习迭代。经过多轮迭代，调度模型参数不断优

化，系统整体感知性能持续提升。

 2.5　三维双阈值快速切换触发机制

为确保持续、稳定的目标跟踪，设计了基于目

标三维位置变化的双阈值触发机制，用于判断是否

需要进行感知节点的自适应调整。

高度维切换判据为：

Dz =
∣∣∣ztargett − zT

∣∣∣ (14)

ztargett zT =
1
|T |

∑
k∈T

zk式中， 为目标当前高度； 为当前

发射节点平均安装高度。

水平位置切换判据为：

Dxy =

√
(xtargett − x j)

2
+ (ytargett − y j)

2
(15)

(xtargett ,ytargett ) (x j,y j)

j

式中， 为目标当前水平坐标； 为

接收节点 的位置。

综合切换决策为：

Triggerhandover =

1 Dz > ∆zth or Dxy > Rth

0 其他
(16)

∆zth Rth式中， 为高度阈值； 为水平距离阈值。

一旦切换被触发，系统重新从 2.1节开始执行

轨迹预测与节点调度流程。

 2.6　多目标场景扩展模型

实际低空感知场景中，可能存在多个目标（如

无人机编队）需要同时跟踪。本系统可扩展至多目

标协同跟踪。考虑 M个目标的情况，暂设各目标

优先级相同。多目标联合调度函数定义为各目标调

度函数之和，并引入资源竞争惩罚项：

max
{Tm},{ jm}

Jmulti =
M∑

m=1

J (Tm, jm;θ)−λJcompete (17)

Tm m jm
J (·) λ

λ = 0.2 Jcompete

式中， 为分配给目标 的发射节点集合； 为其

接收节点； 为单目标调度函数； 为资源竞争

惩罚权重，设 ； 用于衡量节点资源的

竞争程度，数学表达式为：

Jcompete =
M∑

m=1

M∑
n=m+1

 ∑
k∈Tm∩Tn

wk

 (18)

wk = ϕkCk k式中， 为节点 的效用权重。该惩罚项鼓

励系统为不同目标选择不同的发射节点。

在理想的无冲突调度条件下，发射节点需满足

独占约束：

Tm∩Tn = ∅ ∀m , n (19)

接收节点同样需满足独占约束：

jm , jn ∀m , n (20)

在实际高密度场景中，上述独占约束可松弛为

软约束，可通过惩罚项进行调节。

系统总发射节点数受容量限制：

M∑
m=1

|Tm| ⩽ Nmax
tx (21)

Nmax
tx =6式中， 为系统可调度的最大并发发射节点数。

 2.7　系统开销建模与分析

频繁的节点切换和联邦学习训练会引入额外的

信令开销与能耗，需要进行量化分析以评估方案的

可行性。

 2.7.1　单次切换信令开销模型

单次切换信令开销模型定义为：

Chandover =Celection+Cschedule+Csync+Cack (22)

Celection

Ncand

Lnode

Lvote

Lresult

Lack_elec

Celection=NcandLnode+ (Ncand−1) Lvote+Lresult+

NcandLack_elec Cschedule = |T |Lctrl Lctrl

Csync = Lsync

Cack = Lack

式中， 为中央节点选举信令开销，设参与选

举的节点数量为 ，每个节点需要广播自身的

状态信息（长度为 ），并在每轮投票中向其他

节点发送投票信息（单次投票信息长度为 ），

最后广播选举结果（长度为 ），同时每个节

点需要发送确认信息（ ）以确认收到选举

结果，则  
。 为调度信令开销（

为单节点控制信息长度）； 为同步信令

开销； 为确认信令开销。

第 4期 刘静，等：联邦学习驱动的低空通感节点自适应切换 535



Lctrl = 256 bits
Lsync = 128 bits

Lack = 64 bits

具体参数设置为：单节点控制信息长度

 （包含节点 ID、发射功率、波束参

数等）；同步信令长度 ，确认信令长

度 。

 2.7.2　联邦学习通信开销

联邦学习通信开销定义为：

CFL = K(S upload+S download) (23)

K = 22

S upload = 15 KB

S download = 10 KB

式中，客户端数量 （与中频微基站数一

致）；单客户端上传参数量 （包含

本地模型参数、损失值等）；服务器下发参数量

（全局模型参数）。

 2.7.3　系统总能耗模型

系统总能耗模型为：

Etotal = Etransmit+Eprocess+Ehandover (24)

Etransmit式中， 是传输能耗，为发射节点在感知时隙

消耗的能量，定义为：

Etransmit =
∑
k∈T

Ptx
k Tpulse (25)

Tpulse = 1.0 ms式中， 为单次感知脉冲持续时间。

Eprocess是处理能耗，为节点运行算法消耗的能

量，定义为：

Eprocess =
∑

k∈Nactive

Pcpu
i Tactive (26)

Pcpu
i Tactive式中， 为单节点平均处理功率； 为节点

活跃时间。

Ehandover是切换能耗，为执行节点切换消耗的

能量，定义为：

Ehandover = EswitchNhandover (27)

Eswitch = 5.0 mJ式中， 为单次切换操作能耗。

 2.7.4　关键参数设置

本文对系统开销的关键参数设置进行了汇总，

如表 1所示。

 3　仿真结果与分析

为验证所提联邦学习驱动自适应切换框架的有

效性，本节开展全面仿真实验，仿真首要目标是深

入验证联邦学习作为调度策略优化引擎的核心效

能，即通过分布式学习优化调度函数权重、从而提

升系统性能的能力。为此，设定一个具有挑战

性的单目标强机动跟踪场景，并将所提算法与基于

最大接收信号强度算法（Max-RSSI）和最近邻算

法（Nearest Neighbor）进行对比。所有对比算法均

采用相同的网络部署、目标轨迹、信道模型，仅区

分其各自的切换触发与节点选择逻辑。

 3.1　场景以及参数设定

仿真实验在一个水平覆盖为 1 600 m×1 600 m、

垂直空域为 0～300 m的立方体场景中进行，总

时长为 120 s，系统控制周期设定为 0.1 s。网络

节点采用第 1.1节所述的层级化部署策略，其部

署与目标轨迹示意如图 4所示，具体参数配置如

表 2所示。

 
 

0
500

50

−500

100高
度

/m 150

Y坐
标/m

0 0

X坐标/m

200

250

500
−5001 000

中频微基站
毫米波节点

无人机中继
目标轨迹

图 4    多层级基站网络部署与目标轨迹
 

目标采用复杂三维正弦复合轨迹运动，以模拟

 

表 1    系统开销关键参数汇总
 

参数类型 符号 取值 说明

信令开销

Lnode /bits 256 单节点状态信息长度

Lvote /bits 64 单次投票信息长度

Lack_elec /bits 63 选举确认信令长度

Ncand 10 参与选举节点数

Lresult /bits 112 选举结果广播长度

Lctrl /bits 256 单节点调度指令

Lsync /bits 128 同步信令

Lack /bits 64 确认信令

表 1 （续）

参数类型 符号 取值 说明

联邦学习

S upload /KB 15 单客户端上传量

S download /KB 10 服务器下传量

K 22 客户端数量

能耗参数

Tpulse /ms 1.0 感知脉冲时长

Pcpu
i /W 25.0 微基站处理功率

Pcpu
i /W 35.0 毫米波处理功率

Pcpu
i /W 20.0 无人机处理功率

Eswitch /mJ 5.0 单次切换能耗

目标参数

M 1 仿真目标数

Nmax
tx 6 最大发射节点数

λ 0.2 资源竞争惩罚权重
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高速无人机急转弯、不规则爬升与变速等机动行

为，其初始位置为 (−800, −100,  120)  m，初始速

度为 (22, 18, 0) m/s。轨迹数据叠加了符合实际测量

噪声水平的高斯白噪声。目标的详细运动轨迹、

高度变化、水平轨迹与速度变化分别如图 5～
图 8所示。

 
 

表 2    节点感知目标相关参数设定
 

参数类型 参数名称 微基站 毫米波节点 无人机

部署参数

节点数量/个 22 12 22

部署方式 蜂窝网格 热点区域 微基站顶部

安装高度/m 25 15 30

最大升空高度 − − 100

通信参数

工作频段/GHz 3.5 77 3.5

发射功率/W 20 5 10

天线增益/dBi 15 25 10

覆盖半径/m 220 100 160

计算参数

计算能力/TOPs 8 12 3

处理功率/W 25 35 20

网络响应时延/ms 2.5 1.8 6
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图 5    目标三维运动轨迹
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图 6    目标高度变化
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图 7    水平运动轨迹与热点区域
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图 8    目标水平运动速度
 

 3.2　目标跟踪场景性能分析

仿真分析以高机动性单目标为模型。多目标场

景根据此单目标场景，参考 2.6节理论进行类推。

 3.2.1　节点变更与调度稳定性分析

系统的稳定性直接体现在其核心控制单元（中

央节点）与执行单元（收发节点）的变更动态上。

1）中央节点动态选举

如图 9和图 10所示，在 120  s的仿真过程

中，中央节点随目标的移动发生了数次变更。整个

变更过程平滑，未引发任何服务中断，证实了动态

选举机制在容错性与负载均衡方面的有效性。
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图 9    中央节点动态选举过程
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图 10    中央节点选举统计
 

2）发射节点规模的自适应调整

如图 11～图 13分别展示了发射节点数量随时

间的变化、其规模分布统计以及多发单收模式的使

用情况。结果表明，系统并非固定使用多节点协

作，而是根据预测的目标位置与环境状态，自适应

地在单发与多发模式之间智能切换。
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图 11    发射节点数量随时间变化
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图 12    多发单收模式出现时刻（总计：4次，比例：0.3%）
 

3）切换频率对比

频繁的节点切换不仅会带来高昂的信令开销，

还可能引发感知链路中断，对高速目标的连续跟

踪构成严重威胁。如图 14所示，最大 RSSI算法

的切换频率为 73.5次/min、最近邻算法切换频率

为 68.5次/min，而本算法为 60次/min，表现出更

高的稳定性，切换频率显著降低。
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图 13    发射节点规模分布
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图 14    切换频率对比
 

 3.2.2　感知连续性与覆盖质量

感知覆盖率是衡量跟踪系统连续性的核心指

标。在本仿真中，若目标在某一时刻位于任意一个

活跃发射节点的有效覆盖范围内，则判定该时刻被

覆盖。如图 15所示，本文算法在整个仿真周期

内，实现了 41.5% 的感知覆盖率。相比之下，最

大 RSSI算法和最近邻算法的覆盖率分别为

5.1%和 31.6%。本算法覆盖率较传统算法大幅提

升，根本原因在于其多发单收的动态协作机制。感

知覆盖质量如图 16所示。
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图 15    感知覆盖率对比
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图 16    实时覆盖状态对比

 3.2.3　接收信号质量与链路可靠性

接收信号的信干噪比（signal  to  interference
and noise ratio, SINR）直接决定了感知的精度，为

真实模拟低空复杂电磁环境，设置了较为严苛的系

统参数。

如图 17所示，展示了 3种算法在仿真全程的

SINR变化曲线。图 18给出了平均 SINR统计结果，

本文算法的平均 SINR达到 9.8 dB，较最大 RSSI
算法（3.6 dB）和最近邻算法（2.9 dB）都有提升。

尽管在相同严苛环境下所有算法的 SINR绝对值都

偏低，但本算法通过协同感知架构与智能调度策

略，在提升链路质量方面仍表现出明确的有效性。
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图 17    实时接收信噪比对比
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图 18    平均接收信噪比对比

 3.2.4　系统开销综合分析

8.70×10−2 J

29.18 J 10.44 J

2.31×10−4 J

18.74 J

频繁的中央节点选举和收发节点切换会带来

额外信令开销，需分析其与性能提升之间的权衡

关系。经计算，单次调度能耗约为 。

在整个仿真过程中，自适应节点切换算法的总能

耗约为 ，其中调度计算能耗 ，占增

加部分的绝大多数。信令传输能耗 ，占

总能耗 0.000 79%，对能耗影响可忽略不计。而最

大 RSSI算法总能耗约为 ，能耗增加比为

55.7%。

信令开销方面，单次切换总信令开销为

10 150 bits。整个仿真过程中发生 120次切换，信

令开销为 1.218 Mbits，此外，联邦学习通信开销约

为 8.8 Mbits，总信令开销约为 10.018 Mbits。
在性能增益上，本算法实现了 41.5%的覆盖

率，相对于最大 RSSI算法提升了 36.4%；平均信

噪比 9.8 dB，较最大 RSSI算法提升了 6.2 dB。算

法每增加 1%能耗，可换取约 0.65%的覆盖率提升

以及约 0.11 dB的 SINR线性提升。尽管多发单收

模式仅占仿真时间的 0.3%，但其在关键区域的应

用有效地改善了系统整体性能。

 3.3　联邦学习训练过程与实时性论证

首先，联邦学习优化的对象是调度函数的权重

参数。训练过程中，综合损失函数如图 19所示，

标志着调度策略的不断优化。
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图 19    联邦学习损失函数收敛过程

 
图 20给出了调度函数权重优化过程，清晰地

展示了调度函数权重参数在训练过程中的动态演

化，表明系统通过分布式学习自动找到了在当前环

境与任务需求下的最佳权衡点。
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图 20    调度函数权重优化过程
 

 4　结束语

针对低空通感一体化网络中高机动性目标连续

感知的挑战，本文提出了一种联邦学习驱动的感知

节点自适应切换机制。通过构建“收发分离”的协

同感知架构，将联邦学习作为调度决策模型的优化

引擎，实现了在保护数据隐私前提下的全局策略协

同进化。仿真结果表明，该机制能有效提升感知

覆盖率与信号质量，同时降低不必要的切换频率，

在系统开销与感知性能之间取得了良好平衡。未来

将集中于探索更高效的联邦学习聚合算法，并在更

密集、更多目标的真实低空场景中进一步测试验证。
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