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摘 要：为了解决生成对抗网络（Generative Adversarial Network，GAN）在生成探地雷达

（Ground Penetrating Radar，GPR）图像时存在训练不稳定的问题，提出利用带有梯度惩罚的

Wasserstein 距离生成对抗网络（WGAN-GP）生成 GPR 图像，并结合时域有限差分法和实地采

集图像提出了一种构建 GPR 图像数据集的方法 .相较于原始 GAN 与 Wasserstein GAN 等方法，

WGAN-GP 具有更好的稳定性，而且生成的 GPR 图像更接近真实图像 .在此基础之上，将密集

残差块和 U-Net 相结合提出了一种适合于 GPR 图像的密集残差去噪 U-Net 方法 .该方法利用

U-Net中编码-解码结构提高了 GPR 图像的去噪性能；同时，密集残差块的引入加强了 GPR 图

像的特征复用，且使U-Net训练更加稳定 .最后，利用仿真实验验证了所提去噪方法的性能，并

与三维块匹配（BM3D）和 U-Net 方法进行了对比 . 结果表明：所提方法与 BM3D 以及 U-Net 去
噪方法相比，具有更好的去噪效果 . 当σ等于 20 时，在模拟和实测数据上取平均值，其峰值信

噪比分别提升了约6.5 dB和2.4 dB；结构相似性分别提升了约0.09和0.04.
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Abstract：To solve the problem of the training instability of the Generative Adversarial Network （GAN） in 
generating ground penetrating radar （GPR） images， the Wasserstein GAN with Gradient Penalty is used to generate 
the GPR images. Moreover， a new method for constructing the GPR dataset is proposed base on the Finite-difference 
time-domain method and the measured images. Compared with the original GAN and Wasserstein GAN methods， 
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WGAN-GP has better stability and the generated GPR images are more similar to the actual images. On this basis， 
the Dense Residual Block （DRB） and the U-Net are combined to propose a Dense Residual Denoising U-Net 

（DRDU-Net） suitable for GPR images. It uses the coding and decoding process of U-Net to improve the denoising 
performance. In addition， the introduction of DRB enhances the feature reuse of GPR image and makes U-Net 
training more stable. The performance of the proposal is evaluated by simulation experiments and compared with the 
BM3D （Block-matching and 3D） and U-Net. The results show that our proposal has better denoising performance 
than BM3D and U-Net. When the variance is 20， the peak signal-to-noise ratio increases by about    6.5 dB and  
2.4 dB and the structural similarity increases by 0.09 and 0.04， respectively.
  Key words：GPR data set construction；GPR image denoising；WGAN-GP；dense residual block

探地雷达（Ground Penetrating Radar，GPR）［1］作

为一种高效、无损的地下探测工具，能够很好地预防

城市地下管线事故和道路塌陷等灾害的发生［2］. 然

而，地下环境复杂多样以及介质的不均匀性使得

GPR 在采集数据时，容易受到各种杂波和随机噪声

的干扰，严重影响 GPR 的检测性能，使数据的智能解

译效果不佳 . 因此，研究一种效果优良的 GPR 图像去

噪算法尤为重要 .
在 GPR 图像去噪领域，学者们常用的方法有传

统去噪方法和基于深度学习的去噪方法 . 其中，常用

的传统去噪方法主要有：双边滤波［3］、F-K 变换［4］、三

维块匹配法（Block-Matching and 3D，BM3D）［5］和基

于稀疏表示法［6］等 . 此类方法能够很好地保留图像

的边缘信息，且对噪声的抑制效果较好 . 但是，也存

在很多缺点 . 比如，双边滤波会移除图像纹理；F-K
变换会引起畸变和伪异常现象；三维块匹配算法对

非高斯噪声的处理效果不理想，且有较高的计算复

杂度；基于稀疏表示法分解出的矩阵存在解释性不

强等缺陷 .
相比传统的图像去噪方法，基于深度学习的去

噪方法因强大的学习能力而取得了更好的去噪效

果 . 目前，常用的深度学习去噪模型主要有卷积神经

网络（Convolutional Neural Network，CNN）［7］、自动编

码器（Automatic Encoder，AE）［8］和 U-Net［9］等 . 其中，

基于 CNN 的去噪模型通过学习标记数据的潜在特征

来建立含噪数据与信号间的映射关系，从而达到去

噪的目的 . 但是，现有的基于 CNN 的方法因只考虑了

单尺度的潜在特征，忽略了一些有用的多尺度特征，

导致其在处理一些低信噪比的图像时性能有所下

降 . 而 AE 和 U-Net 均是在 CNN 的基础上，通过设计

由卷积块组成的编解码器对图像进行压缩和重构来

实现去噪 . 但是，仅依靠单一的卷积块对图像进行去

噪时，无法提取图像中的深层噪声，从而致使 AE 和

U-Net 在训练时容易出现过拟合和梯度消失的问题 .
依据文献［10］，当在 AE 中引入密集模块［11］或残差模

块［12］等深度学习模块时，可以有效解决训练中存在

的过拟合和梯度消失等问题 .
此外，为了使深度学习模型具有更好的泛化能

力，必须有足够数量的 GPR 图像 . 由于实地采集的

GPR 图像较少，学者们常用合成的 GPR 图像来扩充

训练数据集 . 时域有限差分法（Finite Difference Time 
Domain，FDTD）是模拟 GPR 图像的常用方法之一，但

是利用该方法生成的 GPR 图像过于理想化，且与实

地采集的 GPR 图像不完全相同［13］. 生成对抗网络［14］ 
（Generative Adversarial Network， GAN）的 出 现 ，为

GPR图像的生成提供了新思路.2018年，Veal等人将GAN
用于 GPR 图像生成，虽然生成的图像能够弥补 CNN
分类器［15］训练时数据不足的问题，但是 GAN 在训练

中容易出现收敛失败 .带有梯度惩罚的Wasserstein距离

生 成 对 抗 网 络（Wasserstein Generative Adversarial  
Network Gradient Penalty，WGAN-GP）是在 GAN 的基

础上引入了Wasserstein距离和梯度惩罚项，能很好地

解决 GAN 模式崩溃的问题 .
基于此，为了获得无噪的 GPR 图像以及解决实

地采集 GPR 数据不足的问题，本文的主要工作如下：

1）将 U-Net 中的 Conv-ReLU 结构用密集残差块

（DRB）替代，提出一种 GPR 图像去噪模型，从而获得

了高质量的 GPR 图像 .
2）为了弥补已有 GPR 数据集的不足，将 WGAN-

GP 方法应用于 GPR 图像生成，并结合 FDTD 以及实

21



湖南大学学报（自然科学版） 2024 年

地采集方法构建了 GPR 数据集 .
其中，第 1 节主要介绍了如何利用 WGAN-GP 和

FDTD 生成图像，以及实地采集图像提出一种 GPR 数

据集构建方法 . 第 2 节主要介绍了本文所提 DRDU-
Net 模型的结构以及具体的去噪流程 . 第 3 节主要验

证了本文所提方法的去噪效果，并与 U-Net、AE 和

BM3D 等方法的性能进行了对比 . 第 4 节主要是对本

文工作的总结 .

1   GPR数据集构建方法

在基于深度学习的 GPR 图像去噪方法中，为了

使所提去噪模型有更好的泛化能力与鲁棒性，训练

时需要大量 GPR 图像 . 但是现场采集的数据比较有

限 . 因此，本文采用实地采集、FDTD 和 WGAN-GP 仿

真相结合的方法构建数据集 . 构建的数据集包含      
2 400 张 GPR 图像 . 其中，实际采集 400 张图像，采用

FDTD 和 WGAN-GP 方法各生成 1 000 张模拟图像 .
1.1   实测数据集

实地数据采集选用瑞典 MALA 第三代 ProEX 探

地雷达对两种场景下的目标物体进行了探测 . 其中，

探测场景Ⅰ是沙坑模型中埋藏直径为 2 cm 的金属管

线；探测场景Ⅱ是校园内埋有排污水管线的道路，管

线上方介质主要为混凝土和沥青 . 为了增加数据的

多样性，对场景Ⅰ与场景Ⅱ探测时分别采用 800 MHz
和 500 MHz 的天线 . 探测场景与所得结果如图 1 所

示 . 其中，（a）和（c）分别是实测场景Ⅰ和Ⅱ，（b）和

（d）分别是对应的 GPR 图像 .

1.2   模拟数据集

1.2.1   时域有限差分法

时域有限差分法［16］是一种时域电磁算法 . 它以

差分原理为基础，在一定的时间和空间内，通过对连

续电磁场采取交替抽样的方式进行离散求数值解，

以得到连续电磁场的分布规律 . 它不仅对复杂介质

的模拟具有先天优势，而且可以模拟任意几何形状

和材料性质的 GPR 图像，是 GPR 图像模拟的主要

方法 .
gprMax 3.0 是利用 FDTD 原理进行 GPR 图像模

拟的工具包，我们采用 gprMax 3.0 工具包模拟生成

GPR 图像 .建立的 GPR 探测场景的几何模型为 1.2 m×
0.9 m×0.002 m. 埋藏物分别为金属管线和塑料管线，

其半径均为 0.01 m. 模型Ⅰ中埋藏物的位置分别是

0.28、0.50、0-0.28、0.50、0.002 和 0.54、0.38、0-0.54、

0.38、0.002；模型Ⅱ中埋藏物的位置分别位于 0.30、

0.45、0-0.30、0.45、0.002 和 0.60、0.45、0-0.60、0.45、

0.002 位置 . 对应的主要参数如表 1 所示 . 其中，时窗

设 置 为 4.7×10-9 s；天 线 频 率 分 别 为 1.6 GHz 和      
0.56 Hz，采用不同的天线以增加数据的多样性 .

根据表 1 建立的仿真模型Ⅰ和Ⅱ如图 2 中（a）和

（b）所示，其对应生成的 GPR B-Scan 图像分别为图 2
中（c）和（d）. 其中，每一张图像均包含 70 个道数据 .
采用相同方法，通过随机改变移动步长和步幅等参

数批量生成 1 000 张无噪 B-Scan 图像 .
1.2.2   WGAN-GP

生成对抗网络属于一种无监督学习技术 . 它可

在没有任何先验假设的情况下，获得数据间的潜在

分布规律，并生成新的数据样本 . 文献［15，17］已采

用该方法生成了 GPR 图像，生成的图像能够较好地

                                        （a）场景Ⅰ                              （b）GPR 图像Ⅰ                                   （c）场景Ⅱ                               （d）GPR 图像Ⅱ
图1   实测数据

Fig.1   Field data collection

表1   FDTD参数设置

Tab.1   FDTD parameter settings

参数

时窗/s
模型Ⅰ属性

模型Ⅱ属性

天线中心频率/GHz

数值

4.7×10-9

6/0.001/sand
15/0.05/soil

1.6/0.5

22



第 6 期 王惠琴等：GPR 图像的数据集构建及其 DRDU-Net 去噪算法

保持 GPR 图像的特征 . 但是，GAN 在训练时容易出

现模式混乱的问题［18］. 而 WGAN 采用 Wasserstein 距

离作为 GAN 的目标函数，所以对 GAN 训练的不稳定

性有轻微改善，但是 WGAN 在训练时仍然会出现模

型收敛差的问题 .
相对于 GAN 和 WGAN，带有梯度惩罚（Gradient 

Penalty）的 Wasserstein 距离生成对抗网络（WGAN-
GP）具有梯度保持稳定以及权值分布正常的优势，

能够有效解决 GAN 中训练不稳定的问题，而且还具

有良好的收敛性，可获得高质量的 GPR 图像 . 因此本

文采用 WGAN-GP 方法生成 GPR 图像来增强数据

集 .WGAN-GP 网络结构如图 3 所示 .

由图 3 可见，WGAN-GP 网络主要由生成器（G）

和判别器（D）组成 . 其中，G的作用是根据输入生成

对应的图像 . 它可将服从高斯分布的随机噪声 n，经

过 5 层反卷积运算后生成假图像 G（n），其大小为

256×256×3. 同时，将得到的假图像 G（n）和真图像 v
输入D中进行判别，得到一个判别结果 . 判别值的取

值范围为［0，1］. 其中，D是由 3 层卷积运算和一个全

连接层组成 . 之后，将判别值反馈给 G，使 G优化更

新，以便生成更加真实的图像 . 按照此规律重复迭

代，直到D无法判断真假 . 也就是说，输出的判别值

为 1 时，网络训练完成 . 在训练过程中，目标函数的

选取是一个关键，它可使模型训练达到最优 . 本文采

用的目标函数为

L = Ev͂ ∼ pg [ D ( v͂ ) ] - Ev ∼ pr [ D ( v ) ] +
λEv̂ ∼ pv̂ [ (||∇ v̂ D ( v̂ )||2 - 1) 2 ] （1）

式中：v表示真实图像；v͂表示生成图像；pr和 pg分别表

示真实图像和生成图像的分布；λ为梯度惩罚系数；v̂
由 v和 v͂中直线均匀抽样得到 . 在获得最优训练模型

之后，可用已训练好的 WGAN-GP 网络来生成模拟

数据集 .
1.3   模拟图像与实地采集图像对比

为了验证模拟图像与真实图像的相似程度，本

文采用结构相似性来表示其相似度，结果如表 2 所

示 . 由表 2 可知，WGAN-GP 生成图像与实地采集图

像的 SSIM 为 0.99；而 FDTD 生成图像与实地采集图

像的 SSIM 为 0.98. 因此，本文所提数据集构建方法具

有更好的合理性 .

2   基于DRDU-Net的GPR图像去噪方法

在实际工程中，GPR 工作时往往会受到非目标

物的反射波以及随机噪声的干扰，使工作人员无法

正确辨别目标物体的反射波，从而影响 GPR 的检测

性能 . 因此，对 GPR 图像进行去噪以提高其质量，在

实际探测工程中起着不可或缺的作用 . 相比于深度

学习去噪模型 AE，U-Net 具有简单、高效且可以用于

小数据等优势 . 但是 U-Net 存在训练不稳定的缺陷，

导致网络的梯度增加，不能完全去除 GPR 图像中的

噪声 . 而密集残差块结合了密集网络和残差网络的

表2   模拟图像与实地采集图像的相似度

Tab.2   Similarity between simulated image and field 
collection

SSIM
实地采集

WGAN-GP

实地采集

—

—

WGAN-GP
0.99
—

FDTD
0.98
0.98

图3   WGAN-GP网络结构

Fig.3   WGAN-GP network structure

                         （a）场景Ⅰ                                 （b）GPR 图像Ⅰ

                          （c）场景Ⅱ                                 （d）GPR 图像Ⅱ
图2   FDTD仿真模型及其结果

Fig.2   FDTD simulation model and results
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特点，每一层的信息融合都会结合前面所有层的输

入，并使用级联方式将当前所有层的特征传播至后

续的所有层 . 因此，它能够很好地提取 GPR 图像的深

层特征；同时，还可以有效缓解梯度消失，加强所有

特征的传播，增大特征复用的概率 . 鉴于此，本文在

U-Net 模型的基础上引入密集残差块（DRB）［19］，提

出 一 种 适 用 于 GPR 图 像 的 密 集 残 差 去 噪 U-Net
（Dense Residual Denoising U-Net，DRDU-Net）去 噪

方 法 . 该 方 法 的 关 键 是 用 DRB 代 替 U-Net 中 的

Conv-ReLU 结构 . 它可在完美解决 U-Net 训练不稳

定的同时还能够较好地去除 GPR 图像中的噪声 . 所

提 GPR 图像去噪的 DRDU-Net 模型如图 4 所示 .

在图 4 中，DRDU-Net 模型由两部分组成 . 其中，

左侧是一个含有四层 DRB 和池化的编码部分 . 每层

中通过 DRB 来提取 GPR 图像的深层特征 . 其次，每

层 DRB 之后会跟一个 1×1 的最大池化层进行下采

样，其作用是将特征图通道数增加一倍以及分辨率

减半 . 同样地，右侧也是一个含有四层密集残差块-
双线性插值结构的解码部分 . 其中，双线性插值用↑
表示，其作用是通过对前一层特征图进行上采样而

使其通道数减半，旨在实现计算复杂度的降低 . 而

且，每一次上采样都会与来自相对应层编码部分的

特征图进行拼接融合 . 这是因为编码部分的特征图

分辨率较高，且包含较丰富的底层信息，拼接后使得

网络的预测更加精准 . 之后，将拼接后的特征进行两

次与编码部分相同的 DRB 处理以及一次 1×1 的卷积

操作，得到所需特征 .
2.1   密集残差块

密集残差块是一种提取 GPR 图像噪声的卷积神

经网络 . 它可将输入 GPR 图像 Fd-1 经过密集残差块

的处理后输出 GPR 噪声Fd. 其结构如图 5 所示 .

由图 5 可知，密集残差块主要由卷积（Conv）-激

活函数、Concat以及1×1Conv组成 .其中，卷积-激活函

数结构主要用于特征提取 . 所用 Conv 的大小为 3×3，

在增加网络层数的同时增加了网络的非线性表达能

力 . 激活函数的作用是引入非线性因素，提高模型的

表达能力 . 相较于其他激活函数，PReLU 激活函数具

有低计算复杂度的优势，而且梯度不会趋近于零，能

够增强 GPR 图像中噪声的提取效果 . 因此，本文选取

PReLU 为激活函数 .Concat 主要是对前几层的特征

图4   DRDU-Net模型

Fig.4   Model of DRDU-Net

图5   密集残差块

Fig.5   Dense residual block
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进行拼接，旨在得到更丰富的特征 .1×1Conv 主要用

于降维，以得到所需的噪声特征 .
假设λ表示 PReLU 激活函数，Wd，2 表示第 2 个卷

积层的权重，那么第2个卷积层的输出Fd，2可表示为：

Fd，2 = λ(Wd，2 [ Fd - 1，Fd，1 ]) （2）
式中：［Fd-1，Fd，1］表示将Z0+Γ 个特征图在通道维度上

拼接 . 其中，Z0 表示输入图像Fd，1 中特征图的数量；Γ
表示密集残差块的增长率 . 以此类推，经过 3 个卷积

层的特征提取后，将所得特征Fd，2、Fd，3和之前每一层

的特征进行拼接（Concat），并经过 1×1Conv 降维后得

到 GPR 图像噪声特征Fd，FC. 即：

Fd，FC = Conv1 × 1 [ Fd - 1，Fd，1，Fd，2，Fd，3 ] （3）
式中：Conv1×1 代表 1×1Conv. 在得到噪声特征Fd，FC 后，

将输入的 Fd-1 和 Fd，FC 进行相加，得到当前 DRB 的输

出为

Fd = Fd，FC + Fd - 1 （4）
2.2   去噪步骤

设无噪的 GPR 图像表示为 x，那么一个含噪的

GPR 图像可表示为：

y = x + n （5）
式中：n表示噪声 . 所谓去噪，就是如何从 y中去除噪

声 n后得到无噪图像 x. 用 DRDU-Net 模型去除 GPR
图像中噪声的具体步骤如下：

1） 将 y作为 DRDU-Net 网络的输入，与 n建立一

种映射关系 . 其过程可描述为：

ℜ [ y；g (·) ] ≈ n （6）
式中：g (·) 表示模型中的特征提取过程 .

2） 将含噪 GPR 图像 y经编码部分中的 DRB 和

最大池化处理后，得到包含噪声的特征图 α. 也就是

说，对 y进行特征复用以及特征图通道数加倍、分辨

率减半等处理 . 特征图α的提取过程可表示为：

α = g ( y ) = λ1 (T1y + b1 ) （7）
式 中 ：λ1 表 示 编 码 部 分 的 激 活 函 数 ，本 文 选 用

PReLU；T1 表示编码部分核为 3、步长为 1 的卷积；b1
是编码部分中的偏置 .

3） 利用解码部分的 DRB 对 α进行特征提取和

复用，之后经双线性插值的上采样将其特征图通道

数减半，得到与输入图像 y同等大小的纯噪声图像

β，过程如式（8）所示 .
β = g (α ) = λ2 (T2α + b2 ) （8）

式中：λ2表示解码部分的激活函数，选用和编码部分

相同的激活函数；T2 表示解码部分核为 3、步长为 1

的卷积；b2是解码部分中的偏置 .
4） 为了使获得的噪声图像 β尽可能地接近噪声

n，通常利用损失函数来评价优化模型的噪声提取性

能 . 图像去噪中常用的损失函数是均方误差（MSE），

因其具有防止过拟合与提高模型泛化能力的优势 .
因此，本文采用 MSE 来描述β与 y之间的损失，即

L ( β，y ) = 1
2K∑

l = 1

K ||βl - nl||2 （9）
式中：K表示训练集的数量 . 通常，L（β， y）越小，说明

模型优化后输出的噪声就越准确 .
5）将步骤 4）中得到的噪声图像 β与 y相减，便可

得到去噪后的 GPR 图像 x，即

x ≈ y - β （10）
2.3   图像去噪评价指标

为了说明所提方法的去噪效果，本文采用 GPR
图像去噪领域中常用的峰值信噪比（Peak Signal-to-
Noise Ratio，PSNR）［20］和结构相似性（Structural Simi⁃
larity，SSIM） ［21］对去噪前后的图像质量进行评价 . 其

中，PSNR 是通过对比去噪前后图像间的像素值来判

断去噪效果；SSIM 是根据图像的亮度、结构信息、对

比度等指标来衡量去噪图像与原始图像的相似程

度 .PSNR 和 SSIM 的数值越大就代表所提算法的去

噪效果越好 .

3   实验结果分析

3.1   实验环境及配置

仿真实验是基于 WIN1dows0 操作系统且配有一

张 RTX3050 显卡、一个 Intel Core i7-11800H 处理器、

32 G 内存的服务器上完成 . 开发语言为 Python，采用

的深度学习框架为 Pytorch 1.8，其对应的 GPU 版本

为 CUDA11.2、CUDNN8.1.
3.2   实验及其结果分析

3.2.1   WGAN-GP模拟GPR图像

用 WGAN-GP 模拟 GPR 图像时，首先将 400 张

实地采集的 GPR 图像和随机噪声输入图 3 所示的判

别器与生成器中进行训练 . 其中，梯度惩罚系数为

10，学习率为 0.000 2，批次大小设置为 16，迭代次数

设置为 1 000. 同时，为了验证 WGAN-GP 在生成 GPR
图像时的稳定性，将其与 GAN、WGAN 的性能进行对

比，结果如图 6 所示 .
由图 6 可知：经过 100 次迭代后，GAN 和 WGAN
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模拟的图像中仍然充满噪声（即无双曲线痕迹）. 即

使当迭代次数达到 500 时，GAN 和 WGAN 生成的图

像显现出了双曲线特征，但依旧含有大量噪声 . 而

WGAN-GP 模拟的图像经过 100 次迭代后已经出现

了轻微双曲线痕迹 . 当迭代次数达到 500 时，WGAN-
GP 模型趋于稳定，生成了含有清晰双曲线特征的无

噪 GPR 图像 . 这说明 WGAN-GP 在生成 GPR 图像时

具有更好的稳定性 . 因此，本文选取 WGAN-GP 网络

生成 1 000 张无噪 GPR 图像来扩充数据集 .
3.2.2   DRDU-Net去噪

为了验证本文所提模型的去噪效果，首先对本

文构建的 2 400 张无噪的 GPR 图像数据进行转换，将

其统一为 256×256 的图像 . 之后，在图像中分别加入

不同σ的高斯白噪声形成含有噪声的 GPR 数据集 .
实验时，将含有噪声的 GPR 数据集按 8∶2 的比例分

为训练数据集和测试数据集进行实验 . 在模型训练

中，批次大小设置为 64，学习率为 10-4，经过 300 个

epochs 后，损失函数趋于稳定，得到训练模型 .
为了进一步验证本文方法的去噪效果，用训练

好的模型对 480 张含噪的 GPR 图像进行去噪实验，

并将所得结果与 U-Net、BM3D 方法进行了对比 . 其

结果分别如图 7~图 9 和表 2 所示 .

图 7~图 9 为 3 种无噪图像中分别加入σ=30 噪声

时的去噪实验结果 . 其中，图像Ⅰ是采用 FDTD 方法

生 成 的 图 像 ；图 像 Ⅱ 是 实 测 图 像 ；图 像 Ⅲ 是 采 用

WGAN-GP 方 法 生 成 的 图 像 . 生 成 的 含 有 噪 声 的

GPR 图像分别如图 7~图 9 中（a）所示，而（b）、（c）、

（d）分别是采用 BM3D、U-Net 以及本文所提 DRDU-
Net 方法去噪后的图像 . 由图 7~图 9 可以看出，经过

DRDU-Net 去噪的图像，其效果明显优于其他两种

算法；而且视觉方面也得到了极大的改善，近似于无

噪图像 .

（a）GAN

（b）WGAN

（c）WGAN-GP
图6   不同方法在不同迭代次数下生成的GPR图像

Fig.6   GPR images generated by different methods under 
different iterations

                           （a）含噪图像Ⅱ                                 （b）BM3D                                        （c）U-Net                                （d）DRDU-Net
图8   不同去噪算法对含噪图像Ⅱ的去噪效果

Fig.8   Denoising effect of different denoising algorithms on image Ⅱ with noise

                           （a）含噪图像Ⅰ                                 （b）BM3D                                        （c）U-Net                                （d）DRDU-Net
图7   不同去噪算法对含噪图像Ⅰ的去噪效果

Fig.7   Denoising effect of different denoising algorithms on image Ⅰ with noise
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为了能够更好地验证所提模型的去噪性能，取

σ为 10、20、30、40、50 的含噪图像，分别用本文所提

方法、U-Net、AE 以及 BM3D 进行去噪实验，并计算

不 同 去 噪 方 法 下 的 PSNR 和 SSIM，其 结 果 如 表 3
所示 .

从表 3 中可以看出：在相同的 σ下，本文所提

DRDU-Net 方法的 PSNR 和 SSIM 均明显优于 U-Net、
AE 和 BM3D 方法 . 例如，对σ=20 时的实测和模拟含

噪图像进行处理并取平均值 . 本文所提方法的 PSNR
比 U-Net 和 BM3D 方法分别改善了约 2.4 dB 和 6.5 
dB；SSIM 分别提高了约 0.04 和 0.09.AE 的 PSNR 和

SSIM 接近于 U-Net，而 BM3D 的去噪性能最差 .

将σ=10 的 PSNR 和 SSIM 表示为柱状图，其结果

如图 10 所示 . 由图 10 可以看出，本文所提 DRDU-
Net 方法的去噪性能均优于 U-Net、AE 和 BM3D 三种

方法 . 这是因为密集残差块具有特征复用和增加梯

度的作用，并且它的引入还解决了原 U-Net 训练不

稳定的问题 . 另外，在同一噪声水平下，实测图像的

PSNR 和 SSIM 均高于模拟图像，这是由于实测图像

在结构和纹理等特征方面优于模拟图像的缘故 .

4   结 论

针对实地采集的 GPR 图像数量不足、FDTD 生成

的图像过于理想化，以及生成对抗网络生成图像时

存在训练不稳定等问题，本文将 WGAN-GP 方法引

入 GPR 图像处理中，提出用该方法生成 GPR 图像 .
同时，与 FDTD 以及实地采集方法相结合构建了 GPR
数据集 . 结果表明：相较于原始 GAN 与 WGAN 方法，

                           （a）含噪图像Ⅲ                                 （b）BM3D                                       （c）U-Net                                （d）DRDU-Net
图9   不同去噪算法对含噪图像Ⅲ的去噪效果

Fig.9   Denoising effect of different denoising algorithms on image Ⅲ with noise

表3   不同σ和去噪方法对应的性能对比

Tab.3   Performance comparison of different σ and 
denoising methods

σ

10

20

30

40

50

GPR 图像

实测

模拟

实测

模拟

实测

模拟

实测

模拟

实测

模拟

PSNR/dB
BM3D
25.78
25.12
24.85
23.66
22.80
21.78
22.06
21.23
21.19
20.06

AE
30.17
28.23
27.94
27.12
26.89
26.10
25.88
25.41
24.78
24.13

U-Net
30.26
28.87
28.86
27.81
27.75
26.65
26.55
25.45
25.32
23.38

DRDU-Net
32.63

31.22

31.32

30.12

29.32

28.54

28.46

27.56

28.27

26.69

SSIM
BM3D
0.85
0.80
0.83
0.79
0.78
0.76
0.77
0.73
0.74
0.71

AE
0.90
0.86
0.87
0.85
0.86
0.85
0.84
0.82
0.83
0.81

U-Net
0.90
0.87
0.88
0.86
0.87
0.85
0.86
0.83
0.85
0.81

DRDU-Net
0.93

0.90

0.92

0.89

0.91

0.88

0.90

0.87

0.89

0.86

图10   不同去噪方法在σ=10的性能对比

Fig.10   Performance comparison of different denoising 
methods at σ=10

27



湖南大学学报（自然科学版） 2024 年

WGAN-GP 方 法 具 有 更 好 的 稳 定 性 ，而 且 生 成 的

GPR 图像更接近实地采集的图像 . 同时，它还解决了

FDTD 模拟 GPR 图像较单一的问题 . 本文还将密集残

差块与 U-Net 相结合，提出一种基于 DRDU-Net 模型

的 GPR 图像的去噪方法 . 该方法采用 DRDU-Net 模

型有效地缓解了梯度消失问题 . 同时，加强了特征复

用，使得网络训练变得更加稳定 . 另外，它还具有良

好的收敛性 . 在所建数据集上的实验结果表明：与

BM3D、AE 和 U-Net 去噪方法相比，本文所提去噪方

法在 GPR 图像去噪问题上获得了更好的效果 . 而且，

在相同的σ下，图像的 PSNR 和 SSIM 都有明显的提

高，为提高后续 GPR 图像智能解译的准确性奠定了

良好的基础 .
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