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基于 Ｔｒａｎｓｆｏｒｍｅｒ 的报纸版面

分割方法研究

朱一凡ꎬ高　 华ꎬ业　 宁

(南京林业大学信息科学技术学院、人工智能学院ꎬ江苏 南京 ２１００３７)

[摘要] 　 大数据背景下信息的检索与研究对海量传统纸媒的数字化提出了挑战ꎬ得益于不断发展的计算机视

觉与人工智能方法ꎬＤＥＴＲ模型可被应用于报纸版面分割. 针对原模型在版面分割中存在的检测速度慢、参数量

大及分类不精准等问题ꎬ本文提出了采用 ＳｈｕｆｆｌｅＮｅｔ Ｖ２轻量级主干网络的改进模型ꎬ该方法可有效提升计算效

率并减少模型参数量ꎬ从而缓解 Ｔｒａｎｓｆｏｒｍｅｒ结构的计算压力. 同时ꎬ通过特征金字塔结构ꎬ该模型能够充分融合

全局信息及细节信息ꎬ显著增强多尺度目标的识别能力. 此外ꎬ该模型还引入高效通道注意力(ＥＣＡ)模块来提取

关键目标特征ꎬ以此有效抑制无关背景信息ꎬ在保证分割性能的同时实现轻量化设计. 实验结果表明ꎬ改进模型

在报纸版面分割任务中的参数量为 ３８.５ Ｍꎬ帧率(ＦＰＳ)高达 ４７.５ ｉｍｇ / ｓꎬｍＡＰ０.５达到了 ０.８０６. 与原 ＤＥＴＲ模型相

比ꎬ改进模型在参数量上减少了 ２.８ Ｍꎬ帧率提高了 ２８.３ ｉｍｇ / ｓꎬｍＡＰ０.５提升了 ３.２％. 本文提出的模型还可以为报

纸版面的 ＯＣＲ识别提供前期技术支持.
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　 　 在近百年时间里ꎬ报纸经历了由纸质到信息化过程ꎬ作为一种通用信息载体ꎬ其很大程度上反应了特

定时期的社会发展动态. 这对于研究社会历史进程具有不可忽视的积极作用. 然而在高度信息化的现今ꎬ
传统纸媒报纸信息的检索却对研究人员提出了挑战ꎬ这对研究人文以及大数据信息仓库的建立是不利的.

２０１４年“媒体融合”成为中国报业发展的主旋律ꎬ报纸的发行方式也由传统的印刷发行转为数字分

发. 图 １详细展示了 １９７８—２０２３年全国报纸出版种类和总印数统计数据. 值得注意的是ꎬ在 ２０１４年“媒体

融合”战略之前的纸媒报纸存量极为庞大ꎬ同时ꎬ出版种类从 １９７８ 年的 １８６ 种最高上涨到了 １９９６ 年的

２ １６３ 种ꎬ且到 ２０１４年一直保持在 ２０００种左右. 这样数量与种类均非常庞大的传统纸媒报纸的数字化仅

仅依靠人工并不经济且是低效率的.

图 １　 １９７８—２０２３ 年全国报纸出版种类和总印数

Ｆｉｇ􀆰 １　 Ｔｙｐｅｓ ｏｆ ｎｅｗｓｐａｐｅｒｓ ｐｕｂｌｉｓｈｅｄ ｉｎ ｔｈｅ ｃｏｕｎｔｒｙ ａｎｄ ｔｏｔａｌ ｐｒｉｎｔ ｒｕｎꎬ１９７８—２０２３

计算机视觉技术、人工智能的不断发展ꎬ使得版面分割(Ｌａｙｏｕｔ Ｓｅｇｍｅｎｔａｔｉｏｎ)、光学文字识别(Ｏｐｔｉｃａｌ
Ｃｈａｒａｃｔｅｒ ＲｅｃｏｇｎｉｔｉｏｎꎬＯＣＲ)等技术可以有效推进纸媒的数字化. 通常ꎬ纸媒版面的数字化需要经历版面分

割、文字识别、数据校对和数据建引这几个流程. 而版面分割作为扫描件数字化最重要的一个步骤ꎬ其通

常利用目标检测(Ｏｂｊｅｃｔ Ｄｅｔｅｃｔｉｏｎ)的方式找出图像中所有感兴趣的目标ꎬ确定它们的类别和位置ꎬ这有助

于确定板块之间的关系来简化后续分析和识别阶段的复杂度.
早期ꎬ经典的文档布局分析多采用基于规则的方法[１－５]ꎬ这些方法需精心设计和调整ꎬ以适配多样文

档. 其优势在于逻辑清晰ꎬ便于理解和调试. 然而ꎬ面对复杂或非标准布局的文档时ꎬ这些规则可能鲁棒性

不强且不够灵活. 随着机器学习技术尤其是深度学习的兴起ꎬ现代方法倾向于使用数据驱动的模型ꎬ如卷

积神经网络(ＣＮＮｓ)、循环神经网络(ＲＮＮｓ)以及 Ｔｒａｎｓｆｏｒｍｅｒ 模型ꎬ这些模型能够自动学习复杂的特征和

模式ꎬ从而在很多情况下超越了传统的基于规则的方法. 现在文档布局分析被视为文档对象检测问

题[４－１１]ꎬ即版面分割. 版面分割研究主要围绕目标检测算法展开[１２－１４] . 目标检测早期的传统方法是滑动窗

口和人工特征提取[１５]ꎬ随着 ２０１４年深度学习的兴起ꎬ出现了双阶段检测算法(Ｔｗｏ￣ｓｔａｇｅ)ꎬ主要通过选择

性搜索( Ｓｅｌｅｃｔｉｖｅ Ｓｅａｒｃｈ) 或者 Ｅｄｇｅ Ｂｏｘｅｓ[１６] 等算法对输入图像选取可能包含检测目标的候选区域

(Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ) [１７]ꎬ再对候选区域进行分类和位置回归以得到检测结果ꎬ代表算法有 Ｒ￣ＣＮＮ[１８]及其变

形等. ２０１６年出现了单阶段检测算法(Ｏｎｅ￣Ｓｔａｇｅ)ꎬ采用回归分析思想ꎬ也称为基于回归分析的目标检测

算法ꎬ省略了候选区域生成阶段ꎬ直接得到目标分类和位置信息[１９]ꎬ代表算法有 ＹＯＬＯ[２０] 系列和 ＳＳＤ[２１]

系列. ２０２０年出现的 ＤＥＴＲ[２２]模型ꎬ是 Ｔｒａｎｓｆｏｒｍｅｒ在目标检测领域的首次应用. ＤＥＴＲ模型将目标检测当

作一个集合预测问题ꎬ使用 Ｔｒａｎｓｆｏｒｍｅｒ编码器对整个图像进行编码ꎬ使得模型具有全局感知能力. 相较于

传统的目标检测方法ꎬＤＥＴＲ模型摒弃了预定义的锚框或候选框ꎬ也不需要使用非极大值抑制(ＮＭＳ)来过

滤重叠的框. 相反ꎬ它使用一个解码器来直接输出目标的边界框和类别ꎬ从而简化了目标检测流程. ＤＥＴＲ
模型可以进行端到端的训练ꎬ即将图像和目标检测任务作为一个整体进行训练. 这样可以减少训练过程

中的手动调整和设计ꎬ简化了模型的训练流程.
Ｔｒａｎｓｆｏｒｍｅｒ模型已被广泛应用于多个领域ꎬ如铆接缺陷检测[２３]、交通标志识别[２４]、水下图像目标检

测[２５]、车辆目标检测[２６]、地震数据断层识别[２７]、情感分析[２８]等. 然而ꎬ将 ＤＥＴＲ模型应用于版面分割领域

的研究较少ꎬ本文将探索基于 Ｔｒａｎｓｆｏｒｍｅｒ 的报纸版面分割的新的检测思路. 针对 ＤＥＴＲ 模型在版面分割

中存在的检测速度慢、参数量大及分类不精准等问题ꎬ本文做出了改进. 改进模型采用 ＳｈｕｆｆｌｅＮｅｔ Ｖ２ 轻量

—０１１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



朱一凡ꎬ等:基于 Ｔｒａｎｓｆｏｒｍｅｒ的报纸版面分割方法研究

级主干网络提升计算效率并减少参数量ꎬ缓解 Ｔｒａｎｓｆｏｒｍｅｒ的计算压力. 同时ꎬ通过特征金字塔结构融合全

局信息与细节信息ꎬ增强多尺度目标的识别能力. 此外ꎬ模型还引入了 ＥＣＡ 通道注意力模块ꎬ专注提取关

键目标特征并抑制无关背景信息ꎬ实现性能与轻量化的平衡. 实验证明ꎬ改进模型在版面分割任务中表现

优异ꎬ为基于 Ｔｒａｎｓｆｏｒｍｅｒ的目标检测提供了新的思路和方法.

１　 模型设计

ＤＥＴＲ模型(图 ２)的网络结构主要包含三个部分:卷积神经骨干网络、Ｔｒａｎｓｆｏｒｍｅｒ 的编码器和解码器

(Ｅｎｃｏｄｅｒ、Ｄｅｃｏｄｅｒ)、前馈网络(ＦＦＮ) . 首先ꎬＲｅｓＮｅｔ 卷积神经网络作为骨干网络ꎬ负责从输入图像中提取

特征并缩减其尺寸ꎬ从而减轻后续 Ｔｒａｎｓｆｏｒｍｅｒ 在处理目标检测任务时的计算压力. Ｔｒａｎｓｆｏｒｍｅｒ 模型基于

编码器－解码器(Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ)架构ꎬ通过堆叠多个编码器解码器模块来搭建深度神经网络. ＦＦＮ 的主

要功能是预测边界框的标准化中心坐标、高度和宽度ꎬ并使用 ｓｏｆｔｍａｘ函数激活获得预测类标签.

图 ２　 ＤＥＴＲ 的网络结构

Ｆｉｇ􀆰 ２　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＥＴＲ

改进的 ＤＥＴＲ模型整体架构由 Ｂａｃｋｂｏｎｅ、特征金字塔、特征提取分支、Ｔｒａｎｓｆｏｒｍｅｒ 和 Ｐｒｅｄｉｃｔｉｏｎ Ｈｅａｄｓ
构成ꎬ如图 ３所示ꎬ将改进的模型命名为 ＳＦＥ＿ＤＥＴＲ. 该模型以轻量级主干 ＳｈｕｆｆｌｅＮｅｔ Ｖ２ 为特征金字塔的

主干构造 Ｂａｃｋｂｏｎｅꎬ同时构造 ＣＮＮ特征提取分支ꎬ弥补 Ｔｒａｎｓｆｏｒｍｅｒ中特征细节不足的问题.

图 ３　 改进的 ＤＥＴＲ 结构

Ｆｉｇ􀆰 ３　 Ｉｍｐｒｏｖｅｄ ＤＥＴＲ ｓｔｒｕｃｔｕｒｅ

通过这种设计ꎬ使得 ＳＦＥ＿ＤＥＴＲ能够在维持计算效率的同时ꎬ提升对于复杂场景中细节特征的捕捉

能力.
１.１　 ＳｈｕｆｆｌｅＮｅｔ Ｖ２

在深入探讨模型性能与效率之间的平衡时ꎬ本文特别关注模型的参数量以及训练速度. 为了在保证

模型性能的同时ꎬ减少计算资源的消耗和加快训练进程ꎬ经过仔细权衡ꎬ决定选用轻量型的 ｂａｃｋｂｏｎｅ 架
构———ＳｈｕｆｆｌｅＮｅｔ Ｖ２. ＳｈｕｆｆｌｅＮｅｔ Ｖ２[２９]以其高效的计算效率和较小的模型尺寸而闻名ꎬ它能够有效地减少

模型的参数量ꎬ从而在保持较高精度的同时ꎬ显著提升训练速度. 这一选择不仅有助于在有限的计算资源

下快速训练模型ꎬ还使得模型更易于部署在边缘设备上ꎬ为实际应用提供便利.
ＳｈｕｆｆｌｅＮｅｔ Ｖ２的大致结构如图 ４. 该网络首先通过卷积层对输入数据进行初步的特征提取ꎬ紧接着是

最大池化操作ꎬ旨在降低特征图的维度. 接下来的 Ｓｔａｇｅ２、Ｓｔａｇｅ３和 Ｓｔａｇｅ４为提取的不同尺度的特征图ꎬ如
图 ５所示. 该网络在这三个关键阶段采取了逐层深入的策略ꎬ每个 Ｓｔａｇｅ 不仅负责捕捉特定尺度的特征信

息ꎬ还通过通道混洗、分组卷积等内部结构的优化ꎬ有效减少了计算量和参数冗余ꎬ从而实现了高效的特征
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提取. 可以发现 Ｓｔａｇｅ２到 Ｓｔａｇｅ４包含的特征依次减少ꎬ即逐层深入策略ꎬ其中 Ｓｔａｇｅ２ 含有最多的特征ꎬ表
明其包含较多细节信息ꎬ而 Ｓｔａｇｅ４则含有最少的特征ꎬ说明其主要捕捉更高层次的抽象信息.

图 ４　 ＳｈｕｆｆｌｅＮｅｔ Ｖ２ 的结构

Ｆｉｇ􀆰 ４　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＳｈｕｆｆｌｅＮｅｔ Ｖ２

图 ５　 Ｓｔａｇｅ２、Ｓｔａｇｅ３、Ｓｔａｇｅ４ 的特征图

Ｆｉｇ􀆰 ５　 Ｆｅａｔｕｒｅ ｍａｐｓ ｆｏｒ Ｓｔａｇｅ２ꎬＳｔａｇｅ３ ａｎｄ Ｓｔａｇｅ４

为了有效利用这些不同尺度的特征并优化训练过程ꎬ采用特征融合操作显得尤为重要. 通过特征融

合ꎬ可以整合各个阶段的特征ꎬ保证从细节到抽象各个层次的信息都被充分利用ꎬ这对于提高网络对复杂

视觉任务的处理能力至关重要. 这种多尺度特征融合策略不仅增强了模型的表征能力ꎬ还有助于提升其

在各种视觉识别任务中的性能表现.

图 ６　 ＦＰＮ 特征金字塔

Ｆｉｇ􀆰 ６　 ＦＰＮ ｆｅａｔｕｒｅ ｐｙｒａｍｉｄ

１.２　 ＦＰＮ 特征金字塔

ＦＰＮ(Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋｓ) [３０]是一个结构化的神经网络ꎬ用于提高对多尺度目标的识别能力ꎬ由
三个部分组成:一个自底向上的线路、一个自顶向下的线路和横向连接(Ｌａｔｅｒａｌ Ｃｏｎｎｅｃｔｉｏｎ) . 在本研究中ꎬ
自底向上的线路由 ＳｈｕｆｆｌｅＮｅｔ Ｖ２网络实现ꎬ利用其 Ｓｔａｇｅ２、Ｓｔａｇｅ３、Ｓｔａｇｅ４ 特征图层进行特征融合ꎬ构建特

征金字塔ꎬ如图 ６.

—２１１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



朱一凡ꎬ等:基于 Ｔｒａｎｓｆｏｒｍｅｒ的报纸版面分割方法研究

自顶向下的过程通过 ２倍的上采样(Ｕｐｓａｍｐｌｉｎｇ)来实现ꎬ具体采用邻近插值算法进行空间尺寸的放

大ꎬ确保上采样后的特征图与原特征图高宽相同. 随后ꎬ采用横向链接将上采样得到的特征图与自底向上

线路生成的相同尺寸的特征图进行融合(Ｍｅｒｇｅ) . 融合操作通过相加的方式完成.
为了消除上采样可能引入的混叠效应(Ａｌｉａｓｉｎｇ Ｅｆｆｅｃｔ)ꎬ每次融合后将对结果应用 ３×３ 卷积核进行卷

积处理. 假定融合后生成的特征图为 Ｐ２、Ｐ３、Ｐ４ꎬ这些新的特征层将与自底向上线路的 Ｃ２、Ｃ３、Ｃ４ 特征层

一一对应.
通过这种多层次的特征融合策略ꎬＦＰＮ 能够有效地结合不同尺度的特征ꎬ从而增强模型对于不同尺

度目标的识别能力ꎬ并丰富特征图的全局信息与细节信息ꎬ这对于复杂视觉任务的性能提升至关重要.
１.３　 特征提取分支

在设计通道增强与编码器分支融合结构中ꎬ因为特征金字塔网络输出的不同尺寸特征图具有不同的

信息密度和细节ꎬ所以构建两个主要分支:
(１)小尺度特征图分支

选取 ＦＰＮ输出的小尺度特征图ꎬ这些图层虽然尺寸较小ꎬ但富含高层语义信息. 将这些特征图展开成

序列ꎬ输入到 Ｔｒａｎｓｆｏｒｍｅｒ中ꎬ以学习全局上下文关系. Ｔｒａｎｓｆｏｒｍｅｒ 的能力在于通过自注意力机制ꎬ加强特

征间的全局依赖ꎬ从而提取出更加丰富的语义信息.
(２)大尺度特征图分支

此分支利用 ＦＰＮ输出的大尺度特征图ꎬ这些特征图含有丰富的细节信息ꎬ能够补充小尺度特征图在

细节上的不足. 鉴于目标检测背景的复杂性ꎬ此分支引入了 ＥＣＡ(Ｅｆｆｉｃｉｅｎｔ Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ)高效通道注

意力模块[３１]ꎬ专注于提取关键目标特征ꎬ同时抑制无关的背景信息. ＥＣＡ模块的优势在于简化的设计ꎬ它
避免了传统注意力机制中的降维和升维操作ꎬ实现了高效和轻量化.

ＥＣＡ模块的结构如图 ７ꎬ其核心思想是通过应用一维卷积来捕捉通道间的依赖关系ꎬ根据通道数自适

应地计算一维卷积的核大小 ｋꎬ计算公式如下:

ｋ＝
ｌｏｇ２(Ｃ)
γ
＋ ｂ
γ ｏｄｄ

ꎬ (１)

其中 Ｃ是输入特征的通道数ꎬγ和 ｂ是超参数ꎬ用以精细控制卷积核的大小ꎬ从而适应不同的通道维度和

特征复杂性. 取绝对值并向下取整到最近的奇数是为了确保核大小是奇数.
得到核大小 ｋ后ꎬＥＣＡ模块将一维卷积应用于输入特征上ꎬ从而学习每个通道相对于其他通道的重

要性ꎬ公式如下:
ｏｕｔ＝Ｃｏｎｖ １Ｄｋ( ｉｎ)ꎬ (２)

其中ꎬＣｏｎｖ １Ｄｋ( ｉｎ)表示核大小为 ｋ的一维卷积操作.
这种方法不仅增强了模型对重要通道的响应ꎬ还降低了对非关键信息的依赖ꎬ优化了整体的特征处理

流程.

图 ７　 ＥＣＡ 通道注意力模块

Ｆｉｇ􀆰 ７　 ＥＣＡ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ
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通过以上设计有效提高模型在复杂背景下对重要目标特征的识别能力ꎬ同时保持算法的运算效率ꎬ使
其适合在计算资源受限的环境下使用ꎬ进一步拓宽了其应用范围.

２　 实验设计

２.１　 实验环境与参数设置

本文实验环境为配备 ｉ５￣１３４００Ｆ处理器、３２ ＧＢ内存、一张显存为 １２ ＧＢ 的 ＮＶＩＤＩＡ ３０６０ 显卡的计算

机设备. 为了充分训练模型并使其参数得到精细调整ꎬ以期达到或接近最优解ꎬ设定迭代次数(Ｅｐｏｃｈ)为
１５０次. 实验发现原模型在设定过大的批量大小(Ｂａｔｃｈ Ｓｉｚｅ)时会出现内存不足的错误ꎬ所以设置批量大

小为 ２ꎬ以确保模型能够在给定的硬件条件下稳定运行. 设定学习率(Ｌｅａｒｎｉｎｇ Ｒａｔｅ)为 ０.０００ １ꎬ有助于模

型在训练过程中逐步逼近最优解ꎬ同时避免过大的学习率导致的训练不稳定现象.
２.２　 评价指标

本文评价指标选取目标检测中常见的 ５个指标:Ｐａｒａｍｓ、ＦＰＳ、ｍＡＰ、ｍＡＰ ０.５、ｍＡＰ ０.７５、Ｒｅｃａｌｌ.
Ｐａｒａｍｓ是指网络模型中需要训练的参数总数ꎬ用来衡量模型的大小(计算空间复杂度)ꎬ其计算公式

为式(３):
Ｐａｒａｍｓ＝Ｃｏ×(ｋｗ×ｋｈ×Ｃ ｉ＋１)ꎬ (３)

其中ꎬＣｏ 表示输出通道数ꎬＣ ｉ 表示输入通道数ꎬｋｗ 表示卷积核宽ꎬｋｈ 表示卷积核高. ｋｗ×ｋｈ×Ｃ ｉ 表示一个卷

积核的权重数量ꎬ＋１表示 ｂｉａｓꎬ括号表示一个卷积核的参数量ꎬＣｏ 表示该层有 Ｃｏ 个卷积核.
ＦＰＳ(每秒帧数)是衡量图像处理或模型推断速度的指标ꎬ通常用于评估计算机视觉应用程序的性

能. ＦＰＳ表示在 １ ｓ内处理的图像帧数ꎬ其计算公式为式(４):

ＦＰＳ＝处理的图像数量
处理总时间

. (４)

ｍＡＰ(ｍｅａｎ ｏｆ Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ) 是指对所有类别的 ＡＰ 值求平均值. 其中ꎬ平均精度 (Ａｖｅｒａｇｅ
ＰｒｅｃｉｓｉｏｎꎬＡＰ)表示单类别的模型平均准确度. 对于目标检测任务ꎬ每一个类都可以计算出其 Ｐｒｅｃｉｓｉｏｎ 和

Ｒｅｃａｌｌꎬ每个类都可以得到一条 Ｐ－Ｒ曲线ꎬ曲线下的面积就是 ＡＰ 的值ꎬ计算公式如式(５):

ＡＰ＝ ∫１
０
Ｐ( ｒ)ｄｒ. (５)

ｍＡＰ ０.５指使用 ＩｏＵ阈值为 ０.５的边界框平均精度. 同理ꎬｍＡＰ ０.７５指使用 ＩｏＵ阈值为 ０.７５的边界框平均

精度.
Ｒｅｃａｌｌ(召回率)又被称为查全率ꎬ表示预测结果为正样本中实际正样本数量占全样本中正样本的比

例ꎬ计算公式如式(６):

Ｒｅｃａｌｌ＝ ＴＰ
ＴＰ＋ＦＮ

ꎬ (６)

其中ꎬＴＰ表示正确预测的正例ꎬ即真实值为正例ꎬ预测值也为正例ꎻＦＮ 表示错误预测的反例ꎬ即真实值为

正例ꎬ但被错误预测成了反例.

３　 实验结果

３.１　 数据集构建

为了在实际数据上验证本文的训练和测试效果ꎬ本文使用了江苏省档案馆提供的一系列«新锡山»报
纸的扫描件. 该数据涵盖 ２０１０年至 ２０１９年期间该报刊登的版面扫描件. 为了提高训练模型的适用性ꎬ本
文选取了其中具有代表性且能够全面反应数据集整体特征的 １ ２１２ 张报纸作为研究样本. 在数据处理阶

段ꎬ本文将报纸数据集按照 ８ ∶２的比例随机的划分到训练集和测试集.
本文采用 ＬａｂｅｌＩｍｇ对数据样本进行标签标注ꎬ按照传统报纸的排版和内容结构将报纸内容标签分为

四大类:抬头(ｈｅａｄ)、标题( ｔｉｔｌｅ)、正文( ｔｅｘｔ)和图片(ｐｉｃｔｕｒｅ) .
３.２　 对比试验

为了验证改进算法的有效性ꎬ选择了 Ｆａｓｔｅｒ￣ＲＣＮＮ、ＳＳＤ、ＹＯＬＯｖ３、ＤＥＴＲ与 ＳＦＥ＿ＤＥＴＲ进行对比. 实验
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结果如表 １所示.
表 １　 实验结果

Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔ

模型 Ｐａｒａｍｓ / Ｍ ＦＰＳ / ( ｉｍｇ / ｓ) ｍＡＰ ｍＡＰ０.５ ｍＡＰ０.７５ Ｒｅｃａｌｌ

Ｆａｓｔｅｒ￣ＲＣＮＮ ４１.４ １４.２ ０.５６３ ０.７２５ ０.６１８ ０.６４２
ＳＳＤ ３５.７ ４２.９ ０.４１０ ０.６８４ ０.４２８ ０.５０９

ＹＯＬＯ ｖ３ ６１.５ ４４.６ ０.５６８ ０.８０１ ０.６０４ ０.６４２
ＤＥＴＲ ４１.３ １９.２ ０.５３２ ０.７７４ ０.６０６ ０.６２９

Ｄｅｆｏｒｍａｂｌｅ ＤＥＴＲ ３９.８ ９.３ ０.５３１ ０.７７９ ０.６２３ ０.６６８
ＳＦＥ＿ＤＥＴＲ ３８.５ ４７.５ ０.５６０ ０.８０６ ０.６２９ ０.６５２

　 　 实验结果表明ꎬＳＦＥ＿ＤＥＴＲ 在 ＦＰＳ、ｍＡＰ ０.５、ｍＡＰ ０.７５上均达到了最优性能ꎬ尽管在 Ｐａｒａｍｓ、ｍＡＰ 以及

Ｒｅｃａｌｌ方面并未获得最佳表现ꎬ但其与最优结果之间的差距并不显著ꎬ这表明 ＳＦＥ＿ＤＥＴＲ在多个关键指标

上均展现出了出色的性能.
图 ８是一张报纸上的某个框预测的可视化. 每个框预测被表示为一个点ꎬ其中心坐标在固定大小的

空间中ꎬ按每个图像大小归一化. 通过观察ꎬ每个槽都有几种运行模式ꎬ侧重于不同的区域和方框大小. 特
别是ꎬ所有槽都有预测图像范围内方框的模式(可见图中的热力表现)ꎬ这或许与数据集中对象的分布有

关. 几乎所有槽都具有预测数据集中常见的大型图像方框的模式.

图 ８　 各个头部的空间注意力热图

Ｆｉｇ􀆰 ８　 Ｈｅａｔ ｍａｐ ｏｆ ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｆｏｒ ｅａｃｈ ｈｅａｄ

图 ９　 模型损失曲线

Ｆｉｇ􀆰 ９　 Ｍｏｄｅｌ ｌｏｓｓ ｃｕｒｖｅ

ＳＦＥ＿ＤＥＴＲ模型在迭代 １５０ 轮过程中的损失曲线如图 ９ꎬ
其中蓝色曲线是训练损失(Ｔｒａｉｎ Ｌｏｓｓ)ꎬ橙色曲线是验证损失

(Ｖａｌ Ｌｏｓｓ) . 从图中可以观察到ꎬ随着迭代次数的增加ꎬ训练损

失和验证损失均呈现稳定的下降趋势. 且在整个训练过程中ꎬ
验证损失并没有显示出与训练损失显著背离的趋势ꎬ即没有出

现验证损失停止下降或开始上升的情况ꎬ说明没有出现过拟合

(Ｏｖｅｒｆｉｔ)的典型迹象. 同时ꎬ训练损失和验证损失均持续下降ꎬ
表明模型在训练集和验证集上的性能都在不断提升ꎬ未出现欠

拟合(Ｕｎｄｅｒｆｉｔ)的迹象. 因此ꎬ可以判断 ＳＦＥ＿ＤＥＴＲ 模型在训

练过程中没有过拟合或欠拟合现象ꎬ显示出良好的学习能力.
为了验证 ＳＦＥ＿ＤＥＴＲ 模型的泛化性ꎬ选取人民日报、电脑
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报进行对比实验ꎬ实验结果见表 ２.
表 ２　 不同数据集对比试验

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｄａｔａ ｓｅｔｓ

模型
人民日报

ｍＡＰ０.５ Ｒｅｃａｌｌ

电脑报

ｍＡＰ０.５ Ｒｅｃａｌｌ

Ｆａｓｔｅｒ￣ＲＣＮＮ ０.７８３ ０.５８９ ０.７９１ ０.６３７
ＳＳＤ ０.６９７ ０.５０１ ０.７３０ ０.５１２

ＹＯＬＯ ｖ３ ０.８１６ ０.５９１ ０.８５８ ０.６４５
ＤＥＴＲ ０.８０１ ０.５７６ ０.８４９ ０.６８０

Ｄｅｆｏｒｍａｂｌｅ ＤＥＴＲ ０.８１６ ０.６０８ ０.８４１ ０.６４３
ＳＦＥ＿ＤＥＴＲ ０.８２１ ０.５９８ ０.８６４ ０.６５４

　 　 可以观察到 ＳＦＥ＿ＤＥＴＲ模型在不同类型报纸的版面分割任务中均展现出了卓越的性能ꎬ这充分表明

了该模型具备良好的泛化能力.
３.３　 消融实验

对算法的关键模块进行消融实验ꎬ验证算法增加模块的有效性. 包括 ＳｈｕｆｆｌｅＮｅｔ Ｖ２、ＦＰＮ 和 ＥＣＡ 模

块ꎬ并记录了每个模块被消融后的实验结果. 实验结果如表 ３所示.
表 ３　 消融实验结果

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型 Ｐａｒａｍｓ / Ｍ ＦＰＳ / ( ｉｍｇ / ｓ) ｍＡＰ ｍＡＰ０.５ ｍＡＰ０.７５ Ｒｅｃａｌｌ

ＤＥＴＲ ４１.３ １９.２ ０.５３２ ０.７７４ ０.６０６ ０.６２９
＋ＦＰＮ ６１.７ １７.８ ０.５４２ ０.７９３ ０.６２１ ０.６４０

＋ＦＰＮ＋ＥＣＡ ６１.７ １７.６ ０.５７６ ０.８１３ ０.６５５ ０.６６３
ＳＦＥ＿ＤＥＴＲ ３８.５ ４７.５ ０.５６０ ０.８０６ ０.６２９ ０.６５２

图 １０　 版面分割效果图

Ｆｉｇ􀆰 １０　 Ｌａｙｏｕｔ ｓｅｇｍｅｎｔａｔｉｏｎ ｅｆｆｅｃｔ

　 　 实验结果表明ꎬＳＦＥ＿ＤＥＴＲ 的性能表现总体优于

ＤＥＴＲ. 引入特征金字塔模块和特征提取分支可以有

效提升模型的性能表现ꎬ但是参数量明显变大ꎬ增大

了 ２０.４ Ｍꎬ其中主要是特征金字塔带来的模型参数量

增加. 引入 ＳｈｕｆｆｌｅＮｅｔ Ｖ２后ꎬ显著降低了参数量且 ＦＰＳ
显著 提 升ꎬ 参 数 量 减 少 了 ２３. ２ Ｍꎬ ＦＰＳ 提 升 了

２９.９ ｉｍｇ / ｓꎬ与只引入特征金字塔模块和特征提取分

支的模型对比ꎬＳＦＥ＿ＤＥＴＲ 的 ｍＡＰ ０.５并没有显著降

低. 最终ꎬＳＦＥ＿ＤＥＴＲ比 ＤＥＴＲ参数量减少 ２.８ ＭꎬＦＰＳ
提高 ２８.３ ｉｍｇ / ｓꎬｍＡＰ、ｍＡＰ ０.５、ｍＡＰ ０.７５分别提升２.８％、
３.２％、２.３％ꎬＲｅｃａｌｌ提高了 ２.３％.

最终呈现的版面分割效果图如图 １０ 所示ꎬ抬头

用蓝色表示、标题用橙色表示、正文用绿色表示、图片

用紫色表示.

４　 结论

本文针对报纸版面分割ꎬ提出了 ＳＦＥ＿ＤＥＴＲ 模

型. 本文特别关注模型的参数量以及训练速度. 为了

在保证模型性能的同时减少计算资源的消耗和加快

训练进 程ꎬ 经 过 仔 细 权 衡ꎬ 决 定 选 用 轻 量 型 的

ｂａｃｋｂｏｎｅ 架构———ＳｈｕｆｆｌｅＮｅｔ Ｖ２. 该模型通过引入

ＦＰＮ特征金字塔结构ꎬ显著增强了模型对于不同尺度

目标的识别能力ꎬ同时丰富了特征图的全局信息与细节信息. 此外ꎬ该模型进一步增加了特征提取分支ꎬ
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使用 ＥＣＡ高效通道注意力模块ꎬ提取关键目标特征ꎬ同时抑制无关的背景信息. 其简化的设计保证了模型

的高效性和轻量化. 实验结果表明ꎬ相较于原 ＤＥＴＲ网络和其他经典版面分割网络ꎬＳＦＥ＿ＤＥＴＲ 模型在版

面分割任务上展现出了更加优越的性能ꎬ并且拥有较快的速度. 该算法在不同数据集上的验证均表现优

异ꎬ具有良好的泛化性ꎬ有较好的版面分割应用前景.
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