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基于可解释性 ＵＳＬ 的抽油井电功率异常检测

袁春华ꎬ冯博文ꎬ李翔宇
(沈阳理工大学 自动化与电气工程学院ꎬ沈阳 １１０１５９)

摘　 要: 抽油井长期运行可能使有杆泵抽油系统出现异常工况ꎬ这种异常的产生与设备的持续

退化有关ꎬ但其具体原因仍难以通过数据驱动的深度学习方法来分析和解释ꎮ 为了能够及时

准确地检测到异常工况并推断故障级别和故障类型ꎬ提出一种基于可解释性无监督 Ｓｈａｐｅｌｅｔ 学

习(ｕｎｓｕｐｅｒｖｉｓｅｄ Ｓｈａｐｅｌｅｔ ｌｅａｒｎｉｎｇꎬＵＳＬ)算法的抽油井电功率异常检测方法ꎮ 首先利用提取到

的先验知识改进 ＵＳＬꎻ然后将改进的 ＵＳＬ 与单分类器结合ꎬ构成基于可解释性 ＵＳＬ 的异常检

测算法(ＡＤ￣ＩＵＳＬ)ꎬＡＤ￣ＩＵＳＬ 可同时学习 Ｓｈａｐｅｌｅｔ 特征和异常阈值ꎮ 利用具有不同异常工况

的抽油井电功率数据进行验证ꎬ结果表明ꎬ本文提出算法的 Ｆ１ 分数达到了 ０􀆰 ９６９ꎬ根据学习到

的 Ｓｈａｐｅｌｅｔ 特征合理解释了两种异常发生的潜在原因ꎮ
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　 　 有杆泵抽油系统是陆上油田的重要组成部

分ꎬ用于从地下油藏中汲取原油ꎬ系统出现故障会

停井维修ꎬ增加运维成本ꎮ 因此ꎬ及时、准确地诊

断系统的故障至关重要ꎮ 基于示功图的计算机辅

助故障诊断[１]是一种降低上述风险的传统方法ꎬ
但该方法存在故障检测延迟、安装传感器成本高

等问题[２]ꎮ
目前ꎬ故障诊断已经转向使用电机功率数据ꎬ

该方法的优点是可连续监测、数据采集高频、易于

维护[３ － ４]ꎬ此外电功率具有时间序列的性质ꎬ蕴含

了丰富的信息ꎬ但现阶段电功率数据标签稀缺[５]ꎬ
且对其特征提取依赖于完备的机理模型[６ － ７]ꎮ 为

解决上述问题ꎬ往往采用基于深度学习的时间序

列异常检测模型ꎮ 时间序列异常可分为时间点之

间、时间间隔之间、时间序列之间异常三种类

型[８]ꎬ目前能够同时解决这三类问题的方法是基

于长短时记忆网络(ＬＳＴＭ)框架下的数据驱动模

型[９ － １０]ꎮ 数据驱动方法避免了过于依赖先验知识

的问题ꎬ但深度学习不可避免地存在可解释性差

的问题[１１]ꎬ即很难理解检测到的异常发生的

原因ꎮ
Ｓｈａｐｅｌｅｔ 学习算法具有准确性高、可解释性

强、时间复杂度较低等优点[１２]ꎬ是目前用于时间

序列分类和异常检测的重要方法ꎮ 传统的 Ｓｈａｐｅ￣
ｌｅｔ 学习依赖于有标签数据集的监督学习[１３]ꎬ为了

应用于时间序列异常检测ꎬ其被改进为无监督

Ｓｈａｐｅｌｅｔ 学 习 ( ｕｎｓｕｐｅｒｖｉｓｅｄ Ｓｈａｐｅｌｅｔ ｌｅａｒｎｉｎｇꎬ
ＵＳＬ)算法[１４]ꎬ但该算法在工业领域应用中由于

受到噪声的影响ꎬ会学习到与特定领域无关的特

征ꎬ从而导致误分类ꎮ
为解决上述问题ꎬ本文提出一种基于可解释

性无监督 Ｓｈａｐｅｌｅｔ 学习的异常检测(ａｎｏｍａｌｙ ｄｅ￣
ｔｅｃｔｉｏｎ ｗｉｔｈ ｉｎｔｅｒｐｒｅｔａｂｌｅ ｕｎｓｕｐｅｒｖｉｓｅｄ Ｓｈａｐｅｌｅｔ
ｌｅａｒｎｉｎｇꎬＡＤ￣ＩＵＳＬ)算法ꎬ用于抽油井电功率异常

检测ꎮ 首先利用先验知识改进 ＵＳＬꎻ然后将改进

的算法与单分类器结合ꎬ形成端到端的异常检测

算法 ＡＤ￣ＩＵＳＬꎻ最后利用 ＡＤ￣ＩＵＳＬ 对抽油井电功

率长期数据进行检测ꎬ解释异常发生的可能原因ꎮ

１　 无监督 Ｓｈａｐｅｌｅｔ 学习算法

１. １　 传统无监督 Ｓｈａｐｅｌｅｔ 学习算法

传统 ＵＳＬ 用于时间序列分类问题时包括

Ｓｈａｐｅｌｅｔ 生成、Ｓｈａｐｅｌｅｔ 转换和 Ｓｈａｐｅｌｅｔ 分类三个

阶段[１５]ꎬ且上一阶段的结果作为下一阶段的输

入ꎮ 为将 Ｓｈａｐｅｌｅｔ 学习算法应用到异常检测中ꎬ
利用无监督数值优化主成分分析(ｐｒｉｎｃｉｐａｌ ｃｏｍ￣
ｐｏｎｅｎｔｓ ａｎａｌｙｓｉｓꎬＰＣＡ)方法生成 Ｓｈａｐｅｌｅｔꎮ

ＰＣＡ 的数学原理是最大化投影数据的方差ꎬ
找到最大特征值对应的特征向量ꎮ Ｓｈａｐｅｌｅｔ 特征

的关键属性为“形状”和位置ꎬ其中“形状”由每个

数据点的值决定ꎮ 因此ꎬ在一个时间序列数据集

中ꎬ利用特征向量指向 Ｓｈａｐｅｌｅｔ 的位置并生成

Ｓｈａｐｅｌｅｔ 的表达式为

ｖ∗ ＝ ａｒｇｍｉｎ
ｖ

ｖΤＣｖ

　 ｓ. ｔ. 　 ｖΤｖ ＝ １
(１)

式中:ｖ∗为目标特征向量ꎻｖ 为特征向量ꎻＣ 为时

间序列数据集中所有样本的协方差矩阵ꎮ
１. ２　 稀疏模型

为求解公式(１)ꎬ常用的方法是引入正则化

项ꎬ使解具有稀疏性ꎬ一般采用最小绝对收缩和选

择算子(ＬＡＳＳＯ)算法ꎮ 将式(１)改写为

ｖ∗ ＝ ａｒｇｍｉｎ
ｖ

ｖΤＣｖ ＋ α１‖ｖ‖１

　 　 　 ｓ. ｔ. 　 ｖΤｖ ＝ １
(２)

式中:α１ 为正则化项系数ꎻ‖ｖ‖１ 表示特征向量

的 Ｌ１ 范数ꎮ 由于式(２)具有较弱的块状结构ꎬ
ＬＡＳＳＯ 算法依然不利于将优化问题分解为子优

化问题ꎬ并利用增广拉格朗日方程等方法求解ꎮ

２　 先验知识提取及其数学表示

２. １　 有杆泵抽油系统机理模型

有杆泵抽油系统机理模型如图 １ 所示ꎮ 有杆

泵抽油系统由动力源、四连杆机构(如图 １(ｂ)所
示)和地下部分组成ꎮ 主要工作过程为:动力源由

电网侧供电ꎬ使感应电机工作ꎬ齿轮箱将高转速低

扭矩转换为低转速高扭矩ꎬ驱动曲柄做圆周运动ꎬ
从而使四连杆机构中的悬点做往复运动ꎮ

动力源和四连杆机构中的部分变量如表 １ 所

示ꎬ这些变量分为三类ꎬ分别表示对系统的不同影

响ꎮ 图 １ ( ｂ) 中所示的其他变量在下文中给出

说明ꎮ
１)输入控制变量:影响系统的外部因素ꎮ
２)状态变量:描述系统的基本变量ꎬ隐式地表

示系统如何运行ꎮ
３)系统决策变量:由状态变量或由机械结构

参数决定的变量ꎬ显式地决定系统运行动态ꎮ
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图 １　 有杆泵抽油系统机理模型

Ｆｉｇ. １　 Ｍｅｃｈａｎｉｓｍ ｍｏｄｅｌ ｏｆ ｓｕｃｋｅｒ ｒｏｄ ｐｕｍｐ ｓｙｓｔｅｍ

表 １　 有杆泵抽油系统的部分变量

Ｔａｂｌｅ １　 Ｖａｒｉａｂｌｅｓ ｉｎ ｔｈｅ ｓｕｃｋｅｒ ｒｏｄ ｐｕｍｐ ｓｙｓｔｅｍ

变量类别 变量名称

输入控制变量
电压 Ｕ

负载扭矩 ＴＬ

状态变量

电流 Ｉ
转子角位移 Θ
转子角速度 Ωｒ

游梁和基杆之间的夹角 θｓ

曲柄角位移 θｃ

系统决策变量

电磁扭矩 Ｔｅ

悬点位移 Ｓｐｒ

曲柄驱动扭矩 ＴＣ

曲柄阻力扭矩 ＴＤ

扭矩因数ＴＦ

２. ２　 先验知识提取

基于上述系统决策变量中最能表征电机功率

特性和系统运动规律的最小系统决策变量组提取

先验知识ꎬ融入到 Ｓｈａｐｅｌｅｔ 学习算法中ꎮ 本文通

过感应电机和四连杆机构的运动学及动力学模型

建立变量间的联系ꎬ实现先验知识的提取ꎮ
１)感应电机

电磁扭矩为系统感应电机输出的驱动力矩ꎮ
由于本节旨在先验知识的提取而非仿真电机功率

曲线ꎬ因此不考虑铁损耗、铜损耗ꎬ此时电磁扭矩

的表达式为

Ｔｅ ＝
１
２ ｐ０ＩΤ

∂Ｌ
∂ΘＩ (３)

式中:ｐ０ 为感应电机的极对数ꎻＩ 是由定子电流和

转子电流构成的矩阵ꎻＬ 为电机电感矩阵ꎮ
２)四连杆机构

将曲柄轴的圆周运动转化为悬点的往复运

动ꎬ驱动力矩为经齿轮箱转换后的电磁扭矩ꎬ不考

虑平衡重滞后角度带来的影响ꎬ曲柄轴运动方

程[１５]为

Ｊｅ
ｄ２θｃ

ｄｔ２
＋ １

２
ｄθｃ

ｄｔ
ｄＪｅ

ｄθｃ
＝ ＴＣ － ＴＤ

ＴＣ ＝ ηｋ􀅰Ｔｅ

ＴＤ ＝ ＴＦ􀅰ＴＥＬ ＋ ｓｉｎ θｃ􀅰Ｔｍａｘ

ì

î

í

ï
ïï

ï
ïï

(４)

式中:ｔ 为时间ꎻＪｅ 为系统等效惯量ꎻη 和 ｋ 分别为

感应电机和齿轮箱的传动效率ꎻＴＥＬ为曲柄轴到驴

头的等效扭矩ꎻＴｍａｘ为最大平衡扭矩ꎮ 扭矩因数仅

由系统的机械参数决定ꎬ随着机械角度的变化而

变化ꎬ可表示为

ＴＦ ＝ Ｒａ
ｆａ
ｒａ
􀅰
ｓｉｎ(θ２ － θ１)
ｓｉｎ(θ１ － θｓ)

(５)

式中:Ｒａ 为曲柄半径ꎻｆａ 和 ｒａ 分别为游梁前臂和

后臂长度ꎻθ１ 和 θ２ 如图 １(ｂ)所示ꎮ
由式(４)可知ꎬ决定系统驱动扭矩及系统阻力

扭矩的关键变量为电磁转矩、扭矩因数和曲柄角

位移ꎬ结合电机功率 Ｐ 的如下表达式

Ｐ ＝ Ｔｅ􀅰Ωｒ (６)

Ｐ ＝ ＴＦ􀅰ＬＥＬ􀅰Ωｃ (７)
式中:ＬＥＬ为 ＴＥＬ对应的等效负载ꎻΩｃ 为曲柄角速度ꎮ

可知ꎬＴｅ 和ＴＦ直接影响电机功率特性ꎮ
此外ꎬ为捕捉游动凡尔、固定凡尔打开和闭合

四个关键工作节点的信息ꎬ将悬点位移考虑为表

示系统运动规律的变量ꎬ表达式为

Ｓｐｒ ＝ ｆａ􀅰θｓ (８)
θｓ ＝ ϕθ(θｃ) (９)

式中 ϕθ 表示 θｓ 与 θｃ 之间关系的非线性函数ꎮ

综上ꎬ选择 Ｔｅ、ＴＦ和 Ｓｐｒ为最小系统决策变量

组ꎬ三个变量的仿真曲线如图 ２ 所示ꎮ
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图 ２　 最小决策变量组仿真曲线

Ｆｉｇ. ２　 Ｍｉｎｉｍｕｍ ｄｅｃｉｓｉｏｎ ｖａｒｉａｂｌｅ ｇｒｏｕｐ ｓｉｍｕｌａｔｉｏｎ ｃｕｒｖｅｓ

２. ３　 先验知识数学表示

式(２)中较弱的块状结构问题通过再次引入

一个正则化项来解决ꎮ 最小系统决策变量组以先

验知识矩阵的方式加入正则化项中ꎬ将式(２)改

写为

　 ｖ∗ ＝ ａｒｇｍｉｎ
ｖ

ｖΤＣｖ ＋ α１‖ｖ‖１ ＋ α２‖ＤＸｖ‖１

ｓ. ｔ. 　 ｖΤｖ ＝ １ (１０)
式中:α２ 为正则化项系数ꎻＸ∈ＲＮ ×Ｍꎬ为时间序列

数据集ꎬ其中 Ｎ 为时间序列数据集中时间序列的

数量ꎬＭ 为每个时间序列的数据点个数ꎻＤ∈
ＲＶ × Ｎꎬ为先验知识矩阵ꎬ其中 Ｖ 为最小系统决策

变量的数量ꎮ 根据式(９)ꎬ利用先验矩阵对应于时

间序列的方式捕捉时间序列中关键的工作节点ꎬ
并学习到能包含这些节点的 Ｓｈａｐｅｌｅｔ 特征向量 ｖꎬ
最终由目标特征向量 ｖ∗指示的非零块状结构得

到 Ｓｈａｐｅｌｅｔꎬ表达式为

σ ＝ Ｉｎｄ(ｖ∗) (１１)
式中:σ为学习到的 ＳｈａｐｅｌｅｔꎻＩｎｄ(􀅰)表示指示函

数ꎬ当满足条件时赋值为 １ꎬ否则赋值为 ０ꎮ

３　 基于可解释性 ＵＳＬ 异常检测算法

将 ＵＳＬ 融入异常检测中ꎬ首先要定义本文提

出的 Ｓｈａｐｅｌｅｔ 转换机制[１６]ꎬ其次提出 ＡＤ￣ＩＵＳＬ 的

全局目标函数ꎬ同时学习到具有可解释性的

Ｓｈａｐｅｌｅｔ 特征和异常阈值ꎬ最后利用增广拉格朗日

方程求解此目标函数ꎮ
３. １　 Ｓｈａｐｅｌｅｔ 转换机制

Ｓｈａｐｅｌｅｔ 转换机制本质上是一种基于距离定

义的相似性度量ꎬ对于给定长度为 ｌ 的某时间序

列的 Ｓｈａｐｅｌｅｔꎬ转换机制表达式为

ϕσ(σｋꎬＸ ｊ) ＝ ∑
ｋ＋ｌ－１

ｊ ＝ｋ

１
ｌ ‖Ｘ ｊ － σｋ‖２

２ (１２)

式中:ϕσ(􀅰)表示 Ｓｈａｐｅｌｅｔ 的转换函数ꎻＸ ｊ 表示某

时间序列的第 ｊ 个数据点ꎻσｋ 表示 Ｓｈａｐｅｌｅｔ 的起

始数据点ꎮ 将式(１２)进一步推广到有 Ｑ 个不同

长度 ｌｑ(ｑ ＝ １ꎬ２ꎬ􀆺ꎬＱ)的 Ｓｈａｐｅｌｅｔ 集ꎬ此时转换函

数表达的矩阵 Φσ(Φσ∈ＲＮ × Ｑ)可表示为

Φσ(σꎬＸ) ＝ ϕσ
ｑ ＝ １ꎬ􀆺ꎬＱ
ｉ ＝ １ꎬ􀆺ꎬＮ

(σｋｑꎬｌｑꎬＸ ｉꎬｊ) (１３)

式中:σｋｑꎬｌｑ表示长度为 ｌｑ 且数据起始点为 ｋｑ 的第

ｑ 个 ＳｈａｐｅｌｅｔꎻＸ ｉꎬｊ表示第 ｉ 个时间序列 Ｘｉ 的第 ｊ 个
数据点ꎮ
３. ２　 目标函数

在定义转换机制的基础上ꎬＡＤ￣ＩＵＳＬ 的目标

函数需要将转换机制下的转换矩阵整合到分类器

中ꎮ 转换矩阵 Φσ 中的每个元素在单分类器中是

降维后的点到原点的距离ꎬ在异常检测中亦可称

为异常分数ꎮ 异常分数 ｒｉｑ可简化表示为

ｒｉｑ ＝ ϕσ(σｋｑꎬｌｑꎬＸ ｉꎬｊ) (１４)
由于异常检测需要单分类器有一个可被优化

的阈值ꎬ因此 ＡＤ￣ＩＵＳＬ 引入具有软阈值的支持向

量数据描述(ＳＶＤＤ)分类器ꎬ其目标函数 Ｆ 表达

式为

Ｆ(σ∗
ｑ ꎬＲ∗) ＝ ａｒｇｍｉｎ

σｑꎬＲ
∑
Ｎ

ｉ ＝１
∑
Ｑ

ｑ ＝１
Φσ(σꎬＸ) ＋ Ｒ２ ＋

Ｂ􀅰∑
Ｎ

ｉ ＝１
ｍａｘ{０ꎬｒｉｑ － Ｒ２} (１５)

式中:σ∗
ｑ 为目标 ＳｈａｐｅｌｅｔꎻＲ∗为目标异常阈值ꎻＲ

为异常阈值ꎻＢ 为正则化参数ꎬ用于平衡假正样本

与假负样本之间的比率ꎮ
３. ３　 目标函数优化

由于 ｖ 和 Ｒ 的存在ꎬ式(１５)是一个非凸优化

问题ꎮ 本文采用组合优化的方式交替优化 ＵＳＬ
部分和单分类部分ꎮ
３. ３. １　 ＵＳＬ 优化

当更新 Ｓｈａｐｅｌｅｔ 时固定阈值ꎬ此时式(１５)表

示为

Ｆ(σ∗
ｑ ) ＝ ａｒｇｍｉｎ

σｑ
∑
Ｎ

ｉ ＝１
∑
Ｑ

ｑ ＝１
Φσ(σꎬＸ) (１６)

求解式(１６)等同于优化式(１０)ꎮ 式(１０)中
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二次项的存在导致特征向量 ｖ 并不满足并行更新

的条件ꎮ 因此ꎬ采用交替方向乘子法[１７] 将优化问

题分解为子问题进行求解ꎮ
首先ꎬ在固定约束条件 ｖＴｖ ＝ １ 下ꎬ式(１０)可

表达为

ｍｉｎ
ｖꎬｚ１ꎬｚ２

ｖΤＣｖ ＋ α１‖ｚ１‖１ ＋ α２‖ｚ２‖１

　 　 ｓ. ｔ. 　 ｚ１ ＝ＤＸｖꎬｚ２ ＝ ｖ
(１７)

根据上式引入增广拉格朗日方程

Ｌρ ＝ ｖΤＣｖ ＋ λ( ｔ)
１

Τ(ＤＸｖ － ｚ( ｔ)１ ) ＋ λ( ｔ)
２

Τ(ｖ － ｚ( ｔ)２ ) ＋
ρ１

２ ＤＸｖ － ｚ( ｔ)１

２

２
＋ ρ２

２ ｖ － ｚ( ｔ)２

２

２
(１８)

式中:Ｌρ 为增广拉格朗日方程函数ꎻｔ 表示迭代次

数ꎻλ( ｔ)
１ 、λ( ｔ)

２ 为第 ｔ 次迭代时的对偶变量ꎻρ１、ρ２ 为

正则化项参数ꎮ 简化表示原始变量 ｖ 的更新过

程为

ｖ( ｔ ＋ １) ＝ ａｒｇｍｉｎ
ｖ

Ｌρ(ｖꎬｚ( ｔ)１ ꎬｚ( ｔ)２ ꎬλ( ｔ)
１ ꎬλ( ｔ)

２ ) (１９)

利用矩阵求逆引理得到特征向量 ｖ 为

ｖ ＝ (２Ｃ ＋ ρ１(ＤＸ) ΤＤＸ ＋ ρ１Ｅ) － １

(ρ１(ＤＸ) Τｚ( ｔ)１ ＋ ρ２ｚ( ｔ)２ － (ＤＸ) Τλ( ｔ)
１ － λ( ｔ)

２ ) (２０)
式中 Ｅ 表示单位矩阵ꎮ

其次ꎬ更新 ｚ１ 和 ｚ２ꎮ 当确定了 ｖ 和 ｚ２ 时ꎬ可
以通过软阈值表示的方式更新 ｚ１ꎮ 为表示简便ꎬ
设 μ( ｔ)

１ ＝ λ( ｔ)
１ / ρ１ꎬ μ( ｔ)

２ ＝ λ( ｔ)
２ / ρ２ꎮ

ｚ( ｔ ＋ １)
１ ＝ Ｓα１ / ρ１(ＤＸｖ

( ｔ ＋ １) ＋ μ( ｔ)
１ ) (２１)

式中 Ｓ∗(􀅰)表示软阈值算子ꎮ Ｓ∗(􀅰)表达式为

Ｓ∗(􀅰) ＝ ｓｇｎ(􀅰)􀅰ｍａｘ( ｜􀅰｜ －∗ꎬ０) (２２)
类似地ꎬ当确定了 ｖ 和 ｚ１ 时ꎬ按下式更新 ｚ２ꎮ

ｚ( ｔ ＋ １)
２ ＝ Ｓα２ / ρ２(ｖ

( ｔ ＋ １) ＋ μ( ｔ)
２ ) (２３)

３. ３. ２　 阈值优化

根据 ３. ３. １ 中方法固定 Ｓｈａｐｅｌｅｔ 后ꎬ更新阈

值ꎬ此时式(１５)表示为

Ｆ(Ｒ∗) ＝ ａｒｇｍｉｎ
Ｒ

Ｒ２ ＋ Ｂ􀅰∑
Ｎ

ｉ ＝１
ｍａｘ{０ꎬｒｉｑ － Ｒ２}

(２４)
该式具有最大值函数项ꎬ对 Ｒ 不可微ꎬ故采用

子梯度方法对其优化ꎮ Ｒ 子梯度计算式为

∂Ｆ(Ｒ∗)
∂Ｒ ＝

２Ｒ － ２ＢＮＡＲꎬ ｒｉｑ > Ｒ２

２Ｒꎬ　 　 　 　 ｒｉｑ≤Ｒ２{ (２５)

式中 ＮＡ 为异常样本个数ꎬ当 ｒｉｑ > Ｒ２ 时出现异常ꎬ
将梯度置 ０ꎬ则 ＮＡ ＝ １ / Ｂꎮ

４　 实验结果与分析

为验证本文提出算法的准确性、可解释性、有

效性ꎬ利用辽宁某油田的两口故障程度不同(严重

故障、次级故障)的抽油井中两个长时电功率数据

集进行实验ꎬ数据集由安装在电气柜中的自主开

发设备采集得到ꎮ
４. １　 数据集描述

两个故障程度不同的数据集源自相同类型的

有杆泵抽油系统(ＣＹＪ１０￣３￣５３￣ＨＢ)ꎬ分别为严重

故障和次级故障ꎮ 严重故障的数据集涵盖了为期

一个月的电功率连续信号ꎬ其中在第 ２５ 天后检测

到了严重故障ꎬ数据集的单周期时间从 ２５ ｓ 逐渐

过渡到 ５３ ｓꎬ相当于每个样本的数据点从 ２２８ 个

逐渐变化到 ４７８ 个ꎻ次级故障的数据集涵盖了为

期两个月的电功率连续信号ꎬ其中在第 ４５ 天后发

生了次级故障ꎬ数据集中的每个周期时间均为

２８ ｓꎬ相当于每个样本数据点为 ２５０ 个ꎮ 两个数据

集均以 ８∶ ２ 的比例划分为训练集和测试集ꎮ
４. ２　 定量比较

采用准确率与 Ｆ１ 分数两种评估指标验证本

文提出方法的准确性ꎮ 准确率表示模型正确预测

(包括正类和负类)的总数与总预测数的比例ꎻＦ１
分数是一种结合了精确率和召回率的指标ꎬ常用

于不平衡数据集的情况[９]ꎮ
将本文方法与六种不同的基线方法进行对

比ꎮ 六种基线方法中 ＯＣ￣ＳＶＭ 和 ＫＮＮ 为基本的

时间序列分类方法ꎬＡＤＳＬ[１４] 和 ＬＳＴＭ￣ＡＥ[９] 均为

数据驱动的端到端异常检测方法ꎬ ＬＴＳ ＋ ＯＣ￣
ＳＶＭ[１６]和 ＬＳＴＭ ＋ＯＣ￣ＳＶＭ[１０]均为两阶段(特征

提取和工况识别)异常检测方法ꎮ 各基线方法的

实验超参数设置如表 ２ 所示ꎮ

表 ２　 各基线方法的超参数设置

Ｔａｂｌｅ ２　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒｓ ｃｏｎｆｉｇｕｒａｔｉｏｎ ｆｏｒ ｖａｒｉｏｕｓ
ｂａｓｅｌｉｎｅ ｍｅｔｈｏｄｓ

基线方法 超参数设置

ＯＣ￣ＳＶＭ γ ＝ ０􀆰 ５

ＫＮＮ ｎｅｉｇｈｂｏｒ ＝ ５

ＡＤＳＬ[１４]
异常率 α ＝ ５％

Ｓｈａｐｅｌｅｔ 数量 Ｑ ＝ ２
Ｓｈａｐｅｌｅｔ 长度 ｌ ＝ ０􀆰 ０８Ｍ

ＬＳＴＭ￣ＡＥ[９]

神经元数量为 １２８
隐含层状态向量维数为 ６４

反向传播时间序列长度为 ３２
ｄｒｏｐｏｕｔ ＝ ０􀆰 ２

ＬＴＳ ＋ ＯＣ￣ＳＶＭ[１６] Ｓｈａｐｅｌｅｔ 数量 Ｑ ＝ ２
Ｓｈａｐｅｌｅｔ 长度 ｌ ＝ ０􀆰 ０８Ｍ

ＬＳＴＭ ＋ ＯＣ￣ＳＶＭ[１０] 全连接层数量为 ８４０
γ ＝ ０􀆰 ５
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　 　 实验结果如图 ３ 所示ꎮ 可见ꎬ各方法的准确

率均高于 ８０％ ꎬ但除 ＬＳＴＭ￣ＡＥ 和本文方法外ꎬ其
余方法的 Ｆ１ 分数均低于其准确率ꎬ这说明其余方

法在不平衡数据集上表现较差ꎮ 异常检测属于不

平衡数据集下的典型情况ꎬ其异常样本远远少于

正常样本ꎮ ＬＳＴＭ￣ＡＥ 的 Ｆ１ 分数达到 ０􀆰 ９６２ꎬ与
本文方法的 Ｆ１ 分数(０􀆰 ９６９)几乎持平ꎬ但 ＬＳＴＭ￣
ＡＥ 作为一种深度学习方法ꎬ不仅对超参数设置要

求严苛ꎬ且相较于本文方法可解释性差ꎬ使得技术

人员无法判断异常出现的可能原因ꎮ

图 ３　 定量比较结果

Ｆｉｇ. ３　 Ｒｅｓｕｌｔｓ ｏｆ ｑｕａｎｔｉｔａｔｉｖｅ ｃｏｍｐａｒｉｓｏｎ

４. ３　 Ｓｈａｐｅｌｅｔ 可解释性分析

通过出现严重故障和出现次级故障的两个数

据集分析 Ｓｈａｐｅｌｅｔ 在融入知识后的可解释性和在

不同工况下的可解释性ꎮ Ｓｈａｐｅｌｅｔ 的如下两个属

性共同决定了电功率出现异常的原因:Ｓｈａｐｅｌｅｔ 与
原时间序列间的距离ꎻＳｈａｐｅｌｅｔ 出现的位置ꎮ

４. ３. １　 案例 １
案例 １ 中的 Ｓｈａｐｅｌｅｔ 分析如图 ４ 所示ꎬ根据

图 ４ 阐明改进 ＵＳＬ 的内在筛选机制ꎮ
　 　 １)候选子序列 １

该子序列匹配了第一个峰值出现时的位置ꎬ
且与原时间序列的距离( ｄ)为 ０􀆰 ３１５ ９ꎮ 由图 ４
(ａ)可知ꎬ其没有学习到这一期间内的电功率趋

势ꎮ 从机理模型角度看ꎬ候选子序列 １ 错过了固

定凡尔打开节点的信息ꎮ
２)候选子序列 ２
该子序列的学习过程受到噪声的影响ꎬ与原

时间序列的距离为 ０􀆰 ４２１ ９ꎮ 这一情况阐释了原

始 ＵＳＬ 是一种仅受“形状”影响的数据驱动算法ꎮ
３)Ｓｈａｐｅｌｅｔ(候选子序列 ３)
该子序列被选择成为最终的 Ｓｈａｐｅｌｅｔꎬ不仅因

为这一子序列匹配了第二个峰值出现的位置ꎬ而
且学习到了下冲程期间第二个峰值的趋势ꎮ此
外ꎬ这一子序列与原时间序列具有距离最小值

(０􀆰 １７２)ꎮ 从机理模型角度ꎬＳｈａｐｅｌｅｔ 学习到了游

动凡尔打开节点的信息ꎮ
４)候选子序列 ４
与候选子序列 ２ 相似ꎬ这一子序列的学习过

程依然受到了噪声的影响ꎬ与原时间序列的距离

为 ０􀆰 ６０９ ４ꎬ未能捕获到可解释性的信息ꎮ
依据图 ４(ａ)ꎬ通过值与位置两个属性解释异

常出现的原因ꎮ 由图 ４(ｂ)可见ꎬ相较于 Ｓｈａｐｅｌｅｔꎬ
异常工况导致电功率曲线中的第二个峰值出现了

明显下降ꎬ但第二个峰值出现的位置与图 ４(ａ)几
乎相同ꎮ 因此ꎬ推断这一数据集中出现的异常可

能为抽油杆断脱ꎮ

图 ４　 案例 １ 中的 Ｓｈａｐｅｌｅｔ 分析

Ｆｉｇ. ４　 Ｓｈａｐｅｌｅｔ ａｎａｌｙｓｉｓ ｉｎ ｃａｓｅ １

４. ３. ２　 案例 ２
案例 ２ 中的 Ｓｈａｐｅｌｅｔ 分析如图 ５ 所示ꎮ 图 ５

(ａ)展示了 Ｓｈａｐｅｌｅｔ 的两个属性ꎬ虽然粗点线的候

选子序列已经学习到了曲线的趋势并具有距离最
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小值ꎬ但并不能代表这一数据集内的电功率特征ꎮ
图 ５(ｂ)中异常工况下电功率曲线的第一个峰值

延迟出现ꎬ且其数值有所增加ꎮ 因此ꎬ推断这一数

据集中出现的异常可能为气体影响或固定凡尔漏

失中的一种ꎮ

图 ５　 案例 ２ 中的 Ｓｈａｐｅｌｅｔ 分析

Ｆｉｇ. ５　 Ｓｈａｐｅｌｅｔ ａｎａｌｙｓｉｓ ｉｎ ｃａｓｅ ２

４. ４　 工况变化趋势分析

４. ４. １　 严重故障

严重故障的工况分析如图 ６ 所示ꎮ 由图 ６
(ａ)原始电功率数据可见ꎬ从第四个周期开始ꎬ第

二个峰值出现了明显下降ꎮ 由图 ６(ｂ)工况趋势

可见ꎬ异常分数表现为短期内激增ꎬ由全局目标函

数计算得到的阈值为 １􀆰 ９２７ ９ꎮ

图 ６　 严重故障工况分析

Ｆｉｇ. ６　 Ｓｅｖｅｒｅ ｆａｕｌｔ ｗｏｒｋｉｎｇ ｃｏｎｄｉｔｉｏｎｓ ａｎａｌｙｓｉｓ

　 　 从机理角度看ꎬ如果抽油杆断裂或脱离ꎬ游动

凡尔可能不会及时打开ꎬ导致电功率第二个峰值

明显下降或缺失ꎮ 因此ꎬ推断此异常为严重故障ꎬ
故障类型为抽油杆断脱ꎮ
４. ４. ２　 次级故障

次级故障的工况分析如图 ７ 所示ꎮ 由于次级

故障的异常并非短期内造成ꎬ因此图 ７(ａ)中每个

周期第一个峰值没有明显变化ꎮ 由图 ７(ｂ)可见ꎬ
由全局目标函数计算得到的阈值为 ０􀆰 ０６６ ７９ꎬ异
常分数缓慢增加ꎬ从第 ４５ 天开始ꎬ异常分数频繁

超过阈值且多项式曲线曲率明显增大ꎮ 从机理角

度将三个可能的故障分别说明如下ꎮ
１)气体影响

如果有大量气体进入泵腔中会导致泵效下

降ꎮ 这种情况往往导致固定凡尔延迟打开ꎬ峰值

出现滞后ꎮ
２)固定凡尔漏失

如果固定凡尔不能正常打开ꎬ地层中的流体

就无法进入泵筒ꎬ导致泵效低下ꎬ这种情况导致峰

值出现滞后ꎮ
３)蜡沉积

对于油藏为稠油的油田ꎬ流体黏度随着蜡沉

积而增大ꎬ油井产液量降低ꎬ生产压力梯度增加ꎮ
这种情况也可能导致异常分数逐渐缓慢上升ꎮ

因此ꎬ推断该异常为次级故障ꎬ故障类型可能

为气体影响、固定凡尔漏失或蜡沉积中的一种ꎮ
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图 ７　 次级故障工况分析

Ｆｉｇ. ７　 Ｓｅｃｏｎｄａｒｙ ｆａｕｌｔ ｗｏｒｋｉｎｇ ｃｏｎｄｉｔｉｏｎｓ ａｎａｌｙｓｉｓ

５　 结论

本文首先通过将机理模型中的最小系统决策

变量组形成先验知识矩阵并融入 ＵＳＬꎬ提取出最

具可解释性的 Ｓｈａｐｅｌｅｔ 特征ꎻ再将可解释性 ＵＳＬ
整合到异常检测中ꎬ形成了一个端到端的异常检

测算法 ＡＤ￣ＩＵＳＬꎬ该算法能够同时输出 Ｓｈａｐｅｌｅｔ
特征和异常阈值ꎻ最后通过交替方向乘子法求解

此算法的目标函数ꎮ 利用辽宁某油田两口不同抽

油井的长期电功率数据验证了本文算法的准确

性、可解释性和有效性ꎮ 本文算法的 Ｆ１ 分数达到

了 ０􀆰 ９６９ꎬ略优于目前最先进的深度学习异常检测

算法ꎻ通过 Ｓｈａｐｅｌｅｔ 的位置和“形状”两个固有属

性ꎬ从故障类型和故障水平两个角度解释了系统

出现异常的可能原因ꎮ
本文虽然采用 Ｓｈａｐｅｌｅｔ 异常检测算法解释了

电机功率数据出现异常的潜在原因ꎬ但并没有定

量分析故障类型ꎮ 今后将通过有监督学习在电功

率数据基础上建立故障描述的先验知识库ꎬ并在

小样本甚至零样本情况下进行具有可解释性的无

监督异常检测ꎮ

参考文献(Ｒｅｆｅｒｅｎｃｅｓ):

[ １ ]　 李翔宇ꎬ袁春华ꎬ高宪文. 抽油井示功图诊断分析方法研究
[Ｊ] . 沈阳理工大学学报ꎬ２０２１ꎬ４０(１):８８ － ９４.
ＬＩ Ｘ ＹꎬＹＵＡＮ Ｃ ＨꎬＧＡＯ Ｘ Ｗ. Ｄｉａｇｎｏｓｉｓ ｏｆ ｄｙｎａｍｏｍｅｔｅｒ
ｃａｒｄ ｏｆ ｐｕｍｐｉｎｇ ｗｅｌｌ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｓｈｅｎｙａｎｇ Ｌｉｇｏｎｇ Ｕｎｉ￣
ｖｅｒｓｉｔｙꎬ２０２１ꎬ４０(１):８８ － ９４. ( ｉｎ Ｃｈｉｎｅｓｅ)

[ ２ ]　 ＺＨＥＮＧ Ｂ ＹꎬＧＡＯ Ｘ ＷꎬＬＩ Ｘ Ｙ. Ｄｉａｇｎｏｓｉｓ ｏｆ ｓｕｃｋｅｒ ｒｏｄ
ｐｕｍｐ ｂａｓｅｄ ｏｎ ｇｅｎｅｒａｔｉｎｇ ｄｙｎａｍｏｍｅｔｅｒ ｃａｒｄｓ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ
Ｐｒｏｃｅｓｓ Ｃｏｎｔｒｏｌꎬ２０１９ꎬ７７:７６ － ８８.

[ ３ ]　 ＣＨＥＮ ＬꎬＧＡＯ Ｘ ＷꎬＬＩ Ｘ Ｙ. Ｕｓｉｎｇ ｔｈｅ ｍｏｔｏｒ ｐｏｗｅｒ ａｎｄ
ＸＧＢｏｏｓｔ ｔｏ ｄｉａｇｎｏｓｅ ｗｏｒｋｉｎｇ ｓｔａｔｅｓ ｏｆ ａ ｓｕｃｋｅｒ ｒｏｄ ｐｕｍｐ
[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｐｅｔｒｏｌｅｕｍ Ｓｃｉｅｎｃｅ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇꎬ２０２１ꎬ
１９９:１０８３２９.

[ ４ ]　 ＴＥＣＬＥ Ｓ ＩꎬＺＩＵＺＥＶ ＡꎬＳＰＩＲＩＤＯＮＯＶ Ｖ. Ｄｅｖｅｌｏｐｍｅｎｔ ｏｆ
ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｍｏｄｅｌ ｆｏｒ ｓｕｃｋｅｒ ｒｏｄ ｐｕｍｐ ｕｓｉｎｇ ｍｏｔｏｒ ｐｏｗｅｒ

ｃｕｒｖｅ [ Ｃ ] / / ２０２１ ＸＶＩＩＩ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｓｃｉｅｎｔｉｆｉｃ Ｔｅｃｈｎｉｃａｌ
Ｃｏｎｆｅｒｅｎｃｅ Ａｌｔｅｒｎａｔｉｎｇ Ｃｕｒｒｅｎｔ Ｅｌｅｃｔｒｉｃ Ｄｒｉｖｅｓ(ＡＣＥＤ) . Ｅｋａ￣
ｔｅｒｉｎｂｕｒｇꎬＲｕｓｓｉａ:ＩＥＥＥꎬ２０２１:１ － ６.

[ ５ ] 　 ＬＵＮＤＧＲＥＮ ＡꎬＪＵＮＧ Ｄ. Ｄａｔａ￣ｄｒｉｖｅｎ ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ａｎａｌｙｓｉｓ
ａｎｄ ｏｐｅｎ￣ｓｅｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｔｉｍｅ￣ｓｅｒｉｅｓ ｄａｔａ[Ｊ] . Ｃｏｎｔｒｏｌ Ｅｎ￣
ｇｉｎｅｅｒｉｎｇ Ｐｒａｃｔｉｃｅꎬ２０２２ꎬ１２１:１０５００６.

[ ６ ]　 ＺＨＥＮＧ Ｂ ＹꎬＧＡＯ Ｘ ＷꎬＰＡＮ Ｒ. Ｓｕｃｋｅｒ ｒｏｄ ｐｕｍｐ ｗｏｒｋｉｎｇ
ｓｔａｔｅ ｄｉａｇｎｏｓｉｓ ｕｓｉｎｇ ｍｏｔｏｒ ｄａｔａ ａｎｄ ｈｉｄｄｅｎ ｃｏｎｄｉｔｉｏｎａｌ ｒａｎ￣
ｄｏｍ ｆｉｅｌｄｓ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｄｕｓｔｒｉａｌ Ｅｌｅｃｔｒｏｎｉｃｓꎬ
２０２０ꎬ６７(９):７９１９ － ７９２８.

[ ７ ]　 ＺＨＥＮＧ Ｂ ＹꎬＧＡＯ Ｘ ＷꎬＬＩ Ｘ Ｙ. Ｆａｕｌｔ ｄｅｔｅｃｔｉｏｎ ｆｏｒ ｓｕｃｋｅｒ
ｒｏｄ ｐｕｍｐ ｂａｓｅｄ ｏｎ ｍｏｔｏｒ ｐｏｗｅｒ [ Ｊ] . Ｃｏｎｔｒｏｌ Ｅｎｇｉｎｅｅｒｉｎｇ
Ｐｒａｃｔｉｃｅꎬ２０１９ꎬ８６:３７ － ４７.

[ ８ ] 　 ＬＩ ＧꎬＪＵＮＧ Ｊ Ｊ. Ｄｅｅｐ ｌｅａｒｎｉｎｇ ｆｏｒ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｉｎ ｍｕｌｔｉ￣
ｖａｒｉａｔｅ ｔｉｍｅ ｓｅｒｉｅｓ: ａｐｐｒｏａｃｈｅｓꎬ ａｐｐｌｉｃａｔｉｏｎｓꎬ ａｎｄ ｃｈａｌｌｅｎｇｅｓ
[Ｊ] . Ｉｎｆｏｒｍａｔｉｏｎ Ｆｕｓｉｏｎꎬ２０２３ꎬ９１:９３ － １０２.

[ ９ ]　 ＣＨＥＮ Ｈ ＳꎬＬＩＵ ＨꎬＣＨＵ Ｘ Ｎꎬｅｔ ａｌ. Ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ａｎｄ
ｃｒｉｔｉｃａｌ ＳＣＡＤＡ ｐａｒａｍｅｔｅｒｓ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｆｏｒ ｗｉｎｄ ｔｕｒｂｉｎｅｓ
ｂａｓｅｄ ｏｎ ＬＳＴＭ￣ＡＥ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ[ Ｊ] . Ｒｅｎｅｗａｂｌｅ Ｅｎｅｒｇｙꎬ
２０２１ꎬ１７２:８２９ － ８４０.

[１０] ＫＩＬＩＡＮ ＶꎬＰＥＮＧ Ｚ ＸꎬＣＨＲＩＳＴＯＰＨＥＲ Ｊꎬｅｔ ａｌ. Ｖｉｂｒａｔｉｏｎ￣ｂａｓｅｄ
ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｕｓｉｎｇ ＬＳＴＭ/ ＳＶＭ ａｐｐｒｏａｃｈｅｓ[Ｊ]. Ｍｅｃｈａｎｉ￣
ｃａｌ Ｓｙｓｔｅｍｓ ａｎｄ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇꎬ２０２２ꎬ１６９:１０８７５２.

[１１] ＥＬ ＡＭＯＵＲＩ ＨꎬＬＡＭＰＥＲＴ ＴꎬＧＡＮＣꎬ ＡＲＳＫＩ Ｐꎬｅｔ ａｌ. Ｃｏｎ￣
ｓｔｒａｉｎｅｄ ＤＴＷ ｐｒｅｓｅｒｖｉｎｇ ｓｈａｐｅｌｅｔｓ ｆｏｒ ｅｘｐｌａｉｎａｂｌｅ ｔｉｍｅ￣ｓｅｒｉｅｓ
ｃｌｕｓｔｅｒｉｎｇ[Ｊ] . Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎꎬ２０２３ꎬ１４３:１０９８０４.

[１２] ＹＥ Ｌ ＸꎬＫＥＯＧＨ Ｅ. Ｔｉｍｅ ｓｅｒｉｅｓ ｓｈａｐｅｌｅｔｓ:ａ ｎｏｖｅｌ ｔｅｃｈｎｉｑｕｅ
ｔｈａｔ ａｌｌｏｗｓ ａｃｃｕｒａｔｅꎬ ｉｎｔｅｒｐｒｅｔａｂｌｅ ａｎｄ ｆａｓｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[ Ｊ] .
Ｄａｔａ Ｍｉｎｉｎｇ ａｎｄ Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙꎬ ２０１１ꎬ ２２ ( １ / ２ ):
１４９ － １８２.

[１３] ＹＡＭＡＧＵＣＨＩ ＡꎬＵＥＮＯ Ｋ. Ｌｅａｒｎｉｎｇ ｔｉｍｅ￣ｓｅｒｉｅｓ ｓｈａｐｅｌｅｔｓ
ｖｉａ ｓｕｐｅｒｖｉｓｅｄ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２１
ＳＩＡＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｄａｔａ Ｍｉｎｉｎｇ ( ＳＤＭ ) .
Ｐｈｉｌａｄｅｌｐｈｉａꎬ ＰＡꎬ ＵＳＡ: Ｓｏｃｉｅｔｙ ｆｏｒ Ｉｎｄｕｓｔｒｉａｌ ａｎｄ Ａｐｐｌｉｅｄ
Ｍａｔｈｅｍａｔｉｃｓꎬ２０２１:２６２ － ２７０.

[１４] ＢＥＧＧＥＬ ＬꎬＫＡＵＳＬＥＲ Ｂ ＸꎬＳＣＨＩＥＧＧ Ｍꎬｅｔ ａｌ. Ｔｉｍｅ ｓｅｒｉｅｓ
ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｓｈａｐｅｌｅｔ ｌｅａｒｎｉｎｇ[ Ｊ] . Ｃｏｍｐｕｔａ￣
ｔｉｏｎａｌ Ｓｔａｔｉｓｔｉｃｓꎬ２０１９ꎬ３４(３):９４５ － ９７６.

[１５] ＺＨＡＯ Ｈ ＳꎬＷＡＮＧ Ｙ ＬꎬＺＨＡＮ Ｙꎬｅｔ ａｌ. Ｐｒａｃｔｉｃａｌ ｍｏｄｅｌ ｆｏｒ
ｅｎｅｒｇｙ ｃｏｎｓｕｍｐｔｉｏｎ ａｎａｌｙｓｉｓ ｏｆ ｂｅａｍ ｐｕｍｐｉｎｇ ｍｏｔｏｒ ｓｙｓｔｅｍｓ
ａｎｄ ｉｔｓ ｅｎｅｒｇｙ￣ｓａｖｉｎｇ ａｐｐｌｉｃａｔｉｏｎｓ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
Ｉｎｄｕｓｔｒｙ Ａｐｐｌｉｃａｔｉｏｎｓꎬ２０１８ꎬ５４(２):１００６ － １０１６.

[１６] ＨＩＬＬＳ ＪꎬＬＩＮＥＳ ＪꎬＢＡＲＡＮＡＵＳＫＡＳ Ｅꎬｅｔ ａｌ. Ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｂｙ ｓｈａｐｅｌｅｔ ｔｒａｎｓｆｏｒｍａｔｉｏｎ[Ｊ] . Ｄａｔａ Ｍｉｎｉｎｇ ａｎｄ
Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙꎬ２０１４ꎬ２８(４):８５１ － ８８１.

[１７] ＷＡＮＧ ＹꎬＹＩＮ Ｗ Ｔꎬ ＺＥＮＧ Ｊ Ｓ. Ｇｌｏｂａｌ ｃｏｎｖｅｒｇｅｎｃｅ ｏｆ
ＡＤＭＭ ｉｎ ｎｏｎｃｏｎｖｅｘ ｎｏｎｓｍｏｏｔｈ ｏｐｔｉｍｉｚａｔｉｏｎ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ
Ｓｃｉｅｎｔｉｆｉｃ Ｃｏｍｐｕｔｉｎｇꎬ２０１９ꎬ７８(１):２９ － ６３.

(责任编辑:宋颖韬)

８４ 沈　 阳　 理　 工　 大　 学　 学　 报　 　 第 ４３ 卷


