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基于终端位姿感知的多模态视频抽稀算法
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[摘要] 　 针对第一视角长时视频冗余信息多、传统抽帧难以捕获语义关键帧的问题ꎬ本文提出一种基于终端设

备位姿感知的多模态大模型视频抽稀与分析算法. 该方法充分利用同步获取的惯性测量单元数据、音频及视觉

内容ꎬ实现多触发协同的关键帧抽取机制ꎬ通过位姿突变、语音语义触发和视觉显著性综合判定ꎬ精准捕获关键

事件. 在此基础上ꎬ将关键帧组织为语义片段ꎬ与位姿统计、语音转写等元信息绑定ꎬ形成适配大模型输入的“图
像序列＋文本描述”结构. 端侧执行轻量抽稀ꎬ云侧大模型进行推理分析ꎬ实现高效协同. 在自建工业端子排巡检

数据集上的实验结果表明ꎬ该方法在关键帧检测准确率、语义覆盖度、压缩比及实时性上均优于对比方法. 该研

究为长时第一视角视频智能分析提供了高效、可部署的工程化方案.
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随着智能巡检、执法记录、工业运维及增强现实等应用场景的快速发展ꎬ基于可穿戴终端或移动设备

采集的第一视角视频数据量持续增长[１] . 与传统固定摄像头视频相比ꎬ第一视角视频直接反映用户做任

务时的观察对象、操作行为和环境变化ꎬ因此对行为理解、事件回溯、任务辅助、状态监测等具有重要应用

价值. 尤其在复杂动态环境下ꎬ第一视角视频能够更真实地记录作业流程与交互细节ꎬ为后续智能感知与
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决策提供丰富的信息基础. 但是这类视频跟常规视频数据有明显不同:首先ꎬ采集时间长ꎬ原始数据量大ꎬ
存储、检索和传输成本高ꎻ其次ꎬ视角随身体运动不断变化ꎬ视频里常出现场景切换、抖动、光照变化和遮挡

干扰ꎬ时空连续性差[２] . 在长时间采集中真正跟任务相关的关键事件、重要目标或有意义的信息往往只在

少量片段里出现ꎬ大量内容重复、冗余或没价值ꎬ语义稀疏性很明显. 这些特点给视频压缩存储、实时传

输、关键片段筛选和智能分析都带来不小挑战[２] .
近年来ꎬ可穿戴设备和第一视角视频的多模态智能分析逐渐受到关注. Ｈｏｎｇ 等[３]提出 ＥｇｏＬＭ 模型ꎬ

把第一视角视频与运动传感器信息联合建模ꎬ用于运动理解和语言描述生成. 这说明在可穿戴场景下ꎬ运
动状态和传感器信号能为行为理解提供有用的补充语义. 也就是说ꎬ对于第一视角长视频ꎬ仅依靠视觉内

容往往不容易说清用户真正的关注点和动作意图ꎬ加入位姿或运动相关信息已成为提升场景理解能力的

重要方向.
因此ꎬ如何从第一视角长视频中抓取关键、去除冗余并提升处理效率ꎬ是一个重要问题. 现有方法多

按固定帧率或画面变化提取关键帧ꎬ虽能减少冗余[４]ꎬ但未利用终端多模态信息ꎬ难以准确刻画操作者意

图. 多模态大模型对输入规模与语义密度高度敏感ꎬ传统抽帧在成本与效率上的局限因此更为突出[５] . 这

类模型虽能提升语义理解ꎬ但高度依赖输入质量[６] . 为此ꎬ在保证语义完整性的前提下实现高效抽稀ꎬ成
为视频理解的关键[７] . 对于长视频太冗长ꎬ关键信息容易丢失的问题ꎬＴａｎｇ 等[８]采用自适应关键帧采样方

法ꎬ在固定视觉 ｔｏｋｅｎ 预算下既考虑关键帧与任务提示的相关性ꎬ也顾及视频内容覆盖度ꎬ以此提升理解

效果. Ｌｅｅ 等[９]则基于大语言模型做视频摘要:先用多模态模型生成帧级描述ꎬ再用语言模型在局部和全

局上下文里评估帧的重要性ꎬ最后得到语义更一致的摘要. 可见ꎬ长视频理解中的关键帧选择与语义压缩

正成为多模态大模型应用的关键环节ꎬ也说明在前端构建高语义密度、低冗余的视频表示很有必要.
现有视频抽稀方法主要分三类:基于规则的方法、基于深度学习的方法、基于多模态建模的方法. 传

统方法大多靠帧间差异或信息量(如熵、互信息)ꎬ计算开销虽低ꎬ但很难抓住高层语义[１０－１１]ꎻ深度学习方

法通过注意力或时序建模提升语义表达能力ꎬ但计算复杂度通常较高[１２]ꎻ近年来ꎬ多模态大模型方法逐渐

兴起ꎬ融合视觉与语言信息显著提升视频理解能力ꎬ但对输入数据规模与语义密度要求较高[１３－１４] . 多模态

大模型在视频理解中展现出较强的语义建模能力ꎬ如相关模型已在跨模态对齐与推理任务中取得进

展[１５] . 但这类模型对输入规模与语义密度较为敏感ꎬ直接处理长时视频成本较高ꎬ通常依赖关键帧或结构

化片段作为输入[１６－１７] . 因此ꎬ在计算约束下构建“高语义密度、低冗余”的视频表示成为关键问题. 基于

此ꎬ有必要设计一种面向终端部署的多模态视频抽稀方法ꎬ在降低数据规模的同时提升语义表达效率ꎬ为
后续大模型分析提供更优输入.

针对上述问题ꎬ本文提出一种基于终端位姿感知的多模态视频抽稀方法ꎬ用采集过程中同步获得的位

姿、音频和视觉信息ꎬ把位姿变化、语音触发和视觉显著性统一成多触发协同判据ꎬ自适应选取关键帧ꎻ终
端侧完成初步抽稀ꎬ为云端提供语义更集中的输入. 在此基础上ꎬ本文设计了一种面向多模态大模型的视

频语义结构化表示方法ꎬ按时间连续性和语义一致性将关键帧组织成结构化片段ꎬ再与对应的位姿状态、
时间戳和语音文本关联建模. 这种表示保留事件时序和空间变化ꎬ能适配多模态大模型的输入需求ꎬ提升

模型对复杂动态场景的理解. 通过解耦终端侧多模态感知与云端大模型推理[１８]ꎬ在保证分析准确性的同

时控制计算开销与延迟ꎬ适用于长时连续第一视角视频的智能分析.
本方法主要面向移动终端场景ꎬ例如工业巡检、执法记录及增强现实辅助操作等. 在此类场景中ꎬ视

频通常由可穿戴设备或手持设备采集ꎬ具有第一视角、长时连续及语义稀疏等特点. 本方法作为前端视频

处理模块ꎬ主要承担语义抽稀与结构化表示任务ꎬ为后续大模型分析提供高质量输入. 本文主要创新点:
(１)融合终端位姿、语音和视觉信息的多模态视频抽稀方法ꎬ通过建模人类关注行为ꎬ提升关键帧选

取的语义相关性ꎻ
(２)设计多触发协同的抽稀机制ꎬ自适应捕获长视频中的关键事件ꎻ
(３)构建面向多模态大模型的结构化视频语义表示ꎬ降低输入冗余ꎬ提升视频理解与分析效率.

１　 基于终端位姿感知的多模态视频抽稀方法

本节提出一种“终端侧轻量抽稀－云端大模型分析”的工程化方法. 该方法在终端设备上结合位姿、音
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频与视觉信息实现多触发关键帧抽取ꎬ并将结果整合为结构化语义片段ꎬ最后通过统一接口提供给多模态

大模型进行高层语义分析.
１.１　 方法整体框架

本文方法面向可穿戴摄像设备、智能手机和执法记录仪等移动终端ꎬ设备具备摄像头、惯性测量单元

ＩＭＵ( Ｉｎｅｒｔｉａｌ Ｍｅａｓｕｒｅｍｅｎｔ Ｕｎｉｔ)和麦克风. 终端侧进行低成本抽稀ꎬ云端大模型完成语义推理ꎬ实现实时性

与分析能力的平衡. 终端采集的数据可表示为按时间戳对齐的多模态序列. 为保证多模态数据对齐精度ꎬ
这里采用“统一时间戳＋软件对齐”的同步策略. 硬件上各传感器数据统一绑定系统时间戳ꎻ软件上通过插

值与滑动窗口对齐方法实现不同采样率数据的时间同步ꎬ例如将 ＩＭＵ 数据通过线性插值映射到视频帧时

间轴ꎬ同时对音频数据进行短时分帧并对齐到对应时间区间. 此外ꎬ通过估计各模态间的固定延迟偏

移(Δｔ)进行校正ꎬ从而实现近似毫秒级同步精度.
抽稀决策模块由多触发判据和静默补偿策略构成ꎬ主要包括:用于捕捉操作者注意力转移ꎬ例如转头、

俯仰或快速移动导致的视角变化的位姿突变触发ꎻ捕捉与任务相关的口述信息ꎬ如报读编号、异常描述或

指令交互的语音语义触发ꎻ识别画面中出现的新信息或结构性变化的视觉显著性触发ꎻ在无触发情况下保

持低频采样ꎬ以保证事件完整性及时间连续性的静默补偿. 终端侧输出不仅仅是离散关键帧集合ꎬ更是由

若干语义片段组成的结构化表示. 每个片段都包括关键帧序列、时间窗信息、片段内位姿统计特征、语音

转写及触发原因标签ꎬ以便于后续大模型进行分段推理与跨段汇总. 云端侧以结构化片段为输入ꎬ采用逐

片段推理和全局汇总的两级处理流程:首先在每个片段内部完成对象或事件描述与局部推理ꎬ然后在全局

层面对时间线进行归纳、对比与结论生成ꎬ从而降低长视频直接输入大模型带来的上下文压力与成本.

图 １　 基于终端位姿感知的多模态视频抽稀整体框架

Ｆｉｇ􀆰 １　 Ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ ｏｆ ｍｕｌｔｉｍｏｄａｌ ｖｉｄｅｏ ｔｈｉｎｎｉｎｇ ｂａｓｅｄ ｏｎ ｔｅｒｍｉｎａｌ ｐｏｓｅ ａｗａｒｅｎｅｓｓ

图 １ 展示了方法整体框架的分层结构ꎬ包括数据采集层、抽稀决策层、语义分析层. 数据采集层包含

ＩＭＵ 位姿数据、原始视频帧与音频流ꎻ抽稀决策层由位姿触发、语音触发、视觉触发及静默补偿等子模块
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构成ꎬ输出关键帧集合ꎻ语义分析层将关键帧组织为语义片段ꎬ生成“图像序列＋文本元数据”结构输入到

多模态大模型. 图中箭头标注了不同类型数据流ꎬ包括原始多模态数据、抽稀结果、结构化分析输出.
本算法中ꎬ语义片段在端云之间的稳定传输是算法落地部署的重要前提. 但在实际部署中ꎬ终端设备

是处于移动网络环境ꎬ所以本文设计了面向不稳定网络的鲁棒传输机制. 终端侧使用基于时间窗口的环

形缓冲区对抽稀后的语义片段进行缓存ꎬ并按照“关键语义优先”原则进行调度传输ꎬ其中包含语音触发

片段或异常事件片段的数据优先级最高. 在数据传输过程中ꎬ为应对网络中断情况ꎬ采用分片上传与断点

续传机制. 此外ꎬ在网络不可用时ꎬ终端侧启用轻量本地分析模块ꎬ对关键片段进行初步处理ꎬ并在网络恢

复后进行延迟同步ꎬ从而保证系统整体运行的连续性与可靠性. 上述机制主要从工程部署角度保证结构

化语义片段能够稳定送达云端. 在此基础上ꎬ对终端侧参与抽稀决策的多模态感知信息形式化建模.
１.２　 多模态感知信息建模

将视频表示为 Ｖ＝{ Ｉｔ} Ｔｔ＝１ꎬ其中 Ｉｔ∈ＲＨ×Ｗ×３表示时间戳 ｔ 对应的图像帧. 为适应终端侧轻量计算ꎬ本文

未引入复杂的 ３Ｄ ＣＮＮ(Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ)ꎬ视觉特征仅需反映画面变化强度或新信息出现的

低维指标ꎬ用于抽稀触发判定与静默补偿采样.
终端位姿状态表示为 Ｐ ＝ {ｐｔ} Ｔｔ＝１ꎬ其中 ｐｔ ＝ (ｑｔꎬωｔꎬａｔ)ꎬ由姿态四元数 ｑｔ、角速度 ωｔ 和线加速度 ａｔ 组

成. 工程实现中ꎬ可使用传感器融合算法输出的姿态角即滚转、俯仰、偏航及角速度模长等指标. 本文重点

关注位姿变化率及短时突变ꎬ而非绝对位姿值ꎬ以捕捉操作者注意力的快速转移.
音频流表示为 Ａ＝{ｘｔ} Ｔｔ＝１ꎬ其中 ｘｔ 为对应时间戳的短时音频片段. 在音频处理中ꎬ首先进行语音活动

检测ꎬ定位有效语音区间ꎬ再通过自动语音识别ꎬ获得包含起止时间信息的转写文本 ＳꎬＳ 是由一串按顺序

的输出单元 ｓｋ 组成的序列ꎬ即 Ｓ＝[ ｓ１ꎬｓ２ꎬ􀆺ｓｋ􀆺]ꎬ其中 ｓｋ 是转写出来的第 ｋ个词ꎬＳ是最终转写结果. 在抽

稀阶段ꎬ本文主要利用两类信号ꎬ一是用于触发“讲话即关键”的采样策略的语音存在性ꎻ二是通过关键词

或任务词典、轻量文本分类器识别高价值语句ꎬ如异常、告警、编号或操作指令的语义强度.
综上ꎬ终端侧多模态同步输入可形式化为:

Ｘ＝{( Ｉｔꎬｐｔꎬｘｔ) ｜ ｔ＝ １ꎬ２ꎬ􀆺ꎬＴ} . (１)
使用统一表示ꎬ多触发抽稀策略就可在同一时间轴上完成判定与信息融合ꎬ同时避免仅依赖视觉特征

导致的语义遗漏.
１.３　 基于多触发机制的关键帧抽稀策略

１.３.１　 设计动机与总体判定

第一视角长视频的冗余可以归结为两类:一是视角长时间停留而导致的大量相似帧ꎻ二是终端设备的

自然抖动引起的“伪变化” . 为此ꎬ本文提出一种组合抽稀策略ꎬ即“强语义触发优先、弱视觉变化辅助、位
姿突变纠偏、静默补偿兜底” . 对每个时间戳 ｔꎬ定义综合触发得分:

σｔ ＝ｗｐσ(ｐ)
ｔ ＋ｗａσ(ａ)

ｔ ＋ｗｖσ(ｖ)
ｔ ꎬ (２)

其中ꎬσ(ｐ)
ｔ 、σ(ａ)

ｔ 、σ(ｖ)
ｔ 分别对应位姿、语音与视觉触发分量ꎬｗｐ、ｗａ、ｗｖ 为对应权重参数. 在权重设定方面ꎬ

本文采用“经验初始化＋数据驱动优化”的策略:初始权重依据任务先验进行设定ꎬ通常语音触发权重较

高ꎬ其次为位姿与视觉ꎻ随后在验证集上以语义覆盖度为目标ꎬ通过贝叶斯优化进行调优. 在扩展实现中ꎬ
权重通过轻量神经网络进行动态预测ꎬ实现对不同场景的自适应调节. 当 σｔ≥t 时ꎬ选取该帧为关键帧ꎻ否
则进入静默补偿逻辑.
１.３.２　 位姿突变触发机制

在交互过程中ꎬ当操作者关注对象发生转移时ꎬ终端设备通常会出现角速度峰值或姿态角快速变化ꎬ把
该信息作为语义切换点的强指示信号. 为此ꎬ在这里定义短时窗口[ｔ－ｔΔꎬｔ]ꎬ内角速度模长均值为‖ω‖ꎬ当前

时刻角速度模长为 ωｔꎬ则位姿触发分量定义为:

σ(ｐ)
ｔ ＝ｍａｘ ０ꎬ

ωｔ－‖ω‖
‖ω‖＋ε

æ

è
ç

ö

ø
÷ . (３)

快速转头或俯仰等行为下ꎬσ(ｐ)
ｔ 增大并触发采样. 该机制能抑制纹理轻微变化但语义不变时的冗余

采样ꎬ也减少仅依赖帧差带来的误触发. 例如ꎬ巡检时ꎬ操作者从一个设备快速转向另一个设备ꎬ或低头看

标签信息时ꎬＩＭＵ 产生明显角速度峰值ꎬ系统随即触发关键帧采集ꎬ捕捉语义切换点.
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１.３.３　 语音语义触发机制

巡检、执法及运维等典型人机协作场景中ꎬ操作者常通过语音描述来记录关键对象. 相比视觉信息ꎬ
语音通常更早、更明确地反映任务的语义内涵. 基于此ꎬ对每个语音片段 ｓｋ 及其时间窗[ ｔｓｋꎬｔｅｋ]ꎬ设计一个

语音触发机制ꎬ只要满足任一条件ꎬ就给该区间内的视频帧打上语音触发标记.
(１)语音活动检测判定为有效语音且持续时长超过阈值ꎬ排除短时噪声ꎻ
(２)语音转写文本中包含了任务相关关键词ꎬ例如“异常”、“破损”、“泄漏”、“告警”、“编号”、“完

成”、“开始”等ꎻ
(３)文本分类器判定语音转写文本为高价值语句ꎬ如异常描述、操作确认、现场口述记录.
基于上述条件ꎬ语音触发分量 σ(ａ)

ｔ 可定义为二值标记或连续语义置信度值. 加入这一机制后ꎬ关键帧

抽稀的语义相关性明显提高ꎬ特别适合视觉变化小但语义信息多的场景.
１.３.４　 视觉显著性触发机制

机器人或智能设备在环境交互中ꎬ只靠本体感知比如位姿变化、语音指令ꎬ这类显式触发机制ꎬ很难捕

捉到环境里非交互性的关键动态. 当位姿和语音触发不显著时ꎬ仍需要有效检测画面中新对象出现、光照

突变和场景切换等视觉事件. 为此ꎬ本文提出一个基于轻量视觉变化指标的触发机制ꎬ作为对前述触发的

补充.
终端设备采用计算开销较小的视觉差异度量方法来衡量较连续图像帧的变化程度. 度量指标包括相邻

帧灰度直方图距离(定义为 Ｄｈｉｓｔ ＝ ∑
ｋ

｜Ｈｔ(ｋ)－Ｈｔ－１(ｋ) ｜ )、下采样图像的像素差分能量 定义为 Ｅｔ ＝
１
Ｎ
×æ

è
ç

∑
Ｎ

ｉ ＝ １
(Ｉｔ(ｉ) － Ｉｔ －１(ｉ))２　

　
ö

ø
÷ 、全局特征向量的余弦距离等. 度量结果记作变化度 ｄｔꎬ用于后续关键帧选取ꎬ并有

如下定义:

σ(ｖ)
ｔ ＝ｍｉｎ １ꎬ

ｄｔ
tｖ

æ

è
ç

ö

ø
÷ ꎬ (４)

其中ꎬtｖ 为视觉变化阈值.
１.３.５　 静默补偿策略

长时间无事件触发时ꎬ完全停止数据采样会打断环境感知时间序列ꎬ破坏视觉时间连续性ꎬ削弱大语

言模型对事件演进过程的理解. 在连续未触发事件的时间段内ꎬ系统按最小采样间隔 Ｋ 补偿抽帧. Ｋ 取值

与场景动态性相关:运动频繁或语义变化快的场景取较小 Ｋꎬ保证时间分辨率ꎻ静态场景取较大 Ｋꎬ提高压

缩效率. 工程实现中ꎬ依据短时位姿变化强度或视觉变化幅度对 Ｋ进行自适应调整. 补偿帧作为后续语义

片段中的时间锚点ꎬ维持事件连续性ꎬ辅助大模型全局推理.
１.４　 结构化视频语义片段构建

１.４.１　 片段定义与边界确定

基于触发关键帧ꎬ为提升信息表征的结构化水平ꎬ依据时间邻近性与触发语义对关键帧进行聚合ꎬ形
成具有完整语义边界的视频片段ꎬ满足大语言模型对上下文理解与输入负载的要求. 设最终保留的关键

帧集合为:
F＝{( ｔｉꎬＩｔｉ)}

Ｎ
ｉ＝１ꎬ (５)

其中ꎬｔｉ 为关键帧时间戳. 基于触发类型及时间邻近性ꎬ将关键帧聚合为语义片段的集合:
L＝{ｇ ｊ}Ｍｊ＝１ . (６)

每个片段 ｇ ｊ 对应连续时间窗[Ｔｓｊ ꎬＴｅｊ ]ꎬ其边界由如下规则确定:
(１)时间间隔约束:相邻关键帧时间间隔超过阈值 ΔＴꎬ则划分为不同片段ꎻ
(２)强语义对齐约束:位姿突变或高价值语音触发时ꎬ可强制开启或终止片段ꎬ使语义边界与行为转

折点一致ꎻ
(３)长度上限约束:设定片段最大时长或最大关键帧数量ꎬ防止单片段过长使后续大模型输入负载

过高.
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１.４.２　 片段级多模态绑定

为提升片段表示的可解释性与可检索性ꎬ对每个片段 ｇ ｊ 绑定多模态元信息ꎬ包括:时间信息片段ꎬ即
起止时间 Ｔｓｊ ꎬＴｅｊ 及关键帧时间戳序列ꎻ空间与运动统计ꎬ包含平均角速度、最大姿态变化幅度及运动平稳

度等位姿变化统计量ꎻ语音语义信息ꎬ包含 ＡＳＲ(Ａｕｔｏｍａｔｉｃ Ｓｐｅｅｃｈ Ｒｅｃｏｇｎｉｔｉｏｎ)转写文本及关键词匹配结

果ꎻ触发机制标签ꎬ包含 ｐｏｓｅ、ｖｏｉｃｅ、ｖｉｓｉｏｎ、ｃｏｍｐｅｎｓａｔｉｏｎ 等触发类型及对应置信度ꎻ视觉摘要信息ꎬ主要选

取首帧、中位帧或触发峰值帧作为代表帧ꎬ以支持快速语义定位与检索.
１.５　 结构化输出流程

在完成语义片段构建及多模态元信息绑定后ꎬ还需将片段组织为适配多模态大模型的统一输入形式ꎬ
并定义相应的分析流程. 设语义片段集合为 Ｇ＝{ｇ ｊ}Ｍｊ＝１ꎬ任务指令集 Ｔ＝{tｔａｓｋꎬtｃｏｎｓｔｒａｉｎｔꎬtｆｏｒｍａｔ}ꎬ其中 tｔａｓｋ表示

具体业务目标ꎬ例如异常识别、事件复核、流程核对等ꎬtｃｏｎｓｔｒａｉｎｔ表示输出约束条件ꎬtｆｏｒｍａｔ表示结果格式规

范. 视频分析接口函数定义为:
R＝Φ(ＧꎬJ)ꎬ (７)

其中ꎬΦ为多模态大模型推理算子ꎬR 为结构化分析结果.
在实现层面ꎬΦ采用分层结构:片段级推理函数 ϕｌｏｃａｌ与全局汇总函数 ϕｇｌｏｂａｌ:

R＝ϕｇｌｏｂａｌ({ϕｌｏｃａｌ(ｇ ｊꎬT)}Ｍｊ＝１)ꎬ (８)
其中ꎬｒ ｊ ＝ϕｌｏｃａｌ(ｇ ｊꎬT)输出关键对象、事件描述、证据桢索引及置信度ꎻϕｇｌｏｂａｌ({ ｒ ｊ}Ｍｊ＝１)则完成实体对齐、事件

合并、时间线组织与报告生成.
为保证输入稳定性ꎬ定义编码函数 ｚ ｊ ＝Ψ(ｇ ｊ)ꎬ将片段统一表示为“图像序列＋文本元数据”格式. 最终

输出空间定义为:
R＝{(ＥｋꎬEｋ)} Ｋｋ＝１ . (９)

并建立证据映射关系 Eｋ⊆{( ｊꎬｔ ｊꎬｉꎬℓ ｊꎬｉ)}ꎬ确保分析结果可追溯至原始片段与关键帧.
算法实现过程的伪代码如算法 １ 所示. 算法以多模态同步流 Ｘ ＝ {( Ｉｔꎬｐｔꎬｘｔ)} Ｔｔ＝１作为输入ꎬ通过逐帧

触发判定完成关键帧筛选ꎬ并在此基础上构建语义片段进行分层推理ꎬ最终输出结构化结果 R.

算法 １　 基于终端位姿感知的多模态视频抽稀与分析

Ｒｅｑｕｉｒｅ:多模态同步视频输入 Ｘ＝{( Ｉｔꎬｐｔꎬｘｔ)} Ｔｔ＝ １ꎬ任务指令集合 Ｔ
Ｅｎｓｕｒｅ:结构化分析结果 R
１:　 初始化关键帧集合 F←ϕ
２: ｆｏｒ 每个时间戳 ｔ＝ １ 到 Ｔ ｄｏ
３: 　 计算位姿触发分量 σ(ｐ)

ｔ

４: 　 计算语音触发分量 σ(ａ)
ｔ

５: 　 计算视觉触发分量 σ(ｖ)
ｔ

６: 　 计算综合触发得分 σｔ ＝ｗｐσ(ｐ)
ｔ ＋ｗａσ(ａ)

ｔ ＋ｗｖσ(ｖ)
ｔ

７: 　 ｉｆ σｔ≥t ｔｈｅｎ
８: 　 　 将 Ｉｔ 加入关键帧集合 F
９: 　 　 记录触发类型与时间戳

１０: 　 ｅｌｓｅ
１１: 　 　 按静默补偿策略决定是否保留帧

１２: 　 ｅｎｄ ｉｆ
１３: ｅｎｄ ｆｏｒ
１４: 将关键帧集合 F 聚合为语义片段集合 G＝{ｇｊ}Ｍｊ＝ １

１５: ｆｏｒ 每个片段 ｇｊ ｄｏ
１６: 　 编码片段为统一输入格式 ｚ ｊ ＝Ψ(ｇｊ)
１７: 　 局部推理 ｒ ｊ ＝ϕｌｏｃａｌ( ｚ ｊꎬＴ)
１８: ｅｎｄ ｆｏｒ
１９: 全局汇总 R＝ϕｇｌｏｂａｌ({ ｒ ｊ}Ｍｊ＝ １)
２０: ｒｅｔｕｒｎ R

—４２１—
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２　 实验数据与结果分析

２.１　 数据集
表 １　 数据采集系统配置参数

Ｔａｂｌｅ １　 Ｃｏｎｆｉｇｕｒａｔｉｏｎ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｄａｔａ ａｃｑｕｉｓｉｔｉｏｎ ｓｙｓｔｅｍ

参数类别 具体项目 配置 / 规格

硬件平台 采集设备 Ｖｕｚｉｘ Ｍ４００ 智能眼镜

视频参数

分辨率
帧率

编码格式
像素格式

１ ９２０×１ ０８０(全高清)
６０ ｆｐｓ
Ｈ.２６４

ＮＶ１２(ＹＵＶ ４:２:０ 采样)

惯性参数
ＩＭＵ 采样率
姿态表示

１００ Ｈｚ
欧拉角(横滚角、俯仰角、偏航角)

音频参数 音频采样率 １６ ｋＨｚ

　 　 本文使用第一视角可穿戴终端(参数见表 １)录
制了 １０ 段工业端子排巡检视频ꎬ总时长约 ６５ ｍｉｎꎬ内
容覆盖正常巡检、异常检测及干扰场景(端子排样式

见图 ２) . 数据集统计信息见表 ２. 为构建客观基准ꎬ
建立三层真值标注体系:视觉层面由两名专家独立标

注关键帧并取交集ꎻ语义层面标注语音触发点及异常

类别ꎻ运动层面标注 ＩＭＵ 姿态突变点及运动峰值区

间. 专家标注一致性结果见表 ３ꎬ表明标注具有较高

可靠性ꎬ故将该交集作为后续对比实验的真值. 工业

巡检中采集视频数据ꎬ用于检查端子排状态并识别异

常. 佩戴式设备从第一视角录制ꎬ人工巡检包括正常操作、异常检测与干扰行为.

图 ２　 端子排示例图

Ｆｉｇ􀆰 ２　 Ｔｅｒｍｉｎａｌ ｓｔｒｉｐ ｅｘａｍｐｌｅ ｄｉａｇｒａｍ
表 ３　 工业巡检专家标注结果

Ｔａｂｌｅ ３　 Ｉｎｄｕｓｔｒｉａｌ ｉｎｓｐｅｃｔｉｏｎ ｅｘｐｅｒｔ ａｎｎｏｔａｔｉｏｎ ｒｅｓｕｌｔｓ

专家 １ 专家 ２

标注关键帧总数 ７８ ５２８ ７２ ９０４
命中参考关键帧数量 ６８ ０９２ ６４ ８９２
Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ 帧数量 １０ ４３６ ８ ０１２
Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ 帧数量 ５ ３２２ ８ ５２２

Ｐｒｅｃｉｓｉｏｎ ０.８６７ ０.８９０
Ｒｅｃａｌｌ ０.９２７ ０.８８４

Ｆ１￣ｓｃｏｒｅ ０.８９６ ０.８８７
Ａｃｃｕｒａｃｙ ０.９３３ ０.９３１

Ｃｏｈｅｎ􀆳ｓ Ｋａｐｐａ ０.８４７ ０.８３９

表 ２　 数据集统计信息

Ｔａｂｌｅ ２　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ

项目 数值

视频数量 １０
总时长 约 ６５ ｍｉｎ

平均时长 ６.５ ｍｉｎ
异常视频数量 ６
正常视频数量 ２

干扰场景视频数量 ２
异常事件总数１ ８７
视频总帧数 ２３４ ８９１

参考关键帧总数２ ７３ ４１４
　 　 注:１ 异常事件包括:端子松动 ３４ 次、状态错误 ２８ 次、污渍痕迹
３ 次、标签模糊或破损 ２２ 次ꎻ２ 参考关键帧总数为本文实验中用于实
验评估的 Ｇｒｏｕｎｄ Ｔｒｕｔｈ 关键帧数量ꎬ与专家标注的关键帧无关.

为说明抽稀结果在下游巡检语义分析中的支撑作用ꎬ图 ３ 给出了电气柜端子区域的检测与语义标注

结果. 可以看出ꎬ本文方法能够在复杂现场背景下较为准确地定位端子、设备标牌及其对应文本区域ꎬ并
对关键语义目标进行有效区分. 图中不同颜色框分别表示不同类别的检测目标与语义关注区域ꎬ表明所

构建的多模态感知与语义关联机制能够实现对巡检场景中关键对象的稳定识别与信息对齐ꎬ从而为后续

关键帧筛选及语义片段构建提供可靠支撑.
—５２１—
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图 ３　 电气柜端子及标牌检测结果示意图

Ｆｉｇ􀆰 ３　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｔｅｒｍｉｎａｌ ａｎｄ ｎａｍｅｐｌａｔｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｉｎ ａｎ ｅｌｅｃｔｒｉｃａｌ ｃａｂｉｎｅｔ

２.２　 对比实验设置及评价指标

为验证本文方法的有效性ꎬ选取五种代表性基线:Ｅｎｔｒｏｐｙ＋ＭＩ(基于信息熵与互信息的滑动窗口方

法)、Ｏｐｔｉｍａｌ Ｆｒａｍｅ(基于最优子集选择的关键帧提取方法)、Ａｔｔｅｎｔｉｏｎ￣ＤＮＮ(基于注意力机制的深度神经

网络方法)、ＬＭＳＫＥ 及 ＴｒｉＰＳＳ(基于多模态语义建模的关键帧提取方法) . 不同于上述基线ꎬ本文方法采用

多模态融合策略ꎬ评估其在关键帧选取任务上的性能.
从准确性、压缩效率、语义完整性及实时性四个维度评价算法性能. 其中ꎬ准确性使用精确率

(Ｐｒｅｃｉｓｉｏｎ)、召回率(Ｒｅｃａｌｌ)和 Ｆ１ 分数度量ꎻ压缩效率用压缩比(原始总帧数 /输出关键帧数)衡量ꎻ语义

完整性通过冗余帧比例(输出中高度相似帧占比)和语义覆盖度(关键帧对事件内容的覆盖程度)评估ꎻ实
时性通过平均推理时间和是否达到 ６０ ｆｐｓ 来衡量. 语义覆盖度定义为:

Ｃｏｖｅｒａｇｅ ＝
Ｎｃｏｖｅｒｅｄ

Ｎｔｏｔａｌ
ꎬ (１０)

其中ꎬＮｔｏｔａｌ为数据集中标注的语义事件总数ꎬＮｃｏｖｅｒｅｄ为关键帧成功覆盖的事件数. 具体实现时ꎬ关键帧时间

戳落入事件时间窗口内ꎬ或其语义特征与标注事件满足相似度阈值ꎬ即认为被覆盖.
２.３　 实验结果

实验视频数据的原始平均帧数为每视频 ２３ ４８９ 帧. 算法性能对比实验在 ＮＶＩＤＩＡ Ｊｅｔｓｏｎ Ｏｒｉｎ ＮＸ(１６ ＧＢ
内存版)平台上进行. 表 ４—表 ７ 汇总了各项实验的对比结果.

表 ４　 关键帧检测准确性对比

Ｔａｂｌｅ ４　 Ｋｅｙｆｒａｍｅ ｄｅｔｅｃｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ

方法 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１￣ｓｃｏｒｅ 语义覆盖度

Ｅｎｔｒｏｐｙ＋ＭＩ ０.６４７ ０.５９２ ０.６１８ ０.５７１
Ｏｐｔｉｍａｌ Ｆｒａｍｅ ０.６７３ ０.６５４ ０.６６３ ０.６３６
Ａｔｔｅｎｔｉｏｎ￣ＤＮＮ ０.８４６ ０.７０１ ０.７６７ ０.７４２

ＬＭＳＫＥ ０.８６１ ０.８１２ ０.８３６ ０.８２４
ＴｒｉＰＳＳ ０.８０３ ０.８６８ ０.８３４ ０.８５７

本文方法 ０.９０７ ０.８８１ ０.８９４ ０.８７２

　 　 表 ４ 显示ꎬ各方法在关键帧检测任务上的性能差异明显. 传统方法 Ｅｎｔｒｏｐｙ＋ＭＩ 与 Ｏｐｔｉｍａｌ Ｆｒａｍｅ 等的

性能整体偏弱ꎬ说明仅靠低层特征难以表征第一视角视频中复杂稀疏的关键语义信息. 深度学习方法

Ａｔｔｅｎｔｉｏｎ￣ＤＮＮ、ＬＭＳＫＥ 和 ＴｒｉＰＳＳ 各项指标都有提升ꎬ表明深层语义特征建模能力更强. ＴｒｉＰＳＳ 的 Ｒｅｃａｌｌ 和
语义覆盖度较好ꎬ但 Ｐｒｅｃｉｓｉｏｎ 偏低ꎬ存在一定误检. 本文方法的 Ｐｒｅｃｉｓｉｏｎ、Ｒｅｃａｌｌ、Ｆ１￣ｓｃｏｒｅ 和语义覆盖度分

别为 ０.９０７、０.８８１、０.８９４ 和 ０.８７２ꎬ均为最优ꎬ说明该方法既提升了关键帧检测准确性ꎬ也兼顾了语义信息

的完整覆盖ꎬ综合性能更优.
—６２１—
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表 ５　 抽稀效率与冗余控制对比

Ｔａｂｌｅ ５　 Ｔｈｉｎｎｉｎｇ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ ｒｅｄｕｎｄａｎｔ ｃｏｎｔｒｏｌ ｃｏｍｐａｒｉｓｏｎ

方法 平均关键帧数 压缩比 冗余帧比例

Ｅｎｔｒｏｐｙ＋ＭＩ ８ １２４.６００ ２.８９０ ∶１ ０.３３６

Ｏｐｔｉｍａｌ Ｆｒａｍｅ ７ ６４２.３００ ３.０７３ ∶１ ０.３０１

Ａｔｔｅｎｔｉｏｎ￣ＤＮＮ ５ ９８４.２００ ３.９２４ ∶１ ０.２２４

ＬＭＳＫＥ ５ ４３１.８００ ４.３２３ ∶１ ０.１９８

ＴｒｉＰＳＳ ６ １５０.４００ ３.８１８ ∶１ ０.１７６

本文方法 ４ ８７２.９００ ４.８２１ ∶１ ０.１３９

　 　 表 ５ 显示ꎬ各方法在抽稀效率与冗余控制方面差异明显. Ｅｎｔｒｏｐｙ＋ＭＩ 和 Ｏｐｔｉｍａｌ Ｆｒａｍｅ 保留的平均关

键帧数偏多ꎬ压缩比较低ꎬ对冗余信息抑制能力有限. 深度学习方法整体更好ꎬＬＭＳＫＥ 和 ＴｒｉＰＳＳ 已具备较

好抽稀能力. 本文方法平均关键帧数最低(４ ８７２.９００)ꎬ压缩比为 １ ∶４.８２１ꎬ冗余帧比例为 ０.１３９ꎬ均优于对

比方法ꎬ说明该方法在保留信息的同时能更有效压缩冗余ꎬ综合性能更好.
表 ６　 计算效率与实时性能对比

Ｔａｂｌｅ ６　 Ｃｏｍｐｕｔａｔｉｏｎａｌ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ ｒｅａｌ￣ｔｉｍｅ
ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ

方法 推理时间 / (ｍｓ / ｆｒａｍｅ) 实时性评价

Ｅｎｔｒｏｐｙ＋ＭＩ ４.９６３ 实时

Ｏｐｔｉｍａｌ Ｆｒａｍｅ ７.８４２ 实时

Ａｔｔｅｎｔｉｏｎ￣ＤＮＮ ３１.２７４ 临界

ＬＭＳＫＥ １２６.５１８ 慢

ＴｒｉＰＳＳ １４２.３３７ 慢

本文方法 １９.６８４ 实时

　 　 表 ６ 给出了各方法的单帧推理时间与实时性评价. 可以看

出ꎬ本文方法的推理时间为 １９.６８４ ｍｓ / ｆｒａｍｅꎬ满足实时处理要

求. 相比之下ꎬＥｎｔｒｏｐｙ＋ＭＩ 与 Ｏｐｔｉｍａｌ Ｆｒａｍｅ 虽然推理速度更快ꎬ
但二者为基于统计量的轻量启发式方法ꎬ结合表 ４ 的精度结果

可知其抽稀质量明显低于本文方法ꎻＡｔｔｅｎｔｉｏｎ￣ＤＮＮ 的推理时间

为 ３１.２７４ ｍｓ / ｆｒａｍｅꎬ已接近实时性临界值ꎻ而 ＬＭＳＫＥ 与 ＴｒｉＰＳＳ
的推理时间分别为 １２６.５１８ ｍｓ / ｆｒａｍｅ 与 １４２.３３７ ｍｓ / ｆｒａｍｅꎬ无法

满足实时需求. 本文方法兼顾检测性能与计算效率ꎬ工程应用价

值较好.
表 ７　 多模态触发能力对比

Ｔａｂｌｅ ７　 Ｍｕｌｔｉ￣ｍｏｄａｌ ｔｒｉｇｇｅｒｉｎｇ ｃａｐａｂｉｌｉｔｙ ｃｏｍｐａｒｉｓｏｎ

方法 语音触发捕获率 姿态触发捕获率 连续异常覆盖率

Ｅｎｔｒｏｐｙ＋ＭＩ ０.２９４ ０.２３８ ０.４１７

Ｏｐｔｉｍａｌ Ｆｒａｍｅ ０.５６３ ０.４８２ ０.６０５

Ａｔｔｅｎｔｉｏｎ￣ＤＮＮ ０.７０２ ０.５４８ ０.７２９

ＬＭＳＫＥ ０.７８１ ０.６１１ ０.８０２

ＴｒｉＰＳＳ ０.８６３ ０.６６４ ０.８４６

本文方法 ０.９１８ ０.８８９ ０.９０３

　 　 表 ７ 显示ꎬ各方法在语音触发捕获率、姿态触发捕获率和连续异常覆盖率上存在明显差异. Ｅｎｔｒｏｐｙ＋
ＭＩ 三项指标均较低ꎬＯｐｔｉｍａｌ Ｆｒａｍｅ 分别达到 ０.５６３、０.４８２ 和 ０.６０５ꎬ优于 Ｅｎｔｒｏｐｙ＋ＭＩꎬ但对关键触发事件和

连续异常片段的覆盖仍较有限. 深度学习方法整体表现更好ꎬ其中 ＴｒｉＰＳＳ 三项指标分别为 ０.８６３、０.６６４ 和

０.８４６. 本文方法分别达到 ０.９１８、０.８８９ 和 ０.９０３ꎬ均高于对比方法ꎬ相较于 ＴｒｉＰＳＳꎬ分别提高 ５.５、２２.５ 和 ５.７
个百分点ꎬ其中姿态触发捕获率提升最为明显. 上述结果表明ꎬ本文方法对语音触发事件、姿态突变事件

及连续异常片段具有更好的覆盖能力ꎬ支持了多模态协同抽稀策略的有效性.
为验证各模态对性能的贡献ꎬ设计如下消融实验ꎬ结果如表 ８ 所示. 随着输入模态的逐步增加ꎬ

Ｐｒｅｃｉｓｉｏｎ、Ｒｅｃａｌｌ、Ｆ１￣ｓｃｏｒｅ 及语义覆盖度稳步提升ꎬ说明不同模态信息能够形成有效互补. 仅用视觉模态

时ꎬ模型具备基础场景表征能力ꎬ但性能有限ꎻ引入 ＩＭＵ 后ꎬ各项指标明显改善ꎬ运动状态信息有助于增强

时序动态建模与关键行为感知. 融合语音模态增益更显著ꎬ语音信息提供更直接的高层语义线索. 融合视

觉、ＩＭＵ 与语音三种模态后ꎬ模型取得最优结果ꎬ验证了多模态融合策略在提升识别准确性和语义完整性

方面的有效性.
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表 ８　 消融实验结果

Ｔａｂｌｅ ８　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ

模型版本 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１￣ｓｃｏｒｅ 语义覆盖度

仅视觉 ０.７６５ ０.７９８ ０.７８１ ０.７３６
视觉＋ＩＭＵ ０.８２３ ０.８６２ ０.８４２ ０.８０４
视觉＋语音 ０.８４６ ０.８７６ ０.８６１ ０.８２９

视觉＋ＩＭＵ＋语音 ０.９０７ ０.８８１ ０.８９４ ０.８７２

２.４　 实验结果分析

通过在工业端子排巡检数据集上的系统对比实验ꎬ可以得出以下结论:传统规则方法在视觉抖动场景

下易引入冗余关键帧ꎻ深度学习方法在语义识别上性能优于传统规则方法ꎬ但计算成本较高ꎻ现有多模态

大模型虽在语义表征能力上具有优势ꎬ但直接处理长视频计算开销大ꎬ难以满足终端实时部署要求ꎻ相比

之下ꎬ本文提出的多模态融合方法在语义覆盖度、冗余控制与实时性能之间取得了更优的平衡. 此外ꎬ消
融实验结果表明ꎬＩＭＵ 与语音模态对提升关键帧语义捕获能力具有显著作用.

３　 结论

针对长时第一视角视频中冗余信息多、传统抽帧方法难以兼顾语义完整性与实时性的难题ꎬ本文提出

了一种基于终端位姿感知的多模态视频抽稀与分析方法. 该方法融合 ＩＭＵ 位姿、语音与视觉信息ꎬ构建了

多触发协同的关键帧抽取机制ꎬ并进一步形成面向多模态大模型的结构化语义片段表示ꎬ从而实现“终端

侧轻量抽稀、云端侧高层分析”的协同处理. 在自建工业端子排巡检数据集上的实验结果表明ꎬ本文方法

在关键帧检测准确率、语义覆盖度、压缩比及实时性等方面表现优异. 消融实验进一步验证了 ＩＭＵ 与语音

模态在提升关键语义捕获能力方面的有效作用.
需要指出的是ꎬ本文方法主要适用于具有明显位姿变化和语音交互特征的移动终端场景. 对于固定

视角、弱语音或低交互场景ꎬ其性能优势仍有进一步验证和提升的空间. 未来将围绕模型轻量化、跨场景

泛化能力及更复杂环境下的鲁棒性开展进一步研究.
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