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基于深度学习的树木根系探地雷达

多目标参数反演识别

李    爽      张潇巍      谭    旭      徐凌飞      吕生华      文    剑
（北京林业大学工学院，北京 100083）

摘要:【目的】使用深度学习方法实现对根系雷达图像的多目标检测和多参数估计。【方法】构建了一种以 YOLOv5s和

CNN-LSTM为主要框架的网络模型实现对根系雷达扫描图像的多目标检测和多参数估计。首先，通过仿真模拟和预埋

试验获取试验所需的根系雷达剖面图数据，同时为了增加数据的多样性，使用 CycleGAN风格迁移网络获取了一批具有

真实雷达图像特征的仿真数据；然后，使用 YOLOv5s目标检测网络识别并提取根系响应区域；接着引入频域变换，获取

频域特征，并将根系雷达图像的时域特征和频域特征融合；最后，利用卷积神经网络、卷积注意力机制以及长短期记忆网

络强调和提取与根系参数相关的信息特征，并使用多任务学习的方法实现对根系半径、深度、相对介电常数以及水平倾

角的预测。【结果】（1）仿真试验中，根系半径估计的最大误差是 4.3 mm，R2 为 0.980，均方根误差为 1.32，深度估计的最

大误差是 35.1 mm，R2 为 0.962，均方根误差为 17.68，相对介电常数估计的最大误差是 3.1，R2 为 0.960，均方根误差为

1.10，水平倾角估计的最大误差是 10.2°，R2 为 0.821，均方根误差是 4.96。（2）在实测数据上对根系半径估计的平均相对

误差是 9.112%，深度估计的平均相对误差是 5.772%，水平倾角估计的平均相对误差是 11.25%。【结论】本文提出的基于

深度学习与探地雷达的多目标检测方法可以为根系检测和根系参数估计提供便利。
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Deep learning-based inverse identification of multi-target parameters for tree
rooting ground-penetrating radar

Li Shuang　Zhang Xiaowei　Tan Xu　Xu Lingfei　Lü Shenghua　Wen Jian
(School of Technology, Beijing Forestry University, Beijing 100083, China)

Abstract: [Objective] This paper takes multi-target detection and multi-parameter estimation of root radar
images using deep learning methods. [Method] In this study, a network model with YOLOv5s and CNN-
LSTM  as  the  main  framework  was  constructed  to  achieve  multi-target  detection  and  multi-parameter
estimation  of  root  radar  scanning  images.  Firstly,  the  root  system  radar  profile  data  required  for  the
experiments  were  obtained  through  simulation  and  pre-embedding  experiments,  and  at  the  same  time,  in
order  to  increase  the  diversity  of  the  data,  a  batch  of  simulation  data  with  the  characteristics  of  real  radar
images were obtained using CycleGAN style migration network; then, the root system response region was
identified and extracted using the YOLOv5s target detection network; then, the frequency domain transform
was  introduced  to  obtain  the  frequency  domain  features  and  fuse  the  time  domain  features  and  frequency
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domain  features  of  the  root  system  radar  image;  finally,  a  convolutional  neural  network  (CNN),  a
convolutional attention mechanism, and a long short-term memory network (LSTM) were used to emphasize
and extract the information features related to the root system parameters, and a multi-task learning approach
was  used  to  achieve  the  prediction  of  the  root  system  radius,  depth,  relative  permittivity,  and  horizontal
angle. [Result] (1) In the simulation experiments, the maximum error in the estimation of root radius was
4.3 mm with R2 of 0.980 and a root mean square error of 1.32. The maximum error in the estimation of depth
was  35.1  mm  with  R2  of  0.962  and  a  root  mean  square  error  of  17.68,  and  the  maximum  error  in  the
estimation of  relative  permittivity  was  3.1  with R2 of  0.960 and a  root  mean square  error  of  1.10,  and the
maximum  error  in  the  estimation  of  the  horizontal  angle  was  10.2°,  with R2  of  0.821  and  the  root  mean
square error was 4.96. (2) The average relative error of root radius estimation on measured data was 9.112%,
the average relative error of depth estimation was 5.772%, and the average relative error of horizontal angle
estimation was 11.25%. [Conclusion] The experimental data show that the method proposed in this paper
can facilitate root detection and root parameter estimation.
Key  words: ground  penetrating  radar;  multi-parameter  estimation;  nondestructive  testing;  multi-task
learning

树木根系是树木的重要营养器官，为树木提供

支撑的作用[1]。相较于地上部分，根系更加难以观察

和取样，导致根系研究相对落后[2]。传统的破坏性检

测方法，如挖掘法、土钻法等[3−4]，虽然能够获取较为

精细的根系信息，但是会破坏根系和土壤环境，往往

耗时耗力，效率不高，难以实现重复测量；无损检测

方法，如微根管法、X射线计算机断层扫描（X-ray
computed tomography，XCT）等[5−6]，这些方法在减少

对树木根系破坏的同时大大提升了检测效率，但微

根管法只适用于对细根局部检测，X射线计算机断

层扫描也存在扫描面积小，扫描深度不足，尤其难以

解决高大乔木类根系整体扫描的问题。

探地雷达（ground penetrating radar，GPR）作为

一种非破坏性的地球物理技术，利用地下材料电磁

特性的不同，发射高频电磁波并接收返回信号来探

测地下信息[7−8]，具有高效、便携和可重复测量等优

点，广泛应用于根系检测中。Barton等[9]使用不同频

率的雷达对根系进行检测，并通过提取双曲线顶点

的波形参数估计根直径。Cui等 [10]通过试验测试

出雷达参数和根系直径以及生物量之间的关系。

Tanikawa等[11]通过研究发现，根的方向以及根与测

线的水平夹角对雷达参数影响较大。Zhang等[12]通

过单因素和多因素试验，评价了探地雷达在田间柑

橘根系分析中的适用性。在实际应用中，由于 GPR
图像存在噪声，因此对 GPR图像进行处理并提取其

中的有效信息是一项挑战。随着深度学习技术的发

展，Lei等 [13]使用 Faster R-CNN和聚类相结合的方

法对探地雷达 B-scan双曲线进行检测和定位。王泽

鹏等[14]提出了一种基于 yolov3的根系识别定位和直

径估计方法，在预埋试验中对树根位置和直径预测

的总平均相对误差在 10.57% 以内。李光辉等[15]使

用探地雷达一维数据（A-scan）为研究对象，提出了

一种基于卷积神经网络识别双曲线顶点的树木根系

半径和深度的预测方法，在仿真试验中的总平均相

对误差为 5.83%。总体来说，目前构建的对根系参数

进行估计的模型，一方面，没有考虑雷达图像中存在

多个位置随机根系的定位问题，另一方面，大多只考

虑了单个根系参数对波形参数影响，没有考虑到多

个根系参数对雷达成像的共同影响，导致检测算法

在对根系参数进行估计的时候稳定性不高。此外，

当前在使用雷达数据对根系参数进行估计的时候，

大多是对 A-scan数据中的时域特征，如时间差、振

幅强度等，以及 B-scan数据中的图像特征，如双曲

线形状等特征进行分析，没有充分利用雷达数据在

频域上的特征。

针对以上问题，本研究构建了一种基于时频域

融合特征根系雷达图像的目标检测以及多参数估计

模型。整个模型分为两部分，第一部分实现对复杂

环境下雷达图像中根响应区域的识别和提取，第二

部分将提取的根系感兴趣区域图像及其幅值图和相

位图并行输入参数估计网络，实现对根系多参数的

估计。最后，通过仿真试验以及预埋试验验证该方

法的准确性。 

1   模型框架和数据处理
 

1.1    反演框架

本研究的目标是构建一种基于 YOLOv5s和
CNN-LSTM的树木根系雷达图像多目标检测和参

数反演网络，整体框架如图 1所示。使用构建好的

数据集对 YOLOv5s网络模型进行训练后，提取输入

 104 北    京    林    业    大    学    学    报 第 46 卷    



图像中的根系响应区域；再通过频域变换，构建时频

域融合特征；最后，将融合特征作为参数预测网络的

输入，实现对根系参数的估计。 

1.1.1    根响应区域识别和提取

本研究使用 YOLOv5s网络实现对根系响应区

域的识别和提取，网络结构如图 2所示。整个模型

由特征提取（Backbone）、特征融合（Neck）和检测头

（Head）3部分组成[16]。Backbone部分使用 Focus模
块、CSP模块和 SPP模块对图像特征进行提取；Neck
部分使用 FPN和 PAN模块，增强模型的特征融合

能力，提升模型的检测性能；Head部分通过使用

3个 Detect检测器，在不同尺度的特征图上对目标

进行检测。 

1.1.2    特征提取框架

卷积神经网络 （convolutional  neural  network，
CNN）是一种前馈神经网络，主要包括卷积层、池化

层和全连接层，具有权值共享和局部连接的特点[17−18]，

适用于提取 B-scan数据中双曲线的空间位置特征。

长短期记忆网络（long short-term memory，LSTM）是
一种特殊的循环神经网络（recurrent neural network，
RNN），由递归细胞组成，经常用于处理序列数据，

它们能够捕捉和记忆长序列中的依赖关系[19−21]，适

合用来提取 B-scan数据中的时间序列特征。

在实际测量中，土壤的不均匀性会导致获取的

根系雷达数据的不确定性[22]。为了提高特征提取的

准确率，在特征提取部分引入了卷积注意力模块

（convolutional  block  attention  module，CBAM）和特

征金字塔（feature pyramid networks，FPN），特征提

取网络的整体架构如图 3所示。CBAM将空间注意

力机制 （spatial  attention，SA）和通道注意力机制

（channel attention，CA）结合，对输入进来的特征层

先后进行通道注意力处理和空间注意力处理[23]。首

 

输入图像
Input images

迁移学习
Transfer learning

预训练
Pre-training

训练
Train

输出图像
Output images

混合数据集
Mixed datasets

感兴趣区域提取
Extraction of interested region

参数预测
Parameter prediction

CNN-LSTM

频域变换
Frequency

domain

transform

YOLOv5s

图 1    系统框架

Fig. 1    System framework

 

SPP

CSP1_3

CSP1_3

CSP1_1

Focus

Backbone

输入数据 Input data 输出数据 Output data

FPN PAN

Neck Prediction

Backbone表示特征提取部分，Neck表示特征融合部分，Prediction表示预测部分。Focus、CSP1_1、CSP1_3、SPP、FPN和 PAN表示

YOLOv5s中特定的网络结构。Backbone represents the feature extraction part, Neck represents the feature fusion part, and Prediction represents the
prediction part. Focus, CSP1_1, CSP1_3, SPP, FPN, and PAN represent specific network structures in YOLOv5s.

图 2    YOLOv5s网络结构

Fig. 2    YOLOv5s network structure
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先，通道注意力模块会对输入进来的特征层，按通道

分别进行全局平均池化和全局最大池化；然后经过

全连接层对特征进行处理，并将处理之后的特征相

加；接着利用 sigmoid函数获得输入特征层每一个通

道的权值（0 ~ 1之间）；最后，将权值和原始输入的

特征层相乘就得到经过通道注意力机制处理后的特

征图。然后，将得到的通道特征图作为空间注意力

模块的输入，空间注意力机制会在每一个特征点的

通道上取最大值和平均值，然后将这两个结果进行

堆叠，并使用通道数为 1的卷积调整通道数量，然后

使用 sigmoid函数获得每一个特征点的权值（0  ~
1之间），最后将权值和输入特征相乘获得新的特征

图。特征金字塔将具有高语义内容的特征层重新上

采样，并且将其与下采样中长宽相同的特征层进行

堆叠，保证小目标的特征与信息[24]。 

1.1.3    多任务学习

为实现对根系多参数预测，提高整个模型的预

测效果，在已有的网络框架中引入了多任务学习方

法（multi-task learning，MTL）和注意力机制。多任务

学习是一种联合学习，能够利用不同任务之间的共

性和差异，实现多个任务的并行学习[25]。注意力机

制能够对共享特征进行筛选，提升网络预测效果。 

1.2    数据获取

本文使用的原始雷达数据通过 Tree-Radar公司

的雷达获得，天线频率为 900 MHz，时窗为 15 ns，采
样点数为 512个。仿真数据均由仿真软件 gprMax
软件获得。由于仿真数据的各项参数均设置为理想

状态，而自然环境下的土壤条件要更加复杂。所以，

如果仅使用由仿真数据训练得到的模型对实测数据

进行预测，最终得到的结果会有较大误差。为增强

整个模型的泛化性，数据集中应包含具有真实雷达

数据特征的数据。为保证数据集的多样性，使用生成

对抗网络 CycleGAN对数据集进行扩充，CycleGAN
能实现无匹配图像之间的风格迁移[26−28]，将理想条

件下获得的仿真数据转化为具有真实数据特征的仿

真数据。CycleGAN的网络结构以及风格迁移效果

如图 4所示，其中 X表示仿真数据，Y表示实测数

据，G1、G2是生成网络，D1、D2是对抗网络。

在对 CycleGAN网络进行训练的时候，数据集

中包含了仿真数据和实测数据两种不同风格的数

据。其中训练集中仿真数据 819张，真实数据 767
张，验证集中仿真数据 120张，真实数据 97张，最终

生成了带有真实数据风格的仿真数据 146张。在对

YOLOv5s网络和参数估计网络进行训练的时候，构

建了包含理想仿真数据以及风格变换后的数据的混

合数据集，其中理想仿真数据 1 400张，风格变换数

据 146张。数据集中的数据按照 8∶1∶1的比例分配

到训练集、验证集以及测试集。目标检测部分使用

的图像都是单通道图像，每张图像大小是 512 × 512
像素，参数预测部分使用的图像都是 3通道图像，由

根系响应区域图像及其幅值图和相位图组合得到，

每张图像的大小为 128 × 128像素。 

1.3    数据预处理

在使用探地雷达对树木根系进行探测的时候，
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CA表示通道注意力模块，SA表示空间注意力模块，CBAM表示卷积注意力模块，C表示特征向量的通道数，H表示特征向量的高，W表示

特征向量的宽，LSTM表示长短时记忆网络。CA represents channel attention module, SA represents spatial attention module, CBAM represents
convolutional  block  attention  module, C  represents  the  number  of  channels  in  the  feature  vector, H  represents  the  height  of  the  feature  vector, W
represents the width of feature vector, and LSTM represents long short-term memory network.

图 3    参数估计模块

Fig. 3    Parameter estimation module
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获得的回波信号中，除了包含目标信号，往往还包括

地表杂波、地下杂波以及各种噪声信号[29−30]。而且，

由于电磁波的传播特性，随着传播深度的增加，雷达

信号幅值衰减严重，深层回波信号需要经过校正处

理才能同时显示出来。所以在采集到雷达数据之后

需要先对原始数据进行预处理，最终处理效果如图 5
所示，从图中可以看到，经过预处理后，雷达数据中

的噪声显著减少，双曲线反射区域也更加明显。 

1.4    评价指标

在使用目标检测网络对雷达图像上的根系目标

进行检测的时候，通过计算精确率（precision，Pr）、召
回率（recall，Re）和平均精度（average precision，AP）

来对检测性能进行评估。Pr 表示模型预测的所有目

标中预测正确的比例，Re 表示所有真实目标中，模

型预测正确的比例，AP表示 Pr-Re 曲线和坐标轴之

间的面积。

 

G1
G2

D1

Cycle loss

GAN loss

G2 G1

D2

Cycle loss

a CycleGAN 网络结构 CycleGAN network structure

b CycleGAN 效果展示 CycleGAN effect demonstration

GAN loss

仿真模型
Simulation model

仿真雷达数据
Simulated radar

data

风格迁移
Style migration

G1、G2表示生成器，D1、D2表示鉴别器，GAN loss表示生成对抗损失，Cycle loss表示循环一致性损失。G1 and G2 represent generators, D1
and D2 represent discriminators, GAN loss represents generative adversarial network loss, and Cycle loss represents cycle consistency loss.

图 4    CycleGAN 扩充数据集

Fig. 4    CycleGAN expanded dataset
 

原始数据
Raw data

预处理
Preprocessing

图 5    数据预处理

Fig. 5    Data preprocessing
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Pr =
TP

Tp+Fp
×100% (1)

Re =
Tp

TP+FN
×100% (2)

AP =
w 1

0
PrRedRe×100% (3)

式中：TP 表示实际为正样本且模型也检测为正样本

的数量，FP 表示实际为负样本但是模型检测为正样

本的数量，FN 表示实际为正样本但是模型检测为负

样本的数量。

YOLOv5是一种常见的单阶段目标检测算法，

具有不同的变体。为选择合适的模型，使用同一数

据集对不同模型进行训练，不同模型的平均精度均

值和帧数如表 1所示。从表中可以看到，在检测精

度相差不大的情况下，YOLOv5s模型的检测速度大

幅领先，综合平均检测精度和检测速度等因素，最终

选用 YOLOv5s模型。
  

表 1    不同模型效果展示

Tab. 1    Display of different model performances

模型
Model

平均精度
Mean precision

每秒帧数
Frame per second

YOLOv5s 0.788 134

YOLOv5m 0.793 81

YOLOv5l 0.797 34

  

2   模型训练与验证
 

2.1    模型训练

使用 torch框架搭建模型，试验运行环境为 Inter
Core（TM） i5-12400F @2.50 GHz处理器，内存 16 GB，
Nvidia RTX3060 显卡，12 GB显存。采用平均绝对

误差作为损失函数，它通过计算预测值和目标值之

间的绝对差值的平均值来度量模型的性能，对异常

值不敏感。采用 Adam优化器，一阶矩估计的指数

衰减率设为 0.9，二阶矩估计的指数衰减率设为 0.999，
模型的学习率设置为动态学习率，每 50个 epoch更
新一次学习率，初始学习率设置为 0.000 4，学习率

变化曲线如图 6a所示。训练过程中每训练一轮都会

记录训练集和验证集的损失，最终得到的损失函数

图像如图 6b所示，从图中可以看到 300轮之后损失

趋于平稳。 

2.2    仿真试验

为验证本方法在根系参数估计中的可行性，在

仿真数据集上对本研究构建的模型进行验证。使用

开源仿真软件 gprMax模拟不同参数的树木根系并

获取其雷达仿真数据。模型大小设置为 2.5 m × 0.6 m，
根据不同的根系参数设置不同的根系模型。根据已

有研究，直径大于 5 mm的根系容易被检测到[31]，且

大部分粗根分布在 40 cm左右的深度[32]，所以设置

根系半径范围为 0.5 ~ 5.0 cm，深度范围为 0 ~ 60 cm，
相对介电常数范围为 7 ~ 30。考虑到探地雷达自身

空间分辨率对探测结果的影响，不同根系模型之间

的水平距离大于 10 cm，垂直距离大于 15 cm。由于

大多数土壤固相的相对介电常数在 3 ~ 7之间[33]，设

置土壤模型的相对介电常数为 6。仿真模型如图 7
所示，水平方向和垂直方向分别表示扫描距离和深

度，垂直方向上，0 ~ 3 cm表示吸收边界，3 ~ 60 cm
为土壤区域，其中不同颜色的圆表示不同半径以及

相对介电常数的根系截面。本研究共进行了 1 400
次模拟仿真，获取了不同参数根系的雷达仿真数据。

仿真试验中雷达的各项设置和现场试验保持

一致，天线的激励为 Ricker子波，中心频率设置为

900 MHz，时间窗口设置为 15 ns，天线移动步距设

置为 5 mm，详细的参数设置如表 2所示。 

2.2.1    YOLOv5s 检测精度评估

图 8展示了 YOLOv5s目标检测模型在验证集

上准确率、召回率的变化情况。训练过程中使用了

预训练模型，给定阈值为 0.5时准确率为 93.3%，召
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图 6    学习率和损失变化曲线

Fig. 6    Learning rate and loss variation curves
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回率为 85.5%，AP值为 91.5%，每张图像的平均检

测时间为 26 ms。模型的准确率以及 AP值都较高，

召回率受土壤环境复杂性的影响，还有提升空间，单

幅图像的检测速度远快于人工识别的方法。结果表

明，YOLOv5s网络能够快速准确地从雷达图像中识

别出根系。 

2.2.2    仿真结果分析

使用训练好的网络模型对根系数据进行半径、

深度、相对介电常数以及水平倾角估计。整个测试

集上参数估计结果以及误差分布概率如图 9所示。

其中，半径估计的决定系数是 0.980， 98% 测试数据

的半径估计误差在±0.3 cm以内；深度估计的决定系

数是 0.962，测试数据中 99% 数据的深度估计误差在

±3 cm以内；相对介电常数估计决定系数是 0.960，
测试数据中 86% 数据的相对介电常数估计误差

在±2以内，水平倾角估计的决定系数是 0.821，测试

数据中 90% 数据的水平倾角的估计误差在±8°以内。 

2.2.3    模块消融试验

为验证 CBAM模块、FPN模块以及多任务学习

时加入的 CA模块对根系参数估计的效果，设置了

消融试验（表 3）。Model-N是本研究构建的带有

CBAM模块、FPN模块以及 CA模块的根系参数反

演模型 ，Model-1表示传统的 CNN-LSTM网络 ，

Model-2只有 CA模块， Model-3不具有 FPN模块，

Model-4不具有 CBAM结构。从表中数据可以看

出，传统的 CNN-LSTM网络在对根系多参数进行估

计时，由于使用提取的公共特征对不同根系参数进

行估计，导致有的参数预测效果很好，有的参数预测

效果很差，这也从侧面说明了不同根系参数对网络

提取的共享特征具有不同的侧重点。加入 CA模块

之后，在估计不同参数的时候，网络对提取特征的侧

重点不同，使得根系参数的预测效果有了明显的提

升。同时，由于参数预测网络的输入是由根系雷达

数据的时域图像和频域图像叠加得到的，所以在特

征提取阶段加入了 CBAM模块，这使得网络能够分

别从根系雷达数据的时域和频域图像中获取重要特

征。FPN模块则能将深层特征和浅层特征叠加，保

证小目标的特征和信息。试验数据表明，在加入

CBAM模块、FPN模块和 CA模块之后，网络对根

系参数的估计效果得到了明显提升。 

2.3    预埋试验

为验证本研究构建的模型在真实环境下对树木

根系参数的估计效果，在北京林业大学工学院实训

基地（40°00′58″N，116°21′15″E）进行了现场试验。为
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图 7    仿真模型

Fig. 7    Simulation model
 

表 2    仿真参数设置

Tab. 2    Simulation parameter settings

参数 Parameter 数值 Numerical value

模型尺寸 Model size 2.500 m × 0.600 m × 0.002 m
空间离散步长
Spatial discrete step length/m 0.002

时间窗口 Time window/ns 15
天线中心频率
Antenna center frequency/MHz 900

土壤相对介电常数
Relative permittivity of soil 6

根系相对介电常数
Relative permittivity of root 7 ~ 30

根系半径 Root radius/cm 0.5 ~ 5.0

深度 Depth/cm 0 ~ 60
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Fig. 8    Index curves
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保证土壤环境的均一性，试验前使用滤网剔除土壤

中体积较大的土块、石块以及其他杂质，试验时使用

和根系相对介电常数相近的葡萄藤作为模拟根系，

使用游标卡尺分别测量模拟根系的两端以及中间位

置的直径，然后取平均值，作为模拟根系的直径。试

验场地如图 10所示，共设置 2个试验坑，试验坑一

长 2 m，宽 1 m，深 0.6 m，试验坑二长 2 m，宽 1 m，
深 0.3 m，2个试验坑均将左上角设置为坐标原点。
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图 9    预测结果与误差分布

Fig. 9    Prediction results and error distribution
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试验时，将不同直径的模拟根系水平放置在 2个试

验坑的不同位置，然后用探地雷达获取其扫描数据，

扫描示意图如图 10c所示，图中 Root1、Root2、Root3
表示预埋的根，扫描方向如图中箭头所示，沿着不同

的扫描路径采集了具有不同水平角度的数据。

由于获得的根系扫描数据中包含大量干扰噪

声，所以在预测前，需要先对根系雷达数据进行一系

列预处理。表 4显示：根系半径估计的最大绝对误差

是 8.0 mm，最小误差是 0.6 mm，平均相对误差是

9.112%；深度估计的最大误差是 28 mm，最小误差

是 2 mm，平均相对误差是 5.772%，水平倾角估计的

最大误差是 12°，最小误差是 4°，平均相对误差是

11.25%。从表中数据可以看出，本研究构建的网络

在对根 R1、R2、R3以及 R5进行半径和深度估计的

时候，能成功估计出接近真实参数的信息，参数的估

计误差均小于 10%。而预埋根 R4半径估计的相对

误差为 25.40%，深度估计的相对误差是 10.45%，估
计误差均大于 10%。可能的原因：首先，R4的表面

不规则，一方面会导致测量半径的时候出现问题，另

一方面可能探地雷达在测量的时候扫描到较粗或较

 

表 3    不同结构网络模型的性能比较

Tab. 3    Comparison of accuracy of different structural network models

模型
Model

参数
Parameter CA FPN CBAM

最大绝对值误差
Maximum absolute value error R2 均方根误差

Root mean square error

Model-1

半径Radius/mm 5.6 0.952 2.32

深度 Depth/mm 459.0 − 266.30

相对介电常数 Relative permittivity 29.4 − 16.94

水平倾角 Horizontal inclination/（°） 19.5 0.701 6.28

Model-2

半径 Radius/mm

√

10.3 0.930 2.65

深度 Depth/mm 58.2 0.952 19.04

相对介电常数 Relative permittivity 4.2 0.957 1.19

水平倾角 Horizontal inclination/（°） 13.0 0.746 5.76

Model-3

半径 Radius/mm

√ √

7.7 0.950 2.41

深度 Depth/mm 78.5 0.947 19.63

相对介电常数 Relative permittivity 4.3 0.948 1.31

水平倾角 Horizontal inclination/（°） 13.3 0.773 5.46

Model-4

半径 Radius/mm

√ √

10.9 0.921 2.93

深度 Depth/mm 73.7 0.936 21.52

相对介电常数 Relative permittivity 8.4 0.899 1.82

水平倾角 Horizontal inclination/（°） 12.1 0.793 5.21

Model-N

半径 Radius/mm

√ √ √

4.3 0.980 1.32

深度 Depth/mm 35.1 0.962 17.68

相对介电常数 Relative permittivity 3.1 0.960 1.10

水平倾角 Horizontal inclination/（°） 10.2 0.821 4.96

注：表中–表示无明显相关性，√表示网络中使用了该模块，空白表示模型中未使用此模块。Notes: ”–” indicates a negative coefficient and √
indicates that the module is used in the network，blank indicates that this module is not used in the model.
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图 10    预埋试验

Fig. 10    Pre-embedding experiment
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细区域，导致雷达成像结果和实际预想不一致；其

次，在进行预埋试验的时候，需要先将根系放置在试

验坑中，再进行填埋，填埋过程可能会导致土壤分布

不均，从而影响雷达成像结果。在对根系的水平倾

角进行估计的时候，平均相对误差大于 10%。一方

面可能是因为实际根系本身具有一定的弧度，且其

剖面也不是仿真试验中相对规则的圆形或椭圆形，

另一方面可能是预埋以及扫描过程中人为导致的角

度误差。 

3   讨　　论
 

3.1    土壤环境对预测结果的影响

土壤相对介电常数对预测结果的影响。由于介

电性质不同，电磁波信号传播到土壤和根系分界面

的时候会发生反射、折射和散射，反射信号被雷达接

收天线接收，根系的雷达数据就被记录下来。土壤

和根系之间的相对介电常数相差越大，电磁波反射

信号就越强，雷达接收端记录的根系反射就越明显。

在现场试验初期，可以通过在现场做已知深度的预

埋试验实现对现场土壤相对介电常数的标定，也可以

通过使用常见的时域反射（time domain reflectometry，
TDR）方法在多处采样取均值实现对现场相对介电

常数的标定。

土壤各向异性对预测结果的影响。土壤的各向

异性越低，电磁波在其中传播的时候产生的干扰越

少，根系的成像越清晰。而当土壤分布复杂、分层明

显的时候，会严重影响根系的雷达成像效果，给根系

的参数估计带来挑战。

地表起伏对预测结果的影响。通常情况下，在

对根系参数进行估计的时候，默认根系上方的地表

是平坦的。当土壤表面有起伏的时候，电磁波的反

射会随着不平整的地表变化，导致根系参数分析困

难。本文提出的研究方法在对根系参数进行估计的

时候暂未考虑起伏地面对估计结果的影响。 

3.2    根系对预测结果的影响

受探地雷达本身水平分辨率和垂直分辨率的影

响，当根系半径过小或者根系之间距离较近时，现有

的解译方法较难将其从雷达图像上区分出来，这也

为后续根系参数估计带来挑战。

根系朝向的影响。当根系的水平倾角为 90°，垂
直倾角为 0°的时候，探地雷达的检测效果最好。随

着水平倾角的减小，根系雷达图像将会在水平方向

上发生偏移；随着垂直倾角的增加，电磁波在接触到

根系的上部分区域时就会发生反射，导致根系雷达

图像在垂直方向上的形状被拉长，当根系朝向垂直

深入土壤的时候，探地雷达无法区分根系的上下分

界面，且当根系半径较小的时候，只有当雷达到达根

系正上方时才能检测到根系，对根系的检测以及参

数估计都会带来很大的困难。根据已有研究，当根

系水平倾角在 45°到 90°之间时，双曲线成像比较明

显。本研究在对根系水平倾角进行估计的时候，使

用的数据的水平倾角均在此范围内。 

4   结　　论

本研究构建了一种基于深度学习的树木根系

探地雷达多目标检测以及多参数估计的方法，以

YOLOv5s目标检测网络和 CNN-LSTM网络为主要

框架，并在其中引入了注意力机制、特征金字塔和

多任务学习模块，提升网络的性能。同时，使用

CycleGAN风格迁移网络，快速获取了大量具有真实

雷达图像特征的仿真数据，增强了数据集的多样性。

在仿真试验中，根系半径预测的最大误差是

4.3 mm，深度预测的最大误差是 35.1 mm，相对介电

常数预测的最大误差是 3.1，水平倾角估计的最大误

差是 10.2°。预埋试验中，根系半径预测的最大误差

是 8.0 mm，深度预测的最大误差是 28 mm，水平倾

角预测的最大误差是 12°。和仿真试验相比，预埋试

验估计的根系参数误差较大，但是考虑到自然土壤

环境的复杂性以及人为试验导致的土壤分布不均等

问题，预埋试验结果总体验证了本研究所提方法的

有效性。

本研究还存在一些问题和不足。首先，自然土

 

表 4    样本根系预埋试验参数预测结果

Tab. 4    Predicted results of sample root parameters of pre-embedded experiment

序号
No.

图像
Image

根系半径 Root radius 根系深度 Root depth 水平倾角 Horizontal inclination

真实值
Real

value/mm

估计值
Estimated
value/mm

绝对误差
Absolute
error/mm

相对误差
Relative
error/%

真实值
Real

value/mm

估计值
Estimated
value/mm

绝对误差
Absolute
error/mm

相对误差
Relative
error/%

真实值
Real

value/(°)

估计值
Estimated
value/(°)

绝对误差
Absolute
error/(°)

相对误差
Relative
error/%

R1 22.0 20.7 1.3 5.91 278 287 9 3.24 90 84 6 6.7

R2 23.1 23.7 0.6 2.60 273 271 2 0.73 75 63 12 16.0

R3 27.6 28.9 1.3 4.71 245 269 24 9.80 60 64 4 6.7

R4 31.5 23.5 8.0 25.40 268 296 28 10.45 45 52 7 15.6

R5 21.6 20.1 1.5 6.94 302 288 14 4.64
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壤环境复杂，获得的雷达图像中除了包含根系特征

还包括其他异物的特征。对于不同的物体，由于物

体相对介电常数以及形状等因素的不同，他们的信

号特征往往是不同的，如果他们在某一雷达剖面上

具有完全相同的信号特征，仅从 B-Scan图像上是无

法将其正确区分，此时就需要从 C-scan图像入手，

从多个维度对该信号进行分析。其次，受探地雷达

自身空间分辨率的影响，当根系之间距离过近时，根

系雷达图会出现重叠和叠加，如何正确区分不同根

系以及对根系信息进行提取还需进一步研究。同

时，根系朝向也会影响雷达的成像效果，如何从雷达

图像准确判断根系朝向，也需进一步研究。
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