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多视图偏多标记分类与标记消歧的联合学习

徐远洋ꎬ何志芬ꎬ刘　 彬

(南昌航空大学数学与信息科学学院ꎬ江西 南昌 ３３００６３)

[摘要] 　 多视图偏多标记学习主要处理同时具有多个视图和多个相关标记但标记信息不完全准确的数据. 现有

多视图偏多标记学习方法大多采用两阶段的方式独立进行标记消歧与多标记分类ꎬ其分类性能有待提高. 本文提

出了一种多视图偏多标记分类与标记消歧联合学习( ｊｏｉｎｔ ｌｅａｒｎｉｎｇ ｏｆ ｍｕｌｔｉ￣ｖｉｅｗ ｐａｒｔｉａｌ ｍｕｌｔｉ￣ｌａｂｅｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ
ｌａｂｅｌ ｄｉｓａｍｂｉｇｕａｔｉｏｎꎬＪＬ￣ＭＶＰＭＬ￣ＬＤ)框架. 首先ꎬ对多视图特征进行多核融合并考虑不同视图的重要性ꎻ其次ꎬ自动

挖掘实例相关性和标记相关性ꎬ并利用它们来促进多视图偏多标记分类和标记消歧的联合学习ꎻ最后ꎬ采用交替迭

代方法进行求解. 在 ３ 个数据集上 ２７ 种情况下的实验结果验证了本文方法的有效性.
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多视图多标记学习是机器学习领域的重点研究课题之一ꎬ旨在处理同时具有多个视图特征和多个标

记的数据ꎬ备受研究者的关注ꎬ被广泛应用于图像识别、医学诊断、文本信息标注以及推荐系统等领域ꎬ具
有重要的研究意义. 一种最直接最简单的方法[１－２] 是将样本的所有视图直接拼接后用已有的单视图多标

记学习方法求解ꎬ但该类方法忽略了不同视图自身的独有信息ꎬ模型的分类性能未能达到最优. 有学

者[３－４]通过取均值的方法来融合不同视图的特征ꎬ但该类方法假设所有视图对分类训练的贡献是一样

的. 因此ꎬ如何考虑不同视图在信息表达上的差异性以有效的进行多视图特征融合[５－１６] 是多视图多标记

学习中的一个重要研究内容. 有些学者通过引入一致性学习的思想来进行多视图特征融合. 例如ꎬＬｉｕ
等[５]通过对不同视图的特征空间进行降维以实现特征维度对齐ꎬ并构建亲和矩阵来保持特征在降维后结

构不变ꎻＬｉ 等[６] 采用了 ＲＢＦ 核函数来对齐所有视图ꎬ在学习到的一致性子空间中融合多视图特征ꎻＺｈａｏ
等[７]在矩阵因式分解框架下学习了共享子空间表示并通过引入 Ｈｉｌｂｅｒｔ￣Ｓｃｈｍｉｄｔ 独立性准则来寻求共享表
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示的一致性ꎬ从而保证融合后的特征表示保留实例高相关的信息ꎻＹａｎｇ 等[８] 设计了一种新颖的多粒度跨

模态匹配ꎬ通过学习结构保留匹配表示来应对模态(可看作特殊视图)信息不平衡问题ꎻＹａｎｇ 等[１１]考虑并

行的多模态数据学习不同模态的一致性表示ꎬ通过联合优化一个新设计约束和对抗性损失来跨域转移对

齐知识. 然而ꎬ这些方法大多考虑标记数据是完整的ꎬ在真实世界的场景中ꎬ标注数据通常需要耗费大量

的人力、物力和时间ꎬ特别是在处理大规模数据集时ꎬ对数据进行完全标注变得尤为困难ꎬ经常存在标注不

准确或不一致的情况[１７－２２] . 因此ꎬ如何有效消除噪声标记成为多视图多标记学习的一大挑战.
研究者们提出了多视图偏多标记(ｍｕｌｔｉ￣ｖｉｅｗ ｐａｒｔｉａｌ ｍｕｌｔｉ￣ｌａｂｅｌꎬＭＶＰＭＬ)学习框架. 然而ꎬ现有多视图

偏多标记学习方法大多将标记消歧和多标记分类分开进行ꎬ即两阶段学习法[２３－２８]ꎬ消歧过程大多为从特

征空间提取样本相关信息用于约束标记空间ꎬ从而得到干净标记集ꎬ再基于干净标记集学习多标记分类

器ꎬ以此实现对未知实例分类. 例如ꎬＬｉｕ 等[２３]利用低秩和稀疏分解方案去除标记歧义并引入图拉普拉斯

正则化来约束真实标记ꎻＷａｎｇ 等[２４]基于 ＫＮＮ 的聚合流形结构自适应地融合来自不同视图的特征信息ꎬ
在标记空间中构建特征诱导流形结构ꎬ以实现候选标记消歧ꎻＣｈｅｎ 等[２８]基于数据构造带权有向图通过标

记传播更新标记置信度消除训练标记的歧义. 这类两阶段学习方法由于独立进行标记消歧与多标记分类

过程ꎬ导致在处理过程中信息孤立ꎬ无法充分利用两个任务之间的内在联系. 标记消歧的有效性需要优质

的特征信息来保证ꎬ否则标记消歧阶段可能产生误差并传递到多标记分类过程ꎬ使得误差的传递与累积降

低整个学习系统的准确性和鲁棒性. 因此ꎬ有学者们考虑将标记消歧与多视图多标记分类整合到一个统

一框架中ꎬ利用两个任务之间的相互依赖关系消除消歧可能产生的误差以及提高分类的精准度. 例如ꎬＸｕ
等[２９]通过引入基于图融合的特征空间拓扑结构来联合学习预测模型和错误标记模型ꎻＹｕａｎ 等[３０]将多视

图信息检测、高质标记选择和多标记预测模型学习结合到一个统一的优化模型中. 上述方法对特征空间

信息的挖掘不足. 为此ꎬ本文提出一种多视图偏多标记分类与标记消歧联合学习( ｊｏｉｎｔ ｌｅａｒｎｉｎｇ ｏｆ ｍｕｌｔｉ￣
ｖｉｅｗ ｐａｒｔｉａｌ ｍｕｌｔｉ￣ｌａｂｅｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ ｌａｂｅｌ ｄｉｓａｍｂｉｇｕａｔｉｏｎꎬＪＬ￣ＭＶＰＭＬ￣ＬＤ)的学习框架. 首先ꎬ将样本的原

始特征投影到一个核空间来实现不同视图的维度对齐以解决由视图维度不同导致的视图间信息无法学习

的问题ꎬ并考虑不同视图的贡献差异ꎻ其次ꎬ引入标记相关性矩阵和实例相关性矩阵ꎬ构建多视图偏多标记

分类和标记消歧的联合学习模型ꎬ使得标记消歧与多标记分类协同训练、相互促进ꎻ最后ꎬ考虑每个实例的

相似实例应该是稀少的ꎬ对学习到的实例相关性矩阵施加 Ｌ１ 正则化约束从而保证其稀疏性ꎬ并引入

Ｆｒｏｂｅｎｉｕｓ 范数作为正则化项以防止模型过拟合.
本文主要贡献:
(１)提出了一个利用实例相关性和标记相关性来实现标记消歧和多视图偏多标记学习的联合学习

框架ꎻ
(２)多个视图的贡献程度、实例相关性和标记相关性矩阵通过学习得到ꎻ
(３)在 ３ 个数据集的 ２７ 种偏多标记设置下的实验结果验证了本文方法的有效性.

１　 多视图偏多标记分类与标记消歧联合学习(ＪＬ￣ＭＶＰＭＬ￣ＬＤ)
１.１　 符号定义

为方便起见ꎬ令 Ｄ＝{(ｘｉꎬＹｉ)} ｎ
ｉ＝１表示多视图多标记数据集ꎬ其中 ｎ 和 Ｖ 分别为实例和视图个数ꎬｘｉ ＝

(ｘ１
ｉ ꎬｘ２

ｉ ꎬ􀆺ꎬｘＶ
ｉ )∈Ｒｄ 表示第 ｉ 个实例的特征向量ꎬｘｖ

ｉ ∈Ｒｄｖ表示第 ｉ 个实例在第 ｖ 个视图下的特征向量且维

度为 ｄｖꎬｄ＝ ∑
Ｖ

ｖ ＝ １
ｄｖ 表示特征空间的维度ꎬＹ ｉ∈{０ꎬ１} Ｌ 为实例 ｘｉ 的标记向量ꎬＬ 表示类标记个数. 对于 Ｙ∈

Ｒｎ×Ｌꎬ在偏多标记情况下ꎬＹ ｉｌ ＝ ０　 ( ｌ＝ １ꎬ２ꎬ􀆺ꎬＬ)表示第 ｌ 个标记是实例 ｘｉ 的一个无关标记ꎬＹ ｉｌ ＝ １　 ( ｌ＝ １ꎬ
２ꎬ􀆺ꎬＬ)表示第 ｌ 个标记可能是实例 ｘｉ 的一个相关标记也可能是一个噪声标记.
１.２　 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 模型构建

首先ꎬ为每一个视图单独训练一个分类器 ｆｖ(ｘ)再对分类结果进行加权融合. 对于未知实例 ｘꎬ其预测

结果为:

ｆ(ｘ)＝ ∑
Ｖ

ｖ ＝ １
θｖ ｆｖ(ｘ)ꎬ (１)

—５７—
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通过最小化如下优化函数来学习分类器:

ｍｉｎ
Ｗｖꎬｂｖꎬθｖ

Ｙ － ∑
Ｖ

ｖ ＝ １
θｖ(ＸｖＷｖ ＋ １ｂｖ)

２

Ｆ
＋λ１‖Ｗｖ‖２

Ｆ (２)

式中ꎬθｖ 表示第 ｖ 个视图对应的权重值ꎬ用来权衡不同视图在分类过程中的重要程度ꎬｆｖ(ｘ)＝ ＸｖＷｖ ＋１ｂｖ

表示第 ｖ 个视图的分类器ꎬＷｖ∈Ｒｄｖ×Ｌ表示第 ｖ 个视图的权重矩阵ꎬｂｖ∈Ｒ１×Ｌ表示第 ｖ 个视图的偏差ꎬ１∈Ｒｎ×１

为一个值全为 １ 的 ｎ 维向量ꎬλ１ 为平衡参数.
该类方法独立地为每个视图训练一个分类器ꎬ忽略了视图之间的互补性ꎬ且假设数据是线性可分

的. 为此ꎬ本文引入核函数来实现多视图数据的融合ꎬ令 Ｋ(ｘꎬｙ)＝ [ϕ(ｘ)ꎬϕ(ｙ)]ꎬ其中 ϕ(ｘ)是将输入样

本 ｘ 从原始空间映射到高维特征空间的映射函数ꎬ则式(２)可以表示为:
ｍｉｎ
Ａꎬｂꎬθｖ

‖Ｙ－(ＫＡ＋１ｂ)‖２
Ｆ＋λ１ ｔｒ(ＡＴＫＡ)ꎬ (３)

式中ꎬＫ＝ ∑
Ｖ

ｖ ＝ １
θｖＫｖ∈Ｒｎ×ｎꎬＡ∈Ｒｎ×ｎꎬｂ∈Ｒ１×Ｌ .

其次ꎬ标记相关性在多标记学习中具有至关重要的作用[２７－２８ꎬ３１] . 为此ꎬ本文引入标记相关性矩阵 Ｓꎬ其
中 Ｓｉｊ描述标记 ｉ 与标记 ｊ 之间的相关程度. 在多视图多标记学习和标记消歧的过程中同时学习并优化标

记相关性矩阵ꎬ这样可以保证标记相关性的学习未使用噪声标记集从而避免假阳性标记带来的影响ꎬ由此

得到的模型如下:
ｍｉｎ

ＡꎬｂꎬθｖꎬＳ
‖Ｆ－(ＫＡ＋１ｂ)Ｓ‖２

Ｆ＋λ１ ｔｒ(ＡＴＫＡ)ꎬ (４)

式中ꎬＦ 为上一轮迭代的预测标记集且初始值为 Ｙ.
为了解决初次迭代时从含噪标记集中学习带来的误差ꎬ本文在特征空间和标记空间中通过加权重构

的方式学习实例间潜在的相关性ꎬ并假设实例越相似则相应的标记集也越相似ꎬ实例相关性矩阵约束分类

器训练过程对相关实例的预测应高度相似. 两个实例在不同视图下的相似程度是一致的ꎬ但不同视图由

于包含的信息量不同导致其在相关性学习过程的贡献不同而需被赋予不同的权重. 为此ꎬ优化函数表示

如下:

ｍｉｎ
Ｚ０

λ２ ∑
Ｖ

ｖ ＝ １
βｖ‖ϕ(Ｘｖ)－ϕ(Ｘｖ)Ｚ０‖２

Ｆ＋λ４‖((ＫＡ＋１ｂ)Ｓ) Ｔ－((ＫＡ＋１ｂ)Ｓ) ＴＺ０‖２
Ｆ (５)

然而ꎬ在多数情况下ꎬ每个实例仅与极少数相似实例高度相关ꎬ而这些高度相关的相似实例往往包含

大量与之相关的共享信息. 这意味着ꎬ对于每个特定实例而言ꎬ仅通过少数几个高度相关的相似实例就足

以实现其有效的重构. 这种做法不仅合理ꎬ而且能够大幅度降低模型的计算需求. 为此ꎬ对实例相关性矩

阵 Ｚ０ 进行 Ｌ１ 范数正则化约束. 式(５)进一步表示为:

ｍｉｎ
Ｚ０

λ２ ∑
Ｖ

ｖ ＝ １
βｖ‖ϕ(Ｘｖ)－ϕ(Ｘｖ)Ｚ０‖２

Ｆ＋λ３‖Ｚ０‖１＋λ４‖((ＫＡ＋１ｂ)Ｓ) Ｔ－((ＫＡ＋１ｂ)Ｓ) ＴＺ０‖２
Ｆꎬ (６)

最后ꎬ本文提出的多视图偏多标记分类和标记消歧模型如下:

ｍｉｎ‖Ｆ － (ＫＡ ＋ １ｂ)Ｓ‖２
Ｆ ＋ λ １ ｔｒ(ＡＴＫＡ) ＋ λ ２∑

Ｖ

ｖ ＝ １
β ｖ‖ϕ(Ｘｖ) － φ(Ｘｖ)Ｚ０‖２

Ｆ ＋ λ ３‖Ｚ０‖１ ＋

　 λ ４‖((ＫＡ ＋ １ｂ)Ｓ) Ｔ － ((ＫＡ ＋ １ｂ)Ｓ) ＴＺ０‖２
Ｆꎬ

ｓ.ｔ. β ｖ ≥ ０ꎬ∑
Ｖ

ｖ ＝ １
(β ｖ) ｒ ＝ １

θ ｖ ≥ ０ꎬ∑
Ｖ

ｖ ＝ １
θ ｖ ＝ １

ｄｉａｇ(Ｓ) ＝ １
ｄｉａｇ(Ｚ０) ＝ ０ꎬＺ０ ≥ ０

(７)

式中ꎬＫ＝ ∑
Ｖ

ｖ ＝ １
θｖＫｖ∈Ｒｎ×ｎꎬＡ∈Ｒｎ×Ｌꎬｂ∈Ｒ１×Ｌ .

１.３　 模型优化过程

由于优化问题(７)不是凸函数ꎬ难以直接求解. 故本文采用了交替最小化策略ꎬ即在固定其他变量的

—６７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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同时交替优化一个变量.
１.３.１　 更新 Ａ 和 ｂ

固定 Ｚ０ꎬβｖꎬθｖꎬＳꎬ式(７)的优化问题可推导为:
ｍｉｎ
Ａꎬｂ

‖Ｆ－(ＫＡ＋１ｂ)Ｓ‖２
Ｆ＋λ１ ｔｒ(ＡＴＫＡ)＋λ４‖((ＫＡ＋１ｂ)Ｓ) Ｔ－((ＫＡ＋１ｂ)Ｓ) ＴＺ０‖２

Ｆꎬ (８)

不妨设 􀭾Ｋ＝
Ｋ ０
０ ０

æ

è
ç

ö

ø
÷ ∈Ｒ(ｎ＋１)×(ｎ＋１)ꎬＫ＝(Ｋ　 １)∈Ｒｎ×(ｎ＋１)ꎬＡ＝

Ａ
ｂ

æ

è
ç

ö

ø
÷ ∈Ｒ(ｎ＋１)×Ｌꎬ则式(８)可以被改写为:

ｍｉｎ
Ａ

‖Ｆ－ＫＡＳ‖２
Ｆ＋λ１ ｔｒ(ＡＴ􀭾ＫＡ)＋λ４‖(ＫＡＳ) Ｔ－(ＫＡＳ) ＴＺ０‖２

Ｆ . (９)

式(９)关于 Ａ 求导并令其等于 ０ 推导出下式:
λ１[ＫＴＫ＋λ４ＫＴ(Ｉ－Ｚ０)(Ｉ－Ｚ０) ＴＫ] －１􀭾ＫＡ＋ＡＳＳＴ－[ＫＴＫ＋λ４ＫＴ(Ｉ－Ｚ０)(Ｉ－Ｚ０) ＴＫ] －１ＫＴＦＳＴ ＝ ０. (１０)

１.３.２　 更新 Ｓ
固定 Ｚ０ꎬβｖꎬθｖꎬＡꎬｂꎬ更新 Ｓ 的优化问题为:

ｍｉｎ
Ｓ

‖Ｆ－ＫＡＳ‖２
Ｆ＋λ４‖(ＫＡＳ) Ｔ(Ｉ－Ｚ０)‖２

Ｆꎬ

ｓ.ｔ. ｄｉａｇ(Ｓ)＝ １.
(１１)

将式(１１)关于 Ｓ 的列向量展开得到下式:
ｍｉｎ
ｓｑ

‖Ｆ􀅰ｑ－ＫＡｓｑ‖２
Ｆ＋λ４‖(ＫＡｓｑ) Ｔ(Ｉ－Ｚ０)‖２

Ｆꎬ

ｓ.ｔ. ｓｑｑ ＝ １ꎬ
(１２)

式中ꎬＦ􀅰ｑ为 Ｆ 的第 ｑ 列. 对上式关于 ｓｑ 求导并令值为 ０ 可得:
ＡＴＫＴ((λ４＋１)Ｉ－２Ｚ０－Ｚ０(Ｚ０) Ｔ)ＫＡｓｑ－ＡＴＫＴＦ􀅰ｑ ＝ ０. (１３)

１.３.３　 更新 θｖ

固定 Ｚ０ꎬβｖꎬＳꎬＡꎬｂꎬ更新 θｖ 的优化问题为:

　
ｍｉｎ
θｖ

Ｆ － ∑
Ｖ

ｖ ＝ １
(θｖＫｖＡ ＋ １ｂ)Ｓ

２

Ｆ
＋ λ １ ｔｒ ＡＴ∑

Ｖ

ｖ ＝ １
(θ ｖＫｖ)Ａ( ) ＋ λ ４ ∑

Ｖ

ｖ ＝ １
(θｖＫｖＡ ＋ １ｂ)Ｓ( )

Ｔ
(Ｉ － Ｚ０)

２

Ｆ
ꎬ

ｓ.ｔ. θ ｖ ≥ ０ꎬ∑
Ｖ

ｖ ＝ １
θ ｖ ＝ １.

(１４)

进一步表示为:
ｍｉｎ

θ
θＴＨθ＋θＴｈ

ｓ.ｔ. θｖ≥０ꎬ∑
Ｖ

ｖ ＝ １
θｖ ＝ １ꎬ

(１５)

式中ꎬθ＝(θ１ꎬθ２ꎬ􀆺ꎬθｖ) ＴꎬＨ∈ＲＶ×ＶꎬＨｉｊ ＝ ｔｒ(ＳＴＡＴ(Ｋｉ) Ｔ(Ｋｊ)ＡＳ＋λ４ＳＴＡＴ(Ｋｉ) Ｔ(Ｉ－Ｚ０)( Ｉ－Ｚ０) Ｔ(Ｋｊ)ＡＳ)ꎬｈ∈
Ｒ１×Ｖꎬｈｖ ＝ ｔｒ(－２ＳＴＡＴ(Ｋｖ) Ｔ(Ｆ－１ｂＳ)＋ＳＴＡＴ(Ｋｖ) Ｔ(Ｉ－Ｚ０) Ｔ(Ｉ－Ｚ０)１ｂＳ＋λ１ＡＴＫｖＡ) .

１.３.４　 更新 Ｚ０

固定 βｖꎬθｖꎬＳꎬＡꎬｂꎬ更新 Ｚ０ 的优化问题为:

ｍｉｎ
Ｚ０

λ ２∑
Ｖ

ｖ ＝ １
β ｖ‖ϕ(Ｘｖ)Ｚ０ － ϕ(Ｘｖ)‖２

Ｆ ＋ λ ３‖Ｚ０‖１ ＋ λ ４‖(ＫＡＳ) Ｔ － (ＫＡＳ) ＴＺ０‖２
Ｆꎬ

ｓ.ｔ. ｄｉａｇ(Ｚ０) ＝ ０ꎬＺ０ ≥ ０ꎬ
(１６)

式中ꎬｇ(Ｚ０)＝ λ２∑
Ｖ

ｖ ＝ １
βｖ‖ϕ(Ｘｖ)Ｚ０－ϕ(Ｘｖ)‖２

Ｆ＋λ４‖(ＫＡＳ) Ｔ－(ＫＡＳ) ＴＺ０‖２
Ｆ 是凸函数ꎬ故采取梯度下降法

来进行优化求解ꎬ求得其梯度如下:

∇Ｚ０ｇ(Ｚ０)＝ ２ λ ２∑
Ｖ

ｖ ＝ １
β ｖＫｖ ＋ λ ４(ＫＡＳ)(ＫＡＳ) Ｔ( ) Ｚ０＋２λ２ ∑

Ｖ

ｖ ＝ １
βｖＫｖ－２λ４(ＫＡＳ)(ＫＡＳ) Ｔ . (１７)

１.３.５　 更新 βｖ

固定 Ｚ０ꎬθｖꎬＳꎬＡꎬｂꎬ更新 βｖ 的优化问题为:
—７７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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ｍｉｎ
β ｖ

λ ２∑
Ｖ

ｖ ＝ １
β ｖ‖ϕ(Ｘｖ)Ｚ０ － ϕ(Ｘｖ)‖２

Ｆꎬ

ｓ.ｔ. β ｖ ≥ ０ꎬ∑
Ｖ

ｖ ＝ １
(β ｖ) ｒ ＝ １.

(１８)

βｖ 可以被直接求解得到:

βｖ ＝ (􀭹ｈｖ)
１

ｒ－１

∑
Ｖ

ｖ ＝ １
(􀭹ｈｖ)

ｒ
ｒ－１( )

ｒ
. (１９)

式中ꎬ􀭹ｈｖ ＝ ｔｒ(( Ｉ－Ｚ０) ＴＫｖ(Ｉ－Ｚ０)) .
最后ꎬ算法 １ 总结了本文提出的 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 方法的优化过程.

算法 １　 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 的优化过程

Ａｌｇｏｒｉｔｈｍ １　 Ｏｐｔｉｍｉｚａｔｉｏｎ ｐｒｏｃｅｓｓ ｆｏｒ ＪＬ￣ＭＶＰＭＬ￣ＬＤ

输入:{Ｘｖ} Ｖ
ｖ＝ １:带有 Ｖ 个视图的 ｎ 个训练实例

Ｙ:ｎ 个训练实例对应的含噪标记矩阵

λ１ꎬλ２ꎬλ３ꎬλ４:正则化参数

Ｔ:迭代的最大周期数

输出:ＡꎬｂꎬＳꎬθ

过程:１:初始化:Ｓ 初始化为单位矩阵 Ｉꎬθ 初始化为
ｏｎｅｓ(Ｖꎬ１)

Ｖ
ꎬＦ 初始化为 Ｙ

２:为每个视图选择核函数 ｋｖ(􀅰ꎬ􀅰)ꎬ并计算每个视图的核矩阵 Ｋｖ

３:迭代

４:　 基于式(１０)更新 Ａ 和 ｂ
５:　 基于式(１３)更新 Ｓ
６:　 基于式(１５)更新 θ
７:　 基于式(１７)更新 Ｚ０

８:　 基于式(１９)更新 βｖ

９:直到收敛或到达最大周期 Ｔ

２　 对比试验设置以及结果分析

２.１　 对比试验设置

２.１.１　 数据集

表 １ 中总结了本文所用的实验数据集ꎬ其中 ｜ Ｓ ｜为示例数、Ｖ(Ｓ)为视图数、Ｖ Ｄｉｍ(Ｓ)为每个视图的维

度、ＣＬ(Ｓ)为类标记数. Ｈｕｍａｎ 和 ｐｌａｎｔ 包括 ３ 种视图ꎬ即 ａｍｉｎｏ ａｃｉｄｓ(共 ２０ 个特征)、ｐｓｅｕｄｏ ａｍｉｎｏ ａｃｉｄｓ
(共 ２０ 个特征)和 ｄｉｐｅｐｔｉｄｅ ｃｏｍｐｏｓｉｔｉｏｎｓ(４００ 个特征):ｙｅａｓｔ 具有两种不同视图ꎬ即基因表达(共 ７９ 个特

征)和基因的系统发育概况(共 ２４ 个特征) . 另外ꎬ本文遵循广泛使用的标记噪声引入方法来生成多视图

偏多标记实例.
表 １　 数据集设置

Ｔａｂｌｅ １　 Ｄａｔａ ｓｅｔ ｓｅｔｔｉｎｇｓ

数据集 ｜ Ｓ ｜ Ｖ(Ｓ) Ｖ Ｄｉｍ(Ｓ) ＣＬ(Ｓ) 控制参数

Ｈｕｍａｎ
Ｐｌａｎｔ
ｙｅａｓｔ

３ １０６
９７８

２ ４１７

３
３
２

２０ / ２０ / ４００
２０ / ２０ / ４００

２４ / ７９

１４
１２
１４

ｐ∈{０.３ꎬ０.５ꎬ０.７}ꎬｒ∈{１ꎬ２ꎬ３}

　 　 如表 １ 中所述ꎬｐ∈(０ꎬ１)与 ｒ∈Ｎ 为多视图偏多标记实例生成过程的两个控制参数ꎬ分别控制生成的

多视图偏多标记实例中具有假阳性标记的实例比例和候选标记集中假阳性标记数量. 给定一个带有真实

标记的多视图多标记训练集{ｘｉꎬ􀭹Ｙｉ} ｎ
ｉ＝１ꎬ随机选取其中 ｎ×ｐ 个实例作为多视图偏多标记实例ꎬ从其候选标

—８７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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记集中随机选择 ｒ 个负标记 Δｒ⊆Ｙｉ /􀭹Ｙｉ(若候选标记集中负标记个数小于 ｒ 则直接全选)转变为正标记ꎬ即
􀭵Ｙｉ ＝Δｒ∪􀭹Ｙ.

本文考虑了 ９ 种不同的控制参数设置ꎬ包括 ｐ∈{０.３ꎬ０.５ꎬ０.７}ꎬｒ∈{１ꎬ２ꎬ３} .
２.１.２　 对比方法

为验证 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 的有效性ꎬ本文将提出的 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 方法与以下最新的方法进行比较ꎬ
其中ꎬ

ＰＡＲＴＩＣＬＥ[２４]:一种两阶段偏多标记学习方法ꎬ该方法通过迭代标记传播候选标记集的标记置信度ꎬ
利用高置信度的可信标记通过成对标记排序和标记分割(ＶＬＳ)或最大后验(ＭＡＰ)推理进行模型归纳ꎬ根
据使用的是虚拟标记分割还是最大后验推理分为 ＰＡＲＴＩＣＬＥ￣ＶＬＳ 与 ＰＡＲＴＩＣＬＥ￣ＭＡＰ 两个模型ꎬ参数设置

为[ｋ＝ １０ꎬａｌｐｈａ＝ ０.９６ꎬｔｈｒｅｓｈｏｌｄ＝ ０.９]ꎻ
ＰＡＭＢ[２３]:采用了广泛使用的纠错输出代码(ＥＣＯＣ)技术ꎬ将偏多标记学习问题转化为若干二值学习

问题ꎬ参数设置为[ ｔｈｒｅｓｈｏｌｄ＝ ０.０１×ｎꎬＣｏｄｅ ｗｏｒｄ Ｌｅｎｇｔｈ＝ １００×ｌｏｇ２ｎꎬｇａｍｍａ＝ １]ꎻ
ＬＳＮＲＬＳ[２５]:提出了一种用于偏多标记方法学习的方法ꎬ考虑特征和标记之间所有 ３ 种相关性的同

时ꎬ消歧候选标记并学习特定于标记的特征ꎬ参数设置为[ ｔｈｒｅｓｈｏｌｄ＝ ０.１ꎬｒａｔｅ＝ ０.１ꎬｋ＝ ８ꎬａｌｐｈａ＝ ０.９５]ꎻ
ＦＩＭＡＮ[２０]:一种利用多视图特征表示处理嘈杂标记信息的多视图偏多标记学习方法ꎬ提取来自不同

视图特征的亲和信息自适应融合生成聚合流形结构ꎬ将其作用于候选标记集中实现消歧ꎬ消歧后标记集用

于训练多视图多标记分类器ꎬ参数设置为[ｋ＝ １０ꎬｅｔａ＝ １ꎬｔｈｒｅｓｈｏｌｄ１＝ ０.４ꎬｔｈｒｅｓｈｏｌｄ２＝ ０.６]ꎻ
对比方法都选用对应论文中给出的最优参数ꎬ本文提出的 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 方法的 ４ 个参数 λ１ꎬλ２ꎬλ３ꎬ

λ４ 的取值范围分别为:λ１ ＝ １ꎬλ２∈{２ｉ} １０
ｉ＝０ꎬλ３∈{０.１ꎬ０.２ꎬ􀆺ꎬ１}ꎬλ４∈{２ｉ} ６

ｉ＝－３ . 由于 ＰＡＲＴＩＣＬＥ、ＰＡＭＢ 和

ＬＳＮＲＬＳ 为 ３ 种偏多标记学习方法无法直接使用多视图偏多标记数据集ꎬ因此在模型训练之前需将多视

图实例转换为单视图实例ꎬ具体方法为将每个实例的不同视图特征向量依次拼接为一个单视图特征向量.
为了对所有训练得到的多标记分类模型进行性能评估ꎬ本文选取了 ３ 种流行的多标记学习指标作为

评价准则ꎬ包括 ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎꎬＡＵＣ 和 ｒａｎｋｉｎｇ ｌｏｓｓ. 对于前两个指标ꎬ指标值越大ꎬ模型的性能就越

好. 对于最后一个指标ꎬ指标值越小ꎬ模型的性能越好. 所有评估指标的值都被归一化为[０ꎬ１] .
２.２　 结果分析

本文随机选取 ８０％数据集作为训练集ꎬ剩余 ２０％数据集作为测试集ꎬ重复 １０ 次ꎬｐ ＝ {０.３ꎬ０.５ꎬ０.７}与
ｒ＝{１ꎬ２ꎬ３}两个参数分别控制随机生成的多视图偏多标记数据集中具有假阳性标记的数据比例和对应候

选标记集中假阳性标记的个数. 表 ２、３、４ 分别给出了在 ３ 个数据集上各对比方法的 ３ 个标记学习指标上

１０ 次结果的平均值和标准差ꎬ最优结果加粗显示.
从表 ２、３、４ 中可以发现ꎬ随着训练集中具有假阳性标记的数据比例以及对应候选标记集中假阳性标

记个数的增加ꎬ模型的性能都由于学习难度的增加存在着一定的下降. 但是 ＪＬ￣ＭＶＰＭＬ￣ＬＤ 在所有 ｐ 和 ｒ
设置下的 Ｈｕｍａｎ 和 ｙｅａｓｔ 数据集上的 ３ 个评价指标上的都排第一ꎬ在 Ｐｌａｎｔ 数据集上的 ３ 个评价指标上多

大也排第一名. 由此可见ꎬＪＬ￣ＭＶＰＭＬ￣ＬＤ 处理多视图偏多标记数据集相比所有对比方法有着显著的优

势. 如表 ２ 所示ꎬ本文提出的方法是唯一一个 Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ 值超过 ０.６ 的ꎬ相比同为多视图偏多标记学

习方法的 ＦＩＭＡＮ 提高了 ９.６％. 通过分析各数据集上不同方法的 Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ 值ꎬ发现多视图偏多标

记学习方法受具有假阳性标记数据比例以及对应候选标记集中假阳性标记个数的影响较小ꎬ且总能保持

着较高的性能ꎬ而偏多标记学习方法由于没有有效提取多视图信息辅助模型分类器的学习而获得较低的

结果. 据此可以推断ꎬ有效的提取多视图信息是有助于提高多视图偏多标记学习模型的性能. ＬＳＮＲＬＳ 考

虑了特征空间与标记空间存在的 ３ 种相关性ꎬ其在 ３ 个评价指标上的结果也远优于其余偏多标记学习方

法. 在 Ｒａｎｋｉｎｇ Ｌｏｓｓ 上ꎬＪＬ￣ＭＶＰＭＬ￣ＬＤ 相较于 ＦＩＭＡＮ 下降了 ２６.２％. 从表 ２、３、４ 中可以发现ꎬ两阶段方法

的 ＦＩＭＡＮ 没有有效挖掘标记空间与特征空间之间的信息ꎬ其在 ３ 个数据集上的 ＡＵＣ 值都普遍偏低. 与之

相反ꎬＪＬ￣ＭＶＰＭＬ￣ＬＤ 的 ＡＵＣ 值较高并大多位于第一名ꎬ这也验证了提取的实例相关性能够有效的协助标

记消歧以及优化分类器. 因此ꎬ２７ 种情况下的实验结果验证了本文方法在多视图偏多标记学习上的有

效性.

—９７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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表 ２　 Ｈｕｍａｎ 数据集上各对比方法在 ３ 个评价准则上的结果

Ｔａｂｌｅ ２　 Ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ Ｈｕｍａｎ ｄａｔａｓｅｔ ｉｎ ｔｅｒｍｓ ｏｆ ３ ｅｖａｌｕａｔｉｏｎ ｃｒｉｔｅｒｉａ

ＦＩＭＡＮ ＬＳＮＲＬＳ ＰＡＭＢ ＰＡＲＴＩＣＬＥ￣ＭＡＰ ＰＡＲＴＩＣＬＥ￣ＶＬＳ ＯＵＲＳ

Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ(↑)
ｐ＝ ０.３ꎬｒ＝ １ ０.５８５±０.０２２ ０.５８０±０.０３４ ０.５６２±０.０２８ ０.５１８±０.０４５ ０.５１０±０.０５５ ０.６４１±０.０３８
ｐ＝ ０.３ꎬｒ＝ ２ ０.５７７±０.０２１ ０.５８３±０.０４４ ０.５７７±０.０２１ ０.５１３±０.０４１ ０.５００±０.０５９ ０.６４１±０.０３３
ｐ＝ ０.３ꎬｒ＝ ３ ０.５７５±０.０２１ ０.５７７±０.０３４ ０.５４９±０.０２４ ０.５１１±０.０４１ ０.５０４±０.０４７ ０.６３７±０.０３９
ｐ＝ ０.５ꎬｒ＝ １ ０.５７５±０.０１８ ０.５７２±０.０３１ ０.５６７±０.０４１ ０.５１５±０.０３７ ０.５１１±０.０６８ ０.６４３±０.０３５
ｐ＝ ０.５ꎬｒ＝ ２ ０.５６６±０.０２１ ０.５７８±０.０２９ ０.５６４±０.０３８ ０.５１３±０.０５１ ０.５０９±０.０４３ ０.６３６±０.０３２
ｐ＝ ０.５ꎬｒ＝ ３ ０.５５６±０.０１７ ０.５５３±０.０５５ ０.５５９±０.０５３ ０.５０３±０.０４３ ０.４９５±０.０５４ ０.６３７±０.０４４
ｐ＝ ０.７ꎬｒ＝ １ ０.５６７±０.０１９ ０.５８０±０.０２８ ０.５６７±０.０２８ ０.５１４±０.０３４ ０.５０７±０.０５４ ０.６４０±０.０２７
ｐ＝ ０.７ꎬｒ＝ ２ ０.５４９±０.０２５ ０.５６２±０.０６６ ０.５６４±０.０３０ ０.５０４±０.０３９ ０.５０１±０.０３７ ０.６３５±０.０３４
ｐ＝ ０.７ꎬｒ＝ ３ ０.５３６±０.０１８ ０.５４２±０.０６７ ０.５５７±０.０５０ ０.４７５±０.０６１ ０.４８４±０.０６８ ０.６２４±０.０３６

ＡＵＣ(↑)
ｐ＝ ０.３ꎬｒ＝ １ ０.６６０±０.０１４ ０.８５２±０.０３３ ０.８５３±０.０２１ ０.８４２±０.０１９ ０.８２６±０.０２８ ０.８８０±０.０１６
ｐ＝ ０.３ꎬｒ＝ ２ ０.６５９±０.０１３ ０.８４９±０.０５２ ０.６５９±０.０１３ ０.８３９±０.０２１ ０.８２３±０.０２９ ０.８８２±０.０１４
ｐ＝ ０.３ꎬｒ＝ ３ ０.６５６±０.０１２ ０.８５１±０.０１９ ０.８０９±０.０２４ ０.８３２±０.０１７ ０.８１５±０.０２７ ０.８８２±０.０１７
ｐ＝ ０.５ꎬｒ＝ １ ０.６５８±０.０１１ ０.８５２±０.０１５ ０.８６２±０.０２５ ０.８４０±０.０１６ ０.８２６±０.０３１ ０.８８４±０.０１５
ｐ＝ ０.５ꎬｒ＝ ２ ０.６５３±０.０１９ ０.８５０±０.０１９ ０.８５１±０.０２７ ０.８３２±０.０２５ ０.８１４±０.０２９ ０.８８３±０.０１３
ｐ＝ ０.５ꎬｒ＝ ３ ０.６４４±０.０１２ ０.８２３±０.０７３ ０.８３１±０.０４９ ０.８２６±０.０１７ ０.７８４±０.０２９ ０.８７９±０.０２６
ｐ＝ ０.７ꎬｒ＝ １ ０.６５１±０.０１０ ０.８５３±０.０２３ ０.８５７±０.０２９ ０.８３７±０.０１８ ０.８２３±０.０２２ ０.８８２±０.０１８
ｐ＝ ０.７ꎬｒ＝ ２ ０.６４２±０.０１３ ０.８３７±０.１０１ ０.８５７±０.０２１ ０.８２６±０.０２８ ０.８０６±０.０３１ ０.８７８±０.０１６
ｐ＝ ０.７ꎬｒ＝ ３ ０.６３４±０.０１３ ０.８１３±０.０６６ ０.８４４±０.０２７ ０.８０４±０.０３３ ０.７７０±０.０２７ ０.８７４±０.０１９

Ｒａｎｋｉｎｇ Ｌｏｓｓ(↓)
ｐ＝ ０.３ꎬｒ＝ １ ０.１９１±０.０１７ ０.１７６±０.０３２ ０.１７９±０.０２１ ０.１９６±０.０２０ ０.２３３±０.０３６ ０.１４１±０.０１８
ｐ＝ ０.３ꎬｒ＝ ２ ０.１９４±０.０１４ ０.１７７±０.０４８ ０.１９４±０.０１４ ０.１９９±０.０２６ ０.２３７±０.０４０ ０.１４０±０.０１７
ｐ＝ ０.３ꎬｒ＝ ３ ０.１９７±０.０１３ ０.１７８±０.０１９ ０.２１８±０.０２９ ０.２０６±０.０２２ ０.２４２±０.０３０ ０.１４０±０.０２０
ｐ＝ ０.５ꎬｒ＝ １ ０.１９６±０.０１１ ０.１７８±０.０１８ ０.１６９±０.０２７ ０.１９８±０.０２２ ０.２３２±０.０４０ ０.１３８±０.０１８
ｐ＝ ０.５ꎬｒ＝ ２ ０.２０５±０.０１２ ０.１７８±０.０２０ ０.１７９±０.０２７ ０.２０５±０.０２７ ０.２４２±０.０２５ ０.１３９±０.０１３
ｐ＝ ０.５ꎬｒ＝ ３ ０.２１６±０.０１８ ０.２０６±０.０７５ ０.１９７±０.０５２ ０.２１３±０.０２３ ０.２７６±０.０２６ ０.１４３±０.０２８
ｐ＝ ０.７ꎬｒ＝ １ ０.２０４±０.０１１ ０.１７５±０.０２４ ０.１７４±０.０２９ ０.２０１±０.０２１ ０.２３６±０.０２６ ０.１４０±０.０２０
ｐ＝ ０.７ꎬｒ＝ ２ ０.２１９±０.０１７ ０.１９１±０.０９４ ０.１７３±０.０２２ ０.２１４±０.０３２ ０.２５３±０.０２８ ０.１４４±０.０１９
ｐ＝ ０.７ꎬｒ＝ ３ ０.２２９±０.０１５ ０.２１５±０.０６４ ０.１８５±０.０３０ ０.２３７±０.０３８ ０.２９２±０.０３３ ０.１４９±０.０１８

表 ３　 Ｐｌａｎｔ 数据集上各对比方法在 ３ 个评价准则上的结果

Ｔａｂｌｅ ３　 Ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｃｏｍｐａｒｉｓｏｎ ｍｅｔｈｏｄ ｏｎ ｔｈｅ Ｐｌａｎｔ ｄａｔａｓｅｔ ｉｎ ｔｅｒｍｓ ｏｆ ３ ｅｖａｌｕａｔｉｏｎ ｃｒｉｔｅｒｉａ

ＦＩＭＡＮ ＬＳＮＲＬＳ ＰＡＭＢ ＰＡＲＴＩＣＬＥ￣ＭＡＰ ＰＡＲＴＩＣＬＥ￣ＶＬＳ ＯＵＲＳ

Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ(↑)
ｐ＝ ０.３ꎬｒ＝ １ ０.５１０±０.０３８ ０.５９０±０.０２９ ０.５２０±０.０２９ ０.４７３±０.０３９ ０.４７９±０.０５４ ０.６１８±０.０２１
ｐ＝ ０.３ꎬｒ＝ ２ ０.５００±０.０３５ ０.５８３±０.０２７ ０.５１８±０.０２７ ０.４８５±０.０３８ ０.４７５±０.０７１ ０.６２１±０.０２４
ｐ＝ ０.３ꎬｒ＝ ３ ０.４９５±０.０３０ ０.５７１±０.０４３ ０.５１１±０.０４０ ０.４７８±０.０６０ ０.４７３±０.１００ ０.６１６±０.０１４
ｐ＝ ０.５ꎬｒ＝ １ ０.４９５±０.０３２ ０.５８５±０.０２８ ０.５１６±０.０２５ ０.４８６±０.０７１ ０.４７９±０.０６２ ０.６０５±０.０４１
ｐ＝ ０.５ꎬｒ＝ ２ ０.４７２±０.０２７ ０.５８４±０.０３６ ０.５１２±０.０２３ ０.４７３±０.０４７ ０.４７９±０.０７５ ０.５９７±０.０３３
ｐ＝ ０.５ꎬｒ＝ ３ ０.４７５±０.０４１ ０.５７６±０.０５５ ０.５１４±０.０３１ ０.４６１±０.０６６ ０.４６３±０.０６４ ０.５８１±０.０２９
ｐ＝ ０.７ꎬｒ＝ １ ０.４８４±０.０４４ ０.５６９±０.１２８ ０.５１８±０.０２７ ０.４７６±０.０５７ ０.４８０±０.０８０ ０.６０２±０.０３１
ｐ＝ ０.７ꎬｒ＝ ２ ０.４５２±０.０１７ ０.５６９±０.０４２ ０.５１４±０.０２９ ０.４６５±０.０６１ ０.４６６±０.０６９ ０.５７８±０.０１６
ｐ＝ ０.７ꎬｒ＝ ３ ０.４４６±０.０４２ ０.５６８±０.０２９ ０.５１１±０.０３４ ０.４２３±０.０７０ ０.４３３±０.０７２ ０.５７０±０.０３４

ＡＵＣ(↑)
ｐ＝ ０.３ꎬｒ＝ １ ０.６４４±０.０１３ ０.８５３±０.０２１ ０.８０９±０.０２９ ０.８０２±０.０２１ ０.７９９±０.０４ ０.８５６±０.０１８
ｐ＝ ０.３ꎬｒ＝ ２ ０.６３６±０.０１７ ０.８５２±０.０２４ ０.８０８±０.０２０ ０.８０１±０.０２１ ０.７９５±０.０５２ ０.８５２±０.０１８
ｐ＝ ０.３ꎬｒ＝ ３ ０.６３３±０.０１９ ０.８４４±０.０３３ ０.７９０±０.０３１ ０.７９８±０.０３７ ０.７８７±０.０６０ ０.８５８±０.０３１
ｐ＝ ０.５ꎬｒ＝ １ ０.６４０±０.０２２ ０.８５４±０.０２４ ０.８０８±０.０２８ ０.８０３±０.０２７ ０.７９７±０.０４４ ０.８４７±０.０３０
ｐ＝ ０.５ꎬｒ＝ ２ ０.６４０±０.０２２ ０.８５４±０.０２４ ０.８０８±０.０２８ ０.８０３±０.０２７ ０.７９７±０.０４４ ０.８４７±０.０３０
ｐ＝ ０.５ꎬｒ＝ ３ ０.６２２±０.０３１ ０.８４７±０.０１７ ０.８０２±０.０２４ ０.７９７±０.０２２ ０.７９２±０.０３７ ０.８３３±０.０４９
ｐ＝ ０.７ꎬｒ＝ １ ０.６２８±０.０２６ ０.８４１±０.０３２ ０.７９８±０.０２４ ０.７８１±０.０４７ ０.７７１±０.０５５ ０.８２６±０.０３２
ｐ＝ ０.７ꎬｒ＝ ２ ０.６３１±０.０４２ ０.８３６±０.０８７ ０.８１２±０.０２３ ０.８００±０.０３２ ０.７９８±０.０５５ ０.８３９±０.０４２
ｐ＝ ０.７ꎬｒ＝ ３ ０.６１４±０.０２９ ０.８３８±０.０３５ ０.８０９±０.０２６ ０.７９０±０.０３５ ０.７９０±０.０５４ ０.８２２±０.０４１

—０８—
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续表 ３
Ｔａｂｌｅ ３ ｃｏｎｔｉｎｕｅｄ

Ｒａｎｋｉｎｇ ｌｏｓｓ(↓)
ｐ＝ ０.３ꎬｒ＝ １ ０.２６６±０.０１６ ０.１８１±０.０２３ ０.２２９±０.０２９ ０.２４２±０.０２６ ０.２６９±０.０５ ０.１７３±０.０１８
ｐ＝ ０.３ꎬｒ＝ ２ ０.２７７±０.０２２ ０.１８３±０.０２４ ０.２３１±０.０１９ ０.２４１±０.０２５ ０.２７２±０.０６２ ０.１７６±０.０１６
ｐ＝ ０.３ꎬｒ＝ ３ ０.２７９±０.０２４ ０.１９１±０.０３５ ０.２４９±０.０３６ ０.２４４±０.０４２ ０.２８２±０.０７３ ０.１７１±０.０２４
ｐ＝ ０.５ꎬｒ＝ １ ０.２７２±０.０１５ ０.１８０±０.０２０ ０.２３１±０.０２９ ０.２３９±０.０３５ ０.２７０±０.０５５ ０.１８３±０.０２８
ｐ＝ ０.５ꎬｒ＝ ２ ０.２９８±０.０２５ ０.１８６±０.０２１ ０.２３５±０.０２３ ０.２４６±０.０２６ ０.２７５±０.０５１ ０.１９７±０.０５１
ｐ＝ ０.５ꎬｒ＝ ３ ０.２９３±０.０４３ ０.１９３±０.０４０ ０.２４１±０.０２３ ０.２６３±０.０５２ ０.３０１±０.０６４ ０.２０５±０.０３４
ｐ＝ ０.７ꎬｒ＝ １ ０.２８６±０.０２６ ０.１９９±０.０９７ ０.２２７±０.０２４ ０.２４４±０.０３８ ０.２７０±０.０６７ ０.１９０±０.０３６
ｐ＝ ０.７ꎬｒ＝ ２ ０.３１２±０.０２１ ０.１９６±０.０３８ ０.２３０±０.０２８ ０.２５４±０.０４３ ０.２８２±０.０６２ ０.２０８±０.０３９
ｐ＝ ０.７ꎬｒ＝ ３ ０.３１９±０.０３０ ０.２００±０.０３１ ０.２２４±０.０２５ ０.２８３±０.０３７ ０.３２５±０.０４０ ０.２１２±０.０３８

表 ４　 ｙｅａｓｔ 数据集上各对比方法在 ３ 个评价准则上的结果

Ｔａｂｌｅ ４　 Ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｃｏｍｐａｒｉｓｏｎ ｍｅｔｈｏｄ ｏｎ ｔｈｅ ｙｅａｓｔ ｄａｔａｓｅｔ ｉｎ ｔｅｒｍｓ ｏｆ ３ ｅｖａｌｕａｔｉｏｎ ｃｒｉｔｅｒｉａ

ＦＩＭＡＮ ＬＳＮＲＬＳ ＰＡＭＢ ＰＡＲＴＩＣＬＥ￣ＭＡＰ ＰＡＲＴＩＣＬＥ￣ＶＬＳ ＯＵＲＳ

Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ(↑)
ｐ＝ ０.３ꎬｒ＝ １ ０.７６３±０.０１１ ０.７５５±０.００７ ０.７３９±０.０１４ ０.７２８±０.０１７ ０.７１１±０.０４８ ０.７８３±０.０２８
ｐ＝ ０.３ꎬｒ＝ ２ ０.７６２±０.００９ ０.７５５±０.００８ ０.７２９±０.０２０ ０.７２８±０.０１７ ０.７１１±０.０４９ ０.７７６±０.０８２
ｐ＝ ０.３ꎬｒ＝ ３ ０.７６２±０.０１１ ０.７５５±０.００９ ０.７２９±０.０１８ ０.７３０±０.０１４ ０.７０９±０.０４１ ０.７８３±０.０１３
ｐ＝ ０.５ꎬｒ＝ １ ０.７６３±０.０１２ ０.７５５±０.０１１ ０.７２８±０.０２６ ０.７２８±０.０１５ ０.７１０±０.０８１ ０.７８７±０.００９
ｐ＝ ０.５ꎬｒ＝ ２ ０.７６２±０.０１５ ０.７５５±０.０１２ ０.７２５±０.０１７ ０.７３１±０.０１９ ０.７１６±０.０４１ ０.７７６±０.０２８
ｐ＝ ０.５ꎬｒ＝ ３ ０.７６０±０.０１０ ０.７５５±０.０１２ ０.７２１±０.０２０ ０.７２９±０.０１５ ０.７１２±０.０６６ ０.７７３±０.０６５
ｐ＝ ０.７ꎬｒ＝ １ ０.７６２±０.０１０ ０.７５４±０.０１１ ０.７３１±０.０２２ ０.７２９±０.０１９ ０.７１９±０.０４１ ０.７８６±０.００７
ｐ＝ ０.７ꎬｒ＝ ２ ０.７６１±０.０１１ ０.７５４±０.０１２ ０.７２４±０.０２５ ０.７２７±０.０２１ ０.７１２±０.０４１ ０.７８２±０.００８
ｐ＝ ０.７ꎬｒ＝ ３ ０.７５９±０.０１０ ０.７５４±０.０１４ ０.７１５±０.０１８ ０.７２７±０.０２０ ０.７２０±０.０３８ ０.７８０±０.００８

ＡＵＣ(↑)
ｐ＝ ０.３ꎬｒ＝ １ ０.６３８±０.０１ ０.８３９±０.００８ ０.８１２±０.０１３ ０.８１５±０.０１９ ０.８０３±０.０２３ ０.８４６±０.０２１
ｐ＝ ０.３ꎬｒ＝ ２ ０.６３７±０.０１１ ０.８３７±０.０１３ ０.８０５±０.０１３ ０.８１５±０.０１９ ０.８０５±０.０２１ ０.８４３±０.０４２
ｐ＝ ０.３ꎬｒ＝ ３ ０.６３５±０.０１３ ０.８３８±０.００９ ０.８０４±０.０１４ ０.８１７±０.０１８ ０.８０４±０.０２５ ０.８４６±０.０１３
ｐ＝ ０.５ꎬｒ＝ １ ０.６３７±０.０１６ ０.８３７±０.０１２ ０.８０８±０.０１３ ０.８１６±０.０１７ ０.８０６±０.０３２ ０.８４８±０.０１４
ｐ＝ ０.５ꎬｒ＝ ２ ０.６３６±０.００５ ０.８３７±０.００８ ０.８０４±０.０１７ ０.８１７±０.０１９ ０.８０４±０.０２０ ０.８４０±０.０１７
ｐ＝ ０.５ꎬｒ＝ ３ ０.６３３±０.００８ ０.８３６±０.０１１ ０.８００±０.０１３ ０.８１６±０.０１７ ０.８０６±０.０３３ ０.８４０±０.０４６
ｐ＝ ０.７ꎬｒ＝ １ ０.６３６±０.０１０ ０.８３７±０.０１２ ０.８０９±０.０１５ ０.８１６±０.０１８ ０.８０５±０.０２５ ０.８４７±０.０１１
ｐ＝ ０.７ꎬｒ＝ ２ ０.６３５±０.００８ ０.８３５±０.０１２ ０.８０４±０.０１２ ０.８１６±０.０１６ ０.８０２±０.０２７ ０.８４４±０.００７
ｐ＝ ０.７ꎬｒ＝ ３ ０.６３３±０.００８ ０.８３４±０.０１１ ０.７９６±０.０１６ ０.８１６±０.０２１ ０.８０６±０.０２７ ０.８４５±０.００８

Ｒａｎｋｉｎｇ Ｌｏｓｓ(↓)
ｐ＝ ０.３ꎬｒ＝ １ ０.１７６±０.００８ ０.１６８±０.００９ ０.１９０±０.０１３ ０.１９３±０.０１８ ０.２３１±０.０３７ ０.１５６±０.０２４
ｐ＝ ０.３ꎬｒ＝ ２ ０.１７７±０.０１２ ０.１６９±０.０１３ ０.１９８±０.０１４ ０.１９３±０.０１７ ０.２３２±０.０３８ ０.１６１±０.０５７
ｐ＝ ０.３ꎬｒ＝ ３ ０.１７８±０.００９ ０.１６９±０.００８ ０.１９９±０.０１３ ０.１９１±０.０１７ ０.２３３±０.０３７ ０.１５６±０.０１１
ｐ＝ ０.５ꎬｒ＝ １ ０.１７６±０.０１０ ０.１７０±０.０１２ ０.１９５±０.０１８ ０.１９３±０.０１７ ０.２２９±０.０５１ ０.１５３±０.０１４
ｐ＝ ０.５ꎬｒ＝ ２ ０.１７９±０.００９ ０.１７０±０.００９ ０.２００±０.０１７ ０.１９０±０.０１７ ０.２２８±０.０３０ ０.１６３±０.０２３
ｐ＝ ０.５ꎬｒ＝ ３ ０.１８０±０.０１１ ０.１７０±０.０１１ ０.２０５±０.０１４ ０.１９２±０.０１６ ０.２２７±０.０５９ ０.１６４±０.０５４
ｐ＝ ０.７ꎬｒ＝ １ ０.１７８±０.００８ ０.１７０±０.０１１ ０.１９３±０.０１３ ０.１９２±０.０１６ ０.２２５±０.０３６ ０.１５４±０.０１１
ｐ＝ ０.７ꎬｒ＝ ２ ０.１７９±０.００８ ０.１７１±０.０１２ ０.１９９±０.０１３ ０.１９３±０.０１５ ０.２３５±０.０４１ ０.１５８±０.００７
ｐ＝ ０.７ꎬｒ＝ ３ ０.１８０±０.０１１ ０.１７２±０.０１１ ０.２０７±０.０１８ ０.１９３±０.０２０ ０.２２１±０.０３５ ０.１５８±０.００９

３　 结论

针对以往多视图偏多标记学习法中提取标记与特征间的关系不足导致标记消歧不充分ꎬ影响模型分

类性能ꎬ本文提出了一种多视图偏多标记分类与标记消歧的联合学习方法 ＪＬ￣ＭＶＰＭＬ￣ＬＤꎬ通过多视图多

核融合克服了多视图数据的异构性ꎬ从实例的特征空间与标记空间中学习实例相关性和标记相关性并将

其用于分类器训练过程以实现标记消歧与多视图偏多标记分类协同学习. 实验结果验证了本文提出的方

法的有效性. 在未来的工作中ꎬ我们将考虑提取不同视图中包含的视图特定信息并期望其有助于学习更

为精确的实例相关性矩阵ꎬ同时将所提出的学习框架拓展到深度学习模型上以期望实现更快且精准的

预测.
—１８—
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