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摘 要：针对当前集中式协同控制方法存在计算效率低和无安全保障的问题，本文首先提出了

一种基于强化学习的群体协同算法，将单智能体近端策略优化扩展到多智能体协同合作的复

杂交互环境中，以解决多智能体系统的复杂合作问题。其次，将无信号交叉口车辆集中式协同

控制形式化为多智能体强化学习问题，并提出一种安全增强的交叉口集中式协同控制方法

——行为规约近端策略优化。该方法将形式化安全验证及行为规约融入群体协同算法，以指

导策略安全迭代优化和避免非安全驾驶行为，进一步保障未知场景下的通行安全。最后，通过

仿真软件 Carla 进行模拟实验。仿真结果表明：行为规约的纳入牺牲了 8.06% 的通行效率，获

得了 100% 的安全提升；相较典型的模型预测控制方法，本文方法将计算时间缩短到 1/326 倍，

交通效率提高了 67.0%，碰撞率从 63.5% 降低到 0，舒适性提升了 26.5%。
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Abstract：Aiming at the low computational efficiency and absence of safety guarantees in existing 
centralized cooperative control schemes， a swarm-coordination algorithm based on reinforcement learning 
is first proposed. Single-agent proximal policy optimization is extended to multi-agent interactive 
environments so that complex cooperation in multi-agent systems can be addressed. Secondly， the 
cooperative control of vehicles at unsignalized intersections is formulated as a multi-agent reinforcement-
learning problem， and a safety-augmented centralized cooperative control method—behavior-restricted 
proximal policy optimization— is developed. Formal safety verification and behavior restrictions are 
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integrated into the swarm-coordination algorithm， whereby the policy is guided to be iteratively optimized 
in a safe manner and unsafe driving behaviors are avoided， so that traffic safety in unknown scenarios can be 
further guaranteed. Finally， simulation experiments are conducted with the Carla platform. It is shown that 
the incorporation of behavior restrictions causes an 8.06 % loss in traffic efficiency， yet a 100 % safety 
improvement is achieved. Compared with the representative model predictive control approach， the 
proposed method reduces the computation time to 1/326 of the original， increases traffic efficiency by 
67.0 %， lowers the collision rate from 63.5 % to 0， and improves ride comfort by 26.5 %.
Key words：automotive engineering； autonomous intersection management； autonomous and connected 
vehicles； reinforcement learning； formal verification

0 引  言

随着汽车保有量的急剧增加和通行需求的迅

速扩大，交通拥堵问题日益严重。交叉口作为城

市路网的关键节点，对整体路网的效率和安全有

深刻影响。

最早的交叉口控制系统使用固定信号配时方

案，存在信号配时不合理问题，缺乏自适应能力。

一些研究［1，2］聚焦于可变信号配时以改进信号控

制系统。然而，这些改进仍未能充分利用交叉口

的时空资源［3，4］。

智 能 网 联 汽 车（Connected and autonomous 
vehicle，CAV）和高效通信技术（如 V2X、5G）的出

现，推动了自主交叉口管理（Autonomous intersec⁃
tion management，AIM）的广泛发展［5，6］。AIM 旨

在有效管理 CAVs 在无信号交叉口的安全高效通

行。当前 AIM 相关研究可分为基于规则和基于

优化的方法。

基于规则的方法通常基于预定义的规则来为

CAVs 分配优先级或进入交叉口的时间［7-11］。先

到先得服务（First come first service，FCFS）［7-9］是

一种经典的基于规则的算法，根据车辆到达交叉

口的顺序对车辆的通行优先级进行排序。其他方

法则基于交通法规或预约系统的固定规则。Lu
等［10］提出了一套基于交通安全法规的交叉口车

辆引导策略，允许某些车辆抢先或礼让其他车辆，

来建立无信号交叉口的通行序列。Zhang 等［11］提

出了一套基于预约请求的车辆调度规则，以确保

高级别的预约请求得到优先响应。在稀疏交通流

场景中，相较传统的信号控制，基于规则的方法实

现了更高的交叉口吞吐量、通行效率、通行公平

性。然而，这种方法也有明显的缺点，随着进入交

叉口的车辆增多，通行效率迅速降低。在密集交

通流量场景下，如果预约请求失败，车辆必须以更

低 的 速 度 重 新 提 出 请 求 ，导 致 交 通 堵 塞 问 题

加剧［12］。

基于优化的 AIM 方法主要采用博弈论、最优

控 制（Optimal control，OC）和 深 度 强 化 学 习

（Deep reinforcement learning，DRL）方法。

在博弈论方法中，通常将 CAVs视为博弈游戏

的参与者，目的是建立车辆通行决策的纳什均衡。

Li等［13］提出了一种基于博弈的通行方法，模拟人类

驾驶员在无信号交叉口的决策交互过程。类似地，

Wang 等［14］利用纳什博弈来模拟两辆 CAV 在无信

号交叉口竞争的通行策略。Elhenawy等［15］提出了

一种交叉口通行博弈方法，用于管理 CAVs 的运

动，以替代传统的信号控制系统。然而，基于博弈

论的方法存在一些局限性：①在需要实时响应的复

杂问题中，计算复杂度较高；②寻找到稳定的纳什

均衡解可能具有挑战性。

基于 OC 的方法通常将交叉口的车辆运动建

模为一个动态系统，建立考虑车辆动力学约束的

目标函数，然后计算车辆控制指令以优化车辆通

行。Zhao 等［16］开发了一套集中式管理机制，将信

号配时控制和车辆轨迹优化相结合，采用混合整

数线性规划来最小化总行驶时间。Nair等［17］提出

了一种应用于交叉口自动驾驶的随机模型预测控

制（Model predictive control，MPC）方案，使用高斯

混合模型对周围车辆进行多模态预测。Kamal
等［18］提出了一种基于 MPC 框架的交叉口车辆协

同方案（Vehicles-intersection coordination scheme，
VICS），将交叉口通行问题转化为受约束的非线

性优化问题。数值模拟结果表明，VICS 显著降

低了车辆的停车延迟，提高了交叉口的通行效率。

MPC 方法相较其他 OC 方法更具有预测性和鲁

棒性，能迅速适应环境变化［19］。然而，MPC 方法
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存在明显的计算效率问题。计算所有车辆未来运

动状态并寻找最优解需要消耗大量计算资源，随

着车辆数量的增加，计算时间呈指数级增长，因

此，MPC 无法满足自动驾驶技术对控制指令的高

实时性要求。

近年来，DRL 在单智能体系统中得到了广泛

应用，并取得了积极成果［20-23］。DRL 结合强化学

习（Reinforcement learning，RL）和深度神经网络，

具有模拟复杂行为策略和显著提高计算速度等优

势。DRL 采用试错机制来最大化奖励与环境交

互，从而学习最佳策略。在信号灯交叉口研究方

面，Zhou 等［20］设计了一个基于 RL 的汽车跟随模

型，以提高交叉口的通行效率、燃油经济性和安全

性。Guo 等［21］开发了一种利用神经网络进行 Q 函

数近似的交叉口控制方法。在无信号交叉口方

面，Guan 等［22］提出了一种基于策略梯度的交叉口

管理方法来控制车辆在交叉口的运动，利用先验

模型提高了算法的训练效率，但未验证算法的安

全性。Wang 等［23］提出了一种基于神经网络的策

略来管理 CAV 在交叉口右转场景下的通行速度，

提升了通行成功率，缩短了平均通行时间。然而，

在交叉口协同控制问题中，DRL 的实施存在一些

挑战和困难。第一，对于安全关键的车辆通行问

题，基于奖励驱动的 RL 将安全性作为评价指标

而不是强约束，从而导致系统存在安全风险。为

提高交通安全性，需要在训练过程中进行形式化

安全验证，以精细化指导策略的低行车风险更新；

此外，在部署过程中仍需对驾驶行为进行规约，以

保证高风险工况下的安全行驶。第二，在多智能

体交互系统中，离散化每个智能体并对其策略进

行训练，会导致训练难以收敛。训练过程中其他

智能体的策略也在不断更新，导致训练环境不稳

定。因此，单智能体 RL 方法不足以开发性能优

秀且稳定的 AIM 方法。第三，一些研究的场景设

定过于简化，难以应用到真实世界中，如 Wang
等［23］仅考虑了车辆在交叉口右转的单一场景，导

致算法在实际应用中存在较大的局限性。

基于上述问题，本文首先提出基于多智能体

RL 的群体协同控制算法——多智能体近端策略

优 化（Multi-agent proximal policy optimization，
MAPPO），来解决多智能体间竞争合作的复杂交

互问题。然后，将交叉口车辆协同控制问题形式

化为多智能体 RL 问题，并提出一种基于行为规

约的近端策略优化（Behavior-constrained proxi⁃
mal policy optimization，BCPPO）的 AIM 方法，在

MAPPO 训练期间对驾驶行为进行形式化安全验

证，以指导策略迭代向较低行车风险的方向更新，

并在策略部署期间将行为规约融入 MAPPO，进

一步确保驾驶安全。最后，在仿真环境中训练集

中式车辆协同控制策略，并将计算效率、通行安

全、交通效率和舒适性与无行为规约的 MAPPO
和基于 MPC 的协同方法进行了比较。

1 交叉口通行问题分析

1. 1　交叉口场景模型

本节建立了城市道路十字形交叉口的道路拓

扑模型，如图 1 所示。交叉口车辆通行驾驶路线

包括 12 种情况。车辆通过交叉口的行驶区域可

分为缓冲区域、核心区域和驶离区域。缓冲区域

（黄色阴影）指车辆进入交叉口之前的行驶区域。

核心区域（红色阴影）指各车道交汇相聚形成的区

域，包含潜在的行驶冲突点。驶离区域（绿色阴

影）指车辆驶出交叉口后恢复到巡航速度的区域。

车辆在交叉口可能发生的碰撞类型分为交叉碰

撞、合流碰撞和分流碰撞，分别如图 1 中红色点、

黄色点和蓝色点所示。

1. 2　车辆运动状态模型

车辆运动状态模型如图 2 所示，其中 d b 为交

叉口缓冲区的长度。车辆 i 的状态特征使用元组

( vi ( t )，ai ( t )，ji ( t )，Ψ i ( t，p )，d C
i ( t )，d E

i ( t )，d f
i，d r

i )
表示。其中 vi ( t ) 为车辆 i 在时刻 t 的行驶速度，

北

南

东

西

西北 西东 西南 南西 南北 南东

北西 北南 北东 东南 东西 东北

图 1　行驶区域划分、驾驶路线及潜在冲突点

Fig. 1　Driving area division， driving routes and 
potential conflict points
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ai ( t )和 ji ( t )分别为车辆 i 的加速度和加加速度，

计算公式如下：

ai ( t )= v̇ i ( t )
s. t. ai ( t )∈ ( amin

i ，amax
i )

（1）

ji ( t )= v̈ i ( t ) （2）
式中：amin

i 和 amax
i 分别为车辆动力学约束的最小和

最大加速度，设置为-5 m/s2和 5 m/s2。

本文引入了一个一维坐标系 Ψ i ( t，p )来表示

时刻 t路径点 p 在车辆 i路径上的位置。该坐标系

以交叉口入口为坐标原点，并沿着车辆路径延伸。

根据上述定义，从车辆 i 的中心点 O i 到交叉口内

路径中点 Ci 的距离可表示为 d C
i ( t )= Ψ i ( t，Ci )-

Ψ i ( t，O i )；O i 到交叉口出口 Ei 的距离可表示为

d E
i ( t )= Ψ i ( t，Ei )- Ψ i ( t，O i )。 另 外 ，d f

i 和 d r
i 分

别表示 O i 到车辆 i车身的前端和后端的距离。定

义 d C
ij ( t )为车辆 i的中心点 O i 到其与车辆 j的冲突

点的距离。定义 Tij ( t )= ( d C
ij ( t )- d f

i ) /vi ( t )为车

辆 i 的车身前端到达冲突点的时间。进一步地，

本文定义在时刻 t 一对冲突车辆 pij 的碰撞时间差

为 T d
ij ( t )，计算公式如下：

T d
ij ( t )= |Tij ( t )- Tji ( t ) | （3）

1. 3　问题描述

将问题描述如下：有一组数量为 N a 的车辆驶

近交叉口，每辆车辆 i（i = 0：N a）均在其特定的车

道上行驶。对于每辆车辆 i，一旦其驶进缓冲区，

交叉口控制器就会开始接管控制它的运动。在每

一个离散的时间步，根据车辆的静态信息（车身尺

寸 d r
i）和动态信息（位置 d C

i ( t )和速度 vi ( t )）实时

计算发送给车辆 i 的纵向加速度，来实现多辆

CAVs 的 协 同 通 行 。 当 车 辆 i 驶 出 交 叉 口

（d E
i ( t ) < 0），车辆 i 在比例积分微分方法的控制

下加速至期望速度，恢复正常行驶。

2 多智能体强化学习

首先，将多智能体 RL 问题形式化为马尔可

夫博弈架构，然后提出 MAPPO 方法来解决复杂

的多智能体系统中协同竞争合作的严重挑战。

2. 1　马尔可夫博弈　

马尔可夫博弈（Markov game，MG）形式化了

多个智能体与环境之间交互的 RL 过程。定义包

含了 N a 个智能体的 MG 为一个五元素的元组

{ S，A，R，P，γ }，元组的详细描述如下：

• S：S1 × S2 × ⋯ × SN a 表示多智能体联合状

态空间，代表所有智能体可能的特征集合，其中 Si

为智能体 i的状态空间。

• A：A 1 × A 2 × ⋯ × A N a 表示多智能体的联

合动作空间，其中 A i 为智能体 i的动作空间。

• R：S × A 1 × A 2 × ⋯ × A N a × S → R 表 示

联合奖励函数，描述了在时刻 t 从联合状态 st =
{ s1，t，s2，t，⋯，sN a，t } 采 用 联 合 动 作 at =
{ a1，t，a2，t，⋯，aN a，t }到下一个状态 st + 1 的即时奖励。

其中 si，t ∈ Si 和 ai，t ∈ A i 分别是智能体 i 在时刻 t 的
状态和行为。

• P：S × A 1 × A 2 × ⋯ × A N a × S → [ 0，1 ] 为
状态转移函数，表示在时刻 t 采取联合动作 at，从

当前状态 st 转移到下一个状态 st + 1 的概率。

• γ ∈ ( 0，1 ]指奖励衰减系数，是一个超参数，

代表未来奖励相对于近期奖励的重要性。

此 外 ，RL 还 引 入 了 一 个 随 机 策 略 π：S ×
A → [ 0，1 ]来表示在某个状态下采取每个动作的

概率分布。回合是指从初始状态到最终状态的

( st，at )序列。RL 与环境交互得到轨迹 τ：
τ= { s1，a1，R 1，⋯，sT - 1，aT - 1，RT - 1，sT } （4）

Gt 指在一个回合内从状态 st 到最终状态 sT 所

获得的累积折扣奖励，数学公式如下：

Gt = Rt + 1 + γRt + 2 + ⋯ = ∑
t，= 0

T - t - 1

γt， Rt + t，+ 1    （5）

定义状态价值函数V π ( s )为从状态 s开始，遵循

策略π直至最终时间步的期望累积折扣奖励，即：

V π ( s )= Eπ
ì
í
î

ü
ý
þ

∑
k = 0

∞

γk Rt + k |st = s （6）

北

:路径点

东

西

南

Oi

vi(t),ai(t),ji(t),

Ci

db
车辆i

Si

Ci

Ei

Ai

图 2　车辆运动模型

Fig. 2　Vehicle motion model
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相似地，定义动作价值函数 Q π ( s，a ) 为在状

态 s 执行动作 a，随后遵循策略 π 直至最终时间步

的期望累积折扣奖励，即：

Q π ( s，a )= Eπ
ì
í
î

ü
ý
þ

∑
k = 0

∞

γk Rt + k |st = s，at = a     （7）

2. 2　多智能体近端策略优化

在 MG 架构的基础上，本文提出多智能体近

端策略优化（Multi-agent proximal policy optimi⁃

zation，MAPPO）算法，将单智能体近端策略优化

扩展到多智能体竞争合作的复杂交互环境。

2. 2. 1　网络架构

MAPPO 采用图 3 所示的行动家-评论家网

络架构。行动家网络代表智能体的策略，旨在促

进智能体与环境的交互。评论家网络用于近似状

态价值函数，以评价行动家策略的性能并指引行

动家网络的更新方向。

行动家网络 πθ ( a|s )：Si × A i → [ 0，1 ] 以 θ为

网络参数，利用多层感知机来进行多智能体状态

st 到联合动作 at 的映射。首先，将所有智能体的

状态 st 输入策略网络的输入层，随后经过两层隐

藏的全连接（Fully connect，FC）层的映射，将隐藏

信息前向传播到神经网络的输出层，得到智能体

动作的高斯概率分布 N i ( μi，σ i )i = 1：N a，并在此分布

中选择每个智能体的动作 at ∼ N i ( μi，σ i )i = 1：N a。

评论家网络 V ϕ ( s ) 以 ϕ 为网络参数，具有与

行动家网络相同的网络结构，即两层隐藏 FC 层。

评论家网络 V ϕ ( s )将状态 st 映射到状态值 V ( st )。
2. 2. 2　策略优化

策略优化的目标是使 RL 的目标函数 J ( θ )最
大 化 ，得 到 最 优 策 略 的 网 络 参 数 θ * =
arg max

θ
J ( θ )。目标函数 J ( θ )最大化意味着期望

累积折扣奖励的最大化，可表示为：

J ( θ )= Eat ∼ πθ ( at |s t )，s t + 1 ∼ p ( s t + 1|s t，at ) { ∑
t = 0

∞

γt Rt }      （8）

为了寻找到 θ *，MAPPO 以目标函数作为损

失函数，通过策略梯度（Policy gradient，PG）对策

略网络进行优化，在每次迭代中提高获得更大奖

励的概率。经过数千次迭代，训练最终收敛，J ( θ )
取得最大值。利用先前定义的动作价值函数

Q π ( s，a )，行动家网络的梯度可计算如下：

∇ θ J ( θ )≈
Eat ∼ πθ ( at |s t )，s t + 1 ∼ p ( s t + 1|s t，at ) { ∇ θ log πθ ( at |st ) Q πθ

( s，a ) }
（9）

为了更好地利用高回报和低回报的样本数据

进行策略更新，引入了一个基线 bv = V ϕ ( s )来减

小方差，提高训练性能。∇ θ J ( θ )可更新为：

∇ θ J ( θ )≈
Eat ∼ πθ ( at |s t )，s t + 1 ∼ p ( s t + 1|s t，at ) { ∇ θ log πθ ( a|s ) A πθ，V ϕ

( s，a ) }
（10）

式 中 ：A πθ，V ϕ
( s，a )= Q πθ

( s，a )- V ϕ ( s ) 为 优 势 函

数，旨在量化行动家网络所采取动作的性能。

MAPPO 采用广义优势估计（Generalized ad⁃

控制指令
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图 3　BCPPOBCPPO 系统架构

Fig. 3　Architecture diagram of BCPPO
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vantage estimation，GAE）方法对优势函数进行估

计，公式如下：

Â πθ，V ϕ
( s，a )= Q̂ πθ

( s，a )- V ϕ ( s ) （11）

式中：Q̂ πθ
( s，a )为利用样本估计的动作价值函数。

GAE 通过 n 步自举，优化了神经网络的低偏差和

低方差性能。

Q̂ πθ
( s，a )的计算公式如下：

Q̂ πθ
( st，at )= ∑

l ≥ t

T - 1

( λγ )l - t δ l + V ϕ ( st )     （12）

式 中 ：δt = -Vϕ ( st )+ Rt + γVϕ ( st + 1 ) 为 TD 误

差；λ 为回报衰减系数。

此外，MAPPO 利用重要性采样来提高样本

的训练效率，并利用裁切函数来防止行动家网络

参数的过度更新。行动家网络的损失函数构造

如下：

      Lactor ( θ )= Et { min ( d θ
t Â πθ，V ϕ

，clip ( d θ
t，1 - ϵ，

1 + ϵ ) Â πθ，V ϕ
) } （13）

式中：d θ
t = πθ ( ai，t |st )i = 1：N a

π old
θ ( ai，t |st )i = 1：N a

为新旧策略的动作概

率比值。

评论家网络的损失函数为：

Lcritic ( ϕ )= (V ϕ ( s )- V̂ ϕ ( st ) )2 （14）
式 中 ：V̂ ( st )= Â πθ，V ϕ

+ Vϕ ( st ) 为 价 值 目 标 的

估计。

最后，通过梯度下降法对参数向量 θ 和 ϕ 进

行更新，即：

ì
í
î

θ ← θ + αθ ∇ θ Lactor ( θ )
ϕ ← ϕ + αϕ ∇ϕ Lcritic ( ϕ )

（15）

式中：α 为神经网络的学习率。

3 集中式车辆协同控制

首先通过定义状态空间、动作空间和详细的

奖励函数设计，将交叉口的车辆协同控制问题形

式化为 MG。随后，提出结合 MAPPO 与形式化

安全验证与行为规约的 BCPPO 方法，以解决安

全关键的交叉口车辆协同控制问题。

3. 1　MG形式化

通过定义 MG 的基本元素——状态空间、动

作空间和奖励函数，将交叉口车辆协同控制问题

转化为 RL 问题。

3. 1. 1　状态和动作空间

定义车辆数量为 N a 的车辆协同控制问题的

状态空间为 S = { S1，S2，…，SN a }。时刻 t 车辆 i 的

状态 si，t = { d C
i ( t )，vi ( t ) } ∈ Si 包含了动态位置和

速 度 信 息 。 定 义 动 作 空 间 为 A =
{ A 1，A 2，…，A N a }，时刻 t 车辆 i 的动作 ai，t 代表纵

向加速度控制指令。因此，构造了 2N a 维的状态

空间和 N a 维的动作空间。形式化安全验证流程

如图 4 所示。

3. 1. 2　奖励函数

MAPPO 根据回合的时间步累积奖励来指导

策略进行迭代更新。奖励函数的设计是提高算法

收敛速度和性能的关键。设置积极奖励可以引导

算法向回合更长，积累更多奖励的方向优化，而消

极奖励则可以引导算法尽快结束回合，避免奖励

积累。

总回合奖励 R 包括 3 个子项：安全奖励 RS、效

率奖励 RE 和舒适奖励 RC，有：

R = RS + RE + RC （16）
安全奖励 RS 包括 3 个元素：碰撞奖励 RS

c、通

过奖励 RS
p 和形式化安全验证奖励 RS

v。

RS = RS
c + RS

p + RS
v （17）

碰撞奖励 RS
c 为车辆碰撞事件相关的奖励。

如果回合结束时车辆发生碰撞，RL 会得到严重的

消极奖励 RS
c = k c；否则碰撞奖励为 0，即 RS

c = 0。
通过奖励 RS

p 为安全通过交叉口的车辆数量

相关的奖励。在回合结束时，赋予 RL 一个积极

奖励 RS
p = k one

p N p，其中 k one
p 为单辆车的通过奖励，

N p 为成功通过交叉口的车辆数量。此外，如果所

有车辆均无碰撞安全地通过了交叉口，RL 将获得

车辆i

d i
j(t

)
c

d i
f

d i
r

车辆j

dji(t)
c

dj
f

dj
r

图 4　形式化安全验证流程

Fig. 4　Process of formal safety verification
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额外的奖励 k all
p 。通过设计渐进增大的通过奖励，

引导策略向更多车辆安全通过交叉口的方向

更新。

形式化安全验证奖励 RS
v 量化了车辆交互过

程中的碰撞风险，如图 4 所示。当路径冲突车辆

对 pij 的运动状态满足以下条件时，赋予 RL 一个

消极奖励：①两辆车均未通过潜在冲突点；②碰撞

时间差 T d
ij ( t )小于安全时间阈值 T s。在每个时间

步，RL 得到车辆对累积的形式化安全验证奖励

RS
v，计算公式如下：

RS
v =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

1
M ∑

t
∑
pij = 1

M

kt e-T d
ij ( t )+ bf，

d c
ij ( t )> -d r

i  &
d c

ji ( t )> -d r
j  &

T d
ij ( t ) < T s 

0，其他

（18）
式中：M 为存在路径冲突的车辆对数量；k t 和 b f 分

别为形式化安全验证的权重和偏差，用于调整奖

励值。

当形式化验证某个行为不安全时，算法对奖励

施加一个呈指数级增加的惩罚，以指导策略朝着车

辆不同时接近其冲突点的方向优化，从而加强车辆

的碰撞避免性能。相反，验证到某个行为安全时，

RL得到的形式化安全验证奖励可以忽略不计。

效率奖励 RE 取决于回合的长度，并与之成反

比，即：

RE = le k s （19）
式中：le 为回合长度；k s 为时间步奖励。

通过设计效率奖励，引导 MAPPO 不断提高

通行效率。

舒适奖励 RC 用于表征车辆行驶的舒适性，引

导策略向行驶更舒适的方向优化，计算如下：

RC =
ì

í

î

ïïïï

ïïïï

0，N p = N a

1
N a - N p

∑
t

∑
i = 1

N a - N p

kj ji ( t )2， N p < N a
   （20）

式中：kj 为舒适性奖励的权重。

3. 2　形式化验证与规约

尽管在 MAPPO 的训练过程中引入了形式化

安全验证，对高风险行为施加了惩罚，但由于交叉

口通行系连续无限状态的环境，RL 部署中不可避

免会面临未知情况。因此，本文提出 BCPPO 方

法，将车辆行为规约集成到 MAPPO 部署过程中，

进一步保障罕见未知情况下的行驶安全性。

行为规约是指基于特定的规则，以数字化的

形式建立智能体之间的安全规约，以保障实际应

用中系统的安全性。对于交叉口车辆通行问题，

当路径冲突车辆对即将相撞时，需对车辆施加行

为规约，触发条件如下：①经形式化安全验证，当

前 RL 行为是不安全行为；②两车到冲突点的时

间均小于干预时间阈值 T c。

当触发行为规约时，BCPPO 对无道路通行

权（以下简称路权）的车辆施加规约。本文参照

《中华人民共和国道路交通安全法实施条例》来判

定车辆的路权，如图 3 所示。例如，根据“转弯车

辆让行直行车辆”的原则，以“南北”为路线的车辆

i 相对于以“东北”为路线的车辆 j 具有路权。然

而，在不同国家或地区交通规则可能会有所不

同［24］。类似于本文的描述，可以轻易地建立路权

判定规则。

基于上述路权判定规则进行形式化规约。车

辆 i 和车辆 j 遵循 MAPPO 的控制命令 a rl
i 和 a rl

j 行

驶接近交叉口。假设判定得到车辆 j 相对车辆 i

具有路权，当检测到两车即将碰撞时，立即对车辆

i 施加值为-5 m/s2 的规约加速度 a con
i ，以确保车

辆安全行驶。直至车辆 j 的车身后端通过冲突

点，两车的潜在碰撞消失，解除对车辆 i 的行为规

约，MAPPO 恢复接管车辆 i的通行。对无路权车

辆 i的行为规约如下：

ai =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

a con
i ，

d c
ij ( t )> -d r

i  & d c
ji ( t )>

-d r
j  & T d

ij ( t ) < T s &
max ( Tij ( t )，Tji ( t ) ) < T c

a rl
i， 其他

    （21）

3. 3　基于 BCPPO 的车辆协同控制

BCPPO 方法的实现如算法 1 所示。根据相

关研究［25，26］，共享网络参数可以获得更好的训练

效果。因此，本文共享行动家网络和评论家网络

的参数。RL 的损失函数可更新为：

LPPO ( θ )=[ k actor k critic ] [ L actor ( θ ) L critic ( θ ) ]T

（22）
式中：k actor 和 k critic 分别为行动家网络和评论家网

络的损失函数的权重。

算 法 1 基 于 BCPPO 的 交 叉 口 车 辆 协 同

控制

1

2

初始化行动家-评论家网络 π 为 π0，网络参数 θ 为 θ0。设

置学习率 α，奖励衰减系数 γ，裁剪范围 ϵ，总时间步 T，批

大小 B，最小批大小 MB，世纪 U
for k = 1，2，⋯，T/B（对于每次迭代）
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3
4

5

6
7
8

9

10

11

12

13

14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33

 初始化缓冲区 Dbatch = ∅
 计算状态值 V θk

( st )和奖励 Rt

 在状态 st，执行联合动作 at = { ai，t }i = 1：N a
，得到下一个状

态 st + 1

 采集样本轨迹 τk

 计算 TD 误差 δt

 计算优势估计 Âπθk

 计算值目标 V̂ ( st )= Âπθk
+ V θk

( st )

 存储 τk，V θk
( st )，Âπθk

，V̂ ( st )到缓冲区 Dbatch 中

 更新 πθk
为 πold

θk

 for epoch = 1，2，⋯，U（对于每个世纪）

  随机排序缓冲区 Dbatch 内的数据批，并将其分成大小

为 MB 的 Dmini
m

  for m = 1，2，⋯，B/MB（对于每个最小批）

   利用 Dmini
m 计算新旧策略差异 dθk

t

   计算策略网络的替代目标 Lactor ( θk )
   计算值函数误差 Lcritic ( θk )
   计算行动家-评论家网络的替代目标 LPPO ( θk )
   利用 ∇θk

LPPO ( θk )更新 θk

  end for
 end for
end for
for t = 0，1，⋯，n（对于策略部署中每个时间步）

 在状态 st，遵循策略 πθ 选择动作 ai，t

 for pij = 1，2，⋯，M（对于每个冲突车辆对）

  if 形式化验证到车辆 i和车辆 j即将碰撞

   if pi > pj

    更新 aj 为 acon
j

   else
    更新 ai 为 acon

i

  end for
 执行联合动作 at = { ai，t }i = 1：N a

并得到下一个状态 st + 1

end for

算法的第一行初始化所构造的行动家-评论

家网络 π 为 π0，并设置超参数 α、λ、γ、ϵ、T、B、MB、 
U。第二行开启策略训练迭代的主循环，它分为

采样和更新两个阶段。第一阶段使用集中式策略

πk 收集数据样本，其中下角标 k 为当前的迭代次

数，以便清楚地表达训练过程（行 3~11）。首先，

算法清空缓冲区 D batch（行 3）。其次，计算价值函

数 V θk
( st ) 和时间步奖励 Rt，即安全奖励、效率奖

励和舒适奖励之和（行 4）。基于状态 st，对所有智

能体执行联合动作 { ai，t }i = 1：N a，与环境交互得到下

一个状态 st + 1，直到轨迹 τk 的长度达到 B（行 5~
6）。接下来，计算 TD 误差 δt、优势估计 Â πθk

和值

目 标 V̂ ( st )，然 后 存 储 τk，V θk
( st )，Â πθk

，V̂ ( st ) 到

D batch 中（行 7~10）。算法第二阶段的目标是更新

策略 πθk
。D batch 中的所有样本数据将使用 U 次（行

12~21）。在每个世纪中，算法对 D batch 中的数据

批进行随机排序，并将其分成大小为 MB 的最小

批 Dmini
m ，m = 1，2，⋯，B/MB（行 13）。随后，通过

Dmini
m 对策略 πθk

进行优化。计算新旧策略的差异

d θk
t 和策略的替代目标函数（行 15~16）。接下来，

使用值目标 V̂ ( st )和状态值 V θk
( st )来计算评论家

的损失（行 17）。最后，计算行动家-评论家网络

πθk
的损失函数 LPPO ( θk )，并利用 Adam 优化器更新

网络参数向量 θk（步骤 18~19）。在 BCPPO 的部

署过程中，在每个时间步对每个车辆对 pij 进行形

式化安全验证（行 23~25）。然后，根据预定义的

规则判定车辆的路权。对无路权车辆施加行为规

约，以避免碰撞事件发生（行 26~31）。随后，所

有车辆执行联合动作 at = { ai，t }i = 1：Na
以获得下个

状态 st + 1（行 32）。

4 实验设计

4. 1　环境与参数设置

本文进行了两组实验。第一组实验利用

MAPPO 训练交叉口车辆协同控制策略，对训练

过程进行分析。第二组实验将 MAPPO、BCPPO
和基于 MPC 的基线方法 VICS［18］在计算效率、安

全性、通行效率和舒适性方面进行比较。本文实

验基于 Carla-0. 9. 13（Windows 10）仿真环境进

行，使用 i7-11700 CPU 训练神经网络和运行优化

求解器。

为了高覆盖度还原真实的交叉口场景，车辆

的初始速度和位置是在一定范围内随机分布的。

当有车辆发生碰撞或所有车辆均通过交叉口时，

该回合结束，开启下一回合。车辆的期望行驶路

线由高级的全局路径规划算法确定。车辆的横向

运动由独立的路径跟踪模块控制。车辆均配备了

V2X 通信技术，允许实时查询其位置和速度。仿

真实验的参数设置见表 1。
4. 2　训练过程分析

使用 MAPPO 训练交叉口车辆协同控制策

略，取 3 次训练的平均值作为实验结果。通过奖

励值，回合长度和碰撞率 3 个指标来对策略的训

练过程进行分析，如图 5 所示。

训练初始阶段，策略无法成功消解车辆间的
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冲突（如黄色阴影所示），回合开始后车辆立即发

生碰撞，带来了极低的回合奖励和极短的回合长

度，碰撞率几乎为 100%。此时，算法倾向于控制

车辆缓慢驾驶来延缓碰撞。在精细化设计的奖励

函数的引导下，策略不断朝着更高奖励和更安全

的车辆通行方向优化。经过约 100 次策略迭代，

算法成功地控制车辆避免碰撞，奖励值显著提高，

碰撞率迅速降低（如棕色阴影所示）。然而，此时

的通行决策过于保守，交通效率较低。训练的中

后期，算法继续优化策略，回合长度缓慢缩短，碰

撞率进一步降低。最终，训练达到稳定，奖励值收

敛到约 75，回合长度稳定在约 67，但仍存有约

0. 425% 的碰撞率。

4. 3　性能对比实验

将 BCPPO的实验结果与无行为规约的 MAP⁃
PO 和基于 MPC 的交叉口协同方案 VICS 进行比

较，以验证 BCPPO 在计算效率、通行安全性、通行

效率和舒适性方面的性能提升。由于 VICS 的求

解速度对方法性能造成较大影响，在 VICS 的测试

中，分别在 Carla 仿真软件的异步模式和同步模式

下进行了测试。实验结果如表 2所示。

计算效率方面，BCPPO 和 MAPPO 均有着极

高的计算效率。VICS 由于其求解速度显著受到

车辆数量和初始值准确度的影响，在大多数回合

中其无法在短时间（如 100 ms）内输出控制指令，
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图 5　MAPPOMAPPO 训练结果

Fig. 5　Results of MAPPO training

表 1　仿真实验参数设置

Table 1　Parameters for simulation

参 数

离散时间步长/s
车辆数量 N a

冲突车辆对数量 M
速度范围/（m·s-1）

缓冲区长度 d b/m
行动家网络权重 kactor

评论家网络权重 kcritic

隐藏层数量

隐藏单元数量

种子数

总时间步 T
批大小 B
最小批大小 MB
世纪 U
裁剪范围 ϵ
奖励衰减系数 γ
学习率 α
回报衰减系数 λ
碰撞事件奖励 kc

单辆车通过奖励 k one
p

全部车通过奖励 k all
p

安全时间阈值 T s

干预时间阈值 T c

形式化验证权重 k t

形式化验证偏差 b f

时间步奖励 ks

舒适奖励权重 k j

最大碰撞风险 H
风险权重 αv

通行效率权重 w v

舒适性权重 w a

预测步数

期望速度/（m·s-1）

值

0.1 s
8

19
［5.5， 8］

25
1

-0.5
2

512，512
5

2 048 000
2 048

64
10
0.2

0.99
0.000 03→0

0.95
-50

10
50
1.2
4

-22
2

-0.1
-4.5e-2

1 000
0.005

1
5

16
8
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直接影响了异步模式下车辆行驶的安全性。

安全性方面，得益于安全性相关的评价指标

及形式化行为规约的设定，同步模式下的 VICS
与 BCPPO 均获得了零碰撞率的实验结果。相比

MAPPO，BCPPO 所纳入的行为规约进一步保障

了车辆通行的安全性。异步模式下的 VICS 受到

求解速度的影响，需要平均 1. 63 s 计算出车辆通

行的控制指令，无法匹配车辆运动控制的实时性

要求，导致车辆运动失控。因此，异步模式下的

VICS 碰撞率较大，达到了 63. 5%。

通行效率和舒适性方面，安全规约使车辆的

驾驶行为变得更加保守，BCPPO 相比 MAPPO 牺

牲了 8. 06% 的通行效率和 6. 4% 的舒适性。在异

步模式 VICS 的通行实例中，由于控制指令的计

算与发送不及时，车辆在交叉口中花费了大量的

时间等待控制指令，导致通行效率和舒适性较差。

BCPPO 相比异步模式 VICS 取得了 67. 0% 的效

率提升和 26. 5% 的舒适性提升。在同步模式的

VICS 测试中，忽略了求解延迟对算法性能的影

响，通行效率和舒适性相比异步模式取得了较大

的提高。但由于 VICS 原论文将安全性视为目标

函数中权重更大的子项，VICS 获得了性能有限

的通行效率及舒适性。BCPPO 的通行效率和舒

适性相比同步模式 VICS 分别提升了 43. 7% 和

7. 0%。值得指出的是，在真实世界中，系统是以

异步模式的方式进行的，因此，异步模式的实验结

果更具有实际应用的参考意义。

综上所述，纳入了必要的车辆行为规约后，

BCPPO 相比 MAPPO 实现了更安全的交叉口车

辆协同通行，同时只需牺牲很低的通行效率。相

比 VICS，BCPPO 在计算效率、安全性、通行效率

和舒适性方面均取得了显著的提高，能够更可靠

地应用于交叉口车辆通行的现实场景。

5 结束语

本文提出了一种城市道路无信号交叉口

CAV 集中式协同控制方法，以解决当前集中式协

同控制方法存在计算效率低和无安全保障的问

题。首先，提出了一种多智能体强化学习方法

MAPPO，该方法将单智能体近端策略优化扩展

到多智能体协同合作的复杂交互环境中。其次，

将无信号交叉口 CAV 集中式协同控制形式化为

RL 问题，将形式化安全验证及行为规约融入

MAPPO，以指导策略安全迭代优化和避免非安全

驾驶行为，形成安全增强的交叉口集中式协同控制

方法  BCPPO。最后，在十字形交叉口场景的仿真

环境中训练了协同控制策略，并将其在计算效率、

通行效率和行驶安全方面的性能与基于 MPC的协

同方案 VICS 进行了比较。结果表明，基于 BCP⁃
PO 的交叉口车辆协同控制方法显著优于 VICS 方

法。然而，此工作仍有发展改进的潜力。目前只考

虑了车辆的纵向动力学，但在现实世界中，横向动

力学和纵向动力学是耦合的，这可能导致次优的横

向行驶舒适性。为了解决这个问题，计划在后续的

工作中引入横向舒适性规约和代表车辆横向行为

的状态，从而提高策略的行驶舒适性。
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