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基于时序-拓扑一致性图对比模型的 EEG 抑郁识别

松    涛，  陆侯祺，  周家乐，  王慧锋

（华东理工大学信息科学与工程学院, 上海 200237）

摘要：重度抑郁症 (Major Depressive Disorder，MDD) 是严重影响人类健康的精神疾病，现

阶段基于对比学习 (Contrastive Learning，CL) 的脑电信号 (ElectroEncephaloGrams，EEG) 抑

郁识别取得良好效果，但仍存在如下局限性：目前的 CL 方法主要聚焦于 EEG 的时序一致性，

忽略了  EEG 的拓扑一致性，即各通道的抗干扰稳定性与通道间的固有神经生理学关联性。为

解决上述问题，本文提出基于时序-拓扑一致性图对比学习 (Temporal-Topological Consistency
Graph Contrastive Learning，TTGCL) 的抑郁识别模型。首先，设计自适应图增强策略，包括

基于信噪比与频域能量分布的动态节点增强和基于动态正则约束的边增强，以生成高质量的对

比视图。其次，提出跨窗口时序一致性对比 (Cross-Window Temporal  Consistency  Contrast，
CWTCC)， 通 过 双 视 图 交 叉 预 测 学 习  EEG 的 时 序 一 致 性 。 最 后 ， 构 建 区 域 -全 局 图 对 比

(Regional-Global  Graph  Contrast，RGGC) 框架，从局部脑区到全局样本层面学习拓扑一致

性。本文在两个公开 MDD 数据集上分别取得了 96.53% 和 96.33% 的识别准确率，优于现有基

线模型。
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重度抑郁症 (Major  Depressive  Disorder，MDD)
是常见的精神疾病，根据世界卫生组织的不完全统

计，全球约 2.8亿人患有重度抑郁症[1]。抑郁患者常

表现为持续性情绪低落、兴趣丧失、极度疲劳，以及

无助感和绝望感，这些症状均会对其心理健康产生

显著影响 [2]。因此，积极开展相关研究，有助于尽早

发现疾病并进行治疗。传统的抑郁识别依赖医生的

临床诊断，而该方式会受到医生的主观性、诊断经验

等多种因素的限制，且仅凭医生的判断，难以实现抑

郁症的快速、大规模识别。而基于生理性信号的研

究，如脑电信号 (ElectroEncephaloGrams，EEG)，作为

一种无创神经成像技术，原理是通过在头皮上放置

电极记录大脑电活动，所记录信号不受人的意识影

响，使 EEG 抑郁识别成为一种极具吸引力的方法[3]。

近年来，研究者利用机器学习和深度学习开展

了大量基于 EEG 的抑郁症识别研究。早期工作主要

采用传统机器学习算法如支持向量机 (Support
Vector  Machine，SVM)[4]、随机森林 (Random  Forest，
RF)[5] 等，通过手工提取 EEG 的时域、频域或非线性

特征进行分类。然而，此类方法严重依赖特征工程

的质量和领域先验知识，泛化能力有限。在深度学

习的发展过程中，图神经网络 (Graph Neural Network，
GNN)因其拓扑结构表达能力，在 EEG 信号分类领

域展现出独特优势[6]。Wang 等[7] 提出了混合图神经

网络 (Hybrid GNN，HybGNN)，该模型采用双分支图

网络学习抑郁个性共性模式，在抑郁公开数据集上

取得 95.42% 和 93.50% 的准确率。Lu 等 [8] 和 Wang
等 [9] 在 各 自 模 型 中 引 入 图 三 维 卷 积 (Graph  3D
Convolution，G3D)，实现时空特征的联合建模，解决

分离式时空建模造成的时空特征丢失问题。Cui 等[10]
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通过三分支图卷积 (时域、频域及时频域)提取特征，

并利用区域注意力机制对提取特征进行融合，在抑

郁公开数据上取得 93.73%和 90.73% 的准确率。Jia
等[11] 提出的图模型通过设计多视角图构建、时空特

征提取及域泛化技术，提取抑郁模式的共性特征，实

现高精度的分类。上述研究都是基于有监督学习

(Supervised Learning，SL)的研究方法，依赖大量标注

完整的 EEG 样本进行模型训练，考虑到临床标注成

本高昂且专家资源稀缺，SL 在实际应用中面临显著

的数据标记瓶颈。相比 SL 对数据标签的依赖性，自

监督学习 (Self-Supervised Learning, SSL)仅通过挖掘

EEG 自身的内在结构、特征分布或相似性，实现样本

的自动聚类，解决了 SL 对标签数据的强依赖问题。

对比学习 (Contrastive Learning，CL)是 SSL 的一种重

要范式[12], 该方法通过对数据增强生成的无标注样本

不同视图进行对比，增强编码器对扰动的鲁棒性，从

而学习到鲁棒且有效的数据表征。针对 EEG 这类多

变量时序数据，以往的研究中[13-16]通常采用抖动、置

换等时序增强方法，为多变量时间序列数据生成不

同视图，并通过编码器提取时序特征，并基于这些特

征执行 CL，使编码器具备抵抗时序扰动的能力，以

实现时序一致性。此外，Choi 等 [17]采用预测对比损

失函数，借助历史信息预测未来时间戳，实现时序对

比，进一步提升时序一致性。这些研究普遍聚焦于

时序一致性，忽略了  EEG 对比学习中的拓扑一致

性。本研究将 EEG 的拓扑一致性定义为：(1) 在通道

层面，维持各  EEG 通道的抗干扰稳定性与通道间

固有神经生理学关联特性的属性。具体来说，前额

叶皮层是情绪调节与认知控制的核心区域，其 EEG
信号特征在  MDD 患者与健康对照人群 (Health
Control，HC)中存在显著差异[18-20]。若前额叶皮层对

应通道因电极灵敏度不足等因素出现幅值扰动，将

直接削弱 MDD 患者与 HC 的信号差异，进而降低模

型的抑郁症识别精度。(2) 在连接性层面，EEG 通道

间也存在神经生理学关联性，例如，与抑郁症发病机

制相关的功能连接脑区的通道 (前额叶皮层与扣带

回通道、前额叶皮层与颞叶通道)，相比功能不相关

脑区的通道 (如枕叶与小脑通道)，会表现出更强的信

号关联性[21-22]，维持通道间关联模式的鲁棒性，利于

模型学习抑郁模式特征。Wang 等 [23] 提出的图感知

对比学习，利用图增强解决以往 CL 研究中 EEG 拓
扑一致性的缺陷。综上，因缺乏自适应调节机制，

数据泛化力低，且使用孤立通道的对比学习，无法正

确学习脑区间功能性连接与差异。

为解决上述问题，本研究提出一种新颖的时序-拓

扑一致性图对比学习 (Temporal-Topological consistency
Graph Contrastive Learning，TTGCL)：引入自适应图增

强策略以提升模型对扰动的鲁棒性，设计基于双视

图交叉预测的跨窗口时序一致对比 (Cross-Window
Temporal  Consistency  Contrast，CWTCC)，学习  EEG
的时序一致性，同时设计区域-全局图对比 (Regional-
Global Graph Contrast，RGGC)机制，在区域层面、样

本层面上充分挖掘 EEG 数据中的拓扑一致性。

 1    研究方法

本文提出的图对比学习模型的整体结构如图 1
所示，将 EEG 数据视为图，电极通道为节点，通道间

的关联性为边。其核心是通过 CWTCC 和 RGGC 实
现 EEG 的时序一致性和拓扑一致性建模，进行鲁棒

的 MDD 识别。模型训练流程由 3个阶段构成：数据

增强、特征编码和对比学习。在数据增强环节，执行

基于离散小波变换的频域增强生成弱视图 (Weak
View)与强视图 (Strong View)，随后将数据分割为多

个时间窗口，在各窗口内执行时域增强。在特征编

码阶段 ，采用一维卷积神经网络 (1D  Convolution
Neural Network，1D-CNN)提取窗口内及窗口间的时

间模式特征，并构建多时间窗口图；进一步通过自适

应边增强策略优化图结构后，输入 GNN 编码器进行

特征学习。在对比学习阶段，本文设计了两个核心

模块：CWTCC 通过双视图交叉预测学习时间局部模

式特征，实现时序一致性建模；RGGC 的区域对比通

过跨视图的同区域与不同区域特征来对比学习鲁棒

的区域特征，全局对比则通过批次内跨视图的图特

征来对比学习鲁棒的全局特征，实现区域级，全局级

的拓扑一致性建模。

 1.1    数据增强

CL 对无标记数据进行各种数据增强生成不同

视图，借助视图间对比学习鲁棒特征。在模型的学

习过程中，同一原始数据经不同增强得到的多个视

图特征，在特征空间中被相互拉近 (正样本对)；不同

原始数据经增强得到的视图特征，与目标视图特征

在特征空间中被相互推远 (负样本对)。因此，正确的

数据增强方式对模型学习鲁棒且具有泛化能力的特

征至关重要。为得到高质量的 EEG 增强视图，本文

充分考虑到脑区通道的拓扑特性，即多通道 EEG 特
征在神经生理学上的关联性，具体表现为 MDD 患者

与 HC 在脑区关联性上的差异，提出了自适应节点增

强与边增强策略，对  EEG 通道特征及通道间的关

联性进行增强，保证鲁棒的通道特征及脑区关联性
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学习。

ωd,i ωa,i

i

βi∈ (0,1) ωd,i βiξ

ωa,i

(1+βi)ξ

βi

(1) (3)

 1.1.1   节点增强　本文将 EEG 通道视为节点，引入

频域、时域增强对节点数据进行自适应增强。鉴于

以往的研究[24-25] 中已经验证对时序数据进行频域增

强的有效性，故本文采用离散小波变换 [26](Discrete
Wavelet Transform，DWT)，通过高通滤波器与低通滤

波器将信号分解为细节系数     与近似系数    ，

二者对应了 EEG 数据的细节信息与整体趋势特征。

相比固定尺度的频域增强，本研究构建自适应噪声

增强机制，计算 EEG 通道原始信号的信噪比与频域

能量分布特征，为第     个通道动态分配噪声权重系

数    ，通过对     添加幅值为     的高斯噪

声进行小幅扰动，最大程度地保持原始信号的时序

特征与生理规律生成弱视图，并对     添加幅值为

  的高斯噪声生成强视图，对信号整体趋势进

行扰动以提升特征多样性。具体来说，信噪比越低、

有效频域能量占比越少的通道，   越小，反之越大。

最后，通过逆离散小波变换 (inverse DWT，iDWT)对
增强后的系数重构并逆变换回时域空间获得增强数

据。具体的自适应频域增强过程如式   ~   所示。 

ωd,i,ωa,i = DWT(xi) (1)
 

ωw
d,i = ωd,i+βiξ,ω

s
a,i = ωa,i+ (1+βi)ξ (2)

 

xw
i = iDWT

(
ωw

d,i,ωa,i

)
, xs

i = iDWT
(
ωd,i,ω

s
a,i

)
(3)

DWT(·) iDWT(·)
{Xw,Xs}

其中，     和     表示离散小波变换和逆

离散小波变换，    表示增强后生成的两种视图

特征。

Xs∈RC×L

=

⌊L
d

⌋
⌊·⌋

{Xs
t }Nt=1
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Xs
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频域增强后，对强视图和弱视图的特征进行时域

增强。因 EEG 数据的局部模式会随时间动态变化[27]，

故在增强前将 EEG 切分为多个时间窗口。以强视图

特征      为例，分割为  N 个长度为  d 的窗口，

其中 N   ，    表示向下取整函数，C 代表电极数

量，L 表示 EEG 片段的总长度。分割后得到    ，

其中 t 对应分割后的时间索引，    包含 C 个电极的

信号序列，即    ，其中     表示第 t 时间索

引的第   i 通道的信号。之后 ，我们采用置换法

(Jitter)对每个时间窗口内的每个电极通道进行时域

增强，得到增强后的窗口集合，例如，强视图下的集

合    ，其中    。最后，利用 1D-CNN 作

为编码器，捕捉窗口间的时序关联信息并输出强视

图通道特征的    ，其中    ，弱视图同理。

 1.1.2   边增强　边增强的核心是维持鲁棒的通道关

联性，使模型充分挖掘脑区的神经生理学关联性。
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具体流程为：首先，以 EEG 通道为节点，通道间的关

联性为边构建图，鉴于抑郁发病相关的通道对间存

在功能性关联[21]，可以认为这些特征在特征空间中也

具备相似性，因此采用特征相似度量化通道间的关

联强度。以强视图为例，给定特征    ，通过

计算通道 i 与 j 对应特征点积表示二者关联程度，即

 。随后，采用 SoftMax 函数将关联度的

取值范围约束在 [0,1]。研究是基于多时间窗口进行

多图构建，第 t 个窗口对应的图结构为    ，

其中，   。弱视图同理可构建    。然

后，多时间窗口图进行边增强。以往的研究[28] 中，通

常是将图中的边进行随机加噪，替换或删除，这类方

法可能会对图结构造成较大破坏。Wang 等 [23] 提出

了 Top-s 保留策略，保存图中前 s 强边的关联，对其

余边进行随机扰动。但在 EEG 抑郁识别中关联性较

弱的边并非毫无意义，例如枕叶-小脑、顶叶-颞叶之

间存在的较弱连接承载了不可或缺的脑区协同信

息，这类弱连接模式异常也是抑郁的重要病理特

征。为解决上述问题，本文提出自适应边增强策略，

核心是利用神经网络自适应学习以增强邻接矩阵，

并通过动态正则约束避免过度拓扑破坏或与原始邻

接矩阵近乎一致的极端情况。将     输入以多层感

知器 (MultiLayer Perceptron，MLP)为核心的神经网

络，生成扰动邻接矩阵    ，其计算过程如式   ~ 

所示。 

Ẽs
t = Reshape

(
MLP

(
flatten

(
Es

t

)))
(4) 

α (l) = αmin+
l

lmax
(αmax−αmin) (5)

 

Ls
MSE = α (l) · 1

kC2

k∑
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C∑
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C∑
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(Es
t − Ẽs

t )
2

(6)

flatten(·) Reshape(·)
MLP(·) l

α αmin αmax

αmin= 0.3 αmax= 0.7 α(l)

Ls
MSE
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t ) G̃w

t = (Vw
t ,Ẽw

t ) Lw
MSE

LMSE= Lw
MSE+Ls

MSE {V s
t ,V

w
t }

其中，     是展平；    是重塑二维邻接

矩阵；    是多层感知器；    为当前训练轮次，范

围 [1,lmax]，lmax=40；    为约束系数，范围 [   ,   ]，

 ，   ；    动态退火约束系数。最后

构建出动态约束的损失函数     并得到增强后的

 ，弱视图同理得到     和    。

总损失为      ，GNN将更新    
用于后续对比学习。

 1.2    对比学习框架

 1.2.1   跨窗口时序一致性对比　受预测编码[29] 及时

序对比学习思想[13] 启发，在时序数据中，时间的动态

变化特性影响时序局部模式特征，未来窗口被过去

窗口影响并存在关联，有效的 EEG 时序表征应当能

从历史信息预测未来变化。故为实现 EEG 时序一致

fp

fp G̃s
t

k̂

k̂ rs
i rs

i

{ f̂k+1,…, fk} k̂+1

vw
k,i= fk(rs

i ) V
w

t = vw
t,i}kt=̂k+1

}Ci=1 Lw→s
CWTCC

vw
t,i

vw
t,i

{vw
φ,i|φεϕ̂t,i} (7)

性，本文提出双视图交叉预测对比，核心是以视图中

的历史图特征通过回归模型     预测另一视图中的

未来图特征，以此迫使模型学习不受数据增强影响

的时序局部模式特征。     结构如图 2所示，以  

为例，拼接前     个图对应通道特征和一个可学习的

随机权重向量，将其输入 Transformer[30]，得到包含前

  时间窗口中通道 i 丰富语义的向量    。将     非线

性预测函数集合     预测弱视图中     到 k
的图特征，即    ，   。    是

弱视图历史图特征预测强视图历史图特征的对比

损失函数，在损失函数中预测的窗口特征     要与正

样本特征       保持高相似度，与负样本特征集合

  保持低相似度，其计算如式   所示。
 

Lw→s
CWTCC =

−1

C(k−̂k)

C∑
i=1

k∑
t=̂k

log
exp((vs

t,i)
Tvw
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exp((vs
t,i)

Tvw
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(7)

ϕ̂t,i

Ls→w
CWTCC LCWTCC =

Ls→w
CWTCC+Lw→s

CWTCC

其中，     表示第 i 个通道中除第 t 个窗口外的窗口

构成的集合。同理可得      ，总损失    
 。

gw={rw
i }Ci=1 gs={rs

i }Ci=1

gw

gw

{Λn}un=1 {rw
i }Ci=1 {rs

i }Ci=1

{zw
n }un=1 {zs

n}un=1

Ls→w
RC (8)

 1.2.2   区域-全局图对比　本研究提出  RGGC 方法，

该法包含区域、全局对比模块，用于学习鲁棒的局

部、全局特征，实现 EEG 拓扑一致性。区域对比的

核心是拉近节点与不同视图同区域的区域特征，推

远节点不同视图不同区域的区域特征。具体过程

为：定义图      ，    。使用点积量化

  中通道特征的关联性作为区域划分标准，分析

  连通分量生成强弱视图对应节点所对应 u 个互

不相交的区域    。然后，通过对    、 

按区域进行平均池化得到区域特征    、   。

对比损失函数     计算过程如式   所示。 

Ls→w
RC = −

1
C

C∑
i=1

log
exp
(

fsim

(
rs

i , zw
n(i)

)
/τ
)∑

mεV̂n(i)

exp
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n(i) i ∈ n(i) V̂n(i)

n(i) fsim(a,b)

τ Lw→s
RC

LRC= Ls→w
RC +Lw→s

RC

其中，    表示通道 i 所属区域编号，即   ； 

是与     不同区域的弱视图区域特征集合； 

表示点积；    是温度控制系数。同理可得    ，最

后构成    。

2B−2

g{w,s}p

全局对比旨在最大化两个视图中对应样本间的

相似度，同时最小化两个视图中不同样本间的相似

度。给定批次为 B 的 EEG 样本得到强弱视图共 2B
个样本，两个视图中的对应样本视为正样本对，每个

样本的任意视图与其余所有增强样本形成     个
负样本对。用     表示批次内第 p 个增强样本在

弱视图和强视图下的全局特征，强视图对应损失函
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Ls
GC (9)数     计算如式   所示。 

Lw
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1
B
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log
exp( fsim(gs

p, gw
p )/τ)∑

vεV̂p

exp( fsim(gs
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其中，    表示批次中除第 p 个样本外的所有样本集

合。同理可得弱视图对应对比损失    ，最终得到

 。

LMSE LCWTCC LRC LGC

L (10)

将      、    、    、     结合，得到  SSL
损失函数     的计算式，如式   所示。 

L = λMSELMSE+λCWTCCLCWTCC+λRCLRC+λGCLGC (10)
λMSE λCWTCC λRC λGC其中，    、    、    、     为超参数，平衡各

项损失权重。

 2    实验设计

 2.1    数据集处理和基本超参数

采用兰州大学多模态精神障碍分析数据集[31](A
Multi-modal  Open  Dataset  for  Mental-disorder
Analysis，MODMA)，马来西亚理科大学医院数据集

(the  human  ethics  committee  of  the  Hospital  University
Sains Malaysia，HUSM)[32] 验证所提模型的有效性，且

模型聚焦于闭眼静息态 (Eye Closed - Resting State，
ES-RS)下的  MDD 识别，详细数据如表 1所示。对

EEG 进行  1~45 Hz 的带通滤波，并进行独立成分

分析 [33](Independent  Component  Analysis， ICA)去除

伪迹。

EEG的预处理操作通过  MATLAB 2022a 中的

EEGlab 插件实现，所有实验场景均在搭载  NVIDIA
GeForce RTX 4060Ti 显卡和 Intel i5 12400F 处理器的

1×10−3

设备上完成，模型基于  PyTorch 2.4.0 框架开发。基

本超参数如下 ： batch size  设为  100，优化器选用

ADAM，学习率    ，训练轮次为 40。为防止数

据泄露，分割受试者为 10 个区块，随机选择 8 个区块

作为训练集，剩余区块用于测试集，重复 10 次实验，

结果取平均值。在自监督训练后，将冻结模型权重，

训练 MLP 分类器。

 2.2    评价指标

本研究的 MDD 识别任务，采用以下指标进行评

估：准确率 (Accuracy，Acc)、精确率 (Precision，Prec)、
召回率 (Recall)和 F1-score。这些指标定义如下： 

Acc =
TP+TN

TP+TN+FP+FN
×100%

Prec =
TP

TP+FP
×100%

Recall =
TP

TP+FN
×100%

F1-score =
2×Prec×Recall

Prec+Recall
×100%

其中，TP、TN、FP 和  FN 分别表示真阳性、真阴性、

假阳性、假阴性。
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图 2    回归模型结构

Fig. 2    Structure of regression model

表 1    数据集信息

Table 1    Information of datasets

Dataset
Number Age Sampling

rate/Hz
Channel

MDD HC MDD HC

MODMA 24 29 38.3±15.6 38.3±15.6 250 128

HUSM 34 30 32.44 ± 10.64 32.83 ± 9.38 256 19

MDD—Major depressive disorder；HC—Healthy control
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 3    结果分析

 3.1    对比实验

为评估 TTGCL 的性能，本文将对比经典的机器

学习算法 (SVM，RF)，近年来优秀的 SL 模型: Hybrid
GNN(HybGNN)[7]， Fully  Connected  Spatial-Temporal
Graph  Neural  Network(FC-STGNN)[9]，Sparse  Dynamic
GCN(SDGCN)[10]， Multi-view  Spatial-Temporal  GNN
(MSTGNN)[11] 以及 SSL 模型: Graph-Aware Contrasting
for spatial consistency across MTS (TS-GAC)[23]，Graph
Masked  Autoencoder  for  EEG[34](GMAEEG)，
NeuroNet[35]， Granger  Causality-Inspired  GNN(CI-
GNN)[36]。所选对比实验的基线模型的超参数均严格

依照原论文中的设置，实验结果见表 2、表 3。
  

表 2    在 MODMA 上 TTGCL与基线模型的比较结果

Table 2    Comparison  results  of  TTGCL  and  baselines  on
MODMA

Method Acc/% Prec/% Recall/% F1-score/%

SVM 84.32 85.21 84.23 84.71

RF 80.24 79.63 82.13 80.86

HybGNN 92.42 95.30 91.31 92.80

SDGCN 93.73 91.20 97.23 93.80

MSTGNN 93.14 92.70 93.47 92.70

FC-STGNN 96.23 96.98 96.45 96.21

TS-GAC 93.15 94.12 92.46 93.28

GMAEEG 94.26 93.81 94.59 93.81

NeuroNet 90.41 89.00 89.73 89.99

CI-GNN 94.60 95.38 93.69 94.53

TTGCL 96.53 97.33 95.60 96.46

 

由表 2、表 3中数据可以得出 ：本文方法在

MODMA 和  HUSM 数据集上均取得优秀性能：在

MODMA 数据集上 Acc 96.53%、Prec 97.33%、Recall
95.60%、 F1-score  96.46%； HUSM  数 据 集 上  Acc
96.33%、 Prec  95.98%、 Recall  95.80%、 F1-score
95.89%，仅在  MODMA 数据集上的  Recall 指标低

于 SDGCN(97.23%)，在 HUSM 数据集上的 Recall 指
标低于  HybGNN(96.80%)。对比传统机器学习，深

度学习算法具有显著优势。对于  SL 基线模型 ：

HybGNN、SDGCN、MSTGNN 3类方法通过多分支

结构捕捉抑郁模式但忽略了 EEG 的拓扑一致性，FC-

STGNN 通过全连接时空图建模捕捉 EEG 时空模式

特征，在 MODMA 和 HUSM 上获得仅次于本研究方

法的  Acc(96.23%，95.23%)，但存在边冗余的问题。

TTGCL 相比 SSL 基线模型，在 MODMA 数据集上的

Acc 较 CI-GNN(94.60%)、GMAEEG(94.26%)、TS-GAC
(93.15%)、 NeuroNet(90.41%) 分 别 提 升 1.93、 2.27、
3.38、 6.12个百分点。HUSM数据集上  GMAEEG
(94.08%) 表现优于  CI-GNN(93.56%)，与在  MODMA
上的表现不同，表明 CI-GNN 因果效应估计在低通道

密度场景稳定性不足。其他基线模型存在明显短

板：GMAEEG 的预训练依赖单一数据集且抗噪声干

扰能力有限，TS-GAC 边增强策略缺乏自适应调整且

对比学习不能学习到与抑郁发病相关的通道间的神

经生理学关联，NeuroNet 因单通道识别策略导致无

法学习到与抑郁发病相关通道间的关联性。

 3.2    可视化分析

 3.2.1   t-SNE 可视化分析　采用 t-SNE 将特征投影到

二维空间，将 TTGCL 自监督训练前、训练后、分类器

训练后的样本嵌入，TTGCL 与 TS-GAC、GMAEEG 训
练后的 MODMA 数据集中 MDD 患者的 EEG 通道 (F3、
F4、F7、F8、T7、T8、Cz、CPz)特征嵌入以及 TTGCL
在自监督训练后强视图，弱视图下 EEG 通道特征嵌

入进行分析，结果如图 3~图 6所示。分析图 3和图 4
结果，经过自监督学习训练后，样本分布呈现出明显

的聚类，经过分类器训练后 HC 和 MDD 患者的特征

在特征空间显著分离。其原因可通过分析图 5（图注

为国际 10-20脑电系统头皮电极名称）、图 6得到，对

比  TS-GAC 和  GMAEEG 的通道特征分布 ，其中

GMAEEG 的特征分布混乱，未形成有效聚类，TS-

表 3    在 HUSM 上 TTGCL与基线模型的比较结果

Table 3    Comparison results of TTGCL and baselines on HUSM

Method Acc/% Prec/% Recall/% F1-score/%

SVM 79.83 80.14 80.78 80.46

RF 76.31 78.42 76.72 77.56

HybGNN 95.37 94.22 96.80 95.30

SDGCN 90.73 92.42 90.19 90.70

MSTGNN 90.90 90.91 89.63 90.00

FC-STGNN 95.23 95.20 95.48 95.34

TS-GAC 92.43 93.51 92.28 92.89

GMAEEG 94.08 95.07 93.38 94.21

NeuroNet 92.37 92.34 92.61 92.48

CI-GNN 93.56 94.33 92.66 93.50

TTGCL 96.33 95.98 95.80 95.89
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GAC 的通道特征虽呈现清晰的聚类边界，但特征分

布未体现出与 MDD 发病相关的通道间关联性。具

体而言，未能展现出 F3/F4-Cz/CPz、F7/F8-T7/T8 通道

对间的关联性增强规律。本研究所提模型的 t-SNE
分布恰好符合这一趋势，再结合图 6可见，该数据集

上强弱视图的同一 EEG 通道特征实现了精准对齐，

证明 TTGCL 能够从不同视角学习具有拓扑一致性

的 EEG 通道特征。

 3.2.2   ROC 曲线与 AUC 值分析　为评估模型在不同

分类阈值下的分类稳定性，绘制对比实验中深度学习

模型的 ROC 曲线如图 7所示。TTGCL 在 MODMA
和 HUSM 数据集上均取得了最优的分类性能，AUC
(Area  Under  Curve)分 别 为 0.990 1、 0.990 4。 在

MODMA数据集上 ，本方法相较  CI-GNN(AUC  =
0.973 9)提升了 1.62 个百分点，相较 FC-STGNN(AUC =
0.972 0)提升了  1.81 个百分点。与性能最差的
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图 3    MODMA 上不同阶段的 MDD 和 HC 的特征分布

Fig. 3    Feature distribution of MDD and HC at different stages on MODMA
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Fig. 4    Feature distribution of MDD and HC at different stages on HUSM
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图 5    MODMA 上 MDD 的通道特征分布

Fig. 5    Channel feature distributions of MDD on MODMA
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NeuroNet (AUC = 0.912 0)相比，性能提升更为显著，达

到  7.81 个百分点。在  HUSM 数据集上，本方法较

GMAEEG(AUC = 0.961 0)提升了  2.94 个百分点，较

FC-STGNN(AUC = 0.960 0)和 CI-GNN(AUC = 0.952 0)
分别提升了  3.04 个百分点和  3.84 个百分点。从

ROC 曲线形态来看，TTGCL 的曲线在两个数据集上

均最接近左上角，表明其在各阈值设定下都能保持

较高的真阳性率和较低的假阳性率。特别是在低假

阳性率区域 (FPR < 0.1)，展现出明显优势，这对于实

际临床应用中减少误诊具有重要意义。相比  CI-
GNN 在两个数据集上的 AUC 差异达到 2.19个百分

点，FC-STGNN 的差异为  1.20 个百分点，TTGCL 在
两个不同来源的数据集上 AUC 值波动仅为 0.03 个
百分点，表明模型具有良好的跨数据集泛化能力，对

数据分布变化具有更强的鲁棒性。

 3.3    消融实验

为明确 TTGCL 各核心模块的贡献与有效性，设

计 8 组消融实验变体模型进行对比分析：(1) Variant
a：移除自适应节点增强，使用随机时频扰动增强。

(2) Variant b：移除自适应边增强，使用随机噪声进行

增强。(3) Variant c：移除自适应边增强，使用研究[23]

中的保留连接最强的前 s 个边，随机扰动其余边的策

略。(4) Variant d：移除 EEG 时序窗口划分，即无跨窗

口时序对比。(5) Variant e：移除区域对比学习机制。

(6) Variant f：移除全局对比学习机制。(7) Variant g：
同时移除区域对比与全局对比，即移除 RGGC 模块，

仅保留  CWTCC 模块。(8) Variant h：将  RGGC 中的

区域对比替换为无脑区划分的 InfoNCE 损失。

由表 4所示结果，可得如下结论：使用随机时频

扰动增强节点后，较完整模型 Acc 分别下降了 2.27
个百分点 和 2.23个百分点，表明自适应节点增强策

略的动态系数调整更好地平衡信号扰动强度，在保

持原始信号时序特征与生理规律的同时生成多样化

的视图。Variant b、Variant c 分别采用随机边增强和
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图 6    MODMA 和 HUSM 上强弱视图通道特征分布

Fig. 6    Channel feature distribution of strong view and weak view on MODMA and HUSM
 

1.0

0.8

0.6

0.4

T
ru

e 
p
o
si

ti
v
e 

ra
te

 

0.2

0 0

0 0.2 0.4

False positive rate

(a) MODMA

0.6 0.8 1.0

1.0

0.8

0.6

0.4

T
ru

e 
p
o
si

ti
v
e 

ra
te

 

0.2

0 0.2 0.4

False positive rate

(b) HUSM

0.6 0.8 1.0

TTGCL (AUC=0.990 1)
CI-GNN (AUC=0.973 9)
FC-STGNN (AUC=0.972 0)
GMAEEG (AUC=0.962 0)
TS-GAC (AUC=0.942 0)
NeuroNet (AUC=0.912 0)
Random (AUC=0.500 0)

TTGCL (AUC=0.990 4)
GMAEEG (AUC=0.961 0)
FC-STGNN (AUC=0.960 0)
CI-GNN (AUC=0.952 0)
TS-GAC (AUC=0.950 0)
NeuroNet (AUC=0.902 4)
Random (AUC=0.500 0)

图 7    TTGCL和基线模型的 ROC 曲线

Fig. 7    ROC curves of TTGCL and baselines
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top-s 策略，相比本研究的自适应边增强方法在两个

数据集上的 Acc 分别下降了 2.72、2.68个百分点和

1.94、1.95个百分点。这可能是因为相比随机增强策

略，top-s 策略保留强边关联避免对图结构有效性的

破坏，但该方法需要依据数据集类型手动设定 s 值，

并将弱边视为随机扰动对象，忽略了枕叶-小脑、顶

叶-颞叶等弱连接承载的脑区协同信息。本研究的自

适应边增强策略更好地保持了脑区间的神经生理学

关联性。Variant d 实验的 Acc 在 MODMA 和 HUSM
数据集的效果下降了  3.87、 3.83个百分点 ，表明

CWTCC 通过多时间窗口的双视图交叉预测对比，使

模型学习到有效的时序模式特征。Variant e 至 Variant
h这 4组实验从不同维度揭示了 RGGC 拓扑一致性

建模的贡献机制，完整移除 RGGC 的 Variant g 性能

损失最大 (MODMA 和  HUSM 分别下降  6.39、6.36
个百分点)，超过移除 CWTCC 模块的 Variant d。在

RGCC 内部 ，Variant  e(移除  RC)较完整模型下降

4.96、4.92个百分点，Variant  f(移除  GC)下降  3.04、
3.00个百分点，表明区域对比的贡献更突出，捕捉抑

郁相关脑区功能连接异常的区域对比是 RGGC 的核

心；Variant g 性能低于  Variant e，进一步说明  RC 与
GC 之间存在协同效应，单独保留任意一方均无法完

整实现拓扑一致性学习。在脑区划分机制方面，

Variant h(InfoNCE 替换 RC)虽优于 Variant e，但仍较

完整模型下降 2.48、2.51个百分点，证明脑区划分是

RGGC 实现有效拓扑一致性建模的关键设计，仅靠全

局对比无法完全实现对神经生理拓扑结构的建模。

  
表 4    消融实验结果

Table 4    Ablation experiment results

Variant
MODMA HUSM

Acc/% Prec/% Recall/% Acc/% Prec/% Recall/%

a 94.26 95.12 93.15 94.10 94.05 93.08

b 93.81 94.67 92.70 93.65 93.59 92.63

c 94.59 95.44 93.47 94.38 94.32 93.35

d 92.66 93.51 91.68 92.50 92.44 91.52

e 91.57 92.42 90.59 91.41 91.35 90.43

f 93.49 94.34 92.45 93.33 93.27 92.29

g 90.14 90.87 89.42 89.97 90.63 89.28

h 94.05 94.83 93.12 93.82 94.55 92.96

Complete

model
96.53 97.33 95.60 96.33 95.98 95.80

 3.4    泛化能力与鲁棒性分析

为进一步评估 TTGCL 在实际应用场景中的泛

化性与鲁棒性，从抗扰动鲁棒性实验、跨数据集迁移

和小样本稳定性 3个维度展开实验分析。

 3.4.1   抗扰动鲁棒性实验　为探究本文提出的

RGGC 模块和在噪声扰动下的鲁棒性，在  MODMA
数据集从以下两个方面施加噪声扰动并评估模型的

鲁棒性：(1)节点扰动：在图中节点特征添加扰动，即

在  EEG 信号添加随机噪声 (添加信噪比 (Signal-to-
Noise Ratio, SNR)为 5、10 dB和 20 dB的高斯噪声)。
(2)边扰动：对图的邻接矩阵添加均匀的随机噪声 (扰
动幅度分别为 0.05、0.15、0.30)。对比方法选取 FC-

STGNN、TS-GAC 和  GMAEEG，每种条件下重复实

验 10 次取均值，结果如表 5、表 6所示。
  

表 5    MODMA 上节点扰动实验结果

Table 5    Experimental  results  of  node-level  perturbation  on
MODMA

Method Clean/%
SNR/dB

5 10 20

FC-STGNN 96.23 92.43 93.52 94.54

TS-GAC 93.15 90.29 90.53 91.35

GMAEEG 94.26 92.34 92.58 93.05

TTGCL 96.53 94.23 95.62 96.58

 
  

表 6    MODMA 上边扰动实验结果

Table 6    Experimental  results  of  edge-level  perturbation  on
MODMA

Method Clean/%
Disturbance amplitude

0.05 0.15 0.30

FC-STGNN 93.15 93.13 92.10 90.32

TS-GAC 94.26 93.78 93.01 91.23

GMAEEG 96.53 96.03 95.24 94.23

TTGCL 96.53 97.01 96.34 95.89
 

βi

分析表 5、表 6可以得出：节点扰动方面，所有

方法均在 5 dB 处出现性能最低点，随后随噪声强度

减少呈现回升。在此条件下，TTGCL 的最大 Acc 下
降仅为 2.30个百分点，优于 FC-STGNN 和 TS-GAC。
这得益于自适应节点增强中基于信噪比的动态系数

 ，使模型在训练阶段已充分学习不同幅值扰动条

件下的鲁棒表示。边扰动方面，各方法随扰动幅度

增大呈单调下降趋势。TTGCL 在 0.05 的扰动下 Acc
小幅提升至 97.01%，可解释为轻微边权扰动对邻接

矩阵起到随机正则化效果，与自适应边增强的训练
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机制产生协同。随扰动增大至 0.30，TTGCL 仅下降

0.64个百分点，而  FC-STGNN、TS-GAC、GMAEEG
分别下降 2.83、3.03、2.30个百分点。

综合两类扰动实验，TTGCL 在节点和边扰动下

均保持最优稳定性，边级最大性能损失仅 0.64个百

分点，验证了自适应图增强策略的有效性。

 3.4.2   跨数据集迁移实验　由于 MODMA 与 HUSM
通道数差异较大，直接迁移需先进行通道对齐。本

实验从 MODMA 的 128个通道中提取与 HUSM 19 个
电极位置完全对应的子集，以该  19 通道数据在

MODMA 全集上完成 SSL 预训练，随后在不更新模

型参数的前提下，直接在 HUSM 测试集上推理（零样

本迁移），评估模型的跨域表征能力。同时，为探索

少量目标域数据的辅助效果，进一步设计少样本微

调场景：冻结模型中 1D-CNN 和 GNN 的权重，仅利

用 HUSM 训练集中随机抽取的 10% 受试者数据微

调 MLP 分类器。对 FC-STGNN、TS-GAC、GMAEEG
执行相同流程以进行对比，结果如表 7所示。

由表 7可知，在零样本迁移场景下，TTGCL 的
Acc 为  81.76%，较性能次优的  FC-STGNN(79.14%)
提升了 2.62个百分点，较  TS-GAC(75.38%)提升了

6.38个百分点。相较于各方法在 HUSM 原始训练场

景下的性能，TTGCL 的零样本迁移性能降幅仅为

14.57个百分点，而 FC-STGNN、TS-GAC、GMAEEG

的降幅分别为 16.09、17.05、16.23个百分点。TTGCL
的性能衰减程度显著低于所有对比方法，表明其具

备更强的跨域泛化能力。在  10% 少样本微调场景

下，TTGCL 可将 Acc 提升至 86.35%，进一步验证了

TTGCL 预训练阶段所学习的时序-拓扑一致性表征

具有良好的跨数据集可迁移性。

 3.4.3   小样本稳定性实验　为评估 TTGCL 在不同标

注数据规模下的性能稳定性，本实验在 MODMA 和
HUSM 两个数据集上，将训练集受试者比例依次设

定为  10%、30%、50%、70%、90%，其余受试者作为

测试集，每个比例条件下独立重复实验 10 次，取均值

与标准差。对比方法选取 SL 模型 FC-STGNN，以及

SSL 模型 TS-GAC、GMAEEG，实验结果如表 8，表 9
所示，学习曲线如图 8所示。

 
 

表 8    MODMA 上的小样本实验结果

Table 8    Few-shot experiment results on MODMA

Method
Acc/%

10% training sample 30% training sample 50% training sample 70% training sample 90% training sample

FC-STGNN 71.32 ± 3.84 85.14 ± 2.41 90.87 ± 1.73 93.74 ± 1.32 95.63 ± 0.87

TS-GAC 74.85 ± 3.21 85.62 ± 2.19 89.74 ± 1.82 91.85 ± 1.44 92.74 ± 1.13

GMAEEG 76.13 ± 2.97 86.84 ± 2.08 91.03 ± 1.61 92.96 ± 1.35 93.88 ± 1.02

TTGCL 81.64 ± 2.43 90.52 ± 1.64 93.81 ± 1.27 95.27 ± 0.98 96.18 ± 0.73
 
 
 

表 9    HUSM 上的小样本实验结果

Table 9    Few-shot experiment results on HUSM

Method
Acc/%

10% training sample 30% training sample 50% training sample 70% training sample 90% training sample

FC-STGNN 70.18 ± 4.03 84.27 ± 2.56 89.54 ± 1.84 92.36 ± 1.41 94.71 ± 0.93

TS-GAC 73.42 ± 3.47 83.71 ± 2.24 88.53 ± 1.69 90.82 ± 1.37 92.16 ± 1.04

GMAEEG 75.26 ± 3.18 85.62 ± 2.11 90.17 ± 1.58 92.43 ± 1.24 93.71 ± 0.91

TTGCL 80.37 ± 2.61 89.83 ± 1.72 93.14 ± 1.31 94.87 ± 1.05 95.96 ± 0.68
 

由表 8、表 9及图 8可观察到：在训练集受试者

比例仅为 10% 时，TTGCL 在 MODMA 和 HUSM 数
据集上分别取得 81.64% 和 80.37% 的准确率，较 SL
方法 FC-STGNN(71.32%、70.18%)分别提升了 10.32个

表 7    跨数据集迁移实验结果

Table 7    Cross-dataset transfer experiment results

Method
Zero-shot

Acc1)/% F1-score1)/%
HUSM

original/%Acc/% F1-score/%

FC-STGNN 79.14 78.83 83.32 83.57 95.23

TS-GAC 75.38 74.62 80.21 80.62 92.43

GMAEEG 77.85 77.21 81.38 82.02 94.08

TTGCL 81.76 81.23 86.78 86.35 96.33

1) 10% training sample
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百分点和 10.19个百分点，差距最大。这可能是因为

SL 模型在训练样本极少时，标签不足导致显著过拟

合，模型泛化能力急剧退化；而 TTGCL 的自监督预

训练阶段完全不依赖标签，通过时序-拓扑一致性对

比充分挖掘 EEG 的内在结构，在极少量标签条件下

仅需轻量微调分类器即可获得鲁棒的分类性能，展

现出 SSL 方法在标注资源稀缺场景下的本质优势。

随训练比例增大，所有方法性能均单调提升，但 TTGCL
在全数据区间始终保持最优。在训练比例达到 90%
时 ，MODMA 上  TTGCL(96.18%)相 较  FC-STGNN
(95.63%)仍保持 0.55个百分点的领先优势，SL 模型

无法通过增加标注数据来弥补忽视时序-拓扑一致性

带来的固有局限。从标准差角度观察，TTGCL 在各

比例条件下的标准差均低于同比例的 FC-STGNN 和
TS-GAC，尤其在低数据区间，说明 TTGCL 对训练集

受试者的随机选择不敏感，具备更稳定的跨受试者

泛化能力，这对于实际临床场景中不同患者群体的

稳定部署具有重要参考价值。

 3.5    敏感性分析

λMSE λCWTCC λRC λGC

λRC

λRC

λRC

 3.5.1   损失权重超参数独立分析　为验证模型对关

键超参数的稳定性，选取对模型性能影响较大的损

失项权重系数     、    、     和      的取值

进行超参数独立分析。4项参数均在  [0.001, 0.005,
0.01, 0.05, 0.1, 0.3, 0.5, 0.7, 1.0] 范围内取值。当测试

其中一个超参数时，固定其余超参数为 1。分析图 9
中结果，当超参数取较大值时，TTGCL 往往可以取得

更好的性能。例如，在 MODMA 数据集上当     从
0.001 提高至  0.500 时，模型  Acc 提高了  4.3个百分

点，表明区域对比学习对 MDD 识别的正向作用。但

当     取值为 1.000 时，性能提升的幅度会逐渐减

小。这一现象表明，     过大时区域对比损失主导

λGC

LGC

LRC λCWTCC

λRC λGC

LRC

λRC

LGC

2B−2

了总损失的梯度方向，抑制了 CWTCC 模块的有效学

习，导致多目标间梯度失衡。其余 3个参数均呈现出

同样的规律，这表明：    过高时，模型倾向于过度

拉近批次内同一样本两视图的全局特征，却相对忽

视了区域级拓扑结构的精细化学习，造成       与
  之间的失衡。    过大压制拓扑一致性模块

的学习，模型缺失拓扑一致性导致性能下降。适度

的正则约束能有效防止边增强对图结构的过度破

坏，但约束过强时会限制 MLP 对邻接矩阵的自适应

学习空间，导致增强视图的多样性不足。值得注意的

是，    和     分别在 MODMA 和 HUSM 均取 0.500
和 0.700 两个较大值时达到最优性能，其原因可能是

区域对比损失     是驱动模型学习脑区层面的拓扑

一致性特征，而 EEG 信号中功能性脑区连接模式在

原始信号空间中难以挖掘，需要较强的梯度信号来引

导模型充分挖掘这些关联性。若     过小 (如 0.001)，
区域对比损失的梯度贡献将被其他损失项掩盖，模

型难以形成有效的脑区划分与区域特征对比。此

外，    用于批次内的样本级特征对比，其正样本对

仅为同一样本的强弱视图，负样本对数量为    ，

正负样本数量的严重不平衡使得对比信号比较稀

疏，需要较大的权重系数来增强全局对比的梯度贡

献，确保模型有效区分不同样本间的全局拓扑差异。

λMSE λCWTCC λRC

λGC λMSE

λCWTCC

λRC λGC

若从神经生理学角度解释    、    、  

和     4个超参数的意义：    作为边增强正则化

系数，其取值表明图结构增强过程激进 -保守的平

衡。    控制时序一致性建模的强度，其较大取

值 (0.5或 0.7)反映了 EEG 信号中时间局部模式 (如
事件相关电位的幅值、潜伏期等特征)对 MDD 识别

的重要贡献。    和     从局部和全局控制拓扑一

致性建模的强度，二者取值说明 MDD 识别不仅依赖

个别脑区的异常活动，更依赖脑区的协同模式。
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图 8    在 MODMA 和 HUSM 上的小样本实验结果

Fig. 8    Few-Shot experiment results on MODMA and HUSM
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综上所述，4项损失权重的最优取值区间与

EEG 抑郁识别的神经生理学机制吻合，表明 TTGCL
各模块的设计与临床先验知识存在一致性，且各损

失项之间需保持均衡的梯度分配以实现最优的协同

建模效果。

λRC λGC

 3.5.2   损失权重超参数协调分析　单参数分析仅能

反映参数的边际效应，无法揭示参数间的交互影

响。为此，本节对提出的关键损失权重     和  
进行联合网格搜索，以明确参数的协调配合策略。

将二者分别在 [0.1, 0.3, 0.5, 0.7, 1] 范围内搜索，其余

参数固定为超参数独立分析中确定的最优参数

(MOMDA 均取  0.5，HUSM 均取  0.7)，结果如图 10
所示。

λRC

λGC

λRC λGC

分析图 10的结果可得出结论：MODMA 在 (   ,
 ) = (0.5,0.5) 时最优准确率为 96.53%，HUSM 在

(   ,    ) = (0.7,0.7) 时最优准确率为 96.33%，与超

参数独立分析的结论一致。从热力图整体分布来

λRC和λGC

λRC λGC

LGC

LRC λRC

λGC

LGC

LRC LCWTCC

看，高性能区域集中于以最优点为中心的对角带状

区域，即     取值相近的位置，表明区域对比

与全局对比损失应保持均衡的权重比例。当两项权

重为  (   ,   ) =  (0.1,0.1)  时，MODMA 和  HUSM
的 Acc分别下降至  93.12%和 92.84%，说明       与

  被抑制，拓扑一致性建模能力退化。当  (   ,
 ) = (1,1) 时，MODMA 和 HUSM 的 Acc分别下降

至  94.05%和 93.72%，其原因可能是过大的      与
  压制了     的时序一致性建模。

 3.6    模型效率分析

为评估 TTGCL 的计算效率，本研究从浮点运算

量 (GFLOPs)、模型参数量 (Params)、单轮训练时间

和推理时间四个维度，将 TTGCL 与 FC-STGNN、TS-
GAC、GMAEEG 在  MODMA 数据集上进行对比。

实验结果如表 10所示。

分析表 10可以得出如下结论：从模型规模看，

3个 SSL 模型 (TS-GAC、GMAEEG、TTGCL)的参数
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量和浮点运算量显著高于 SL 模型 FC-STGNN(参数

量和浮点运算量分别为 3.25×106，12.67)，这是因为

SSL 模型需要额外的数据增强模块或双视图处理及

对比损失计算。在 SSL 模型中，TTGCL的参数量和

浮点运算量 (8.80×106，42.51)略高于 TS-GAC (参数量

和浮点运算量分别为 7.60×106，40.41)，增量源于自适

应边增强 MLP 和 CWTCC 中的 Transformer 回归模

型；相较  GMAEEG (参数量和浮点运算量分别为

10.40×106，67.34)，TTGCL的参数量减少 15.4%，浮点

运算量 降低 36.9%，得益于对比学习框架无需独立

解码器。训练时间方面，TTGCL 每轮耗时 65.53 s，低
于  GMAEEG(每轮耗时 70.34 s)，临床离线训练场景

下可接受。推理阶段，由于增强模块不参与推理，

TTGCL 推理时间为  6.40 s，与  TS-GAC(推理时间为

6.23 s)基本持平。综合来看，TTGCL 以与  TS-GAC
相近的计算代价，取得了高出 3.38个百分点的 Acc，
在性能与效率之间实现了良好的平衡。

 3.7    可解释性分析

为深入理解 TTGCL 模型的抑郁识别机制，研究

从两个维度对模型进行系统性的可解释性分析：频

段贡献分析和  SHAP (Shapley Additive Explanations)
特征归因分析。通过多层次的可解释性研究，不仅

能够揭示模型的内部决策逻辑，还能从神经科学角

度验证模型学习到的特征是否与已知的抑郁症 EEG
生物标志相一致，从而增强模型在临床应用中的可

信度。

δ θ α

β γ

 3.7.1   频段贡献分析　将原始  EEG 信号 (1~45 Hz)
分解为 5个子频段：    (1~4 Hz)、    (4~8 Hz)、    (8~
13 Hz)、   (13~30 Hz)和    (30~45 Hz)，分别作为模型

的独立输入进行分类实验。将各频段信号分别输入

训练好的模型中，在 MODMA 和 HUSM 两个数据集

上评估其分类性能，实验结果如表 11所示。
  

表 11    不同频段实验结果

Table 11    Experimental results of different frequency bands

Band
MODMA HUSM

Acc/% Prec/% Recall/% Acc/% Prec/% Recall/%

δ(1−4 Hz) 88.67 89.45 87.20 87.33 86.78 86.40

θ(4−8 Hz) 92.33 93.12 91.07 91.67 91.23 91.07

α(8−13 Hz) 94.00 94.87 92.93 93.67 93.45 93.00

β(13−30 Hz) 91.00 91.56 90.27 90.33 89.87 90.00

γ(30−45 Hz) 87.33 88.21 85.87 86.00 85.56 85.20

Full bands 96.53 97.33 95.60 96.33 95.98 95.80
 

α

分析表 11各频段实验结果及图 11可以得出，

全频段在两个数据集上均取得最优综合性能，Acc在

MODMA 数据集上为 96.53%，在 HUSM 数据集上为

96.33%。该结果表明，TTGCL 模型有效利用了整个

频谱范围内的互补信息，时序-拓扑学习机制能够捕

捉单一子频段无法提供的多尺度振荡交互信息。在

各独立子频段中 ，    波段分类性能最好 ，Acc在

MODMA 与  HUSM 上分别达到 94.00% 和  93.67%。

与以往研究中的结论相符：重度抑郁症患者左侧前

表 10    模型效率分析

Table 10    Computational efficiency evaluation

Method GFLOPs Params
Training

time per epoch/s
Inference time/s Acc/%

FC-STGNN 12.67 3.25×106 5.12 1.24 96.23

TS-GAC 40.41 7.60×106 60.87 6.23 93.15

GMAEEG 67.34 10.40×106 70.34 7.01 94.26

TTGCL 42.51 8.80×106 65.53 6.40 96.53
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Fig. 11    Experimental results of different frequency bands
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α

θ

δ

γ

额叶    波功率相对右侧显著降低 [37]；认知控制和情

绪加工相关的前额叶   振荡，在抑郁状态下会发生显

著改变[38]。其他波段识别能力相对较低，但仍具有一

定识别能力。    低频波与睡眠、记忆编码和情景记

忆等功能相关，在抑郁识别中效果有限。    高频波

与高级认知功能和信息整合密切相关。但高频信号

已受噪声影响，可能对分类结果产生较大影响。

 3.7.2   SHAP特征归因分析　SHAP方法基于合作博

弈论中的 Shapley 值理论，能够为模型的每个输入特

征计算其对最终预测结果的边际贡献。相较于其他

特征归因方法，SHAP 具有理论上的完备性、一致性

和局部精确性，是当前可解释性研究中应用最为广

泛的方法之一。本节采用 SHAP方法对模型的 11个

EEG 通道 (F3、F4、Fp1、Fp2、T7、T8、Cz、Fz、P3)的
贡献进行量化分析，研究样本为 MODMA 数据集上

300 例 (MDD样本 150 例，HC样本 150 例)。分析如

图 12所示的 SHAP特征摘要图可以得出结论：在前

额区通道的高特征值倾向于产生较高的 SHAP值，而

低特征值则对应较低的 SHAP值。这种清晰的颜色

梯度表明前额区 EEG 信号幅值与抑郁症分类之间存

在单调的正相关关系：前额区信号特征值越高，模型

越倾向于将样本判定为 MDD。这一发现可能反映

了抑郁症患者前额区脑电活动的异常增强或减弱模

式 [37]。各通道的 SHAP值分布宽度存在明显差异。

Fp1和 F3 的 SHAP值分布范围最广说明这两个通道

对不同样本的影响差异最大，即不同个体在前额区

的 EEG 特征差异对分类结果的影响最为显著。相比

之下，C3 和 Fz 通道的 SHAP值分布较为集中，说明

这些通道对分类决策的影响较为均匀且有限。
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图 12    特征摘要图

Fig. 12    Features decision plot

 
综上所述，本文提出的 TTGCL 在抑郁识别中具

有较强的可解释性，与以往抑郁相关的脑区功能异

常的结论相符，为未来的临床应用提供了坚实的理

论依据。

 4    结　论

本文针对基于现有对比学习的  EEG 抑郁识别

方法忽视拓扑一致性的问题，提出了 TTGCL。该模

型的主要贡献包括以下 3个方面：首先，设计了自适

应图增强策略，实现了基于信噪比与频域能量分布

的动态节点增强以及基于神经网络自适应学习的边

增强，生成了多样化的视图并保持脑区间的神经生

理学关联性。其次，引入的 CWTCC 通过双视图交叉

预测机制，利用历史图特征预测未来图特征的对比

方法，使模型有效学习 EEG 的时序模式特征，实现时

序一致性建模。最后，提出 RGGC 学习鲁棒的区域

和全局通道特征，实现局部到全局的拓扑一致性建

模。TTGCL 在 MODMA 和 HUSM 数据集上取得优

于其他基线模型的综合性能，但仍存在值得探索的

方向：目前仅针对闭眼静息态数据进行验证，未来可

进一步拓展至睁眼静息态、任务态等多范式场景；此

外，后续研究将在更广泛的数据集上验证模型的泛

化能力。
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Temporal-Topological Consistency Graph Contrastive Model for
EEG Depression Recognition
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(School of Information Science and Engineering, East China University of Science and Technology,

Shanghai 200237, China)

Abstract: Major  Depressive  Disorder  (MDD)  is  a  mental  illness  that  severely  affects  human  health.  Currently,
depression  recognition  based  on  Contrastive  Learning  (CL)  for  Electroencephalogram  (EEG)  signals  has  achieved
promising  results,  yet  it  still  has  certain  limitations:  Mainstream  CL  methods  primarily  focus  on  the  temporal
consistency  of  EEG  signals  while  neglecting  the  topological  consistency  of  EEG  data,  namely  the  anti-interference
stability  of  individual  channels  and  the  inherent  neurophysiological  correlations  between  channels.  To  address  the
above  issues,  this  paper  proposes  a  novel  depression  recognition  model  based  on  Temporal-Topological  Consistency
Graph  Contrastive  Learning  (TTGCL).  First,  an  adaptive  graph  augmentation  strategy  is  designed,  which  includes
dynamic node augmentation based on signal-to-noise ratio and frequency-domain energy distribution, as well as edge
augmentation based on dynamic regular constraints, to generate high-quality contrastive views. Second, Cross-Window
Temporal Consistency Contrast (CWTCC) is proposed to learn the temporal consistency of EEG signals through cross-
prediction between dual views. Finally, a Regional-Global Graph Contrast (RGGC) framework is constructed to learn
topological  consistency  from  the  level  of  local  brain  regions  to  global  samples.  This  study  achieves  recognition
accuracies of 96.53% and 96.33% on two public MDD datasets, respectively, outperforming existing baselines.

Key words: EEG；depression recognition；contrastive learning；graph neural network；topological consistency
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