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摘 要：【【目的】】  基于浮选泡沫图像预测精煤灰分是浮选智能化控制的核心方法之一。针

对现有图像特征表征维度不全面、多源信息融合不足导致的预测精度受限问题，提出了一种融

合多通道注意力回归网络（MARNet）与特征工程的浮选精煤灰分预测方法。【【方法】】  首先构建

多种颜色空间图像输入的 MARNet，利用注意力机制从不同颜色空间图像中关注不同的泡沫

信息，同时基于极限梯度提升（XGBoost）算法，从形态、颜色、纹理及频域四个方面构建特征工

程灰分预测模型，建立贝叶斯动态加权融合策略，基于后验概率优化准则自适应分配 MARNet
与 XGBoost 的预测权重，形成优势互补的协同预测机制。【【结果】】  实验结果表明：MARNet 与特

征工程融合模型的预测性能显著优于传统方法，其决定系数（R²）为 0.969 1，平均绝对误差为

0.126 4%，均 方 根 误 差（RMSE）为 0.216 1%，相 比 于 单 一 模 型 预 测 的 RMSE 分 别 降 低 了

70.90% 和 25.22%，显著提升了预测精度，验证了这种方法在浮选过程智能控制中的有效性。
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Abstract：【【Purposes】】Predicting the ash content of clean coal on the basis of flotation foam imag⁃
es is one of the core methods for intelligent flotation control. To address the limitations of existing 
methods caused by incomplete feature representation dimensions and insufficient multi-source informa⁃
tion fusion, a prediction method that integrates a Multi-channel Attention Regression Network (MAR⁃
Net) with feature engineering is proposed.【【Methods】】 First, the MARNet model with multi-color-
space image inputs was constructed, leveraging attention mechanisms to foam on distinct foam infor⁃
mation from different color spaces. Simultaneously, a feature engineering-based ash prediction model 
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was developed by using the XGBoost algorithm, incorporating morphological, color, texture, and fre⁃
quency-domain features. A Bayesian dynamic weighted fusion strategy was established to adaptively 
allocate prediction weights between MARNet and XGBoost on the basis of posterior probability opti⁃
mization criteria, forming a synergistic prediction mechanism that combines their complementary 
strengths.【【Results】】The experimental results demonstrate that the prediction performance of the 
MARNet and feature engineering integrated model significantly outperforms traditional methods. The 
proposed model achieves a coefficient of determination (R2) of 0.969 1, a mean absolute error (MAE) 
of 0.126 4%, and a root mean square error (RMSE) of 0.216 1%. Compared with XGBoost and 
MARNet single-model predictions, the RMSE is reduced by 70.90% and 25.22%, respectively, con⁃
firming a substantial improvement in prediction accuracy, which validates the effectiveness of the pro⁃
posed method for intelligent control in flotation processes.

Keywords：flotation clean coal； ash content prediction； feature extraction； multi-channel atten-
tion regression network； XGBoost； Bayesian averaging

随着煤矿工业智能化进程的加速，煤泥浮选过

程中的智能控制需求日益凸显［1］。浮选精煤是从泡

沫浮选中获得的精煤产物［2］，其中灰分，即浮选后精

煤中非可燃杂质的质量分数，是衡量浮选系统性能

的关键参数之一，直接关系到煤炭产品的品质与经

济效益［3］。因此，准确测定浮选精煤灰分对于优化

浮选系统的控制和提高生产效率至关重要［4］。

传统方法中，缓慢灰化法被广泛用于精确测定

浮选精煤中的灰分含量，该方法包括一系列严格的

步骤，如取样、过滤、干燥、样品制备、高温燃烧、称

重及数据计算等［5］。但其复杂的操作流程导致了较

长的处理时间和较高的劳动强度，难以满足现代煤

泥浮选工艺对实时监控和动态优化的需求。

近年来，图像处理技术的进步为灰分实时检测

带来了创新的方法［6-10］。CUI 等人［11］通过工业相机

采集煤样图像，提取图像的颜色特征和纹理特征，

并建立基于集成学习的灰分预测模型，从而实现了

快速预测。WEN 等人［12］在浮选泡沫图像中提取形

态学特征、颜色特征、纹理特征以及统计建模特征，

并结合机器学习算法建立灰分预测模型。而人工

特征提取过程存在较强的主观性，难以建立特征与

灰分含量之间的准确映射关系，进而导致灰分预测

模型的预测精度难以有效提升。

深度学习的兴起，特别是卷积神经网络（Con⁃
volutional Neural Networks， CNN）自适应提取图像

特征的能力，为灰分预测模型开辟了新的研究方

向［13-16］。WEN 等人［17］通过使用 CNN 自动提取图像

特征，成功实现了对不同灰分等级泡沫图像的高精

度分类，准确率达到了 97.1%。YANG 等人［18］则基

于 ResNet 设计了 CAPNet 回归模型，用于预测精煤

灰分含量，测试集上的平均绝对误差（Mean Abso⁃
lute Error， MAE）仅 为 0.65%。 然 而 ，单 纯 依 赖

CNN 构建的预测模型未能充分挖掘图像中的关键

特征信息。尽管韩宇等［19］在尾煤灰分预测中创新

性地融合 CNN 与颜色特征，通过多模态特征融合

策略提升了预测精度，但该方法存在特征维度覆盖

不全面的局限性，特征融合维度仅包括图像的颜色

信息。针对上述问题，本文构建了一种多通道注意

力 回 归 网 络（Multi-Channel Attention Regression 
Network， MARNet）与特征工程融合的综合性预测

方法：通过集成 RGB、HSI 及 YUV 三种输入，并嵌

入混合注意力机制强化关键特征表征设计预测模

型；同时建立基于图像形态、颜色、纹理和频域多维

度特征的预测模型，将 MARNet 与泡沫图像特征回

归的预测结果通过贝叶斯概率模型融合。该方法

旨在提升灰分预测的准确性和稳定性，为浮选精煤

系统的智能控制提供一种稳健且高效的技术路径。

1 试验材料与环境

煤 样 采 集 自 太 原 某 选 煤 厂 的 烟 煤 ，灰 分 为

19.1%，粒度均小于 0.5 mm。在实验室条件下使用

XFD-0.5型实验室浮选机进行浮选试验，试验过程符

合《GB/T 30046.1—2013》［20］。每次试验均精确称取

30 g 煤炭样品，并确保矿浆质量浓度稳定在 60 g/L。

试验中选用煤油作为捕收剂，仲辛醇作为起泡剂。

通过调整捕收剂和起泡剂的用量、浮选机的搅拌速度

以及空气供给量，进行了 10 组不同工况下的浮选试

验。试验结束后，收集了浮选得到的精煤泡沫产物，

并通过缓慢灰化法测定了其灰分含量。具体的试验

参数设置与相应的精煤灰分含量结果详见表 1。
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图像采集装置使用 200 万像素的彩色工业相机

（AB-201GE）、35 mm 的镜头（SV-3514H）、两个漫

反射碗状 LED 光源（JL-DW-100W）和环境光遮光

罩。该装置安装在浮选槽上方，镜头距泡沫液面高

度为 20 cm，如图 1 所示。在 10 组浮选试验中，当浮

选出泡沫后，相机以 10 帧/s 的速度采集泡沫图像，

采集 120 s。为了确保数据的质量，排除了由于浮选

过程中固有的动态特性所引起的模糊图片，最终共

获得 3 550 张分辨率为 1 920×1 080 的泡沫图像。

划分训练集图像数量为 2 840，测试集图像数量为

710，训练集与测试集比例为 8∶2，用于后续的分析

和模型训练。在浮选全过程中，各个细分时间段内

精煤的整体灰分是不断减小的。本文参考现有的

灰分标注方法［14］，在整个浮选试验中采集图像进行

分析与训练，一组浮选试验的泡沫图像对应一个灰

分标签，以对浮选结束后的灰分值进行预测。图像

处理及深度学习模型训练所使用的计算机搭载 In⁃
tel Core i5-13500HX 处 理 器 与 NVIDIA GeForce 
RTX 4060 显卡，软件环境为 Python3.10 与 Tensor⁃
Flow2.10。

2 多通道注意力回归网络（MARNet）
鉴于泡沫图像的颜色和纹理结构等多模态特

征与灰分含量存在显著相关性，构建了基于多颜色

空间协同感知的 MARNet 架构。采用 RGB、HSV
和 YUV 三种颜色空间的图像作为输入，通过跨空

间特征融合机制充分挖掘不同颜色体系下的互补

信息，其中 RGB 空间捕捉原始色彩分布，HSV 空间

解析饱和度变化特征，YUV 空间则有效分离亮度干

扰，从而实现对泡沫表面多维视觉特征的协同表

征。通过预训练基础模型提取特征，在特征提取阶

段之后引入通道注意力（Channel Attention）和空间

注意力（Spatial Attention）。最后经过两次全连接

层处理，将特征图映射为与灰分相关的单一数值输

出。MARNet 的图像输入分辨率为 224×224，具体

模型框架如图 2 所示。

预训练模型采用 EfficientNetB0［21］在 ImageNet
数据集上预训练的架构，冻结模型的卷积层，保留

预训练的权重。基于 EfficientNetB0 微调模型输出

结果，保留批归一化以加速训练和稳定收敛，通过

全局平均池化技术减少参数数量，并使用 Sigmoid
激活函数降低过拟合的风险，将池化后的结果作为

输出，用于引入双重注意力机制实现特征加权训

练。图 3 所示为 EfficientNetB0 微调策略示意图。

提取 RGB、HSI 和 YUV 三种颜色空间的特征

层，拼接后加入双重注意力机制，添加可训练的权

重，以增强模型对重要特征的关注度。通道注意力

通过全局池化、共享多层感知机、逐元素相加和 Sig⁃
moid 函数生成通道注意权重，并与原始特征图进行

图 2　MARNet的框架

Fig.2　Framework of MARNet
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Fig.1　Image acquisition system
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Fig.3　Fine tuning strategy for EfficientNetB0
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表 1　浮选试验中各个控制量的参数

Table 1　Parameters of various control variables in flotation 
experiments

组号

1
2
3
4
5
6
7
8
9

10

V（捕收剂）/
μL

18. 75
37. 50
56. 25
75. 00
93. 75
18. 75
37. 50
56. 25
75. 00
93. 75

V（起泡剂）/
μL

7. 5
7. 5
7. 5
10
10

5. 5
5. 5
5. 5
5. 5
5. 5

转速/
（r∙min-1）

1 800
1 800
1 800
1 800
1 800
2 000
2 000
2 000
2 000
2 000

曝气量/
（m3∙h-1）

0. 3
0. 3
0. 3
0. 3
0. 3
0. 2
0. 2
0. 2
0. 1
0. 1

灰分/%

8. 49
10. 88
12. 57
10. 25
11. 25
12. 20
11. 29
12. 48
9. 28

12. 32
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逐通道相乘，恢复到原始尺寸。空间注意力结构由

通道注意力模块的最大池化、平均池化、特征拼接、

7×7 卷积和激活函数生成空间注意权重，并与原始

特征图进行逐元素相乘，恢复到原始尺寸。经过双

重注意力机制处理后的特征图被拼接在一起，形成

一个综合的特征向量，用于后续的回归预测。注意

力模块如图 4 所示。

综合特征向量通过两个全连接层进行回归预

测。第一个全连接层包含 512 个神经元，采用 Re⁃
LU 激活函数，以确保非线性变换的能力。第二个

全连接层直接输出预测结果，使用线性激活函数，

因为目标是连续值的回归任务。选择均方误差

（Mean Squared Error， MSE）作为损失函数，优化模

型性能，并使用 Adam 优化器自适应调整学习率。

3 MARNet与特征工程融合预测方法

浮选过程中泡沫表面的视觉特征与浮选精煤

灰分含量之间存在显著相关性。传统方法通过提

取泡沫图像的形态学特征、颜色特征和纹理特征等

表征参数，并结合支持向量回归、随机森林等机器

学习模型进行灰分预测，但受限于特征工程的表征

能力不足且模型泛化能力不足，导致其预测精度

低。相比之下，基于深度学习的方法通过神经网络

自动提取更具判别性的图像特征，显著提高了预测

精度。为了进一步提高预测精度，构建了融合多通

道注意力机制的 MARNet 框架，同时采用 XGBoost
算法建立基于泡沫图像特征的预测模型，将 MAR⁃
Net 与泡沫图像特征回归的预测结果通过贝叶斯概

率模型融合。MARNet 与特征工程融合模型结构

如图 5 所示。

从形态、颜色、纹理和频域四个方面提取了共

80 个特征，具体流程如图 6 所示。

在浮选工艺中，泡沫的形态变化能够反映其对

精煤颗粒的吸附能力，同时与灰分含量呈现密切的

图 4　注意力模块、通道注意力和空间注意力结构

Fig.4　Attention module, channel attention, and spatial attention structures
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图 5　MARNet与特征工程融合模型结构

Fig.5　MARNet and feature engineering fusion model structure
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关系。采用基于标记的分水岭算法［22］分割泡沫图

像，以此提取泡沫图像的形态特征。图 7 展示了图

像分割的可视化过程：（a）为泡沫原始图像；（b）为应

用分水岭算法后的标记结果；（c）为最终分水岭分割

的图像。从泡沫图像的分割区域，依据像素点的数

量，提取了泡沫的平均尺寸、标准差、数量和长宽比

4 种形态特征。

不同灰分含量的精煤在视觉上具有显著不同

的灰度，这一特性使得泡沫颜色成为预测灰分的关

键信息。为了全面捕捉泡沫的颜色信息，从 RGB、

HSI和 YUV 三种颜色空间，提取每个通道的概率统

计直方图 h (k)，计算直方图的均值 μ、方差 σ 2、偏度

S、峰度 K、能量 E c 和熵 Enc
：

μ = ∑k = 0
n k × h ( )k  . （1）

σ 2 = ∑k = 0
n ( k - μ )2 h (k) . （2）

S = ∑k = 0
n ( k - μ

σ ) 3

h (k) . （3）

K = ∑k = 0
n ( k - μ

σ ) 4

h (k) . （4）

E c = ∑k = 0
n [h (k) ] 2

 . （5）

Enc
= ∑k = 0

n h (k) ( )-ln h ( )k  . （6）
式中：n 为像素级 k的最大值。

将 9 种通道（R、G、B、H、S、I、Y、U 和 V）的 6 个

统计量作为泡沫图像的颜色特征。

泡沫图像的纹理信息与像素的空间位置密切

相关，揭示了泡沫表面的形态和结构细节，这对于

深入理解泡沫行为具有重要意义。灰度共生矩阵

（Grey Level Co-occurrence Matrix，GLCM）常用于

泡沫图像的纹理特征提取，能够基于二阶统计数据

表示灰度图像中像素的空间位置信息［23］。

GLCM 的元素由 p ( i，j | d，θ )构成，表示灰度值

以 i 为起始点，相邻距离为 d，角度为 θ 的灰度值 j 的
概率。从 GLCM 中提取对比度 C、均匀性 H、相关

性 C o、角二阶矩 Asm、能量 E g 和熵 Eng：

C = ∑i,j = 0
N - 1 p ( i,j)× ( i - j) 2

 . （7）

H = ∑i,j = 0
N - 1 p ( )i,j

1 + ( )i - j
2  . （8）

C o = ∑i,j = 0
N - 1 p ( i,j)× ( )i - μg × ( )j - μg

σg
2  . （9）

Asm = ∑i,j = 0
N - 1 p ( i,j) 2

 . （10）

E g = ∑i,j = 0
N - 1 p ( )i,j

2
 . （11）

图 7　泡沫图像的分割过程

Fig.7　Segmentation processes of foam images

(a)原始图                 (b)分水岭标记              (c)分割效果

图 6　特征提取流程图

Fig.6　Feature extraction process diagram
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Eng = ∑i,j = 0
N - 1 p ( i,j) 2( )-ln p ( )i,j  . （12）

式中：N 为灰度级 i，j的最大值。

以 p ( i，j | 0，1 )生成 GLCM，提取上述 6 个统计

量作为泡沫图像的纹理特征。这些特征共同提供

了关于泡沫粗糙度、规则性和复杂性的定量描述。

图像的二维离散小波变换通过多尺度分解，将

原始图像分解为不同频率子带，每个子带反映了图

像在不同尺度上的细节信息。这种多尺度分析方

法能够捕捉到图像中的局部变化和全局结构，提供

了比单一尺度特征更丰富的信息［24］。

对于一个尺寸为 L × W 的二维图像，其二维离

散小波变换可通过依次在一维方向上应用 Haar 小
波滤波器组实现。

给定一行像素值 x ( n )，其中 n = 0，1，⋯，W - 1，
计算其一维 Haar小波变换系数：

a ( n )= x ( 2n )+ x ( 2n + 1 )
2

 . （13）

d ( n )= x ( 2n )- x ( 2n + 1 )
2

 . （14）

式中：a ( n )为低通滤波后的近似系数，d ( n )为高通

滤波后的细节系数。

对图像的每一行应用上述一维 Haar 小波变换，

得到新的行向量；再对新的行向量的每一列应用一

维 Haar 小波变换，完成对图像的整个二维离散小波

变换。最终图像被分解为 4 个子带图：

1） 近似系数 LL，两次低通滤波的结果，保留图

像的主要结构信息；

2） 水平细节系数 LH，水平方向低通滤波，垂直

方向高通滤波的结果，凸显了图像的水平边缘特征；

3） 垂直细节系数 HL，垂直方向低通滤波，水平

方向高通滤波的结果 ，强调了图像的垂直边缘

特征；

4） 对角线细节系数 HH，两次高通滤波的结果，

表现了图像对角线的边缘特征。

图 8 所示为图像经过两次小波变换的处理效

果，其中第二级小波变换是对近似系数 LL1 的二维

小波变换。以这 8 个子带图像分别统计其均值和方

差，并将这些统计量作为频域特征。这种多层次的

频域特征量化信息能够有效地反映泡沫表面丰富

的边缘信息。

采用极限梯度提升（eXtreme Gradient Boost⁃
ing，XGBoost）［25］算法建立基于泡沫图像特征的预

测模型。为了评估各个特征的重要性，生成各个特

征在回归过程中的特征增益（Gain）。增益值反映

了特征对模型预测性能的贡献程度，较高的增益表

示该特征在决策树分裂时具有更大的重要性。通

过归一化特征增益生成重要性评分进行特征选择，

从而去除冗余或无关的信息。通过设置不同的阈

值，保留评分较高的特征。使用精选后的特征重新

训练的 XGBoost 回归模型，为后续模型融合提供有

效的输入。

基于贝叶斯模型平均构建贝叶斯概率模型。

MARNet 回归的预测值为 ŷ1，XGBoost 的预测值为

ŷ2，两种回归模型分别为 M 1 和 M 2，预测误差分别为

e1 和 e2。使用高斯分布近似两种模型的先验分布：

P ( ŷ1 |M 1)= 1
2πσ1

2
e

- ( )ŷ1 - μ1
2

2σ1
2  . （15）

P ( ŷ2|M 2)= 1
2πσ2

2
e

- ( )ŷ2 - μ2
2

2σ2
2  . （16）

此外，两种模型的预测值数据中可能包含噪声

或极端值。通过对数似然法避免直接计算似然值

可能导致的数值溢出或下溢问题，确保模型在复杂

图 8　泡沫图像的二级小波变换

Fig.8　Two-level wavelet transform of foam images

(a)原始灰度图像

第一级小波变换

(b)近似系数 LL1      (c)水平细节系数
LH1

(d)垂直细节系数    (e)对角线细节系数
HL1   HHI

第二级小波变换

(f)近似系数 LL2      (g)水平细节系数
LH2

(h)垂直细节系数    (i)对角线细节系数
HL2    HH2
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数据下的稳定性。对数似然函数为：

log LM 1( ŷ1)= P (M 1) ∙ log P ( ŷ1 |M 1) . （17）

log LM 2 ( ŷ2)= P (M 2) ∙ log P ( ŷ2|M 2) . （18）
其 中 P (M 1) 与 P (M 2) 分 别 为 XGBoost 回 归 与

MARNet 两种模型的先验概率，先验概率的选取对

两种模型的融合效果很关键，采用网格搜索法优化

先验概率的取值，探求最佳的融合策略。

归一化似然函数计算模型的权重 w 1 和 w 2，并

加权平均得到两种模型的贝叶斯平均预测：

w 1 =
LM 1( )ŷ1

LM 1( )ŷ1 + LM 2 ( )ŷ2

 . （19）

w 2 =
LM 2 ( )ŷ2

LM 1( )ŷ1 + LM 2 ( )ŷ2

 . （20）

ŷ = w 1 ŷ1 + w 2 ŷ2 . （21）

4 结果分析

4. 1　评估指标

对于模型性能的评估，采用决定系数（R²）、平
均绝对误差（Mean Absolute Error，MAE）和均方根

误差（Root Mean Squared Error，RMSE）为评价指

标。R2 是用于评估回归模型对数据拟合的解释能

力，其值越接近 1，表示模型对数据的回归效果越

好。MAE 是计算预测值与实际值之间绝对误差的

平均值，以评估回归任务中的整体预测性能。较低

的 MAE 值 表 示 模 型 具 有 较 高 的 预 测 准 确 性 。

RMSE 对 于 较 大 的 误 差 更 为 敏 感 ，因 此 较 低 的

RMSE 值同样表示模型具有较好的预测能力。

4. 2　MARNet结果分析

将 3 550 张图像转化为 224×224 的分辨率。输

入为 RGB 图像，对比 VGG16、VGG19、ResNet50、
ResNet101、EfficientNetB0 以 及 EfficientNetV2B0。
6 种深度学习模型的输出均改为全连接层的回归结

构。模型训练参数如表 2 所示。

表 3 为 6 种深度学习模型的性能评估。 Effi⁃
cientNetB0在测试集上的预测效果最佳，R²为 0.871 1，

MAE 为 0.315 7%，RMSE 为 0.441 5%。

将输入转为 RGB、HSI 和 YUV 三种颜色空间，

通过 MARNet 预测灰分，并进行消融实验，训练参

数同表 2。实验结果如表 4所示。结果表明：引入多种

颜色空间增强了数据集的多样性，提升了预测性能，

R²为 0.892 6，MAE为 0.275 4%，RMSE为 0.403 0%；

采用双重注意力机制使模型能够聚焦于关键信息，

从而有效提升了模型性能，R²为 0.925 2，MAE 为

0.204 6%，RMSE 为 0.336 3%；在多种颜色空间中

结合多层级的双重注意力机制进行训练，显著增强

了模型的表现，R²为 0.944 8，MAE 为 0.164 0%，

RMSE 为 0.289 0%。多层级的注意力机制充分利

用了输入数据的有效成分，优化了模型性能。

4. 3　XGBoost回归结果分析

从 3 550 张原始分辨率的泡沫图像中，提取涵

盖形态、颜色、纹理和频域 4 个方面共计 80 个特征。

图 9 展示了基于 XGBoost回归模型的特征重要性排

名，该排名通过归一化增益（Gain）计算得出，反映

了各特征对模型预测性能的贡献程度。形态特征、

颜色特征、纹理特征和频域特征在模型中的重要性

分布不均。颜色特征中的 Y 均值与 Y 方差表示灰

度图像的均值与方差，在模型中具有较高的重要

性。这表明灰度信息对于泡沫图像的灰分预测具

有显著的影响。在处理和分析泡沫图像时，灰度水

平的变化能够有效地捕捉到泡沫内部结构的关键

变化，从而为模型提供重要的预测依据。频域特征

中近似系数的重要性高于细节系数，且第一级小波

变换的频域特征比第二级的重要性更高。对于泡

沫图像，较低层次的频率成分可能包含了更多有助

表 2　模型训练参数

Table 2　Model training parameters

参数

优化函数

初始学习率

损失函数

迭代次数

批量大小

设定值

Adam
0. 001
MSE
500
32

表 3　深度学习回归模型对比

Table 3　Comparison of deep learning regression models

回归模型

VGG16
VGG19

ResNet50
ResNet101

EfficientNetB0
EfficientNetV2B0

R²
0. 633 3
0. 673 5
0. 793 3
0. 784 3
0. 871 1
0. 844 5

MAE/%
0. 564 2
0. 521 6
0. 414 9
0. 435 7
0. 315 7
0. 366 4

RMSE/%
0. 744 5
0. 702 5
0. 559 0
0. 571 0
0. 441 5
0. 484 8

表 4　MARNet的消融实验对比

Table 4　Comparison of ablation experiments of MARNet

多颜色空间

+
-
+

注意力机制

-
+
+

R²
0. 892 6
0. 925 2
0. 944 8

MAE/%
0. 275 4
0. 204 6
0. 164 0

RMSE/%
0. 403 0
0. 336 3
0. 289 0

     “-”代表未应用，“+”代表应用
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于灰分预测的信息。6 个纹理特征的重要性均排在

前列，由于其能够捕捉泡沫表面的粗糙度、均匀性

等视觉特性，这些可能与泡沫的形成过程以及其物

理性质密切相关，因此纹理信息对于灰分预测同样

有着不可忽视的作用。形态特征中，只有泡沫大小

和数量显示出一定的作用，而其他特征的重要性相

对较低。这意味着在评估泡沫图像时，泡沫的整体

规模及其分布密度可能是影响灰分预测的主要因

素之一。相比之下，其他如形状复杂度等更为精细

的形态学特征对模型性能的提升贡献较小。

为了评估不同特征子集对模型性能的影响，设

置了多个特征重要性阈值，探讨了特征数量变化对

XGBoost 回归模型表现的影响，结果如图 10 所示。

实验结果表明，当以特征重要性评分为 0.010 作为

选择阈值，并保留所有评分高于或等于该阈值的特

征时，模型的预测性能最佳，在测试集上的 MAE 与

RMSE 均达到了最小值。适度的特征筛选有助于

剔除冗余信息，使模型更加专注于最具影响力的特

征，从而实现更高效的预测效果。在阈值为 0.010
时，XGBoost 特征回归在训练集上的 R²为 0.975 2，
MAE为 0.131 6%，RMSE为 0.192 8%，而测试集上的

R²为 0.635 2，MAE为 0.510 2%，RMSE为 0.742 5%。

实验结果表明，XGBoost 回归模型在训练集上展现

了较强的拟合能力，能够有效地处理和利用所提取

的特征，预测灰分含量的精度较高。然而，在测试

集上，模型的泛化能力相对较弱，导致其预测性能

有所下降。这表明 XGBoost 在处理复杂多变的浮

选精煤灰分预测任务时存在一定的局限性。尽管

如此，XGBoost 的高效拟合能力仍然具有重要价

值，尤其是在特征选择和初步预测阶段。为了充分

发挥其优势，后续将结合 MARNet 进行融合，以提

升整体预测的准确性和泛化能力。  
4. 4　贝叶斯平均预测结果分析

图 11 所示为 XGBoost 回归和 MARNet 两种模

型训练集的预测误差分布图。通过均值和方差拟

合高斯分布，得到近似的误差分布概率密度函数。

将 XGBoost 回归与 MARNet 的先验概率作为

参数，通过网格搜索法优化，预测效果最佳的先验

概率分别为 0.9 与 0.1，结果如表 5 所示。通过贝叶

斯 平 均 融 合 后 ，R² 为 0.969 1，MAE 为 0.126 4，
RMSE 为 0.216 1，相比 XGBoost 回归的预测性能，

R² 提 升 了 52.57%，MAE 与 RMSE 分 别 降 低 了

75.23% 和 70.90%；相比 MARNet 的预测性能，R²

提升了 2.57%，MAE 与 RMSE 分别降低了 22.93%
和 25.22%。表明贝叶斯平均融合得到了更精确与

更稳定的预测结果，集中了两种模型训练的优势，

为基于图像的浮选精煤灰分预测提供了依据。

图 9　特征重要性排名

Fig.9　Ranking of feature importance
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5 结  论
1） 从浮选精煤泡沫图像的特征学习与深度学

习两个方面设计了 XGBoost 回归与 MARNet 的灰

分预测方法。通过引入对数似然法的贝叶斯平均

融合策略，有效地整合了特征学习与深度学习的优

势，既保留了 XGBoost 在特征处理上的高效性，又

弥补了其在泛化能力上的不足，从而显著提升了灰

分预测的性能。实验结果表明，融合后的模型在测

试集上表现出优异的预测精度和稳定性，验证了该

方法在浮选精煤灰分预测中的可行性。

2） 设计了包含多通道注意力的 MARNet，通过

引入多层注意力机制，充分利用了 RGB、HSI 和

YUV 三种颜色空间的数据优势，显著增强了神经网

络对复杂泡沫图像的学习能力。实验结果表明，

MARNet 在处理浮选精煤泡沫图像时，能够更有效

地捕捉关键特征，提升了模型的表征精度和鲁棒

性，从而在灰分预测任务中表现出更高的准确性和

图 11　XGBoost与 MARNet在训练集的误差分布图

Fig.11　Error distribution maps of XGBoost and MARNet in the 
training set
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图 10　特征选择结果

Fig.10　Results of feature selections

表 5　贝叶斯平均预测性能

Table 5　Performances of Bayesian average predictions

方法

贝叶斯平均

XGBoost
MARNet

R²
0. 969 1
0. 635 2
0. 944 8

MAE
0. 126 4
0. 510 2
0. 164 0

RMSE
0. 216 1
0. 742 5
0. 289 0
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泛化能力。

3） 尽管深度学习模型具备自动提取特征的能

力，但在浮选精煤灰分预测中，单一依赖深度学习

可能忽略与灰分变化高度相关的手工特征。泡沫

图像特征凭借其强解释性和与灰分的高度相关性，

能够提供重要的补充信息，显著改善模型的表现。

未来的工作可以继续探索更多类型的特征组合与

模型融合策略，以满足更加复杂的工业现场需求。
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