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基于双向解耦知识迁移的跨域推荐算法
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[摘要] 　 跨域推荐已经被证明在解决传统推荐系统中的长期存在的数据稀疏和冷启动问题方面非常有效. 然
而ꎬ现有的方法迁移知识的方式是粗粒度的ꎬ忽略了交互背后的多种潜在因素. 为此ꎬ本研究设计名为 Ｄ３ ￣ＣＤＲ
的跨域推荐模型ꎬ用于在域之间双向迁移解耦知识. 具体而言ꎬ本研究设计双向解耦知识迁移层ꎬ该层由多个解

耦知识迁移(ＤＫＴ)块组成. 在每个 ＤＫＴ块中ꎬ通过将交互表示投射到多个潜在语义空间中生成解耦表示. 本研

究提出的注意力知识迁移机制可以提取有用的知识ꎬ生成跨域的知识表示ꎬ自适应知识融合机制进一步自适应

地融合域内的知识与跨域的知识. 在两个真实世界数据集上的大量实验表明ꎬ本研究提出的 Ｄ３ ￣ＣＤＲ 模型具有

更优越的推荐性能.
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如今ꎬ推荐系统正在成为越来越重要的工具ꎬ可以帮助用户快速准确地找到潜在感兴趣的物品ꎬ从而

缓解信息过载的问题. 由于用户通常只会与小部分物品进行交互ꎬ而且新用户不断涌现ꎬ数据稀疏性和冷

启动问题成为限制传统推荐系统性能的两大瓶颈. 随着越来越多的用户开始与多个域进行交互(例如电

影和书籍)ꎬ这为利用其他域的信息来缓解某一域中的上述两个问题提供了机会. 这导致了跨域推荐的产

生与兴起ꎬ其核心思想是从其它域迁移知识.
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现有的跨域推荐研究通常将一个域视为目标域ꎬ其他域作为辅助域[１－４] . 基本假设是用户在辅助域中有

更多的交互ꎬ因此可以更准确地捕捉用户兴趣. 首先在辅助域中提取用户兴趣ꎬ然后迁移到目标域ꎬ从而帮助

更好地学习用户和物品的表示ꎬ并提高目标域的推荐效果. 然而ꎬ现实世界中的用户在所有域的交互都非常

稀疏ꎬ最近的研究提出[５]ꎬ不同域之间包含互补的用户兴趣. 为了实现域之间的知识互补ꎬ知识迁移应以双向

方式进行ꎬ而非单向方式(即从辅助域到目标域) . Ｈｕ等[６]提出了一种知识迁移的范式ꎬ即双向知识迁移机制

(ｄｕａｌ ｋｎｏｗｌｅｄｇｅ ｔｒａｎｓｆｅｒ ｍｅｃｈａｎｉｓｍ) . 其提出的协同交叉跨网络(ＣｏＮｅｔ)通过在基础网络之间引入交叉拼接ꎬ
实现跨域的深度双向知识迁移. 该框架被后续的研究者广泛借鉴和改进ꎬ例如结合个人审美偏好[７－８]、学习域

间潜在的正交映射函数和应用图协同过滤网络等[９－１１] . 尽管这些基于双向知识迁移的方法被证明是有效的ꎬ
但仍存在一些局限性. (１)在进行知识迁移时ꎬ现有方法只是将生成的用户 /物品表示简单地作为知识迁移到

另一个域. 这种知识迁移方式是粗粒度的ꎬ未能够区分交互背后的多个潜在因素. 如图 １.用户－物品交互背后

的域共享因素(即情节和主题)和域特定因素(即电影域的场景、演员和书籍域的作者)示例图 １所示ꎬＡｎｎａ
观看电影«泰坦尼克号»是因为她喜欢该电影的主题和演员ꎬ而她观看«爱丽丝梦游仙境»则是因为该电影的

情节和主题. 因此ꎬ一个简单的表示不足以表征交互背后高度耦合的复杂因素. (２)在跨域推荐的场景下ꎬ由
于多个潜在因素在简单的表示中高度耦合ꎬ现有的双向知识迁移方法无法提取出有用的因素进行迁移ꎬ也无

法减少与无关因素相关的噪声. 如图 １所示ꎬ在电影域和书籍域中ꎬ场景和演员是电影域的特定因素ꎬ而情节

和主题则是域共享的因素. 因此ꎬ在进行域之间的知识迁移时ꎬ应该只迁移与情节和主题相关的知识ꎬ而演

员、场景以及作者的相关知识可能引入噪声ꎬ从而降低模型性能.

图 １　 用户－物品交互背后的域共享因素(即情节和主题)和域特定因素(即电影域的场景、演员和书籍域的作者)示例

Ｆｉｇ􀆰 １　 Ａｎ ｅｘａｍｐｌｅ ａｂｏｕｔ ｄｏｍａｉｎ￣ｓｈａｒｅｄ ｆａｃｔｏｒｓ( ｉ.ｅ.ꎬｐｌｏｔ ａｎｄ ｔｈｅｍｅ)ａｎｄ ｄｏｍａｉｎ￣ｓｐｅｃｉｆｉｃ ｆａｃｔｏｒｓ
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为了克服现有方法的局限性ꎬ本文提出解耦交互背后的多个潜在因素ꎬ并识别不变因素作为域之间迁移

知识的方法. 然而ꎬ实现这一目标面临三大挑战. (１)识别用户－物品交互背后的多个潜在因素ꎬ并生成解耦

表示ꎻ多个潜在因素紧密交织ꎬ无法直接区分ꎬ只能观察到用户与物品之间的交互记录. (２)考虑到不同用户－
物品对的特点ꎬ如何提取有用的因素作为迁移知识ꎬ并减少无关因素带来的负面影响ꎻ对于不同的用户－物品

对ꎬ有用的跨域知识可能各不相同. 仍参考图 １ꎬ以预测 Ａｎｎａ与书籍的交互为例. 当目标书籍是«罗密欧与朱

丽叶»时ꎬ有用的跨域知识是Ａｎｎａ对浪漫主题的偏好ꎬ这可以通过她在电影域与«泰坦尼克号»的交互反映出

来. 至于她与书籍«爱丽丝梦游仙境»的交互ꎬ她对该情节的偏好可以通过同名电影反映出来. (３)如何自适

应地融合域内知识与跨域知识ꎬ实现双向解耦的知识迁移. 在知识融合过程中ꎬ需要考虑域内知识和跨域知

识的不同重要性ꎬ现有方法仅简单地对两类知识表示进行求和操作ꎬ该聚合方式忽略了这一点.
针对这些挑战ꎬ本研究提出了名为 Ｄ３￣ＣＤＲ的模型ꎬ用于跨域推荐的深度向解耦知识迁移. 具体来说ꎬ

本研究设计了一个双向解耦知识迁移层ꎬ该层由多个解耦知识迁移(ＤＫＴ)块组成. 每个 ＤＫＴ 块包含解耦

表示生成、注意力知识迁移和自适应知识融合三个机制. 在每个块中ꎬ首先将每个域的用户表示与物品表

示拼接起来ꎬ作为初始交互表示ꎬ也即域内知识表示. 为了识别交互背后的多个潜在因素并生成解耦表
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示ꎬ本研究将每个交互表示投影到多个潜在空间中ꎬ每个潜在空间对应一个因素级表示. 为了减少无关因

素的影响并提取出有用的知识ꎬ注意力知识迁移机制以一个域的域内知识表示作为查询(ｑｕｅｒｙ)ꎬ计算另

一个域中解耦表示的重要性分数ꎬ通过将解耦的因素级表示与学习到的权重进行注意力聚合ꎬ生成跨域知

识表示. 最后ꎬ自适应知识融合机制自适应地融合域内知识与跨域知识ꎬ平衡其重要性. 另外ꎬ本研究引入

独立性建模模块以促进不同解耦表示的独立性. 最后一个 ＤＫＴ块的融合表示用于计算推荐结果.
本研究的贡献总结如下:
•针对跨域推荐ꎬ本研究强调了考虑用户－物品交互背后的多种潜在因素并生成解耦表示的重要

性. 通过这种方式ꎬ在进行双向知识迁移时ꎬ可以减少无关因素带来的噪声.
•本研究提出了一个新的模型 Ｄ３￣ＣＤＲꎬ用于执行双向解耦知识迁移. 本研究所设计的解耦知识迁移

模块生成了解耦的因素级表示ꎬ有选择性地迁移解耦知识ꎬ并自适应地融合来自两个域的知识.
•在真实的亚马逊和豆瓣数据集上进行了大量的实验结果表明ꎬ本研究的模型显著优于当前最先进

的跨域推荐方法.

１　 相关工作

１.１　 跨域推荐

跨域推荐旨在利用其它域中收集到的信息ꎬ缓解某一域中的数据稀疏和冷启动问题. 在跨域推荐的

早期阶段ꎬＬｉ等[２]提出了一种从源域提取聚类级别评分模式并将其迁移到目标域的方法. 此范式被后续

研究者广泛扩展和改进[１２－１５] . 一些方法采用集体矩阵分解(ＣＭＦ) [１４ꎬ１６－１８]ꎬ该方法在两个域中同时执行矩

阵分解ꎬ并共享公共实体(如用户或物品)的表示ꎬ从而提高了两个域的推荐性能.
随着深度学习的发展ꎬ跨域推荐的研究人员提出了许多结合深度学习新技术的方法ꎬ例如图神经网

络[１９－２１]、注意力机制[２２]以及记忆网络[２３] . 此外ꎬＺｈｕ等[５]首次提出了双目标跨域推荐的概念ꎬ并提出了一

个共享由深度神经网络生成的跨域公共用户知识的框架 ＤＴＣＤＲ. 后续研究如 Ｃａｏ 等[２４] 进一步推广该框

架ꎬ提出了通用的跨域推荐方法. Ｚｈａｏ等[２５]提出了一种偏好传播图网络(ＰＰＧＮ)ꎬ该网络构建了一个跨域

偏好矩阵ꎬ以建模不同域之间的交互. Ｍａｎ 等[２６] 针对冷启动用户推荐ꎬ提出了一个嵌入和映射框架

(ＥＭＣＤＲꎬ该框架利用重叠用户来学习域之间的用户表示映射函数. 后续的研究者主要在如何生成每个域

的表示[２７－３０]和如何学习映射函数[３１－３３]方面对该框架进行了改进.
１.２　 双向知识迁移

双向学习机制能够利用两个分布之间的对偶性ꎬ提高知识迁移的能力[３４－３５] . 在机器翻译的研究

中[３６－３７]已经证明了使用对偶性来强化每个域并优化模型的有效性. 因此ꎬ研究人员提出利用双向知识迁

移学习来进行跨域推荐ꎬ以同时丰富两个域并提升它们的推荐性能. 这类方法通常具有对称结构ꎬ并带有

联合损失函数ꎬ能够简化为一个多任务框架. Ｈｕ等[６]首次提出了一个协同跨网络(ＣｏＮｅｔ)ꎬ通过在基础网

络之间引入跨拼接ꎬ实现了跨域的双向知识迁移. 在该框架的基础上ꎬＤＤＴＣＤＲ[３８]开发了一个潜在的正交

映射ꎬ用于提取用户在多个域的偏好. ＡＣＤＮ[７] 通过参数来表征用户从产品图片中感知到的个人审美偏

好. ＢｉＴＧＣＦ[９]应用了图协同过滤网络ꎬ替代了多层前馈神经网络. ＣＡＴＮ[３９]则通过方面迁移网络捕捉用户

的多层面偏好. 尽管这些方法被证明是有效的ꎬ但它们在知识迁移时仍停留在粗粒度的层面ꎬ忽略了交互

背后的多个潜在因素.
１.３　 解耦表示学习

解耦表示学习旨在识别并解耦数据背后的潜在因素[４０－４１]ꎬ并且已经在诸如计算机视觉[４２－４５]和自然语言

处理[４６]等多个领域引起了广泛关注. 生成的解耦表示被证明可以增强模型的鲁棒性ꎬ并提高下游任务的可

解释性. 由于其出色的能力ꎬ研究人员开始将解耦表示学习应用于传统的推荐系统[４７－５４] . 具体而言ꎬＭａ等[４８]

提出了 ＭａｃｒｉｄＶＡＥ方法ꎬ利用变分自编码器(ＶＡＥ)在用户行为的宏观和微观层面上显式地进行解耦. Ｗａｎｇ
等[５０]提出了 ＤＧＣＦ模型ꎬ在用户意图的粒度上对表示进行解耦. ＤｉｓｅｎＨＡＮ[５１]在异构信息网络中对用户 /物
品的不同方面进行解耦表示. Ｚｈｅｎｇ 等[５２]基于对比学习框架ꎬ利用自监督信号解耦了用户的长期和短期兴

趣. 尽管解耦表示学习在传统推荐系统中已经被证明是有效的ꎬ但在跨域推荐中ꎬ该方法仍然未被广泛探索.
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２　 符号和问题定义

设 ＤＡ 和 ＤＢ 表示两个不同的域ꎬ它们共享用户集合 ＵꎬＩＡ 和 ＩＢ 分别为域 ＤＡ 和 ＤＢ 的互不相交的物品

集合ꎬ表示这两个域之间没有任何共同的物品ꎬ二值矩阵 ＲＡ∈Ｒ ｜Ｕ ｜ × ｜ ＩＡ ｜和 ＲＢ∈Ｒ ｜Ｕ ｜ × ｜ ＩＢ ｜ 分别表示用

户与各域物品之间的交互情况ꎬ其中ꎬ ｜Ｕ ｜ 、 ｜ ＩＡ ｜和 ｜ ＩＢ ｜分别表示用户和物品的数量. Ｒｕꎬｉ ＝ １ꎬ表示用户 ｕ 和

物品 ｉ发生了交互ꎬ而 Ｒｕꎬｉ ＝ ０ꎬ表示没有观察到用户 ｕ和物品 ｉ之间的交互.
在给定两个域 ＤＡ 和 ＤＢ 的交互矩阵 ＲＡ 和 ＲＢꎬ用户集合 Ｕꎬ以及物品集合 ＩＡ和 ＩＢ 的情况下ꎬ目标是为

两个域中的所有用户进行推荐. 具体来说ꎬ推荐用户尚未与之交互但可能感兴趣的物品. 通过利用来自两

个域的信息为所有用户生成物品集合 Ｉａ⊆ＩＡ 和 Ｉｂ⊆ＩＢꎬ目标是同时提高两个域中的推荐性能.

３　 Ｄ３￣ＣＤＲ 模型

在本节中ꎬ首先在第 ４.１节提供 Ｄ３￣ＣＤＲ模型的概述ꎬ然后在第 ３.２节详细介绍双向解耦知识迁移层ꎬ
最后在第 ３.３节介绍模型的学习过程.
３.１　 Ｄ３￣ＣＤＲ 概述

如图 ２所示ꎬ本研究提出的 Ｄ３￣ＣＤＲ模型由四个层组成ꎬ分别是输入层、嵌入层、双向解耦知识迁移层

和预测层.

由 Ｌ个 ＤＫＴ块组成的双解耦知识迁移层是模型的核心. 每个 ＤＫＴ块具有相同的结构ꎬ这里只显示第一个块的详细信息.

图 ２　 Ｄ３ ￣ＣＤＲ 模型图

Ｆｉｇ􀆰 ２　 Ｄｉａｇｒａｍ ｏｆ ｔｈｅ Ｄ３ ￣ＣＤＲ ｍｏｄｅｌ

输入层:考虑到两个域共享相同的用户集ꎬ这一层在两个域中的输入是用户－物品对(ｕꎬｉＡ)和(ｕꎬｉＢ)ꎬ其
中 ｉＡ(或 ｉＢ)是用户 ｕ在域 ＤＡ(或域 ＤＢ)中交互过的物品. 使用独热编码表示用户和物品ꎬ即 ｘｕ∈{０ꎬ１} ｜Ｕ ｜ ꎬ
ｘｉＡ∈{０ꎬ１} ｜ ＩＡ ｜和 ｘｉＢ∈{０ꎬ１} ｜ ＩＢ ｜ . 其中只有与它们索引对应的元素为 １ꎬ其他元素均为 ０.

嵌入层:由于用户和物品的数量庞大ꎬ同时 ｘｕꎬｘｉＡꎬｘｉＢ是高维且稀疏的. 因此ꎬ利用三个嵌入矩阵 ＥＵꎬ
ＥＩＡ和 ＥＩＢ将独热编码映射为连续的低维嵌入:

ｅｕ ＝ＥＴ
Ｕｘｕꎬ (１)

ｅｉＡ
＝ＥＴ

ＩＡｘｉＡꎬ (２)
ｅｉＢ
＝ＥＴ

ＩＢｘｉＢꎬ (３)
其中ꎬＥＵ∈Ｒ ｜Ｕ ｜

×ｄꎬＥＩＡ∈Ｒ
｜ ＩＡ ｜ ×ｄꎬＥＩＢ∈Ｒ

｜ ＩＢ ｜ ×ｄꎬｄ是生成的嵌入的维度ꎬ(ｅｕꎬｅｉＡꎬｅｉＢ)∈Ｒ
１１×ｄ是生成的嵌入.

双向解耦知识迁移层:该层实现了知识的解耦和域之间的双向迁移ꎬ由多个堆叠的解耦知识迁移

(ＤＫＴ)块组成. 具体而言ꎬ本研究堆叠了 Ｌ个 ＤＫＴ块来执行深度知识迁移ꎬ这在之前的研究中已被证明是
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有效的[６－７ꎬ３８] . 将 ＤＫＴ块函数表示为 ＤＫＴ(􀅰)ꎬ该层的整体操作如下:
ｒｌ＋１Ａ ＝ＤＫＴｌＡ(ｒｌＡꎬｒｌＢ)ꎬ

ｒｌ＋１Ｂ ＝ＤＫＴｌＢ(ｒｌＢꎬｒｌＡ)ꎬ
ｌ＝ １ꎬ２ꎬ􀆺ꎬＬꎬ (４)

其中 ｒＡｌ 和 ｒＢｌ 分别表示第 ｌ个 ＤＫＴ块中域 ＤＡ 和 ＤＢ 内的知识表示. 可以看出ꎬ每个 ＤＫＴ块都根据前一个

块的输出生成其知识表示. 对于第一个 ＤＫＴ 块ꎬ即当 ｌ ＝ １ 时ꎬ域内知识由用户－物品对的交互表示来表

示ꎬ这通过拼接用户和物品的嵌入生成ꎬ即:
ｒＡ１ ＝ ｅｕｉＡ

＝[ｅｕꎬｅｉＡ]

ｒＢ１ ＝ ｅｕｉＢ
＝[ｅｕꎬｅｉＢ]

(５)

预测层:最后一个 ＤＫＴ块的输出是预测层的输入ꎬ即:
ｚｕｉＡ ＝ ｒ

Ｌ＋１
Ａ ꎬｚｕｉＢ ＝ ｒ

Ｌ＋１
Ｂ (６)

然后ꎬ输出原始输入用户－物品对(ｕꎬｉ)正交互的概率 ｙ^ｕｉꎬ如下所示:

ｙ^ｕｉ ＝σ(ｗｚｕｉ＋ｂ) (７)
其中ꎬｗ 和 ｂ 是可学习的参数ꎬσ表示 ｓｉｇｍｏｉｄ函数.
接下来ꎬ将详细介绍双向解耦知识迁移层.

４.２　 双向解耦知识迁移

在本节中ꎬ将详细介绍本研究提出模型中的双向解耦知识迁移层ꎬ该层由多个解耦知识迁移(ＤＫＴ)
块堆叠组成. 由于每个 ＤＫＴ块的操作相似ꎬ本文将以第一个 ＤＫＴ块为例进行详细说明. 每个 ＤＫＴ块中包

含三种机制ꎬ即解耦表示生成、注意力知识迁移和自适应知识融合. 此外ꎬ该层还包含一个独立性建模模

块ꎬ用于促进生成的解耦表示之间的独立性.
由于本研究提出的 Ｄ３￣ＣＤＲ模型具有对称结构ꎬ为了便于说明ꎬ只考虑域 ＤＡ 中的操作ꎬ域 ＤＢ 中的操

作可以以相同的方式进行.
４.２.１　 解耦表示生成

在嵌入层之后ꎬ得到了用户和物品的初始嵌入. 对于每个用户－物品对(ｕꎬｉ)ꎬ本研究将其对应的嵌入

拼接起来ꎬ作为该交互的表示ꎬ即 ｅｕｉ ＝ [ ｅｕꎬｅｉ] . 然而ꎬ如前所述ꎬ用户－物品交互背后存在多个潜在因

素. 例如ꎬ在书籍域ꎬ用户可能由于作者、情节和主题而阅读书籍ꎻ在电影域ꎬ用户可能由于情节、主题、演
员和场景而观看电影. 因此ꎬ使用单一表示来表示交互不足以发现和区分交互背后交织的因素ꎬ从而限制

了推荐模型的性能.
为了克服这一限制ꎬ本研究提出通过生成解耦表示来识别用户－物品对(ｕꎬｉ)背后的多个潜在因素. 具体

而言ꎬ本研究将 ｅｕｉ投射到多个潜在语义空间中ꎬ每个潜在空间对应一个因素级的解耦表示[５０] . 假设交互背后

存在 Ｋ个潜在因素ꎬ则第 ｋ个因素级别的解耦表示可以通过将 ｅｕｉ投射到第 ｋ个潜在空间中获得:
ｅｋ
ｕｉ ＝ＷＰ

ｋ ｅｕｉꎬ　 ｋ＝ １ꎬ２ꎬ􀆺ꎬＫꎬ (８)
其中ꎬＷＰ

ｋ∈Ｒｄ
×ｄ′是所有用户－物品对共享的投影矩阵. ｅｋ

ｕｉ是第 ｋ 个因素的生成解耦表示. ｄ′是 ｅｋ
ｕｉ的维

度. 本研究在进行实验时ꎬ设定 ｄ′＝ｄ.
４.２.２　 注意力知识迁移

在生成解耦表示之后ꎬ假设交互背后存在 Ｋ个潜在因素ꎬ对于每个用户－物品对(ｕꎬｉ)ꎬ将获得 Ｋ 个解

耦表示ꎬ即[ｅ１ｕｉꎬｅ２ｕｉꎬ􀆺ꎬｅＫ
ｕｉ] . 接下来的目标是基于解耦表示在域之间执行双向知识迁移. 假设在域 ＤＢ 中

有一个用户－物品对(ｕꎬｉＢ)ꎬ对应的解耦知识表示为 ｅ^ｕｉＢ
＝[ｅ１ｕｉＢꎬｅ

２
ｕｉＢꎬ􀆺ꎬｅＫ

ｕｉＢ] .
如上所述ꎬ由于域之间的特异性和差异ꎬ不加区分地将一个域的知识迁移到另一个域可能会引入噪声

并削弱模型性能. 因此ꎬ重要的是在更细粒度的层面上(例如因素级别)提取有用的知识来进行域之间的

迁移. 此外ꎬ对于不同的交互ꎬ有用的跨域知识可能会有所不同. 在域之间迁移因素级别的解耦知识时ꎬ考
虑这些交互特征是至关重要的. 否则ꎬ可能会引入噪声ꎬ导致模型由于关注了不相关因素而性能下降.

为了提取有用的知识并减少噪声的影响ꎬ本研究设计了一种注意力知识迁移机制来在域之间执行双

向知识迁移. 具体而言ꎬ当从域 ＤＢ 向域 ＤＡ 迁移知识时ꎬ将域 ＤＡ 中的域内知识表示 ｅｕｉＡ作为引导者ꎬ并计

算来自域 ＤＢ 的每个潜在语义空间中的解耦表示的重要性评分ꎬ计算公式如下:
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ａ^ｋｕｉＢ ＝ＲｅＬＵ(Ｗ
Ｔ
Ｍ[ｅｋ

ｕｉＢꎬｅｕｉＡ]＋ｂＭ)ꎬ (９)

αｋｕｉＢ ＝
ｅｘｐ( ａ^ｋｕｉＢ)

∑
Ｋ

ｋ′ ＝ １
ｅｘｐ( ａ^ｕｉＢ)

ꎬ　 ｋ＝ １ꎬ２ꎬ􀆺ꎬＫꎬ (１０)

其中ꎬＷＭ 是转换权重矩阵ꎬｂＭ 是偏置项ꎬＲｅＬＵ 是激活函数. αｋｕｉＢ表示第 ｋ 个潜在因素的解耦表示的重要

性. 随后ꎬ从域 ＤＢ 迁移到域 ＤＡ 的跨域知识可以通过将解耦表示与注意力权重相结合获得:

ｒ１Ａ←Ｂ ＝∑
Ｋ

ｋ ＝ １
αｋｕｉＢｅ

ｋ
ｕｉＢꎬ (１１)

其中ꎬｒ１Ａ←Ｂ表示从域 ＤＢ 迁移到域 ＤＡ 的跨域知识ꎬ考虑了域 ＤＢ 中的解耦表示以及域 ＤＡ 中用户－物品

对(ｕꎬｉＡ)的特性.
以同样的方式可以得到从域 ＤＡ 迁移到域 ＤＢ 的跨域知识表示 ｒ１Ｂ←Ａ .

４.２.３　 自适应知识融合

经过上述注意力知识迁移机制ꎬ对于每个用户－物品对(ｕꎬｉＡ)ꎬ对应域内知识表示 ｒ１Ａ 和跨域知识表示

ｒ１Ａ←Ｂ . 接下来的目标是将这两种知识结合起来. 先前的工作直接进行求和或拼接操作ꎬ没有考虑不同用户

－物品对中域内知识和跨域知识的不同影响. 因此ꎬ本研究设计了一种自适应知识融合机制ꎬ利用门控层

自适应地平衡这两种知识(即 ｒ１Ａ 和 ｒ１Ａ←Ｂ)的重要性. 形式上ꎬ融合函数如下所示:
δ１ ＝σ(Ｗ１

Ｇｒ１Ａ＋Ｗ１
Ｃｒ１Ａ←Ｂ＋ｂ

１
Ｇ)ꎬ (１２)

ｒ２Ａ ＝(１－δ１)☉ｒ１Ａ＋δ１☉ｒ１Ａ←Ｂꎬ (１３)
其中 Ｗ１

Ｇ、Ｗ１
Ｃ、ｂ１Ｇ 是自适应知识融合机制中的可学习参数ꎬσ(􀅰)表示 ｓｉｇｍｏｉｄ激活函数ꎬ☉表示元素逐

位相乘ꎬｒ２Ａ 是在第一个块中获得的融合知识表示ꎬ并作为第二个块的输入.
４.２.４　 独立性建模模块

为了使生成的解耦表示彼此区分ꎬ本研究设计了一个独立性建模模块ꎬ该模块引导解耦表示的训练以

包含更多多样的语义信息. 可以采用各种统计度量方法(如互信息和距离相关性ꎬ例如余弦距离)作为正

则化项[１１ꎬ５０] . 本研究选择使每个解耦表示 ｅｋ
ｕｉ与同一层中的其他解耦表示正交. 具体地说ꎬ本研究额外定

义一个损失项 Ｌｄｉｓꎬ其形式为成对的解耦表示(ｅｋ１
ｕｉ ꎬｅｋ２

ｕｉ )内积的 ｌ２ 范数(其中 １≤ｋ１ꎬｋ２≤Ｋ且 ｋ１≠ｋ２):

Ｌｄｉｓ ＝∑
Ｌ

ｌ ＝ １
∑
Ｋ

ｋ１ ＝ １
∑
Ｋ

ｋ２ ＝ ｋ１＋２
‖ｅｋ１ꎬｌ

ｕｉ ☉ｅｋ２ꎬｌ
ｕｉ ‖２ . (１４)

本研究添加上标 ｌ来表示正则化操作仅在同一个 ＤＫＴ块中的解耦表示之间进行.
４.３　 模型训练

在训练模型时ꎬ本研究选择交叉熵作为模型优化的损失函数ꎬ其公式如下:

Ｌ′＝ －∑ (ｕꎬｉ)∈Ｒ ＋∪Ｒ －
[ｙｕｉ􀅰ｌｏｇ( ｙ^ｕｉ)＋(１－ｙｕｉ)􀅰ｌｏｇ(１－ｙ^ｕｉ)]ꎬ (１５)

其中ꎬR＋表示用户与物品之间的已观察到的交互集合ꎬ而R－是采样得到的未观察交互集合ꎬｌｏｇ 是对

数函数.
由于本研究的目标是为两个域中的用户同时进行推荐ꎬ参考以往的研究[５－６ꎬ２５]ꎬ本研究的模型可以简

化为一个统一的多任务模型. 因此ꎬ总损失是域 ＤＡ 和 ＤＢ 上的联合损失ꎬ加上定义在公式(１４)中的 Ｌｄｉｓ .

Ｌ＝ＬＡ＋ＬＢ ＝ －∑ (ｕꎬｉＡ)∈Ｒ ＋Ａ∪Ｒ －Ａ
[ｙ{ｕｉＡ}􀅰ｌｏｇ( ｙ^{ｕｉＡ})＋(１－ｙ{ｕｉＡ})􀅰ｌｏｇ(１－ｙ^{ｕｉＡ})]－

∑ (ｕꎬｉＢ)∈Ｒ
＋
Ｂ
∪Ｒ －
Ｂ

[ｙ{ｕｉＢ}􀅰ｌｏｇ( ｙ^{ｕｉＢ})＋(１－ｙ{ｕｉＢ})􀅰ｌｏｇ(１－ｙ^{ｕｉＢ})]＋Ｌ{ｄｉｓ} ＋λ‖Θ‖
２ꎬ (１６)

其中ꎬΘ是参数集合ꎬ本研究对 Θ进行由 λ参数化的 ｌ２ 正则化ꎬ以防止过拟合.
４.４　 模型复杂度

４.４.１　 空间复杂度

本模型的参数主要包括四个部分:(１)用户与项目的嵌入向量ꎬ空间复杂度 Ｏ(( ｜Ｕ ｜ ＋ ｜ ＩＡ ｜ ＋ ｜ ＩＢ ｜ )􀅰ｄ)ꎬ
其中 ｜Ｕ ｜表示用户数量ꎬ ｜ ＩＡ ｜和 ｜ ＩＢ ｜分别表示两个领域中项目的数量ꎬｄ 表示嵌入维度ꎻ(２)用于生成解耦

表示的多个映射矩阵ꎬ共 Ｋ个ꎬ每个映射矩阵的大小为 ｄ×ｄꎬ其总空间复杂度为 Ｏ(Ｋ􀅰ｄ２)ꎻ(３)注意力融合

—８１１—
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模块中的门控与加权参数 ＷＭꎬｂＭꎬＷＧꎬＷＣꎬｂＧ 等ꎬ大小约为 Ｏ(ｄ２)ꎻ(４)预测层参数 ｗꎬｂ 其空间复杂度为

Ｏ(ｄ) . 因此ꎬ整体空间复杂度可以表示为:
Ｏ(( ｜Ｕ ｜ ＋ ｜ ＩＡ ｜ ＋ ｜ ＩＢ ｜ )􀅰ｄ＋Ｋ􀅰ｄ２) .

由于 ｄ与 Ｋ均远小于用户与项目数量ꎬ故模型空间复杂度与大多数现有的跨域推荐模型保持一致ꎬ
具有良好的可扩展性和高效性.
４.４.２　 时间复杂度

模型的时间复杂度主要来源于以下模块:(１)双向解耦模块 ＤＫＴｌＡ 与 ＤＫＴｌＢꎬ该过程需进行 Ｌ 层迭代ꎬ
每层包含一次表示融合操作ꎬ时间复杂度为 Ｏ(Ｌ􀅰ｄ)ꎻ(２)跨域信息融合模块ꎬ其注意力机制涉及每个用户

下 Ｋ个解耦表示的加权求和ꎬ计算复杂度为 Ｏ(Ｋ􀅰ｄ)ꎬ门控融合部分则为 Ｏ(ｄ２)ꎻ(３)独立性建模模块中的

正交约束项需遍历每个用户的所有嵌入组合ꎬ总体复杂度为 Ｏ(Ｌ􀅰Ｋ２􀅰ｄ)ꎻ(４)预测阶段为线性变换与

ｓｉｇｍｏｉｄ运算ꎬ时间复杂度为 Ｏ(ｄ) . 综合上述各模块ꎬ模型整体时间复杂度为:
Ｏ(Ｌ􀅰Ｋ２􀅰ｄ)ꎬ

故模型在保持高表达能力的同时具备良好的计算效率ꎬ适用于大规模跨域推荐任务.

５　 实验部分

在本节中ꎬ本研究在两个真实世界的数据集上进行实验ꎬ旨在回答以下五个研究问题:
•Ｑ１:本研究提出的 Ｄ３￣ＣＤＲ模型能否超越其它最先进的方法?
•Ｑ２:本研究的设计是否有助于模型性能的提升?
•Ｑ３:不同的超参数设置如何影响本研究模型的性能?
•Ｑ４:模型是否实现了表示的解耦?
•Ｑ５:模型的可解释性能力如何?

５.１　 实验设置

５.１.１　 数据集

在实验中ꎬ本研究采用了两个真实世界的数据集来评估所提出的模型的性能. 第一个数据集是

Ａｍａｚｏｎ数据集ꎬ它是跨域推荐研究中最广泛使用的数据集. 本研究选择了 ４ 个由之前被研究广泛使用的

域进行评估ꎬ即“电影和电视” “数字音乐” “手机及配件” 和“电子产品” (分别称为“Ａｍａｚｏｎ￣Ｍｏｖｉｅ”
“Ａｍａｚｏｎ￣Ｍｕｓｉｃ”“Ａｍａｚｏｎ￣Ｃｅｌｌ”和“Ａｍａｚｏｎ￣Ｅｌｅｃ”) [９ꎬ２５ꎬ２８] . 第二个数据集是从豆瓣网站抓取的数据集ꎬ这
是一个流行的在线社交网络. 该数据集包含三个域ꎬ分别为“Ｄｏｕｂａｎ￣Ｍｏｖｉｅ” “Ｄｏｕｂａｎ￣Ｍｕｓｉｃ”和“Ｄｏｕｂａｎ￣
Ｂｏｏｋ” . 本研究将评分为 ４－５的数据视为正样本. 对于每个任务ꎬ本研究选择了在两个域都有交互的用户ꎬ
过滤掉交互次数少于 １０ 次的用户和物品. 对于豆瓣数据集ꎬ本研究为每个域随机保留了 １０ ０００ 个物

品. 详细的统计数据总结在表 １中.
表 １　 实验数据集和任务

Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａｓｅｔｓ ａｎｄ ｔａｓｋｓ

数据集 域 用户数 物品数 交互数 稀疏性 数据集 域 用户数 物品数 交互数 稀疏性

Ａｍａｚｏｎ

Ｍｏｖｉｅ
Ｍｕｓｉｃ
Ｃｅｌｌ
Ｅｌｅｃ

１３ ７０７
１３ ７０７
１５ ９３０
１５ ９３０

７０ ０００
７０ ０００
４３ ７０６
７５ ６４５

３８６ ７７１
３２１ ５８３
１１５ ２７３
２３８ ９２７

９９.９６％
９９.９７％
９９.９８％
９９.９８％

Ｄｏｕｂａｎ

Ｍｕｓｉｃ
Ｂｏｏｋ
Ｍｏｖｉｅ
Ｂｏｏｋ

６ ５２９
６ ５２９
４ ４９４
４ ４９４

１０ ０００
１０ ０００
１０ ０００
１０ ０００

７０４ ８５８
４６７ ３３５
２ ０３８ １３４
３０３ ３２９

９８.９２％
９９.２８％
９５.４６％
９９.３３％

５.１.２　 评估指标

本研究遵循留一评估协议[５ꎬ５５] . 对于每个用户ꎬ本研究保留一次交互作为测试项ꎬ并通过随机采样另

一次交互作为验证集来确定超参数. 然后ꎬ随机采样 ９９个该用户未交互的物品ꎬ并将测试项与这 １００个物

品一起进行排名. 模型的性能通过两个评估指标进行衡量ꎬ即命中率(Ｈｉｔ ＲａｔｉｏꎬＨＲ)和归一化折扣累积增

益(Ｎｏｒｍａｌｉｚｅｄ Ｄｉｓｃｏｕｎｔｅｄ Ｃｕｍｕｌａｔｉｖｅ ＧａｉｎꎬＮＤＣＧ) . 具体来说ꎬＨＲ＠ Ｎ衡量测试项是否包含在前 Ｎ个物品

排名列表中:

ＨＲ＠ Ｎ＝ １
｜Ｕｔ ｜
∑ ｉ∈Ｕｔ

δ(ｐｉ≤ｔｏｐ Ｎ)ꎬ (１７)

—９１１—
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其中ꎬＵｔ 是测试用户的集合ꎬｐｉ 是用户 ｉ的测试物品的命中位置ꎬδ(􀅰)是指示函数. ＮＤＣＧ＠ Ｎ衡量的是具

体的排名质量ꎬ给排名靠前的命中项赋予较高的分数:

ＮＤＣＧ＠ Ｎ＝ １
｜Ｕｔ ｜
∑ ｉ∈Ｕｔ

１
ｌｏｇ２(ｐｉ＋１)

ꎬ (１８)

对于这两个指标而言ꎬ数值越高表示性能越好.
５.１.３　 对比方法

本研究将提出的 Ｄ３￣ＣＤＲ模型同时与单域推荐方法和跨域推荐方法进行对比:
(１)单域推荐方法:
ＮｅｕＭＦ:神经矩阵分解(Ｎｅｕｒａｌ Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ) [５６] 将矩阵分解(ＭＦ)的线性特性与深度神经网络

(ＤＮＮ)的非线性特性相结合ꎬ用于建模用户－物品的潜在交互.
(２)跨域推荐方法:
ＣＭＦ:动词矩阵分解(Ｃｏｌｌｅｃｔｉｖｅ Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ) [５７]共同分解各个域的矩阵ꎬ其中重叠用户的潜在

因子在域之间共享.
ＣｏＮｅｔ[６]:通过引入一个基础网络与另一个基础网络之间的交叉拼接来实现双向知识迁移. 基础网络

由多层感知机实现.
ＰＰＧＮ:偏好传播图网络(Ｐｒｅｆｅｒｅｎｃｅ Ｐｒｏｐａｇａｔｉｏｎ ＧｒａｐｈＮｅｔ) [２５] 构建跨域偏好矩阵以维护跨域的交互ꎬ

并捕获图上的高阶信息.
ＤＴＣＤＲ:这是一个双目标跨域推荐框架[５８] . 用户的最终表示是两个域中用户表示的融合.
ＢｉＴＧＣＦ:这是一个使用图协同过滤网络作为基础模型的跨域推荐的双向迁移学习方法[９] .
ＭＳＤＣＲ:通过捕捉用户跨域一致的方面偏好和增强的域特定的方面偏好ꎬ形成用户偏好的全面视图[５９] .
值得注意的是ꎬ为了公平比较ꎬ本研究没有与需要辅助信息(如个人资料和评论)的方法进行对比[３９ꎬ５９]ꎬ

也没有与专注于冷启动用户推荐的模型进行对比[２６ꎬ３１－３３ꎬ４８]或与跨域序列推荐的模型进行对比[１９ꎬ３５ꎬ５５ꎬ６０ꎬ６１]ꎬ因
为本研究的推荐场景有所不同.
５.１.４　 实验参数设置

本研究使用 ＴｅｎｓｏｒＦｌｏｗ实现了 Ｄ３￣ＣＤＲ３ꎬ所有实验均在 ＮＶＩＤＩＡ ＴＩＴＡＮ Ｘｐ ＧＰＵ上进行. 在嵌入层中ꎬ本
研究将用户和物品嵌入的维度都设置为 ３２. 在解耦双向知识迁移层中ꎬ本研究堆叠了 ２个 ＤＫＴ块来构成该

层. 交互背后的潜在因素数量在{２ꎬ３ꎬ４ꎬ５ꎬ６}中进行搜索ꎬ并针对不同任务中的不同域设置不同的潜在因素

数量. 本研究采用小批量梯度下降法进行优化ꎬ批量大小设置为 １ ０２４. 对于损失函数ꎬ正则化系数 λ设置为

０.０１ꎬ学习率设置为 ０.００１ꎬ并使用 Ａｄａｍ优化器. 对于基线模型ꎬ本研究调整参数以获得最佳性能.从实验结果

中可以看出ꎬ作为单域推荐方法ꎬＮｅｕＭＦ的性能通常不如跨域推荐方法ꎬ特别是在与 ＣｏＮｅｔ、ＰＰＧＮ和 ＢｉＴＧＣＦ
的对比中. 这表明引入其他域的信息有助于提高推荐性能. 在所有基线方法中ꎬＣＭＦ是唯一一个具有浅层结构

的方法ꎬ因此其性能最差ꎬ甚至比 ＮｅｕＭＦ差. 这证明了深度学习方法在捕捉复杂的用户－物品交互方面的优势.
５.２　 性能对比(Ｑ１)

表 ２显示了 Ｄ３￣ＣＤＲ与其他基线方法的性能对比. 本研究展示了 ＨＲ＠ ５、ＨＲ＠ １０ 和 ＮＤＣＧ＠ １０ 的实

验结果(分别简称为 Ｈ＠ ５、Ｈ＠ １０和 Ｎ＠ １０) .
对于基于深度学习的跨域推荐方法 ＤＴＣＤＲꎬ直接融合两个域中的用户表示作为重叠用户的最终表

示. 它忽略了域的特异性和差异性ꎬ因此获得了较差的性能. ＣｏＮｅｔ 的竞争力表现证明了双向知识迁移的

有效性. ＢｉＴＧＣＦ是对 ＣｏＮｅｔ的改进ꎬ它用图卷积操作代替了多层感知机ꎬ其更好的性能展示了图结构在捕

捉高阶复杂用户－物品交互中的强大能力. ＰＰＧＮ在某些情况下获得了最佳表现ꎬ它同样利用了图卷积操

作. 不同之处在于ꎬＰＰＧＮ将两个域中的用户交互转换为一个图ꎬ而不是像 ＢｉＴＧＣＦ 那样分别对每个域进

行建模. 其出色的表现证明了这种设计的有效性. ＭＳＤＣＲ 在大多数情况下取得了最好的表现ꎬ这表明同

时考虑域不变和域特定方面偏好的必要性.
在所有四个任务中ꎬＤ３￣ＣＤＲ 的表现优于所有其他基线方法ꎬ这证明了本研究设计的有效性和合理

性. 与最强的基线方法相比ꎬ本研究的模型在 Ａｍａｚｏｎ 数据集中ꎬＨＲ＠ ５、ＨＲ＠ １０ 和 ＮＤＣＧ＠ １０ 的平均提

升分别为 ３.０９％、２.９９％ 和 ４.４５％. 在豆瓣数据集中ꎬ提升分别为 ３３.２４％、２.０５％和 ４.２７％.
—０２１—
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表 ２　 Ｄ３ ￣ＣＤＲ 与不同方法的性能比较

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ Ｄ３ ￣ＣＤＲ ａｎｄ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

指标
Ａｍａｚｏｎ￣Ｍｏｖｉｅ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０

Ａｍａｚｏｎ￣Ｍｕｓｉｃ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０

Ａｍａｚｏｎ￣Ｃｅｌｌ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０

Ａｍａｚｏｎ￣Ｅｌｅｃ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０
ＮｅｕＭＦ ０.５３９ ４ ０.６５８ ３ ０.４４６ ０ ０.５３０ ６ ０.６４６ ５ ０.４４４ ２ ０.４０６ ４ ０.５０８ ７ ０.３３５ ３ ０.４０５ ９ ０.５０５ ５ ０.３３６ ９
ＣＭＦ ０.５０４ ４ ０.６２７ ３ ０.４１７ ７ ０.５００ １ ０.６２７ １ ０.４２０ １ ０.４２２ ７ ０.５０６ ２ ０.３５５ ４ ０.４１６ ２ ０.５１０ ５ ０.３４６ ２
ＤＴＣＤＲ ０.５４５ ３ ０.６６５ ３ ０.４５７ ６ ０.５３９ ５ ０.６５６ ５ ０.４４７ ６ ０.４６０ １ ０.５５０ ８ ０.３９４ ５ ０.４５８ ２ ０.５６０ １ ０.３８７ ９
ＣｏＮｅｔ ０.５４４ ７ ０.６６４ ３ ０.４５２ ３ ０.５５４ ６ ０.６６３ ５ ０.４５７ １ ０.４６１ ５ ０.５５３ ４ ０.３９４ １ ０.４６１ ８ ０.５５８ ２ ０.３８５ ２
ＰＰＧＮ ０.５１３ ３ ０.６６８ １ ０.４５８ ９ ０.５４１ ７ ０.６６５ ４ ０.４５６ ４ ０.４８２ １ ０.５７７ ３ ０.４０３ １ ０.４７０ ４ ０.５６９ ４ ０.３９３ ５
ＢｉＴＧＣＦ ０.５４５ ７ ０.６６５ ９ ０.４５６ ４ ０.５４９ ３ ０.６６５ １ ０.４６０ ４ ０.４７０ ６ ０.５６８ ５ ０.３９５ ６ ０.４６７ ２ ０.５６３ ６ ０.３８８ ５
ＭＳＤＣＲ ０.５５７ １ ０.６６７ ５ ０.４６２ ９ ０.５５２ ７ ０.６７１ ２ ０.４６７ ４ ０.４８０ ８ ０.５７２ ２ ０.４０４ ９ ０.４５５ ４ ０.５７６ ４ ０.４０５ ３
Ｄ３ ￣ＣＤＲ ０.５６６ ４ ０.６８４ ８ ０.４８０ ８ ０.５６６ ０ ０.６８３ １ ０.４８１ １ ０.４９９ ６ ０.５９９ ８ ０.４２７ ２ ０.４９７ ５ ０.５９８ ３ ０.４２５ ６
Ｉｍｐｒｏｖ. １.６７％ ２.５０％ ３.８７％ ２.４１％ １.７７％ ２.９３％ ３.６３％ ３.９０％ ５.９８％ ４.６５％ ３.８０％ ５.０１％

指标
Ｄｏｕｂａｎ￣Ｍｏｖｉｅ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０

Ｄｏｕｂａｎ￣Ｂｏｏｋ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０

Ｄｏｕｂａｎ￣Ｍｕｓｉｃ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０

Ｄｏｕｂａｎ￣Ｂｏｏｋ

Ｈ＠ ５ Ｈ＠ １０ Ｎ＠ １０
ＮｅｕＭＦ ０.５５７ ６ ０.７２５ ４ ０.４４７ ５ ０.５６２ ５ ０.６９２ ３ ０.４６０ ４ ０.５７５ ９ ０.７２１ １ ０.４６９ ６ ０.５６６ ９ ０.７０７ ２ ０.４６１ ３
ＣＭＦ ０.４５２ ８ ０.６２１ ７ ０.３６８ ７ ０.４８４ ０.６２２ ８ ０.３９８ ５ ０.４６７ ６ ０.６１５ １ ０.３８０ ３ ０.４７０ ８ ０.６１８ ３ ０.３８７ ８
ＤＴＣＤＲ ０.６１７ ６ ０.７４６ ７ ０.５０７ ３ ０.６１９ ５ ０.７４５ ２ ０.５１１ ３ ０.６５８ ８ ０.７８１ ９ ０.５５０ ３ ０.６５３ ４ ０.７７３ ６ ０.５５２ ９
ＣｏＮｅｔ ０.６１６ ３ ０.７４５ ７ ０.５１５ ４ ０.６１３ ９ ０.７４４ ５ ０.５１５ ０ ０.６５６ ４ ０.７７５ ６ ０.５５２ ２ ０.６６１ １ ０.７７５ ３ ０.５５１ ６
ＰＰＧＮ ０.６２５ ６ ０.７４９ ４ ０.５１３ ６ ０.６２１ ８ ０.７４７ １ ０.５１５ ２ ０.６５８ ２ ０.７８５ ４ ０.５５３ ２ ０.６６３ ０ ０.７８１ ８ ０.５５７ ６
ＢｉＴＧＣＦ ０.６０４ ２ ０.７３９ ８ ０.５０３ １ ０.６００ ８ ０.７３８ ５ ０.４９６ ６ ０.６５９ １ ０.７８２ ９ ０.５４８ ２ ０.６６１ ９ ０.７７８ ６ ０.５５２ ７
ＭＳＤＣＲ ０.６３７ １ ０.７６９ ５ ０.５３３ ６ ０.６３６ ０ ０.７６３ ９ ０.５３１ ７ ０.６７２ ６ ０.７９１ ９ ０.５５９ ６ ０.６７２ ８ ０.７８９ ７ ０.５５９ １
Ｄ３ ￣ＣＤＲ ０.６６１ ３ ０.７８２ ４ ０.５５９ ３ ０.６６０ ９ ０.７８２ ７ ０.５５９ ８ ０.６９０ ２ ０.８０７ ３ ０.５７８ ４ ０.６９０ ３ ０.８０６ ４ ０.５７９ ２
Ｉｍｐｒｏｖ. ３.８０％ １.６８％ ４.８２％ ３.９２％ ２.４６％ ５.２８％ ２.６２％ １.９４％ ３.３６％ ２.６０％ ２.１１％ ３.６０％

５.３　 消融实验(Ｑ２)
为了验证本研究模型中每个设计的有效性ꎬ本研究进行了消融实验ꎬ并生成了 Ｄ３￣ＣＤＲ 的四个变

体. 其中ꎬｗ / ｏ＿ ｆ是一种不考虑交互背后的多个潜在因素的变体(即 Ｋ＝ １) . ｗ / ｏ＿ｉ不区分域共享和域特定

因素ꎬ直接将所有生成的解耦表示作为知识迁移到另一个域. ｗ / ｏ＿ａ是一种通过使用普通注意力机制移除

交互特征的变体. ｗ / ｏ＿ｇ是一种没有自适应知识融合机制的变体ꎬ本研究将域内和跨域的知识视为同等重

要ꎬ直接通过求和操作进行融合.
实验在“Ａｍａｚｏｎ￣Ｍｏｖｉｅ↔Ａｍａｚｏｎ￣Ｍｕｓｉｃ”任务上进行ꎬ结果如表 ３所示.

表 ３　 消融实验结果

Ｔａｂｌｅ ３　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｓｔｕｄｙ

指标
Ａｍａｚｏｎ￣Ｍｏｖｉｅ

ＨＲ＠ ５ ＨＲ＠ １０ ＮＤＣＧ＠ １０

Ａｍａｚｏｎ￣Ｍｕｓｉｃ

ＨＲ＠ ５ ＨＲ＠ １０ ＮＤＣＧ＠ １０

ｗ / ｏ＿ｆ ０.５４８ １ ０.６５８ ４ ０.４５７ ９ ０.５４９ ３ ０.６５７ ４ ０.４６０ ３
ｗ / ｏ＿ｉ ０.５５４ ８ ０.６６９ ９ ０.４６７ ３ ０.５５７ ７ ０.６６８ ９ ０.４６９ ５
ｗ / ｏ＿ａ ０.５５１ ４ ０.６６６ ２ ０.４６５ ２ ０.５５１ ０ ０.６６４ ８ ０.４６３ ５
ｗ / ｏ＿ｇ ０.５６０ ３ ０.６７５ ５ ０.４６９ ０ ０.５５８ ８ ０.６７３ ２ ０.４７３ ８

Ｄ３ ￣ＣＤＲ ０.５６６ ４ ０.６８４ ８ ０.４８０ ８ ０.５６６ ０ ０.６８３ １ ０.４８１ １

　 　 正如本研究所看到的ꎬ在忽略交互背后的多个潜在因素后 ｗ / ｏ＿ ｆ 在所有变体中结果最差ꎬ性能下降

了 ２.５９~４.７６％. 这验证了考虑交互背后的多个潜在因素并进行解耦表示的必要性. ｗ / ｏ＿ａ 和 ｗ / ｏ＿ｉ 的性

能分别平均下降了 ２.９０％ 和 ２.１７％. 这表明考虑交互特征和进行注意力知识迁移的重要性. ｗ / ｏ＿ｇ 的轻

微性能下降(即 １.０８~２.４５％)证实了平衡域内知识和跨域知识的重要性. 所有这些变体都未能达到 Ｄ３￣
ＣＤＲ的性能ꎬ这证明了本研究设计的每个组件都真正有助于 Ｄ３￣ＣＤＲ 性能的提高.
５.４　 超参设置的影响(Ｑ３)
５.４.１　 潜在因素数量 Ｋ的影响

本研究首先研究了交互背后潜在因素数量 Ｋ对模型性能的影响(即每个 ＤＫＴ块中的 Ｋ) . 以两个任务

(即“Ａｍａｚｏｎ￣Ｍｏｖｉｅ↔ＡｍａｚｏｎＭｕｓｉｃ”和“Ｄｏｕｂａｎ￣Ｍｕｓｉｃ↔Ｄｏｕｂａｎ￣Ｂｏｏｋ”)为例ꎬ本研究将 Ｋ 的取值范围设定

为 １到 ５ꎬ并在图 ３中展示了实验结果. 值得注意的是ꎬ考虑到域的特性ꎬ不同域中用户与物品之间的交互

背后潜在因素的数量可能不同. 因此ꎬ本研究在实验中为每个任务的两个域设置了不同的 Ｋ 值. 图 ３ 展示

—１２１—
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了实验结果的平均值. 例如ꎬ为了得到 Ｋ ＝ ３ 的时候“Ａｍａｚｏｎ￣Ｍｕｓｉｃ”的值ꎬ本研究将“Ａｍａｚｏｎ￣Ｍｕｓｉｃ”的 Ｋ
值设置为 ３并保持不变ꎬ“Ａｍａｚｏｎ￣Ｍｏｖｉｅ”的 Ｋ值设置为 １ 到 ５ꎬ并进行 ５ 组不同的实验ꎬ对每组实验的结

果进行平均ꎬ取最终的实验结果.

图 ３　 潜在因素数量 Ｋ 的影响

Ｆｉｇ􀆰 ３　 Ｉｍｐａｃｔ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｌａｔｅｎｔ ｆａｃｔｏｒｓ Ｋ

如图 ３所示ꎬ在两个任务中的两个指标上(由于空间限制ꎬ本研究仅展示 ＨＲ＠ １０ 和 ＮＤＣＧ＠ １０ 的结

果)ꎬ随着 Ｋ的增加ꎬ性能最初有所提升. 但当 Ｋ超过某个阈值(即 “Ａｍａｚｏｎ￣Ｍｏｖｉｅ”和“Ｄｏｕｂａｎ￣Ｂｏｏｋ”为 ４)
时ꎬ性能开始下降ꎬ这可能是由过拟合问题引起的. 尽管不同域的最优 Ｋ 值不同ꎬ但从曲线中可以得出结

论ꎬ最优的 Ｋ介于 ３和 ４之间. 此外ꎬ对于不同的任务ꎬ性能变化也不同. 例如ꎬ当 Ｋ 小于 ４ 时ꎬ“Ｄｏｕｂａｎ￣
Ｂｏｏｋ”的性能优于“Ｄｏｕｂａｎ￣Ｍｕｓｉｃ”ꎻ当 Ｋ大于 ４时ꎬ“Ｄｏｕｂａｎ￣Ｍｕｓｉｃ”表现更好. 在本研究的实验中ꎬ本研究

为不同域调整了潜在因素的数量以获得最佳性能.
５.４.２　 ＤＫＴ块数量 Ｌ的影响

接下来ꎬ本研究关注双向解耦知识迁移层中 ＤＫＴ块(即 Ｌ的值)ꎬ本研究将 Ｌ 的范围设置为 １ 到 ４ꎬ并
在 “Ｄｏｕｂａｎ￣Ｍｏｖｉｅ↔Ｄｏｕｂａｎ￣Ｂｏｏｋ” 任务上进行了实验. 结果如图 ４ 所示. 可以看到ꎬ不同的 Ｌ 设置对三项

指标的影响不同. 当 Ｌ设置为 ２时ꎬ本研究在所有指标上都获得了最佳性能. 当 Ｌ 大于 ３ 时ꎬ性能开始下

降. 在这些指标中ꎬＨＲ＠ ５的变化最为稳定ꎬ受 Ｌ设置的影响较小ꎻ而 ＨＲ＠ １０ 受到的影响最为明显. 当 Ｌ
增加时ꎬ尤其当 Ｌ大于 ３时ꎬＨＲ＠ １０下降较多. 当 Ｌ从 １变为 ２时ꎬＮＤＣＧ＠ １０显著增加ꎻ而随着 Ｌ继续增

加ꎬ其变化相对稳定. 总体上ꎬ本研究模型的性能相对稳定ꎬ在不同 Ｌ 值下ꎬ各指标的变化范围较小ꎬ表明

了本研究模型的鲁棒性.

图 ４　 ＤＫＴ 块数量 Ｌ 的影响

Ｆｉｇ􀆰 ４　 Ｉｍｐａｃｔ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ＤＫＴ ｂｌｏｃｋｓ Ｌ

５.４.３　 嵌入维度大小 ｄ的影响

本研究还研究了用户 /物品表示长度对模型性能的影响. 以 “Ａｍａｚｏｎ￣Ｃｅｌｌ↔Ａｍａｚｏｎ￣Ｅｌｅｃ” 任务为例ꎬ
本研究将嵌入大小维度设置为 {１６ꎬ３２ꎬ４８ꎬ６４ꎬ８０ꎬ９６}ꎬ并在图 ５展示了实验结果. 如图 ５所示ꎬ最初ꎬ随着

嵌入维度的增加ꎬＨＲ＠ １０和 ＮＤＣＧ＠ １０都有所提升ꎬ这可能是因为较大的维度通常可以提高嵌入表示的

能力. 然而ꎬ当嵌入维度大于 ３２ 时ꎬＨＲ＠ １０ 和 ＮＤＣＧ＠ １０ 都开始下降ꎬ这可能是由模型的过拟合引起

的. 此外ꎬＨＲ＠ １０随着嵌入维度的变化表现明显ꎬ并波动较大. 当嵌入维度大小设置为 ９６ 时ꎬＨＲ＠ １０ 在

两个域中的表现比嵌入维度设置为 ３２分别降低 ４.９０％ 和 ４.８９％. 相反ꎬＮＤＣＧ＠ １０曲线较为平滑ꎬ并且在

两个域中的表现相当. 在本研究的实验中ꎬ本研究将嵌入维度设置为 ３２.

—２２１—
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图 ５　 嵌入维度大小 ｄ 的影响

Ｆｉｇ􀆰 ５　 Ｉｍｐａｃｔ ｏｆ ｔｈｅ ｅｍｂｅｄｄｉｎｇ ｓｉｚｅ ｄ

５.５　 可视化(Ｑ４)
为了研究学习到的表示是否能够捕捉到交互背后的多个潜在因素并真正实现了解耦ꎬ本研究对这些

表示进行了可视化. 具体来说ꎬ在 “Ｄｏｕｂａｎ￣Ｍｏｖｉｅ↔Ｄｏｕｂａｎ￣Ｂｏｏｋ” 任务中随机选择了 １ 个 ＤＫＴ 块中的 ２０
组解耦表示ꎬ使用 ｔ￣ＳＮＥ 算法将高维表示投影到二维空间中. 结果如图 ６ 所示ꎬ其中不同的颜色表示不同

的潜在空间ꎬ不同的形状(例如方形、三角形)表示不同组的解耦表示. 本研究可以观察到ꎬ相同潜在空间

的表示表现出明显的聚类特性ꎬ证明了用户－物品交互背后存在多个潜在因素. 此外ꎬ相同交互(即相同形

状)的表示彼此分离较远ꎬ这表明本研究提出的模型能够实现解耦表示.

图 ６　 解耦表示的可视化

Ｆｉｇ􀆰 ６　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｄｉｓｅｎｔａｎｇｌｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ

图 ７　 注意力权重的可视化

Ｆｉｇ􀆰 ７　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ａｔｔｅｎｔｉｏｎ ｗｅｉｇｈｔｓ

５.６　 可解释性案例研究(Ｑ５)
为了研究 Ｄ３￣ＣＤＲ的可解释能力ꎬ本研究随机从 “Ａｍａｚｏｎ￣Ｍｕｓｉｃ↔Ａｍａｚｏｎ－Ｂｏｏｋ” 任务中随机抽取了

８个样本ꎬ并可视化了它们在第一个 ＤＫＴ 块中学习到的注意力权重 αｋｕｉ . 为了便于演示和观察ꎬ本研究忽

略了不同域中潜在因素数量的差异ꎬ并将两个域中的潜在因素数量都设为 ４. 如图 ７ 所示ꎬ不同域关注不

同的潜在因素. 在左侧域中ꎬ８个随机样本都对第一个因素学习到了较高的注意力权重ꎬ而右侧域的样本

则更多地关注第二个因素. 此外ꎬ在同一个域内ꎬ不同的样本对整体潜在因素的分布也不同. 例如ꎬ左侧域

中的样本 ７对因素 １和 ４ 赋予了更高的分数ꎬ而样本 ８ 对因素 １ 和 ２ 赋予了更高的分数. 同时ꎬ网格颜色

越浅ꎬ潜在因素对应的权重越小ꎬ它们对最终生成的跨域知识表示的贡献也越低. 这些潜在因素可能是引

入噪声的无关因素. 正如图中所示ꎬ不同样本对应的无关因素显然是不同的. 基于这些观察ꎬ可以得出结

论:本研究设计的注意力机制能够捕捉交互背后各种因素的影响. 它能够根据每次交互的特征提取有用

的知识ꎬ减少无关因素带来的负面影响.

—３２１—
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６　 结论

本研究提出了 Ｄ３￣ＣＤＲ模型ꎬ该模型在域之间执行双向解耦的知识迁移ꎬ用于跨域推荐. 双解耦知识

迁移模块包含了三种精心设计的机制. 具体地说ꎬ解耦表示生成机制识别了用户－物品交互背后的多个潜

在因素ꎬ并生成了解耦表示. 注意力知识迁移机制从解耦表示中提取有用的知识ꎬ并生成跨域的知识表

示. 自适应知识融合机制则自适应地平衡了域内知识和跨域知识的重要性.
本研究提出的模型为跨域推荐方法提供了一个新视角ꎬ即通过识别交互背后的多个潜在因素并生成

解耦表示来捕捉域间的特异性和差异性. 本研究提出的模型可以无缝扩展到基于双向知识迁移范式的现

有方法上ꎬ也可以轻松与其他任何辅助信息(如评论、用户资料、物品属性)相结合.
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Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ｉｎ Ｄａｔａｂａｓｅｓ:Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ. ＰｒａｇｕｅꎬＣｚｅｃｈ Ｒｅｐｕｂｌｉｃ:Ｓｐｒｉｎｇｅｒꎬ２０１３:１６１－１７６.

[１４] Ｍｏｒｅｎｏ ＯꎬＳｈａｐｉｒａ ＢꎬＲｏｋａｃｈ Ｌꎬｅｔ ａｌ. ＴＡＬＭＵＤ:ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｆｏｒ ｍｕｌｔｉｐｌｅ ｄｏｍａｉｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２１ｓｔ ＡＣＭ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. ＭａｕｉꎬＨＩꎬＵＳＡ:ＡＣＭꎬ２０１２:４２５－４３４.

[１５] Ｙｕａｎ ＦꎬＹａｏ ＬꎬＢｅｎａｔａｌｌａｈ Ｂ. ＤＡＲｅｃ: ｄｅｅｐ ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｖｉａ ｔｒａｎｓｆｅｒｒｉｎｇ ｒａｔｉｎｇ
ｐａｔｔｅｒｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｗｅｎｔｙ￣Ｅｉｇｈｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. ＭａｃａｏꎬＣｈｉｎａ:
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｏｒｇａｎｉｚａｔｉｏｎꎬ２０１９:４２２７－４２３３.

[１６] Ｍａ ＨꎬＹａｎｇ ＨꎬＬｙｕ Ｍ Ｒꎬｅｔ ａｌ. ＳｏＲｅｃ:ｓｏｃｉａｌ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｕｓｉｎｇ ｐｒｏｂａｂｉｌｉｓｔｉｃ ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
１７ｔｈ ＡＣＭ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. Ｎａｐａ ＶａｌｌｅｙꎬＣＡꎬＵＳＡ:ＡＣＭꎬ２００８:９３１－９４０.

[１７] Ｘｉｎ ＸꎬＬｉｕ ＺꎬＬｉｎ Ｃ Ｙꎬｅｔ ｅｌ. Ｃｒｏｓｓ￣ｄｏｍａｉｎ ｃｏｌｌａｂｏｒａｔｉｖｅ ｆｉｌｔｅｒｉｎｇ ｗｉｔｈ ｒｅｖｉｅｗ ｔｅｘｔ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｗｅｎｔｙ￣Ｆｏｕｒｔｈ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｂｕｅｎｏｓ ＡｉｒｅｓꎬＡｒｇｅｎｔｉｎａ:ＡＡＡＩ Ｐｒｅｓｓꎬ２０１５:１８２７－１８３４.

[１８] Ｓａｍｒａ ＡꎬＦｒｏｌｏｖ ＥꎬＶａｓｉｌｅｖ Ａꎬｅｔ ａｌ. Ｃｒｏｓｓ￣ｄｏｍａｉｎ ｌａｔｅｎｔ ｆａｃｔｏｒｓ ｓｈａｒｉｎｇ ｖｉａ ｉｍｐｌｉｃｉｔ ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ

—４２１—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



张春涛ꎬ等:基于双向解耦知识迁移的跨域推荐算法

ｔｈｅ １８ｔｈ ＡＣＭ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｃｏｍｍｅｎｄｅｒ Ｓｙｓｔｅｍｓ. ＢａｒｉꎬＩｔａｌｙ:ＡＣＭꎬ２０２４:３０９－３１７.
[１９] Ｇｕｏ ＬꎬＴａｎｇ ＬꎬＣｈｅｎ Ｔꎬｅｔ ａｌ. ＤＡ￣ＧＣＮ:ａ ｄｏｍａｉｎ￣ａｗａｒｅ ａｔｔｅｎｔｉｖｅ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ ｓｈａｒｅｄ￣ａｃｃｏｕｎｔ ｃｒｏｓｓ￣ｄｏｍａｉｎ

ｓｅｑｕｅｎｔｉａｌ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ [ Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｈｉｒｔｉｅｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ.
ＭｏｎｔｒｅａｌꎬＣａｎａｄａ:Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｏｒｇａｎｉｚａｔｉｏｎꎬ２０２１:２４８３－２４８９.

[２０] Ｗａｎｇ ＸꎬＨｅ ＸꎬＮｉｅ Ｌꎬｅｔ ａｌ. Ｉｔｅｍ Ｓｉｌｋ Ｒｏａｄ:ｒｅｃｏｍｍｅｎｄｉｎｇ ｉｔｅｍｓ ｆｒｏｍ ｉｎｆｏｒｍａｔｉｏｎ ｄｏｍａｉｎｓ ｔｏ ｓｏｃｉａｌ ｕｓｅｒｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ ４０ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. ＳｈｉｎｊｕｋｕꎬＴｏｋｙｏꎬ
Ｊａｐａｎ:ＡＣＭꎬ２０１７:１８５－１９４.

[２１] Ｘｕ ＫꎬＸｉｅ ＹꎬＣｈｅｎ Ｌꎬ ｅｔ ａｌ. Ｅｘｐａｎｄｉｎｇ ｒｅｌａｔｉｏｎｓｈｉｐ ｆｏｒ ｃｒｏｓｓ ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３０ｔｈ ＡＣＭ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ＆ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＱｕｅｅｎｓｌａｎｄꎬＡｕｓｔｒａｌｉａ:ＡＣＭꎬ２０２１:２２５１－２２６０.

[２２] Ｇａｏ ＣꎬＣｈｅｎ ＸꎬＦｅｎｇ Ｆꎬｅｔ ａｌ. Ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｗｉｔｈｏｕｔ ｓｈａｒｉｎｇ ｕｓｅｒ￣ｒｅｌｅｖａｎｔ ｄａｔａ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｔｈｅ Ｗｅｂ
Ｃｏｎｆｅｒｅｎｃｅ ２０１９. Ｓａｎ ＦｒａｎｃｉｓｃｏꎬＣＡꎬＵＳＡ:ＡＣＭꎬ２０１９:４９１－５０２.

[２３] Ｋａａｎｇ ＳꎬＨｗａｎｇ ＪꎬＬｅｅ Ｄꎬｅｔ ａｌ. Ｓｅｍｉ￣ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｔｏ ｃｏｌｄ￣ｓｔａｒｔ ｕｓｅｒｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ ２８ｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. ＢｅｉｊｉｎｇꎬＣｈｉｎａ:ＡＣＭꎬ２０１９:１５６３－１５７２.

[２４] Ｃａｏ ＪꎬＬｉ ＳꎬＹｕ Ｂꎬｅｔ ａｌ. Ｔｏｗａｒｄｓ Ｕｎｉｖｅｒｓａｌ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｓｉｘｔｅｅｎｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｗｅｂ Ｓｅａｒｃｈ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｓｉｎｇａｐｏｒｅ:ＡＣＭꎬ２０２３:７８－８６.

[２５] Ｚｈａｏ ＣꎬＬｉ ＣꎬＦｕ Ｃ. Ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｖｉａ ｐｒｅｆｅｒｅｎｃｅ ｐｒｏｐａｇａｔｉｏｎ ＧｒａｐｈＮｅｔ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２８ｔｈ ＡＣＭ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. ＢｅｉｊｉｎｇꎬＣｈｉｎａ:ＡＣＭꎬ２０１９.

[２６] Ｍａｎ ＴꎬＳｈｅｎ ＨꎬＪｉｎ Ｘꎬｅｔ ａｌ. Ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ:ａｎ ｅｍｂｅｄｄｉｎｇ ａｎｄ ｍａｐｐｉｎｇ ａｐｐｒｏａｃｈ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
Ｔｗｅｎｔｙ￣Ｓｉｘｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. ＭｅｌｂｏｕｒｎｅꎬＡｕｓｔｒａｌｉａ:Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ
Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｏｒｇａｎｉｚａｔｉｏｎꎬ２０１７:２４６４－２４７０.

[２７] Ｂｉ ＹꎬＳｏｎｇ ＬꎬＹａｏ Ｍꎬｅｔ ａｌ. Ａ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｉｎｆｏｒｍａｔｉｏｎ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｃｒｏｓｓ ｄｏｍａｉｎ ｉｎｓｕｒａｎｃｅ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍ ｆｏｒ
ｃｏｌｄ ｓｔａｒｔ ｕｓｅｒｓ [ Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４３ｒｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ
Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＣｈｉｎａ:ＡＣＭꎬ２０２０.

[２８] Ｆｕ ＷꎬＰｅｎｇ ＺꎬＷａｎｇ Ｓꎬｅｔ ａｌ. Ｄｅｅｐｌｙ ｆｕｓｉｎｇ ｒｅｖｉｅｗｓ ａｎｄ ｃｏｎｔｅｎｔｓ ｆｏｒ ｃｏｌｄ ｓｔａｒｔ ｕｓｅｒｓ ｉｎ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍｓ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｈｉｒｔｙ￣Ｔｈｉｒｄ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. ＨｏｎｏｌｕｌｕꎬＨａｗａｉｉꎬＵＳＡ:ＡＡＡＩ Ｐｒｅｓｓꎬ２０１９:９４－１０１.

[２９] Ｗａｎｇ ＸꎬＰｅｎｇ ＺꎬＷａｎｇ Ｓꎬｅｔ ａｌ. Ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｆｏｒ ｃｏｌｄ￣ｓｔａｒｔ ｕｓｅｒｓ ｖｉａ ｎｅｉｇｈｂｏｒｈｏｏｄ ｂａｓｅｄ ｆｅａｔｕｒｅ ｍａｐｐｉｎｇ
[Ｃ] / / Ｄａｔａｂａｓｅ Ｓｙｓｔｅｍｓ ｆｏｒ Ａｄｖａｎｃｅｄ Ａｐｐｌｉｃａｔｉｏｎｓ: ２３ｒｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅꎬ ＤＡＳＦＡＡ ２０１８. Ｇｏｌｄ Ｃｏａｓｔꎬ ＱＬＤꎬ
Ａｕｓｔｒａｌｉａ:Ｓｐｒｉｎｇｅｒꎬ２０１８:１５８－１６５.

[３０] Ｌｉ ＨꎬＭａ ＷꎬＳｕｎ Ｐꎬ ｅｔ ａｌ. Ａｉｍｉｎｇ ａｔ ｔｈｅ ｔａｒｇｅｔ: ｆｉｌｔｅｒ ｃｏｌｌａｂｏｒａｔｉｖｅ ｉｎｆｏｒｍａｔｉｏｎ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ [Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４７ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ.
ＷａｓｈｉｎｇｔｏｎꎬＤＣꎬＵＳＡ:ＡＣＭꎬ２０２４:２０８１－２０８５.

[３１] Ｗａｎｇ ＴꎬＺｈｕａｎｇ ＦꎬＺｈａｎｇ Ｚꎬｅｔ ａｌ. Ｌｏｗ￣ｄｉｍｅｎｓｉｏｎａｌ ａｌｉｇｎｍｅｎｔ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
３０ｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ＆ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＱｕｅｅｎｓｌａｎｄꎬＡｕｓｔｒａｌｉａ:ＡＣＭꎬ
２０２１:３５０８－３５１２.

[３２] Ｚｈｕ Ｙꎬ Ｇｅ Ｋꎬ Ｚｈｕａｎｇ Ｆꎬ ｅｔ ａｌ. Ｔｒａｎｓｆｅｒ￣ｍｅｔａ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｔｏ ｃｏｌｄ￣ｓｔａｒｔ ｕｓｅｒｓ [ Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４４ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. Ｖｉｒｔｕａｌ
ＥｖｅｎｔꎬＣａｎａｄａ:ＡＣＭꎬ２０２１:１８１３－１８１７.

[３３] Ｚｈｕ ＹꎬＴａｎｇ ＺꎬＬｉｕ Ｙꎬｅｔ ａｌ. Ｐｅｒｓｏｎａｌｉｚｅｄ ｔｒａｎｓｆｅｒ ｏｆ ｕｓｅｒ ｐｒｅｆｅｒｅｎｃｅｓ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ Ｆｉｆｔｅｅｎｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｗｅｂ Ｓｅａｒｃｈ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＴｅｍｐｅꎬＡＺꎬＵＳＡ:ＡＣＭꎬ２０２２:
１５０７－１５１５.

[３４] Ｃｈｅｎ ＣꎬＧｕｏ ＪꎬＳｏｎｇ Ｂ. Ｄｕａｌ ａｔｔｅｎｔｉｏｎ ｔｒａｎｓｆｅｒ ｉｎ ｓｅｓｓｉｏｎ￣ｂａｓｅｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｗｉｔｈ ｍｕｌｔｉ￣ｄｉｍｅｎｓｉｏｎａｌ ｉｎｔｅｇｒａｔｉｏｎ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４４ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. Ｖｉｒｔｕａｌ
ＥｖｅｎｔꎬＣａｎａｄａ:ＡＣＭꎬ２０２１:８６９－８７８.

[３５] Ｌｉ Ｐꎬ Ｊｉａｎｇ Ｚꎬ Ｑｕｅ Ｍꎬ ｅｔ ａｌ. Ｄｕａｌ ａｔｔｅｎｔｉｖｅ ｓｅｑｕｅｎｔｉａｌ ｌｅａｒｎｉｎｇ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｃｌｉｃｋ￣ｔｈｒｏｕｇｈ ｒａｔｅ ｐｒｅｄｉｃｔｉｏｎ [ Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２７ｔｈ ＡＣＭ ＳＩＧＫＤＤ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ＆ Ｄａｔａ Ｍｉｎｉｎｇ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＳｉｎｇａｐｏｒｅ:ＡＣＭꎬ
２０２１:３１７２－３１８０.

[３６] Ｗａｎｇ ＹꎬＸｉａ ＹꎬＺｈａｏ Ｌꎬｅｔ ａｌ. Ｄｕａｌ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｆｏｒ ｎｅｕｒａｌ ｍａｃｈｉｎｅ ｔｒａｎｓｌａｔｉｏｎ ｗｉｔｈ ｍａｒｇｉｎａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｒｅｇｕｌａｒｉｚａｔｉｏｎ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｈｉｒｔｙ￣Ｓｅｃｏｎｄ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｎｅｗ ＯｒｌｅａｎｓꎬＬＡꎬＵＳＡ:ＡＡＡＩ Ｐｒｅｓｓꎬ
２０１８:５５５３－５５６０.

[３７] 杜权ꎬ曾信ꎬ李北ꎬ等. 面向标记语言的机器翻译方法研究[Ｊ] . 中文信息学报ꎬ２０２４ꎬ３８(８):６８－７５.
[３８] Ｌｉ ＰꎬＴｕｚｈｉｌｉｎ Ａ. ＤＤＴＣＤＲ: ｄｅｅｐ ｄｕａｌ ｔｒａｎｓｆｅｒ ｃｒｏｓｓ ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｈｉｒｔｅｅｎｔｈ ＡＣＭ

Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｗｅｂ Ｓｅａｒｃｈ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. ＨｏｕｓｔｏｎꎬＴＸꎬＵＳＡ:ＡＣＭꎬ２０２０:３３１－３３９.
[３９] Ｚｈａｏ ＣꎬＬｉ ＣꎬＸｉａｏ Ｒꎬｅｔ ａｌ. ＣＡＴＮ:ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｆｏｒ ｃｏｌｄ￣ｓｔａｒｔ ｕｓｅｒｓ ｖｉａ ａｓｐｅｃｔ ｔｒａｎｓｆｅｒ ｎｅｔｗｏｒｋ[Ｃ] / /

—５２１—
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Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４３ｒｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. Ｖｉｒｔｕａｌ
ＥｖｅｎｔꎬＣｈｉｎａ:ＡＣＭꎬ２０２０:２２９－２３８.

[４０] Ｂｅｎｇｉｏ ＹꎬＣｏｕｒｖｉｌｌｅ ＡꎬＶｉｎｃｅｎｔ Ｐ. Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ:ａ ｒｅｖｉｅｗ ａｎｄ ｎｅｗ ｐｅｒｓｐｅｃｔｉｖｅｓ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｐａｔｔｅｒｎ
Ａｎａｌｙｓｉｓ ａｎｄ Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０１３ꎬ３５(８):１７９８－１８２８.

[４１] 张佳ꎬ张丽红. 基于条件增强和注意力机制的文本生成图像方法[Ｊ] . 测试技术学报ꎬ２０２３ꎬ３７(２):１１２－１１９.
[４２] Ｅｕｐｏｎｔ Ｅ. Ｌｅａｒｎｉｎｇ ｄｉｓｅｎｔａｎｇｌｅｄ ｊｏｉｎｔ ｃｏｎｔｉｎｕｏｕｓ ａｎｄ ｄｉｓｃｒｅｔｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ[ＥＢ / ＯＬ] . ａｒＸｉｖ:１８０４.００１０４ꎬ２０１８.
[４３] Ｇｉｄａｒｉｓ ＳꎬＳｉｎｇｈ ＰꎬＫｏｍｏｄａｋｉｓ Ｎ. Ｕｎｓｕｐｅｒｖｉｓｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｂｙ ｐｒｅｄｉｃｔｉｎｇ ｉｍａｇｅ ｒｏｔａｔｉｏｎｓ[ＥＢ / ＯＬ] . ａｒＸｉｖ:１８０３.

０７７２８ꎬ２０１８.
[４４] Ｈｉｇｇｉｎｓ ＩꎬＭａｔｔｈｅｙ ＬꎬＰａｌ Ａꎬｅｔ ａｌ. ｂｅｔａ￣ＶＡＥ:ｌｅａｒｎｉｎｇ ｂａｓｉｃ ｖｉｓｕａｌ ｃｏｎｃｅｐｔｓ ｗｉｔｈ ａ ｃｏｎｓｔｒａｉｎｅｄ ｖａｒｉａｔｉｏｎａｌ ｆｒａｍｅｗｏｒｋ[Ｃ] / /

Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ５ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. ＴｏｕｌｏｎꎬＦｒａｎｃｅ:ＯｐｅｎＲｅｖｉｅｗ.ｎｅｔꎬ２０１７.
[４５] Ｈｓｉｅｈ Ｊ ＴꎬＬｉｕ ＢꎬＨｕａｎｇ Ｄ Ａꎬｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｔｏ ｄｅｃｏｍｐｏｓｅ ａｎｄ ｄｉｓｅｎｔａｎｇｌｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｏｒ ｖｉｄｅｏ ｐｒｅｄｉｃｔｉｏｎ[ＥＢ / ＯＬ] .

ａｒＸｉｖ:１８０６.０４１６６ꎬ２０１８.
[４６] Ｊｏｈｎ ＶꎬＭｏｕ ＬꎬＢａｈｕｌｅｙａｎ Ｈꎬｅｔ ａｌ. Ｄｉｓｅｎｔａｎｇｌｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｆｏｒ ｎｏｎ￣ｐａｒａｌｌｅｌ ｔｅｘｔ ｓｔｙｌｅ ｔｒａｎｓｆｅｒ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆ ｔｈｅ ５７ｔｈ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ. ＦｌｏｒｅｎｃｅꎬＩｔａｌｙ:Ａｓｓｏｃｉａｔｉｏｎ ｆｏｒ Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓꎬ２０１９:４２４－４３４.

[４７] Ｌｉ ＡꎬＣｈｅｎｇ ＺꎬＬｉｕ Ｆꎬｅｔ ａｌ. Ｄｉｓｅｎｔａｎｇｌｅｄ ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｅｓｓｉｏｎ￣ｂａｓｅｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
Ｋｎｏｗｌｅｄｇｅ ａｎｄ Ｄａｔａ Ｅｎｇｉｎｅｅｒｉｎｇꎬ２０２３:１－１３.

[４８] Ｍａ ＪꎬＺｈｏｕ ＣꎬＣｕｉ Ｐꎬｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｄｉｓｅｎｔａｎｇｌｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｏｒ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ ３２. ＶａｎｃｏｕｖｅｒꎬＣａｎａｄａ:Ｃｕｒｒａｎ ＡｓｓｏｃｉａｔｅｓꎬＩｎｃ.ꎬ２０１９:５７１２－５７２３.

[４９] Ｎｅｍａ ＰꎬＫａｒａｔｚｏｇｌｏｕ ＡꎬＲａｄｌｉｎｓｋｉ Ｆ. Ｄｉｓｅｎｔａｎｇｌｉｎｇ ｐｒｅｆｅｒｅｎｃｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｏｒ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｃｒｉｔｉｑｕｉｎｇ ｗｉｔｈ β￣ＶＡＥ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３０ｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ＆ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＱｕｅｅｎｓｌａｎｄꎬ
Ａｕｓｔｒａｌｉａ:ＡＣＭꎬ２０２１:１３５６－１３６５.

[５０] Ｗａｎｇ ＸꎬＪｉｎ ＨꎬＺｈａｎｇ Ａꎬｅｔ ａｌ. Ｄｉｓｅｎｔａｎｇｌｅｄ ｇｒａｐｈ ｃｏｌｌａｂｏｒａｔｉｖｅ ｆｉｌｔｅｒｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４３ｒｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ
ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＣｈｉｎａ:ＡＣＭꎬ２０２０:１００１－１０１０.

[５１] Ｗａｎｇ ＹꎬＴａｎｇ ＳꎬＬｅｉ Ｙꎬ ｅｔ ａｌ. ＤｉｓｅｎＨＡＮ:ｄｉｓｅｎｔａｎｇｌｅｄ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｇｒａｐｈ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ [Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２９ｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ＆ Ｋｎｏｗｌｅｄｇｅ Ｍａｎａｇｅｍｅｎｔ. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＩｒｅｌａｎｄ:ＡＣＭꎬ
２０２０:１６０５－１６１４.

[５２] Ｚｈｅｎｇ ＹꎬＧａｏ ＣꎬＣｈａｎｇ Ｊꎬｅｔ ａｌ. Ｄｉｓｅｎｔａｎｇｌｉｎｇ ｌｏｎｇ ａｎｄ ｓｈｏｒｔ￣ｔｅｒｍ ｉｎｔｅｒｅｓｔｓ ｆｏｒ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＣＭ
Ｗｅｂ Ｃｏｎｆｅｒｅｎｃｅ ２０２２. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＬｙｏｎꎬＦｒａｎｃｅ:ＡＣＭꎬ２０２２:２２５６－２２６７.

[５３] Ｚｈｅｎｇ ＹꎬＧａｏ ＣꎬＬｉ Ｘꎬｅｔ ａｌ. Ｄｉｓｅｎｔａｎｇｌｉｎｇ ｕｓｅｒ ｉｎｔｅｒｅｓｔ ａｎｄ ｃｏｎｆｏｒｍｉｔｙ ｆｏｒ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｗｉｔｈ ｃａｕｓａｌ ｅｍｂｅｄｄｉｎｇ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｔｈｅ Ｗｅｂ Ｃｏｎｆｅｒｅｎｃｅ ２０２１. Ｖｉｒｔｕａｌ ＥｖｅｎｔꎬＬｊｕｂｌｊａｎａꎬＳｌｏｖｅｎｉａ:ＡＣＭꎬ２０２１:２９８０－２９９１.

[５４] Ｇｕｏ ＺꎬＬｉ ＧꎬＬｉ Ｊꎬｅｔ ａｌ. ＤｕａｌＶＡＥ:Ｄｕａｌ ｄｉｓｅｎｔａｎｇｌｅｄ ｖａｒｉａｔｉｏｎａｌ ａｕｔｏｅｎｃｏｄｅｒ ｆｏｒ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２４
ＳＩＡＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｄａｔａ Ｍｉｎｉｎｇ. ＨｏｕｓｔｏｎꎬＴＸꎬＵＳＡ:ＳＩＡＭꎬ２０２４:５７１－５７９.

[５５] Ｚｈａｎｇ ＹꎬＬｉｕ ＹꎬＨａｎ Ｐꎬｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｐｅｒｓｏｎａｌｉｚｅｄ ｉｔｅｍｓｅｔ ｍａｐｐｉｎｇ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
Ｔｗｅｎｔｙ￣Ｎｉｎｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｙｏｋｏｈａｍａꎬ Ｊａｐａｎ: Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ
Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｏｒｇａｎｉｚａｔｉｏｎꎬ２０２０:２５６１－２５６７.

[５６] Ｈｅ ＸꎬＬｉａｏ ＬꎬＺｈａｎｇ Ｈꎬｅｔ ａｌ. Ｎｅｕｒａｌ ｃｏｌｌａｂｏｒａｔｉｖｅ ｆｉｌｔｅｒｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｗｏｒｌｄ
Ｗｉｄｅ Ｗｅｂ. ＰｅｒｔｈꎬＡｕｓｔｒａｌｉａ:Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｗｏｒｌｄ Ｗｉｄｅ Ｗｅｂ Ｃｏｎｆｅｒｅｎｃｅｓ Ｓｔｅｅｒｉｎｇ Ｃｏｍｍｉｔｔｅｅꎬ２０１７:１７３－１８２.

[５７] Ｓｉｎｇｈ Ａ ＰꎬＧｏｒｄｏｎ Ｇ Ｊ. Ｒｅｌａｔｉｏｎａｌ ｌｅａｒｎｉｎｇ ｖｉａ ｃｏｌｌｅｃｔｉｖｅ ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ １４ｔｈ ＡＣＭ ＳＩＧＫＤＤ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｌａｓ ＶｅｇａｓꎬＮＶꎬＵＳＡ:ＡＣＭꎬ２００８:６５０－６５８.

[５８] Ｚｈｕ ＦꎬＷａｎｇ ＹꎬＣｈｅｎ Ｃꎬｅｔ ａｌ. Ａ ｇｒａｐｈｉｃａｌ ａｎｄ ａｔｔｅｎｔｉｏｎａｌ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｄｕａｌ￣ｔａｒｇｅｔ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｗｅｎｔｙ￣Ｎｉｎｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. ＹｏｋｏｈａｍａꎬＪａｐａｎ:Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ
Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｏｒｇａｎｉｚａｔｉｏｎꎬ２０２０:３００１－３００８.

[５９] Ｚｈａｏ ＸꎬＹａｎｇ ＮꎬＹｕ Ｐ Ｓ. Ｍｕｌｔｉ￣ｓｐａｒｓｅ￣ｄｏｍａｉｎ ｃｏｌｌａｂｏｒａｔｉｖｅ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｖｉａ ｅｎｈａｎｃｅｄ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ａｓｐｅｃｔ ｐｒｅｆｅｒｅｎｃｅ
ｌｅａｒｎｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｆｉｆｔｅｅｎｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｗｅｂ Ｓｅａｒｃｈ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｖｉｒｔｕａｌ Ｅｖｅｎｔꎬ
ＴｅｍｐｅꎬＡＺꎬＵＳＡ:ＡＣＭꎬ２０２２:１４５２－１４６０.

[６０] Ｍａ ＭꎬＲｅｎ ＰꎬＬｉｎ Ｙꎬｅｔ ａｌ. π￣Ｎｅｔ:ａ ｐａｒａｌｌｅｌ ｉｎｆｏｒｍａｔｉｏｎ￣ｓｈａｒｉｎｇ ｎｅｔｗｏｒｋ ｆｏｒ ｓｈａｒｅｄ￣ａｃｃｏｕｎｔ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｓｅｑｕｅｎｔｉａｌ ｒｅｃｏｍｍｅｎ￣
ｄａｔｉｏｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ
Ｒｅｔｒｉｅｖａｌ. ＰａｒｉｓꎬＦｒａｎｃｅ:ＡＣＭꎬ２０１９:６８５－６９４.

[６１] Ｐｅｒｅｒａ ＤꎬＺｉｍｍｅｒｍａｎｎ Ｒ. ＬＳＴＭ ｎｅｔｗｏｒｋｓ ｆｏｒ ｏｎｌｉｎｅ ｃｒｏｓｓ￣ｎｅｔｗｏｒｋ ｒｅｃｏｍｍｅｎｄａｔｉｏｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｗｅｎｔｙ￣Ｓｅｖｅｎｔｈ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｓｔｏｃｋｈｏｌｍꎬ Ｓｗｅｄｅｎ: Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅｓ ｏｎ Ａｒｔｉｆｉｃｉａｌ
Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｏｒｇａｎｉｚａｔｉｏｎꎬ２０１８:３８２５－３８３３.

[责任编辑:陆炳新]
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