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摘   要： 在钢材制造过程中，设备磨损或工艺波动易引发表面重复性缺陷，亟须依托智能检测与聚类方

法实现高效识别与故障溯源 . 然而，实际生产中存在同类缺陷形态差异显著，同时受漏检、误检、空间漂移及

定位误差等影响，缺陷并不总是呈现严格或稳定的周期分布 . 为此，提出了一种基于层级分布对齐正则化的

两阶段广义类别发现方法，以适应生产中出现的新形貌缺陷，该方法利用已知聚类簇监督模型作为知识锚

点，通过隐式平衡批次中已知类与未知类群组的边缘概率，并显式促进各自群组内部预测的均匀性，实现更

结构化的预测分布控制，有效提升了缺陷聚类精度 . 结果表明，所提方法在钢材表面重复性混合缺陷数据集

的所有类别的聚类精度较 SimGCD* 方法提高了 4. 54%，在未知类别的聚类精度提高了 5. 87%，展现出在类别

间有效分离方面的显著优势 .
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Abstract： In the steel manufacturing process， surface repetitive defects are easily caused by 
equipment wear or process fluctuations， and intelligent detection and clustering methods are 
urgently required to achieve efficient recognition and fault source tracing.  However， in practical 
production， significant morphological differences exist in the same type of defects.  Meanwhile， 
affected by missed detection， false detection， spatial drift， and localization error， defects do not 
always present a strict or stable periodic distribution.  Therefore， a two-stage generalized category 
discovery method based on hierarchical distribution alignment regularization was proposed to 
adapt to the new defect morphology appearing in production.  In this method， the known cluster 
supervised model was utilized as a knowledge anchor.  By implicitly balancing the marginal 
probabilities of known and unknown class groups in a batch and explicitly promoting the 
prediction uniformity within respective groups， a more structured prediction distribution control 
was achieved， and the defect clustering accuracy was effectively improved.  The results show that 
compared with that of the SimGCD* method， the clustering accuracy of the proposed method on 
all categories of the steel surface repetitive mixed defect dataset is improved by 4. 54%， and that 
on unknown categories is improved by 5. 87%， which demonstrates a significant advantage in 
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effective separation between categories.
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钢材生产过程中，由于轧辊磨损、异物压入

轧辊等因素，常会产生具有重复性规律的缺陷

（如重复性划痕、凹坑、辊印或异常纹理）［1］，这类

缺陷在外观形貌上高度相似，并可能在生产过程

中不断重复出现，一旦未被及时发现和聚类识

别，可能引发整个批次的生产性质量问题，导致

下游加工设备损耗甚至终端产品安全隐患［2］. 因

此，在钢材表面缺陷检测的基础上，亟须构建基

于图像表征的聚类方法，从外观相似性角度识别

重复性缺陷簇，并据此辅助定位潜在设备异常源

（如特定轧辊的磨损或杂质干扰），减少非计划停

产带来的经济损失 .

在真实生产环境下，缺陷的空间分布与理论

情况下的周期分布不同，其不再呈现规则的空间

分布 . 漏检、误检、速度扰动、板材尺寸变化、轧辊

偏移、图像拼接误差等因素会导致缺陷的空间间

隔呈现高度不确定性，使得难以依赖缺陷位置信

息或周期距离推断缺陷性质，削弱了基于几何周

期的周期性建模的可行性 . 因此，相比“周期性缺

陷”这一理想化定义，重复性缺陷是更合理的表

述，其核心特征在于外观形貌近似但不强求固定

空间节距 .

随 着 人 工 智 能 技 术 在 材 料 科 学 领 域 的 发

展［3］，通过高精度的机器视觉智能检测系统，已可

实现钢材表面缺陷的实时智能检测［4-5］. 图 1 展示

了钢材表面重复性缺陷的出现场景：随着时间推

移，异物磨损、环境变化等因素会导致钢材表面

形成凹坑 . 这些凹坑在视觉纹理上具有一定一致

性，但形态存在开放性变化，具体表现为旧类凹

坑与新类凹坑的差异，这一特点使得检测过程中

容易出现漏检和误检现象 . 对于形貌突变或弱纹

理缺陷，仅依赖时空信息难以有效划分簇结构，

需从图像相似度角度出发进行重复缺陷类别聚

类和新类识别，进而计算聚类簇的空间重复性质

（如重复间隔的均值、方差与重复数目等）.

钢材表面重复性缺陷簇的发现与机器学习

中聚类任务中的类别发现的设置相匹配 . 例如，

在实际生产中出现与闭集中不同形态的凹坑簇，

需要聚类识别成新的缺陷簇，在类别发现任务中

可以视为潜在的新类别并对此进行聚类 . 本文重

点 探 究 广 义 类 别 发 现（generalized category 

discovery，GCD），这是一个开放世界的任务，旨

在用一组预先标注的已见类别的指导下，在未标

注的数据集中发现新的类别［6］. 与传统的半监督

学习（semi-supervised learning，SSL）和新类别发

现（novel category discovery，NCD）任 务 相 比 ，

GCD 在学习设定上更具通用性和挑战性 . 具体而

言，SSL 通常假设标注数据与未标注数据共享相

同的类别空间［7-8］，而 NCD 则假设标注数据的已

知类别空间与未标注数据的类别空间完全不重

叠［9-10］. 相比之下，GCD 打破了这一限制，允许未

标注数据同时包含已知类和未知类，要求模型在

保持已知类识别能力的同时，从中自动发现未知

类 . 与多数仅依赖单阶段无监督优化的 GCD 方法

不同，持续广义类别发现方法［11］与知识蒸馏方

图1　钢材表面重复性缺陷簇示意图

Fig. 1　Schematic diagram of steel surface repetitive defect clusters
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法［12-13］利用完全监督训练所获得的已知类模型，

在精确编码已知类别的判别性知识的同时，还能

在未知类别发现阶段将显著偏离已知类分布结

构的预测特征作为潜在的未知类识别信号 . 此

外，为了在新类别探索中偏向于某些特定类别，

通常需要引入正则化项来鼓励预测的均匀性 . 其

中熵正则化［14］通常用于避免聚类模型过早收敛

到局部最优解 . 在大多数 GCD 工作［15-17］中，训练

范式涉及使用一种无监督均值熵最大化方法来

提升批次整体分布的不确定性，从而增强对未知

类的发现 . 这一策略在无标签条件下构建了“弱

监督”信号，但其对所有类别采用同质化处理，往

往无法精细地调控所有类别群体间的学习动态

以及各群体内部的类别区分度 .

针对上述缺陷聚类的难题，本文提出了一种

基 于 层 级 分 布 对 齐 正 则 化（hierarchical 

distribution alignment regularization，HDAR）的两

阶段广义类别发现方法，以图像特征为基础对钢

材表面重复性缺陷进行聚类 . 该方法不依赖缺陷

的时空位置信息，而是利用已知聚类簇监督模型

作为知识锚点，通过隐式地平衡批次中已知类与

未知类群组的边缘概率、显式地促进各自群组内

部预测的均匀性，辅助对已知簇和未知簇的发

现，有效维持了全局类别平衡，在缓解旧类遗忘

的同时强化了未知类辨识度，进而显著提升了缺

陷聚类精度 . 本文的代码与示例数据集已公开至

https：//github.com/zhifeng-d/HDAR.

1　基于 HDAR 的两阶段广义类别发

现方法

1. 1　问题表述

在钢材缺陷聚类任务中，使用已标注数据集

Dl = {( xi yi)} Î X l ´ Y l 在初始化阶段进行监督训

练，标注数据集中仅包含已知类的样本，其中 Y l

是标注样本 X l 的标签空间，即已知类别集合 . 在

类别发现阶段中，给定已标注数据集并额外使用

未标注数据集 Du = {( xi yi)} Î Xu ´ Yu 进行 GCD

设置的训练 . 在 GCD 设置中，Du 包括已知和未知

类样本，其中 Yu 是未标注示例 Xu 的标签空间，且

Y l Î Yu，nY l
与 nYu

分别为 Y l 和 Yu 的类别数，所有类

别的总数为 K = nYu
，总数据集表示为 D =Dl ÈDu.

GCD 旨在利用训练过程 Dl 中的知识去预测 Du 中

样本的标签 . 此外，分类参数的一个常见假设是

标 注 类 别 数 目 K l 和 未 知 类 别 数 目 Kn 是 已 知

的［9，18］，或者可以使用文献［6，19］的方法进行估

计 . 为了将钢材表面重复性缺陷簇的发现任务对

齐 GCD 设置，本文设置已知类（或旧类）来表述已

知簇，使用未知类（或新类）来表述未知簇 .

1. 2　网络整体架构图

本文的网络整体架构如图 2 所示 . 本文在

SimGCD［14］基础上提出了两阶段广义类别发现框

架 . 图 2a 展示了初始阶段的网络结构：该阶段采

用完全监督的方式，在已知类别的标注样本上训

练模型 . 该阶段的网络由 1 个编码器 f 和 2 个并行

的头部组成：参数化分类头与投影头 . 编码器 f 使

用经过 DINO［20］预训练的 ViT-B/16 模型［21］，训练

时仅微调编码器的最后一个块；参数化分类头由

K l 个 可 学 习 的 已 知 类 别 原 型 向 量 cold =

[c1 c2 cK l
]构成，用于对已标注样本进行分类；

投 影 头 由 一 个 2 层 多 层 感 知 机（multilayer 

perceptron，MLP）构成 . 该阶段的核心学习机制细

节如图 2d 所示，通过增强视图间的特征一致性提

升表示能力 .

在类别发现阶段，如图 2b 所示，网络结构基

本与初始阶段保持一致，区别在于分类头进行了

维度扩展（图 2b 中扩展分类头的右侧区域），引入

了 Kn 个 可 学 习 的 未 知 类 别 原 型 向 量 cnew =

[cK l + 1 cK l + 2 cK l +Kn
]，同时使用层级分布对齐正则

化方法（第 1.4 节）平衡预测分布，其核心优化目

标如图 2c 所示 . 除此之外，该阶段的参数初始化

策略为：除 cnew 外的网络权重参数均继承自初始

阶段的监督模型，而 cnew 采用聚类引导的方式进

行初始化，其初始化方式可参见 1.5 节 .

1. 3　两阶段广义类别发现

不同于 SimGCD 以单阶段方式直接进入类

别发现阶段，本文提出的两阶段广义类别发现框

架包括初始阶段与新类发现阶段，并分别在 Dl 与

D 训练集中进行表征学习与分类学习，以充分建

模新旧类别的内部表示结构 .

表征学习旨在学习一种能有效区分各类别

的特征表示 . 其中自监督对比损失可增强样本的

特征表示一致性，其目标函数 Lu
rep 为

Lu
rep =

1
nB

∑
xi Î B

- ln
exp ( )ẑ ⊤

i z͂ i /tu∑xj Î B
exp ( )ẑ ⊤

j z͂ i /tu

. (1)

其中：B 为给定训练集的批次训练数据；nB 为 B 的

样本数目；设图像样本 xi 经主干编码器 f 得到表

示特征 vi = f (xi )，再通过投影头映射为表征特征
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z i = g(vi )；对每个样本 xi 构造两种数据增强视图 x͂i

和 x̂i，并分别编码得到 z͂ i 与 ẑ i；ẑ j 是与样本 xi 同批

次下样本的表征特征；tu 为温度，用于控制视图间

分布的平滑度 .

为了进一步利用已标注数据集 Dl，引入监督

对比损失，将同类样本视为正对，不同类样本视

为负对 . 利用监督对比损失，通过最大化同一类

样本之间的相似性，同时最小化不同类样本之间

的相似性，使得模型学习到的特征表示更具判别

性 . 其目标函数为

Ls
rep =

1
nBl

∑
xi Î Bl

1
nNi

∑
pÎNi

- ln
exp ( )ẑ ⊤

i z͂p /tc∑
n ¹ i

exp ( )ẑ ⊤
i z͂n /tc

. (2)

其中：Ni 是小批量中所有与 xi 具有相同标签的图

像的索引；nNi
是 Ni 的数目；Bl 表示当前批次中的

标注数据；nBl 是 Bl 的数目；tc 为一个额外的温度；

z͂p 与 z͂n 分别代表与样本 xi 同类表征特征和除 xi 外

的样本表征特征 . 最终的表征学习目标为两种损

失的加权组合：L rep = λLs
rep + (1 - λ ) Lu

rep，λ 是加权超

参数 . 此阶段仅更新编码器与投影头参数，并为

后续分类学习提供高质量特征表征 .

分类学习的目的是学习一种可以为所有未

标注数据分配标签的分类头 . 与 SimGCD 的参数

化原型分类结构保持一致，本文同样为每个类别

设置可学习原型[c1 c2 cK ]. 但由于初始阶段已

通过监督学习得到稳定的已知类原型，后续的类

别发现便无需从随机初始化开始，而是直接在已

有语义空间中进行新类结构的发掘与扩建，从而

减少伪聚类扰动并提升开放类可分性 .

对于每个样本的一个数据增强视图 x̂i，分类

头的输出是一个概率向量 p̂ i. 更准确地说，p̂ i 是通

过使用 Softmax 函数对原型分类头的输出进行归

一化而产生的，其在每个可学习原型 ck 对应的类

别 k 上的概率 p̂ik 可表述为

p̂ik =
exp

é
ë
êêêê

ù
û
úúúú

1
ts
( )v̂ i / v̂ i

T( )ck / ck

∑
j = 1

K

exp
é
ë
êêêê

ù
û
úúúú

1
ts
( )v̂ i / v̂ i

T( )cj / cj

. (3)

其中：ts 为温度，控制预测分布是否尖锐；v̂ i 表示

样本 x̂i 经过编码器 f 的输出表征 . 对于标注数据，

分类监督目标为真实标签与模型预测概率之间

的交叉熵损失，旨在最小化二者之间的差异，从

而有效提升模型对已知类别的判别能力 . 该目标

函数 Ls
cls 表示为

Ls
cls =

1
nBl

∑
iÎ Bl

∑
k

- yk
i lnp̂ik . (4)

式中，yk
i 为第 i个样本在第 k个类别上的真实标签 .

在无监督分类学习中，本文采用自蒸馏方法

生成软伪标签 p͂ i，并将其作为“类概率分布”形式

的监督信号，其中 p͂ i 是由样本的另一个数据增强

视图 x͂i 在式（3）中以更低的温度 t t（即更尖锐的预

测分布）计算得到，与预测输出的概率向量 p̂ i 进

图2　本文网络结构

Fig. 2　Network structure in this paper
（a）—初始阶段； （b）—类别发现阶段； （c）—层级分布对齐正则化； （d）—基本学习设置 .
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行交叉熵学习 . 随后，使用交叉熵损失项 Lu ( )ce
cls 与

熵正则化项 H ( p̄)组合构建无监督学习目标 Lu
cls.

其中，交叉熵损失促使模型在不同视图间保持一

致性；而熵正则化项通过最大化预测分布的熵

值，鼓励模型学习更均匀且分散的类别划分，从

而有助于增强未知类别的可分性 .

Lu ( )ce
cls =

1
nB

∑
xi Î B

∑
k

- p͂ikln p̂ik  (5)

H ( )p̄ = ϵ∑
k

p̄kln p̄k  (6)

Lu
cls = Lu ( )ce

cls +H ( )p̄ . (7)

其中：ϵ是熵正则化项的权重；下标 k 表示类别索

引；p̄=
1

2nB
∑
iÎB

( )p̂ i+ p͂ i ，为批次中每个类的平均预测

概率 .分类学习目标组合为Lcls = λLs
cls + (1 - λ ) Lu

cls.

表征学习目标 L rep 与分类学习目标 Lcls 联合

构成基础训练目标：LSimGCD = L rep + Lcls. 为便于介绍

本文的层级分布对齐正则化目标 LHDAR，本文将熵

正则化项单独记为 L reg，并将除熵正则化外的学

习目标记为 LSimGCD-.

L reg = ( )1 - λ H ( )p̄  (8)

LSimGCD- = LSimGCD - L reg . (9)

两 阶 段 广 义 类 别 发 现 的 总 学 习 目 标 如 式

（10）所示，L init 为初始阶段的学习目标，Lcd 为类别

发现阶段的学习目标 . 当初始阶段训练完成后，

类别发现阶段模型通过严格权重继承的方式，复

制初始阶段监督模型的全部参数，并在此基础上

按照既定策略继续训练 . 后续消融实验表明，初

始阶段习得的精确旧类表征可实现高效迁移，显

著提升类别发现任务的性能 .

ü
ý
þ

ïïïï
ïï

L init = LSimGCD- + L reg  初始阶段 ;

Lcd = LSimGCD- + LHDAR  类别发现阶段.
(10)

与单阶段 SimGCD 相比，此结构化训练流程

对先验原型约束进行简单初始化，显著减少了初

始特征分布波动对新类拟合的干扰，并为后续引

入层级分布对齐正则化奠定了可迁移的语义原

型空间 .

1. 4　层级分布对齐正则化

在钢材表面重复性缺陷簇发现任务中，样本

数量分布不均与类别间特征表达的高度相似性

是两大显著挑战 . 一方面，不同缺陷类别在实际

采集过程中样本数量悬殊，训练阶段模型更容易

偏向于频次较高的已知类别，从而削弱对低频或

未知类的建模能力［22］. 另一方面，钢材表面缺陷

的形成常受环境干扰及材料特性等因素共同影

响，即使是不同类别的缺陷，在图像表现上亦可

能呈现出高度相似的边缘结构、纹理模式和局部

形态［23］. 这种跨类相似性进一步加剧了模型在类

别判断上的难度，尤其对未知类别的识别与分离

提出了更高要求 . 如式（8）所示，这种对所有类别

施加全局约束的策略在样本不均衡与类别间差异

小的情况下反而会加剧强类主导的问题 . 为克服

这些局限性，本文提出一种新的正则化框架——

层级分布对齐正则化 . 具体而言，HDAR 在两个

不同的层级上引导模型的预测分布：在宏观层级

上使用组间平衡，在已知类组与未知类组之间通

过约束它们的边缘概率实现两者在模型整体关

注度上的平衡；在微观层级上使用组内对齐策

略，分别在已知类组内部和未知类组内部独立地

促进预测概率的均匀化，以维持已知类的区分度

并鼓励对未知类的充分探索 .

通过这种层级化的设计，HDAR 能够对模型

的预测行为施加更精细、更具针对性的控制 . 本

文提出的 HDAR 学习目标 LHDAR 由分别对应上述

两个层级目标的组件构成，并仅在类别发现阶段

执行，具体如下所述：

1） 组间平衡损失 . 为了解决类别发现阶段广

义类别发现中模型可能出现的预测偏差和性能

退化问题，需要对模型的预测分布施加明确的约

束 . 考虑到模型在训练初期对已知类别具有较强

的判别能力，将所有已知类别视为一个已知类

组，并将所有潜在的未知类别视为未知类组 . 这

样，可以在宏观层面将类别平衡问题简化为一个

概念上的二分类问题 . 具体来说，计算批次中样

本的边缘概率 p̄ÎRK =
1

2nB
∑
iÎ B

( )p̂ i + p͂ i ，p̄ in
old ÎR =

∑
kÎ Y l

p̄k 和 p̄ in
new ÎR = ∑

kÎ Yn

p̄k 是标量，分别表示已知、

未知类别群组内部的边缘概率和，并且 p̄ in
old + p̄ in

new =

1. 本文定义组间平衡损失 Lgroup 如下：

Lgroup = p̄ in
old ln p̄ in

old + p̄ in
newln p̄ in

new + ln2 . (11)

该损失函数基于二元类别的熵形式构建，常

数项 ln2 的加入确保了损失值非负 . 通过最小化

该项，模型被鼓励在已知类别组与未知类别组之

间做出更明确的区分，从而在利用已知知识的同

时，保持对新类别潜在存在的敏感性 . 该设计在

已知类别指导下实现了对新类别探索与分类边

界清晰度之间的平衡 .

2） 组内均匀损失 . 对于已知类别，期望模型
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不仅能区分它们，而且能稳定地识别所有已知类

别，避免模型仅对少数几个容易或常见的已知类

产生高置信度预测，而忽略或遗忘其他已知类

（即“类内坍塌”或过拟合）. 保持已知类内部预测

的相对均匀性，有助于维持模型对整个已知类别

空间的判别能力 . 形式上，考虑在批次边缘概率 p̄

仅属于 K l 个已知类别的输出神经元对应的平均

预测概率向量 p̄old = [ p̄1 p̄2 p̄K l
]，本文通过惩罚

归一化后的旧类概率分布 p̄oldnorm = p̄old /p̄ in
old 与理想

的均匀分布 p̄u
old（每个旧类的概率为 1/K l）之间的

显著偏离来实现这一目标 . 本文采用平方欧氏距

离作为衡量这种偏离程度的度量，因为它能有效

且计算简便地惩罚任何远离均匀状态的概率尖

峰 . 本文定义已知类群组内平衡损失 Lold 如下：

Lold =∑
k = 1

K l

( )p̄koldnorm - 1/K l

2

. (12)

其中，p̄koldnorm 是归一化后的旧类概率分布 p̄oldnorm

的第 k 类的概率值 .

在处理潜在的未知类别时，需要鼓励模型进

行广泛、均匀的探索，而不是过早地将所有新颖

性信号汇聚到少数几个假设的新簇上 . 类似地，

考虑在批次边缘概率 p̄ 仅属于 Kn 个未知类别的

输 出 神 经 元 对 应 的 平 均 预 测 概 率 向 量 p̄new =

( p̄K l + 1 p̄K l + 2 p̄K l +Kn )，并将其归一化得到条件概

率分布 p̄newnorm = p̄new /p̄ in
new. 通过最小化该分布与理

想均匀分布 p̄u
new（每个未知类的概率为 1/Kn）之间

的平方欧氏距离，能够有效防止新类别的概率质

量过度集中，鼓励模型在新类别空间中保持更广

泛的感受野，为发现多样化的新类别模式奠定基

础 . 本文定义未知类群组内平衡损失 Lnew 如下：

Lnew = ∑
k =K l + 1

K l +Kn

( )p̄knewnorm - 1/Kn

2

. (13)

最终的层级分布对齐正则化学习目标是上

述 3 个分量的加权和：

L reg = ( )1 - λ ( )wgroup Lgroup +wold Lold +wnew Lnew .(14)

其中，wgroup，wold 与 wnew 为超参数，用于调整不同优

化目标的相对重要性 . 后续实验展示了本文提出

的层级分布对齐正则化方法替换熵正则化方法

所带来的性能提升 .

1. 5　未知类原型初始化

随机初始化分类头的权重会导致未知类原

型在初始阶段即偏离可行区域，引发训练震荡 .

为此，本文利用聚类结果为未知类别提供确定性

起点 . 具体来说，利用初始阶段的监督模型对 Du

提取样本表征，在所有样本表征上执行 K-means

聚类算法计算 K 个归一化簇中心 c i (i = 12K).

考虑到部分聚类中心可能与已知类别分布高度

重合，通过余弦相似度筛选出最具“未知类代表

性”的簇中心 . 具体而言，对于每个簇中心 c j，计算

其 与 初 始 阶 段 的 已 知 类 分 类 头 权 重 (ϕold
m m =

12K l)的最大余弦相似度，并选取其中与已

知类最不相似的 Kn 个簇中心索引，满足：
tj = topKn

(-maxm  c
⊤
j ϕ

old
m )j = 1Kn. (15)

其中：tj 为第 j 个被选中的簇中心索引；topKn
(×) 为

取前 Kn 大的值所对应索引的操作，用于从所有簇

中 心 中 筛 选 出 与 已 知 类 最 不 相 似 的 Kn 个 ；

-maxm  c
⊤
j ϕ

old
m 表示簇中心 c j 与所有已知类原型 ϕold

m

的余弦相似度取最大值后再取负，值越大代表该

簇中心与已知类的相似度越低 . 最终，将这些索

引对应的簇中心 c tj
（即索引为 tj 的原始簇中心）作

为分类头中未知类别原型 c j
new 的初始化：

c j
new = c tj

j = 12Kn. (16)

1. 6　类别数量估计

在 GCD 任务中，未标注数据集 Du 的真实类

别数量通常未知 . 本文采用文献［6］中的策略，通

过已标注数据集 Dl 反向估计整体类别数量，并在

不改变其核心思想的前提下将该方案应用于钢

材表面缺陷聚类任务 . 由于拥有真实标签，可将

其作为监督信号，用于评价不同聚类数的优劣 .

为对齐“聚类类别索引”与“真实类别标签”，本文

采用 Hungarian 算法进行最优匹配 . 当候选所有

类别总数 K 大于真实类别数量时，多余类别会被

映射为“空标签集合”；若 K 小于真实类别数量，

则部分真实类别也会被映射为空集合 . 在这两种

情况下，模型的聚类精度都会下降 . 因此，文献

［6］将聚类精度 ACC (K ) 视作关于 K 的黑盒函

数：ACC (K ) = f (KD)，并假设其在正确类别数

附近取得峰值 .

不同于穷举遍历所有 K 的方法［9］，本文使用

Brent 算法对 ACC (K )进行一维黑盒优化搜索 . 具

体 实 现 如 下 ，首 先 将 全 部 样 本 组 成 数 据 集 D =

Dl ÈDu；其次在对应特征空间中，在类别数的约

束 区 间 [ Kmin Kmax ] 内 ，对 每 个 K 多 次 运 行 K-

means 并在 Dl 上计算映射后的聚类精度 ACC；最

后，以 ACC (K )作为目标函数，使用 Brent 单峰优

化寻找最优聚类数 K̂. 该方法无需额外标签参与

训练，仅通过 Dl 的部分标签结构引导类别数估

计，具有较高的效率与可扩展性 .
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2　实验结果与讨论

本文通过客观和主观评估实验证明所提方

法的有效性 .

2. 1　数据集介绍

为了验证本文所提方法的有效性，实验使用

2 个数据集：一是 11 类混合缺陷数据集，其中 5 类

采集自某钢厂热轧棒材生产线产生的重复性缺

陷，其余 6 类选自 NEU-DET［24］热轧带钢数据；二

是 GC10-DET［25］数据集，收录的是钢板表面的 10

类缺陷图像，用于验证跨材质、跨工艺的泛化能

力 . 选用上述钢材体系主要基于两点：第一，热轧

工艺在工业生产中广泛存在，且易产生由轧辊磨

损、氧化、物料嵌入等引发的重复性缺陷（如辊

印、划痕、凹坑）；第二，热轧棒材、热轧带钢与钢

板三类缺陷数据在表面纹理、缺陷尺度和成因上

既有共性也存在差异，可用于验证层级分布对齐

方法在跨钢种表面图像中的鲁棒性与泛化能力 .

本文遵循 SimGCD［14］的数据集设置方式：将所有

类的 50% 作为标注（已知）类别，这些标注类别中

50% 的图像用于构建已标注数据集 Dl，而数据集

中剩余的图像被视为未标注数据集 Du. 表 1 为两

种数据集的统计数据，分别介绍了标注类别数目

nY l
、已标注样本数目 nDl、无标注类别数目 nYu

与无

标注样本数目 nDu.

因篇幅有限，本研究仅在混合缺陷数据集上

进行了可视化展示，结果如图 3 所示，共展示 11

类缺陷的 50 幅图像 .

2. 2　实验参数设置

本文的实验参数与 SimGCD［14］保持一致，使

用 768 维的［CLS］token 输出作为图像特征 . 训练

时采用 128 的批尺寸（batch size），初始阶段进行

30 轮次完整训练，类别发现阶段进行 200 轮次完

整训练 . 学习率从 0.1 开始，并使用余弦调度器

（cosine scheduler）进行衰减 . 在类别发现阶段，

平衡因子 λ设置为 0.35，温度 tu 和 tc 分别设置为

0.07 和 1.0. 对于分类学习目标，将 ts 设置为 0.1，

并将 t t 初始化为 0.07，然后在类别发现阶段起始

30 轮次完整训练中使用余弦调度器将其预热到

0.04. 层级分布对齐正则化方法权重 wgroup，wold 与

wnew 分别设置为 3，1 与 1. 为保证公平性，所有实

验均使用 NVIDIA GeForce RTX 3090 GPU 完成

训练 . 为了估计未标注数据集中的聚类数目，本

文提取总数据集 D 中样本的表征特征，在聚类

数目的约束域上运行类别估计方法［3，6］，其中约

束 域 中 的 最 小 值 Kmin = nY l
，最 大 值 Kmax = 200. 在

类别发现的鲁棒性评估中：局部高斯模糊的模

糊核半径设为 3 像素，模糊区域在整幅图像中随

机选取以模拟服役过程中的局部磨损、污染模

糊现象；在腐蚀类斑点扰动中，每张图像随机生

成 2~3 处伪腐蚀区域，斑点半径 4~8 像素随机采

样，为体现金属表面氧化、剥落或点蚀等服役缺

陷的暗化特征，斑点灰度值从区间［40，120］内

随机选取 .

表1　数据集介绍
Table 1　Dataset description 

数据集

混合缺陷数据集

GC10-DET

nY l

6

5

nDl

1 106

776

nYu

11

10

nDu

3 966

1 967

图3　钢材表面重复性混合缺陷数据集缺陷可视化

Fig. 3　Defect visualization of steel surface repetitive mixed defect dataset
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2. 3　钢材缺陷数据集实验分析和讨论

2. 3. 1　客观评估指标

本文采用聚类精度（ACC）［6］评估模型对不同

缺陷的聚类能力，聚类精度高表明模型能够更有

效地识别不同重复下的缺陷表征结构，并将相似

的结构分组在一起 . 在评估过程中，分别假设 ŷi

与 yi 作为未标注数据集 Du 中样本 xi 的预测类别

和真实类别，ACC =
1
N∑

i = 1

N

I ( yi = δ ( ŷi) )，其中：N =

nDu；δ ( × )为匹配预测聚类分配到真实类标签的最

优排列；I ( × )为统计匹配成功的对数 . 此外，本文

参照文献［6］，列出了所有类别、已知类别和未知

类别的聚类精度 .

2. 3. 2　与先进方法比较

为了评估层级分布对齐正则化的性能，将本

文方法与 8 个先进的 GCD 方法、2 个传统聚类方

法和 2 个正则化方法进行了比较 . 传统聚类方法

通过 HOG［26］提取整图梯度方向直方图作为全局

特征，该方法通过在固定网格上统计局部梯度幅

值与方向分布，并对块进行归一化拼接，从而形

成定长的结构化向量，可反映缺陷的形貌结构 .

为提取缺陷形态的高阶特征，引入 DINO 特征向

量，两种特征分别进行聚类并作为非深度学习

（non-deep learning）方法基线；8 个 GCD 方法包括

4 种非参数分类方法（GCD［6］，GPC［27］，DCCL［28］和

CMS［29］）和 4 种参数分类方法（SimGCD［14］，PPC-
DCR［15］，LegoGCD［16］和 BPCL-GCD［17］）. 在正则

化方法中，本文提取了 SimGCD［14］和 Happy［11］的

正则化方法，在两阶段广义类别发现框架下进行

应用，该方法命名为 SimGCD* 与 Happy*，以此构

成不同正则化方法的核心验证基准 .

需要指出的是，本文方法定位于“基于特征

相似度的重复性缺陷检测”范式 . 表 2 显示，尽管

非深度学习方法基线（HOG+K-means，DINO+K-

means）已具备一定辨别力，但其仅依赖朴素聚

类，缺乏对语义结构的显式建模，难以充分挖掘

缺陷形态的高阶相似性；相比之下，GCD 框架通

过联合表征学习与伪标签自训练，能够更有效地

提取并归纳同类缺陷的细粒度特征，从而在各评

价维度上均显著超越传统聚类方案 .

在正则化方法中，SimGCD* 是在平均熵最大

化的基础上发现未知类别；Happy* 旨在通过结构

化的方式约束模型的平均预测概率分布，以实现

组间平衡和组内均匀，但其核心方案依旧基于信

息熵最大化原理，模型更容易在训练中对未知类

识别上出现偏好或过度集中 . 本文提出的 HDAR

方法改善了其预测偏差与强类主导问题，如表 2

所示，本文 HDAR 方法相比 SimGCD* 在混合缺陷

数据集与跨工艺钢板缺陷数据集 GC10-DET 的

所 有 类 别 的 聚 类 精 度 分 别 提 升 了 4.54% 与

6.17%，已知类别的聚类精度分别提升了 1.09%

与 11.42%，未 知 类 别 的 聚 类 精 度 分 别 提 升 了

5.87% 与 2.75%.HDAR 与 Happy* 都致力于通过分

层策略解决类别平衡和均匀性问题，并在两个数

据集中所有类聚类精度上分别取得最优与次优

表现 . 本文在实现组内均匀损失时对模型偏好的

表2　本文方法与SOTA方法在混合缺陷数据集及GC10-DET聚类精度上的比较结果
Table 2　Comparison results of clustering accuracy between proposed method and SOTA methods on mixed 

defect dataset and GC10-DET 

类型

传统聚类

非参数化

参数化

正则化

方法

HOG+K-means

DINO+K-means

DINO+semi-K-means

GCD

DCCL

GPC

CMS

SimGCD

PPC-DCR

LegoGCD

BPCL-GCD

SimGCD*

Happy*

HDAR(本文)

会议

CVPR'2005

ICCV'2021

ICCV'2021

CVPR'2022

CVPR'2023

ICCV'2023

CVPR'2024

ICCV'2023

NN'2024

CVPR'2024

ICME'2024

ICCV'2023

NeurIPS'2024

—

混合缺陷数据集聚类精度/%

所有类别

23. 68

58. 85

67. 12

88. 88

63. 54

77. 11

73. 95

87. 01

87. 95

81. 69

86. 79

90. 34

91. 83

94. 88

已知类别

25. 75

73. 23

76. 22

98. 92

83. 09

60. 22

98. 28

85. 08

97. 47

95. 39

91. 68

96. 56

97. 74

97. 65

未知类别

22. 64

53. 28

63. 60

85. 00

55. 98

83. 64

64. 55

87. 76

84. 27

76. 40

87. 27

87. 94

89. 55

93. 81

GC10-DET 聚类精度/%

所有类别

21. 32

54. 43

63. 72

69. 62

67. 38

66. 25

74. 86

69. 42

64. 82

70. 51

69. 13

74. 25

75. 71

80. 42

已知类别

19. 45

72. 84

73. 25

95. 99

74. 07

75. 31

94. 14

89. 92

81. 06

88. 89

88. 99

80. 66

87. 96

92. 08

未知类别

22. 25

42. 41

57. 51

52. 42

63. 02

60. 34

62. 28

56. 04

54. 22

58. 52

56. 17

70. 07

67. 72

72. 82

注：“*”代表该方法以两阶段广义类别发现设置进行了适配；“NN”代表neural networks.
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强抑制能力，使其在促进群组内部有效分离方面

更具优势，HDAR 相比 Happy* 在混合缺陷数据集

的未知类别聚类性能上提升了 4.26%，在 GC10-
DET 的已知类别聚类性能上提升了 4.12%.

结果表明，在混合缺陷数据集与跨工艺钢板

缺陷数据集 GC10-DET 上的所有类别聚类精度

上，本文 HDAR 方法分别为 94.88% 与 80.42%，优

于其他先进方法 . 由于训练阶段仅使用表面图

像，未引入任何冶金学先验知识，该结果说明

HDAR 方法对热轧棒材、带钢及钢板缺陷均具有

可迁移的视觉表征能力 .

两阶段广义类别发现相对于单阶段广义类

别发现展现出更多优势 . 例如，在混合缺陷数据

集中，SimGCD* 相较 SimGCD 方法，在所有类别

的聚类精度上实现了 3.33% 的提升，并超越了当

前 8 种 GCD 方法 . 改进结果得益于初始阶段监督

模型所提供的精确旧类知识 .

2. 3. 3　类别发现鲁棒性评估

本文所采用的数据主要来源于轧制生产阶

段形成的表面缺陷，而实际服役环境（如腐蚀介

质、疲劳载荷、冲刷磨损）也会引发具有不同形貌

特征的非生产性缺陷 . 由于现有数据集（包括现

场棒材、NEU-DET 与 GC10-DET）并不包含工况

信息，本文未对生产性缺陷与服役性缺陷进行显

式区分 . 为此，本文在 GC10-DET 数据集预处理

中叠加局部模糊、暗色腐蚀斑点扰动，以模拟腐

蚀、冲刷磨损导致的形貌退化；同时随机选取折

痕、冲孔、水斑、夹杂物 4 类典型缺陷样本进行扰

动前后的可视化展示 . 其中，折痕为钢板轧制过

程中形成的线性形变缺陷，冲孔为外力冲压导致

的孔洞型缺陷，水斑由生产中的干燥产生，夹杂

物通常表现为小斑点，不规则地分布在带钢表

面，4 类缺陷在形态、成因与视觉特征上存在显著

差异 . 具体扰动效果如图 4 所示 .

本文在不改变训练流程的前提下，对预处理

后的 GC10-DET 数据集进行了类别发现鲁棒性

验证 . 如表 3 所示，在正则化类型中，即使在服役

缺陷形貌扰动下，本文 HDAR 方法仍保持最优

性能，相比 SimGCD*，在所有类别的聚类精度提

升了 2.70%，已知类别的聚类精度提升了 6.70%，

未知类别的聚类精度提升了 0.09%，说明其对非

生产性缺陷的特征扰动具有一定稳健性 .

2. 3. 4　主观评估结果

本文提出的层级分布对齐正则化相比于平

均熵最大化方法输出了更结构化的预测分布 . 为

了更好地理解层级分布对齐正则化方法所带来

的特征分布改进，本文利用 t-SNE［30］ 进行了特征

集群分布可视化 . 对混合缺陷数据集所有类别的

评估结果如图 5 所示，整体上 SimGCD* 与本文提

出的方法可以有效进行簇间划分 . 如图 5a 所示，

可 以 观 察 到 SimGCD* 在 未 知 类 与 未 知 类

{(810)  (67)}、已知类与未知类{(19)  (26)}之

间发生了纠缠；如图 5b 所示，本文 HDAR 方法生

成了更紧凑的输出，有效地对属于同一类别的样

本进行分组，形成了更清晰的类间决策边界 .

2. 3. 5　估计聚类数目

本文采用文献［6］对未标注图像数据集进行

类别数量估计，具体的估计方法可参见 1.6 节 . 表

4 为混合缺陷数据集与 GC10-DET 中类别数量的

估计结果，可以观察到本文估计的类别数量非常

接近未标注数据集中的真实类别数量，最大误差

率为 9%，GC10-DET 能够准确地识别聚类数目 .

关于误差率，文献［3，6］指出，预测类别总数量受

已知标注定义的影响，因此不同标注标准会导致

不同的聚类类别数量估计结果 .

2. 3. 6　训练开销与精度增益分析

为进一步验证两阶段策略在效率与性能上

的实用价值，本文对比了单阶段 SimGCD 与两阶

段的 SimGCD*，HDAR 方法的训练时间与聚类精

度 . 其中 SimGCD* 采用与 SimGCD 一致的正则化

图4　原始缺陷图像与服役损伤仿真扰动后的对比示例

Fig. 4　Comparison example between original 
defect images and those after service 
damage simulation disturbance

表3　面向服役损伤仿真数据的聚类鲁棒性结果
Table 3　Clustering robustness results for service 

damage simulation data 

类型

正则化

方法

SimGCD*

Happy*

HDAR(本文)

GC10-DET 聚类精度/%

所有类别

66. 95

68. 99

69. 65

已知类别

86. 74

91. 89

93. 44

未知类别

54. 03

54. 03

54. 12
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熵损失函数，仅将训练流程改为两阶段 . 尽管两

阶段方法在初始阶段需额外进行已知类的监督

预训练，但由于该阶段训练数据规模较小且训练

轮次有限（具体可参见 2.1 节数据集介绍与 2.2 节

实验参数设置），其时间开销占总训练时间的比

例极低 . 如表 5 所示，两阶段方法在两个数据集中

额外引入的初始阶段仅耗时约 0.1 h，相对增幅小

于 4%. 然而，在混合缺陷数据集与 GC10-DET 数

据集上，SimGCD* 在所有类别聚类精度相较于

SimGCD 分别提升了 3.33% 与 4.83%，HDAR 方法

在所有类别的聚类精度相较于 SimGCD 分别提

升了 7.87% 与 11.00%. 可以认为，在两阶段方法

中，初始阶段步骤以可忽略的时间成本换取显著

精度提升，验证了两阶段策略在钢材重复性缺陷

簇发现场景下的高效性与实用性 .

2. 4　消融实验分析和讨论

针对混合缺陷数据集的损失函数组件消融

实验结果如表 6 所示，本文研究了层级分布对齐

正则化方法的各种组件的有效性，包括组件平衡

损失 Lgroup、已知类群组内平衡损失 Lold 和未知类

群组内平衡损失 Lnew. 本文将基础组件定义为分

类学习与表征学习的结合（不含熵正则化），即

LSimGCD-. 实验 1~5 的结果有力地支持了本文提出

组件的有效性 .

实验 1 中，在缺乏任何显式平衡约束的情况

下，模型表现出较差的整体性能，无法有效保持

对已知知识的判别能力，甚至发生了灾难性遗

忘 . 额外引入组间平衡损失 Lgroup 后，如实验 2 所

示，已知类别精度大幅提高，证明了其在平衡新

旧类整体关注度、防止遗忘的关键作用 . 比较实

验 2 和实验 4 时发现，模型对已知类和未知类的

样本识别能力出现显著提升，这表明 Lnew 对于促

进未知类内部的均匀探索、防止模式坍塌以及提

升新类别的可分性至关重要 . 在广义类别发现任

务中，有效区分未知类别通常是主要挑战，因此

Lnew 对整体性能的贡献尤为突出 . 同时，比较实验

2 和实验 3 显示，Lold 有助于增强已知类别内部的

区分度，揭示了其稳定已知类内部表示的积极影

图5　混合缺陷数据集所有类别 t-SNE可视化

Fig. 5　t-SNE visualization of all categories in mixed defect dataset
（a）—SimGCD*； （b）—本文 HDAR 方法 .

表4　未标注数据集中类别数量的估计
Table 4　Category number estimation in unlabeled 

dataset 
参数

真实类别数量
预测类别数量

误差率/%

混合缺陷数据集
11
12

9

GC10-DET
10
10

0

表5　两阶段方法与单阶段 SimGCD 的训练时间与所有类别聚类精度对比
Table 5　Comparison of training time and all-category clustering accuracy between two-stage method and 

single-stage SimGCD 

方法

SimGCD

SimGCD*

HDAR(本文)

混合缺陷数据集

训练时间/h

4. 33

4. 43(+2. 31%)

4. 45(+2. 77%)

所有类别聚类精度/%

87. 01

90. 34(+3. 33%)

94. 88(+7. 87%)

GC10-DET

训练时间/h

2. 39

2. 47(+3. 35%)

2. 48(+3. 76%)

所有类别聚类精度/%

69. 42

74. 25(+4. 83%)

80. 42(+11. 00%)

注：括号中数据为增幅 .
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响 . 最终如实验 5 所示，在所有组件协同工作时， 模型达到了最佳性能 .

该消融研究清晰地验证了本文提出的层级

分布对齐正则化方法中每一个损失函数组件的

必要性和有效性 .Lgroup 对于建立新旧类别的基础

平衡、防止对已知类别的遗忘起着决定性作用；

Lold 有助于稳定和精炼对已知类别的判别；Lnew 则

显著促进了对多样化新类别的探索和区分，对提

升整体性能特别是新类别发现能力贡献巨大 . 实

验结果表明，只有将这些组件结合起来，才能实

现最佳的广义类别发现性能 .

3　结  语

本文面向钢材表面重复性缺陷簇的识别与

发现任务，提出了一种基于层级分布对齐正则化

的两阶段广义类别发现方法 . 针对重复性缺陷簇

中普遍存在的开放性缺陷形态、误检与漏检导致

的分布不稳定，以及仅依赖传统时空信息造成的

类别识别偏差、样本聚类不均和特征相似性高等

问题，本文方法引入组间平衡与组内对齐相结合

的正则化策略，有效提升了模型对已知类别的判

别能力及对未知结构的探索能力 . 实验结果表

明，该方法在钢材表面混合缺陷数据集上表现优

异，实现了 94.88% 的整体聚类精度与 93.81% 的

未知类别聚类精度 . 相较于采用全局熵调控的

SimGCD*方法，上述两项指标分别提高了 4.54%

和 5.87%，充分验证了该方法在实现缺陷类别有

效分离方面的显著优势 .
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