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[摘要] 　 随着遥感成像技术的发展ꎬ雷达或卫星等地球观测仪器生成大量遥感场景图像. 但在训练样本标签不

充足的情况下ꎬ遥感场景图像的分类的准确率仍有待提高. 本文提出了一种邻域信息嵌入的半监督判别字典对

学习方法. 利用标记和未标记的样本进行综合字典和分析字典对的训练ꎬ通过最小化基于稀疏 ℓ２ꎬ１范数的重构

误差项来得到稳健的字典对. 对结构化分析字典施加稀疏约束ꎬ以确保编码的稀疏性. 同时ꎬ基于稀疏编码的邻

域结构信息建立局部边界项ꎬ使得同类近邻稀疏编码间的距离较小ꎬ而不同类近邻稀疏编码间的距离大ꎬ提高稀

疏编码的判别性. 在 ＲＳＳＣＮ７ 和 ＵＣ Ｍｅｒｃｅｄ 数据集上的半监督遥感场景图像分类的实验表明ꎬ本文方法在分类

准确率上具有一定优势.
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随着遥感成像技术的发展ꎬ高分辨率遥感图像的数量和质量不断提高. 近年来ꎬ自动准确地识别这些

图像受到了相当多的关注. 作为一个热门话题ꎬ遥感图像场景分类是根据图像内容将场景图像的土地覆

盖类型进行分类[１－２] . 遥感图像分类具有重要的应用要求ꎬ广泛应用于自然灾害检测、土地资源利用和覆
盖管理、地理空间对象检测、地理图像检索、植被制图、环境监测和城市规划等. 从公开的一些遥感图像数

据集ꎬ包括 ＵＣ Ｍｅｒｃｅｄ[３]、ＷＨＵ￣ＲＳ１９[４]、ＲＳＳＣＮ７[５]等可以看出ꎬ同一类别中的遥感图像场景通常具有不同

的大小、颜色和角度ꎬ这些原因会导致类内差异大而类间差异小. 近年来ꎬ基于字典学习 ( ｄｉｃｔｉｏｎａｒｙ
ｌｅａｒｎｉｎｇꎬＤＬ)的方法在遥感图像研究领域引起了广泛关注[６－７] . 基于图像分类的字典学习算法可以通过字

典将样本投影到字典空间ꎬ再用传统的分类器去分类ꎻ也可以通过其学习中获得的稀疏编码直接对样本进

行分类. Ｌｉｕ 等[８]提出了类引导的耦合词典学习方法用于遥感图像的分类. 该方法利用训练样本的标签来
构造稀疏表示系数误差和分类误差项ꎬ从而使耦合字典既具有代表性又具有区分性. 为了降低冗余信息

的计算复杂度ꎬＨｕａｎｇ 等[９]提出了基于对比度加权字典学习方法. 该方法正样本和负样本中学习显着和非
显着原子以构建判别字典ꎻ然后ꎬ通过结合稀疏表示和重建误差的系数来测量显着性. Ｗａｎｇ 等[１０]提出了

一种基于非负字典学习的遥感图像融合算法. 首先ꎬ利用非负字典学习技术从遥感图像中学习高分辨率

字典和低分辨率字典. 然后用低分辨率字典稀疏表示多光谱图像. 最后ꎬ利用稀疏编码矩阵和高分辨率字

典重建高分辨率多光谱图像.
但是ꎬ在许多实际应用中ꎬ收集足够数量的标记样本既耗时又昂贵ꎻ同时ꎬ更容易获得许多未标记的样

本. 半监督分类方法在机器学习领域得到了广泛的应用ꎬ该方法旨在通过考虑有限的标记样本和未标记

样本来提取可靠的分类效果[１１] . 例如ꎬＸｉａ 等[１２]将概率主成分分析和半监督概率主分量分析应用于高光
谱遥感图像分类中的特征提取. 该方法扩展了传统的概率主成分分析ꎬ将标签信息合并到投影中. 其不仅

考虑了输入和输出之间的互协方差ꎬ还考虑了两者的内协方差. Ｚｈｅｎｇ 等[１３] 使用辅助标记字段来捕获更
多的样本详细信息ꎬ并将其应用于高空间分辨率遥感图像的语义分割. Ｗａｎｇ 等[１４]提出一种新的多时相合

成孔径雷达图像无监督变化检测方法. 该方法应用半监督拉普拉斯支持向量机对变化区域和不变区域进

行分类. 根据显著性相似性检测生成初始化支持向量机所需的伪训练集ꎬ半监督分类器可用标记样本的

先验信息ꎬ并结合未标记样本以增强其区分能力. 基于未标记的样本具有与类标签相关的聚类结构的假

设ꎬＷａｎｇ 等[１５]在半监督学习中引入聚类的思想ꎬ用来提高标签预测的确定性. Ｓｈａｏ 等[１６]提出了一种动态

标签字典学习算法来为未标记的数据生成软标签矩阵ꎬ并采用超图流形正则化来保持原始数据、转换数据

和软标签之间的关系一致.
在众多半监督学习方法中ꎬ基于图嵌入方法在许多领域得到了较好应用. 其主要优点是它们能够识

别任意分布的类. 基于图嵌入方法将标记和未标记的样本视为图的顶点ꎬ并通过边传播标签信息. 通过图

嵌入方法可以满足分类边界附近样本之间的平滑性要求和不同标记样本之间的区分性要求. 受此启发ꎬ
本文提出了一种邻域信息嵌入的半监督判别字典对学习方法( ｓｅｍｉ￣ｓｕｐｅｒｖｉｓｅｄ ｄｉｓｃｒｉｍｉｎａｔｉｏｎ ｄｉｃｔｉｏｎａｒｙ ｐａｉｒ
ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｏｎ ｎｅｉｇｈｂｏｒｈｏｏｄ ｉｎｆｏｒｍａｔｉｏｎ ｅｍｂｅｄｄｉｎｇꎬＳＤＤＰＬ￣ＮＩＥ)ꎬ主要解决训练数据不足和标注成本高

的半监督遥感图像分类的任务. ＳＤＤＰＬ￣ＮＩＥ 方法在字典对学习模型的基础上ꎬ利用标记和未标记的样本

联合训练综合字典和分析字典对. 通过最小化基于稀疏 ℓ２ꎬ１范数的重构误差项ꎬ并使用 ℓ２ꎬ１范数对结构化

分析字典进行约束ꎬ以得到稳健的字典对. 同时ꎬ基于稀疏编码的邻域结构信息建立局部边界项ꎬ以保证

近邻稀疏编码间类内紧凑和类间分离. 在 ＲＳＳＣＮ７ 和 ＵＣ Ｍｅｒｃｅｄ 数据集上的实验结果表明ꎬ提出的方法获

得的字典对具有良好的判别性ꎬ能有效运用于半监督遥感图像分类问题.

１　 字典对学习

对于训练样本集 Ｚꎬ字典对学习(ｄｉｃｔｉｏｎａｒｙ ｐａｉｒ ｌｅａｒｎｉｎｇꎬＤＰＬ)模型联合学习合成字典和分析字典
对. 结构化分析字典 Ｐ＝[Ｐ１ꎻＰ２ꎻ􀆺ꎬＰＣ]∈ＲＫ×ｄꎬ将 Ｚ 通过 Ａ＝ＰＺ 投影到其对应的稀疏编码 Ａꎬ并通过结构

化合成字典 Ｄ＝[Ｄ１ꎻＤ２ꎻ􀆺ꎬＤＣ]∈Ｒｄ×Ｋ合成输入样本ꎬ即 Ｚ≈ＤＡ. Ｃ 是类的数量ꎬ{Ｐｋ∈ＲＫｋ×ｄꎬＤｋ∈Ｒｄ×Ｋｋ}
形成第 ｋ类相关联的子字典对. ＤＰＬ 模型的目标函数为ꎬ

ｍｉｎ
ＰꎬＤ

∑
ｃ

ｋ ＝ １
(‖Ｚｋ － ＤｋＰｋＺｋ‖２

Ｆ ＋ λ‖Ｐｋ􀭵Ｚｋ‖２
Ｆ)ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２ ≤ １ꎬｉ ＝ １ꎬ􀆺ꎬＫ

(１)

—２０１—
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其中ꎬＺｋ 表示第 ｋ 类的训练样本ꎬ􀭵Ｚｋ 是 Ｚｋ 在训练集 Ｚ 中的互补数据. λ≥０ 是权重参数. 最小化

∑
ｃ

ｋ ＝ １
‖Ｐｋ􀭵Ｚｋ‖２

Ｆ 使得 ＰｋＺｑ≈０ꎬ∀ｋ≠ｑꎬ得到的稀疏编码 ＰＺ 呈现对角块形式. 约束项‖ｄｉ‖２
２≤１ 可以避免

Ｐｋ ＝ ０ꎬ保证得到稳定的字典对.
对于任意测试样本 ｚｎｅｗꎬＤＰＬ 模型通过以下问题求解其类别标签 ｙ(ｚｎｅｗ)ꎬ

ｙ(ｚｎｅｗ)＝ ａｒｇ ｍｉｎｋ‖ｚｎｅｗ－ＤｋＰｋｚｎｅｗ‖２ . (２)
从式(２)看出ꎬＤＰＬ 模型通过最小化 ｚｎｅｗ和每个类别的合成字典 Ｄｋ 和分析字典 Ｐｋ 与 ｚｎｅｗ组成的重构

测试数据 ＤｋＰｋｚｎｅｗ之间的误差值来判断测试样本的类别. ＤＰＬ 模型的分类问题不涉及稀疏编码的求解ꎬ从
而能够提高分类任务的执行效率. 但是ꎬＤＰＬ 模型只利用了标记的训练数据ꎬ在标记信息不充分的情况

下ꎬ该模型的分类效果不能保证最优.

２　 邻域信息嵌入的半监督判别字典对学习方法

２.１　 目标函数

令 Ｚ＝[ｚ１ꎬｚ２ꎬ􀆺ꎬｚｎ]∈Ｒｄ×ｎ表示训练样本集ꎬ其中每一列是一个数据样本ꎬ共有 ｎ 个样本ꎬｄ 表示数据

样本的维度. 不失一般性ꎬ假设 Ｚ ｌ ＝ [ ｚ１ꎬｚ２ꎬ􀆺ꎬｚｌ]∈Ｒｄ×ｎｌ和 Ｚｕ ＝ [ ｚｌ＋１ꎬｚｌ＋２ꎬ􀆺ꎬｚｎ]∈Ｒｄ×(ｎ－ｎｌ)分别为标记样

本集和未标记样本集(Ｚ＝[Ｚ ｌꎬＺｕ]) . 然而ꎬ式(１)中的目标函数只利用了标记的训练数据ꎬ而忽略了隐含

在未标记样本中的判别信息. 但作为一种监督字典学习方法ꎬ其性能往往受到可用标记训练数据量的限

制. 为了使 ＤＰＬ 模型适应少标记训练数据的半监督学习ꎬ提出了以下改进ꎬ

ｍｉｎ
ＰꎬＤ
α‖[Ｚ ｌꎬＺｕ] Ｔ － [Ｚ ｌꎬＺｕ] ＴＰＴＤＴ‖２

Ｆ ＋∑
ｃ

ｋ ＝ １
(‖ＺＴ

ｋ － ＺＴ
ｋＰＴ
ｋＤＴ

ｋ‖２
２ꎬ１‖ ＋ ‖Ｐｋ􀭵Ｚｋ‖２

Ｆ ＋ ‖ＰＴ
ｋ‖２ꎬ１)ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２ ≤ １ꎬｉ ＝ １ꎬ􀆺ꎬＫ

(３)

其中ꎬα是权重系数. Ｚ ｌ ＝ ∑
ｃ

ｋ ＝ １
Ｚｋꎬ与类别有关的子字典对学习在标记样本 Ｚ ｌ 上进行.

ＳＤＤＰＬ￣ＮＩＥ 模型中结构化分析子词典 Ｐｋ 能够将非 ｋ类的稀疏编码投影到几乎为零的空间ꎬ还通过最

小化基于稀疏 ℓ２ꎬ１范数的重构误差项来得到稳健的字典对. 使用鲁棒且易于优化的稀疏 ℓ２ꎬ１范数对结构化

分析字典进行约束ꎬ可以强制 ＰＴ
ｋ 矩阵是行稀疏的. 与常规的 ℓ０ 范数和 ℓ１ 范数相比ꎬ‖ＰＴ

ｋ‖２ꎬ１项可以提升

模型的训练效率. 根据 ℓ２ꎬ１范数的定义[１７]ꎬ‖ＰＴ
ｋ‖２ꎬ１ ＝Ｔｒ(ＰｋΛｋＰＴ

ｋ )ꎬ其中 Λｋ 是对角矩阵ꎬ其对角元素是ꎬ
Λｋꎬｉｉ ＝ １ / (‖ｐｉｋ‖２)ꎬ (４)

其中ꎬｐｉｋ 是 Ｐｋ 的第 ｉ行.
因此ꎬ式(３)可以重写为ꎬ

ｍｉｎ
ＰꎬＤ
α‖[Ｚ ｌꎬＺｕ] Ｔ － [Ｚ ｌꎬＺｕ] ＴＰＴＤＴ‖２

Ｆ ＋∑
ｃ

ｋ ＝ １
(‖ＺＴ

ｋ － ＺＴ
ｋＰＴ
ｋＤＴ

ｋ‖２
２ꎬ１‖ ＋ ‖Ｐｋ􀭵Ｚｋ‖２

Ｆ ＋ Ｔｒ(ＰｋΛｋＰＴ
ｋ ))ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２ ≤ １ꎬｉ ＝ １ꎬ􀆺ꎬＫ

(５)

使用标记数据交替学习分析字典和合成字典ꎬ最终得到具有判别能力的字典对.
为了得到判别稀疏编码ꎬ根据类间边距的思想[１８]ꎬ本文基于稀疏编码的邻域结构信息建立局部边界

项. 对于每个稀疏编码 Ｐｚｉꎬ考虑 Ｐｚｉ 与不同类别样本的稀疏编码之间的距离ꎬ建立类间图 Ｇｂꎬ从图中的每

个样本 Ｐｚｉ 到与 Ｐｚｉ 采用不同标签的样本建立有向边ꎻ同时考虑 Ｐｚｉ 与同类别样本的稀疏编码之间的距

离ꎬ建立类内图 Ｇｗꎬ图中的每个样本 Ｐｚｉ 到与 Ｐｚｉ 共享相同标签的样本建立无向边. 根据类间图 Ｇｂ 和类内

图 Ｇｗꎬ定义两个权重矩阵 Ｓｗ∈Ｒｎｌ×ｎｌ和 Ｓｂ∈Ｒｎｌ×ｎｌ分别属于 Ｇｗ 和 Ｇｂꎬ

Ｓｗｉｊ ＝
１ / ｎｋꎬ ｉｆ ｉ∈Ｃｋ ａｎｄ ｊ∈Ｃｋ
０ꎬ ｏｔｈｅｒｗｉｓｅ{ (６)

Ｓｂｉｊ ＝
１ / (ｎｌ－ｎｋ)ꎬ ｉｆ ｉ∈Ｃｋ ａｎｄ ｊ∉Ｃｋ

０ꎬ ｏｔｈｅｒｗｉｓｅ{ (７)

其中ꎬｎｋ 表示 ｎｌ 中第 ｋ类样本的个数ꎬｎｌ ＝ ∑
Ｋ

ｋ ＝ １
ｎｋ . 值得注意的是ꎬＳｗ 和 Ｓｂ 中的每一行之和为 １ꎬ并且矩阵

—３０１—
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Ｓｗ 是对称的.
经分析字典的投影ꎬ稀疏编码 Ｐｋｚｋꎬｉ的边界可以表示为ꎬ

ｍｉｎ
ＰꎬＺ

∑ ｊ∉Ｃｋ
Ｓｂｉｊ‖Ｐｋｚｋꎬｉ－Ｐｋｚｋꎬｊ‖２

２－ ∑ ｔ∈Ｃｋ
Ｓｗｉｊ ‖Ｐｋｚｋꎬｉ－Ｐｋｚｋꎬｔ‖２

２ ＝

∑ ｊ∉Ｃｋ

１
ｎｌ－ｎｋ

‖Ｐｋｚｋꎬｉ－Ｐｋｚｋꎬｊ‖２
２－ ∑ ｔ∈Ｃｋ

１
ｎｋ

‖Ｐｋｚｋꎬｉ－Ｐｋｚｋꎬｔ‖２
２ . (８)

定义 Ｇｂ 是对角矩阵ꎬ其对角线元素是 Ｓｂ 的列的和ꎬ即 Ｇｂｊｊ ＝ ∑
Ｎｌ

ｉ ＝ １
Ｓｂｉｊ .

所有标记样本 Ｚｋ 的稀疏编码平均边界表示为ꎬ

ｍｉｎ
ＰꎬＺ

１
ｎｋ
∑
ｎｋ

ｉ ＝ １
∑
ｎｋ

ｊ ＝ １
[Ｓｂｉｊ‖Ｐｋｚｉ－Ｐｋｚｊ‖２

２－Ｓｗｉｊ‖Ｐｋｚｉ－Ｐｋｚｊ‖２
２] ＝ １
ｎｋ

Ｔｒ(ＰｋＺｋ(Ｉ＋Ｇｂ－２Ｓｂ)(ＰｋＺ ｌ) Ｔ)－

１
ｎｋ

Ｔｒ(ＰｋＺｋ(２Ｉ－２Ｓｗ)(ＰｋＺｋ) Ｔ)＝ １
ｎｋ

Ｔｒ(ＰｋＺｋ(Ｇｂ－２Ｓｂ＋２Ｓｗ－Ｉ)(ＰｋＺｋ) Ｔ)＝ Ｔｒ(ＰｋＺｋＶｋ(ＰｋＺｋ) Ｔ) (９)

其中ꎬＶ＝ １
ｎｋ

(Ｇｂ－２Ｓｂ＋２Ｓｗ－Ｉ) .

通过考虑稀疏编码间的局部邻域信息ꎬ使得同类近邻稀疏编码间的距离小ꎬ不同类近邻稀疏编码间的

距离大ꎬ以保证近邻稀疏编码间类内紧凑和类间分离ꎬ达到有效提高稀疏编码判别性的目的.
结合式(５)和式(８)ꎬ可得 ＳＤＤＰＬ￣ＮＩＥ 模型的目标函数ꎬ

ｍｉｎ
ＰꎬＤ
α‖[Ｚ ｌꎬＺｕ] Ｔ － [Ｚ ｌꎬＺｕ] ＴＰＴＤＴ‖２

Ｆ ＋∑
ｃ

ｋ ＝ １
(‖ＺＴ

ｋ － ＤＴ
ｋＰＴ
ｋＺＴ
ｋ‖２

２ꎬ１ ＋ ‖Ｐｋ􀭵Ｚｋ‖２
Ｆ ＋

　 Ｔｒ(ＰｋΛｋＰＴ
ｋ ) ＋ βＴｒ(ＰｋＺｋＶｋ(ＰＺｋ) Ｔ))ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２ ≤ １ ≤ １ꎬｉ ＝ １ꎬ􀆺ꎬＫ

(１０)

其中ꎬβ是权重系数.
２.２　 优化求解

ＳＤＤＰＬ￣ＮＩＥ 方法的参数涉及字典对 Ｄ 和 Ｐꎬ本文使用迭代优化求解的方法ꎬ当一个变量求解时另一

个变量保持不变. 为了简化求解的过程ꎬ引入变量 Ａꎬ使得 ＡＴ
ｋ≈ＺＴ

ｋＰＴ
ｋ ꎬ式(１０)改写为ꎬ

ｍｉｎ
ＰꎬＤ
α‖ＺＴ － ＡＴＤＴ‖２

Ｆ ＋ α‖ＡＴ － ＺＴＰＴ‖２
Ｆ ＋∑

ｃ

ｋ ＝ １
(‖ＺＴ

ｋ － ＡＴ
ｋＤＴ

ｋ‖２
２ꎬ１ ＋ ‖ＡＴ

ｋ － ＺＴ
ｋＰＴ
ｋ‖２

２ꎬ１ ＋

　 ‖Ｐｋ􀭵Ｚｋ‖２
Ｆ ＋ Ｔｒ(ＰｋΛｋＰＴ

ｋ ) ＋ βＴｒ(ＰｋＺｋＶｋ(ＰＺｋ) Ｔ))ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２ ≤ １ꎬｉ ＝ １ꎬ􀆺ꎬＫ

(１１)

(１)固定 Ｄ 和 Ａ 求解 Ｐꎬ可得ꎬ

ｍｉｎ
ＰꎬＤ
α‖ＡＴ－ＺＴＰＴ‖２

Ｆ＋ ∑
ｃ

ｋ ＝ １
(‖ＡＴ

ｋ －ＺＴ
ｋＰＴ
ｋ‖２

２ꎬ１＋‖Ｐｋ􀭵Ｚｋ‖２
Ｆ＋Ｔｒ(ＰｋΛｋＰＴ

ｋ )＋βＴｒ(ＰｋＺｋＶｋ(ＰＺｋ) Ｔ))ꎬ (１２)

根据 ℓ２ꎬ１范数的定义ꎬ‖ＡＴ
ｋ －ＺＴ

ｋＰＴ
ｋ‖２

２ꎬ１ ＝ Ｔｒ(Ａｋ－ＰｋＺｋ)Ｕｋ(ＡＴ
ｋ －ＺＴ

ｋＰＴ
ｋ ) . Ｕｋ 是对角矩阵ꎬ其对角元素是

Ｕｋꎬｉｉ ＝ １ / (‖(Ａｋ－ＰｋＺｋ) ｉ‖２)ꎬ其中ꎬ(Ａｋ－ＰｋＺｋ) ｉ 是矩阵(Ａｋ－ＰｋＺｋ)的第 ｉ行向量.
因此ꎬ式(１２)可以改写为ꎬ

ｍｉｎ
ＰꎬＤ
α‖ＡＴ－ＺＴＰＴ‖２

Ｆ＋ ∑
ｃ

ｋ ＝ １
(Ｔｒ(Ａｋ－ＰｋＺｋ)Ｕｋ(ＡＴ

ｋ －ＺＴ
ｋＰＴ
ｋ )＋‖Ｐｋ􀭵Ｚｋ‖２

Ｆ＋Ｔｒ(ＰｋΛｋＰＴ
ｋ )＋βＴｒ(ＰｋＺｋＶｋ(ＰＺｋ) Ｔ))ꎬ

(１３)
对 Ｐｋ 一阶求导ꎬ可得ꎬ

Ｐｋ ＝ ２(ＡｋＵｋＺＴ
ｋ ＋α􀭾ＡｋＺＴ)(Θ＋ɤ) －１ꎬ (１４)

Θ＝ ２(ＺｋＵｋＺＴ
ｋ ＋αＺＺＴ＋􀭵Ｚｋ􀭵ＺＴ

ｋ ＋Λｋ)ꎬ (１５)
ɤ＝βＺｋ(Ｖｋ＋ＶＴ

ｋ )ＺＴ
ｋ ꎬ (１６)

其中ꎬ􀭾Ａｋ 是矩阵 Ａ 中关于 Ｐｋ 的子矩阵.
(２)固定 Ｐ 和 Ａ 求解 Ｄꎬ可得ꎬ

—４０１—
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ｍｉｎ
Ｄ
α‖ＺＴ － ＡＴＤＴ‖２

Ｆ ＋∑
ｃ

ｋ ＝ １
‖ＺＴ

ｋ － ＡＴ
ｋＤＴ

ｋ‖２
２ꎬ１ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２ ≤ １ꎬｉ ＝ １ꎬ􀆺ꎬＫ

(１７)

关于子字典 Ｄｋ 的目标函数表示为ꎬ

ｍｉｎ
Ｄｋ
α‖Ｚ^Ｔ－􀭾ＡＴ

ｋＤＴ
ｋ‖２

Ｆ＋‖ＺＴ
ｋ －ＡＴ

ｋＤＴ
ｋ‖２

２ꎬ１ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２≤１ꎬｉ＝ １ꎬ􀆺ꎬＫ

(１８)

其中ꎬＺ^ ＝ Ｚ－ ∑
Ｃ

ｊ ＝ １ꎬｊ≠ｋ
Ｄ ｊＡ ｊꎬＡ ｊ 是 Ｚ 在子字典 Ｄ ｊ 上的稀疏编码. 根据 ℓ２ꎬ１ 范数的定义ꎬ‖ＺＴ

ｋ －ＡＴ
ｋＤＴ

ｋ‖２
２ꎬ１ ＝

Ｔｒ((Ｚｋ－ＤｋＡｋ)􀭾Λｋ(ＺＴ
ｋ －ＡＴ

ｋＤＴ
ｋ ))ꎬ􀭾Λｋ 是对角矩阵ꎬ其对角元素是 􀭾Λｋꎬｉｉ ＝ １ / (‖(ＺＴ

ｋ －ＡＴ
ｋＤＴ

ｋ ) ｉ‖２)ꎬ其中(ＺＴ
ｋ －

ＡＴ
ｋＤＴ

ｋ ) ｉ 是矩阵(ＺＴ
ｋ －ＡＴ

ｋＤＴ
ｋ )的第 ｉ行.

ｍｉｎ
Ｄｋ
α‖Ｚ^Ｔ－􀭾ＡＴ

ｋＤＴ
ｋ‖２

Ｆ＋Ｔｒ((Ｚｋ－ＤｋＡｋ)􀭾Λｋ(ＺＴ
ｋ －ＡＴ

ｋＤＴ
ｋ ))ꎬ

ｓ.ｔ. ‖ｄｉ‖２
２≤１ꎬｉ＝ １ꎬ􀆺ꎬＫ

(１９)

对 Ｄｋ 一阶求导ꎬ可得 Ｄｋ 的表示式ꎬ

Ｄｋ ＝(Ｚｋ􀭾ΛｋＡＴ
ｋ ＋αＺ^􀭾ＡＴ

ｋ )
－１(Ａｋ􀭾ΛｋＡＴ

ｋ ＋α􀭾Ａｋ􀭾ＡＴ
ｋ ＋ Ｉ)ꎬ (２０)

其中ꎬ 是非常小的正数

(３)固定 Ｐ 和 Ｄ 求解 Ａꎬ可得ꎬ

ｍｉｎ
ＰꎬＤ
α‖ＺＴ－ＡＴＤＴ‖２

Ｆ＋α‖ＡＴ－ＺＴＰＴ‖２
Ｆ＋ ∑

ｃ

ｋ ＝ １
(‖ＺＴ

ｋ －ＡＴ
ｋＤＴ

ｋ‖２
２ꎬ１＋‖ＡＴ

ｋ －ＺＴ
ｋＰＴ
ｋ‖２

２ꎬ１) . (２１)

令 ＺＵ 对应的稀疏编码为 ＡＵꎬ对 ＡＵ 进行求解ꎬ可得ꎬ
ｍｉｎ
ＡＵ

‖ＺＴ
Ｕ－ＡＴ

ＵＤＴ‖２
Ｆ＋‖ＡＴ

Ｕ－ＺＴ
ＵＰＴ‖２

Ｆꎬ (２２)

对 ＡＵ 一阶求导ꎬ可得ꎬ
ＡＵ ＝(ＤＴＤ＋Ｉ) －１(ＰＴＺＵ＋ＤＴＺＴ

Ｕ)ꎬ (２３)
对 Ａｋ 进行求解ꎬ可得ꎬ

ｍｉｎ
Ａ
α‖ＺＴ－ＡＴＤＴ‖２

Ｆ＋α‖ＡＴ－ＺＴＰＴ‖２
Ｆ＋ ∑

ｃ

ｋ ＝ １
(‖ＺＴ

ｋ －ＡＴ
ｋＤＴ

ｋ‖２
２ꎬ１＋‖ＡＴ

ｋ －ＺＴ
ｋＰＴ
ｋ‖２

２ꎬ１)ꎬ (２４)

对 Ａｋ 一阶求导ꎬ可得ꎬ
Ａｋ ＝(αＤＴＤ＋αＩ＋ＤＴ

ｋＤｋＵｋ＋􀭾Λｋ)
－１(αＰＴＺｋ＋αＤＴＺＴ

ｋ ＋ＰＴ
ｋＺｋ􀭾Λｋ＋ＤＴ

ｋＺＴ
ｋＵｋ) . (２５)

在得到参数 Ｄ、Ｐ 和 Ａ 的最优解后ꎬ对于测试样本 ｚｎｅｗꎬ可依照 ＤＰＬ 模型使用式(２)进行分类. 下面给

出 ＳＤＤＰＬ￣ＮＩＥ 方法的训练过程.

ＳＤＤＰＬ￣ＮＩＥ 的训练过程

输入:训练样本[ＺｌꎬＺｕ]ꎬ参数 α和 βꎬ最大迭代次数ꎻ
初始化:随机生成初始化字典对 Ｄ 和 Ｐꎬ根据初始化字典对求解稀疏编码 Ａꎻ构建类间图 Ｇｂ 和类内图 Ｇｗꎬ构建权重矩阵

Ｓｗ 和 Ｓｂꎻ
执行循环

　 １)根据式(１４)－(１６)更新字典 Ｐꎻ
　 ２)根据式(２０)更新字典 Ｄꎻ
　 ３)根据式(２３)和(２５)更新稀疏编码 Ａꎻ
　 ４)根据式(６)－(７)计算权重矩阵 Ｓｗ 和 Ｓｂ

直到目标函数收敛或达到最大迭代次数ꎬ循环结束

３　 实验

３.１　 实验设置

ＲＳＳＣＮ７ 数据集[５]包含 ２ ８００ 幅遥感场景图像ꎬ这些图像来自 ７ 个场景类别ꎬ即草地、森林、农田、停车
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场、居住区、工业区、河流和湖泊. 每个场景类型中有 ４００ 个图像ꎬ每个图像的大小为 ４００×４００ 像素. ＵＣ
Ｍｅｒｃｅｄ 数据集[３]包括 ２１ 个场景类别ꎬ每个类别包含 １００ 个 ２５６×２５６ 像素的图像. 图 １ 显示了 ＲＳＳＣＮ７ 和

ＵＣ Ｍｅｒｃｅｄ 数据集示例图. 实验采用 ＶＧＧ￣ＶＤ￣１６ 和 ＣａｆｆｅＮｅｔ 深度卷积神经网络模型提取遥感图像特

征. ＶＧＧ￣ＶＤ￣１６ 网络由 １６ 层神经网络构成. ＣａｆｆｅＮｅｔ 则由 １３ 层神经网络组成. 两种深度方法提取到的特

征都是 ２０４８ 维.

图 １　 遥感图像数据集示例

Ｆｉｇ􀆰 １　 Ｅｘａｍｐｌｅｓ ｏｆ ｒｅｍｏｔｅ ｓｅｎｓｉｎｇ

为了进行性能比较ꎬ实验对比了以下半监督分类方法:ＬａｐＳＶＭ[１９]、ＳＳ￣ＴＣＡ[２０]、ＫＦＭＥ[２１]、ＳＦＦＥ[２２]、
ＪＥＦＷ[２３]和 ＤＣＮＭＦ[２４] . ＬａｐＳＶＭ 是拉普拉斯支持向量机分类器ꎬ使用流形正则化技术从标记和未标记示例中

学习样本的几何结构. ＳＳ￣ＴＣＡ 是一种基于伪标签的半监督学习方法ꎬ并通过伪标签动态地改进分类器训

练. ＦＳＥＬ 是一种基于图的半监督嵌入方法. ＫＦＭＥ 则是一种核化的基于图的半监督嵌入算法. ＪＥＦＷ 是一种

基于图的联合嵌入和特征加权方法ꎬ用于在流形上获得样本的非线性数据表示. ＳＦＦＥ 是一种基于自适应损

失回归的半监督嵌入方法. ＤＣＮＭＦ 是一种子空间学习模型ꎬ采用矩阵分解方法构建了集成半监督学习和线

性判别分析的学习框架. 实验中所有核方法使用高斯核ꎬ核参数的选择范围是{１０－３ꎬ１０－２ꎬ􀆺ꎬ１０３} . ＬａｐＳＶＭ
方法的正则化参数的选择范围是{１０－３ꎬ１０－２ꎬ􀆺ꎬ１０３} . ＳＳ￣ＴＣＡ 方法的 μ∈{１０－３ꎬ１０－２ꎬ􀆺ꎬ１０３} . ＦＳＥＬ 方法使

用最近邻分类器进行分类ꎬ嵌入空间的维数由训练样本的数目决定. ＳＦＦＥ 方法的 γ∈{１０－２ꎬ０.１ꎬ０.５ꎬ１ꎬ
１ ０００}ꎬλ∈{１ꎬ１０ꎬ５０ꎬ１００ꎬ１ ０００}ꎬσ∈{１０－２ꎬ０.１ꎬ１ꎬ５ꎬ１０} . ＤＣＮＭＦ 方法的正则化参数的选择范围是{１０－３ꎬ
１０－２ꎬ􀆺ꎬ１０３} . 本文提出的 ＳＤＤＰＬ￣ＮＩＥ 模型有 ２ 个需调节参数 α和 βꎬ选择范围是{１０－３ꎬ１０－２ꎬ􀆺ꎬ１０３} . 半监

督遥感场景分类实验中ꎬ参照文献[２５]的设置ꎬ实验从每个子类数据集随机选择 １０％ꎬ１５％ꎬ２０％和 ２５％的图

像作为带标签训练样本ꎬ数据集剩余的图像作为不带标签的训练样本. 实验采用十倍交叉验证的方法来确定

参数值. 为了避免实验结果的随机性ꎬ运行 ２０ 次实验取分类准确率的平均值作为评价依据.
３.２　 分类性能对比

表 １ 和表 ２ 分别比较了各方法在 ＲＳＳＣＮ７ 和 ＵＣ Ｍｅｒｃｅｄ 数据集上的分类结果. ＬａｐＳＶＭ 作为基线算

法ꎬ使用流形正则化技术不能挖掘复杂遥感图像结构. ＦＳＥＬ 和 ＫＦＭＥ 均是基于图的半监督学习方法ꎬ通
过实验结果可知ꎬ在遥感图像分类中仅使用图嵌入技术是不够的. ＤＣＮＭＦ 方法在半监督学习框架中使得

类样本内距离最小化ꎬ类样本之间的距离最大化ꎬ且通过子空间学习降低样本维数ꎬ取得了较好的分类效

果. 本文提出的 ＳＤＤＰＬ￣ＮＩＥ 模型在相同条件下获得比其他方法更高的分类准确率ꎬ特别是训练集中类别

标签较少时ꎬＳＤＤＰＬ￣ＮＩＥ 模型表现得更佳. 一方面ꎬ在遥感场景分类问题中ꎬ训练集中的带标签的样本数

直接影响最终的分类结果. 在标签数据有限的情况下ꎬ使用半监督方法是必要的. 无论是基于图嵌入、标
签传播还是流形结构嵌入方法ꎬ都能提高分类效果. 另一方面ꎬ以字典对学习为原型的 ＳＤＤＰＬ￣ＮＩＥ 模型取

得了最佳结果ꎬ说明构建模型是适用于半监督分类场景的. ＳＤＤＰＬ￣ＮＩＥ 模型在标签数据上执行结构分析

字典和综合字典对的学习ꎬ通过最小化基于稀疏 ℓ２ꎬ１范数的重构误差项和稀疏 ℓ２ꎬ１范数的分析字典约束项

来得到判别能力强的字典对. 同时ꎬ根据类间边距概念ꎬ构建基于稀疏编码的邻域结构信息建立局部边界

项ꎬ从而可以很好地利用了标记图像的类别信息进行模型训练. 另外ꎬ有效的参迭代学习策略保证了所有

参数能得到最优解.
—６０１—
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实验中采用了遥感场景图像的 ＶＧＧ￣ＶＤ￣１６ 和 ＣａｆｆｅＮｅｔ 特征. 从表 １、表 ２ 结果可以看出ꎬ两种特征下

均取得了相当的分类结果. 说明深度特征是适用于遥感场景分类的. 因为传统的手工特征从颜色、纹理、
空间和光谱信息只能提取浅层的图像特征ꎬ而遥感场景图像内容复杂呈现类间差异小的特性ꎬ不适用于遥

感场景图像分类.
表 １　 ＲＳＳＣＮ７ 数据集上的分类准确率比较

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｎ ｔｈｅ ＲＳＳＣＮ７ ｄａｔａｓｅｔ ％

特征 方法
Ｚｋ

１０％ １５％ ２０％ ２５％

ＶＧＧ￣ＶＤ￣１６

ＬａｐＳＶＭ
ＳＳ￣ＴＣＡ
ＫＦＭＥ
ＳＦＦＥ
ＪＥＦＷ
ＤＣＮＭＦ

ＳＤＤＰＬ￣ＮＩＥ

５７.７６±２.４５
５８.９１±１.８９
６６.０７±１.８９
６９.７６±１.８４
７３.８５±２.０２
７４.７７±２.０１
７６.７６±１.５２

６７.７６±２.１２
６８.０５±１.９４
７２.３７±１.９２
７３.０４±１.９７
７８.３５±２.０８
８０.０５±１.８０
８１.０２±１.７８

７２.８８±２.４３
７５.２９±１.９２
７７.７１±１.８４
８０.５４±１.９４
８２.７５±１.７７
８４.０１±１.９９
８５.４５±１.６０

７６.２３±２.３８
７８.９７±２.４８
８０.５６±１.６３
８３.２８±１.９６
８４.０４±１.９９
８４.７２±１.６８
８６.２２±１.７５

ＣａｆｆｅＮｅｔ

ＬａｐＳＶＭ
ＳＳ￣ＴＣＡ
ＫＦＭＥ
ＳＦＦＥ
ＪＥＦＷ
ＤＣＮＭＦ

ＳＤＤＰＬ￣ＮＩＥ

５７.３５±２.４８
５８.０６±２.８７
６６.０２±２.０９
６９.９９±１.６８
７３.０５±１.８３
７４.０７±１.９２
７５.９５±１.５８

６６.６８±２.３３
６６.８９±２.４４
７２.９０±２.３３
７３.１２±２.００
７６.８９±１.６５
７８.１６±１.８８
８０.２０±１.６０

７１.４０±２.７４
７４.８１±２.８３
７６.８０±１.８５
７９.３６±１.５９
８２.２１±１.６７
８３.０４±１.７０
８４.９６±±１.５９

７５.７２±２.５０
７７.７４±２.２９
８０.１５±２.３８
８２.５７±１.６９
８３.１６±１.７９
８４.４０±１.６５
８５.８６±１.５５

表 ２　 ＵＣ Ｍｅｒｃｅｄ 数据集上的分类准确率比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｎ ｔｈｅ ＵＣ Ｍｅｒｃｅｄ ｄａｔａｓｅｔ ％

特征 方法
Ｚｋ

１０％ １０％ １０％ １０％

ＶＧＧ￣ＶＤ￣１６

ＬａｐＳＶＭ
ＳＳ￣ＴＣＡ
ＫＦＭＥ
ＳＦＦＥ
ＪＥＦＷ
ＤＣＮＭＦ

ＳＤＤＰＬ￣ＮＩＥ

６２.４８±２.６８
６５.６９±２.０８
７０.０７±２.００
７４.８２±１.９８
７８.８５±１.８９
８３.４３±１.６６
８５.２８±１.３７

６８.３７±２.４１
７２.２４±２.１９
７５.７４±２.１２
７９.０６±１.９６
８２.３５±１.８９
８５.７６±１.６４
８９.０２±１.６５

７３.１９±２.５０
７７.４１±２.０６
８０.２６±１.９６
８６.５４±１.８６
８７.７５±１.７４
８８.２６±１.５２
９０.４７±１.４７

８０.７０±２.３９
８２.０７±２.１２
８３.８０±２.００
８６.０１±１.８７
９０.０４±１.８６
９１.５４±１.４１
９２.０４±１.４０

ＣａｆｆｅＮｅｔ

ＬａｐＳＶＭ
ＳＳ￣ＴＣＡ
ＫＦＭＥ
ＳＦＦＥ
ＪＥＦＷ
ＤＣＮＭＦ

ＳＤＤＰＬ￣ＮＩＥ

６２.８０±２.５２
６５.９３±１.８３
７０.３７±１.８１
７５.１８±１.６７
７８.４３±１.８４
８２.６３±１.６９
８５.９４±１.６０

６８.３４±２.０７
７３.０１±２.０９
７６.４１±１.９２
７９.２０±１.７５
８２.２１±２.０２
８５.０８±１.９３
８８.７０±１.８２

７３.７８±２.１５
７７.２０±２.２４
７９.４７±１.９８
８６.１９±１.８５
８６.７５±２.０１
８８.０６±１.８０
９０.７１±１.９２

７９.８２±２.２３
８２.７２±１.８１
８４.１７±２.０５
８５.６３±１.８２
９０.２１±１.８５
９１.３３±１.７２
９１.６２±１.７０

图 ２　 不同原子数对应的平均分类准确率

Ｆｉｇ􀆰 ２　 Ａｖｅｒａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｒｒｅｓｐｏｎｄｉｎｇ
ｔｏ ｄｉｆｆｅｒｅｎｔ ａｔｏｍｓ

３.３　 参数敏感性分析

字典学习模型中子字典的原子个数直接觉得模型的性

能. 实验中ꎬＳＤＤＰＬ￣ＮＩＥ 模型的子字典的原子数选择范围是

{２０ꎬ３０ꎬ４０} . 图 ２ 显示了带标签的训练样本占 ２０％时使用

不同原子数对应的平均分类准确率. 表 ２ 实验结果表明

ＳＤＤＰＬ￣ＮＩＥ 模型仅需要小规模的子字典就可以取得令人满

意的分类准确率. 不同原子数时分类准确率有变化但起伏不

大. 因为 ＳＤＤＰＬ￣ＮＩＥ 模型在字典对学习过程中充分考虑字

典原子间的相关性信息ꎬ稀疏编码的局部边界项可以保证获

得具有判别性的字典.
ＳＤＤＰＬ￣ＮＩＥ 模型包括 ２ 个需要寻优的参数 α和 βꎬ其选

择范围是{１０－３ꎬ１０－２ꎬ􀆺ꎬ１０３} . 图 ３ 显示了带标签的训练样

本 ２０％时使用不同 α 值对应的平均分类准确率. 表 ３ 实验
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结果表明ꎬα<１ 时模型的性能较稳定ꎬ当 α>１０ 时模型的平均分类准确率急剧下降. 因为 α 参数调节全体

数据集的字典对学习项ꎬ当 α值过大时ꎬ全体数据集的字典对学习项在目标函数中占决定性比重ꎬ不能有

效利用标记数据的判别性信息. 图 ４ 显示了带标签的训练样本 ２０％时使用不同 β 值对应的平均分类准确

率. β值调节稀疏编码的局部边界项ꎬ在模型中起到重要作用. 表 ４ 实验结果表明ꎬＳＤＤＰＬ￣ＮＩＥ 模型对 β值
敏感性不高ꎬ不同 β值对应模型的性能是稳定的ꎬ平均分类准确率的最大值和最小值相差较小. 因此ꎬ在
实际应用中可以固定参数 β的值.

图 ３　 不同 α值对应的平均分类准确率

Ｆｉｇ􀆰 ３　 Ａｖｅｒａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｒｒｅｓｐｏｎｄｉｎｇ
ｔｏ ｄｉｆｆｅｒｅｎｔ α

图 ４　 不同 β 值对应的平均分类准确率

Ｆｉｇ􀆰 ４　 Ａｖｅｒａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｃｏｒｒｅｓｐｏｎｄｉｎｇ
ｔｏ ｄｉｆｆｅｒｅｎｔ β

４　 结论

虽然传统的词典对学习方法在遥感图像识别问题中是有效的ꎬ但在标签训练样本不足的情况下分类

效果仍有待提高. 本文提出了一种新的邻域信息嵌入的半监督判别字典对学习方法ꎬ利用标记和未标记

数据进行分析合成字典训练ꎬ并通过最小化基于稀疏 ℓ２ꎬ１范数的重构误差项和基于稀疏编码的局部边界

项来获得具有判别性的字典对. 对于今后的工作ꎬ首先ꎬ目前 ＳＤＤＰＬ￣ＮＩＥ 方法主要局限于离线场景ꎬ提出

的 ＳＤＤＰＬ￣ＮＩＥ 方法将被扩展至在线场景. 其次ꎬ由于采集场景和设备的不同ꎬ遥感图像常具有领域分布不

一致的情况ꎬ将本文方法扩展至领域适应方法具有实用的应用价值. 最后ꎬ目前模型的优化求解时间复杂

度还较高ꎬ提高模型的训练效率也需要在我们下一阶段的工作中考虑.
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