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基于 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 的双流网络眼底图像

可变形配准方法

吴水淼ꎬ陈　 强

(南京理工大学计算机科学与工程学院ꎬ江苏 南京 ２１００９４)

[摘要] 　 视网膜图像配准有助于医生全面了解视网膜结构ꎬ但由于缺乏带真实标签的数据ꎬ增加了配准难度.
传统配准方法效率低ꎬ且依赖固定模型和手工设计特征ꎬ难以处理复杂变形ꎬ而深度学习方法尽管高效ꎬ但多为

单流结构ꎬ该结构会对特征融合产生干扰. 针对现有方法在特征提取上的不足ꎬ本文提出一种双流网络ꎬ通过

Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 分别提取全局和局部特征ꎬ在多个尺度上进行特征匹配ꎬ并引入血管信息辅助训练. 实验结

果表明ꎬ该方法在彩色眼底数据集上显著提升了配准精度ꎬ验证了其在可变形医学图像配准中的有效性.
[关键词] 　 眼底图像配准ꎬ无监督学习ꎬｔｒａｎｓｆｏｒｍｅｒꎬＣＮＮ
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可变形图像配准是许多医学成像分析任务的基础. 它的作用是建立空间对应关系ꎬ以最大限度地减

少一对图像中参考图像和移动图像之间的差异. 图像配准在彩色眼底图像上的应用具有重要的临床和研

究意义ꎬ它涉及将来自不同时间点、不同视角或不同设备的眼底图像对齐ꎬ以便进行精准的比较和分

析. 而人工检查两幅或多幅视网膜图像之间的可能的变化是费力、耗时且容易出错的. 可变形图像配准通

常涉及两个步骤:用于全局对准的初始刚性配准ꎬ随后是具有更高自由度的非刚性变换. 通过对图像进行

非刚性变形来实现精准对齐ꎬ处理图像中的形变、扭曲或弹性变化. 这种方法通过构建变形模型或优化变

形参数ꎬ使得移动图像能够准确地与参考图像对齐. 通过图像配准ꎬ医生可以追踪眼底疾病的发展变化ꎬ
如糖尿病视网膜病变(ＤＲ)、青光眼、老年黄斑变性(ＡＭＤ) [１] 等ꎬ评估治疗效果并决定采取适当的治疗方

法ꎬ也可在多幅图像中整合信息以提高诊断准确性.
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为了避免使用特定的机制来生成标签数据ꎬ同时能够处理许多不同类别的眼底图像. 本文提出了一

个端到端的无监督学习配准框架ꎬ网络在每幅图像上独立提取特征ꎬ为避免模型在特征融合过程中产生干

扰ꎬ通过两个分支分别对需要配准的两幅图像进行特征提取ꎬ使得模型能够更准确地处理每幅图像的独特

信息. 由于 Ｔｒａｎｓｆｏｒｍｅｒ[２]在提取全局特征和处理长距离关系时具有天然良好的建模能力ꎬ其与 ＣＮＮ 的归

纳偏置特性具有较强互补性[３] . 本文将两者进行结合ꎬ前者负责捕获全局信息ꎬ利用自注意力机制处理图

像中的长程依赖关系ꎬ帮助模型更好地理解眼底图像的整体结构ꎻ后者用于提取局部特征ꎬ特别是细节和

纹理信息. 之后利用交叉注意力机制在多个尺度上进行特征匹配ꎬ逐级显式匹配不同分辨率下的特征图ꎬ
确保特征在整个配准过程中能够精确对齐. 血管分割图像提供了眼底图像中的关键结构信息ꎬ使得配准

算法能够更精确地对齐血管区域ꎬ从而提高配准的准确性.

１　 相关工作

１.１　 传统配准方法

基于优化的配准方法大致可以分为两类:基于强度的方法和基于特征的方法. 基于强度的方法通过

比较图像的像素强度值来进行配准ꎬ而基于特征的方法则通过提取并匹配图像中的关键特征点来实现配

准. 这些配准算法通常依赖于线性变换ꎬ例如刚性变换和仿射变换ꎬ旨在对两幅图像进行全局对齐. 而非

刚性配准主要针对于两幅待配准图像间的局部对齐.
传统的非刚性配准方法一般遵循以下步骤:以 Ｂ 样条变形模型为例ꎬ它是 ＳｉｍｐｌｅＩＴＫ[４]下的一个配准

工具包ꎬ会为每对图像优化一个目标函数. 首先初始化模型参数ꎬ构建初始变形模型ꎬ并从待配准图像中

提取特征. 随后ꎬ定义相似性度量以评估变形后图像之间的匹配程度ꎬ常见的度量指标有均方误差、归一

化互相关等等ꎬ同时引入正则项以确保变形的合理性. 通过基于梯度的 Ｌ￣ＢＦＧＳ￣Ｂ[５]优化算法迭代调整变

形模型的参数ꎬ使目标函数达到最优解. 将优化后的变形模型应用于移动图像ꎬ生成配准后的图像. 最后ꎬ
通过定量指标评估配准效果ꎬ确保配准精度达到预期要求. 然而ꎬ这样的方法在计算上是昂贵的ꎬ并且在

实践中通常是缓慢的ꎬ因为优化问题需要针对每对看不见的图像重新求解ꎬ不适合在临床环境下应用.
１.２　 深度学习配准方法

对于基于学习的配准方法ꎬ变形场和图像之间的相关性可以通过深度学习技术来学习. Ｇｕｔｉｅｒｒｅｚ￣
Ｂｅｃｋｅｒ 等[６]提出通过使用基于梯度优化的监督回归模型来估计变形参数ꎬ而不是直接最小化损失目标函

数. 该方法证明了可以提高配准性能ꎬ但是该方法需要大规模的像素级标签. 然而ꎬ大规模的像素级标签

是很难收集的ꎬ所以现有的主流方法主要采用无监督的方式.
基于无监督的配准方法通过优化图像之间的相似性度量来学习变形关系ꎬ而无需配准标签ꎬ通过图像

间自我监督机制不断调整网络参数以提高配准精度. 大多数现有的可变形配准算法基于能量函数迭代地

优化变换[７] . 令 ｆ 和 ｍ 分别表示参考图像和移动图像ꎬ并且令 ϕ 是将 ｍ 的坐标映射到 ｆ 的坐标的配准

域. 优化问题一般可以描述为:
ϕ＝ａｒｇ ｍｉｎ

ϕ
L ( ｆꎬｍꎬϕ)ꎬ (１)

L ( ｆꎬｍꎬϕ)＝ L ｓｉｍ( ｆꎬｍ 􀳱ϕ)＋λ L ｓｍｏｏｔｈ(ϕ)ꎬ (２)
式中ꎬｍ 􀳱ϕ表示移动图像被变形场扭曲ꎬL ｓｉｍ(􀅰ꎬ􀅰)用于度量两幅图像的相似性ꎬL ｓｍｏｏｔｈ(􀅰)表示对变形场

添加梯度约束ꎬ帮助限制变形场的剧烈变化ꎬ确保变形场在空间上是平滑的ꎬλ 是正则化权衡参数.
与传统方法相比ꎬ基于深度学习的方法可以显著提高配准性能ꎬ同时操作速度更快. 近几年ꎬＢａｌａｋｒｉｓｈｎａｎ

等[８]提出了一种基于深度学习的医学图像配准框架 ＶｏｘｅｌＭｏｒｐｈꎬ将移动图像和参考图像在通道上拼接ꎬ利
用 ＣＮＮ 来学习图像之间的变形ꎬ允许网络在配准过程中自动学习特征和变形场ꎬ通过 ＳＴＮ[９]网络来对移

动图像进行变形ꎬ展示了深度学习在图像配准中的潜力. 这种方法减少了手动特征提取的需求ꎬ并提高了

模型的适应性ꎬ与传统的基于优化的配准方法相比ꎬ能够显著提高配准的速度. Ｃｈｅｎ 等[１０] 提出了

ＴｒａｎｓＭｏｒｐｈ 模型ꎬ一种结合 Ｔｒａｎｓｆｏｒｍｅｒ 与 ＣｏｎｖＮｅｔ 的混合模型ꎬ用于脑类数据图像配准ꎬ发现 ＣｏｎｖＮｅｔｓ 在

捕捉图像中的远程空间关系方面存在局限性ꎬ提出利用 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ[１１]在特征提取方面具有较大感受

野的优势ꎬ采用分层结构和局部窗口自注意机制ꎬ能够捕捉不同尺度的特征ꎬ通过窗口移动策略增强跨窗

口信息交流ꎬ提高特征提取的全面性并且效率更高ꎬ在图像配准任务中可以更精确地理解移动图像和参考
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图像之间的空间对应关系. Ｃｈｅｎ 等[１２] 提出了一种新的基于 Ｔｒａｎｓｆｏｒｍｅｒ￣ＣＮＮ 的端到端双流无监督框架

ＴｒａｎｓＭａｔｃｈꎬ在编码阶段将每幅图像通过独立分支利用 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ 进行特征提取分层特征ꎬ并结合

Ｔｒａｎｓｆｏｒｍｅｒ 的交叉注意机制对提取的特征实现多级显式特征匹配ꎬ最后通过 ＣＮＮ 解码器输出形变场. 然

而ꎬ现有方法往往依赖于单一的特征提取方式ꎬ如仅使用 ＣＮＮ 或 Ｔｒａｎｓｆｏｒｍｅｒꎬ未能充分结合两者的优

势. 这导致在处理复杂的解剖结构时ꎬ存在局部特征提取不足和鲁棒性差的问题. 本文的主要贡献如下:
(１)设计了一种新的双流网络架构ꎬ通过两个独立分支分别处理参考图像和移动图像ꎬ确保特征提取

的独立性和完整性. 为克服单一特征提取方式的局限ꎬ编码阶段同时使用 ＣＮＮ 和 Ｔｒａｎｓｆｏｒｍｅｒ 分别提取局

部和全局特征ꎬ从而提高模型的综合特征表示能力.
(２)将眼底图像的血管信息作为辅助特征融入模型训练ꎬ提供额外的几何和解剖结构信息ꎬ提高模型

的特征提取能力和配准精度ꎬ使得模型在处理复杂的眼底图像时更加准确和可靠.
(３)在公开的彩色眼底数据集上ꎬ我们的方法展现了更优异的整体表现. 实验结果表明ꎬ所提出的模

型在配准精度和效率方面均优于现有的方法ꎬ验证了我们创新方法的有效性和实用性.

２　 双流网络眼底图像可变形配准方法

２.１　 刚性配准

本文采用 ＬｏＦＴＲ[１３]预训练模型来对眼底图像进行刚性配准ꎬ保证图像整体结构大致对齐. ＬｏＦＴＲ 与

传统刚性方法依赖于特征检测、描述和匹配的分阶段流程不同ꎬ它采用无检测器的方式ꎬ直接在像素级别

上进行匹配. 核心思想是利用 Ｔｒａｎｓｆｏｒｍｅｒ 架构中的自注意力和交叉注意力机制来处理从卷积神经网络提

取的密集特征ꎬ建立特征之间的匹配关系. 能够有效应对低纹理、大视角和光照变化等挑战ꎬ提供更准确

的匹配结果.
２.２　 可变形配准

我们提出了一种新颖的图像配准方法ꎬ通过结合双流网络结构、ＲｅｓＮｅｔ[１４]与 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒꎬ以及交

叉注意力模块各自的优势ꎬ旨在提升图像配准的精度与鲁棒性. 具体而言ꎬ我们设计了两个独立的分支网

络ꎬ分别处理参考图像和移动图像ꎬ保证了特征提取过程的独立性. 编码阶段ꎬ我们采用预训练的 ＲｅｓＮｅｔ￣
１８ 模型和 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ 模型分别为每幅图像提取局部和全局特征ꎬ将提取到的分层特征在通道上拼

接融合后ꎬ使用交叉注意力模块对不同层次的特征进行匹配. 解码阶段ꎬ通过跳跃连接和卷积上采样操

作ꎬ融合并恢复高分辨率特征ꎬ最终输出变形场. 另外对眼底图像进行血管分割ꎬ并将血管信息作为辅助

特征融入配准训练ꎬ它可以提供额外的几何信息和解剖学结构ꎬ有助于提高模型的特征提取能力. 这一额

外信息帮助模型更好地对齐血管区域ꎬ将模型预测的变形场作用于移动图像的分割结果上ꎬ通过对比变形

后的血管分割图和参考图像的血管分割图ꎬ保证变形后解剖结构的一致性ꎬ利用这些信息可以增强模型对

局部和全局特征的捕捉能力ꎬ从而提高配准的整体精度. 图 １ 为网络模型架构概览图.
２.２.１　 ＲｅｓＮｅｔ 模块

考虑到模型计算效率ꎬ该网络模块使用 ＲｅｓＮｅｔ￣１８ 预训练权重对该模块进行初始化ꎬ由于 ＲｅｓＮｅｔ￣１８
在大规模自然数据集如 ＩｍａｇｅＮｅｔ 上进行了预训练ꎬ已经学习到了丰富的特征表示ꎬ这些特征表示在很多

不同的计算机视觉任务中都表现出良好的泛化能力. 通过使用预训练模型ꎬ可以避免从零开始训练网络ꎬ
从而加速训练过程并提高模型的性能. 并且该模块通过多个残差模块ꎬ能够提取到丰富且多样的特征表

示. 对于图像配准任务ꎬ这种丰富的局部特征表示有助于捕捉图像之间的细微差异ꎬ提高配准的精度. 模

型架构图如图 ２ 所示.
２.２.２　 自注意力模块

Ｔｒａｎｓｆｏｒｍｅｒ 自注意力机制相比 ＣＮＮ 能够在特征提取阶段捕捉长距离依赖和全局上下文信息ꎬ使得模

型在处理多种视网膜场景和细节时更具鲁棒性. 对于每个尺度的特征图ꎬ分别计算查询 Ｑ、键 Ｋ 和值 Ｖꎬ通
过点积计算 Ｑ 和 Ｋ 之间的相似度ꎬ得到注意力权重矩阵. 注意力权重反映了每个位置的特征对其他位置

的特征的重要性. 接着ꎬ将这些权重应用于 Ｖ 向量ꎬ计算加权和ꎬ生成新的图像块表示. 自注意力计算过程

如图 ３ 所示.
—０２１—
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图 １　 网络模型架构概览

Ｆｉｇ􀆰 １　 Ｏｖｅｒｖｉｅｗ ｏｆ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ

图 ２　 ＲｅｓＮｅｔ￣１８ 模型架构图

Ｆｉｇ􀆰 ２　 ＲｅｓＮｅｔ￣１８ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

２.２.３　 交叉注意力模块

首先ꎬ从图像 ｆ 中生成查询 Ｑꎬ而从图像 ｍ 中生成键 Ｋ 和值 Ｖ. 通过计算查询与键之间的相似度ꎬ使
用 ｓｏｆｔｍａｘ 函数将相似度转换为权重ꎬ这些权重用于加权相应的值. 最后ꎬ将加权后的值进行求和ꎬ得到交

叉注意力的输出. 这一过程使得图像 ｆ 的特征能够与图像 ｍ 的特征进行有效的匹配和融合ꎬ从而提升图

像配准的精度和效果. 交叉注意力计算过程如图 ４ 所示.
２.２.４　 空间变换网络

为了使网络预测出的变形场作用到移动图像进行变形ꎬ并且能够使用标准的基于梯度的方法来完成

网络的误差反向传播ꎬ通过引入空间变换功能来增强网络对输入图像的处理能力. ＳＴＮ[９]模块由两个主要

—１２１—
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图 ３　 自注意力计算

Ｆｉｇ􀆰 ３　 Ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎ ｃｏｍｐｕｔａｔｉｏｎ
图 ４　 交叉注意力计算

Ｆｉｇ􀆰 ４　 Ｃｒｏｓｓ￣ａｔｔｅｎｔｉｏｎ ｃｏｍｐｕｔａｔｉｏｎ

部分组成:一个采样网格生成器和一个可微分的图像采样器. 对于移动图像中每个像素ꎬ计算该像素处的

位移:ｐ′＝ｐ＋ｕ(ｐ)ꎬ由于图像像素位置坐标只允许整数值ꎬ因此在 ４ 个相邻像素处进行双线性插值:

ｍ 􀳱ϕ(ｐ)＝ ∑
ｑ∈Ｚ(ｐ′)

ｍ(ｑ) ∑
ｄ∈ｘꎬｙ

(１－ ｜ ｐ′ｄ－ｑｄ ｜ ) (３)

式中ꎬＺ(ｐ′)表示 ｐ′的相邻像素ꎬｄ表示变形图像中每个像素位置.
２.２.５　 损失函数

模型损失函数L ( ｆꎬｍꎬｓｆꎬｓｍꎬϕ)由 ３ 个分量组成:惩罚外观差异的L ｓｉｍ(􀅰ꎬ􀅰)、惩罚 ϕ中的局部空间

变化的L ｓｍｏｏｔｈ(􀅰)和用于辅助训练的L ｓｅｇ(􀅰ꎬ􀅰):
L ( ｆꎬｍꎬｓｆꎬｓｍꎬϕ)＝ L ｓｉｍ( ｆꎬｍ 􀳱ϕ)＋λ L ｓｍｏｏｔｈ(ϕ)＋γ L ｓｅｇ(ｓｆꎬｓｍ 􀳱ϕ) . (４)

第一项是相似性损失采用 ＭＳＥꎬ当 ｆ 和 ｍ 具有相似的图像强度分布和局部对比度时适用:

ＭＳＥ( ｆꎬｍ 􀳱ϕ)＝ １
｜Ω ｜ ∑

(ｘꎬｙ)∈Ω
[ ｆ(ｘꎬｙ)－[ｍ 􀳱ϕ](ｘꎬｙ)] ２ . (５)

最小化L ｓｉｍ将促使 ｍ 􀳱ϕ逼近 ｆꎬ但可能会产生物理上不真实的非平滑的 ϕ. 因此我们在位移 ｕ 的空间

梯度上使用扩散正则化器来鼓励平滑位移场 ϕ:

L ｓｍｏｏｔｈ(ϕ)＝ ∑
ｐ∈Ω

‖∇ｕ(ｐ)‖２ . (６)

特别地ꎬ∇ｕ(ｐ)＝ ∂ｕ(ｐ)
∂ｘ

ꎬ∂ｕ(ｐ)
∂ｙ

æ

è
ç

ö

ø
÷ ꎬ其中

∂ｕ(ｐ)
∂ｘ

≈ｕ((ｐｘ ＋１ꎬｐｙ)) －ｕ((ｐｘꎬｐｙ))ꎬ
∂ｕ(ｐ)

∂ｙ
也进行相同近

似计算. 最后一项是用于辅助训练的L ｓｅｇꎬ设 ｓｆ 和 ｓｍ 􀳱ϕ分别表示参考图像和经过变形的移动图像的血管

分布图像ꎬ通过 ＤＩＣＥ[１５]得分来衡量血管的对齐情况:

ＤＩＣＥ(ｓｆꎬｓｍ 􀳱ϕ)＝ ２􀅰
｜ ｓｆ∩(ｓｍ 􀳱ϕ) ｜
｜ ｓｆ ｜ ＋ ｜ ｓｍ 􀳱ϕ ｜

. (７)

ＤＩＣＥ 值为 １ 表示经过变形后血管完全对齐ꎬ值为 ０ 表示血管没有重叠区域ꎬ血管分割损失定义如下:
Lｓｅｇ(ｓｆꎬｓｍ 􀳱ϕ)＝ －ＤＩＣＥ(ｓｆꎬｓｍ 􀳱ϕ) . (８)

表 １　 ＦＩＲＥ 数据集各类别数据情况

Ｔａｂｌｅ １　 Ｄａｔａ ｏｆ ｅａｃｈ ｃａｔｅｇｏｒｙ ｏｆ ｔｈｅ ＦＩＲＥ ｄａｔａｓｅｔ

重叠程度 结构特征 数量 / 对

Ａ 高 含病变 １４
Ｐ 低 含黑色团块状 ４９
Ｓ 高 血管结构清晰 ７１

３　 实验

３.１　 数据集

实验采用公共的眼底图像配准数据集 ＦＩＲＥ[１６]ꎬ该
数据集由 １２９ 幅视网膜图像组成ꎬ形成 １３４ 对图像. 这

些图像对根据其特征分为 ３ 个不同的类别ꎬ分辨率大小

为 ２ ９１２×２ ９１２ ｐｘꎬ它们各自的特征和数量如表 １ 所示ꎮ
—２２１—
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３.２　 预处理

为了保证模型能够在不同状况下完成对眼底图像准确对齐ꎬ一些预处理操作是有必要的. 首先ꎬ对原

始数据使用 ＬｏＦＴＲ 进行刚性配准ꎬ保证整体结构对齐. 另外ꎬ为减少计算资源的消耗ꎬ将图像缩放到 ５７６×
５７６ ｐｘ.

其次ꎬ由于眼底图像存在照度不均、噪声干扰等现象ꎬ直接对彩色眼底图像进行血管分割的效果不理

想. 因此ꎬ限制对比度的自适应直方图均衡化(ＣＬＡＨＥ)常被应用于视网膜图像预处理. 该步骤参考吴

等[１７]对视网膜图像的预处理方式ꎬ提取彩色图像中的绿色通道ꎬ归一化后利用 ＣＬＡＨＥ 增强血管与背景之

间的对比度ꎬ使用对比度增强来凸显血管和背景的强度差异.
此外为辅助下一步可变形配准模型的训练ꎬ使用 ＵＮｅｔ[１８]预训练模型对数据进行血管分割ꎬ能够更好地

引导模型优化配准效果ꎬ确保模型关注图像中最重要的特征区域ꎬ对比度增强及血管分割结果图 ５ 所示.

图 ５　 对比度增强及血管分割结果

Ｆｉｇ􀆰 ５　 Ｃｏｎｔｒａｓｔ ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ ｖａｓｃｕｌａｒ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ

最后ꎬ为使得模型可以学习到更多样化的特征ꎬ数据集划分为 ５４ 对训练集和 ８０ 对测试集ꎬ并对训练集

进行数据增广ꎬ通过仿射变换扩充为 １０８ 对ꎬ针对每对图像应用相同的小范围的单应性变换. 具体而言ꎬ对于

每对图像ꎬ对参考图像和移动图像随机应用以下变换之一:平移、缩放、旋转或剪切ꎬ对应血管分割图也采用

相同的单应性变换ꎬ从而使模型在面对不同的图像变形时表现得更为鲁棒ꎬ减少对模型的过拟合的影响.
３.３　 实验设置

我们的方法是基于 Ｐｙｔｏｒｃｈ 框架实现ꎬ依据现有配准任务研究的经验ꎬ将初始学习率设为 １ｅ－４ꎬ相似

性损失采用 ＭＳＥꎬλ取 ０.５ꎬγ取 １.０ꎬ当 λ取值过大时ꎬ会过度强调变形场的平滑性ꎬ限制图像的变形能力ꎬ
取值过小时ꎬ会出现不合理的形变ꎻγ值过大时ꎬ会过度优化针对分割图像的对齐ꎬ忽视图像本身ꎬ取值过

小会对重要结构区域缺乏约束ꎬ造成关键解剖结构的配准精度下降ꎻ由于训练过程中ꎬ每对输入图像都有

对应的分割标签ꎬ需保证每个 ｂａｔｃｈ 中原始图像和分割图像通道数大小相同ꎬ所以 ｂａｔｃｈ 取为 １ꎬ训练轮次

为 ５ ０００ꎬ所有实验均在配备有 Ｎｖｉｄｉａ ３０６０Ｔｉ 的系统上进行ꎬ为性能测量提供一致的硬件标准. 并采用具

有学习率衰减策略的 Ａｄａｍ[１９]优化器ꎬ保证训练模型能够收敛到最优解ꎬ学习率更新策略如下:

ｌｒｎ ＝ ｌｒｉｎｉｔ􀅰 １－ｎ
－１
Ｎ

æ

è
ç

ö

ø
÷

０.９

ꎬ ｎ＝ １ꎬ２ꎬ􀆺ꎬＮ (９)

式中ꎬｌｒｎ 表示第 ｎ轮的学习率ꎬｌｒｉｎｉｔ表示初始学习率. 在图像配准任务中ꎬ模型需要学习到最优的变形场来

对齐图像ꎬ这种逐步递减的学习率衰减策略能够在初期使用较大的学习率快速逼近最优解区域ꎬ而在后期

逐渐减小学习率ꎬ从而更细致地优化模型参数ꎬ避免过拟合和欠拟合的情况ꎬ并且有助于模型在图像配准

—３２１—
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任务中更精确地捕捉图像之间的几何关系.
３.４　 对比实验

将我们的模型与先前已证明具有最先进配准性能的各种配准方法进行了比较:(１)Ｂｓｐｌｉｎｅ:一种传统的

迭代图像配准技术ꎬ通过调整控制点来定义变形场ꎬ以实现高精度的图像对齐. (２)ＶｏｘｅｌＭｏｒｐｈ:一种基于

ＣＮＮ 单流配准网络. (３)ＴｒａｎｓＭｏｒｐｈ:一种编码采用 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ 增强特征提取ꎬ解码阶段采用 ＣＮＮ 的单

流配准网络. (４)ＴｒａｎｓＭａｔｃｈ:一种通过自注意力增强特征提取并通过交叉注意力来实现特征匹配的双流配

准网络. 对比实验超参数都是采用跟本方法一致的设置方案ꎬ以平衡配准精度和运行时间之间的权衡.
３.５　 消融实验

为评估在编码阶段的不同位置添加 ＲｅｓＮｅｔ 模块对模型性能的影响ꎬ从而验证在编码阶段各层次增加

ＣＮＮ 提取特征的有效性. 通过逐层依次添加 ＲｅｓＮｅｔ 模块进行实验ꎬ每次实验仅在编码阶段的特定层次添

加 ＲｅｓＮｅｔ 模块ꎬ其他层次仅使用 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ 来提取特征. 通过消融实验ꎬ验证结合 ＣＮＮ 和

Ｔｒａｎｓｆｏｒｍｅｒ 特征的有效性ꎬ并为进一步优化模型结构提供理论依据.
为评估血管分割信息在图像配准中的辅助作用是否有效. 通过消融实验ꎬ在我们的方法上ꎬ一个是将

血管分割图像与原始图像一起输入模型进行辅助训练ꎬ另一个则仅使用原始图像进行训练ꎬ其他实验设置

保持一致. 通过对比这两种设置下的模型性能ꎬ旨在验证血管分割信息对提升配准精度的有效性ꎬ并分析

其在配准过程中的具体作用机制.
３.６　 评价指标

为了全面评估配准模型的性能ꎬ我们选择了 ＤＩＣＥ、ＳＳＩＭ[２０]、Ｔｉｍｅ 作为主要评价指标. 需要注意的是ꎬ
评价仅针对配准后的变形图像和参考图像的重叠区域进行ꎬ而不是整幅图像ꎬ这种方法的优点是能够更加

准确地反映配准模型的配准性能ꎬ避免了无意义区域对评价结果造成干扰. 另外将模型预测出的变形场

作用到分割图像上来验证配准的精度.
ＤＩＣＥ 系数直观反映了配准后血管分割图与参考分割图的重合程度. ＳＳＩＭ 能够评估血管变形后的结

构一致性ꎬ高 ＳＳＩＭ 值表示变形结果的结构保真度较高ꎬ而低 ＳＳＩＭ 值则指示变形结果可能存在结构失真

或边缘模糊问题. Ｔｉｍｅ 衡量配准的效率高低.

图 ６　 不同配准方法定性分析

Ｆｉｇ􀆰 ６　 Ｑｕａｌｉｔａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｒｅｇｉｓｔｒａｔｉｏｎ ｍｅｔｈｏｄｓ

３.７　 结果分析

在图 ６ 中ꎬ展示了不同配准方法定性分析结果ꎬＬｏＦＴＲ 方法表示刚性配准结果ꎬ其他方法均为可变形配

准方法ꎬ图中红色线条表示来自参考图像的血管ꎬ绿色线条表示来自变形图像的血管ꎬ黄色线条表示对齐的

—４２１—
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吴水淼ꎬ等:基于 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 的双流网络眼底图像可变形配准方法

血管ꎬ图片右上角表示局部区域放大后的配准结果. 实验结果显示ꎬ由于 ＬｏＦＴＲ 不涉及非刚性变形ꎬ复杂血管

结构的错配问题较为明显ꎬ这一结果也突出了后续可变形配准方法在复杂形变处理上的必要性和优越性ꎻ
Ｂｓｐｌｉｎｅ 在全局的血管配准效果较为理想ꎬ但在边缘复杂血管和局部区域依然存在错配ꎬ表明 Ｂｓｐｌｉｎｅ 在处理

局部细节丰富区域时的局限性ꎻＶｏｘｅｌＭｏｒｐｈ 只利用卷积进行特征提取和变形场预测ꎬ配准效果一般ꎬ边缘区

域未对齐血管较多ꎻＴｒａｎｓＭｏｒｐｈ 通过结合 Ｔｒａｎｓｆｏｒｍｅｒ 的全局特征提取能力和 ＣＮＮ 的局部特征恢复能力ꎬ整
体配准尚可ꎬ与 Ｖｏｘｅｌｍｏｒｐｈ 相比配准效果略好ꎬ但局部细节有误差ꎬ在放大区域中ꎬ红绿线条的错配现象依然

存在ꎬ表明单流架构在复杂特征匹配中的局限性ꎻＴｒａｎｓＭａｔｃｈ 采用双流架构ꎬ在编码阶段利用 Ｔｒａｎｓｆｏｒｍｅｒ 分
别对参考图像和移动图像进行特征提取ꎬ并结合交叉注意力进行特征匹配ꎬ配准效果接近理想ꎬ血管配准中

表现出较高的准确性ꎬ尽管如此ꎬ边缘细节错配现象依然存在ꎬ红绿线条仍有部分未能完全对齐ꎬ表明在边缘

局部细节处理上仍有进一步提升的空间ꎻ我们的方法在 ＴｒａｎｓＭａｔｃｈ 基础上ꎬ在特征提取阶段引入 ＲｅｓＮｅｔ 模
块ꎬ与 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ 相互结合ꎬ共同提取更加丰富的局部和全局特征ꎬ与其他方法相比ꎬ配准效果最好ꎬ黄
色重叠区域最多ꎬ特别是边缘复杂区域ꎬ我们的方法展现出更好的细节处理能力.

在表 ２ 中ꎬＬｏＦＴＲ 方法表示刚性配准后的实验结果ꎬ其他方法均为可变形配准. 结果显示ꎬ我们的方法

在 ＤＩＣＥ 和 ＳＳＩＭ 指标上总体表现优秀ꎬ与其他方法相比ꎬ特别是在 Ａ 类和 Ｓ 类的 ＤＩＣＥ 上表现最好ꎬ分别

达到了 ０.７１９ １ 和 ０.７９２ ４ꎬ并在 ＳＳＩＭ 指标上也有强劲的表现ꎬ达到了 ０.６５０ ６ꎬ仅次于 Ｂｓｐｌｉｎｅ. 对于 Ｐ 类重

叠度低的图像上ꎬ我们的方法在 ＤＩＣＥ 指标上相比其他深度学习方法效果更好ꎬ但相比传统方法仍有差

距. 但是在配准效率上ꎬ我们方法表现相比 Ｂｓｐｌｉｎｅ 仍具有很大优势ꎬ能够在提高配准效率的前提下ꎬ提升

配准精度.
在表 ３ 中ꎬ我们通过在编码阶段的不同层次添加 ＲｅｓＮｅｔ 模块来分析其对模型性能的影响ꎬ具体改进

是在特定的特征提取层次上对原先只采用 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ 模块提取特征进行修改ꎬ额外增加 ＲｅｓＮｅｔ 模
块来提取局部特征ꎬ如表中第一层则表示将 ＲｅｓＮｅｔ 的第一层输出特征(Ｈ / ４ꎬＷ / ４ꎬ６４)与 Ｓｗｉｎ￣Ｔｒａｎｓｆｏｒｍｅｒ
对应层次的输出特征(Ｈ / ４ꎬＷ / ４ꎬ９６)在通道上进行拼接ꎬ输入到交叉注意力模块中ꎬＲｅｓＮｅｔ 模块和 Ｓｗｉｎ￣
Ｔｒａｎｓｆｏｒｍｅｒ 模块在各个层次的输出特征都是比前一层的输出图像通道数翻倍ꎬ尺寸减半. 依此类推ꎬ在其他

表 ３　 ＲｅｓＮｅｔ 模块添加位置消融实验结果

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｒｅｓｕｌｔｓ ｆｏｒ ＲｅｓＮｅｔ ｍｏｄｕｌｅ
ａｄｄｉｔｉｏｎ ｐｏｓｉｔｉｏｎｓ

指标 添加位置 Ａ Ｐ Ｓ

ＤＩＣＥ
(↑)

第一层

第二层

第三层

第四层

第一、二层

第一、二、三层

所有层

０.７２８ １
０.７１３ ６
０.６９７ ５
０.６９３ ５
０.７２９ １
０.７１７ ２
０.７１９ １

０.６５２ ８
０.６３６ ６
０.６１０ ２
０.６０５ ６
０.６４８ ２
０.６３１ ４
０.６５０ ６

０.７９６ ９
０.７８９ ２
０.７８３ ２
０.７８０ ７
０.８００ ７
０.７９１ ７
０.７９２ ４

ＳＳＩＭ
(↑)

第一层

第二层

第三层

第四层

第一、二层

第一、二、三层

所有层

０.８２２ ０
０.８１２ ３
０.８０３ ２
０.８０４ ０
０.８２１ ７
０.８１５ ０
０.８１７ １

０.９２１ ０
０.９１６ ９
０.９０７ ９
０.９０６ ２
０.９１６ ３
０.９１６ ４
０.９２１ ９

０.８５９ ６
０.８５３ ５
０.８４８ ０
０.８４８ ０
０.８６０ ８
０.８５５ ７
０.８５６ ４

Ｔｉｍｅ / ｓ
(↓)

第一层

第二层

第三层

第四层

第一、二层

第一、二、三层

所有层

０.１７１ ７
０.１４４ ２
０.１４０ ３
０.１５０ ３
０.１４１ ４
０.１３８ ９
０.１４９ ７

０.１２１ ６
０.１０８ １
０.０９１ ５
０.１１６ ０
０.０９０ ９
０.０９１ ８
０.１４８ ６

０.１００ ０
０.１０２ ０
０.０８７ ６
０.１０３ ７
０.０８８ ３
０.０８６ ６
０.１４８ ０

表 ２　 不同配准方法定量分析

Ｔａｂｌｅ ２　 Ｑｕａｎｔｉｔａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｔｈｅ ｄｉｆｆｅｒｅｎｔ
ｒｅｇｉｓｔｒａｔｉｏｎ ｍｅｔｈｏｄｓ

指标 方法 Ａ Ｐ Ｓ

ＤＩＣＥ
(↑)

ＬｏＦＴＲ[１３] ０.６２９ ６ ０.５７２ ８ ０.７７２ ３

Ｂｓｐｌｉｎｅ[４] ０.７０４ ６ ０.６６７ ０ ０.７８４ ９

ＶｏｘｅｌＭｏｒｐｈ[８] ０.６７７ １ ０.６２８ ８ ０.７６８ ２

ＴｒａｎｓＭｏｒｐｈ[１０] ０.６８１ ４ ０.６１６ ８ ０.７７７ ８

ＴｒａｎｓＭａｔｃｈ[１２] ０.７１２ ８ ０.６３０ １ ０.７９１ ９

Ｏｕｒｓ ０.７１９ １ ０.６５０ ６ ０.７９２ ４

ＳＳＩＭ
(↑)

ＬｏＦＴＲ ０.７６９ ８ ０.９１７ ８ ０.８３３ ５

Ｂｓｐｌｉｎｅ ０.８１７ ３ ０.９３７ ５ ０.８６５ １

ＶｏｘｅｌＭｏｒｐｈ ０.７９８ ４ ０.９２４ ５ ０.８４２ ０

ＴｒａｎｓＭｏｒｐｈ ０.７９８ ４ ０.９１７ ７ ０.８４９ ２

ＴｒａｎｓＭａｔｃｈ ０.８１３ １ ０.９１１ ５ ０.８５５ ２

Ｏｕｒｓ ０.８１７ １ ０.９２１ ９ ０.８５６ ４

Ｔｉｍｅ / ｓ
(↓)

Ｂｓｐｌｉｎｅ ２７.０６１ ６ ４４.９６８ ０ ２２.１８８ ７

ＶｏｘｅｌＭｏｒｐｈ ０.００７ ０ ０.００６ ６ ０.００６ ５

ＴｒａｎｓＭｏｒｐｈ ０.０４１ ２ ０.０４０ ９ ０.０４１ ０

ＴｒａｎｓＭａｔｃｈ ０.０９９ ３ ０.０９７ ７ ０.０９７ ７

Ｏｕｒｓ ０.１４９ ７ ０.１４８ ６ ０.１４８ ０

—５２１—
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层次上的修改也是将两种模块的输出特征执行相同的操作ꎬ其他网络架构与 ＴｒａｎｓＭａｔｃｈ 模型保持一

致. 实验结果显示ꎬ在前两层添加该模块时ꎬ模型的 ＤＩＣＥ 和 ＳＳＩＭ 均有所提升ꎬ表明在这些层次上ꎬＲｅｓＮｅｔ
模块能够有效地增强局部特征提取能力ꎬ从而提高模型的配准性能ꎬ因为前两层通常负责提取低级别的特

征ꎬ包括图像中的边缘、纹理等ꎬＲｅｓＮｅｔ 模块擅长捕捉局部特征ꎬ能够有效增强这些层次的特征表示ꎬ为高

层特征提供更可靠的基础ꎬ从而提高模型在捕捉细节上的表现. 而在后两层添加 ＲｅｓＮｅｔ 模块表现并未带

来提升ꎬ引入了额外的复杂性ꎬ因为后两层通常负责提取更高级别的特征ꎬ特征通常是全局信息ꎬ不再局限

于局部区域ꎬ此时的特征是经过多层抽象后的综合特征ꎬ模型更加依赖全局特征ꎬＲｅｓＮｅｔ 的局部增强作用

变得相对有限. 并且前两层添加 ＲｅｓＮｅｔ 模块不仅能提升精度ꎬ还能保持较高的运行效率ꎬ而过多层次的

ＲｅｓＮｅｔ 模块并不会带来进一步的性能提升ꎬ反而可能增加计算复杂度. 综上所述ꎬ适度的局部增强是有益

的ꎬ但过度使用可能带来负面影响ꎬ我们明确得出在编码阶段的前两层添加 ＲｅｓＮｅｔ 模块是最优选择ꎬ能够

在提升模型配准精度的同时ꎬ保持较高的配准效率.
在表 ４ 中ꎬ展示了是否增加血管信息对模型性能影响的消融实验结果ꎬ由于血管信息的引入不会增加

模型的参数复杂度ꎬ因此主要讨论其对配准精度的影响. 实验结果显示ꎬ不添加血管信息时ꎬ三类数据的

ＤＩＣＥ 和 ＳＳＩＭ 指标均显著下降ꎬ尤其是在 Ｓ 类数据中ꎬＤＩＣＥ 从 ０.７９２ ４ 下降到 ０.１８５ ５ꎬＳＳＩＭ 从 ０.８５６ ４ 下

降到 ０.６０４ ９. 这表明在没有血管信息的情况下ꎬ模型的配准精度大幅降低. 主要原因在于缺乏明确的结构

引导ꎬ导致模型在复杂配准任务中容易发生错误匹配ꎬ并且在优化过程中忽视关键解剖结构ꎬ最终导致配

准精度下降. 而通过引入血管信息ꎬ可以增强模型对关键结构的约束ꎬ确保模型在训练时更稳定地朝着正

确方向收敛ꎬ减少误配现象. 消融实验进一步证明了血管信息在眼底图像配准任务中的重要性ꎬ不仅提升

了配准精度ꎬ还确保了关键解剖结构的准确对齐ꎬ验证了其作为辅助特征的必要性. 总之ꎬ消融实验结果

明确表明ꎬ血管信息的引入对于实现高精度和稳定的眼底图像配准至关重要.
表 ４　 添加血管信息消融实验结果

Ｔａｂｌｅ ４　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｒｅｓｕｌｔｓ ｆｏｒ ａｄｄｉｎｇ ｖａｓｃｕｌａｒ ｉｎｆｏｒｍａｔｉｏｎ

指标 是否添加 Ａ Ｐ Ｓ 指标 是否添加 Ａ Ｐ Ｓ

ＤＩＣＥ
(↑)

否
是

０.１４８ ６
０.７１９ １

０.１３７ ０
０.６５０ ６

０.１８５ ５
０.７９２ ４

ＳＳＩＭ
(↑)

否
是

０.６０３ ７
０.８１７ １

０.８１２ ８
０.９２１ ９

０.６０４ ９
０.８５６ ４

４　 结论

本文提出了一种基于 Ｔｒａｎｓｆｏｒｍｅｒ￣ＣＮＮ 的双流网络眼底图像可变形配准方法ꎬ利用 Ｔｒａｎｓｆｏｒｍｅｒ 和

ＣＮＮ 模型的互补性ꎬ增强特征提取能力ꎬ配合交叉注意力模块对分层特征进行逐级匹配. 采用结构驱动的

方式ꎬ通过血管分割变形结果辅助网络训练ꎬ减少模型在血管区域的配准误差ꎬ进而提高配准精度. 实验

结果显示ꎬ我们的配准方法在 Ａ、Ｐ、Ｓ 这三类数据上的表现均优于其他方法ꎬ特别是在血管细节和重叠区

域的处理上更为准确和精细ꎬ这表明我们的方法在配准精度和细节处理方面具有显著优势.
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