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摘 要：【【目的】】随着新能源和电力电子设备的大规模并网，新型电力系统安全稳定特性面

临严峻挑战，而数据驱动方法为建立暂态稳定评估模型提供了可行思路，但由于模型自身的黑

箱性决定了其决策依据的不可知，成为限制其在线应用的关键因素。【【方法】】针对以上问题，本文

提出基于改进 XGBoost 的电力系统暂态稳定评估模型及其可解释性方法。一方面，通过提升

XGBoost 模型对决策边界样本的学习能力，在满足评估速度要求的前提下显著提升模型的暂

态稳定评估精度。另一方面，为提高评估结果的可解释性，基于沙普利加性原理提出特征—样

本可解释方法，对模型的评估结果进行归因分析。【【结果】】在 IEEE 39 节点系统和某省级电网仿

真结果表明，所提方法相较于传统模型具有更高的评估精度，同时具备良好的可解释能力。
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Abstract：【【Purposes】】With the large-scale grid-connection of new energy and power electronic 
devices， the security and stability characteristics of new power systems are facing serious challenges， 
and data-driven methods provide feasible ideas for the establishment of transient stability assessment 
models.  However， the black-box nature of the models themselves determines their decision-making 
basis being not known， which has become a key factor limiting their online application.  【【Methods】】To 
address this issue， a power system transient stability assessment model based on improved XGBoost 
and its interpretability method were proposed.  【【Results】】  On one hand， by improving the learning abil⁃
ity of the machine learning model on the decision boundary samples， the transient stability assessment 
accuracy of the model is significantly improved under the premise of meeting the assessment speed re⁃
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quirement.  On the other hand， in order to improve the interpretability of the assessment results， attri⁃
bution analyses of the model’s assessment results are carried out based on the Shapley additivity prin⁃
ciple from the perspectives of global features and local samples， separately.  【【Conclusions】】The simu⁃
lation results at IEEE 39 nodes and a provincial power grid show that the proposed method has higher 
assessment accuracy than that of traditional models， and also has good interpretability.

Keywords：transient stability assessment； machine learning； interpretability； Shapley additive 
explanation

电力系统的暂态稳定分析是保障电力系统正

常运行的基础。“双碳”目标下，随着高比例可再生

能源的并网及大规模电网互联［1］，电源结构发生了

重大变化，电网安全稳定面临着严峻考验［2］。传统

的 暂 态 稳 定 评 估（transient stability assessment， 
TSA）主要依托机理模型，但随着电网规模的增大，

新型电力系统高维非线性的特性使其计算复杂度

和时间成指数增长［3］，且当运行方式或拓扑结构改

变时，须重新建模仿真，因此亟需引入能兼具快速

性、准确性和普适性的暂态稳定评估方法［4］。

人工智能技术和相量测量单元（phasor mea⁃
surement unit， PMU）的广泛应用，为基于数据驱动

的电力系统暂态稳定评估研究提供了技术支撑［5-7］。

由于实际电网失稳样本数量远少于稳定样本，样本

的不平衡性限制了数据驱动模型在提升综合性能

和增强泛化能力方面的潜力［8］。为了应对这一挑

战，现有研究主要从过采样、引入约束、集成学习、

拟合少数样本等方面进行优化和改进。文献［9］提

出改进合成少数过采样方法，对少数类样本进行线

性插值以实现样本扩增，减少不平衡数据集的影

响。文献［10］引入梯度范数均值比，量化了数据集

不平衡度，提出基于代价敏感法的损失函数改进方

法，仿真结果表明，对模型评估具有良好的修正效

果。文献［11］通过 Easy Ensemble 算法进行数据采

样，并基于集成学习策略提高分类器精度。文献

［12］为辅助模型更好地学习数据分布特征，提出双

生成对抗网络，通过交替训练生成器和判别器，批

量生成符合真实分布的少数类样本，实验结果表明

所提方法能显著提高样本多样性。上述研究主要

从数据层面进行少数样本拟合，然而，电力系统运

行方式和拓扑结构处于动态变化中，无法从根本上

提升模型在多场景下的泛化能力。

另一方面，机器学习模型自身的黑箱性质使其

可解释性差，降低了 TSA 评估的可靠性［13］。从解释

方法看，主要存在三种方法［14］：事前解释、自解释和

事后解释。然而，前两种方法在迁移能力上表现不

佳，并且可能会降低评估结果的精确度，这与电网

在线安全评估所需的高精准度标准不相符［15］。因

此，目前的研究趋势主要集中在事后解释方法上，

采用了代理模型的策略。具体来说，文献［16］用线

性模型作为深度神经网络在单个数据点附近的代

理，以此来解释输入变量的敏感性和贡献度。文献

［17］将决策树作为 GRU 神经网络的正则项，通过

可视化决策树进行决策规则方面的解释。文献

［18］基于贪婪优化决策树，并以树的最大深度作为

可解释的度量。文献［19］从特征映射层面基于 XG⁃
Boost 模型计算特征重要性分数得出针对特定样本

的特征重要性排序。文献［20］运用集成学习思想，

针对不同事故分别训练决策树，提取 IF-THEN 规

则指导预防控制措施，但随着特征维度的增长，规

则将成倍增长，解释结果因复杂性过高仍然难以

理解。

为解决现有 TSA 研究存在模型泛化能力低、可

解释性差的问题，本文提出基于改进 XGBoost 的暂

态稳定评估模型及其可解释性分析方法。一方面，

通过改进模型的焦点损失函数，提高模型对临界态

样本的关注度，增强了模型应用于实际电网多种不

均衡样本工况下适应能力。另一方面，针对评估模

型的黑箱性质，基于沙普利加性原理（Shapley addi⁃
tive explanations， SHAP）训练广义加权线性模型，

分别从全局特征和局部样本角度得出影响模型评

估结果的特征贡献度及模型做出预测的原因，提高

了数据驱动在线 TSA 的准确率和可靠性。

1 改进 XGBoost模型

1. 1　含正则项的 XGBoost算法

XGBoost 是由若干基模型并行运算的集成算

法［21］，其目标函数 O bj 由模型的损失函数 L 与抑制模

型复杂度的正则项组成，如公式（1）所示：

O bj = ∑
i = 1

n

L ( ŷ i,yi )+ ∑
t = 1

k

Ω ( ft ) . (1)

式中：i表示样本，t表示基模型，ŷ i表示第 i个样本的预
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测值，yi 表示第 i个样本的真实值，L 为损失函数，n为

样本容量，k为迭代次数，Ω为各基础模型的复杂度。

通常取损失函数为平方损失或逻辑损失。将

基模型取为决策树时，模型的复杂度由叶子数及叶

子节点的权重决定。将损失函数取为平方损失并通

过泰勒展开式进行适当简化，可得到目标函数为：

O bj = - 1
2 ∑

j = 1

T Gj
2

H j + λ
+ γT . (2)

Gj = ∑
i ∈ Ij

g i = ∑
i ∈ Ij

∂ ŷ ( t - 1 ) L ( yi,ŷ ( t - 1 ) ) . (3)

H j = ∑
i ∈ Ij

h j = ∑
i ∈ Ij

∂2
ŷ ( t - 1 ) L ( yi,ŷ ( t - 1 ) ) . (4)

式中，T 为树模型的个数，λ 和 γ 是为了防止模型过

拟合的正则化系数。

求每个节点每个样本的一阶导数 gi 和二阶导

数 hi，然后对每个节点所含样本求和得到 Gi 和 H i，

最后遍历决策树的节点即可得到目标函数。为了

评价不同树状结构的优劣，使用精确贪心算法（ex⁃
act greedy， EG）。在树的节点进行分裂时，依据公

式（5）来进行判断。

G a = LL + LR - LF . (5)
式中，LL 表示分裂后左侧节点的损失值，LR 表示分

裂后右侧节点的损失值，LF 表示不进行分裂，直接

通过父节点得到的损失值。根据这一标准，如果 G a

的值大于 0，则应继续对当前节点进行分裂；如果 G a

的值不大于 0，则应停止对该节点的进一步分裂。

1. 2　基于不平衡样本的损失函数改进

交叉熵（cross entropy，CE）是机器学习领域最

常用的损失函数之一［22］，在分类任务中常被用于指

导模型训练，其公式为：

ICE (Y,Y
⌢

)= -∑i
[ yi ⋅ ln ( y

⌢
i
) ] . (6)

由 公 式（6）可 知 ，当 ŷ i 与 yi 的 距 离 越 远 时 ，

ICE (Y，Y
⌢

) 的值越大，对模型设置的惩罚项越大。

在电力系统的实际操作中，暂态失稳的案例数量远

低于稳定的案例，这导致模型在预测时更倾向于识

别稳定样本，增加了对不稳定样本的误判风险。面

对这种样本不平衡的问题，目前主要有两种应对策

略［23］：一种是在数据层面采取措施，比如使用超采

样、欠采样或数据增强等手段；另一种是在算法层

面进行调整，比如应用加权损失函数等方法。本文

通过引入焦点损失函数对 ICE 进行改进，公式如下：

IFL (Y,Y
⌢

)=
ì

í

î

ïïïï

ïïïï

-α ( 1- y
⌢

i
)β ⋅ log y

⌢
i
,yi = 1

-( 1- α )⋅ y
⌢

i

β

⋅ log ( 1- y
⌢

i
),yi = 0

.  (7)

式中，α ∈（0，1）为平衡因子，其作用是调整多数类与

少数类样本的相对数量；β ∈ ［0，+∞］ 为调制因子，

这个调节参数可以降低多数类样本在损失函数中

的权重，以此增加少数类样本与多数类样本在损失

函数中的差异，进而提升模型对少数类样本的重视

程度；其他参数的定义与公式（1）中的保持一致。

2 基于 SHAP 的模型可解释性分析

2. 1　全局特征贡献度解释

下文将从全局角度解释哪些输入特征对模型

预测具有突出的影响，以及特征对不同目标变量的

贡献度差异。

根据沙普利值的加性理论，广义加权线性模型

通过一种特殊的训练方法来拟合一个分类器。该

模型对单个样本的预测结果等于所有样本预测值

的平均值再加上每个特征的 SHAP 值之和，如公式

（8）所示：

F ( x )= G ( x )= β0 + ∑
i = 1

M

βi . (8)

式中，β0 代表模型对样本的预测基础值，βi 反映了模

型对任意样本的预测结果的期望值。βi 表示样本的

第 i 维度特征的 SHAP 值。SHAP 值衡量了在不同

特征组合下，样本 x 中各个特征的平均边际贡献。

如公式（9）所示：

ì

í

î

ïïïï

ïïïï

βi=∑
S

|| S !( M- || S -1 )!
M! [ Fx ( S∪{ x ( i ) } )-Fx ( S ) ]

S⊆{ x ( 1 ),x ( 2 ),…,x ( M ) }-{ x ( i ) }
.

(9)
其中，{ x ( 1 )，x ( 2 )，…，x ( M ) }表示所有特征集合，而 S 是

指不包含特定特征 i 的特征子集。SHAP 值的绝对

值大小衡量了该特征对模型预测结果的影响力，即

绝对值越大，该特征对模型预测的贡献就越显著。

此外，SHAP 值的符号指示了特征对模型输出的影

响方向：正值表示特征增加模型输出，负值表示特

征减少模型输出。

2. 2　特征映射规律分析

为深入分析关键特征对预测目标的影响，采用

累 积 局 部 效 应 图（accumulated local effects plot， 
ALE）。该图通过局部效应分析，排除了特征间相

互关联的干扰，可以更清晰地看到每个特征对目标

变量的独立影响。此外，ALE 图还能评估具有强相

关性的变量对预测目标的联合影响，相较于部分依

赖图，它提供了一种更为有效且无偏的分析方法。

ALE 图的构建过程涉及对预测变化的累积平均的

266



第  2 期 王金浩，等：基于改进 XGBoost的电力系统暂态稳定评估方法及其可解释分析

计算，并将这些变化累加到特定的网格上，如公式

（10）所示：

f j,ALE ( x s,x c )= δf ( x s,x c )
δx s

 . (10)

其中 x s 为待解释的特征，x c 代表除了待解释特征之

外的所有其他特征集。ALE 图直观地显示了特征

值变化对预测结果的影响，为预测结果提供了精确

的分析。

2. 3　样本评估结果溯因

为解释深度学习模型对给定实例的预测原因

及其置信度，采用局部代理模型提供解释［24］。首先

在目标样本的邻域内进行扰动采样，生成新的样

本，并基于这些新样本与原始样本之间的距离，赋

予它们相应的权重。随后，利用这些加权的新样本

集来训练代理模型，目的是获得对原始模型在局部

区域内的准确近似。

所构建的目标函数如式（11）所示，其核心是在

损失函数和模型复杂度之间实现最优平衡，确保局

部代理模型的预测性能与全局评估模型高度一致，

同时避免过度拟合。

Exp( x )= arg min [ L ( f,g,πx )+ Ω ( g ) ] . (11)
式中，L 表示局部代理模型的均方误差，它反映了局

部代理模型 g 与全局评估模型 f之间的拟合紧密度。

邻近度参数 πx 限定了在样本 x 周围的扰动采样范

围，而 Ω ( g )则量化了模型的复杂性，其数值与所选

代理模型及特征个数有关，代理模型结构越复杂，

拟合保真度越高，但可理解性越差。因此，本文将

广义加性模型作为代理模型，可以使其模型复杂度

达到最低，并且可以通过特征被赋予的权重解释模

型做出预测的原因。

3 基于 XGBoost 的可解释性暂态稳

定评估
3. 1　输入特征选择

本文在借鉴前人经验的基础上［25-27］，综合选取

了暂态过程中母线（电压）、发电机（功角、角速度、

有功功率、无功功率、机械功率）、交流线（有功功

率、无功功率）、负荷（电压、电流、有功功率、无功功

率）作为原始特征，选取经过简单数学运算后具有

物理可解释性的复合特征作为数据集，以保证在全

面涵盖暂态信息的前提下减少输入维度。选取的

复合特征及其物理意义如表 1 所示。

3. 2　标签构建

现有研究通常是将系统暂稳状态划分为稳定

和不稳定两种，忽略了暂态过程的中间状态，难以

及时发现系统存在的隐患。本文根据不同的运行

条件，将电力系统运行状态分为安全态、警戒态、紧

急态和崩溃态，图 1 为运行状态以及相应的转换关

系图，其中安全态、警戒态合称正常状态，紧急态和

崩溃态合称非正常状态。

本文首先通过发电机间最大功角差是否大于

360°判断系统处于正常状态还是非正常状态。在正

常状态中，设置全网 N-1 故障，若存在一种故障使

系统不满足功角判据，则当前状态为警戒态，否则

表 1　选取的复合特征及其物理意义

Table 1　Selected composite features and their physical significance

复合特征

母线电压最大值

母线电压最小值

负荷有功功率之和

发电机输入机械功率平均值

发电机转子动能最大值

发电机转子初始加速度最大值

发电机初始加速度均方根误差

发电机初始加速功率的均值

发电机转子动能平均值

具 有 最 大 动 能 发 电 机 的 转 子
角度

具有最大加速度发电机初始相
对转子角度

具有最大转子角度发电机的转
子动能

发电机初始加速度的均值

发电机间最大功角差

发电机所受最大有功冲击

系统总能量调整
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物理意义

故障后母线电压转移情况

故障处母线电压是否越限
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各发电机的平均发电水平
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受扰最严重的发电机失稳趋势

各发电机转子初始加速度离散
程度

发电机在故障时供求失衡平均
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所有发电机总动能增量

具有最大动能发电机在故障切除
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故障对系统整体的影响

故障对系统功率振荡的影响

图 1　运行状态划分及其转换关系

Fig.1　System transient state division and transformation 
relationship
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为安全态。在非正常状态中，通过判断继电保护装

置动作后系统能否稳定运行区分紧急态和崩溃态，

即保护装置动作，故障切除后系统满足功角判据，

则当前状态为紧急态，否则为崩溃态。

3. 3　评估指标

准确率通常被用作评估数据驱动电力系统暂

态稳定性模型效能的常规指标，但其未能特别关注

对重点类别预测误差的影响。本文在电力系统运

行状态分析中，加入混淆矩阵来评估模型对重点类

别样本的预测准确性，如表 2 所示。

表 2 中列出的变量是通过模型对测试集中的样

本进行预测，并将预测结果与实际结果进行比较

后，逐一累加得出的。T、F 分别记录了模型预测正

确与错误的样本数量。参数下标的第一列索引代

表系统的真实状态，第二列索引则表示模型的预测

状态。进一步地，从准确率、漏检率和误检率这三

个关键维度来评估模型的性能，定义如下。

1）准确率：作为评价模型整体拟合能力的指

标，其值反映了模型对所有状态样本预测的精确

度，如公式（12）所示：

A CC = T 11 + T 22 + T 33 + T 44

N
 . (12)

其中，N 为测试集样本总数，准确率越高，则对未知

状态样本预测正确的把握越大。

2）漏检率：用于衡量模型未能正确识别异常状

态的错误率。在电网运行过程中，未能检测到故障

信息可能导致严重的连锁反应，如公式（13）所示：

M JR = F 31 + F 32 + F 41 + F 42

N
 . (13)

3）误检率：用于衡量模型错误地将正常状态样

本识别为异常状态的误差，在实际应用中这种误判

可能导致误报警，从而引起保护设备的不必要动

作，如公式（14）所示：

F JR = F 13 + F 14 + F 23 + F 24

N
 . (14)

3. 4　评估流程

本文所提基于改进 XGBoost 的暂态稳定评估

流程由三部分组成，分别为离线训练、可解释性分

析和在线应用，如图 2 所示。

表  2　暂态稳定评估的混淆矩阵
Table 2　Confusion matrix for transient stability assessment

实际状态

安全态

警戒态

紧急态

崩溃态

预测状态

安全态

T11

F21

F31

F41

警戒态

F12

T22

F32

F42

紧急态

F13

F23

T33

F43

崩溃态

F14

F24

F34

T44

图 2　数据驱动的暂态稳定评估及其可解释分析流程

Fig.2　Data-driven transient stability assessment and its interpretable analysis process
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贡献度
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可解释分析

结束

268



第  2 期 王金浩，等：基于改进 XGBoost的电力系统暂态稳定评估方法及其可解释分析

在离线训练阶段，首先对构建的电力系统进行

潮流设置和暂态故障设置，按照预想特征集进行特

征提取，并对每个样本标注状态标签构成原始数据

集。经过滚动标准差法检测去噪后，按照预定的比

例将数据集分为训练集和测试集。训练集用于 XG⁃
Boost 模型的训练，测试集用于评估训练后模型的

性能，并进行参数调整以优化模型的拟合效果，使

其达到最佳。接着，以电力系统运行状态为导向，

基于 SHAP 原理量化各输入特征对模型预测的贡

献度，针对重要特征分析其映射规律，并结合实例

样本溯因模型的评估依据。在线应用时 ，对于

PMU 采集的实时数据，经数据增强后调入预训练

好的模型中，并对模型评估结果给出合理解释。

模型的复杂度与模型准确性相关联，又与模型

的可解释性相对立。本文从全局特征和局部样本

的角度对模型预测作了解释。其中全局解释是以

模型评估结果为依据，通过计算特征对预测输出结

果的贡献来解释模型如何基于其输入特征做出决

策。局部解释是一种与模型无关的解释，只研究某

数据点和该点周围特征空间中的局部区域，并基于

该区域解释该样本的模型决策，进而提升“黑箱”模

型在线应用的可靠性。

4 算例分析

4. 1　样本构造

所提方法的有效性验证，采用新英格兰 IEEE 
39 节点系统作为算例，仿真平台为 PSASP。负荷

水平为 70%~120%，发电机出力为 80%~100%，

故障类型为三相短路故障，故障点分别设置在各线

路的 1%、50% 和 99% 处，以模拟不同位置的故障

影响。故障持续时间为 0. 1 s、0. 15 s 和 0. 2 s。按

3. 1 节所示选择母线、发电机、线路、负荷 185 维运行

特征和 17 维复合特征，共计 202 维特征作为输入变

量。采用 3. 2 节方法对各样本进行状态判别，分别

将安全、警戒、紧急和崩溃状态标记为 1、2、3、4。对

故障前、中、后时间断面以 0. 01 s 为步长采样，通过

仿真共得到 12 750 个样本。从样本中随机抽取

70% 用于构建训练集，剩余的 30% 保留作为测

试集。

4. 2　数据预处理

PMU 提取的时间序列常包含离群值和异常

值，本文采用梯度检测法，滑动时间窗口大小设置

为 5，可以在每段中筛选出梯度变化幅度过大的样

本点，避免极端数据对样本预测的干扰，如图 3

所示。

4. 3　模型性能对比

为了验证本文所提改进 XGBoost 模型的性能，

在相同数据集下将其与常用机器学习模型支持向

量机（support vector machine， SVM）、K-近邻（k-
nearest neighbor， KNN）、堆叠自动编码器（stack au⁃
toencoder， SAE）、随机森林（random forest， RF）、

递归神经网络（recurrent neural networks， RNN）进

行对比。SVM、KNN、RF 基于 Python 的 sklearn 库

构建，SAE、RNN 基于 Pytorch 框架实现，Batchsize
为 400，epoch 为 500，初始学习率为 0. 005，L2 的惩

罚因子为 0. 01，dropout 为 0. 5，其余超参数按照网

格寻优。为避免测试结果的偶然性，随机打乱训练

集与测试集，对各模型进行 10 次独立非重复实验，

各项指标取测试集的平均值，结果如表 3 所示。

由测试结果可知，SAE、KNN 对高维时序特征

的映射能力有限，SVM 对于时序数据的分类可能受

维数灾难的影响，测试集上的准确率不足 98%。

RF 和 RNN 能够捕捉长时间序列的全局依赖关系，

性能稳定且准确率较高，但漏检率超过 0. 3%，在实

际应用中因未能及时识别故障而引起连锁事故的

概率较大，仍有待进一步改进。本文所提 XGBoost
模型具有更强的数据挖掘能力，将误检率、漏检率

降到 0. 25% 以下，与其他的评估模型相比，综合性

特
征
值

1.2

1.0

0.8

0.6

0.4

0.2

0
25        50        75       100      125      150       175     200

时间序列

原始数据

梯度检测

图 3　基于梯度检测的样本去噪

Fig.3　Sample denoising based on gradient detection

表  3　不同模型的性能对比

Table 3　Performance comparison of different models

评估模型

SVM
KNN
SAE
RF

RNN
改进 XGBoost

ACC/%
97. 76
97. 48
96. 81
98. 92
99. 13
99. 25

M JR/%
0. 62
0. 77
1. 03
0. 34
0. 32
0. 20

F JR/%
0. 68
0. 95
1. 15
0. 42
0. 23
0. 21
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能表现更为优异。

4. 4　模型鲁棒性测试

实际电力系统发生故障的概率较低，导致稳定

样本远多于失稳样本，对模型抗样本失衡能力提出

了较高要求［11］。为了测试不平衡样本对各种深度

学习模型性能的影响，以及所提改进焦点损失函数

的优势，定义样本不平衡度 C 如下：

C = N max - N min

N all
(15)

式中，N max、N min 分别为测试集上最多、最少类样本

的数量，N all 为测试集上样本总数。

在 C=0. 1、0. 15、0. 2、0. 25 的较均衡、稍不均

衡、不均衡、极不均衡四种数据集环境下，将传统

XGboost、RNN、KNN和所提改进 XGBoost模型分别

进行 16次独立重复实验，准确率结果如图 4所示。

图中箱型展示了各模型在测试集上准确率的

最小值、下四分位数、中位数、上四分位数及最大

值。实验结果表明，KNN 数据分布较为均匀，最容

易受样本不均衡性干扰，特别是当 C=0. 3 时，准确

率的最小值低于 0. 8，表明其在极端不均衡环境下

模型性能受限；传统 XGbosst 在不均衡测试集上性

能较好，但 C 过大时，准确率有明显突降；而本文所

提改进 XGBoost 在各种样本场景下的准确率都高

于其他机器学习模型，在 C=0. 3 的数据集中，准确

率最低仍位于 0. 95 左右，表明通过交点损失函数改

进的 XGbosst模型具有优良的鲁棒性能力。

4. 5　可解释分析

4. 5. 1　全局特征解释

考虑电力系统运行方式差异，分析各输入特征

在不同状态下的 SHAP 值，并将这些变量根据对模

型预测总贡献度进行可视化展示，如图 5 所示。其

中横轴代表 SHAP 值，不同颜色则代表不同的状态

标签。由上述分析，可得以下结论：

(a)传统 XGboost                                                             (b)KNN

(c)RNN (d)改进 XGBoost

图 4　抗噪性能及去噪方法对比

Fig. 4　Comparison of anti-noise performanc of different denoising methods

模
型
准
确
率

1.00

0.95

0.90

0.85

0.80

0.75
0.15 0.20 0.25 0.30

不平衡度

模
型
准
确
率

1.00

0.95

0.90

0.85

0.80

0.75
0.15 0.20 0.25 0.30

不平衡度

模
型
准
确
率

1.00

0.95

0.90

0.85

0.80

0.75
0.15 0.20 0.25 0.30

不平衡度

模
型
准
确
率

1.00

0.95

0.90

0.85

0.80

0.75
0.15 0.20 0.25 0.30

不平衡度

图 5　基于 SHAP的全局特征重要性

Fig.5　Global feature importance based on SHAP
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1）从总体特征贡献度看，发电机 3 的有功功率

对模型评估的影响最大，它在预测所有运行状态时

都显示出较高的边际影响力 ，表现出较好的平

衡性。

2）具体到某一特征，发电间的最大功角差和无

功功率在预测紧急态和崩溃态时贡献最为显著，这

些特征可以作为预防控制或故障切除后恢复控制

的重要参考。而母线电压最小值则在预测正常状

态时更为有效，对非正常状态的预测影响较小，可

以作为故障切除后恢复阶段的检验指标。

3）从特征节点来看，关键节点如发电机 3 对数

据驱动模型评估有显著影响，其功率变化与整个系

统的安全稳定性密切相关。同时，发电机 2、母线 10
等节点也应予以重点保护和监控。

4）从物理特征看，发电机的有功功率、功角和

母线电压是系统暂态过程的主要物理信息载体，这

些特征在模型的预测和评估中起到了核心作用。

对部分重要特征做出平行坐标图如图 6 所示。

各特征的中轴线表示每个特征的取值，每条折线表

示一组样本，颜色代表模型对样本的预测状态标

签。可以看出，这些特征能将相同颜色的折线近似

集中在一定区域，不同颜色之间有较大差距，表明

这些特征对于预测标签类别有较大作用，且有以下

规律。

1）从标签分布看，对绝大多数特征，正常状态

与非正常状态有明显界限，而紧急态和崩溃态的决

策边界较为接近。

2）从输入特征看，发电机 3有功功率将电力系统

运行状态划分为 4个集中带状区域，具有较强的状态

区分度；发电机功角可以放大紧急状态和崩溃状态

的决策边界，提高模型对非正常状态的辨识能力。

为验证解释结果的正确性，按照元件拓扑结构

及潮流关系，可将 IEEE 39 节点系统结构分为图 7
所示的 3 个分区，并按稳态潮流方向对功率流向进

行标注。其中Ⅰ区作为Ⅱ、Ⅲ分区的连接纽带，处

于拓扑结构的核心区域，对系统的稳定性起最关键

作用。特别地，在各分区边界部分的元件，如母线

10、11、14，负荷 4、16 和发电机 2、3，其作为区域间功

率传输的重要节点，应当采取重点保护与监视。

图 6　部分重要特征的平行坐标图

Fig.6　Parallel coordinates of some important features
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图 7　特征贡献度与拓扑结构

Fig.7　Feature contribution and topology
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4. 5. 2　样本溯因解释

为深入解释模型对样本的评估依据，针对特定

故障进行的暂态稳定性分析如下。

场景一：在 PSASP 中设定一种潮流情况，所有

发电机均以额定水平运行，负荷功率设定为 75%，

在支路 14-15 上发生了持续时间为 0. 15 s 的三相短

路故障。各发电机间功角差及部分母线电压随时

间的动态变化如图 8 所示。仿真结果表明，母线电

压的大幅下降，发电机 3 的功角发生振荡并失步，系

统进入了崩溃状态。

对该故障仿真生成的样本构建了一个局部加

权线性模型。利用该模型对样本状态进行评估，并

进行归因分析，如图 9 所示。图中红色和绿色分别

用以标识模型预测的崩溃态和紧急态的特征，特征

越宽表示该特征所占预测权重越高。

由图 9 可知，母线 14 的电压显著降低和发电机

3 的功率低于设定阈值是样本失稳的关键因素，导

致功角振荡增加，最终引发发电机失步。尽管母线

电压的平均水平和其他因素在紧急状态的范围内，

但它们对预测的影响有限。有 98% 的置信度可以

确认样本处于崩溃状态，建议立即执行切机等措

施，以避免系统进一步解体。

场景二：此时运行状态为发电机的输出功率维

持在 90%，负荷的有功功率达到 100%。当支路 7-8
遭遇三相短路故障，且故障持续时间为 0. 1 s，观察

各发电机之间的功角差和关键母线电压随时间变

化的趋势，如图 10 所示。

基于 SHAP 原理解释模型对该样本的预测原

因，如图 11 所示。图中红色矩形代表正 SHAP 值的

特征，而蓝色部分则代表负 SHAP 值的特征，矩形

面积的大小反映了特征 SHAP 绝对值的大小，即变

量对模型决策的影响程度。模型对于该样本的预

测结果为所有样本的平均基准值特征加该样本所

有特征的 SHAP 值总和。由图 9 与 11 对比可知，不

同实例样本中导致模型做出决策原因的变量有一

定差异，这是由运行工况和故障类型决定的，但具

有全局重要贡献度的特征普遍对各样本的预测均

有较为重要的影响，具有共性指导意义。对该样本

图 9　样本预测归因分析

Fig.9　Sample predictive attribution analysis
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(b)发电机功角变化曲线

图 8　故障场景一下部分母线电压及发电机功角变化曲线

Fig. 8　Partial bus voltage and generator power angle change 
curves for fault scenario 1

1.2

1.0

0.8

0.6

0.4

0.2

0
0.9 1.0 1.1 1.2 1.3 1.4 1.5 1.6 1.7 1.8 1.9 2.0

时间/s

发
电
机
间
功
角
差

/d
eg

500

400

300

200

100

0
0.9 1.0 1.1 1.2 1.3 1.4 1.5 1.6 1.7 1.8 1.9 2.0

时间/s

BUS-10          BUS-12         BUS-15         BUS-14
BUS-9            BUS-18          BUS-1          BUS-31

母
线
电
压

/p
.u

.

G1-G2            G1-G3

G1-G5            G1-G6

G1-G8            G1-G9

G1-G4            G1-G7

G1-G10

272



第  2 期 王金浩，等：基于改进 XGBoost的电力系统暂态稳定评估方法及其可解释分析

而言，由于母线电压最小值、发电机 3 功角、有功功

率均处于正常范围内，且所占权重最高，因此模型

评估该样本为稳定状态。  

4. 6　省级电网算例分析

以 2023 年某省电网的运行数据为依据，建立仿

真计算的案例。该省调装机以火电为主，占比 60%，

风电占比 24%，光伏占比 12%，运行方式主要分夏季

和冬季。夏季电网运行的基础方式为 500 kV 系统大

开机，220 kV 系统小开机，光伏机组、风电机组 0 出

力或光伏机组 80% 出力、风电机组 30% 出力。

考虑到该省电网风电具有明显的区域特性，分

析其同时率，对于研究长时间尺度（日、周、月、年）

下风电空间相关性，以及电网规划中的电力平衡和

安全稳定具有指导意义。本文在基础运行方式下

将该电网按区域和电力传输容量分为 A、B、C、D 四

个片区，调整区域风电、光伏及火电出力比率，构造

不同运行方式，在 PSASP 中调整不同区域发电比

例来模拟机组开停，保持负荷水平为该区域原始数

据不变。各区域装机容量如表 4 所示。

为充分考虑新能源机组出力情况，选择风电机

组出力为 0~100%、光伏机组出力为 0~80%，设置

不同区域风电和光伏机组的出力变化，相应改变其

他区域的火电机组出力，以实现电力潮流的运行配

置。考虑电力系统正常运行方式、特殊运行方式、

负荷波动，以及各分区火电和新能源出力比例变

化，共计生成 500 种潮流运行方式，经潮流计算，有

效潮流运行方式 468 种。

考虑重要线路 N-1、N-2 作为故障事件，仿真输

出信息包括 500 kV 母线电压幅值，火电机组发电机

功角、机端电压、电流、有功、无功，负荷有功、无功，

共计 1 152 维特征，在 PSASP 中进行仿真运算。采

用过采样技术，共生成 20 000 个样本，其中安全态

样本 14 000 个、警戒态样本 2 750 个、紧急态样本

2 750 个和崩溃态样本 500 个。经过特征降维与样

本去噪，筛选得到 228 维输入变量。在相同测试集

上分别对 SVM、RF、RNN 和本文所提 XGBoost 的

(a)母线电压变化曲线 (b)发电机功角变化曲线

图 10　故障场景二下部分母线电压及发电机功角变化曲线

Fig. 10　Partial bus voltage and generator power angle change curves for fault scenario 2
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图 11　场景二样本的预测结果归因

Fig.11　Prediction result attribution for scenario 2 samples
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表  4　某省级电网分区装机容量表

     Table 4　Installed capacity of a provincial power grid region (MW)

分区

A
B
C
D

风电

36. 46
102. 34
59. 53
48. 97

光伏

27. 73
13. 5

33. 41
25. 95

火电

54. 9
189. 78
148. 9
152. 7
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性能对比，混淆矩阵如图 12 所示。

由图 12 可知，SVM 和 RNN 的总体准确率较

低，特别是误评率较高，容易导致保护装置误动作；

RF 的准确率较高，但仍存在较大程度的漏检风险；

所提改进 XGBoost 模型的准确率可达 99. 4%，且漏

检率、误检率可以控制在 0. 25% 以下，能够满足实

际应用需求。

做出全数据集上特征重要性排序如图 13 所示，

其中横轴代表特征的 SHAP 值，纵轴代表特征的实

际值。由图 13 可知，母线电压最小值具有最高的全

局贡献度，且其实际值越低，对模型预测值提升得

越多，系统越容易暂态失稳；而发电机间最大功角

差主要在低值时对模型评估起重要贡献，降低模型

预测值，进而提升系统暂态稳定性。

对 给 定 样 本 做 预 测 归 因 如 图 14 所 示 ，其 中

f ( x )为预测的 SHAP 平均值，蓝色正向预测表示特

征对样本预测为正常状态且有重要贡献，红色反向

预测表示有非正常状态的倾向。由于发电机 A1 的

有功功率、功角和发电机 A3、B2 功角均偏离正常状

态范围，且对预测的贡献最大，因此有 99. 3% 的置

信度认为该样本处于崩溃状态，且该样本主要是由

于发电机功角甩开而失稳，同时预测 SHAP 值的期

望为 0，表明其失稳程度较大。  

图 12　各模型 TSA混淆矩阵

Fig. 12　TSA confusion matrix for each model
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图 13　特征全局贡献度

Fig.13　Global contributions of features
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5 总结

本文针对现有数据驱动 TSA 研究存在评估精

度有待提高、可靠性差的问题，提出了基于改进 XG⁃
Boost 的暂态稳定评估模型及其可解释性分析方

法，主要贡献如下：

1）考虑不同样本对模型评估的贡献度差异，以

焦点损失函数作为 XGBoost 的损失函数，提高模型

对少数类样本的关注度，在 IEEE 39 节点系统和某

省级电网仿真结果表明，所提模型评估准确率在多

种电力系统运行场景下均可维持在 95% 以上，显著

提升了数据驱动模型的泛化能力；

2）考虑机器学习的黑箱性质，提出基于 SHAP
的特征—样本解释方法，量化了考虑运行状态差异

性的全局特征贡献度，分析了重要的特征映射规

律，并给出了实例样本的溯因依据，提高了调度人

员对模型决策依据的可理解度。
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