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基于证据信息粒化的深度三支 ＦＣＭ 聚类方法

郭　 静１ꎬ蔡超越１ꎬ陆　 杨１ꎬ成晓天１ꎬ樊晓雪１ꎬ鞠恒荣１ꎬ２ꎬ丁卫平１

(１.南通大学人工智能与计算机学院ꎬ江苏 南通 ２２６０１９)
(２.南京大学计算机软件新技术国家重点实验室ꎬ江苏 南京 ２１００００)

[摘要] 　 深度聚类由于其在数据挖掘和计算机视觉领域中处理高维数据的显著效果ꎬ已经成为一种流行的无

监督学习方法. 高维空间中的数据更容易存在模糊性ꎬ然而深度聚类无法直接处理数据中的模糊性. 在许多实

际问题中ꎬ数据之间相似性和关联性通常更集中的表现在局部邻域内ꎬ但是传统的深度聚类方法忽略了数据之

间的局部关系. 为了解决上述问题ꎬ本文提出了一种基于证据信息粒化的深度三支 ＦＣＭ 聚类方法. 首先ꎬ本文提

出一种新的对比深度 ＦＣＭ 聚类网络框架ꎬ将数据从复杂的原始数据空间映射到合适的深度特征空间中. 其次ꎬ
基于三支决策的思想ꎬ将第一阶段的聚类结果划分为正域和边界域ꎬ以便处理数据中的不确定性. 最后ꎬ引入半

球邻域粒化方法ꎬ为不确定样本构造信息粒. 基于此ꎬ本文利用证据理论对信息粒中的信任度进行融合ꎬ从而实

现对不确定数据的再分配. 本文所提方法更多地关注数据的局部结构ꎬ以准确地捕捉数据的内在特征. 实验结

果表明ꎬ本文所提出的方法有效地提升了聚类效果.
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郭　 静ꎬ等:基于证据信息粒化的深度三支 ＦＣＭ 聚类方法

聚类是无监督学习中的一种基本技术[１－２]ꎬ在许多领域得到了广泛的应用ꎬ包括机器学习[３－４]、模式识

别[５]、图像分割[６]、推荐系统[７]和其他社会科学[８] 等. 聚类的目标是将数据集中的样本分成不同的组或

簇ꎬ使得每个簇内的样本彼此相似ꎬ而不同簇之间的样本尽可能不同. 传统聚类方法如 Ｋ￣ｍｅａｎｓ 算法[９]通

常采用欧氏距离作为相似性度量ꎬ根据每个样本与聚类中心的距离来确定该样本所属的簇. 尽管这些传

统方法取得了一定的成果ꎬ但是在处理高维和复杂数据集时表现不佳ꎬ难以准确捕捉数据的内在结构ꎬ此
外ꎬ高维数据往往具有大量的冗余特征和噪声ꎬ这些因素可能会干扰传统聚类方法的性能ꎬ使聚类结果不

稳定或不准确.
另一方面ꎬＫ￣ｍｅａｎｓ 等聚类算法属于硬聚类范畴ꎬ每个样本以 ０ꎬ１ 二进制形式被分配到唯一的簇中ꎬ

无法很好表达样本间的不确定性. 软聚类通过分配隶属度来表示不确定性ꎬ即每个样本被赋予属于每个

簇的概率. 模糊 Ｃ 均值( ｆｕｚｚｙ Ｃ￣ｍｅａｎｓꎬＦＣＭ)聚类算法是典型的软聚类方法之一ꎬ已经引起了相当大的关

注. ＦＣＭ 为每个样本分配属于每个簇的隶属度ꎬ它允许样本之间存在一定程度的模糊性. 然而ꎬＦＣＭ 算法

有几个主要的缺点:首先ꎬＦＣＭ 对初始聚类中心的选择非常敏感ꎬ不同的初始值可能导致不同的聚类结

果ꎬ这使得结果不够稳定可靠. 接着ꎬＦＣＭ 容易陷入局部最优解ꎬ导致聚类结果不理想. 在面对大规模数据

时ꎬ这些缺点更加显著. 为了弥补 ＦＣＭ 算法的这一缺陷ꎬＶｅｒｍａ 等[１０] 结合 ＦＣＭ 算法和粒子群优化算法

(ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎꎬＰＳＯ)的优点提出了一种利用粒子群优化算法优化的模糊 Ｃ 均值算法( ｆｕｚｚｙ
ｃ￣ｍｅａｎｓ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎꎬＦＣＭ￣ＰＳＯ) . 其次ꎬＦＣＭ 对数据中的噪声和异常值非常敏感ꎬ即偏离正

常样本过多的样本会大大影响 ＦＣＭ 的聚类过程ꎬ最终导致错误的聚类结果. 针对该问题可采用数据加

权[１１]、空间信息增强[１２－１３]等方式加以解决. 最后ꎬＦＣＭ 无法直接处理数据中的不确定性ꎬ即对于那些不明

确属于某一类别的样本ꎬＦＣＭ 无法提供明确的聚类结果. 在高维数据中ꎬ这个缺点可能会更加显著ꎬ因为

高维空间中的样本更容易存在模糊性ꎬ即更多的样本可能处于不明确的类别之间.
传统的聚类算法将聚类定义为具有明确边界的集合ꎬ只考虑属于和不属于两种关系. 然而ꎬ这种非此

即彼的描述无法捕捉数据的不确定性. 为了解决这一问题ꎬＹａｏ 提出了三支决策( ｔｈｒｅｅ￣ｗａｙ ｄｅｃｉｓｉｏｎꎬ３ＷＤ)
的概念[１４－１６] . 与传统的二支决策相比ꎬ三支决策在属于和不属于的基础上提出了可能属于的概念ꎬ将全域

划分为正域、负域以及边界域. 这一概念在随后的研究中逐渐受到关注ꎬ吸引了越来越多的研究者进行深

入研究. 例如ꎬ徐天杰等[１７]结合人工蜂群算法ꎬ提出了一种基于人工蜂群的三支 Ｋ￣ｍｅａｎｓ 聚类算法. 此外ꎬ
Ｗａｎｇ 等[１８]指出传统的 Ｋ￣ｍｅａｎｓ 聚类方法可以将数据精确地分配到边界清晰的单个簇中ꎬ但其缺点在于

未能充分考虑到簇的边界可能并不明确ꎬ对此他们提出了一种基于三支决策的三支 Ｋ￣ｍｅａｎｓ 聚类算法ꎬ以
更好地解决这一问题.

随着深度学习技术的发展ꎬ深度聚类逐渐受到关注ꎬ现有深度聚类方法针对图像和文本等高维数据利

用深度学习网络(如卷积神经网络[１９]、自编码器[２０]等)自动学习数据更抽象和更具表达性的特征. 深度自

编码器(ｄｅｅｐ ａｕｔｏｅｎｃｏｄｅｒꎬＤＡＥ) [２１]作为深度聚类方法提取特征的重要工具ꎬ通过最小化重构损失来学习

低维嵌入特征空间. 基于 ＤＡＥ 的深度聚类方法主要分为两种ꎬ一种方法将数据嵌入到低维特征中ꎬ然后使

用传统的聚类方法对嵌入特征进行聚类[２２－２３] . 另一种方法是联合优化特征表示和聚类[２４－２５] . 受 ｔ￣ＳＮＥ 算

法思想的启发ꎬＸｉｅ 等[２６]提出了深度嵌入式聚类(ｄｅｅｐ ｅｍｂｅｄｄｅｄ ｃｌｕｓｔｅｒｉｎｇꎬＤＥＣ)的联合框架来优化特征

学习和聚类ꎬＤＥＣ 首先通过重构损失学习从数据空间到低维特征空间的映射ꎬ然后通过 ＫＬ 散度迭代优化

聚类损失. 基于 ＤＥＣꎬ研究人员提出多种变体. 例如ꎬ改进的深度嵌入聚类 ( ｉｍｐｒｏｖｅｄ ｄｅｅｐ ｅｍｂｅｄｄｅｄ
ｃｌｕｓｔｅｒｉｎｇꎬＩＤＥＣ)通过联合优化加权聚类损失和自编码器的重构损失来保证微调阶段的局部结构. 但

ＩＤＥＣ 仍属于硬聚类范畴ꎬ深度模糊 Ｋ￣ｍｅａｎｓ 聚类(ｄｅｅｐ ｆｕｚｚｙ Ｋ￣ｍｅａｎｓꎬＤＦＫＭ) [２７]则使用了软聚类策略ꎬ该
方法通过为每个数据样本分配对于聚类中心的隶属度值ꎬ表示其对多个簇的归属可能性ꎬ从而更好地捕捉

数据的模糊边界和复杂结构.
当前ꎬ对比学习在无监督学习领域展示了卓越的性能. 其通过在特征空间中最大化正对的相似度并

最小化负对的相似度ꎬ提高了模型的特征表示能力. 基于这一概念ꎬ研究者们提出了多种方法. 例如ꎬ
ＳｉｍＣＬＲ[２８]开发了一种非线性头部架构. 该框架利用数据增强手段ꎬ如裁剪、旋转和高斯噪声等ꎬ来设计正

对和负对ꎬ从而通过对比学习来学习视觉表示. 对比聚类(ｃｏｎｔｒａｓｔｉｖｅ ｃｌｕｓｔｅｒｉｎｇꎬＣＣ) [２９]通过数据增强构造

正实例对和负实例对ꎬ然后将其投影到特征空间中进行处理. 该方法在实例级和聚类级上分别对行空间
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和列空间进行对比学习来优化模型性能. 许洁等[３０]为了减小聚类嵌入被分离所带来的影响ꎬ提出了一种

结构关系一致的对比聚类方法. 然而ꎬ这些方法依赖于合理的数据增强来构造正负样本对. 由于每个数据

集都具有其独特的特性ꎬ不同的数据集需要采用不同的数据增强方法ꎬ这大大限制了这些模型的通用

性. 此外ꎬ数据增强的引入不仅增加了模型的复杂性ꎬ还可能导致计算成本大幅提升. 为了解决这一问题ꎬ
本文将对比损失集成到自编码器中ꎬ以增强聚类性能.

本文针对深度聚类无法直接处理数据中的不确定性以及传统的深度聚类方法忽略了样本之间的局部

关系的问题ꎬ提出了基于证据信息粒化的深度三支 ＦＣＭ 聚类方法. 首先提出了一种新的对比深度 ＦＣＭ 聚

类网络框架ꎬ将数据从复杂的原始数据空间映射到一个更加合适的深度特征空间中. 其次基于三支决策

的思想ꎬ将深度 ＦＣＭ 聚类结果划分为正域和边界域ꎬ有助于处理数据中的不确定性. 最后使用半球邻域粒

化方法ꎬ为不确定样本构造信息粒ꎬ并利用证据理论对信息粒的信任度进行融合ꎬ以聚焦样本的局部结构ꎬ
可以准确地捕捉数据的内在特征. 本文的主要贡献总结如下:

(１)提出了一种新颖的对比深度 ＦＣＭ 聚类网络框架ꎬ将数据从复杂的原始数据空间映射到一个更加

合适的深度特征空间中. 相对于原始输入数据ꎬ对比深度 ＦＣＭ 聚类网络所学习到的特征更适用于聚类任

务. 同时设计了一种联合加权损失函数ꎬ该函数由网络重构损失、对比损失和聚类损失组成ꎬ不仅提升了

对复杂样本的判别能力ꎬ也增强了分配样本的确定性.
(２)基于三支决策的思想ꎬ将第一阶段的聚类结果划分为正域和边界域ꎬ使用半球邻域粒化方法ꎬ为

不确定样本构造信息粒ꎬ接着利用证据理论对信息粒中的信任度进行融合ꎬ有效提高样本隶属分配的准

确率.
(３)将本文提出的算法与现有的聚类方法在多个类型数据集上进行实验比较. 由于对比深度 ＦＣＭ 聚

类网络框架、三支决策划分方法和信息粒化与证据融合的优势ꎬ有效地提升了聚类效果. 实验结果表明本

文所提出方法相比于现有方法更具优势.

１　 相关概念介绍

１.１　 ＦＣＭ 聚类

ＦＣＭ 聚类算法首先初始化聚类中心和隶属度参数ꎬ接着计算每个样本对每个聚类中心的隶属度ꎬ根
据计算得到的隶属度更新聚类中心的位置ꎬ这一过程不断迭代ꎬ直至满足停止条件. 该算法能够处理数据

模糊归属情况. ＦＣＭ 的目标函数 Ｌ为:

Ｌ＝ ∑
ｎ

ｉ ＝ １
∑
ｋ

ｊ ＝ １
ｕｍｉｊ‖ｘｉ－ｃ ｊ‖２ꎬ１<ｍ<∞ (１)

式中ꎬｉ＝ １ꎬ２ꎬ􀆺ꎬｎꎬｊ＝ １ꎬ２ꎬ􀆺ꎬｋꎬｎ是样本总数ꎬｋ是聚类中心的数目ꎬｍ为超参数ꎬｕｉｊ是样本 ｘｉ 对聚类中心

ｃ ｊ 的隶属度ꎬｘｉ 是第 ｉ个样本ꎬｃ ｊ 是第 ｊ个聚类中心ꎬ‖ｘｉ－ｃ ｊ‖是第 ｉ个样本到第 ｊ个聚类中心的欧氏距离.
设 Ｕ＝{ｕｉｊ}为 ｎ×ｋ 的隶属度矩阵ꎬｕｉｊ是每个样本属于每个聚类中心的概率大小ꎬ隶属度矩阵满足

∑
ｋ

ｊ ＝ １
ｕｉｊ ＝ １ꎬ∀ｉ＝ １ꎬ２ꎬ􀆺ꎬｎ. 根据隶属度矩阵ꎬ将样本 ｘｉ 划分到第 ａ 类中ꎬ其中 ａ ＝ａｒｇ ｍａｘ

ｊ
{ｕｉｊꎬｉ ＝ １ꎬ２ꎬ􀆺ꎬｎ} .

目标函数中聚类中心 ｃ ｊ 和隶属度矩阵 ｕｉｊ迭代更新公式如下:

ｃ ｊ ＝
∑
ｎ

ｉ ＝ １
ｕｍｉｊ ｘｉ

∑
ｎ

ｉ ＝ １
ｕｍｉｊ

ꎬ (２)

ｕｉｊ ＝ ∑
ｋ

Ｋ ＝ １

‖ｘｉ － ｃ ｊ‖
‖ｘｉ － ｃＫ‖

æ

è
ç

ö

ø
÷

２
(ｍ－１)æ

è
ç

ö

ø
÷

－１

. (３)

根据上述迭代更新公式ꎬ对样本的隶属度矩阵和聚类中心进行迭代更新ꎬ当目标函数收敛时ꎬ得到样

本对于聚类中心的隶属度矩阵 Ｕ＝{ｕｉｊ}和聚类中心 ｃ ｊ . 根据最终每个样本 ｘｉ 的对各个聚类中心的隶属度

大小 ｕｉｊ划分该不确定样本.
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１.２　 三支聚类

假设有 ｎ个样本的数据集 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｉꎬ􀆺ꎬｘｎ}ꎬｘｉ 是数据集中第 ｉ 个样本ꎬ有 ｋ 个聚类中心 Ｃ ＝

{ｃ１ꎬｃ２ꎬ􀆺ꎬｃｊꎬ􀆺ꎬｃｋ}ꎬｃ ｊ 是数据集中第 ｊ个聚类中心ꎬ数据集 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｉꎬ􀆺ꎬｘｎ}中确定属于、确定不

属于和不确定三种关系的样本可以分为三部分ꎬ分别是正域 ＰＯＳ(ｃ ｊ)、边界域 ＢＮＤ(ｃ ｊ)和负域 ＮＥＧ(ｃ ｊ)ꎬ
正域 ＰＯＳ(ｃ ｊ)是确定属于聚类中心 ｃ ｊ 的样本的集合域ꎬ边界域 ＢＮＤ(ｃ ｊ)是可能属于聚类中心 ｃ ｊ 的样本的

集合域ꎬ负域 ＮＥＧ(ｃ ｊ)是确定不属于聚类中心 ｃ ｊ 的样本的集合域ꎬ正域 ＰＯＳ(ｃ ｊ)边界域 ＢＮＤ(ｃ ｊ)和负域

ＮＥＧ(ｃ ｊ)满足以下条件:
(１)ＰＯＳ(ｃ ｊ)≠⌀ꎬｊ＝ １ꎬ２ꎬ􀆺ꎬｋꎬ
(２)ＰＯＳ(ｃｉ)∩ＰＯＳ(ｃ ｊ)＝ ⌀ꎬｉ≠ｊꎬ

(３) ∪
ｋ

ｊ ＝ １
(ＰＯＳ(ｃ ｊ)∪ＢＮＤ(ｃ ｊ))＝ Ｘꎬ

(４)ＮＥＧ(ｃ ｊ)∪ＰＯＳ(ｃ ｊ)∪ＢＮＤ(ｃ ｊ)＝ Ｘ.
条件(１)要求每个簇不能为空ꎬ条件(２)要求簇的正域两两不相交ꎬ条件(３)要求 Ｘ 中的每个元素必

须至少属于簇的正域或者边界域的一个ꎬ一个元素也有可能属于多个簇ꎬ条件(４)要求簇的正域、边界域

和负域合并起来为全域.

图 １　 基于证据信息粒化的深度三支 ＦＣＭ 聚类方法模型结构

Ｆｉｇ􀆰 １　 Ｄｅｅｐ ｔｈｒｅｅ￣ｗａｙ ＦＣＭ ｃｌｕｓｔｅｒｉｎｇ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｅｖｉｄｅｎｔｉａｌ ｉｎｆｏｒｍａｔｉｏｎ ｇｒａｎｕｌａｔｉｏｎ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ

２　 提出的方法

２.１　 深度网络框架

对于一个数据集 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｉꎬ􀆺ꎬｘｎ}∈Ｒｎ
×ｄꎬｘｉ 是数据集中第 ｉ 个样本ꎬｎ 是样本总数ꎬｄ 是样本

的维度. 本文提出的基于证据信息粒化的深度三支 ＦＣＭ 聚类包括编码器、解码器和两阶段的 ＦＣＭ 聚类方

法三部分ꎬ网络框架如图 １ 所示.
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本文使用(２Ｍ＋１)层神经网络将原始数据映射到非线性特征空间. 其中 Ｍ个隐藏层作为自编码器的

编码器来降低原始数据的维度ꎬ另外 Ｍ个隐藏层作为解码器来重构数据ꎬ第 ｍ次映射由第 ｍ层神经网络

和第 ｍ＋１ 层神经网络来完成. 第 ｍ层编码器的输出表示如下:
ｈｍ ＝ ｆｍ(ａｃｔ(ｈｍ－１)ꎻｗｍꎬｂｍ)ꎬ (４)

式中ꎬｍ＝ １ꎬ２ꎬ􀆺ꎬＭꎬｆ(􀅰)是编码器第 ｍ层到第 ｍ＋１ 层的映射函数ꎬａｃｔ(􀅰)为激活函数ꎬｗｍ 和 ｂｍ 是该层

对应的权重矩阵和偏置. 数据通过自编码器得到降维后的数据 Ｚ. 编码器将 ｄ 维输入数据 Ｘ 映射到低维

特征 Ｚꎬ可以表示为 Ｚ＝Ｆ(ａｃｔ(Ｘ)ꎻＷꎬｂ)ꎬ其中 Ｆ(􀅰)是编码器映射函数.
解码器部分将 ｈｍ 转换为重构数据ꎬ转化公式表示如下:

ｙｍ ＝ｇ２Ｍ＋１－ｍ(ａｃｔ(ｈｍ))ꎬ (５)
式中ꎬｇ(􀅰)是编码器第(２Ｍ－ｍ＋１)层到第(２Ｍ－ｍ＋２)层的映射函数. 解码器将低维特征 Ｚ 重构为 ｄ 维数

据 Ｙꎬ可以表示为 Ｙ＝Ｇ(Ｚ)ꎬ其中 Ｇ(􀅰)是解码器映射函数.
在聚类层中ꎬ聚类网络与编码器具有相同的结构ꎬ初始参数是在对比深度 ＦＣＭ 聚类网络框架中学习

到的 Ｚꎬ首先使用模糊聚类算法得到样本初始隶属度矩阵 Ｕꎬ根据 Ｕ 和三支聚类策略ꎬ将第一阶段的聚类

结果划分为正域和边界域ꎬ使用半球邻域粒化方法ꎬ通过构造信息粒来捕捉不确定样本的局部结构和相互

作用ꎬ更准确地反映数据的内在特征. 基于半球邻域定义每个样本的局部区域ꎬ形成信息粒. 应用证据理

论融合这些信息粒中的信任度ꎬ计算每个不确定样本相对于不同聚类中心的最终隶属度矩阵 Ｕ′. 最后根

据计算得到的最终隶属度矩阵 Ｕ′ꎬ将样本准确分配到对应的聚类中心ꎬ实现更精确的聚类分析.
２.２　 损失函数

本节将具体介绍本工作深度模型训练过程中使用的 ３ 种损失函数ꎬ包括重构损失、对比损失和聚类

损失.
假设输入数据是 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘｎ}∈Ｒｎ

×ｄꎬ它对应的重构输出为 Ｙ ＝ {ｙ１ꎬｙ２ꎬ􀆺ꎬｙｎ}∈Ｒｎ
×ｄꎬ本文将输

入原始数据和重构数据之间的均方误差作为重构损失. 上述重构损失定义为:
Ｌｒｅｃ ＝‖Ｙ－Ｘ‖２

Ｆ . (６)
对比学习的目标是最大化正对之间的相似性同时最小化负对的相似性ꎬ本文应用对比学习来增强从不

同聚类中获取判别信息. 在本文提出的框架中ꎬ正对由原始数据和其对应的重构数据组成. 对于输入数据 Ｘ
和其对应的重构输出 Ｙꎬ其中对于每一个样本 ｘｉꎬｉ＝１ꎬ２ꎬ􀆺ꎬｎꎬ样本的正对{ｘｉꎬｙｉ}包含 ｘｉ 和它对应的重构样

本 ｙｉꎬ样本的 ２ｎ－２ 个负对包含 ｘｉ 和其它 ２ｎ－２ 个除 ｘｉ 和 ｙｉ 以外的样本. ｘｉ 和 ｙｊ 的相似性定义为:

ｓ(ｘｉꎬｙ ｊ)＝
(ｘＴ

ｉ )(ｙ ｊ)
‖ｘｉ‖‖ｙ ｊ‖

ꎬ (７)

式中ꎬｉ＝ １ꎬ２ꎬ􀆺ꎬｎꎬｊ＝ １ꎬ２ꎬ􀆺ꎬｎ. Ｘ 和 Ｙ 在实例级的对比损失使用以下等式获得:

ｌｘｉ ＝ －ｌｏｇ
ｅｘｐ( ｓ(ｘｉꎬｙｉ) / )

∑
ｎ

ｊ ＝ １
[ｅｘｐ( ｓ(ｘｉꎬｘ ｊ) / ) ＋ ｅｘｐ( ｓ(ｘｉꎬｙ ｊ) / )]

ꎬ (８)

ｌｙｉ ＝ －ｌｏｇ
ｅｘｐ( ｓ(ｙｉꎬｘｉ) / )

∑
ｎ

ｊ ＝ １
[ｅｘｐ( ｓ(ｙｉꎬｙ ｊ) / ) ＋ ｅｘｐ( ｓ(ｙｉꎬｘ ｊ) / )]

ꎬ (９)

式中ꎬ 是实例级的温度系数ꎬ温度系数 越小ꎬ对于负样本的影响就越大ꎬ这意味着模型更倾向于将不相

似的样本彼此分开. 反之ꎬ如果 较大ꎬ模型将更平等地对待正负样本ꎬ可能导致特征空间中的样本分布

更加平均. 因此ꎬ 在对比损失的计算中起到了平衡正负样本影响的作用. 本文取 ＝ ０.５. 总对比损失由下

式给出:

Ｌｃｏｎ ＝
１
２ｎ∑

ｎ

ｊ ＝ １
( ｌｘｉ ＋ｌｙｉ ) . (１０)

平方 ℓ２ 范数ꎬ通常表示为‖ｍ‖２
２ꎬ它对大的异常值敏感ꎬ但是当异常值较小时ꎬ往往能取得比较好的

效果. ℓ１ 范数ꎬ通常表示为‖ｍ‖１ꎬ它对小的异常值具有鲁棒性ꎬ但对大的异常值敏感. ℓ２ꎬ１范数ꎬ通常表示

为‖ｍ‖２ꎬ１ꎬ它对小的异常值敏感ꎬ对大的异常值具有鲁棒性ꎬＦｒｏｂｅｎｉｕｓ 范数ꎬ通常表示为‖ｍ‖２
Ｆꎬ它对大

—０１１—
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的异常值敏感. 为了充分利用 ℓ２ꎬ１范数和 Ｆｒｏｂｅｎｉｕｓ 范数的优势ꎬ根据文献[３１－３２]ꎬ提出了自适应损失函

数ꎬ表示如下:

‖Ｍ‖σ ＝ ∑
ｉ

(１＋σ)‖ｍｉ‖２
２

‖ｍｉ‖２＋σ
ꎬ (１１)

式中ꎬσ是一个权衡参数来控制各种类型异常值的鲁棒性. ‖Ｍ‖σ 的性质总结如下. ‖Ｍ‖σ 是二次可

微、凸函数且非负的ꎬ因此适合作为损失函数. 对于任意 ｉꎬ如若‖Ｍｉ‖≤σꎬ则‖Ｍ‖σ→
１＋σ
σ

‖Ｍ‖２
Ｆꎬ对于

任意 ｉꎬ如若‖Ｍｉ‖≥σꎬ则‖Ｍ‖σ→(１＋σ)‖Ｍ‖２ꎬ１ꎬ当 σ→０ 时ꎬ‖Ｍ‖σ→‖Ｍ‖２ꎬ１ꎬ当 σ→∞ 时ꎬ
‖Ｍ‖σ→‖Ｍ‖２

Ｆ .
熵越大ꎬ无序性越高ꎬ根据文献[２７]和公式(１１)ꎬ对于有 Ｎ个数据的数据矩阵 Ｘ＝ [ｘ１ꎬｘ２ꎬ􀆺ꎬｘＮ]ꎬ具

有自适应损失函数和熵正则化的 ＦＣＭ 聚类目标函数表示如下:

Ｌｃｌｕ ＝ ∑
Ｎ

ｉ ＝ １
∑
ｋ

ｊ ＝ １
ｕｉｊ

(１＋σ)‖ｘｉ－ｃ ｊ‖２
２

‖ｘｉ－ｃ ｊ‖２＋σ
＋γｕｉｊ ｌｏｇｕｉｊꎬ (１２)

式中ꎬγ是控制 ｕｉｊ的权衡参数. 公式(１２)可以改写为:

Ｌｃｌｕ ＝ ∑
Ｎ

ｉ ＝ １
∑
ｋ

ｊ ＝ １
ｕｉｊ‖ｘｉ－ｃ ｊ‖σ＋γｕｉｊ ｌｏｇｕｉｊꎬ (１３)

式中ꎬ∑
ｋ

ｊ ＝ １
ｕｉｊ ＝ １ꎬ０<ｕｉｊ<１.

本文所提出的深度聚类框架的融合损失函数表示如下:

Ｌ＝Ｌｒｅｃ＋λ１Ｌｃｏｎ＋λ２Ｌｃｌｕ ＝‖Ｙ－Ｘ‖２
Ｆ＋λ１

１
２ｎ∑

ｎ

ｊ ＝ １
( ｌｘｉ ＋ｌｙｉ )＋λ２ ∑

Ｎ

ｉ ＝ １
∑
ｋ

ｊ ＝ １
ｕｉｊ‖ｘｉ － ｃ ｊ‖σ ＋ γｕｉｊ ｌｏｇｕｉｊ( ) (１４)

式中ꎬλ１ 和 λ２ 是权衡参数ꎬＬｒｅｃ、Ｌｃｏｎ和 Ｌｃｌｕ分别是重构损失、对比损失和聚类损失.
２.３　 三支决策划分方法

假设在一次训练过程中会得到降维后的特征样本集 Ｚ ＝ {ｚ１ꎬｚ２ꎬ􀆺ꎬｚｉꎬ􀆺ꎬｚｎ}ꎬｚｉ 是样本集中第 ｉ 个样

本ꎬｎ是样本的个数ꎬ聚类中心 Ｃ ＝ {ｃ１ꎬｃ２ꎬ􀆺ꎬｃ ｊꎬ􀆺ꎬｃｋ}ꎬｃ ｊ 是样本集中第 ｊ 个聚类中心ꎬｋ 是聚类中心总

数ꎬ隶属度矩阵 Ｕ＝{ｕｉｊ}ꎬｉ＝ １ꎬ２ꎬ􀆺ꎬｎꎬｊ＝ １ꎬ２ꎬ􀆺ꎬｋꎬｕｉｊ表示第 ｉ个样本对第 ｊ个聚类中心的隶属度. 借鉴三

支聚类的思想ꎬ根据隶属度矩阵 Ｕ＝{ｕｉｊ}ꎬ将样本根据对聚类中心 ｃ ｊ 的隶属度划分为正域、边界域和负域ꎬ
正域中的样本为确定属于聚类中心 ｃ ｊ 的样本ꎬ边界域中的样本为不确定属于聚类中心 ｃ ｊ 的样本ꎬ负域中

的样本为确定不属于聚类中心 ｃ ｊ 的样本. 确定样本和不确定样本的划分过程如下:

ｍａｓｋ(ｚｉ)＝
１ꎬ　 ｍａｘ{ｕｉ１ꎬｕｉ２ꎬ􀆺ꎬｕｉｋ}≥ε
０ꎬ　 ｍａｘ{ｕｉ１ꎬｕｉ２ꎬ􀆺ꎬｕｉｋ}<ε

{ ꎬ (１５)

式中ꎬｋ是聚类中心的数量ꎬε 是划分阈值ꎬｍａｓｋ 为 １ 的样本为确定样本ꎬｍａｓｋ 为 ０ 的样本为不确定样

本. 样本对聚类中心的隶属度越大ꎬ那么该样本越可能属于聚类中心所属聚类. 如果 ｚｉ 对于聚类中心 ｃ ｊ 的
隶属度大于 εꎬ则 ｚｉ 分配给该聚类中心 ｃ ｊ 的正域ꎬ属于确定分配给聚类中心 ｃ ｊ 的样本ꎬ如果 ｚｉ 对于每一个

聚类中心的隶属度都小于等于 εꎬ则 ｘｉ 这个样本划分为该聚类中心边界域ꎬ属于不确定样本ꎬ需要进行再

分配. 聚类中心 ｃ ｊ 的正域 ＰＯＳ(ｃ ｊ)、边界域 ＢＮＤ(ｃ ｊ)和负域 ＮＥＧ(ｃ ｊ)表示如下:
ＰＯＳ(ｃ ｊ)＝ {ｚｉ∈ＰＯＳ(ｃ ｊ) ｜ ｍａｓｋ(ｚｊ)＝ １ꎬｊ＝ａｒｇｍａｘ

ｉ
ｕｉｊ}ꎬ (１６)

ＢＮＤ(ｃ ｊ)＝ {ｚｉ∈ＢＮＤ(ｃ ｊ) ｜ ｍａｓｋ(ｚｊ)＝ ０}ꎬ (１７)
ＮＥＧ(ｃ ｊ)＝ {ｚｉ∈ＮＥＧ(ｃ ｊ) ｜ ｍａｓｋ(ｚｊ)＝ １ꎬｊ≠ａｒｇｍａｘ

ｉ
ｕｉｊ} . (１８)

２.４　 信息粒化与证据融合

针对边界域中的不确定性样本ꎬ本文基于粒计算思想ꎬ提出基于余弦定律的半球信息粒化方法ꎬ并根

据证据理论实现第二阶段分配.
假设不确定样本 ｚｉ、聚类中心 ｃ ｊ 和 ｃｅｎ个样本的确定样本集合 Ｚｃｅｒｔａｉｎ ＝ { ｚ１ꎬｚ２ꎬ􀆺ꎬｚａꎬ􀆺ꎬｚｃｅｎ}ꎬｚａ 是确

定样本集合中第 ａ个样本ꎬ以 ｚｉ 在空间的位置为圆心ꎬｚｉ 到 ｃ ｊ 的欧式距离为半径ꎬ面向聚类中心 ｃ ｊ 构造半

—１１１—
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图 ２　 半球构造

Ｆｉｇ􀆰 ２　 Ｓｅｍｉ￣ｂａｌｌ ｓｔｒｕｃｔｕｒｅ

球ꎬ半球构造如图 ２ 所示. 半球内样本集 Ｚｓｅｍｉｂａｌｌ的选

取方法如下:

θ＝ａｒｃｃｏｓ ａ􀅰ｂ
‖ａ‖‖ｂ‖

ꎬ (１９)

Ｚｓｅｍｉｂａｌｌ ＝{ｚａ∈Ｚｓｅｍｉｂａｌｌ ｜ θ≤９０°ꎬｄ１≤ｄ２}ꎬ (２０)
式中ꎬａ＝ｚａ－ｚｉ 是 ｚｉ 指向 ｚａ 的向量ꎬｂ＝ｃｊ－ｚｉ 是 ｚｉ 指向

ｃｊ 的向量ꎬθ是向量 ａ 与向量 ｂ 的夹角ꎬｄ１ ＝‖ｚｉ－ｚａ‖２

是不确定样本 ｚｉ 到确定样本 ｚａ 的距离ꎬｄ２ ＝‖ｚｉ－ｃｊ‖２

是不确定样本 ｚｉ 到聚类中心 ｃｊ 的距离.
计算得到 Ｚｓｅｍｉｂａｌｌ ＝ { ｚＮ１ꎬｚＮ２ꎬ􀆺ꎬｚＮｉꎬ􀆺ꎬｚＮｌ}ꎬｌ 是

半球内框出的邻居样本的个数ꎬｚＮｉ是确定样本集合

中第 ｉ 个样本. 不确定样本 ｚｉ 与聚类中心 ｃ ｊ 构造出

的半球内取出所有确定样本的隶属度矩阵 Ｕ( ｉꎬｊ)＝ {ｕＮｉｊ}如下:

Ｕ( ｉꎬｊ)＝

ｕＮ１１ ｕＮ１２ 􀆺 ｕＮ１ｋ
ｕＮ２１ ｕＮ２２ 􀆺 ｕＮ２ｋ
⋮ ⋮ ⋱ ⋮
ｕＮｌ１ ｕＮｌ２ 􀆺 ｕＮｌｋ

æ

è

ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷
ｌ×ｋ

ꎬ (２１)

式中ꎬｕＮｉｊ是邻居样本 ｚＮｉ相对聚类中心 ｃ ｊ 的隶属度.
给定 ｚＮｉꎬｃ ｊ 和 Ｕ( ｉꎬｊ)＝ {ｕＮｉｊ}ꎬ采用半球邻域粒化方法构建不确定样本的信息粒ꎬ不确定样本 ｚＮｉ与聚类

中心 ｃ ｊ 构造出的半球信息粒可表示为[ｚＮｉ] ｃ ｊ
＝
ｕＮ１ｊ
ｚＮ１

＋
ｕＮ２ｊ
ｚＮ２

＋􀆺＋
ｕＮｌｊ
ｚＮｌ
.

设 Θ是一个识别框架. 在识别框架上的基本概率分配(ｂａｓｉｃ ｐｒｏｂａｂｉｌｉｔｙ ａｓｓｉｇｎｍｅｎｔꎬＢＰＡ)是一个 ２Θ→

[０ꎬ１]的函数 ｍꎬ称为 ｍａｓｓ 函数. 并且满足 ｍ(⌀)＝ ０ 且 ∑
Ａ⊆Θ
ｍ(Ａ)＝ １. ｎ 个 ｍａｓｓ 函数的 Ｄｅｍｐｓｔｅｒ 合成规

则的定义是ꎬ对于∀Ａ⊆ΘꎬΘ上的有限的 ｍａｓｓ 函数 ｍ１ꎬｍ２ꎬ􀆺ꎬｍｎ 的 Ｄｅｍｐｓｔｅｒ 合成规则为:

(ｍ１􀱇ｍ２􀱇􀆺􀱇ｍｎ)(Ａ)＝
１
Ｋ ∑
Ａ１∩Ａ２∩􀆺∩Ａｎ ＝ Ａ

ｍ１(Ａ１)􀅰ｍ２(Ａ２)􀆺ｍｎ(Ａｎ)ꎬ (２２)

式中ꎬ

Ｋ＝ ∑
Ａ１∩Ａ２∩􀆺∩Ａｎ≠⌀

ｍ１(Ａ１)􀅰ｍ２(Ａ２)􀆺ｍｎ(Ａｎ)＝ １－ ∑
Ａ１∩Ａ２∩􀆺∩Ａｎ ＝⌀

ｍ１(Ａ１)􀅰ｍ２(Ａ２)􀆺ｍｎ(Ａｎ) . (２３)

在本文中ꎬ对有限个 ｍａｓｓ 函数 ｍＮ１ꎬｍＮ２ꎬ􀆺ꎬｍＮｌ运用 Ｄｅｍｐｓｔｅｒ 合成规则进行合成ꎬ使用合成规则得到

不确定样本 ｚｉ 相对聚类中心 ｃ ｊ 的隶属度 ｕｉｊꎬ公式如下:

ｕｉｊ ＝
１
Ｋ

ｌ

∏
ｌ

ｉ ＝ １
ｍＮｉ ꎬ (２４)

式中ꎬＫ是归一化常数ꎬＫ＝ ∑
ｋ

ｊ ＝ １

ｌ

∏
ｌ

ｉ ＝ １
ｍＮｉ ꎬ ｋ是聚类中心总数ꎬｌ是面向聚类中心 ｃ ｊ 构造半球内框出的邻居

样本的个数.
ｍａｓｓ 函数 ｍＮｉ为样本 ｚＮｉ相对聚类中心 ｃ ｊ 的隶属度 ｕＮｉｊꎬ公式(２４)可改写为:

ｕｉｊ ＝
１
Ｋ

ｌ

∏
ｌ

ｉ ＝ １
ｕＮｉｊ ꎬ (２５)

式中ꎬＫ＝ ∑
ｋ

ｊ ＝ １

ｌ

∏
ｌ

ｉ ＝ １
ｕＮｉｊ ꎬｕＮｉｊ是不确定样本 ｚｉ 的邻居相对聚类中心 ｃ ｊ 的隶属度.

将新得出的不确定样本隶属度替换掉所有原来的隶属度ꎬ得到样本 ｚｉ 对于聚类中心 ｃ ｊ 的最终隶属度

Ｕ′＝{ｕｉｊ}ꎬｉ＝ １ꎬ２ꎬ􀆺ꎬｎꎬｊ＝ １ꎬ２ꎬ􀆺ꎬｋ. 根据最终得到的隶属度划分样本到各个聚类中心.

—２１１—
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基于此ꎬ本文所提的半球信息粒化与证据融合方法算法伪代码如算法 １ 所示.

算法 １　 信息粒化与证据融合方法

输入:不确定样本集 Ｚｕｎｃｅｒｔａｉｎꎻ
输出:最终隶属度矩阵 Ｕ′.
１:　 　 Ｍｊ ＝[]ꎻ / /初始化

２:　 　 ｆｏｒ ｓａｍｐｌｅ ｉｎ Ｚｕｎｃｅｒｔａｉｎ ｄｏ: / /对不确定样本进行再分配

３:　 　 　 Ｍｊ ＝Ｃｏｎｓｔｒｕｃｔ＿ｓｅｍｉｂａｌｌ＿ｉｎｆｏｒｍａｔｉｏｎ＿ｇｒａｎｕｌｅｓ(ｓａｍｐｌｅꎬｃ ｊ)ꎻ / /使用半球邻域粒化方法

４:　 　 　 ｉｆ Ｚｃｅｒｔａｉｎ ｉｎ Ｍｊ: / /如果确定样本在半球内

５:　 　 　 　 Ｕｅｖｉｄｅｎｃｅ ＝Ｅｖｉｄｅｎｃｅ(ＵＭｊ)ꎻ / /根据邻域内确定样本的隶属度计算得出不确定样本的最终隶属度

６:　 　 ｅｎｄ ｆｏｒꎻ
７:　 　 Ｕ′＝Ｕｃｅｒｔａｉｎ＋Ｕｅｖｉｄｅｎｃｅꎻ
８:　 　 Ｒｅｔｕｒｎ Ｕ′.

３　 实验设置

３.１　 数据集
表 １　 数据集信息

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｉｎｆｏｒｍａｔｉｏｎ

名称 样本个数 维度 类别

ＵＳＰＳ ２ ０００ ２５６ １０
ＯＲＬ ４００ １ ０２４ ４０
ＪＡＦＦＥ ２１３ １ ０２４ １０
ＣＯＩＬ￣２０ １ ４４０ １ ０２４ ２０
ＣＯＩＬ￣１００ ７ ２００ １ ０２４ １００

　 　 为了评估提出的方法ꎬ本文在 ５ 个数据集上进行了实

验ꎬ数据集包括手写数字[３３]、人脸[３４－３５] 和物体[３６]ꎬ表 １ 对

每个数据集进行了简要描述.
３.２　 基准方法与评价指标

本文选取了 ６ 种当前流行并使用广泛的聚类方法与

提出的方法进行比较ꎬ来评估本文所提出方法的效果. 其

简介如下:
(１)Ｋ￣ｍｅａｎｓ[９]是一种硬聚类划分方法ꎬ通过迭代优化ꎬ使得簇内距离最小化ꎬ簇间距离最大化.
(２)ＦＫＭ[３７]为每个样本分配属于各个簇的概率性隶属度ꎬ通过迭代优化使得簇内相似度最大化.
(３)ＤＥＣ[２６]是一种使用深度神经网络同时学习特征表示和聚类的方法. 它学习从高维空间到低维特

征空间的映射ꎬ并迭代优化聚类目标.
(４)ＤＥＫＭ[３８]提出通过一个包含 Ｋ￣ｍｅａｎｓ 的类内散点矩阵的特征向量的标准正交变换矩阵将嵌入空

间转化为揭示聚类结构信息的新空间ꎬ增加了集群结构的信息.
(５)ＤＦＫＭ[２７]提出了一种具有自适应损失函数和熵正则化的新型深度模糊 Ｋ￣ｍｅａｎｓ 模型(ＤＦＫＭ) .

ＤＦＫＭ 同时进行深度特征提取和模糊聚类ꎬ以生成更合适的非线性特征图.
(６)ＣＣ[２９]对于给定的数据集ꎬ通过数据增强构造正负对ꎬ然后将其投影到特征空间中. 其中ꎬ通过最

大化正对的相似性同时最小化负对的相似性ꎬ分别在行和列空间中进行实例级和聚类级对比学习.
本文使用 ３ 个常用的评价指标ꎬ分别是准确率(ＡｃｃｕｒａｃｙꎬＡＣＣ)、标准化互信息(Ｎｏｒｍａｌｉｚｅｄ Ｍｕｔｕａｌ

ＩｎｆｏｒｍａｔｉｏｎꎬＮＭＩ)和 Ｐｕｒｉｔｙꎬ３ 个都是聚类模型评估指标的外部方法.

４　 实验结果

４.１　 对比结果

本文在 ５ 个不同类型的数据集上进行 １０ 次实验ꎬ并记录结果的平均值ꎬ聚类性能如表 ２ 所示ꎬ最好的

结果加粗表示. 根据实验结果ꎬ可得出以下结论.
与 ＫＭ、ＦＫＭ 等传统聚类方法相比ꎬ本文所提出的方法在 ３ 个指标上均取得了显著更好的结果. 例如ꎬ

在 ＵＳＰＳ 手写数字识别数据集上ꎬ本文所提出的方法的平均 ＡＣＣ、ＮＭＩ 和 Ｐｕｒｉｔｙ 分别为 ７６.５４％、７２.６４％和

８１.３５％ꎬ比最好的传统聚类方法分别高出 １１.８７％、９.９７％和 ９.２３％. 这种性能提升主要归因于通过重构损

失和对比损失训练的自编码器生成了更有利于聚类的特征空间ꎬ从而增强聚类模型的鲁棒性并提高性能.
与 ＤＥＣ 和 ＤＦＫＭ 等深度聚类方法相比ꎬ本文所提出的方法在大多数数据集上取得了最好的结果. 这

可能是因为这些方法使用仅有重构损失的自动编码器ꎬ而本文所提出的方法采用重构损失与对比损失相
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结合的策略来训练自编码器. 通过增加对比学习任务ꎬ模型在训练过程中不仅仅关注重构任务ꎬ还要优化

对比学习任务. 这种多任务学习的方式可以有效缓解过拟合问题ꎬ提升模型的泛化能力. 虽然 ＤＥＫＭ 在大

多数数据集上表现良好ꎬ但其训练过程中需要同时优化表示学习和聚类两个目标ꎬ这增加了模型的复杂

性ꎬ导致较长的训练时间. 与仅基于对比损失的 ＣＣ 方法相比ꎬ本文所提出的方法在 ＡＣＣ 和 ＮＭＩ 两个指标

上均优于 ＣＣꎬ这是由于 ＣＣ 依赖数据增强策略ꎬ如果数据集不适合数据增强或增强策略不恰当ꎬ可能会导

致性能下降.
表 ２　 聚类结果

Ｔａｂｌｅ ２　 Ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ

模型 评价指标 ＵＳＰＳ ＯＲＬ ＪＡＦＦＥ ＣＯＩＬ￣２０ ＣＯＩＬ￣１００

ＫＭ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

６４.６７
６２.６７
７２.１２

５９.３０
７７.６７
６３.８５

８６.０１
８９.２７
８７.５６

６５.７８
７８.０９
６９.２９

４９.２３
７６.６７
５４.５１

ＦＫＭ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

６１.４７
５７.３７
６６.６１

５６.３５
７６.９７
６０.４３

７３.０５
８２.０８
７５.６８

５８.０４
７５.８９
６２.３０

４８.０８
７６.９３
５３.００

ＤＥＣ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

７１.５９
６８.２０
７８.８２

３９.１５
６３.８４
４２.７８

５７.０９
６６.４６
６０.０９

５３.９４
７３.７０
５５.７６

３２.０８
６７.５７
３４.６４

ＤＥＫＭ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

７５.０６
７５.３０
８１.３３

４３.６８
６８.２７
４８.１０

７５.７７
８１.７８
７８.３６

６５.８５
７８.０１
６８.０６

５０.９０
７２.５０
５４.８１

ＤＦＫＭ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

７１.２７
７０.７２
７７.４１

６２.６５
８１.１７
６６.８５

９０.００
９２.９４
９０.５６

６４.７０
７８.４７
６８.１１

５１.３３
７７.８２
５６.２８

ＣＣ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

６０.４９
５８.７５
６２.１６

４７.７３
７１.８９
５８.３０

９１.３１
９２.６８
９３.７１

６５.４４
７７.３９
７５.２６

４９.２７
７８.４３
６６.１９

Ｏｕｒｓ
ＡＣＣ
ＮＭＩ
Ｐｕｒｉｔｙ

７６.５４
７２.６４
８１.３５

６５.０５
８１.９７
６８.５０

９２.９１
９３.２４
９２.９１

６７.６７
７８.４９
７０.４５

５１.７１
７８.５２
５６.３７

４.２　 消融实验

为了分析重构损失、对比损失、聚类损失和两阶段的 ＦＣＭ 聚类方法在网络中的作用ꎬ本文在 ＵＳＰ 和

ＯＲＬ 这两个数据集进行了消融实验ꎬ探讨所提出的方法中每个损失项和两阶段的 ＦＣＭ 聚类方法对聚类性

能的影响. 具体来说ꎬ本文首先通过删除相应的损失项构建了 ３ 个消融模型ꎬ然后将两阶段的 ＦＣＭ 聚类方

法改换为单阶段的 ＦＣＭ 聚类方法构建了第四个消融模型ꎬ并在 ＵＳＰＳ 和 ＯＲＬ 数据集上进行了 １０ 次实验ꎬ
并记录结果的平均值. 消融实验的结果如表 ３ 所示ꎬ从表 ３ 中本文可以得出如下判断.

表 ３　 ＵＳＰＳ 与 ＯＲＬ 数据集的消融实验结果

Ｔａｂｌｅ ３　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ＵＳＰＳ ａｎｄ ＯＲＬ ｄａｔａｓｅｔ

模型
ＵＳＰＳ

ＡＣＣ ＮＭＩ Ｐｕｒｉｔｙ

ＯＲＬ

ＡＣＣ ＮＭＩ Ｐｕｒｉｔｙ
ｗ / ｏＬｒｅｃ ６０.７５ ６０.４６ ６５.９３ ４２.７５ ６６.７６ ４６.６５
ｗ / ｏＬｃｏｎ ６９.７１ ６９.６９ ７７.５３ ６０.００ ７９.５３ ６４.３５
ｗ / ｏＬｃｌｕｓｔｅｒ ７１.７９ ７０.６９ ７８.３２ ６０.４３ ８０.００ ６４.７８

ｗ / ｏ ｔｗｏ￣ｓｔａｇｅ ７６.１２ ７２.１９ ８０.９６ ６３.１３ ８０.９６ ６６.９０
Ｏｕｒｓ ７６.５４ ７２.６４ ８１.３５ ６５.０５ ８１.９７ ６８.５０

　 　 去掉重构损失后ꎬＵＳＰＳ 数据集的 ３ 个指标均显著降低ꎬＯＲＬ 数据集的 ３ 个指标也明显下降ꎬ表明重构

损失对模型在聚类性能上有非常大的作用. 去掉对比损失后ꎬＵＳＰＳ 和 ＯＲＬ 数据集的性能都有显著下降ꎬ
表明对比损失在提高聚类效果方面起着关键作用. 去掉聚类损失后ꎬＵＳＰＳ 和 ＯＲＬ 数据集的性能有所下

降. 这表明聚类损失对最终的聚类结果有一定的影响. 两阶段的 ＦＣＭ 聚类方法更加关注数据样本的局部

结构ꎬ可以准确地捕捉数据的内在特征. 使用单阶段 ＦＣＭ 聚类方法替代两阶段的 ＦＣＭ 聚类方法后ꎬ性能
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有所下降ꎬ这表明两阶段 ＦＣＭ 聚类方法在提高聚类性能方面具有优势. 完整方法的所有性能指标均为最

高. 这说明各个损失项和两阶段 ＦＣＭ 聚类方法的组合能够最大化地提高模型的聚类性能.
４.３　 不同参数的影响

为了在不同的初始化条件下得到更稳定的训练结果ꎬ本文对自编码器进行了预训练. 具体来说ꎬ对于

ＣＯＩＬ￣２０ꎬ本文先训练 １０２４－５００－１０２４ 的子网ꎬ然后训练 ５００－３００－５００ 子网ꎬ将每一层子网分别训练 １０ 个

周期ꎬ并将这些学习到的参数加载到对比深度 ＦＣＭ 聚类网络中ꎬ对其进行初始化来加快训练速度. 本文使

用 Ａｄａｍ[３９]优化器ꎬｂａｔｃｈ 大小设置为 ５１２ꎬ学习率为 ０.００１. 不同数据集的实验设置如表 ４ 所示.
表 ４　 超参数设置

Ｔａｂｌｅ ４　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

名称 Ｅｐｏｃｈｓ λ１ λ２ γ σ ε Ｓｔｒｕｃｔ

ＵＳＰＳ ３０ ０.１ ０.００１ ０.１ ０.１ ０.７ ２５６－１２８－８０－１２８－２５６
ＯＲＬ ９００ ０.０１ ０.１ ０.１ ０.００５ ０.７ １０２４－５１２－８０－５１２－１０２４
ＪＡＦＦＥ ２５０ ０.３ １.５ ０.１ ０.１ ０.７ １０２４－５１２－３００－５１２－１０２４
ＣＯＩＬ￣２０ ５０ ０.５ ０.０１ ０.１ ０.１ ０.７ １０２４－５００－３００－５００－１０２４
ＣＯＩＬ￣１００ ２５０ ０.３ ０.００１ ０.１ ０.０１ ０.５ １０２４－５００－３００－５００－１０２４

　 　 本文所提出的方法有 ７ 个可以调整的超参数ꎬ即 Ｅｐｏｃｈｓ、λ１、λ２、γ、σ、ε和 Ｓｔｒｕｃｔ. 其中 Ｅｐｏｃｈｓ 是模型

正式训练过程中数据集完整遍历次数ꎬλ１ 和 λ２ 是本文所提出的框架的最终损失函数的权衡参数ꎬγ 是聚

类损失中控制 ｕｉｊ的权衡参数ꎬσ是聚类损失中一个来控制各种类型异常值的鲁棒性的权衡参数ꎬε是三支

决策划分确定样本和不确定样本的阈值ꎬＳｔｒｕｃｔ 表示神经网络中每层神经元的数量. 对于大多数数据集ꎬ
在[０.１ꎬ０.２ꎬ０.３ꎬ０.５ꎬ０.７ꎬ０.９]的网格中搜索 λ１ 的值ꎬ[０.００１ꎬ０.０１ꎬ０.１ꎬ１ꎬ１０ꎬ１００]的网格中搜索 λ２ 的值ꎬ
在[０.１ꎬ０.２ꎬ０.３ꎬ０.４ꎬ０.５ꎬ０.６ꎬ０.７ꎬ０.８ꎬ０.９]的网格中搜索 ε的值ꎬ与一般深度模型类似ꎬ所有超参数都会很

大程度上影响聚类结果. 不同 λ１ 和 λ２ 在 ＵＳＰＳ 数据集上对聚类结果的影响如图 ３ 所示.

图 ３　 不同 λ１ 和 λ２ 对聚类效果的影响

Ｆｉｇ􀆰 ３　 Ｔｈｅ ｉｍｐａｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ λ１ ａｎｄ λ２ ｏｎ ｔｈｅ ｃｌｕｓｔｅｒｉｎｇ ｅｆｆｅｃｔ

首先ꎬλ１ 取值适中时ꎬ对比损失能够有效地优化特征空间ꎬ使相似样本聚集在一起ꎬ不相似样本分散

开来ꎬ使样本在特征空间中的分布更加符合预期的聚类结构ꎬ增加了样本的可信度ꎬ从而提高聚类性

能. 其次ꎬλ２ 太高时会对聚类效果产生负面影响ꎬＡＣＣ、ＮＭＩ 和 Ｐｕｒｉｔｙ ３ 个指标的值显著降低. 对比损失的

权衡参数 λ１ 会影响特征空间的分布ꎬ聚类损失的权衡参数 λ２ 会影响聚类目标的优化. 总之 λ１ 和 λ２ 都需

要在合适的范围内取值ꎬ才能在重构损失、对比损失和聚类损失之间取得平衡ꎬ从而实现最佳的聚类性能.
４.４　 定性分析

本文所提出的方法在 ＵＳＰＳ 和 ＪＡＦＦＥ 数据集上的混淆矩阵如图 ４ 所示. 对角线上的元素表示正确聚

类的样本比例即预测标签与实际标签一致的比例. 颜色越深ꎬ表示正确分类的样本数越多ꎬ聚类性能越

好. 从图中可以看两个混淆矩阵的对角线颜色最深ꎬ大多数样本被正确分配到相应的类. 以 ＵＳＰＳ 的混淆

矩阵为例ꎬ有一些有趣的观察结果. 一些数字在手写时形状相似ꎬ容易混淆. 例如ꎬ３ 和 ５ 在手写时可能形

状相似ꎬ导致类别 ３ 被错误分类为 ５ 的比例较高. 类似的ꎬ４ 和 ９ 也可能形状相似ꎬ导致类别 ４ 被错误分类

为 ９ 的比例显著. 这与人类的思维是一致的ꎬ因为这些东西在现实世界的场景中有时会被混淆.
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图 ４　 混淆矩阵

Ｆｉｇ􀆰 ４　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

５　 结论

在本文中ꎬ提出了一种基于证据信息粒化的深度三支 ＦＣＭ 聚类ꎬ首先提出一种对比深度 ＦＣＭ 聚类网

络框架ꎬ将数据从复杂的原始数据空间映射到一个更加适合聚类任务的深度特征空间中. 接着基于三支

决策的思想ꎬ将第一阶段的聚类结果划分为正域和边界域ꎬ以处理数据中的不确定性. 最后引入半球邻域

粒化方法ꎬ为不确定样本构造信息粒ꎬ利用证据理论对信息粒的信任度进行融合ꎬ使数据样本更加关注其

局部结构ꎬ可以准确地捕捉数据的内在特征. 在多个公共数据集上的实验结果表明ꎬ本文所提出的方法优

于其他方法. 本文工作的主要限制在于自编码器中使用全连接网络ꎬ未来希望可以通过更复杂的网络结

构来增强自编码器.
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