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摘要

本文针对旨在同时最小化总拖期和总能耗的、考虑阻塞约束的分布式异构混合流水车间调度问题
（distributed heterogeneous hybrid blocking flow-shop scheduling problem, DHHBFSP），提出了一种改进的
近端策略优化（improved proximal policy optimization, IPPO）算法进行实时决策。首先，建立了DHHBFSP
问题的多目标马尔可夫决策过程模型，其中奖励函数用向量表示，而不是与目标相关的标量值。将每个
工厂视为一个工厂智能体（factory agent, FA）负责选择未安排工件，并通过所提出的 IPPO进行训练，以提
高决策质量。多个FA异步决策，分配随机到达的工件。为了更好地利用训练数据，IPPO提出了两阶段
训练策略，分别从单策略和双策略数据中学习。本文提出的 IPPO算法在随机生成的实例上进行了测试，
并与未改进的PPO、调度规则、多目标元启发式和多智能体强化学习方法进行了比较。实验结果表明，所
提出的策略对PPO的性能有显著的提升，并且所提出的 IPPO在收敛性和解决方案质量方面都优于其他
的调度方法。
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1. 引言

智能制造已成为制造业发展的主流趋势，生产调度是

制造业发展的关键技术[1]。混合流水车间调度问题广泛

存在于化工、食品加工、炼钢等工业领域[2]。在部分混

合流水车间中，由于特殊的加工步骤或工艺约束，两个连

续阶段之间没有缓冲区。当下游机器不可用时，当前机器

上已经完成的工件只能暂时留在该机器上，因此会阻塞下

一个工件加工，直到下游机器可用。阻塞约束增加了生产

线周期时间和机器的无效占用率。因此，研究混合阻塞流

水车间调度问题对于提高生产效率、降低生产成本具有重

要意义。当机器数量大于 5时，阻塞流水车间调度问题

（blocking flow-shop scheduling problem, BFSP）已被证明

是非确定性多项式困难（non-deterministic polynomial-hard, 

NP-hard）问题[3]。由于 BFSP 是分布式异构混合 BFSP

（distributed heterogeneous hybrid BFSP, HHBFSP）的子问

题，因此DHHBFSP也是一个NP-hard优化问题。

分布式制造可以实现原材料的高效分配和生产力的最

优组合，从而实现高质量、低成本产品的快速生产[4]。

混合流水车间调度问题结合了分布式制造和阻塞约束，

可以被定义为分布式混合BFSP（distributed hybrid BFSP, 

DHBFSP）[5]。一般在DHBFSP中，生成任务由几个相同
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的阻塞车间协作完成。然而，在实际的分布式制造问

题中，由于生产条件不同，车间中的机器数量和机器加工

时间因地而异，从而导致能耗不同[6]。此外，在大规模

个性化生产中，具有异构需求的工件会在加工过程中动态

出现，需要即时做出调度决策。研究动态 DHHBFSP，

可以有效减少资源空闲时间和等待时间，从而提高设备和

人员的利用效率。

能源消耗增加是全球关注的重大问题，想要提高能源

效率、实现低碳发展目标，应着重解决生产运营中的瓶颈

问题[7]。钢铁生产过程通常是一种有阻塞约束的流水制造

过程，会消耗大量能源。钢铁行业采用高温炉生产钢铁，

已成为第二大能源消耗行业[8]。2013年，全球最终工业

能源消耗总量为 113 131 PJ，其中，钢铁行业占 18% [9]。

Hernandez等[10]总结了三条炼钢路线和九个独立工厂的能

源强度、火用强度和资源效率结果。由于能源损失巨大，

全球钢铁生产的实际资源效率仅为32.9%。同样，药品制造

涉及各种化学反应和合成，这些都与高能耗有关[11]。

分布式BFSP（distributed BFSP, DBFSP）主要采用精

确方法[12]、启发式规则[13]和元启发式算法[5]进行求解。

精确方法可以获得最优解，但不适用于大规模问题。单一

启发式规则虽然高效，但对于大规模问题效果不佳。元启

发式方法针对大规模的复杂问题也可以获得更优的调度方

案，但其对动态生产状态的响应能力较差，并且与启发式

规则相比耗时较长。强化学习（reinforcement learning, 

RL）与智能体相结合，可以有效地利用生产过程中的实

时数据，做出有效的生产决策，并快速响应动态变化。

Riedmiller [14]首次将RL引入动态调度领域，使智能体能

够自适应地选择最有利于调度目标的优先级调度规则

（priority dispatching rule, PDR）。这种复合调度规则方法

在一定程度上提高了PDR的调度性能，但减少了复杂生

产调度问题的解空间，并且无法得到更优的调度方案。

本研究旨在研究兼顾生产力和能耗目标的 DHHBF‐

SP，并开发一种基于端到端深度强化学习（deep rein‐

forcement learning, DRL）的调度方法，以实现实时决策。

因此，本研究构建了一个DHHBFSP的多目标马尔可夫决

策过程（multi-objective Markov decision process, MOMDP）

模型，并提出了一种改进的近端策略优化（improved 

proximal policy optimization, IPPO)方法来解决这个问题。

本研究的创新之处和主要贡献如下：

（1）通过定义状态特征、基于向量的奖励函数和端到

端动作空间，为DHHBFSP建立了MOMDP模型。

（2）在分布式制造环境中采用多智能体深度强化学习

（multi-agent DRL, MADRL）框架，每个混合流水车间被

看作一个工厂智能体（factory agent, FA），多个FA异步工

作，以选择未调度的工件。

（3）提出了一种 IPPO方法来训练单个智能体，该智

能体结合了两个具有不同权重的近端策略优化（proximal 

policy optimization, PPO）网络，以探索更多Pareto解。

（4）开发了一种两阶段训练策略，通过使用单策略和

双策略数据同时进行训练来提高数据利用率。

本文其余部分安排如下：第2部分提供了相关研究的

文献综述；第3部分描述问题并建立多目标DHHBFSP的数

学模型；第4部分详细阐述了MOMDP模型设计和提出的

IPPO方法；第5部分展示了数值实验结果与分析；最后，

第6部分总结了本文研究内容并探讨了未来的研究方向。

2. 相关文献综述

2.1. DBFSP

针对DBFSP，Ribas等[12]在 2016年构建了混合整数

规划模型，以最小化最大完工时间为目标，通过混合整数

规划方法实现了小规模算例的精确求解。为了求解大规模

实例问题，他们设计了一种带有可变邻域的混合迭代贪婪

算法和迭代局部搜索算法。Zhang等[15]提出了两种不同

的数学模型来计算完工时间，并提出了一种混合离散差分

进化算法来求解 DBFSP。对于以总流动时间为目标的

DBFSP，Chen等[16]利用基于种群的搜索方法和迭代贪婪

算法来产生后代解并增强局部开发能力。Shao等[5]首次

尝试使用果蝇优化算法来解决DBFSP，并提出了一种混

合增强离散果蝇优化算法，包括基于气味和视觉觅食的有

效初始化方案。同年，Shao等[13]研究了一个考虑阻塞的

分布式模糊流水车间调度问题，并提出了两种基于问题特

定知识和 Nawaz-Enscore-Ham (NEH) 的启发式算法。

随后，他们提出了一个混合整数线性规划模型来构建异构

DBFSP，并提出了一个基于学习的超启发式选择框架[17]。

Qin等[6]提出了DHHBFSP的数学模型，并设计了一种协

作迭代贪婪算法。Zinn等[18]将深度Q学习方法应用于阻

塞流水车间的案例研究中进行决策。Ren等[19]使用纳什

Q 学习研究了 DPFSP，并获得了比元启发式算法更好的

结果。Yang等[20]使用深度强化学习来选择规则，研究了

具有动态工件到达的DPFSP。

大多数以能源为优化目标的流水车间调度研究都将能

耗作为生产率相关指标的附加目标，并采用多目标优化框

架进行权衡优化。Chen等[21]考虑机器处理速度对能耗的

影响，提出了一种针对分布式无空闲流水车间调度问题的

协同优化算法。Zhang等[22]针对DBFSP，研究了提高生
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产能力和能源效率的生产调度决策方法，提出了基于贝叶

斯推理的概率模型和特定的速度调整算子，以获得针对这

两个目标的更好的搜索空间。Mou等[23]提出了一种基于

机器学习的知识驱动求解策略，求解具有能耗目标的分布

式流水车间调度问题，并设计了一种混合协同算法和双种

群协同搜索机制，实现了全局探索与局部发展之间的平

衡。Zhao等[24]提出了一种结合Q学习的元启发式算法来

解决节能的DBFSP，其中Q学习用于选择合适的预先设

计的低级启发式算法。Shao等[25]提出了一些通过Q学习

选择的局部搜索方法来解决节能的考虑阻塞约束的分布式

模糊混合流水车间调度问题。Zhao等[26]将邻域扰动算子

和Q学习算法相结合，在搜索过程中选择合适的扰动算

子。Bao等[27]开发了一个顶层Q学习模型，通过从四个

序列相关操作中寻找调度策略来提高机器利用率，以及

一个底层Q学习模型，通过学习最优速度调节策略来提高

能源效率。大多数研究工作都致力于通过Q学习选择算子

或调度规则，而端到端DRL在DBFSP中的应用有限。

2.2. 多目标强化学习

RL是在马尔可夫决策过程（Markov decision process, 

MDP）的基础上发展起来的。MORL通过融合多目标优化

的权衡分析框架与强化学习的动态策略优化机制，为复杂

决策场景中需同步平衡多个目标的优化问题提供了一种求

解范式[28]。在MORL中，奖励是对多个优化目标的衡量，

因此包含了多个值是一个向量而不是标量。Gábor等[39]

假定不同目标之间有固定的排序，将问题的子目标视为约

束条件，主目标的值越优则代表策略越好。Feinberg 和

Schwartz [30]提出了将多奖励问题表述为优化多种奖励

类型的总奖励折扣加权和。Russell和Zimdars [31]则将奖

励函数分解为多个独立学习的部分（采用单一策略）。

Barrett和Narayanan [32]将凸壳定义为最小的凸集，其中包

含位于该凸集边界上的所有点，这些点包含了在某个方向

上最大的点。这与帕累托曲线有些类似，因为两者都是线

性域中权衡的最优值。他们没有更新加权目标总和的单一

Q值，而是更新了凸壳中的Q值集。Moffaert和Nowé [33]

提出了一种帕累托 Q 学习算法。他们提出了三种机制，

允许根据Q向量集的内容选择动作，并分别存储观察到的

平均即时奖励和非支配Q向量集，允许它们分别收敛。

随着深度学习的发展，越来越多的学者关注将深度

学 习 应 用 于 MORL （multi-objective DRL, MODRL）。

Mossalam等[34]提出了一种深度优化线性支持学习方法

（optimistic linear support, OLS），用于解决目标间相对重

要性先验未知的高维多目标决策问题。这是首次将深度学

习引入MORL。OLS采用的是一种外循环方法，即通过求

解一系列不同线性标量化权重向量的MDP来逐步构建凸

覆盖集。Abels等[35]提出了一种条件网络，即通过增强Q

网络来输出与权重相关的多目标Q值向量。为有效训练该网

络，他们使用了动态权重设置更新规则和多样化经验重放，

以提高样本效率并减少重放缓冲偏差。Nguyen等[36]基于

深度Q网络提出了一种可扩展的MODRL框架，它既支持

单一策略和多策略，也支持线性和非线性动作选择方法。

Siddique 等 [37]使用非线性函数来平衡多个优化目标，

而不是使用通常的线性加权方法来选择动作。He等[38]利

用基于深度Q网络（deep Q network, DQN）的多智能体强

化学习（multi-agent reinforcement learning, MARL）系统解

决了纺织品生产过程的多目标优化问题。他们提出了一种基

于DQN的自适应MARL框架，其中，mA (mA ∈ N+)个优化

目标被表述为mA个DQN智能体，这些智能体通过基于马尔

可夫博弈构建的自适应过程进行训练。Yang等[39]使用向量

化值函数并执行包络更新，利用前沿的凸包络更新参数。

Luo等[40]设计了一种两层DQN，用于解决有新工件插入

的多目标柔性作业车间问题。上层DQN是一个控制器，

用于确定下层智能体的优化目标，下层作为执行器输出各

调度规则的Q值。该方法未能同时考虑多个目标，因此需

要探索一种有效的MODRL调度方法。

2.3. 研究不足

综上所述，可以得出以下结论：①DRL方法通常用于

选择元启发式算法中的局部搜索算子，无法实时响应随机的

工件到达；②虽然可以训练DRL智能体选择调度规则以获

得更好的响应速度，但会减少解空间，得到的解决方案不能

达到最优；③端到端的DRL在调度问题复杂状态空间的表

示上显示出了巨大的潜力。据已有研究，端到端DRL尚未

应用于考虑阻塞约束的分布式混合流水车间调度问题中。由

于DHHBFSP包含更复杂的特性并需要实时决策，本研究考

虑开发一种基于端到端DRL的在线调度方法，该方法根据

智能体获得的概率分布直接选择未调度的工件。

从策略网络的角度来看，多目标深度强化学习方法可

分为单策略方法和多策略方法。单策略方法将权重分配给

多个目标，并将它们合并为一个目标进行评估优化。多策

略方法可以充分探索小规模连续优化问题的凸包，并且也

适用于探索离散优化问题（如调度问题）中的帕累托前沿。

然而，由于其状态空间的复杂性，训练时间呈指数级

增长。因此，本研究采用单策略框架，将两个 PPO网络

集成到一个智能体中，并开发了一个基于向量的奖励函数

来解决设置不同目标权重的棘手问题。
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3. DHHBFSP多目标在线问题描述

针对DHHBFSP，工件随机到达的在线调度问题可描

述如下。

在已有的调度安排下，随机到达的工件需要分配到F个

不同的加工工厂H ={H1 H2 ... HF }。所有工件都有K个

操作，加工路线相同，但处理时间取决于分配的工厂。

例如，第 j个操作 Ji的标准加工时间用 pij (i, j ∈ N+)表示。

那么，当 Ji被分配到Hf (f ∈N+)并在第 j个阶段以加工系数

μfj进行加工时，实际加工时间应为pij · μfj。一个混合流程

车间Hf包含K个加工阶段，至少有一个阶段配备了一台以

上的可用机器，其中同一阶段的机器数量（用Mfj表示）

可能因工厂不同而不同。此外，在此生产环境中还考虑了

阻塞约束，即只有在下一阶段有机器可用时，工件才能被

释放。否则，工件应保留在当前机器上；这种阻塞状态也

会消耗一定的能源。由于工件到达的随机性，DHHBFSP

的工件总数是未知的，为了简化数学表述，假设在整个调

度周期内有N个工件存在。其他常见的生产约束条件如下：

（1）所有机器在零时刻都可用；

（2）一个工件只能由一个工厂加工；

（3）一个工件一次只能进行一个操作；

（4）一台机器一次只能加工一个操作；

（5）所有准备时间和运输时间都被忽略或包含在加工

时间内。

因此，DHHBFSP包括两个决策过程：将未调度工件

分配给工厂和确定每个工厂的加工顺序。DHHBFSP的目

标是同时最小化总拖期（total tardiness, TT）和总能耗

（total energy consumption, TEC）。一旦给出 DHHBFSP 的

可行计划，就可以根据完成时间和到期时间确定TT，而

TEC则包括加工、空闲和阻塞状态下的能耗。以下是TT

和TEC的计算方法：

Minmize TT =∑i = 1

N max (ciK -Di ) (1)
Minimize TEC =Ep +E i +Eb (2)

Ep =∑i = 1

N ∑j = 1

K ∑f = 1

F xif · pij · μfj· efj (3)
E i =∑i = 1

N ∑j = 1

K ∑f = 1

F xif · αij · efj · e idle (4)
Eb =∑i = 1

N ∑j = 1

K ∑f = 1

F xif · βij · efj · eblock (5)
式中，F为工厂总数；Di为Ji的到期时间；ciK为Ji第K次

操作的完成时间；αij为 Ji第 j次操作的空闲时间；βij为 Ji

第 j次操作的阻塞时间；μfj为工厂Hf第 j阶段操作的过程

时间系数；efj 为工厂 Hf 中第 j 个阶段的标准单位时间

能耗；eidle为机器空闲时间的单位能耗系数；eblock为机器

堵塞时间的单位能耗系数。如果 Ji 被分配到 Hf，则

xif = 1，否则 xif = 0。TT是总拖期，TEC是总能耗，Ep是

加工状态下的能耗，E i 是空闲状态下的能耗，Eb 是阻塞

状态下的能耗。

本文还建立了一个数学模型来描述多目标DHHBFSP。

该模型见附录A中的A部分。

4. 基于 IPPO的DHHBFSP多目标在线调度方法

4.1. 强化学习基础

提出的 IPPO旨在通过采用多智能体框架改进PPO训

练方法，以解决多目标DHHBFSP问题。因此，本小节将

介绍 IPPO的一些基础概念，以帮助更好地理解该方法，

包括MORL和MADRL。

4.1.1. 多目标强化学习

强化学习通常被建模为马尔可夫决策过程（Markov 

decision process, MDP），其中包含M= (SAPγR)五个部分。

S是环境中所有状态 s的集合；A是智能体动作 a的集合；

P是状态转移函数P(s'|sa)，表示智能体在状态 s中执行动

作a后发现自己处于下一个可能状态 s'的概率；奖励函数

R(sa)表示在状态 s中执行动作 a后立即获得的奖励；γ∈
[0,1]是折扣因子。在多目标优化中，目标空间由两个或多

个维度组成，因此，一般的 MDP 被扩展为多目标 MDP

（multi-objective MDP, MOMDP）。MOMDP因为存在多个

目标，需要根据目标维度提供奖励向量而不是标量奖励，

即R (siai ) = (R1 (siai ) . . . Rm (siai ))，其中，m代表目标

个数（m ∈ N+）。同时，状态 s的状态值函数V也是一个

向量。

在多目标强化学习（MORL）领域，部分研究聚焦于

基于单策略架构的优化框架。这类方法的核心思想在于

通过设计动态权衡机制（如权重聚合或偏好引导函数），

将多维目标空间中的交互关系映射为单维标量评估体系，

从而在保留多目标特性的同时，利用单策略强化学习框架

实现帕累托前沿的高效探索。标量化函数g是将向量V投

影到标量的函数：

Vw = g(Vw) （6）
式中，w 为权重向量。标量化函数可以有多种形式和

偏好，但最常见的函数是本文使用的线性标量化函数。

4.1.2. 多智能体DRL

典型的MADRL算法，如多智能体深度确定性策略梯

度下降[41]和多智能体PPO [42]，均采用集中训练和分布
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式执行（centralized training and distributed execution, CTDE）

的方式。CTDE意味着所有智能体的网络都需要联合状态

和动作进行训练（集中训练），但每个智能体可以独立决

策并输出自己的动作（分布式执行）。由于每个智能体在

决策时必须考虑其他智能体的动作和状态，因此智能体之

间需要频繁的数据交互。当单个智能体进行集中训练时，

其批判网络需要使用全局状态；因此，随着智能体数量的

增加，学习的扩展难度会越来越大，这对算法的训练成本

和收敛性也构成了挑战。同时，并非所有智能体都需要在

同一时刻做出决策，因此，如果使用同步的决策测量，

可能会产生大量无效数据，从而降低训练效率。

因此，本研究采用一种具有异步决策的多智能体深度

强化学习方法，其中多个智能体协作并通过奖励相互影响。

这些智能体分别进行训练并异步执行。当仿真环境运行到

一个智能体当前工件第一阶段离开时间（决策时间）时，

系统会从工件池中选择下一个工件，并将选择后产生的奖

励添加到下一个决策点的状态中。因此，不同智能体在工

件选择前后执行的操作会相互影响。因此，多个智能体在

决策上是异步的，但智能体之间的协作可以通过决策前后

的状态和奖励来实现。

4.2. MOMDP建模

4.2.1. MOMDP模型定义

在训练过程之前，先定义MOMDP模型中的状态、动

作空间、状态转移概率和奖励函数。本研究构建的状态表

征体系整合了待加工工件的动态属性集合，这些参数共同

构成生产系统的实时全景映射。基于马尔可夫决策过程的

无记忆特性，将各智能体的观测空间聚焦于未完成工件的

实时生产数据。每个智能体都会根据本地观测结果（包括

L个工件的状态向量）做出决策。每个向量包含14个特征，

用于描述当前加工环境的状态。状态向量的详细信息如

表1所示。图1显示了一个智能体的观察状态。多智能体

环境通过Python的SimPy模拟库实现并执行状态转移。

4.2.2. 动作空间

MOMDP中的动作是从新到达的工件池或当前工件池

中抽取一个工件。为了提高训练效率，每一个训练轮次都

表1　状态描述

States

Process times

D-A

Blocking time

Tardiness signal

Reward of last decision

Job type of last decision

Estimated immediate reward

Weights of all objectives

Definitions

All process times on all stages

Time difference between the due date and current time

Estimated blocking time after choosing this job

Equal to 1 if no tardiness, otherwise equal to −1

Reward vector of last decision

Job from new arrival pool or not

The estimated immediate reward after choosing this job

Weights between two objectives

图1. 智能体观察状态（L ∈ N+）。
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有初始工件，并根据 INSGA-Ⅱ生成调度计划，在加工过

程中有工件随机到达。新工件不会自主选择工厂，而是与

所有未加工的工件一起放入工作池，被选中的工件会被直

接解码并安排到相应的工厂，并根据第一可用机器规则进

行机器选择。每个阶段的离开时间在解码后进行更新，

当模拟环境运行到一个智能体当前工件第一阶段的离开时

间（决策时间）时，从工件池中选择下一个工件。

在MOMDP中，动作就是从当前工件池中选择一个工件，

工件池中的工件数量会随时间变化，为了固定输入规模，

本研究使用最早到期（earliest due date, EDD）规则从所

有工件中选择8个工件作为输入，最后由智能体得出8个

工件的概率分布，并选择最大概率的工件作为下一步的

动作。在多智能体环境下通过Python的Simpy仿真库进行

状态转移，因此状态转移概率为1。

4.2.3. 奖励函数

本文中的奖励R是一个向量，而不是标量，它与两个

目标相对应。它由三部分组成，包括即时奖励
 
IR、阶段

奖励
  
ER和先前奖励

  
PR。为了避免在智能体的学习过程

中以获得单步奖励为目标，本文将
 
IR和

  
ER函数分开设

计。
 
IR是选择工件时产生的拖期时间和能耗倒数的向量，

如式（7），当拖期时间为 0时，给与奖励为 1。每个轮次

结束后，所有工厂的实际平均拖期时间和能耗的倒数为
  
ER，如式（8）所示，并在每个轮次结束时更新为所有智

能体的奖励。考虑到之前的决策对当前状态的影响，会增

加一个带有折扣系数的
  
PR，如式（9）所示。为了避免奖

励值过大或过小对状态值函数训练的负面影响，本文采用

奖励缩放法[43]来调整奖励的尺度。

 
IR = ( )1

Tt


1

EC t

（7）
  
PR = ( )∑i = 0

i = t - 1 γ
Ti

  ∑i = 0

i = t - 1 γ
EC i

（8）
  
ER = ( )1

TTåtotalsteps f


1

TECåtotalsteps f

（9）
R =

 
IR +

  
PR +

  
ER （10）

式中，Tt为 t时刻产生的拖期；ECt为 t时刻产生的能耗；γ

为折扣因子；totalstepsf为工厂 f在每一轮次中的步骤数。

4.3. 基于PPO的训练过程

4.3.1. 多智能体训练过程

在本节中，我们将介绍基于MADRL的拟议 IPPO培

训框架。在 DHHBFSP 环境中，每个工厂都被看作一个

DRL智能体，并将其定义为用于工件分配的FA。多个FA

以异步方式工作，没有直接交互，这表示一旦一个FA选

择了一项工件并更新了计划，其他FA将观察到包含这些

变化的更新状态，以避免冲突。提出的多智能体训练框架

如图2所示。每个智能体都独立训练网络，但整个环境中

前一步的行动和奖励都被视为下一步的状态。多智能体虚

拟环境由固定数量的工作初始化，这些工作由之前研究中

提出的HGA分配[44]。在新工件到达之前，所有智能体

都会按照HGA生成的序列加工。一旦有新的工件到达，

所有智能体都会进入学习过程，必须通过 PPO网络在决

策点选择下一个工件，直到没有工件选择为止。一个训练

轮次完成后，虚拟环境将重新初始化，以开始新的训练

轮次。当达到预定的训练轮次时，该过程结束。

基于这一训练框架，我们提出了 MODRL 的训练

方法。在训练过程之前，环境参数和训练参数都已设定。

在每一训练轮次（episode）中，虚拟环境都会重置，由

HGA随机分配20个初始工件给不同的智能体加工。新工

作到达后，当到达决策点时，agent i以EDD规则从工件

池中选择 8个工件作为输入，并获得观测值 oi和掩码mi。

如前所述，每个智能体都有两个 PPO 网络：PPOi1 和

PPOi2。如果训练轮次是奇数，agent i就会通过 PPOi1 选

择行动，接收奖励 ri、下一个观测值 o'i和下一个掩码m'i，

并将元组 (oi mi airi o'i m'i )存储到memory i1 中。否则，

agent i将使用PPOi2选择行动。在学习过程中，如果训练

轮次达到策略训练迭代次数的一半（training iterations, 

TR），每个网络就会连续采样一批记忆数据，更新网络参

数并保留记忆。如果训练轮次达到TR，则每个网络会连

续采样一批记忆以更新网络参数，并清空记忆。当达到最

大集数M时，训练过程结束。MODRL训练过程如算法 1

所示。

4.3.2. 单智能体PPO网络训练

本文使用PPO训练框架来训练深度学习网络[45]。一

般来说，每个智能体只训练一个 PPO网络，但针对多目

标的单策略学习方法，只训练一个网络可能会缩小求解范

围。因此，我们在一个智能体中训练两个目标权重分布不

同的PPO网络。在训练过程中，这两个PPO网络按照奇

数集和偶数集分别存储训练数据。训练示意图可见图3。

如上所述，这是一个多目标问题，奖励函数和状态值

函数应该是表征两个目标的向量。在训练过程中，actor

网络和 critic网络的损失值应该是一个标量，以更新深度

网络的参数。本文不使用不同的线性标量化权重向量来

求解一系列标量 MDP，而是随机抽样 50 组权重向量
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[w1iw2i]来计算平均标量化损失值，如式（11）所示。

loss =∑i
w1i l1 +w2il2 （11）

PPO作为在线学习方法，使用单次相同的数据进行策

略的多次更新，为了更有效地利用数据，本文提出了一种改

进的学习策略，将训练过程分为两个部分：单策略数据训练

和双策略数据训练。当 replay buffer中的数据存储达到固定

值的1/2时，在前TR/2次中，网络仅根据旧策略的数据进行

更新。通过网络根据更新后的策略生成另一组训练数据，并

在剩余的TR/2次中结合这两组数据更新当前的策略网络。

在本研究中，我们采用了参考文献[46]中提出的基于

注意力的策略网络（attention-based policy network, APN），

它主要由特征提取层、查询瞥见层（query glimpse layer）

和指针层组成。APN的输入是建议的作业向量，输出是

输入作业的概率分布。APN的详情见附录A中的B部分。

5. 数值实验

5.1. 实验设置

为了验证所提 IPPO的有效性，本节进行了一系列数

值实验。所有比较方法均使用 Python 进行编码，并在

一台配备 AMD Ryzen 5 6600H 和 Radeon Graphics CPU

（主频为3.30 GHz，内存为16 GB，运行Windows 10 Stan‐

dard 64位操作系统）的计算机上执行。在训练过程之前，

多工厂环境的布局如表 2 所示。本文在 GitHub 上提供

DHHBFSP运行环境的开放访问。

5.1.1. 算例设置

输入为8个工件的状态，每个状态包含8个14维向量。

其中，actor的输出为8个动作，critic的输出为两个Q值。

隐藏层与嵌入层的维度均设为 128；多头注意力层

（multi-head attention layer）包含8个注意力头（head）。参

数优化采用Adam优化器，初始学习率设置为1 × 10−5。对

于新工件，根据排队理论，我们假设工件到达模式遵循到

达率为λ（λ=20）的泊松分布。为了进行实验，我们随机

生成了不同规模的实例。然后，工件总数设为nÎ {10 20

50 100 200}。这些工件的到期日可通过不同交付时间

紧度（due date tightness, DDT）Î {1 1.5}的加工时间之和

计算得出。每个工件数有5个实例，共50个实例。

5.1.2. 优化指标

在实验进行之前，本文选择了两个指标来评估多目

标算法的性能，包括反世代距离（invert generational 

distance, IGD）和纯度（purity, P）。IGD 是一个测量值，

图2. 多智能体训练框架。Fac：工厂；Epi：训练集数。
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定义为问题的最优帕累托前沿（Pareto front*, PF*）中每个

点与算法获得的帕累托前沿（Pareto front, PF）之间的距

离。IGD是世代距离的改进，是一个更全面的指标，同时

反映了收敛性和多样性。具体表现为

IGD =
∑i = 1

n d *2
i

n
（12）

式中，d *
i 表示由PF*构成的每个点与PF最近的点之间的欧

氏距离；n表示 PF*的点数。因此，IGD值越小越好。由

于真正的PF*可能是未知的或难以获得的，本研究通过合

并每个实例下所有算法的运行结果来构建PF*。P是算法X

产生的非支配解个数与最优的非支配解个数的比率。P指

标反映了算法对其他方法的支配度。它的取值范围为[0,

1]，其中取值1意味着非支配集NDx完全支配了其他算法

生成的所有解，因此，P值越大越好。算法X的P值计算

公式如下：

PX =
|| ND'X
|| ND'

（13）
式中，| ND'X |是算法X生成的非支配解在最优非支配解集

中的数量；| ND' |是最优非支配解集的数量。

5.1.3. 参数优化

为了发挥 IPPO的优势，减少参数对不同实例的影响，

通过参数优化，选出综合表现较好的一组参数值。本文提出

的IPPO包含四个关键参数：批量大小（B）、折扣系数（γ）、
先前奖励折扣系数（PR）和策略的训练迭代次数（TR）。

田口方法是试验次数较少的最佳统计分析方法之一，本文

对所有实例采用田口方法分析了参数不同水平的表现以及

敏感度。

图3. 单智能体的训练过程。V(s)：s的状态依存值。

算法1　IPPO训练过程
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for episode = 1 to M do

  Reset the training environment with 20 initial jobs randomly

  Generate an initial schedule by the HGA

  for f = 1 to F do

  Combine all unscheduled jobs and select 8 jobs by the EDD

  The fth agent obtains the observation oi = [o1 o2 ... oS ] and mask mi

  if episode%2 = 1 then

   Choose action ai for PPOf1

   Obtain reward ri, the next observation o'i and the next mask m'i
   Decompose the action for the machine selection

   Store the tuple (oi, mi, ai, ri, o'i, m'i) into memoryf1

     if episode%TR = TR/2 then

      PPOf1 trained with a random B of memoryf1

      Preserve the memory and update the network of PPOf1

     else if episode%TR = 0 then

      PPOf1 trained with a random B of memoryf1

      Empty memoryf1

   end if

   else if episode%2 = 0 then

     Choose action ai for PPOf2

     Obtain reward ri, the next observation o'i and the next mask m'i
     Decompose the action for the machine selection

     Store the tuple (oi, mi, ai, ri, o'i, m'i) into memoryf2

     if episode%TR = TR/2 then

      PPOf2 trained with a random B of memoryf2

      Preserve the memory and update the network of PPOf2

     else if episode%TR = 0 then

      PPOf2 trained with a random B of memoryf2

      Empty memoryf2

     end if

    end if

   end for

end for

表2　多工厂环境布局

Setting

The number of initial jobs

The number of factories

The number of stages

The number of machines in factory 1

The number of machines in factory 2

Time factors of factory 1

Time factors of factory 2

Energy consumption factors of factory 1

Energy consumption factors of factory 2

Energy consumption factors of blocking state

Energy consumption factors of idle state

Values

20

2

4

[2, 3, 1, 4]

[4, 3, 3, 2]

[1, 1.3, 0.7, 1]

[1.3, 1, 1, 0.7]

[1.3, 0.7, 1.3, 0.7]

[0.7, 1, 1, 0.7]

0.3

0.2

表3　参数水平值

Level

1

2

3

B

256

512

1024

γ

0.85

0.90

0.95

PR

0.7

0.8

0.9

TR

40

60

80

300



通过田口实验，本文设计了正交阵列L9(34)。表 3列

出了每个参数的值。每个组合将运行 1000 训练轮次，

并独立求解一个随机实例 30次。隐藏层和嵌入层的维数

均设为 128。参数优化采用Adam优化器，学习率设定为

1 × 105。从图4可以看出，B、γ、PR和TR的最佳参数值

分别为 1024、0.95、0.9和 40。批量大小B的值对训练过

程最为敏感，γ对训练过程的影响最小。这些参数的结果

详见附录A中的C部分。

5.2. IPPO改进策略对比实验

训练过程是DRL中最重要的部分之一。为了证明所

提出的训练方法的有效性，本节将进行两个实验：首先，

比较了单PPO网络与双PPO网络的训练过程；其次，将

使用新学习策略的训练框架与不使用新学习策略的框架进

行比较。每个实例均独立求解 30次。详细结果见附录A

中的D部分。

5.2.1. 单PPO与双PPO对比

对于本文提出的 IPPO方法，两个PPO网络的目标是

在不同的权重目标空间中搜索解。因此，我们为两个网络

分配不同的权重作为输入。同时，为了简化训练过程，我

们将训练数据分别放入两个缓冲区。相反，单个 PPO网

络（PPO_S）的训练过程输入无需分配权重集，只需要

一个训练缓冲区。

图 5 显示了这两种方法在不同目标上的收敛过程。

图中表明PPO_S可以在第 4000次左右达到收敛状态，比

IPPO在第6000次时更快。另外，在没有权重作为输入的

情况下，PPO_S的训练过程比 IPPO更稳定，这说明两个

图5. IPPO和PPO_S收敛曲线。

图4. 参数敏感性对比图。
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目标的权重会使训练过程上下波动。但将权重作为输入可

以使PPO模型在训练过程中获得更高的平均奖励。这会让

PPO在每个决策点都做出更好的决策。为了证明这一观

点，我们在25个包含两个DDT的实例上对 IPPO和PPO_S

进行了比较。从表 4中可以看出，在DDT分别为 1和 1.5

时，IPPO分别获得了24个和25个最佳 IGD和P值。同时，

为了验证双PPO网络在 IPPO中的有效性，我们在图6中展

示了随机选取的两个实例来说明IPPO和PPO_S的帕累托前

沿。结果表明，在这些实例中，IPPO比PPO_S能获得更宽

的帕累托前沿，而且IPPO的所有帕累托解均优于PPO_S。

5.2.2. 训练策略对比

为了更有效地利用训练数据，本文提出了一种新的学

习策略。本实验展示 IPPO与采用旧策略（PPO_OL）的

PPO之间的比较。首先，从图 7的 IPPO和 PPO_OL收敛

曲线中可以看出，采用新学习策略的 IPPO比PPO_OL可

以提前 1000个轮次收敛。这一结果表明，重复使用训练

数据可以加快收敛过程。此外，它还使 IPPO收敛到更高

的平均奖励，相对于TT和TEC分别提升18%和27%。

为了验证 IPPO模型的有效性，我们还在25个有两个

DDT的实例上对 IPPO和 PPO_OL进行了比较。从表 5中

可以看出，在DDT分别为1和1.5的情况下，IPPO分别获

表4　IPPO和PPO_S的 IGD值和P值

Instances

J10

J20

J50

J100

J200

IGD (DDT = 1)

PPO_S

5.61 × 103

6.97 × 103

4.38 × 103

4.96 × 103

2.19 × 104

IPPO

5.57 × 102

3.04 × 102

7.91 × 102

2.85 × 103

1.37 × 104

P (DDT = 1)

PPO_S

0

0

0.03

0.23

0.18

IPPO

0.51

0.75

0.53

0.36

0.58

IGD (DDT = 1.5)

PPO_S

5.50 × 103

5.48 × 103

8.98 × 103

1.29 × 104

9.62 × 104

IPPO

9.88 × 101

4.67 × 102

3.19 × 102

2.67 × 103

3.77 × 103

P (DDT = 1.5)

PPO_S

0

0

0

0

0.05

IPPO

0.68

0.72

0.83

0.72

0.74

图6. IPPO和PPO_S的PF对比。

图7. IPPO和PPO_OL收敛曲线。
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得了25个和23个最佳 IGD值。在P方面，IPPO分别获得

了24个和23个较好值。从结果来看，IPPO的双策略训练

方法可以获得更好的帕累托前沿。IPPO的 IGD越小，说

明 IPPO生成的非支配解集越接近真正的帕累托前沿。

5.2.3. 奖励更新对比

在我们提出的 IPPO 方法中，我们改进了奖励计算

函数，增加了阶段奖励和先前奖励。为了证明其对 IPPO的

影响，在本部分中，我们比较了改进奖励的方法（IPPO）

和未改进奖励的方法（PPO_U）。两种方法使用相同的训练

框架，每个实例独立求解30次。从图8中IPPO和PPO_U的

收敛曲线可以看出，对于TT和TEC，IPPO在6000次左右

就达到了稳定的学习状态，而PPO_U则用了7000多次才达

到收敛，这表明在相同的训练框架下，IPPO比PPO_U收敛

得更快。但 IPPO的奖励训练曲线并不平滑，在收敛前会有

几次上升和下降。这说明奖励函数可以提高训练效率，但是

因为考虑了多个因素，导致训练过程中给出的奖励不够均

匀。相比之下，PPO_U的曲线相对平稳，整个趋势是逐渐

上升的，但是优化趋势并不明显。充分表明了改进的奖励函

数可以有效地提高训练过程的效率并获得更好的奖励。

表 6显示了实例在不同DDT条件下的 IGD值和P值。

我们可以知道，在DDT等于1和1.5的情况下，IPPO分别

获得了 23 个和 24 个最佳 IGD，P 值的结果也几乎相同。

这表明，IPPO中更新的奖励提高了PPO的性能，包括加快

收敛速度，并为这50个实例获得更好的解。IPPO与PPO_S、

PPO_OL和PPO_U之间的详细分析见附录A中的E部分。

5.3. 与规则对比实验

在验证了 IPPO中每个改进部分的有效性之后，本节将

IPPO与几种常用且有效的调度规则（包括EDD、MDD、

MST、SPT和LPT）以及一种常用的MODRL方法（即使用

相同PPO网络结构的优化线性支持DRL(SW) [34]）进行对

比。从表7和表8可以看出，与调度规则和SW相比，IPPO

的IGD和P值表现更好。详细结果见附录A中的F部分。

表5　IPPO和PPO_OL的 IGD值和P值

Instances

J10
J20
J50
J100
J200

IGD (DDT = 1.0)
PPO_OL
6.94 × 102

2.00 × 103

1.89 × 103

5.26 × 103

2.71 × 104

IPPO
5.57 × 102

3.04 × 102

7.91 × 102

2.85 × 103

1.37 × 104

P (DDT = 1.0)
PPO_OL
0.30
0.06
0.26
0.17
0.18

IPPO
0.51
0.75
0.53
0.36
0.58

IGD (DDT = 1.5)
PPO_OL
2.41 × 103

2.29 × 103

3.10 × 103

7.15 × 103

1.74 × 104

IPPO
9.88 × 101

4.67 × 102

3.19 × 102

2.67 × 103

3.77 × 103

P (DDT = 1.5)
PPO_OL
0.08
0.16
0.10
0.15
0.14

IPPO
0.68
0.72
0.83
0.72
0.74

图8. IPPO和PPO_U的收敛曲线。

表6　IPPO与PPO_U的 IGD值和P值

Instances

J10

J20

J50

J100

J200

IGD (DDT = 1.0)

PPO_U

1.32 × 103

2.06 × 103

2.71 × 103

6.50 × 103

2.83 × 104

IPPO

5.57 × 102

3.04 × 102

7.91 × 102

2.85 × 103

1.37 × 104

P (DDT = 1.0)

PPO_U

0.19

0.19

0.18

0.14

0.07

IPPO

0.51

0.75

0.53

0.36

0.58

IGD (DDT = 1.5)

PPO_U

1.72 × 103

1.57 × 103

3.93 × 103

7.50 × 103

4.91 × 104

IPPO

9.88 × 101

4.67 × 102

3.19 × 102

2.67 × 103

3.77 × 103

P (DDT = 1.5)

PPO_U

0.25

0.13

0.07

0.13

0.06

IPPO

0.68

0.72

0.83

0.72

0.74
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5.4. 与元启发式方法和DRL方法进行对比

为了进一步研究拟议 IPPO的性能，将其与近期研究

中的元启发式算法和DRL方法进行了比较，包括基于分

解的多目标进化算法（MOEAD23）[47]、基于帕累托的

离散 jaya 算法（Pdjaya23） [48]和多智能体包络 Q 学习

（MAEQL）[39]。此外，IPPO还与多智能体广义策略改进

（MAGPI）方法进行了比较，后者采用了参考文献[49]中

提出的广义策略改进（generalized policy improvement, 

GPI）。为了实现MAGPI，我们采用了GitHub上的GPI基

本代码，并将GPI方法纳入了本研究的多智能体框架中。

MAEQL和MAGPI的隐藏层大小与 IPPO相同。

如表9和表10所示，与元启发式算法和两种MODRL

相比，IPPO在 IGD和P值方面表现更好，这说明学习策

略和网络设计是有效的。详细结果见附录A中的 F部分

（表S7和表S8）。

图 9和图 10所示的帕累托前沿是不同算法在随机选

取的两个实例上得到的帕累托近似值。可以看出，在二

维坐标中，IPPO生成的帕累托前沿比其他算法生成的帕

累托前沿更接近图的左下角，这表明 IPPO在这两个实例

中比其他算法获得了更宽的帕累托前沿。IPPO得到的非

优势解的分布也更好。与其他两种DRL算法相比，结果

表明所提出的损失函数计算方法能更好地优化两个目标。

此外，结果也表明，由于在学习过程中考虑了全局信

表7　算法的 IGD值

Instances

J10

J20

J50

J100

J200

EDD

2.09 × 104

2.41 × 104

2.57 × 104

1.29 × 105

3.15 × 105

MDD

1.58 × 104

1.19 × 104

3.58 × 104

9.11 × 104

2.65 × 105

MST

1.74 × 104

1.72 × 104

2.92 × 104

7.53 × 104

3.21 × 105

LPT

2.42 × 104

2.12 × 104

2.17 × 104

8.65 × 104

2.20 × 105

SPT

1.45 × 104

1.74 × 104

2.58 × 104

8.97 × 104

2.43 × 105

SW

1.50 × 104

1.33 × 104

2.18 × 104

4.35 × 104

7.22 × 104

IPPO

3.27 × 102

0

6.53 × 103

2.76 × 104

4.64 × 104

表8　算法的P值

Instances

J10

J20

J50

J100

J200

EDD

0

0

0

0

0

MDD

0

0

0

0

0

MST

0

0

0

0

0

LPT

0

0

0

0

0

SPT

0

0

0

0

0

SW

0

0

0

0

0

IPPO

0.90

1.00

0.67

0.53

0.87

表9　对比 IGD值

Instances

J10

J20

J50

J100

J200

MOEAD23

1.48 × 104

1.38 × 104

1.82 × 104

7.20 × 104

1.89 × 105

Pdjaya23

1.38 × 104

1.47 × 104

1.40 × 104

7.02 × 104

1.50 × 105

MAEQL

2.13 × 104

2.80 × 104

3.72 × 104

4.66 × 104

6.81 × 104

MAGPI

1.53 × 104

1.20 × 104

1.40 × 104

3.37 × 104

5.55 × 104

IPPO

3.27 × 102

0

6.53 × 103

2.76 × 104

4.64 × 104

表10　对比P值

Instances

J10

J20

J50

J100

J200

MOEAD23

0.05

0

0

0.10

0

Pdjaya23

0.05

0

0

0

0

MAEQL

0

0

0

0

0

MAGPI

0

0

0.33

0.37

0.13

IPPO

0.90

1.00

0.67

0.53

0.87

图9. IPPO与分派规则PF对比图。
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息， IPPO 和 MAGPI 比其他元启发式算法能获得更好

的解。

5. 结论

本文研究了以总拖期和总能耗为优化目标的 DHH‐

BFSP。为了有效求解这一复杂问题，本研究提出了一种

基于PPO的多目标DRL方法，即 IPPO。通过定义不同智

能体的状态空间、动作空间和奖励函数，构建了MOM‐

DP模型，并从三个方面改进了奖励函数。然后，在 IPPO

中引入新的学习策略，分别训练单策略数据和双策略数

据，重复使用旧的策略数据。同时，针对框架中的智能

体，在单个智能体中定义了两个结构相同、权重目标集

不同的 PPO网络，以拓宽帕累托前沿。实验表明，改进

后的奖励函数和新的学习策略可以加快收敛过程，并在

大多数情况下获得更好的模型。此外，虽然 IPPO收敛过

程不稳定且对训练设置敏感，但两个 PPO网络能使非支

配解的分布更加分散。通过与其他MODRL、元启发式算

法和调度规则进行比较，证明了所提出的 IPPO算法具有

良好的求解能力。IPPO不仅能在所有实例中获得更好的

非优势解，还能形成更宽的帕累托前沿。这表明，与其

他方法相比，所提出的损失函数计算方法能更好地优化

两个目标。

在未来的工作中，我们将优化训练设置，以确保

IPPO在各种实例中表现相同。此外，我们可能会考虑将

所提算法应用于不同类型的分布式调度问题，如分布式

作业车间调度问题和分布式动态作业车间调度问题。最

后，由于元启发式算法可以获得更好的解决方案，我们将

研究一种结合元启发式算法的新DRL方法，以解决多目

标问题。
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