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基于物理驱动深度学习的结构形状优化设计
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摘 要：结构形状的优化设计本质上是一类泛函极值求解问题 . 在求解高维度泛函极值问

题时，传统的变分法往往面临着求解目标函数类型有限、求解过程呈现振荡行为等问题 . 利用

深度学习模型的高维非线性映射能力，建立了一种基于物理驱动深度学习的泛函极值求解模

型 . 首先将描述结构形状优化问题的物理信息（控制方程、初始条件和边界条件等）作为正则

化项嵌入深度学习模型中，基于性能目标构建损失函数；采用随机梯度下降法完成深度学习

模型的训练，进而实现泛函极值的求解和结构形状的优化设计；通过分析最优曲面和最优拱

轴线问题验证模型的有效性，并与遗传算法进行对比，结果表明该模型在小样本的目标任务

上具有较高的预测精度和效率 . 作为一种非参数模型化技术，物理驱动深度学习模型对解决

数据采集成本高、难度大的工程问题具有重要意义 .
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Structural Shape Optimization Design Based on Physics-Informed Deep 
Learning
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Abstract：The optimization design of structural shapes is fundamentally a problem of solving functional 
extremum. Traditional variational methods often encounter challenges， such as limited functional types and 
oscillation in the solution process when solving high-dimensional functional extreme value problems. In this paper， a 
functional extremum numerical solution method based on physics-informed deep learning （PIDL） is proposed by 
using the high-dimensional nonlinear mapping ability of deep learning model. The method first embeds the physical 
information （control equations， initial conditions and boundary conditions， etc.） of the shape optimization problem 
as regularization terms into the deep learning model， and a loss function based on the objective functional extremum 
is constructed. Then， a random gradient descent algorithm is used to train the deep learning model， further realizing 
the solution of functional extremum and optimization design of structural shape. The proposed method is verified 
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through numerical examples of optimizing the shape of surfaces and arch axes， and a comparative analysis is 
conducted with the computational results obtained from genetic algorithms. The results demonstrate that the method 
has high prediction accuracy and efficiency for the target task of small samples. As a non-parametric modeling 
technology， the method is of great significance for solving engineering problems characterized by high data 
acquisition costs and data collection challenges.
  Key words：physics-informed deep learning；shape optimization design；functional extremum；genetic algorithm

工程中结构的形状优化是在给定约束条件下，

在结构形状的优化空间内求解性能目标函数的极

值 . 结构的形状优化问题涉及建筑工程、结构工程、

航天航空和岩土工程等领域，可归结为泛函极值问

题，即寻找使对应泛函取极值的目标函数 . 现阶段，

基于Euler-Lagrange方程［1］，可求解结构一些简单的

泛函极值问题，但适用范围有限 . 随着工程应用场景

越来越复杂，传统数值方法在求解结构形状优化问

题时，常面临基函数逼近不充分、收敛困难及数值振

荡等问题，这使得传统数值方法的通用性受限 .
为了弥补传统数值方法的不足，国内外学者提

出了一系列求解泛函极值问题的新型数值方法 . 
Mahdy等［2］通过使用 Sumudu变换方法实现泛函极值

问题求解；Razzaghi［3］采用傅里叶级数和相关的积分

矩阵解决泛函极值问题，降低了整体近似误差；Zhou
等［4］使用帕德逼近法在函数空间中高效地搜索目标

函数以求解泛函极值问题；Gornov 等［5］基于微分方

程系统的隐凸性，采用多起点搜索法，提出了在非线

性非凸最优控制问题中求泛函最小值的方法 . 上述

算法都是解决泛函极值问题的新型数值方法，适用

于多种类型的泛函极值问题，且在求解精度和效率

方面有显著提升 .
此外，传统数值方法可能会受到高维空间的限

制，耗费大量计算资源 . 近年来，很多学者结合启发

式算法对泛函极值问题开展了新的研究 . Vogt 等［6］

用提升算法将泛函极值问题转化为合适的高维空间

中的凸问题，从而有效求解全局最优值 . Pedregal
等［7］提出了一种求解泛函极值问题的启发式算法，

用于求解多维约束的泛函极值问题 . Ye等［8］开发一

种退火算法来定位满足欧拉-拉格朗日方程的变分

路径，以求解泛函极值问题 . Mera等［9］采用遗传算法

（Genetic Algorithm， GA）求解边界检测的泛函极值

问题，采用实数编码遗传算法最小化目标泛函 . Hos⁃

seini等［10］提出了多目标遗传算法，以解决物理学中

优化问题 . Korda等［11］提出了求解泛函极值问题的进

化算法，该方法适用于具有预定义的形状，并且能求

解满足边界或其他附加条件的泛函极值问题 .
相较于启发式算法，深度学习算法展现出更强

的鲁棒性、自适应性和广泛的应用范围 . 随着计算机

科学的飞速发展，深度学习在泛函极值问题上的应

用日益广泛 . 根据通用逼近定理［12］，多层神经网络能

构建非线性高维函数空间，以求解满足约束条件的

泛函极值问题的最优解 . Weinan 等［13］提出的 Deep 
Ritz 深度学习方法，利用变分形式对应的优化问题

作为损失函数训练神经网络，实现目标函数优化 . 
Araz 等［14］基于 TensorFlow 1.14.0［15］开发了深度神经

网络 Elvet 框架来求解泛函极值问题 . Qiu 等［16］提出

了 SenseNet 模型，采用离散应变传感器网络数据重

构拓扑形状 . Liu 等［17］结合深度学习与多导遗传算

法，优化了旋翼翼型气动外形 . 尽管这些深度学习算

法能处理传统数值方法难以解决的高维、非线性问

题，但仍面临一些共性问题：一是深度学习算法的训

练需要大量数据计算资源，且耗时较长；二是深度学

习算法模型的黑箱特性导致可解释性和可靠性需进

一步研究 .
机器学习作为新兴技术，已广泛应用于数值领

域 . 其中，物理驱动深度学习（Physics-Informed 
Deep Learning， PIDL）模型备受瞩目，该方法将深度

学习与物理方程相结合，以更准确地建模和求解物

理问题 . 物理信息神经网络（Physics-Informed Neu⁃
ral Network， PINN）［18］作为PIDL的一种实现，是解决

各种高阶偏微分方程相关问题的有效手段 . 在PINN
基础上，国内外学者相继提出了不同的改进模型，如

稀疏PINN（SPINN）［19］、神经同质化PINN（NH-PINN）
［20］等 . 相较于传统数值方法，PIDL 方法以采样替代

网格剖分，以非线性基底（即神经网络）替代多项式
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基底，将求解控制方程转化为优化损失函数的问题

来找到控制方程解 . 相较于传统数值方法，PIDL 架

构的显著优势在于，可以通过采样点一次性求解整

个时空域，而此过程可利用 GPU 大规模并行化来提

高计算效率 . 目前PIDL方法在流体力学、岩土工程、

固体力学等领域得到广泛应用［21-23］.
基于此，本文建立了一种基于物理驱动深度学

习的结构形状优化求解方法 . 该方法通过神经网络

构建函数空间，在传统的深度学习模型中嵌入形状

优化问题的物理知识（控制方程、初始条件和边界条

件等），实现了物理知识与数据驱动模型的有机结

合 . 通过分析最优曲面和最优拱轴线问题，验证了该

方法在结构形状优化中的有效性 .

1   基于PIDL的泛函极值求解模型

1.1   形状优化问题的泛函极值描述

一般而言，考虑 y（x）为待优化的结构几何特征，

在外荷载 f （x）作用下，结构的基本物理信息涵盖控制

方程、初始条件和边界条件等，分别对应式（1）~式（3）.
控制方程：

Ψ [ ]y ( x )，f ( x ) Ω = 0 （1）
边界条件：

B[ ]y ( x ) ∂Ω = 0 （2）
初始条件：

I[ ]y ( x )
I0

= 0 （3）
结构形状优化旨在达成特定最优性能目标，寻

求结构最优形状 y*（x），该问题可视作在函数空间H

上，满足物理信息条件的泛函极值问题：

y* = arg min
y ∈ H

L ( y ) （4）
式中：L（y）为目标泛函；y*为最优函数 .
1.2   泛函极值问题的PIDL模型

为解决泛函目标函数类型有限的问题，利用

PIDL构造的函数空间，提出基于物理信息的深度学

习泛函极值求解方法，将优化问题的物理信息嵌入

传统神经网络中 . 由 PIDL 方法构建神经网络，通过

训练神经网络，得到使目标最优的函数 .具体步骤如

下：首先，采用神经网络构建函数空间，用于逼近最

优函数 . 其次，将形状优化问题的物理信息嵌入神经

网络中 . 最后，构建包含目标函数与物理约束的损失

函数 . 其中，目标函数项旨在反映结构形状的性能优

化目标，物理约束项通过物理信息（控制方程、初始

条件和边界条件等）对模型施加约束 . 在模型训练过

程中，首先随机初始化曲面函数，再利用随机梯度下

降算法训练深度学习模型，通过训练数据逐步迭代

调整参数得到最小化损失函数 . 通过在优化问题的

自定义区间、边界条件、初始条件上采样，利用基于

深度学习的随机梯度下降算法进行网络训练，求解

泛函极值问题，最终获得结构的最优化形状 .
1.3   损失函数构建

用泛函极值问题的变分形式所对应的优化问题

作为损失函数来训练神经网络 . 下面构建损失函数：

在函数空间H中，考虑所有光滑函数 y（x）的集合 . 若
测试函数 y（x）满足式（1）~式（3），则需要找到一个函

数 y（x）∈H，使得定义在函数空间 H上的泛函能够达

到最小值或最大值 . 因此目标泛函和其他物理信息

约束的损失函数可分别表示为式（5）~式（9），最终得

到PIDL泛函极值问题的损失函数，如式（10）所示 .
LF = ∫Ω

F [ ]ŷ ( x ) dx （5）
Lc = ∫Ω

C [ ]ŷ ( x ) dx （6）
L f = Ψ [ ]ŷ ( x )，f ( x ) （7）
Lb = B[ ]ŷ ( x ) （8）
L I = I[ ]ŷ ( x ) （9）
Lloss= LF + W f L f + Wc Lc + Wb Lb + W I L I （10）

式中：LF为目标泛函损失，Lf为控制方程损失，Lc为泛

函约束损失，Lb为边界条件损失，LI为初始条件损失，

Wf为控制方程损失权重，Wc为泛函约束损失权重，Wb
为边界条件损失权重，WI为初始条件损失权重 .
1.4   自动微分与积分离散化

物理驱动的深度学习方法训练分别采纳了自动

微分算法与积分离散化算法，实现微分与积分计算 . 
自动微分利用符号微分处理基本算子，并通过链式

法则整合各部分导数，从而精确评估由计算机程序

表达的数值函数的导数［24］. 自动微分机制包含 3 部

分：链式法则、反向传播和有向图结构 . 在正向传递

中计算各节点的值，在反向传递中利用有向图结构，

依据链式法则计算梯度向量 .
泛函极值问题在样本空间选取采样点，采用辛

普森法则［25］进行求解 . PIDL方法作为无监督学习方
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法，无须人工标注数据点 .
1.5   梯度下降训练算法

神经网络训练旨在通过调整参数实现泛函的最

小化，训练算法的应用可加快收敛 . 模型迭代过程采

用批量梯度下降法，具体步骤如下：首先，使用 Ten⁃
sorFlow 提供的自动微分功能计算目标函数的梯度；

其次，进行梯度反向传播，结合 Adam 算法［26］更新参

数并进入下一轮迭代 .
Adam算法是梯度下降法的一个变种 . 该算法结

合了一阶动量算法与 RMSprop 算法［27］的优点，具有

更快的收敛速度和避免陷入局部最小值的能力 . 
Adam算法通过一阶动量调整训练方向，通过二阶动

量调节学习速率 . 其参数更新见式（11）~式（13），公

式对应的符号说明见表1，其中 t表示迭代步 .
mt = mt - 1 ⋅ β1 + ∇f [ ]x(i) ⋅ (1 - β1 ) （11）
vt = vt - 1 ⋅ β2 + ∇f [ ]x(i) 2 ⋅ (1 - β2 ) （12）
α(i + 1) = α(i) + mt ⋅ η

vt + ε
（13）

2   算例分析

2.1   最小旋转曲面问题

已知连续曲线通过两固定点，当该曲线绕横轴

旋转时，所生成的旋转曲面面积最小，即对于通过点

A（0， cosh（-1））和 B（2， cosh（1））的曲线函数 y=         
y（x），求最优函数 y=y*（x），使旋转曲面面积最小 . 其
表达式为：

min   S [ y ( x ) ] ≡ ∫ y ( x ) 1 + ( )dy ( x )
dx

2
dx

s.t.   y ( x1 ) - y1 = 0
        y ( x2 ) - y2 = 0

（14）

式中：S为面积泛函，y1和 y2为边界值 .

构建损失函数需考虑结构的基本物理信息 . 该
案 例 中 考 虑 端 点 约 束 条 件 ，求 一 个 测 试 函 数

y = ŷ ( x )，使得定义在函数空间H上的泛函达到最小

值或最大值，可得损失函数如式（15）~式（17）所示 .
LF = ∫Ω

F [ ]ŷ ( x ) dx = ∫0

2
ŷ ( x ) 1 + ( )dŷ ( x )

dx

2
dx

（15）
Lb = B[ ]ŷ ( x ) = [ ]ŷ ( x1 ) - y1

2 + [ ]ŷ ( x2 ) - y2
2

（16）
L ( )y = LF + Wb Lb （17）

式中：Wb=100.
利用 PIDL求解最小旋转曲面问题，训练数据为

在样本空间［0， 2］上均匀选取的 100个样本点，网络

训练采用Adam优化器 . 神经网络结构包含 1个神经

元的输入层、10 个神经元的隐藏层和 1 个神经元的

输出层，且均为全连接层 . 常用激活函数有 Sigmoid
函数、Tanh 函数和 Relu 函数等［28］，本文采用 Sigmoid
函数作为激活函数 . 求解最小旋转曲面问题的网络

结构如图 1 所示，神经网络超参数设置如表 2 所示 . 
其中 x 代表自变量输入值，y 代表神经网络输出值，

参数 w、b分别表示权重和偏置，α表示参数集｛w，b｝. 
由该神经网络创建的函数空间表示为 H，其维度等

于权重与偏置的个数 .
{R   →    R

x    ↦    ŷ ( x；α ) （18）

显式表达神经网络输出的计算公式如下：

ŷ ( x；α ) = b (2)1 + ∑
j = 1

10
w (2)1j Sigmoid (b (1)

j + w (1)
j1 x) （19）

式中：w (1)
j1 、b (1)

j 与w (2)1j 、b (2)1 分别为第一层、第二层的神经

网络的权重与偏置 .

图1   泛函极值问题神经网络图

Fig.1   Neural network diagram for functional extremum problem

表1   Adam算法符号说明

Tab.1   Symbol description of Adam algorithm

符号

mt

vt

β1

β2

符号说明

损失函数梯度一阶矩

损失函数梯度二阶矩

一阶矩的衰减系数

二阶矩的衰减系数

符号

∇f [ x(i) ]
α(i)

η

ε

符号说明

目标函数梯度

在第 i次迭代时的

参数值

学习率

极小的常量

（防止分母为零）
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训练采用 2.70 GHz Intel/6核/11代 Intel Core i5-
11 400 H处理器 . 迭代60 000次所花费时间为55.15 s. 
训练得到的预测母线表达式如下：

ŷ ( )x；α = B (2) + (W (2) ) T
σ (B (1) + W (1) x) （20）

式中：σ 表示 Sigmoid 函数，W（1）、B（1）与W（2）、B（2）分别

为第一层、第二层的神经网络的权重与偏置矩阵 .
为进行对比研究，本文采用遗传算法搜索最小

旋转曲面 . 该算法首先随机初始化一定数量的个体，

个体基因代表了泰勒展开系数的一组取值 . 在每一

代中计算旋转曲面面积，并在区间端点引入惩罚项

以评估个体适应度 . 通过多元竞标赛选择适应度最

好的个体，并利用单点交叉生成新的子代 . 在子代中

进行变异操作，并用新子代替换原有种群中的部分

个体，形成新的种群 . 通过不断迭代，逐渐优化种群

中的个体，寻找具有最优泰勒展开系数的旋转曲面

母线，以满足性能优化目标和物理约束条件 . 遗传算

法的超参数设置如表3所示 .

遗传算法迭代 6 000 次用时 182.95 s. 最小旋转

曲面问题的 PIDL 预测解、GA 预测解和理论计算得

到的精确解分别如图 2所示 . 图 3为最小旋转曲面母

线的PIDL预测解、GA预测解和精确解，PIDL训练迭

代收敛曲线如图4所示，GA适应度曲线如图5所示 .
如图 3 所示，与 GA 计算结果相比，PIDL 计算结

果更接近精确解 . 从图 4可知，在训练开始阶段损失

函数大幅度下降，表明所选择的学习率合适 . 训练迭

代 60 000 次时损失函数值约为 1×10-5. 从图 5 可知，

群体适应度值逐渐上升直至收敛 . 采用平方误差评

估预测值与精确值之间的误差，其公式为：

Eerror = [ ]ŷ ( xi；α ) - yi

2
（21）

图 6、图 7分别为PIDL、GA预测最小旋转曲面母

线的平方误差曲线 .由图 6可知，PIDL预测结果误差

主要集中在［1.2，1.4］区间内，最大平方误差约为

1.2×10-4，同时观察到曲线存在波动 . 由图 7可知，GA

表2   最小旋转曲面问题超参数设置

Tab.2   Hyperparameter settings for the minimal surface of 
revolution problem

超参数

lr
β1
β2
ε

Epoch

属性

训练学习率

一阶矩估计的指数衰减率

二阶矩估计的指数衰减率

用于数值稳定性的常数

训练总回合数

值

0.001
0.9

0.999
1e-7

60 000

表3   遗传算法超参数设置

Tab.3   Hyperparameter settings of GA

超参数名称

种群大小

个体基因数量

迭代次数

变异率

变异扰动大小

多元竞标赛规模

参数取值

200
4

6 000
0.000 1

0.02
3

（a）PIDL预测解

（b）GA预测解

（c）精确解

图2   最小旋转曲面问题的解

Fig.2   Solutions of minimum rotation surface problem
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预测结果误差集中在 x=1.0附近 . 最小旋转曲面精确

解为 17.677 30，PIDL 与 GA 计算误差对比如表 4 所

示 . 旋转曲面面积精确结果与PIDL预测结果的误差

为 0.466%，与 GA 预测结果的误差为 0.904%，表明

PIDL 模型具有较高的精度 . 同时 PIDL 计算用时

55.15 s，相较GA计算用时更短，计算效率更高 .

2.2   最优拱轴线问题

最优拱轴线问题可描述为：确定三铰拱的拱轴

线，使其在指定荷载下仅产生轴力 . 已知拱上填料的

荷载集度计算公式为：

q = q0 + γy （22）
建立如图 8 所示的直角坐标系，三铰拱轴线函

数为 y=y（x），且所有的截面都具有零弯矩 . 此外，三

铰拱所受荷载如图 8 所示，三铰拱的具体参数详

见表5.

图3   最小旋转曲面母线的PIDL预测解、GA预测解与精确解

Fig.3   Predictive solution of PIDL ， predictive solution of GA 
and exact solution of the minimum rotation surface generatrix

图4   PIDL迭代收敛曲线

Fig.4   Iterative convergence curve of PIDL

图5   GA适应度曲线

Fig.5   Fitness curve of GA

图6   PIDL预测母线平方误差曲线

Fig.6   Square error curve of the generatrix predicted by PIDL

图7   GA预测母线平方误差曲线

Fig.7   Square error curve of the generatrix predicted by GA
表4   最小旋转曲面问题计算误差对比

Tab.4   Comparison of computational errors for minimum 
rotation surface problem

计算方法

PIDL预测值

GA预测值

旋转曲面面积

17.594 92
17.837 02

相对误差绝对值/%
0.466
0.904
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上述问题可描述为寻找一个最优函数 y = ŷ ( x )，
通过点O（0， 0）满足边界条件，且满足各拱截面弯矩

M（x）为零 . 鉴于对称性，仅考虑O点右侧拱轴线 . 数
学表述如下：

min  ∫M ( x ) 2 dx

s.t.  y ( x0 ) - y0 = 0
       dy ( x0 )

dx
- dy0dx

= 0
（23）

式中：M（x）为对应截面弯矩，y0 为 O 点对应的边

界值 .
三铰拱的截面弯矩，可表达为对应简支梁的截

面弯矩减去拱脚水平推力产生的弯矩 . 计算公式如

式（24）所示 .
M 0 ( x ) - FH[ ]f - ŷ ( x ) = 0 （24）

式中：M0（x）为该截面对应简支梁的截面弯矩 .          
式（22）对 x求二阶导数可得：

FH
d2 ŷ ( xi )dx2 - γŷ ( xi ) - q0 = 0 （25）

构建损失函数需考虑结构的基本物理信息 . 该
案例中考虑边界约束条件和控制条件，求一个测试

函数 y = ŷ ( x )，使得定义在函数空间 H 上的泛函

∫M ( x ) 2 dx达到最小值或最大值 . 由此可得损失函数

如式（26）和式（27）所示 .
L f = Ψ [ ]ŷ ( x )，f ( x ) =
        ∑

i = 1

N é
ë
êêêê

ù
û
úúúúFH

d2 ŷ ( xi )dx2 - γŷ ( xi ) - q0 2
2

（26）

Lb = B[ ]ŷ ( x ) = [ ]ŷ ( x0 ) - y0
2 + é

ë
êêêê ù

û
úúúú

dŷ ( x0 )
dx

- dy0dx

2

（27）
式中：N为采样点总数 . 损失函数如式（28）所示 .

L ( )y = L f + Wb Lb （28）
式中：Wb=1.

利用 PIDL求解最优拱轴线问题，训练数据为在

样本空间［0，25］上均匀选取的 100 个采样点 . 神经

网络结构与最小旋转曲面问题相同，隐藏层中的激

活函数采用 Sigmoid函数，优化器采用Adam［26］. 神经

网络超参数设置如表6所示 .

对 于 2.70 GHz Intel/6 核/11 代 Intel Core i5-      
11400H 处理器，迭代次数为 50 000，用时 16.82 s. 神
经网络训练后得到的预测曲线表达式如式（20）所示 .

为进行对比研究，采用遗传算法寻找最小旋转

曲面 . 首先随机初始化一定数量的个体，个体基因为

泰勒展开系数的一组取值 . 在每一代中计算各采样

点处截面弯矩平方和，并引入惩罚项以评估个体适

应度 . 通过多元竞标赛选择适应度最好的个体 . 在
子代中进行变异操作，并用新子代替换原有种群中

的部分个体 . 通过不断迭代，逐渐优化种群中的个

体，寻找具有最优泰勒展开系数的最优拱轴线 . 遗传

算法的超参数设置如表7所示 .
遗传算法迭代 10 000次，用时 98.65 s. 最优拱轴

表6   最优拱轴线问题超参数设置

Tab.6   Hyperparameter settings of the optimal
arch axis problem

超参数

lr
β1
β2
ε

Epoch

属性

训练学习率

一阶矩估计的指数衰减率

二阶矩估计的指数衰减率

用于数值稳定性的常数

迭代次数

值

0.001
0.9

0.999
1e-7

50 000

表7   遗传算法超参数设置

Tab.7   Hyperparameter settings of GA

超参数名称

种群大小

个体基因数量

迭代次数

变异率

变异扰动大小

多元竞标赛规模

参数取值

300
3

10 000
0.000 1

0.01
3

图8   三铰拱受力图

Fig.8   Force diagram of three-hinge arch
表5   三铰拱系统的参数

Tab.5   Parameter of three-hinge arch

符号

γ

qc
f

l

参数名称

填料重度

拱脚荷载集度

拱高度

拱跨度

参数取值

20 kN/m2

700 kN/m3

17.5 m
50 m
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线的 PIDL 预测解、GA 预测解与精确解对比曲线如

图9所示 .

由图 9 可知，PIDL 预测曲线与理论结果高度吻

合 . 图 10 所示的损失曲线变化表明，迭代 25 000 次

时损失值大幅下降，表明学习率取值合适 . 当迭代次

数为 50 000时，损失函数数值约为 1×10-7，误差在容

许范围内 . 图 11 为遗传算法适应度变化曲线，群体

适应度值随迭代次数上升直至收敛 . 图 12 为 PIDL
预测值的平方误差，平方误差极大值为 1.0×10-6，同

时存在较大波动 . 图 13为遗传算法预测值的平方误

差，误差集中在两端点处 . 最优拱轴线曲面问题精确

解为 63.764 28，PIDL 与 GA 计算误差对比如表 8 所

示 . PIDL预测结果的误差值为 0.482%，GA预测结果

的误差值为 0.965%. 这表明PIDL模型具有更高的精

度 . PIDL计算用时16.82 s，较GA计算效率更高 .

图10   最优拱轴线的PIDL迭代收敛曲线

Fig.10   PIDL iterative convergence curve of optimal arch axis

图9   最优拱轴线的PIDL预测解、GA预测解与精确解

Fig.9   PIDL predictive solution， GA prediction solution and 
exact solution of optimal arch axis

图12   PIDL预测拱轴线的平方误差曲线

Fig.12   Square error curve of the arch axis predicted by PIDL

图11   最优拱轴线的GA适应度曲线

Fig.11   GA fitness curve of optimal arch axis

图13   GA预测拱轴线平方误差曲线

Fig.13   Square error curve of the arch axis predicted by GA
表8   最优拱轴线问题计算误差对比

Tab.8   Comparison of computational errors for
the optimal arch axis problem 

计算方法

PIDL预测值

GA预测值

拱轴线长度

63.456 88
63.149 16

相对误差绝对值/%
0.482
0.965
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3   结 论

建立了一种基于物理驱动深度学习的泛函极值

求解模型，用于解决形状优化问题 . 该方法将形状优

化问题的物理信息嵌入传统的神经网络模型中 . 通
过性能目标泛函极值构建损失函数，并利用样本空

间中的样本点数据进行网络训练，实现泛函极值问

题的求解 . 主要结论如下：

1）建立了泛函极值问题的物理信息深度学习求

解方法，并对最优曲面和拱轴线形状问题进行求解，

结果与真实值吻合较好，相较于遗传算法，该方法的

误差更小且计算效率更高 . 旋转曲面面积的相对误

差绝对值为 0.466%，预测拱轴线长度的相对误差绝

对值为0.482%，表明该模型具有较高精度 .
2）PIDL模型作为一种无网格技术，其优势在于

融合数据和物理知识 . PIDL无须标签数据即可求解

高度非线性非凸的最优化问题，适用于形状优化类

的泛函极值问题 . 该方法对于解决数据收集成本高、

数据采集困难的工程问题具有重要意义 . 未来考虑

将其推广至复杂约束的形状优化问题 .
3）PIDL 在训练过程中不仅能够利用大量的数

据样本，还可施加物理信息作为约束 . 相较于纯数据

驱动的机器学习方法，该方法具有较好的泛化性，能

够求解不同类型的优化问题 . 同时，利用边界和初始

条件等物理信息来约束模型，避免了过拟合问题，提

高了泛化能力 .
尽管 PIDL相较于遗传算法具有显著优势，但仍

存在局限性，如复杂工况下模型训练需要大量计算

资源 . 未来可考虑采用并行计算、自适应学习等技术

提高训练效率 . 为增强 PIDL 的泛化能力，可结合迁

移学习、集成学习等方法，改善模型的鲁棒性和泛化

性能 .
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