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摘要：当前文图跨模态行人检索算法过于依赖视觉语言预训练大模型来提升精度，导致模型参数量庞大、算力要求高等

问题，难以满足边缘部署等实际应用需求。基于此，该文从视觉语言预训练大模型的轻量化角度入手，引入多模态联合蒸馏

与互补式监督策略，基于华为昇腾平台，提出了一种基于三阶段渐进式知识蒸馏的文图跨模态行人检索算法。该方法区别于

传统两阶段仅对各个模态进行独立蒸馏，而是通过模态内−跨模态的蒸馏路径，依次在图像、文本模态内实现特征对齐，最

终在共享隐空间中进行跨模态语义关联的协同蒸馏。实验表明，学生模型参数量仅为教师模型的 14.77%，在 CUHK-
PEDES、ICFG-PEDES和 RSTPReid数据集上与现有轻量化方法相比，其 mAP指标均得到有效提升，同时在边缘设备上处

理单个文本−图像对的耗时约 23 ms，实现了实时推理性能。该研究证实了基于文图跨模态知识蒸馏的行人检索算法的有效

性，为人员排查、智能安防等场景国产化落地提供了有效路径。
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Abstract:  Current text-to-image cross-modal person retrieval algorithms overly rely on vision-language pre-
trained  large  models  to  improve  accuracy.  This  leads  to  issues  such  as  large  model  parameter  sizes  and  high
computational  requirements,  making  it  difficult  to  meet  the  practical  application  requirements  such  as  edge
deployment.  In  light  of  this,  this  paper  focuses  on  the  lightweight  aspect  of  vision-language  pre-trained  large
models.  It  introduces  a  multi-modal  joint  distillation  and  complementary  supervision  strategy.  Based  on  Huawei
Ascend platform, the paper proposes a text-image cross-modal pedestrian retrieval algorithm based on a three-stage
progressive  knowledge  distillation  approach.  Unlike  the  traditional  two-stage  approach  that  only  performs
independent  distillation  for  each  modality,  this  method  first  conducts  distillation  within  the  image  and  text
modalities  separately,  and  finally  performs  collaborative  distillation  for  cross-modal  semantic  association  in  the
shared  latent  space.  Experimental  results  show that  the  student  model  has  only  14.77% of  the  parameters  of  the
teacher  model.  Compared  with  existing  lightweight  methods,  it  achieves  effective  improvements  in  mAP on  the
CUHK-PEDES,  ICFG-PEDES,  and  RSTPReid  datasets.  It  also  realizes  real-time  inference  performance  with  an
inference time of approximately 23 ms for processing a single text-image pair on edge devices. This study confirms
the effectiveness  of  the three-stage progressive knowledge distillation method and provides  an effective pathway
for the domestic implementation in scenarios such as personnel screening and intelligent security.
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随着视频监控技术的普及，全球范围内时刻都

在产生海量的监控数据，面对如此庞大的视频数

据，在实际应用场景中难以依赖人工进行逐帧分

析。行人重识别（person re-identification, ReID）技

术根据给定的查询图像在非重叠摄像头网络下检索

特定行人目标，已广泛应用于智能视频监控领域。 
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然而，在缺乏查询图像的场景下，传统 ReID技术

难以发挥作用。得益于多模态技术的快速发展，文

图跨模态行人检索为上述挑战提供了新的解决方

案[1]。文图跨模态行人检索旨在利用文本描述，从

行人图像库中检索出与该描述语义匹配的目标图

像。文图跨模态行人检索方法通过融合自然语言处

理和计算机视觉技术，实现了文本与图像之间的跨

模态信息对齐，有效地弥补了传统 ReID技术只依

赖图像单模态进行检索的不足，在智能安防、人员

排查和智能相册等领域中展现出巨大的社会价值和

经济潜力。

在早期的文图跨模态行人检索研究方法中，研

究者们主要通过引入特定的网络模块或复杂预处理

流程来提升模型性能。大量基于卷积神经网络[2-3]

和循环神经网络[4] 构建双流编码器的方法涌现，通

过分别用独立的编码器对图像和文本进行特征提

取，结合复杂的跨模态对齐机制，进而提升模型的

检索性能。文献 [5-7]选择基于相同网络结构提取

跨模态特征的方法，进一步缓解文本和图像模态差

异带来的挑战。然而，上述策略不仅对检索精度的

提升相对有限，而且增加了模型复杂度与计算成

本，为模型的边端部署等实际应用带来了一定的挑

战。近年来，CLIP等视觉语言预训练大模型[8-11] 得

到了广泛研究。这些模型通过在大规模图像−文本

对数据集进行预训练，学习到模态对齐的特征表

示，在多个下游任务中展现出卓越性能。基于视觉

语言大模型的文图跨模态行人检索方法[12-14] 应运而

生，显著提升了模型的跨模态行人检索能力。虽然

基于视觉语言预训练模型设计的文图跨模态行人检

索方法在学术界取得了显著成果，但是其平均 140 M
以上参数量的参数规模和高计算成本难以满足实际

应用的需求[15]。因此，针对这些具有庞大参数规模

的视觉语言大模型，如何设计模型轻量化方法引起

了广泛关注。

为了实现视觉语言大模型的轻量化，研究

者们通过优化模型结构和参数提出了一系列方

法，在保持模型性能的同时，降低计算成本和存储

需求，如模型量化、模型剪枝、低秩分解、知识蒸

馏（knowledge distillation, KD）[16-22] 等。相较于其他

神经网络轻量化方法，知识蒸馏方法采用教师−学
生模型框架，考虑学生模型的整体网络结构，而非

局部参数或结构，利用教师模型提取的知识作为监

督信号，提供更丰富的训练信息，具有更好的拓展

性。知识蒸馏旨在利用具有高性能的教师模型指导

轻量级的学生模型学习，以进一步提升学生模型的

判别能力。随着知识蒸馏技术的不断发展，其在多

个研究领域展现出强大的应用潜力，如计算机视

觉、自然语言处理、语音识别、推荐系统等[23]。针

对多模态知识蒸馏中跨模态特征对齐与语义融合的

复杂性挑战，研究者们提出了多种视觉语言预训练

模型的轻量化方法[17-22]。然而，现有的两阶段知识

蒸馏方法对于各个模态进行独立蒸馏，忽略了同时

蒸馏图像和文本编码器的跨模型性能学习。同时，

通用文图检索的轻量化方法无法满足跨模态行人检

索任务的需求，难以继承教师模型对于文本图像细

粒度的对齐能力。

本文针对轻量化文图跨模态行人检索任务，提

出了一种三阶段渐进式知识蒸馏框架。该框架通过

模态内−跨模态的蒸馏路径，依次在图像、文本模

态内实现特征对齐，最终在共享隐空间中进行跨模

态语义关联的协同蒸馏。具体来说，以双流 CLIP
模型为骨干，构建教师−学生网络架构，并设计

逐层递进的蒸馏范式：第一阶段专注于图像模态内

的表征一致性，确保学生模型在视觉底层特征空间

与教师模型对齐；第二阶段贯彻文本模态内的语义

保真性，使学生模型精准捕捉语言细微差异；第三

阶段引入跨模态联合蒸馏，旨在引导学生模型在共

享的隐空间中，模拟教师模型所建立的深层图文语

义关联。最终，通过任务特定损失与跨模态蒸馏损

失的互补式监督策略，将大型教师模型中蕴含的复

杂跨模态表示，高效地迁移至轻量化学生网络。

 1　相关工作

 1.1　文图跨模态行人检索方法

文图跨模态行人检索任务的目的是根据给定的

文本描述，从图像数据库中检索出与输入文本描述

最匹配的行人图像。文图跨模态行人检索方法主要

可以分为早期基于卷积神经网络与循环神经网络的

方法和基于预训练大模型的方法。

早期基于卷积神经网络和循环神经网络构建双

流编码器架构的方法中，文献 [1]提出一个基于门

控制注意力机制的循环神经网络框架，采用双流编

码器分别对图像和文本进行编码，其中，图像编码

器使用 VGG[2] 网络提取视觉特征，通过卷积神经

网络捕获行人的全局外观信息；文本编码器使用长

短期记忆网络（long short-term memory, LSTM）[4]

对自然语言描述进行编码，建模文本序列的时序依

赖关系，动态计算每个单词与视觉特征单元之间的

关联权重，为后续研究奠定了基础。文献 [24]采
用残差网络（residual network, ResNet）[3] 作为图像
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编码器，提出短语级别的局部特征对齐机制，并结

合全局特征对齐优化模型，在基准数据集上取得显

著的性能提升。文献 [25]使用 MobileNet[26] 和 Bi-
LSTM[27] 分别作为图像和文本编码器，提出跨模态

投影匹配损失函数和跨模态投影分类损失函数，直

接在全局特征空间进行投影匹配训练。文献 [5]在
文图跨模态行人检索中使用卷积神经网络，同时提

取文本和图像特征，提出基于无监督训练的样例损

失函数，将匹配的文本−图像对视为一个类别进行

优化。这些方法主要通过引入特定网络模块或复杂

预处理流程来提升模型性能，然而，在模态间交

互、特征细粒度对齐等方面仍然存在较大的提升空

间。得益于 Transformer架构[28] 强大的跨模态特征

表示能力，涌现出一系列视觉语言预训练大模型，

这些模型在海量图文对上完成了预训练，具备卓越

的跨模态对齐能力与泛化性能，并且能够迁移到多

种下游任务。文献 [13]基于CLIP模型[8]，设计了 IRRA
模块，通过文本掩码学习机制增强模型对文本−图
像隐式关系的建模能力，同时改进了对比学习损失

函数，提升了模型对难分负样本的判别能力，其微

调后的双编码器模型在多个基准数据集上取得了优

越性能。文献 [14]基于 ALBEF模型[10] 引入关系感

知和敏感度感知学习分支，有效地提升了模型对噪

声干扰下弱正样本对的判别能力。这些大规模预训

练模型普遍采用复杂的图像和文本编码器架构，导

致模型参数量庞大，如文献 [13-14]的模型参数量

均达到 140 M以上。

 1.2　知识蒸馏方法

在模型轻量化研究领域，知识蒸馏作为一种成

熟且高效的手段，已被广泛认可和应用。该技术通

过将大型复杂模型（教师模型）的知识迁移到小型

简单模型（学生模型）中，实现了以强带弱的模型

优化策略。文献 [16]提出知识蒸馏的概念，利用

具有高性能的教师模型指导轻量级的学生模型学

习，以进一步提升学生模型的判别能力。根据知识

迁移粒度的差异，现有知识蒸馏方法可分为 3类，

即基于输出特征[16]、基于中间特征[29] 和基于关系特

征[30] 的知识蒸馏。基于输出特征的知识蒸馏不仅

让学生模型学习教师模型的软标签，还直接模仿教

师模型在输出层产生的特征表示，从而更全面地继

承教师模型的决策能力。基于中间特征的知识蒸馏

通过引入教师模型中间层的特征激活作为知识载

体，有效缓解深度模型蒸馏中仅依赖末层输出导致

的表征能力退化问题。基于关系特征的知识蒸馏则

突破传统特征对齐范式，通过建模教师模型内部层

间关联矩阵或样本间相似性图谱，实现高阶关系知

识的传递。由于基于输出特征的知识蒸馏范式仅需

利用教师模型末层软标签即可实现知识迁移，无需

调用网络内部，兼具实现简单、计算开销低与即插

即用等优势，在实际场景中得到了广泛应用。

近年来，知识蒸馏方法在训练策略和知识迁移

方式上不断创新，呈现出多种不同的学习方式。其

中，文献 [31]提出在线蒸馏方法，通过学生模型间

的相互知识迁移，实现模型性能的协同提升。文

献 [32]提出自蒸馏方法，利用高层特征图对底层输

出进行监督，无需额外教师模型，实现了模型内部

的知识迁移。文献 [33]针对训练初期学生模型难以有

效学习教师知识的问题，提出渐进式蒸馏方法。该

方法通过同步训练教师和学生模型，并阶段性地引

入教师监督信息，实现更平滑的知识迁移过程。现

有的通用文图跨模态检索场景下的知识蒸馏算法仅

适用于检索图像特征差异显著的目标。Cross-model
KD方法是在文献 [16]提出的经典知识蒸馏方法

基础上，结合对比学习策略，将信息噪声对比损

失 （information  noise  contrastive  estimation  loss,
InfoNCE Loss）[34] 作为任务损失，通过构建正样本

对与负样本对，强化教师模型与学生模型在特征空

间中的对齐，以提升学生模型的泛化能力和表征质

量。MoTIS[19] 方法在知识蒸馏领域提出了两阶段知

识蒸馏框架，分别对图像编码器和文本编码器进行

独立蒸馏，以解决传统多模态联合知识蒸馏性能不

足的问题，同时还引入难负样本挖掘策略，提升了

模型对困难样本的区分能力。ConaCLIP[20] 方法则

是在文献 [19]的基础上，构建教师模型和学生模

型之间全连接的知识交互图，在教师−学生或学生

−学生之间进行跨模态学习，深入研究不同监督策

略对模型性能的影响。CLIP-KD[21] 方法通过多种蒸

馏范式（包括关系、特征、梯度和对比学习范式）来

指导小型 CLIP 学生模型从大型预训练教师模型中

学习知识，最大化了教师和学生模型之间的特征相

似性，通过简单的特征模仿损失和交互式对比学习

等方式，实现了高效的跨模态知识迁移。TinyCLIP[18]

方法中的 xsmall模型保留 CLIP的双塔结构，通过

“减层、减通道”实现极致压缩，凭借与教师模型

同构的 ViT/Transformer骨架在视觉语言预训练模

型的知识蒸馏中被广泛使用。虽然这些研究方法在

跨模态任务中利用知识蒸馏实现了模型轻量化，但

是文图跨模态行人检索任务对于细粒度特征对齐的

要求更高，行人图像与文本描述之间的语义关联更

为复杂，直接应用上述方法难以获得较好的性能。
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 2　基于三阶段渐进式知识蒸馏的文图
跨模态行人检索算法

 2.1　知识蒸馏框架

本文提出的三阶段渐进式知识蒸馏框架，其流

程首先利用知识蒸馏技术对学生模型进行初始化，

以缓解权重初始化对多模态模型收敛性的影响，并

对教师模型进行任务微调，最后采用三阶段蒸馏策

略，按照图像编码器蒸馏、文本编码器蒸馏、联合

蒸馏的顺序，逐步将教师模型的跨模态对齐能力迁

移至轻量化学生模型。

f S
v f S

t

f T′
v f T′

t

图 1采用 CUHK-PEDES[1] 数据集的行人数据

作为示例，展示了本文三阶段渐进式知识蒸馏框

架。图中， 和 分别表示学生模型的图像编码

器和文本编码器， 和 分别表示经过任务微调

的教师模型的图像编码器和文本编码器。如图 1所
示，第一阶段仅对图像编码器进行模态内蒸馏，第

二阶段仅对文本编码器进行模态内蒸馏。对于两阶

段知识蒸馏而言，还会在每个阶段利用对应的图像/

文本索引，用于计算 InfoNCE对比损失，以强化

单模态表征。然而，两阶段知识蒸馏方法未引入文

图跨模态联合优化，导致学生模型无法继承教师在

跨模态特征对齐层面的知识。相比之下，本文增加

了第三阶段——多模态联合蒸馏。该阶段同时开放

图像与文本分支，通过最小化任务损失与蒸馏损

失，实现细粒度特征对齐的知识迁移。因此，本文

方法在第一阶段和第二阶段仅执行“教师→学生”

的特征蒸馏，不计算 InfoNCE对比损失，从而无

需构建图像/文本索引。此外，由于学生模型的容

量远小于教师模型，若同时接受图像模态、文本模

态和跨模态三类监督，梯度来源会高度复杂并互相

竞争。跨模态特征对齐属于高层次知识迁移，其有

效学习依赖于图像与文本编码器在单模态内性能达

到饱和之后。基于上述原因和动机，本文采用了

“先模态内、再跨模态”的三阶段渐进式策略，本

质上是为了解耦不同损失的梯度冲突、减少早期训

练中的噪声干扰，并确保跨模态监督在合适的时间

点介入。
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图 1    三阶段渐进式知识蒸馏框架
 

总体而言，本文的知识蒸馏框架结合文图跨模

态行人检索任务的特性，在第一阶段和第二阶段依

然采用分阶段独立蒸馏策略，分别对学生模型的图

像编码器和文本编码器进行优化，但本文算法中不

存在小批量训练中难负样本缺失的问题，因此无需

对难负样本进行挖掘；在第三阶段中，引入了文本

图像联合知识蒸馏，以充分挖掘教师模型在多模态

特征对齐方面的知识，更好地适应文图跨模态行人

检索任务的需求。

 2.2　多模态联合蒸馏阶段

本文在前两阶段知识蒸馏框架的基础上，新增

了文本图像多模态联合蒸馏的第三阶段。这一改进

旨在扩展学生模型的学习空间，使其能够更好地捕

捉跨模态语义关联。具体而言，第一阶段和第二阶

段分别专注于图像和文本单模态的知识迁移，确保

学生模型在单一模态中充分吸收教师模型的知识。

在第三阶段，则通过设计多模态联合蒸馏损失函

数，同时对学生模型的文本编码器和图像编码器进

行联合优化，使模型在单模态性能达到饱和后，能

够进一步学习跨模态特征对齐能力。这种渐进式的

学习策略不仅符合认知规律，也有效提升了模型在

文图跨模态行人检索任务中的表现。

第三阶段的损失函数设计如图 2所示，采用

CUHK-PEDES[1] 数据集的行人数据作为示例，其主

要由两个核心部分组成：一是基于学生模型和教师

模型交叉模态间的任务损失，二是基于学生模型输

出特征与教师模型输出特征间构成的蒸馏损失。其

中，任务损失函数确保模型保持基本的检索性能，
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蒸馏损失函数则着重于迁移教师模型的判别能力， 两者的有机结合提升了模型的整体性能。
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图 2    第三阶段损失函数设计框架示意图
 

f F

N d

ft fv T

S

本节主要介绍第三阶段的蒸馏损失。在后续公

式中，定义 表示编码器函数， 表示经过编码器

处理后进行 L2范数归一化的输出特征。定义输入

批量大小为 ， 为特征维度大小，文本编码器定

义为 ，图像编码器定义为 ，教师模型上标为 ，

学生模型上标为 。通过结合学生模型与教师模型

的不同编码器结构，并基于实验效果，本文构建了对

比蒸馏损失函数、KL 散度蒸馏损失函数、逐特征

距离蒸馏（feature distance, FD）损失函数以及逐相

似度距离蒸馏（similarity distance, SD）损失函数作

为多模态联合蒸馏阶段的蒸馏损失。这些蒸馏损失函

数分别用于在单模态间拟合教师模型的预测概率分布、

跨模态匹配间拟合教师模型的预测概率分布、缩小

学生模型与教师模型在特征提取上的差距，以及提

升学生模型在单模态内对细粒度特征的提取能力。

Fa,Fb ∈RN×d a,b ∈{S,T}
Fa Fb

具体而言，在对比蒸馏损失函数计算中，定义

（ ）为两个编码器经过 L2
范数归一化后的输出特征。特征 到特征 的对

比损失计算，表达式为：

LInfoNCE
Fa→Fb = −

1
N

N∑
i=1

log
(
pi,i
(
Fa,Fb

))
(1)

pi, j
(
Fa,Fb

)
=

exp
(
Fa

i (Fb
j )

T
/τ
)

N∑
k=1

exp
(
Fa

i (Fb
k)

T
/τ
) (2)

τ

p Fa

Fb

式中， 为温度系数，用于控制概率分布的平滑程

度； 为匹配输出概率。进一步地，特征 与特征

之间的对比损失函数表达式为：

LInfoNCE
Fa⇔Fb =

LInfoNCE
Fa→Fb +LInfoNCE

Fb→Fa

2
(3)

学生模型与教师模型在单模态间的对比蒸馏损

失函数的表达式为：

LInfoNCE
dist = LInfoNCE

FS
v→FT

v
+LInfoNCE

FS
t →FT

t
(4)

F̃a

F̃b

Fa Fb

RN×d

在 KL散度蒸馏损失函数中，定义特征 和特

征 的匹配输出概率分布为目标概率分布，特征

与特征 的匹配输出概率分布为预测概率分

布，其维度均为 。预测概率分布向目标概率

分布拟合的 KL散度计算公式为：

LKL
Fa→Fb F̃a→F̃b =

1
N

N∑
i=1

N∑
j=1

pi, j
(
Fa,Fb

)
log

pi, j
(
Fa,Fb

)
pi, j
(
F̃a, F̃b

)
(5)

则学生模型的预测概率分布向教师模型的目

标概率分布拟合的 KL散度蒸馏损失函数计算公

式为：

LKL
dist =

LKL
FS

t →FS
v FT

t →FT
v
+LKL

FS
v→FS

t FT
v→FT

t

2
(6)

在逐特征距离蒸馏损失函数的计算中，定义逐

特征距离损失函数如式 (7)所示，可以得到学生模
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型和教师模型在文本和图像双模态间的逐特征距离

蒸馏损失函数，如式 (8)所示：

LFD
Fa⇔Fb =

1
2Nd

N∑
i=1

d∑
j=1

(
Fa

i, j−Fb
i, j

)2
(7)

LFD
dist = LFD

FS
t ⇔FT

t
+LFD

FS
v⇔FT

v
(8)

在逐相似度距离蒸馏损失函数的计算中，定义

逐相似度距离损失函数如式 (9)所示，可以得到学

生模型和教师模型间的逐相似度距离蒸馏损失函

数，如式 (10)所示：

LSD
Fa→Fb⇔F̃a→F̃b =

1
2N2

N∑
i=1

N∑
j=1

(
Fa

i (Fb
j )
T− F̃a

i (F̃b
j )
T
)2
(9)

LSD
dist =

LSD
FS

t →FS
t ⇔F̃T

t →F̃T
t
+LSD

FS
v→FS

v⇔F̃T
v→F̃T

v

2
(10)

 2.3　互补式监督策略

为了挖掘文本图像联合蒸馏在提升学生模型细

粒度特征对齐方面的潜力，以及实现对学生模型的

多层次监督，本文提出了一种互补式监督策略。除

了蒸馏损失，本文的损失函数设计还综合考虑到了

任务监督的重要性，实现了任务损失与蒸馏损失函

数的协同设计。

第一阶段和第二阶段的损失函数设计在

MoTIS方法的基础上，针对文图跨模态行人检索

任务进行了适应性调整。由于该任务主要关注行人

类别区分，且公开数据集规模相对较小，因此在训

练过程中引入图像增强操作至关重要。基于此，本

文在第一阶段和第二阶段的损失函数中移除了难例

挖掘分支，其余部分保持与MoTIS方法一致。

具体而言，在第一阶段，任务损失定义为学生

模型图像编码器与教师模型文本编码器之间的对比

学习损失表达式为：

Ltask = LInfoNCE
FT

t ⇔FS
v

(11)

蒸馏损失则定义为学生模型图像编码器输出和

教师模型图像编码器输出的概率分布之间的对比损

失，表达式为：

LKD = LInfoNCE
FS

v→FT
v

(12)

在第二阶段，任务损失扩展为学生模型文本编

码器与教师模型图像编码器之间的对比学习损失，

以及学生模型内部文本与图像编码器之间的对比学

习损失，表达式为：

Ltask = LInfoNCE
FS

t ⇔FT
v
+LInfoNCE

FS
t ⇔FS

v
(13)

蒸馏损失除了学生模型的文本编码器输出到教

师模型的文本编码器输出的对比损失外，还添加了

学生模型文本和图像匹配输出概率分布向教师模型

文本和图像匹配输出概率分布拟合的 KL散度损

失，表达式为：

LKD = LInfoNCE
FS

t →FT
t
+LKL

dist (14)

在第三阶段，本文针对多个任务损失与蒸馏损

失之间可能存在竞争的问题，在任务损失中仅使用

学生模型和教师模型交叉模态的对比学习，以缓解

学生模型内部的文本和图像编码器在任务学习上的

竞争，以及学生模型和教师模型之间交叉模态编码

器在任务学习上的竞争，表达式为：

Ltask = LInfoNCE
cross = LInfoNCE

FT
t ⇔FS

v
+LInfoNCE

FS
t ⇔FT

v
(15)

蒸馏损失则综合了第一阶段和第二阶段的蒸馏

损失，并引入了逐特征距离蒸馏损失和逐相似度距

离蒸馏损失，分别用于缩小学生模型和教师模型提

取特征的差距和学生模型向教师模型在单模态内对

细粒度特征提取能力的学习，表达式为：

LKD = LInfoNCE
dist +LKL

dist+LFD
dist+LSD

dist (16)

最终，各阶段的综合损失通过加权求和的方式

计算，表达式为：

L = αLKD+ (1−α) Ltask (17)

α式中，权重超参数 采用阶段式衰减策略，其原因

是在训练初期赋予蒸馏损失更大权重以快速吸收教

师模型知识，在训练后期则增加任务损失权重以更

好地适应特定任务需求。这种动态权重调整策略能

有效平衡知识迁移和任务适应之间的关系，确保模

型的整体性能。

 3　实验

 3.1　数据集与评价指标

本文采用文图跨模态行人检索领域的 3个
主流数据集：CUHK-PEDES[1]、ICFG-PEDES[35] 和

RSTPReid[36]。
CUHK-PEDES 数据集包含 40 206张行人图像，

覆盖 13 003个不同的行人身份，每张图像都配有 2
条自然语言描述，描述内容涵盖了行人的外观、动

作和姿态等细节。数据集划分为训练集、验证集和

测试集。其中，训练集包含 11 003个身份的 34 054
张图像和 68 108条文本描述；验证集和测试集分别
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包含 1 000个身份，图像数量分别为 3 078和 3 074，
文本描述数量分别为 6 156和 6 148。

ICFG-PEDES 数据集包含 4 102个行人身份的

54 522张图像，每张图像配有唯一的自然语言描

述。其中，所有图像均从 MSMT17数据库收集；

每个文本描述平均有 37.2个字，包含更细粒度的

信息描述。数据集分为训练集和测试集。其中，训

练集包含 3 102个身份的 34 674个图文对，测试集

包含 1 000个身份的 19 848个图文对。

RSTPReid 数据集包含来自 4 101个身份的

20 505张行人图像，这些图像由 15个摄像头在不

同的时间、地点、天气、光照和视角条件下拍摄。

每个身份对应 5张图像，每张图像均配有两条自然

语言描述，且每条描述不少于 23个单词。数据集

分为训练集、验证集和测试集，分别包含 3 701、
200和 200个身份。

本文在对算法进行评测时，采用文图跨模态行

人检索领域常用 Rank-K和平均精度均值（mean
average  precision,  mAP）两项指标。其中 Rank-K
指标中主要选用 Rank-1、Rank-5 和 Rank-10 进行

评价。Rank-K评价指标用于衡量检索系统在前

K个检索结果中的准确性和有效性。其表达式为：

Rank-K (q) =

1 kq ⩽ K
0 kq > K

(18)

Rank-K =
1
|Q|
∑
q∈Q

Rank-K (q) (19)

kq q k |Q|式中， 为查询图像 的第 个匹配结果； 代表

查询集合的大小，最终的 Rank-K指标为所有查询

的 Rank-K值的平均值。

mAP评价指标通过对所有查询的平均精度进

行统计，能够有效评估模型在多样化查询场景下的

全局性能表现。其表达式为：

mAP =
1
|Q|

Q∑
q=1

APq (20)

APq q式中， 是单个查询 的平均精度（average precision,
AP）。

 3.2　实验设置

针对文图跨模态行人检索任务对文本与图像间

细粒度特征对齐的要求，以及 Transformer在全局

与局部信息捕获方面和在多模态信息映射方面的能

力。本文在教师模型与学生模型的选取中均采用了

基于 Transformer架构的模型。具体而言，本文选

用 IRRA[13] 方法的主干网络作为教师模型。在学生

模型的选取中，考虑到文图跨模态行人检索任务的

知识蒸馏研究尚处于初步探索阶段，且模型初始化

权重对该任务的性能具有决定性影响，本研究借鉴

了 TinyCLIP[18] 方法的 xsmall模型架构。两个模型

的网络结构参数如表 1所示。与教师模型相比，学

生模型在参数量上实现了显著压缩，总参数量仅为

教师模型的 14.77%。其中，文本编码器参数量仅

为教师模型的 22.22%，图像编码器参数量更是降

至教师模型的 9.30%。
 
 

表 1    教师模型和学生模型的网络结构参数
 

模型 特征维度
图像编码器 文本编码器

图像输入大小 层数 宽度 头数 参数量/M token输入长度 层数 宽度 头数 参数量/M

教师模型 512 384×128 12 768 12 63 77 12 512 8 86
学生模型 512 384×128 10 256 4 14 77 3 256 4 8

 

在知识蒸馏的训练过程中，文本输入在序列前

后分别添加“<|startoftext|>”和“<|endoftext|>”标

记符，以明确界定文本边界，最终统一截断或填充

至 77个 token的长度。图像输入首先缩放至 384×
128大小，随后进行概率为 50%的水平翻转，接着

执行 10个像素的边界填充并进行 384×128的随机

裁剪，最后应用区域比例为 0.02～0.40的随机擦除

数据增强。在训练过程中，每个批量的数据同时通

过学生模型和固定权重的教师模型进行处理。

β1

β2

在训练参数设置中，本文选用 Adam[37] 优化器

进行梯度计算和反向传播，平滑常数 =0.9、
=0.999，初始学习率为 1×10−5，权重衰减系数为

τ

τ α

4×10−5。每个训练阶段持续 60个 epoch，批量大小

固定为 64。学习率调度策略采用线性预热与余弦

衰减相结合的方式，前 5个 epoch进行从 1×10−6 开
始的线性预热，随后进行余弦衰减。任务损失的温

度系数设置为 =0.02，蒸馏损失的温度系数设置为

=0.5。损失函数的加权系数 采用阶段式衰减策

略，其变化曲线如图 3所示。为了加速模型收敛并

提升模型训练效果，学生模型采用 TinyCLIP[18] 方

法中的 xsmall模型进行参数初始化。

本文所有模型训练研究均在华为昇腾 Atlas800
服务器平台上进行。实验平台的软硬件配置如表 2
所示。
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图 3    损失函数加权系数 α的阶段式衰减曲线图
 
  

表 2    模型训练实验平台软硬件信息
 

类型 名称 型号/版本号

服务器 Atlas800 9 000

硬件
CPU 华为鲲鹏920×4

NPU 华为昇腾910×8

软件

操作系统 Ubuntu 20.04.6 LTS
内核 5.4.0-26-generic
驱动 23.00 商业版

固件 7.0.0.230 商业版

CANN 7.0.0.alpha003
Python 3.8.2
PyTorch 1.11.0

 3.3　消融实验

为系统验证本文提出方法的有效性，本文设计

了 4组消融实验，分别从温度系数优化、损失权重

调节策略、任务损失设计以及多模态蒸馏损失组合

维度展开分析，深入探讨各关键参数与模块对模型

性能的影响机制。

 3.3.1　蒸馏损失温度系数

τ

基于文图跨模态行人检索任务对细粒度特征判

别能力的特殊要求，本文首先对知识蒸馏过程中的

温度系数进行系统优化。根据文献 [38]的理论分

析，温度系数 τ的降低会增强损失函数对困难负样

本的梯度惩罚强度，这对于需要更细粒度匹配的文

图跨模态行人检索任务具有重要价值。为此，本文

在 Cross-model KD知识蒸馏方法框架下，系统探

究了 ∈{0.5, 1, 4, 8, 12, 20}对模型性能的影响。在

CUHK-PEDES数据集上的实验结果如表 3所示。

τ

τ

实验结果表明，当 =0.5时，模型在 mAP指

标上取得最佳表现（46.06%），同时在 R5和 R10
指标上保持次优水平。值得注意的是，虽然 =4时

τ

τ

τ

R1指标达到峰值 49.81%，但其 mAP值略低于

=0.5的设置。这种现象表明较低的温度系数有利

于提升模型在细粒度匹配中的整体判别能力，而过

高温度系数（如 ≥8）会导致模型过度关注全局特

征而忽视局部细节。基于综合性能评估，后续实验

均采用 =0.5作为蒸馏损失的温度参数。

 
 

表 3    蒸馏损失温度系数消融实验结果
 

温度参数τ R1/% R5/% R10/% mAP/%
0.5 49.76 73.78 82.83 46.06
1.0 49.77 73.57 82.78 46.03
4.0 49.81 73.67 82.75 46.05
8.0 49.72 74.04 82.70 45.89
12.0 49.68 73.65 82.83 46.02
20.0 49.69 73.69 82.85 46.02

 
 3.3.2　损失函数加权系数

α

α

τ

τ

本文提出的三阶段渐进式知识蒸馏框架各阶段

损失函数计算由任务损失和蒸馏损失加权平均计算

所得。为了优化任务损失与蒸馏损失的协同作用机

制，本文提出并比较了 3种损失函数加权系数 的

调节策略：固定权重（ =0.9）、余弦衰减和阶梯

式衰减（如图 3所示）。其中，余弦衰减策略在训

练前期（0～10 epoch）固定 =0.9，训练后期（50～
60 epoch）固定 =0.1，中间阶段通过余弦函数进行

衰减调节。实验结果如表 4所示。

α

α

α

实验结果表明，阶梯式衰减策略在各项指标上

均取得最优表现，在 CUHK-PEDES、ICFG-PEDES
数据集上 mAP值分别达到 46.06%、19.70%，较

固定权重策略分别提升 0.98%、1.09%，但由于

RSTPReid数据集规模较小，跨模态匹配关系相对

简单，训练性能基本在 11  epoch左右已达到最

优，3种策略性能差距不大。该策略在训练初期

（0～10 epoch）保持较高蒸馏权重（ =0.9），使

学生模型快速吸收教师模型的判别知识；在训练中

期（10～40 epoch）逐步降低至 =0.3，增强模型自

主优化能力；最终阶段（40～60 epoch）进一步降

至 =0.1，充分释放学生模型的表征潜力。实验结

果证明了这种动态平衡机制有效缓解了知识迁移与

模型自适应之间的张力。

 
 

表 4    损失函数加权系数调节策略消融实验结果 %
 

α 调节策略
CUHK-PEDES ICFG-PEDES RSTPReid

R1 R5 R10 mAP R1 R5 R10 mAP R1 R5 R10 mAP

0.9（固定） 48.44 73.29 82.28 45.08 35.70 58.76 68.36 18.61 34.55 64.35 74.65 28.54
余弦衰减 48.73 73.60 82.41 45.46 35.96 58.96 68.60 18.79 34.90 61.70 73.80 28.20
阶梯式衰减 49.76 73.78 82.83 46.06 37.40 60.22 69.92 19.70 34.70 62.50 74.85 28.34
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 3.3.3　任务损失

LInfoNCE
dist

LInfoNCE
FS

t ⇔FS
v

LInfoNCE
cross

该消融实验旨在验证多模态联合知识蒸馏中，

在学生模型自身任务对比学习和学生模型与教师模

型交叉模态对比学习之间是否存在着竞争关系。在

该消融实验中，本文在复现 MoTIS的模型基础

上，添加了第三阶段的多模态联合知识蒸馏。该阶

段的蒸馏损失函数仅使用 ，以验证其与任

务损失 和 之间的互补设计。实验结

果如表 5所示，其中⓪代表本文复现的MoTIS方法。

  
表 5    任务损失消融实验结果

 

序号

Ltask LKD CUHK-PEDES

LInfoNCE
FS

t ⇔FS
v

LInfoNCE
cross LInfoNCE

dist R1/% R5/% R10/% mAP/%

⓪ × × × 55.49 78.43 86.18 50.95
① √ × √ 58.48 80.62 87.39 53.51
② × √ √ 58.82 80.52 87.35 53.55
③ √ √ √ 57.77 79.61 87.33 52.77

 
实验结果表明，②与①的结果相当，但从系统

整体性能指标 mAP来看，②表现更优。这体现了

第三阶段知识蒸馏中采用的学生模型与教师模型交

叉模态对比学习的有效性。然而，在③中，同时使

用学生模型自身任务对比学习和学生模型与教师模

型交叉模态对比学习反而导致性能略有下降，表明

这两种任务损失在知识蒸馏过程中存在竞争关系。

具体而言，学生模型自身任务对比学习鼓励学生模

型在自身表示空间中建立判别边界，而学生模型与

教师模型交叉模态对比学习则要求学生模型对齐教

师模型已形成的跨模态语义结构。在一些情况下，

前者推动学生向自身最优学习，而后者约束其贴合

教师的对齐结构，两者施加方向不一致的梯度约

束，表现为检索性能下降。因此，采用单一任务损

失与蒸馏损失的互补学习策略能够更有效地提升学

生模型性能。

 3.3.4　蒸馏损失

Lbase

LKL
dist LFD

dist LSD
dist

为进一步验证第三阶段多模态联合知识蒸馏对

学生模型整体性能的影响，以任务损失消融实验的

②为基础（记为 ），研究联合文本图像多模态

的蒸馏损失 、 和 对学生模型性能的影

响。实验结果如表 6所示。

 
 

表 6    蒸馏损失消融实验结果
 

序号 LKL
dist LFD

dist LSD
dist

CUHK-PEDES
R1/% R5/% R10/% mAP/%

⓪ × × × 58.82 80.52 87.35 53.55
① √ × × 59.31 80.90 87.75 53.94
② × √ × 58.82 80.51 87.46 53.56
③ × × √ 59.15 80.60 87.62 53.77
④ √ √ × 59.32 80.88 87.67 53.94
⑤ × √ √ 59.06 80.51 87.62 53.76
⑥ √ × √ 59.44 81.03 87.78 54.07
⑦ √ √ √ 59.52 81.08 87.80 54.12

 

Lbase

实验结果表明，①的提升最稳定，相对基线

在 mAP上带来明显增益，②的各性能指标几乎与

基线持平，说明逐特征距离蒸馏损失的单独贡献较

弱，③有一定提升，但幅度低于①，最终⑦达到全

局最优，体现出本文蒸馏损失间的互补性。该结果

表明在 基础上添加多模态蒸馏损失函数能够进

一步提升学生模型性能，可以归因于联合多模态知

识蒸馏扩大了学生模型向教师模型学习的空间，从

而增强了模型对特定任务的理解能力。最终，本文

在第三阶段采用的损失函数设计与⑦一致。

 3.4　和现有前沿蒸馏方法对比

为验证本文算法的先进性，本文对 InfoNCE
对比损失函数微调学生模型的方法、Cross-model
KD[16] 方法、本文复现的两阶段知识蒸馏方法

MoTIS[19]、ConaCLIP[20] 方法和 CLIP-KD[21] 方法进

行了对比实验，实验结果如表 7所示。
 
 

表 7    跨模态蒸馏方法性能对比 %
 

方法
CUHK-PEDES ICFG-PEDES RSTPReid

R1 R5 R10 mAP R1 R5 R10 mAP R1 R5 R10 mAP
InfoNCE-based[8] 50.20 73.78 82.31 46.31 36.58 59.11 69.13 19.12 34.75 62.65 74.80 27.97
Cross-model KD[16] 49.76 73.78 82.83 46.06 37.40 60.22 69.92 19.70 34.70 62.50 74.85 28.34

MoTIS[19] 55.49 78.43 86.18 50.95 42.15 64.74 73.28 22.63 39.30 64.20 75.95 31.49
ConaCLIP[20] 55.98 78.48 86.26 51.36 42.60 65.15 74.01 23.14 39.20 63.85 76.25 31.13
CLIP-KD[21] 53.79 77.76 85.58 50.33 41.58 64.16 72.93 22.50 39.95 67.00 78.60 32.07

本文 59.52 81.08 87.80 54.12 47.63 69.06 76.72 25.77 42.00 68.75 79.05 33.52
教师模型 73.70 89.56 93.58 66.24 63.80 80.43 85.78 38.22 59.55 82.10 88.40 47.07

 

实验结果表明，本文方法在 3个数据集上分别

保留了教师模型 mAP指标的 81.70%、67.43%、

71.21%，相较于改进基线 MoTIS方法，mAP指标

分别提升了 3.17%、3.14%和 2.03%。在 R1指标

上，本文方法较传统的 InfoNCE-based对比学习微

调方法获得了大幅度的性能提升，在 3个数据集上
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分别提升了 9.32%、11.05%、7.25%。充分验证了

本文提出的三阶段渐进式知识蒸馏框架在模型压缩

与性能保持方面的有效性。

 3.5　可视化分析

为了深入评估本文提出的三阶段渐进式知识蒸

馏框架的跨模态对齐能力，本文从热力图可视化展

开系统性分析。本文使用 Grad-CAM[39] 方法对学生

模型和教师模型双编码器在最后一个注意力层中对

图像和文本信息关注度进行热力图可视化，可视化

结果如图 4所示。
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a. CUHK-PEDES测试样例热力图可视化
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图 4    测试样例热力图可视化
 

在图像编码器热力图可视化中，学生模型在最

后一个注意力层中在 3个数据集的测试样例中均

体现出与教师模型具有部分相同的局部关注信息，

如图 4a中行人的“衬衫”“长裤”和“鞋子”部

位，图 4b中行人“鞋子”和“头部”部位，图 4c
中行人的“外套”“挎包”和“鞋子”部位。在文
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本编码器热力图可视化中，学生模型在最后一层

也体现出与教师模型具有部分相同的局部信息关

注能力，如图 4a的“backpack”“ sneakers”和

“ hoodie” 等 局 部 词 语 ， 图 4b的 “ ers” 和

“ backpack”等局部词语，图 4c的“ yellow”
“jacket”和“trousers”等局部词语。此外，本文

发现学生模型在文本编码器最后一层对偏短的文本

描述（如图 4a和图 4c文本描述）能够具有和教师

模型更相近的局部词语关注信息，而在偏长文本

（如图 4b文本描述）学生模型关注的信息与教师

模型相比会更分散。

综合 3个数据集的测试样例的热力图可视化结

果而言，基于本文提出的三阶段渐进式知识蒸馏框

架训练得到的学生模型，在双编码器的最后一个注

意力层中能够有效学习到与教师模型部分相似的局

部信息关注能力。由于学生模型的参数量显著少于

教师模型，其在最后一层的信息关注能力与教师模

型相比存在一定差异。在图像和文本编码中，学生

模型对局部信息的关注范围更为宽泛。

 3.6　推理耗时测试

在 Atlas200上对教师模型和学生模型进行单样

例推理耗时测试，并分别统计了文本编码器和图像

编码器 OM离线模型推理耗时，如表 8所示。

实验结果表明，本文轻量化的学生模型在边缘

设备上的推理性能达到实时处理水平，处理单个文

本−图像对的推理时间约为 23 ms。其中，文本和

图像单样例推理时间分别约为 2 ms和 20 ms，与教

师模型相比推理耗时分别缩短了 5.78和 3.47倍。
  

表 8    边缘设备推理耗时对比 ms
 

类别 文本编码器耗时 图像编码器耗时

教师模型 14.22 71.06
学生模型 2.46 20.45

 

 4　结束语

本文提出了一种基于三阶段渐进式知识蒸馏的

文图跨模态行人检索算法，通过引入多模态联合蒸

馏阶段，使模型在单模态性能达到饱和后，能够进

一步学习跨模态特征对齐能力。同时提出互补式监

督策略，通过任务损失函数和蒸馏损失函数的有机

结合，强化了学生模型与教师模型在跨模态学习中

的关联。该框架通过分阶段的蒸馏过程，逐步提升

学生模型细粒度特征对齐的能力，加强了跨模态语

义理解方面的能力，实现了文图跨模态行人检索模

型的轻量化。与其他方法相比，本文方法能够在有

效降低模型参数量和计算复杂度的同时，保留较高

的检索精度。在公共数据集上，本文进行了消融实

验，与现有前沿方法的对比实验和可视化实验，行

人检索任务达到了实时处理水平，验证了本文方法

的可行性和优越性。在未来的工作中，本文将探索

更加精细的蒸馏策略，如在网络中间层引入多模态

联合蒸馏，进一步提升学生模型在细粒度特征对齐

方面的能力。此外，针对复杂场景下的实时性与鲁

棒性，以及模型在不同跨模态任务中的泛化能力，

值得开展进一步研究。
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