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基于多模态特征融合的视频暴力行为识别方法

丁瑞祺ꎬ吉根林ꎬ巢　 新ꎬ胡泽生ꎬ王占岭

(南京师范大学计算机与电子信息 /人工智能学院ꎬ江苏 南京 ２１００２３)

[摘要] 　 视频暴力行为识别在智能安防领域发挥着重要作用. 现有方法大多使用单一模态ꎬ提供的信息有限ꎬ
难以充分表达复杂的暴力行为ꎬ在实际场景下的适用性较低. 对此ꎬ本文提出了一种基于多模态特征融合的视频

暴力行为识别方法ꎬ通过融合 ＲＧＢ视频帧提供的人体姿态信息、ＲＧＢ帧差提供的人体运动信息以及深度图提供

的人物间相对位置信息ꎬ增强了暴力行为的特征表示ꎬ使其能够有效应对人群打斗中的遮挡现象和开放场景的

光照变化. 在特征融合阶段利用注意力机制ꎬ模型自适应地学习不同模态特征的重要性ꎬ动态分配不同模态特征

的权重ꎬ从而提高真实环境下暴力行为识别的准确性和鲁棒性. 所提方法在 ＲＷＦ－２０００、Ｈｏｃｋｅｙ 和 Ｍｏｖｉｅｓ 数据

集上进行实验ꎬ识别准确率分别为 ８８.７５％、９９％和 １００％. 结果表明ꎬ所提方法能够进行有效的暴力行为识别.
[关键词] 　 视频暴力行为识别ꎬ视频理解ꎬ多模态特征融合ꎬ注意力机制
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近年来ꎬ基于视频的暴力行为识别受到广泛关注. 越来越多的监控摄像头被部署在各类公共场所ꎬ用
来预防和阻止暴力行为并提供犯罪线索和证据. 然而ꎬ监控人员不可能实时准确地监控所有视频数据. 因
此ꎬ从视频中自动识别暴力行为变得至关重要. 一个有效的暴力行为识别方法能够节约用于监控的人力

资源ꎬ降低漏检风险ꎬ减少反应时间ꎬ从而保护公众的生命财产安全[１] .
早期的视频暴力行为识别主要依赖于手工制作特征[２－４]ꎬ即设计各种描述符用于捕捉视频中出现的暴力

动作. 然而ꎬ这类方法只能针对特定数据集ꎬ泛化性较差. 随着深度学习的兴起ꎬ各类神经网络展示出强大的

特征提取和泛化能力ꎬ端到端的深度学习方法逐渐成为视频暴力行为识别的主流方法. 按照所使用的模

态[５]ꎬ视频暴力行为识别方法大致可分为两类:第一类方法基于 ＲＧＢ模态[６－７] . 从 ＲＧＢ视频中提取外观、姿
态特征ꎬ利用光流法[８]或帧差法[９]提取运动特征ꎬ使用深度学习模型对特征进行分类ꎬ判断视频中是否存在
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暴力行为. 然而ꎬ在人群打斗过程中ꎬ个体经常会被其他对象遮挡ꎬ导致提取的人物信息不完整ꎻ开放场景的

光照变化也影响着光流法的使用效果. 第二类方法基于骨骼模态ꎬ使用图神经网络进行建模[１０] . 人体骨骼能

够表征人体运动ꎬ且对于背景和光照变化不敏感. 然而ꎬ在拥挤的、存在大量遮挡现象的人群中进行姿态估计

的精度较低ꎬ当人体骨骼不能被很好地检测到时ꎬ识别准确率将受到影响.
单一模态提供的信息有限ꎬ难以充分表达复杂的暴力行为ꎬ从不同模态中分别提取特征并进行融合则能

增强特征表示ꎬ达到互补效果ꎬ从而提高暴力行为识别的准确性和鲁棒性. 在人群打斗过程中ꎬ各人物之间相

对位置的变化是识别暴力所需补充的信息. 考虑到深度模态在部分遮挡的情况下依然可以保持对人物形态

和距离的感知ꎬ能够提供人物之间的相对位置信息ꎬ并且独立于光照条件ꎬ在光照变化时可以提供稳定的空

间信息ꎬ能够弥补 ＲＧＢ模态的缺陷. 因此ꎬ本文提出一种基于多模态特征融合的视频暴力行为识别方法ꎬ从
ＲＧＢ模态中提取人体姿态特征和人体运动特征ꎬ从深度模态中提取人物之间的相对位置特征ꎬ利用注意力机

制[１１]对 ３种特征进行充分融合ꎬ达到互补效果ꎬ实现暴力行为识别. 本文的主要创新点如下:
(１)提出了一种基于多模态特征融合的视频暴力行为识别方法. 提出了一个三通道融合网络( ｔｒｉ￣

ｓｔｒｅａｍ ｆｕｓｉｏｎ ｎｅｔꎬＴＳＦＮ)ꎬ３个通道分别提取人体姿态特征、人体运动特征以及人物之间的相对位置特征ꎬ
将 ３种特征进行融合ꎬ从而增强暴力行为的特征表示ꎬ使其能够有效应对人群打斗中的遮挡现象和开放场

景的光照变化.
(２)提出了一种基于注意力机制的特征融合方法. 在特征融合阶段ꎬ模型能够自适应地学习不同模态特

征的重要性ꎬ动态分配不同模态特征的权重ꎬ从而提高了在真实环境下进行暴力行为识别的准确性和鲁棒性.

１　 相关工作

１.１　 视频暴力行为识别研究现状

目前ꎬ基于深度学习的方法已经成为视频暴力行为识别领域的主流方法. Ｄｉｎｇ 等[１２]使用三维卷积神

经网络(３Ｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ３Ｄ ＣＮＮ)来识别视频中的暴力行为. 该网络是二维卷积神经网络

(２Ｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ２Ｄ ＣＮＮ)的扩展ꎬ将二维滤波器扩展到时间轴ꎬ从而捕获时空特征. 然而ꎬ
这种扩展需要更多的参数. 为了改进这一点ꎬＬｉ等[１３]提出了一种高效的 ３Ｄ ＣＮＮ架构ꎬ通过减少内核大小

和特征重用特性进一步减少参数的数量. 另一种方法是先处理空间信息ꎬ再处理时间信息ꎬ即首先使用 ２Ｄ
ＣＮＮ提取空间特征ꎬ然后使用长短期记忆网络( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬＬＳＴＭ)聚合这些空间特征中的时间

信息. 然而ꎬ常规的 ＬＳＴＭ仅接受一维输入ꎬ因此对二维空间特征进行投影可能会导致信息的丢失. 为了克

服这一问题ꎬＳｕｄｈａｋａｒａｎ 和 Ｌａｎｚ[９] 提出使用卷积长短期记忆网络( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬ
ＣｏｎｖＬＳＴＭ)跨时间聚合由预先训练的 ＣＮＮ提取的空间特征. 实验表明ꎬＣｏｎｖＬＳＴＭ在较少的参数下获得了

比常规 ＬＳＴＭ更好的结果. 此外ꎬ他们将相邻两帧的差而非原始帧输入模型ꎬ作为一种高效的变化检测器ꎬ
代替计算昂贵的光流. Ｈａｎｓｏｎ 等[１４] 扩展了该架构ꎬ提出双向 ＣｏｎｖＬＳＴＭꎬ它可以向前和向后聚合时间信

息. 最近ꎬＣｈｅｎｇ等[６]使用一个双流网络分别处理原始 ＲＧＢ视频和光流ꎬ然后结合两个通道中学习到的时

空特征进行预测. Ｉｓｌａｍ等[７]也使用两个独立的通道ꎬ分别处理背景抑制帧和相邻帧的差值. 每个通道由

一个 ２Ｄ ＣＮＮ 和 一 个 分 离 卷 积 长 短 期 记 忆 网 络 ( ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬ
ＳｅｐＣｏｎｖＬＳＴＭ) [１５]组成. Ｇｕｉｌｌｅｒｍｏ等[１６]沿用双流网络的架构ꎬ一个通道处理相邻帧的差值ꎬ另一个通道处

理人群的骨架渲染图ꎬ对两个通道的特征进行融合ꎬ并使用 ＣｏｎｖＬＳＴＭ聚合时间信息. Ｓｕ等[１０]提出另一种

方法ꎬ通过研究人体各点之间的相互关系来识别暴力. 他们首先使用一个预先训练的网络来检测人体的

骨骼点. 在此之后ꎬ使用自定义图神经网络对骨骼点之间的交互信息进行建模ꎬ他们称之为骨骼点交互学

习(ＳＰＩＬ)模块.
上述方法大多使用单一模态ꎬ对暴力行为的特征表示不够充分ꎬ且难以应对人群打斗中频繁发生的遮

挡现象ꎬ在实际场景下的适用性较低. 考虑到深度模态在部分遮挡的情况下依然可以保持对人物形状和

距离的感知ꎬ能够提供识别暴力所需的人物间相对位置信息ꎬ本文从 ＲＧＢ 模态中提取人体姿态特征和人

体运动特征ꎬ从深度模态中提取人物之间的相对位置特征ꎬ对 ３种特征进行融合ꎬ优势互补ꎬ实现暴力行为

识别.
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图 １　 深度估计的基本原理

Ｆｉｇ􀆰 １　 Ｂａｓｉｃ ｐｒｉｎｃｉｐｌｅ ｏｆ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ

１.２　 深度估计技术

在视频暴力行为识别任务中ꎬ深度估计技术具有重要

意义. 通过准确估计场景中的深度信息ꎬ能够更好地理解个

体之间的相对位置ꎬ从而更精确地捕捉暴力行为的发生和

发展. 深度指的是拍摄物体的表面到相机的距离ꎬ即图 １ 中

Ｐ(Ｃ)点到 Ｚ(Ｃ)点的坐标ꎬ深度图表示图中像素点对应像素的

深度值ꎬ深度估计即将输入的图像转化为对应的深度图.
近年来ꎬ基于深度学习的深度估计方法成为主流方

法. 通过端到端训练神经网络ꎬ模型直接从单帧图像中预测

深度图ꎬ显著降低了硬件依赖. 有监督的深度估计方法利用

深度神经网络从图像中提取特征ꎬ并以带有真实深度信息

的图像作为监督信号ꎬ从而学习图像信息与深度之间的映射关系. Ｅｉｇｅｎ等[１７]首次将深度学习应用于单张

图像的深度估计任务ꎬ他们设计了一种多尺度网络结构ꎬ能够提取不同精细程度的图像特征. 随后ꎬ
Ｒａｍａｍｏｎｊｉｓｏａ等[１８]提出了一种细化网络ꎬ通过预测 ２Ｄ 位移场ꎬ对遮挡边界周围的像素重新采样ꎬ生成更

清晰的重建结果ꎬ并通过预测残差深度图来优化初始深度图ꎬ进一步提升深度估计的精度. 自监督的深度

估计方法在近些年也有较多的研究成果. Ｇａｒｇ等[１９]首次提出了一种创新的自监督训练框架ꎬ该框架由深

度估计网络和图像重建网络两部分构成. 深度估计网络负责从输入图像中提取目标视角的深度图ꎬ图像

重建网络则基于深度图生成目标视角图像. 通过最小化重建图像与真实目标视角的差异ꎬ实现网络的训

练. Ｇｏｄａｒｄ等[２０]引入了多尺度特征匹配机制ꎬ以增强神经网络在遮挡场景下的鲁棒性ꎬ同时有效减少了

边界伪影问题. 最近ꎬＹａｎｇ 等[２１]通过创新性地利用大规模无标注数据ꎬ显著提升了模型的鲁棒性与通用

性. 该研究不仅突破了传统方法依赖小规模标注数据的瓶颈ꎬ还通过自监督和半监督策略实现了对复杂

场景的深度感知能力ꎬ成为当前深度估计领域里程碑式的成果.

图 ２　 基于多模态特征融合的视频暴力行为识别框架

Ｆｉｇ􀆰 ２　 Ｆｒａｍｅｗｏｒｋ ｏｆ ｖｉｄｅｏ ｖｉｏｌｅｎｃｅ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ￣ｍｏｄａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ

２　 本文方法

本文提出的基于多模态特征融合的视频暴力行为识别方法的整体框架如图 ２ 所示. 本文抓住识别暴

力的重要因素ꎬ即人体姿态、人体运动的趋势和强度以及人物之间的相对位置关系ꎬ通过突出这 ３个要素ꎬ
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增强暴力行为与非暴力行为的区分性. 为此ꎬ本文提出一个三通道融合网络(ＴＳＦＮ)ꎬ包括 ＲＧＢ 通道、ＲＧＢ
帧差通道和深度通道. 在原始 ＲＧＢ视频中采样若干帧作为模型的输入ꎬ使用 ３ 种不同的预处理方法分别

得到背景抑制帧[７]、帧差图和深度图. ３个通道分别从背景抑制帧、帧差图和深度图中提取人体姿态特征、
人体运动特征和人物之间的相对位置特征. 然后ꎬ利用注意力机制对 ３ 个通道的输出特征进行融合ꎬ将融

合后的特征送入分类器进行分类ꎬ判断视频中是否存在暴力行为.
２.１　 ＲＧＢ 通道

该通道的输入是背景抑制帧ꎬ侧重于提取人体的外观、姿态特征.
本文使用 Ｉｓｌａｍ等[７]提出的方法ꎬ对原始 ＲＧＢ 帧进行背景抑制操作. 该预处理方法的目的是剥离背

景ꎬ以减少背景对前景对象的干扰ꎬ同时降低计算开销. 首先ꎬ计算视频中所有帧的平均值ꎬ记作平均

帧. 平均帧主要包含背景信息ꎬ因为背景在整段视频中几乎保持不变. 然后ꎬ从每一帧中减去平均帧ꎬ去除

几乎不变的背景ꎬ保留运动变化的人体. 由于暴力行为主要是身体的运动ꎬ这种通过抑制背景信息来强调

视频中移动对象的预处理方法ꎬ促使模型关注更相关的信息. 背景抑制帧的计算过程如下:

ｆｒａｍｅａｖｇ ＝∑
ｎ

ｉ ＝ １

ｆｒａｍｅｉ
ｎ

ꎬ (１)

ｆｒａｍｅｂｓ ＝ ｆｒａｍｅｉ－ｆｒａｍｅａｖｇ . (２)
其中ꎬｎ表示视频的帧数ꎬｆｒａｍｅｉ 表示视频第 ｉ帧ꎬｆｒａｍｅａｖｇ表示平均帧ꎬｆｒａｍｅｂｓ表示背景抑制帧ꎬ如图 ３所示.

图 ３　 原始 ＲＧＢ 帧和对应的背景抑制帧

Ｆｉｇ􀆰 ３　 Ｏｒｉｇｉｎａｌ ＲＧＢ ｆｒａｍｅｓ ａｎｄ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｂａｃｋｇｒｏｕｎｄ￣ｓｕｐｐｒｅｓｓｅｄ ｆｒａｍｅｓ

对于经过背景抑制处理后的每一帧ꎬ使用在 ＩｍａｇｅＮｅｔ数据集[２２]上预训练的 ＭｏｂｉｌｅＮｅｔ Ｖ２[２３]作为 ２Ｄ
ＣＮＮ提取帧级空间特征ꎬ得到所有帧级特征后ꎬ输入 ＳｅｐＣｏｎｖＬＳＴＭ[１５] 聚合时间信息ꎬ最后输出 ＲＧＢ 通道

的视频级时空特征.
２.２　 ＲＧＢ 帧差通道

该通道的输入是 ＲＧＢ帧差ꎬ侧重于提取人体的运动特征.
暴力行为往往具有幅度大、速率快的特点ꎬ例如拳打、脚踢、抢夺、推搡等ꎬ这些行为比日常的身体互动

更为激烈. 通过聚焦人体运动的幅度和速率ꎬ能够更好地区分暴力行为与其他行为. 帧差[９]即相邻两帧的

差值ꎬ其计算过程如下:
ｆｒａｍｅ＿ｄｉｆｆｔ ＝ ｆｒａｍｅｔ＋１－ｆｒａｍｅｔ . (３)

其中ꎬｆｒａｍｅｔ 表示视频第 ｔ帧ꎬｆｒａｍｅ＿ｄｉｆｆｔ 表示第( ｔ＋１)帧与第 ｔ帧的差值.帧差法是一种能够有效捕捉人体

从前一帧到后一帧发生的运动变化的方法. 如图 ４ 所示ꎬ帧差图中非零像素区域的大小反映了人体运动

的幅度. 由于相邻两帧的时间间隔固定ꎬ因此也在一定程度上表征着人体运动的速率、强度. 对连续多幅
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帧差图进行分析ꎬ可以把握移动对象的运动趋势.

图 ４　 原始 ＲＧＢ 帧和对应的帧差图

Ｆｉｇ􀆰 ４　 Ｏｒｉｇｉｎａｌ ＲＧＢ ｆｒａｍｅｓ ａｎｄ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｆｒａｍｅ ｄｉｆｆｅｒｅｎｃｅ ｍａｐｓ

图 ５　 原始 ＲＧＢ 帧和对应的深度图

Ｆｉｇ􀆰 ５　 Ｏｒｉｇｉｎａｌ ＲＧＢ ｆｒａｍｅｓ ａｎｄ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｄｅｐｔｈ ｍａｐｓ

使用帧差法对原始 ＲＧＢ帧进行处理ꎬ得到所有相邻帧的帧差图. 与 ＲＧＢ 通道相同ꎬ选择在 ＩｍａｇｅＮｅｔ
数据集上预训练的 ＭｏｂｉｌｅＮｅｔ Ｖ２作为 ２Ｄ ＣＮＮ提取每一幅帧差图的空间特征ꎬ得到所有帧差图的空间特

征后ꎬ输入 ＳｅｐＣｏｎｖＬＳＴＭ编码时间信息ꎬ学习人体在帧间的运动变化ꎬ最后输出 ＲＧＢ 帧差通道的时空

特征.
２.３　 深度通道

该通道的输入是深度图ꎬ侧重于提取人物之间的相对位置特征.
深度图是一种灰度图像ꎬ每个像素点的值对应于该点在三维空间中相对摄像机的距离ꎬ用于反映场景

中物体到相机的距离信息. 其中较亮的像素表示物体离相机较近ꎬ较暗的像素表示物体离相机较远.
深度图通过提供三维空间位置信息ꎬ能够有效解析场景中的空间拓扑结构与动态交互模式ꎬ为复杂环

境下的暴力识别提供关键支撑. 如图 ５ 所示ꎬ深度图的价值主要体现在以下几个方面:首先ꎬ在人群打斗

过程中ꎬ个体时常会被其他对象遮挡ꎬ二维的 ＲＧＢ图像难以准确解析被遮挡的人物信息ꎬ而深度图通过提
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供额外的三维空间信息ꎬ可以定位被遮挡目标的近似位置ꎬ从而提升应对遮挡的能力ꎻ其次ꎬ深度图能够刻

画攻击者与被攻击者的空间分布特征ꎬ为推断暴力意图提供依据. 例如ꎬ当多名攻击者围绕单一目标形成

包围态势ꎬ或被攻击者分散逃离时ꎬ深度图能够清晰地反映这种动态变化ꎬ从而有效区分正常社交互动

(缓慢接近)与暴力冲突(快速聚拢)ꎻ最后ꎬ在光照变化或背景杂乱的监控场景中ꎬ深度图独立于颜色与纹

理信息ꎬ仅依赖几何结构特征ꎬ能够稳定表征人物的空间关系ꎬ减少环境噪声对行为分析的干扰.
鉴于 Ｙａｎｇ等[２１]提出的深度估计方法精度高、泛化能力强ꎬ并且推理速度能够达到 ５０ ｍｓ /帧ꎬ适合轻

量级部署ꎬ本文使用该方法对原始 ＲＧＢ 帧进行深度估计ꎬ得到连续的深度图. 对于每一幅深度图ꎬ选择

ＭｏｂｉｌｅＮｅｔ Ｖ２作为 ２Ｄ ＣＮＮ提取空间特征ꎬ得到所有深度图的空间特征后ꎬ输入 ＳｅｐＣｏｎｖＬＳＴＭ编码时间信

息ꎬ学习人物之间相对位置的变化ꎬ最后输出深度通道的时空特征.
２.４　 基于注意力机制的多模态特征融合

上述 ３个通道分别输出了 ３个对应的时空特征. ＲＧＢ 通道的输出特征强调人体外观信息ꎬＲＧＢ 帧差

通道的输出特征强调运动信息ꎬ深度通道的输出特征强调人物间的相对位置关系. 由于这些特征所强调

的信息不同ꎬ它们在最终决策中的重要性也各不相同. 因此ꎬ在特征融合阶段ꎬ需要对不同的特征赋予不

同的权重ꎬ以确保融合结果能够充分利用每种特征的优势. 为了实现这一目标ꎬ本文提出一种基于注意力

机制[１１]的特征融合方法ꎬ框架如图 ６所示ꎬ展示了整个特征的融合过程.

图 ６　 基于注意力机制的多模态特征融合方法

Ｆｉｇ􀆰 ６　 Ｍｕｌｔｉ￣ｍｏｄａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

各通道的输出特征记为 Ｆ１ꎬＦ２ꎬＦ３ꎬ均为形状相同的三维张量ꎬ即 Ｆ ｉ∈ＲＨ×Ｗ×Ｃꎬ其中 Ｈ 是高度ꎬＷ 是宽

度ꎬＣ是通道数. 首先ꎬ对每个特征进行全局平均池化[２４]ꎬ以减少特征维度:

Ｘｉ ＝
１
Ｈ×Ｗ∑

Ｈ

ｈ ＝ １
∑
Ｗ

ｗ ＝ １
Ｆ ｉ(ｈꎬｗꎬｃ)ꎬ　 ∀ｃ∈{１ꎬ２ꎬ􀆺ꎬＣ} . (４)

其中ꎬＸｉ∈ＲＣ 表示经过全局平局池化后的特征向量. 然后ꎬ将上述 ３ 个特征向量进行拼接ꎬ得到一个综合

特征向量 Ｘ:
Ｘ＝[ＸＴ１ꎬＸＴ２ꎬＸＴ３] Ｔꎬ (５)

其中ꎬＸ∈Ｒ３Ｃ表示拼接后的特征向量. 这一步骤使得模型能够同时评估所有类型的特征. 接下来ꎬ计算每

种类型特征的注意力分数. 具体来说ꎬ使用一个全连接层(Ｄｅｎｓｅ Ｌａｙｅｒ)对拼接后的特征向量 Ｘ 进行线性

变换ꎬ并通过激活函数 ＲｅＬＵ引入非线性:
Ｙ＝σ(ＷＸ＋ｂ)ꎬ (６)

其中ꎬＷ∈Ｒ３×３Ｃ是权重矩阵ꎬＸ∈Ｒ３Ｃ是拼接后的特征向量ꎬｂ∈Ｒ３ 是偏置向量ꎬσ 是激活函数ꎬＹ∈Ｒ３ 是包

含 ３个注意力分数的向量ꎬＹ＝(ｙ１ꎬｙ２ꎬｙ３) Ｔꎬ每个元素分别对应一种特征的重要性. 使用 Ｓｏｆｔｍａｘ 函数对注

意力分数进行归一化ꎬ得到注意力权重:

α＝Ｓｏｆｔｍａｘ(Ｙ)＝
ｅｙ１

∑
３

ｊ ＝ １
ｅｙ ｊ

ꎬ ｅ
ｙ２

∑
３

ｊ ＝ １
ｅｙ ｊ

ꎬ ｅ
ｙ３

∑
３

ｊ ＝ １
ｅｙ ｊ

é

ë

ê
êê

ù
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其中ꎬα∈Ｒ３ 是包含 ３个注意力权重的向量ꎬα＝(α１ꎬα２ꎬα３) Ｔꎬ每个权重都介于 ０和 １之间ꎬ且所有权重之

和等于 １. 然后ꎬ根据注意力权重对 ３个通道的输出特征进行加权求和ꎬ得到最终特征 Ｆ ｆｕｓｅｄ:

Ｆ ｆｕｓｅｄ ＝∑
３

ｉ ＝ １
αｉＦ ｉ . (８)

其中ꎬＦ ｉ∈ＲＨ×Ｗ×Ｃ是第 ｉ个通道的输出特征ꎬαｉ 是对应的注意力权重ꎬＦ ｆｕｓｅｄ∈ＲＨ×Ｗ×Ｃ是融合后的特征.
最后ꎬ将融合后的特征展平为一维特征向量ꎬ输入全连接层进行分类ꎬ判断视频中是否存在暴力行为.
所提方法融合了 ＲＧＢ通道的人体姿态特征、ＲＧＢ帧差通道的人体运动特征ꎬ以及深度通道的人物间

相对位置特征ꎬ各模态特征优势互补ꎬ增强了暴力行为的特征表示. 并且ꎬ模型能够自适应地学习不同模

态特征的重要性ꎬ动态分配不同模态特征的权重ꎬ从而提高了在复杂的真实环境下进行暴力行为识别的准

确性和鲁棒性.

３　 实验

３.１　 实验设置

本文实验基于 Ｔｅｎｓｏｒｆｌｏｗ框架ꎬ在 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０９０ ＧＰＵ上训练和测试模型.
为了降低计算复杂度、提高模型的训练效率ꎬ本文使用均匀采样的方法ꎬ从每个视频中采样 ３２ 帧ꎬ并

将每一帧的大小调整为 ３２０×３２０. 在进入模型之前ꎬ对它们进行随机裁剪ꎬ将大小调整为 ２２４×２２４ꎬ形状为

３２×２２４×２２４×３的 ＲＧＢ帧序列被输入模型.
在 ＲＧＢ通道中ꎬ对 ＲＧＢ 帧序列进行背景抑制处理ꎬ得到形状为 ３２×２２４×２２４×３ 的背景抑制帧序

列. 然后ꎬ使用在 ＩｍａｇｅＮｅｔ数据集上预训练的 ＭｏｂｉｌｅＮｅｔ Ｖ２提取得到形状为 ３２×７×７×５６ 的空间特征. 最
后ꎬ输入 ＳｅｐＣｏｎｖＬＳＴＭ聚合时间信息ꎬ得到形状为 ７×７×６４的时空特征.

在 ＲＧＢ帧差通道中ꎬ对 ＲＧＢ 帧序列使用帧差法进行处理ꎬ得到形状为 ３１×２２４×２２４×３ 的帧差序

列. 然后ꎬ使用在 ＩｍａｇｅＮｅｔ数据集上预训练的 ＭｏｂｉｌｅＮｅｔ Ｖ２提取得到形状为 ３１×７×７×５６ 的空间特征. 接
着ꎬ输入 ＳｅｐＣｏｎｖＬＳＴＭ聚合时间信息ꎬ得到形状为 ７×７×６４的时空特征.

在深度通道中ꎬ对 ＲＧＢ帧序列进行深度估计ꎬ得到形状为 ３２×２２４×２２４×３ 的深度图序列. 然后ꎬ使用

ＭｏｂｉｌｅＮｅｔ Ｖ２提取得到形状为 ３２×７×７×５６的空间特征. 最后ꎬ输入 ＳｅｐＣｏｎｖＬＳＴＭ聚合时间信息ꎬ得到形状

为 ７×７×６４的时空特征.
３ 个通道的输出特征均被送入窗口大小为 ２×２的最大池化层进行池化ꎬ得到 ３个形状为 ３×３×６４的特

征. 根据注意力权重对这 ３个特征进行融合ꎬ得到形状为 ３×３×６４ 的最终特征. 将该特征展平得到长度为

５７６的一维特征向量ꎬ使用 ５１２ → １２８ → １６ → １的全连接层对其进行分类.
训练迭代次数设置为 １５０ꎬ批处理大小设置为 ４. 使用 ＡＭＳＧｒａｄ 作为优化器ꎬ初始学习率设置为

４×１０－４ꎬ每 ５次迭代后学习率减半ꎬ达到 ５×１０－５后保持不变. 使用二元交叉熵作为损失函数ꎬ评估模型预测

值和真实值之间的误差.
３.２　 数据集和评价指标

本文共使用 ３个公开数据集对所提方法进行评估ꎬ分别是 ＲＷＦ－２０００ 数据集[６]、Ｈｏｃｋｅｙ 数据集[２５]以

及 Ｍｏｖｉｅｓ数据集[２５] .
ＲＷＦ－２０００数据集由现实世界中的监控摄像机捕获的 ２ ０００个视频片段组成ꎬ每个视频的时长为 ５ ｓꎬ

帧率为 ３０帧. 该数据集规模庞大且场景真实ꎬ是研究真实监控场景下暴力行为识别的重要资源. Ｈｏｃｋｅｙ
数据集包含 １ ０００个从曲棍球比赛中收集的视频ꎬ每个视频 ５０帧ꎬ所有视频都有着相似的背景. Ｍｏｖｉｅｓ数
据集是一个相对较小的数据集ꎬ包含 ２００ 个来自不同电影的剪辑. 以上数据集均拥有视频级标签ꎬ即每个

视频片段被标注为“暴力”或“非暴力”ꎬ并且正负样本的比例均为 １ ∶１ꎬ即一半的视频包含暴力行为ꎬ另一

半属于非暴力活动.
对于每个数据集ꎬ选取其中 ２０％作为测试集ꎬ用于性能评估ꎬ其余 ８０％作为训练集ꎬ用于模型训练.
本文采用准确率作为评价指标. 在分类任务中ꎬ准确率是衡量模型性能最常用的指标. 它表示模型正

确预测的样本数占总样本数的比例ꎬ计算公式如下:
—９０１—
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Ａｃｃｕｒａｃｙ ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

. (９)

式中ꎬＴＰ表示真正例ꎬＴＮ表示真反例ꎬＦＰ表示假正例ꎬＦＮ表示假反例.
３.３　 实验结果与分析

３.３.１　 与其他方法的对比实验

为了评估本文方法ꎬ将其与主流的暴力行为识别方法进行比较. 在 ３ 个数据集上的对比结果如表 １
所示.

表 １　 不同暴力行为识别方法在公开数据集上的准确率

Ｔａｂｌｅ １　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｖｉｏｌｅｎｃｅ ｒｅｃｏｇｎｉｔｉｏｎ ｍｅｔｈｏｄｓ ｏｎ ｐｕｂｌｉｃ ｄａｔａｓｅｔｓ

方法名称 ＲＷＦ－２０００ Ｈｏｃｋｅｙ Ｍｏｖｉｅｓ

Ｆｌｏｗ Ｇａｔｅｄ Ｎｅｔ[６] ８７.２５％ ９８％ １００％

ＳＰＩＬ Ｃｏｎｖｏｌｕｔｉｏｎ[１０] ８９.３０％ ９６.８％ ９８.５％

Ｔｗｏ Ｓｔｒｅａｍ ＳｅｐＣｏｎｖＬＳＴＭ[７]∗ ８８.５０％ ９８.５％ １００％

Ｌｉｇｈｔｗｅｉｇｈｔ ２Ｄ＋３Ｄ ＣＮＮ[２６] ８１.９８％ ９４.７１％ １００％

Ｕ￣Ｎｅｔ＋ＬＳＴＭ[２７] ８２.００％ ９６.１％ ９９.５％

Ｈｕｍａｎ Ｓｋｅｌｅｔｏｎ＋Ｃｈａｎｇｅ Ｄｅｔｅｃｔｉｏｎ[１６] ９０.２５％ ９４.５％ ９８.５％

Ｒｅｓｉｄｕａｌ＋ＲｅｓＮｅｔ５０＋ＰＯＴ[２８] ８４.００％ ９５％ ９７.５％
Ｏｕｒ Ｍｅｔｈｏｄ:Ｔｒｉ￣Ｓｔｒｅａｍ Ｆｕｓｉｏｎ Ｎｅｔ ８８.７５％ ９９％ １００％

　 　 ∗表示按照论文作者发布的代码和规范ꎬ在我们的设备上重新训练的结果.

与依赖于单一 ＲＧＢ数据的方法相比ꎬ本文方法利用多模态特征融合ꎬ不仅从 ＲＧＢ 数据中提取人体外

观特征和运动模式ꎬ还引入深度模态以提供三维空间信息ꎬ从深度数据中提取人物之间的相对位置特征ꎬ
从而有效缓解了遮挡场景下的信息丢失问题. 在特征融合阶段ꎬ利用注意力机制动态分配不同模态特征

的权重ꎬ使得外观、运动与空间位置特征充分融合ꎬ显著增强了暴力行为的特征表示. 尽管在 ＲＷＦ－２０００
数据集上ꎬ本文方法的表现略低于 Ｓｕ等[１０]和 Ｇｕｉｌｌｅｒｍｏ等[１６]提出的方法ꎬ主要原因在于这两种方法均基

于骨骼模态ꎬ在捕捉人体运动特征方面更具优势ꎻ而本文方法在不同的数据集上均达到较高的识别准确

率ꎬ展现出更强的适应性和鲁棒性.
３.３.２　 消融实验

(１)各通道的有效性
表 ２　 模型选用不同通道时在 ＲＷＦ－２０００ 数据集上的准确率

Ｔａｂｌｅ ２　 Ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｓｔｒｅａｍｓ ｏｎ ｔｈｅ
ＲＷＦ－２０００ ｄａｔａｓｅｔ

ＲＧＢ通道 ＲＧＢ帧差通道 深度通道 准确率

√ ８２.７５％
√ ８５.２５％

√ ７８.５０％
√ √ ８６.７５％
√ √ ８３.２５％

√ √ ８６.２５％
√ √ √ ８７.７５％

　 　 为了验证所提出的三通道融合网络中每个通道

的有效性ꎬ在 ＲＷＦ－２０００ 数据集上进行消融实验ꎬ依
次使用单一通道、２个通道的组合以及全部 ３ 个通道

(对多通道的特征进行融合时ꎬ不使用注意力模块ꎬ
不同通道的特征均按照同等权重进行融合)ꎬ结果如

表 ２所示. 可以看出ꎬ仅使用单一通道时ꎬＲＧＢ 帧差

通道的效果更为出色ꎬ这表明运动特征是识别暴力的

主要特征ꎻ使用 ２个通道并进行融合的效果优于使用

单一通道的效果ꎻ当使用全部 ３ 个通道并进行融合

时ꎬ效果最佳. 这表明不同模态特征能够优势互补ꎬ
从而提高识别准确率.

(２)基于注意力机制的多模态特征融合方法的有效性

为了验证所提出的基于注意力机制的多模态特征融合方法的有效性ꎬ在 ＲＷＦ－２０００ 数据集上进行消

融实验ꎬ对 ＲＧＢ通道、ＲＧＢ帧差通道和深度通道的特征按照不同的权重进行融合ꎬ结果如表 ３ 所示. 首次

实验不考虑不同模态特征重要性的差异ꎬ以 １ ∶１ ∶１的权重对 ３种特征进行融合ꎬ准确率为 ８７.７５％ꎻ第二次

实验考虑到使用单一通道时ꎬＲＧＢ帧差通道的结果最优ꎬ因此ꎬ提高该通道的特征的权重ꎬ以 １ ∶２ ∶１ 的权

重进行融合ꎬ准确率为 ８８％ꎬ略有提升ꎻ第三次实验使用模型通过自适应学习得到的注意力权重对 ３ 种特

征进行融合ꎬ准确率进一步提升ꎬ达到 ８８.７５％. 这表明利用注意力机制对不同模态的特征分配相应的权重

—０１１—
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是必要且有效的.
(３)选用不同特征提取网络对于实验结果的影响

本文对选用不同特征提取网络对于实验结果的影响进行了探究ꎬ结果如表 ４ 所示. ３Ｄ ＣＮＮ作为基础

模型ꎬ直接通过三维卷积处理时空信息ꎬ但受限于时序依赖建模不足ꎬ准确率最低. ２Ｄ ＣＮＮ 与 ＬＳＴＭ 的组

合通过 ２Ｄ ＣＮＮ 提取空间特征ꎬ再结合 ＬＳＴＭ 捕捉时序信息ꎬ准确率明显提升ꎬ这表明引入时序建模能有

效增强模型对动态变化的感知能力. 使用 ＣｏｎｖＬＳＴＭ 替换 ＬＳＴＭ 则在建模时间依赖的同时保留了空间局

部相关性ꎬ准确率进一步提升. ＳｅｐＣｏｎｖＬＳＴＭ在 ＣｏｎｖＬＳＴＭ 的基础上ꎬ首先利用深度卷积独立提取各通道

的空间局部特征ꎬ再通过逐点卷积实现跨通道融合. 这种分离建模策略提升了模型的特征表达能力ꎬ因此

取得最优的识别准确率.
表 ４　 模型选用不同特征提取网络在 ＲＷＦ－２０００

数据集上的准确率

Ｔａｂｌｅ ４　 Ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ
ｎｅｔｗｏｒｋｓ ｏｎ ｔｈｅ ＲＷＦ－２０００ ｄａｔａｓｅｔ

特征提取网络 准确率

３Ｄ ＣＮＮ ８４％
２Ｄ ＣＮＮ＋ＬＳＴＭ ８６.７５％
２Ｄ ＣＮＮ＋ＣｏｎｖＬＳＴＭ ８８.２５％
２Ｄ ＣＮＮ＋ＳｅｐＣｏｎｖＬＳＴＭ ８８.７５％

表 ３　 模型使用不同权重进行融合时在 ＲＷＦ－２０００
数据集上的准确率

Ｔａｂｌｅ ３　 Ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｆｕｓｉｏｎ
ｗｅｉｇｈｔｓ ｏｎ ｔｈｅ ＲＷＦ－２０００ ｄａｔａｓｅｔ

融合权重 准确率

１ ∶１ ∶１ ８７.７５％

１ ∶２ ∶１ ８８.００％

注意力权重 ８８.７５％

４　 结论

本文提出了一种基于 ＲＧＢ和深度特征融合的视频暴力行为识别方法. 针对实际场景下单一模态特征

表达能力有限以及遮挡现象频发等挑战ꎬ利用 ＲＧＢ和深度模态的互补性优势ꎬ应对遮挡问题ꎬ增强暴力行

为的特征表示. 具体来说ꎬ本文提出一个三通道融合网络(ＴＳＦＮ)ꎬ３ 个通道分别学习人体姿态特征、人体

运动特征以及人物之间的相对位置特征ꎬ并添加注意力融合模块ꎬ充分融合这 ３ 种特征. 所提方法在公开

数据集上达到较高的识别准确率ꎬ能够有效地识别暴力行为. 未来ꎬ我们将进一步探索实时暴力行为识别

方法.
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ｓｅｎｓｉｔｉｖｅ ｖｉｄｅｏ￣ｌｅｖｅｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｆｏｒｅｎｓｉｃｓ ａｎｄ Ｓｅｃｕｒｉｔｙꎬ２０１７ꎬ１２(１２):２９４５－２９５６.
[３] Ｃｈｅｎ ＤꎬＷａｃｔｌａｒ ＨꎬＧａｏ Ｃꎬｅｔ ａｌ. Ｒｅｃｏｇｎｉｔｉｏｎ ｏｆ ａｇｇｒｅｓｓｉｖｅ ｈｕｍａｎ ｂｅｈａｖｉｏｒ ｕｓｉｎｇ ｂｉｎａｒｙ ｌｏｃａｌ ｍｏｔｉｏｎ ｄｅｓｃｒｉｐｔｏｒｓ[Ｃ] / / ３０ｔｈ

Ａｎｎｕａｌ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｆ ｔｈｅ ＩＥＥＥ Ｅｎｇｉｎｅｅｒｉｎｇ ｉｎ Ｍｅｄｉｃｉｎｅ ａｎｄ Ｂｉｏｌｏｇｙ Ｓｏｃｉｅｔｙ. ＶａｎｃｏｕｖｅｒꎬＢＣꎬＣａｎａｄａ:ＩＥＥＥꎬ
２００８:５２３８－５２４１.　

[４] Ｄｅｂ ＴꎬＡｒｍａｎ ＡꎬＦｉｒｏｚｅ Ａ. Ｍａｃｈｉｎｅ ｃｏｇｎｉｔｉｏｎ ｏｆ ｖｉｏｌｅｎｃｅ ｉｎ ｖｉｄｅｏｓ ｕｓｉｎｇ ｎｏｖｅｌ ｏｕｔｌｉｅｒ￣ｒｅｓｉｓｔａｎｔ ＶＬＡＤ[Ｃ] / / １７ｔｈ ＩＥＥＥ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ. ＯｒｌａｎｄｏꎬＦｌｏｒｉｄａꎬＵＳＡ:ＩＥＥＥꎬ２０１８:９８９－９９４.

[５] Ｓｕｎ ＺꎬＫｅ ＱꎬＲａｈｍａｎｉ Ｈꎬｅｔ ａｌ. Ｈｕｍａｎ ａｃｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｆｒｏｍ ｖａｒｉｏｕｓ ｄａｔａ ｍｏｄａｌｉｔｉｅｓ:Ａ ｒｅｖｉｅｗ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
Ｐａｔｔｅｒｎ Ａｎａｌｙｓｉｓ ａｎｄ Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０２３ꎬ４５(３):３２００－３２２５.

[６] Ｃｈｅｎｇ ＭꎬＣａｉ ＫꎬＬｉ Ｍ. ＲＷＦ － ２０００: ａｎ ｏｐｅｎ ｌａｒｇｅ ｓｃａｌｅ ｖｉｄｅｏ ｄａｔａｂａｓｅ ｆｏｒ ｖｉｏｌｅｎｃｅ ｄｅｔｅｃｔｉｏｎ [Ｃ] / / ２５ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. ＭｉｌａｎꎬＩｔａｌｙ:ＩＥＥＥꎬ２０２１:４１８３－４１９０.

[７] Ｉｓｌａｍ ＺꎬＲｕｋｏｎｕｚｚａｍａｎ ＭꎬＡｈｍｅｄ Ｒ. Ｅｆｆｉｃｉｅｎｔ ｔｗｏ ｓｔｒｅａｍ ｎｅｔｗｏｒｋ ｆｏｒ ｖｉｏｌｅｎｃｅ ｄｅｔｅｃｔｉｏｎ ｕｓｉｎｇ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ＬＳＴＭ
[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ. ＳｈｅｎｚｈｅｎꎬＣｈｉｎａ:ＩＥＥＥꎬ２０２１:１－８.

[８] Ｉｌｇ ＥꎬＭａｙｅｒ ＮꎬＳａｉｋｉａ Ｔꎬ ｅｔ ａｌ. ＦｌｏｗＮｅｔ ２. ０: ｅｖｏｌｕｔｉｏｎ ｏｆ ｏｐｔｉｃａｌ ｆｌｏｗ ｅｓｔｉｍａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｎｅｔｗｏｒｋｓ [Ｃ] / / ２０１７ ＩＥＥＥ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. ＨｏｎｏｌｕｌｕꎬＨａｗａｉｉꎬＵＳＡ:ＩＥＥＥꎬ２０１７:１６４７－１６５５.

[９] Ｓｕｄｈａｋａｒａｎ Ｓꎬ Ｌａｎｚ Ｏ. Ｌｅａｒｎｉｎｇ ｔｏ ｄｅｔｅｃｔ ｖｉｏｌｅｎｔ ｖｉｄｅｏｓ ｕｓｉｎｇ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ [ Ｃ] / / １４ｔｈ ＩＥＥＥ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｄｖａｎｃｅｄ Ｖｉｄｅｏ ａｎｄ Ｓｉｇｎａｌ Ｂａｓｅｄ Ｓｕｒｖｅｉｌｌａｎｃｅ. ＬｅｃｃｅꎬＩｔａｌｙ:ＩＥＥＥꎬ２０１７:１－６.

—１１１—
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[１０] Ｓｕ ＹꎬＬｉｎ ＧꎬＺｈｕ Ｊꎬｅｔ ａｌ. Ｈｕｍａｎ ｉｎｔｅｒａｃｔｉｏｎ ｌｅａｒｎｉｎｇ ｏｎ ３Ｄ ｓｋｅｌｅｔｏｎ ｐｏｉｎｔ ｃｌｏｕｄｓ ｆｏｒ ｖｉｄｅｏ ｖｉｏｌｅｎｃｅ ｒｅｃｏｇｎｉｔｉｏｎ[Ｃ] / / １６ｔｈ
Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ(ＥＣＣＶ) . ＧｌａｓｇｏｗꎬＵＫ:Ｓｐｒｉｎｇｅｒꎬ２０２０:７４－９０.

[１１] Ｈｕ ＪꎬＳｈｅｎ ＬꎬＡｌｂａｎｉｅ Ｓꎬｅｔ ａｌ. Ｓｑｕｅｅｚｅ￣ａｎｄ￣ｅｘｃｉｔａｔｉｏｎ ｎｅｔｗｏｒｋｓ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｐａｔｔｅｒｎ Ａｎａｌｙｓｉｓ ａｎｄ Ｍａｃｈｉｎｅ
Ｉｎｔｅｌｌｉｇｅｎｃｅꎬ２０２０ꎬ４２(８):２０１１－２０２３.

[１２] Ｄｉｎｇ ＣꎬＦａｎ ＳꎬＺｈｕ Ｍꎬｅｔ ａｌ. Ｖｉｏｌｅｎｃｅ ｄｅｔｅｃｔｉｏｎ ｉｎ ｖｉｄｅｏ ｂｙ ｕｓｉｎｇ ３Ｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ[Ｃ] / / １０ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｓｙｍｐｏｓｉｕｍ ｏｎ Ｖｉｓｕａｌ Ｃｏｍｐｕｔｉｎｇ( ＩＳＶＣ) . Ｌａｓ ＶｅｇａｓꎬＮＶꎬＵＳＡ:Ｓｐｒｉｎｇｅｒꎬ２０１４:５５１－５５８.

[１３] Ｌｉ ＪꎬＪｉａｎｇ ＸꎬＳｕｎ Ｔꎬｅｔ ａｌ. Ｅｆｆｉｃｉｅｎｔ ｖｉｏｌｅｎｃｅ ｄｅｔｅｃｔｉｏｎ ｕｓｉｎｇ ３Ｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ[Ｃ] / / １６ｔｈ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｄｖａｎｃｅｄ Ｖｉｄｅｏ ａｎｄ Ｓｉｇｎａｌ Ｂａｓｅｄ Ｓｕｒｖｅｉｌｌａｎｃｅ. ＴａｉｐｅｉꎬＣｈｉｎａ:ＩＥＥＥꎬ２０１９:１－８.

[１４] Ｈａｎｓｏｎ ＡꎬＰｎｖｒ ＫꎬＫｒｉｓｈｎａｇｏｐａｌ Ｓꎬｅｔ ａｌ. Ｂｉｄｉｒｅｃｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ＬＳＴＭ ｆｏｒ ｔｈｅ ｄｅｔｅｃｔｉｏｎ ｏｆ ｖｉｏｌｅｎｃｅ ｉｎ ｖｉｄｅｏｓ [Ｃ] / /
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ￣ＥＣＣＶ ２０１８ Ｗｏｒｋｓｈｏｐｓ. ＭｕｎｉｃｈꎬＧｅｒｍａｎｙ:Ｓｐｒｉｎｇｅｒꎬ２０１９:２８０－２９５.

[１５] Ｐｆｅｕｆｆｅｒ ＡꎬＤｉｅｔｍａｙｅｒ Ｋ. Ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ＬＳＴＭｓ ｆｏｒ ｆａｓｔｅｒ ｖｉｄｅｏ ｓｅｇｍｅｎｔａｔｉｏｎ[Ｃ] / / ２０１９ ＩＥＥＥ Ｉｎｔｅｌｌｉｇｅｎｔ Ｔｒａｎｓｐｏｒｔａ￣
ｔｉｏｎ Ｓｙｓｔｅｍｓ Ｃｏｎｆｅｒｅｎｃｅ(ＩＴＳＣ) . ＡｕｃｋｌａｎｄꎬＮｅｗ Ｚｅａｌａｎｄ:ＩＥＥＥꎬ２０１９:１０７２－１０７８.

[１６] Ｇｕｉｌｌｅｒｍｏ ＧꎬＳａｎｍｉｇｕｅｌ Ｊ. Ｈｕｍａｎ ｓｋｅｌｅｔｏｎｓ ａｎｄ ｃｈａｎｇｅ ｄｅｔｅｃｔｉｏｎ ｆｏｒ ｅｆｆｉｃｉｅｎｔ ｖｉｏｌｅｎｃｅ ｄｅｔｅｃｔｉｏｎ ｉｎ ｓｕｒｖｅｉｌｌａｎｃｅ ｖｉｄｅｏｓ[ Ｊ] .
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｉｍａｇｅ Ｕｎｄｅｒｓｔａｎｄｉｎｇꎬ２０２３ꎬ２３３:１０３７３９.

[１７] Ｅｉｇｅｎ ＤꎬＰｕｈｒｓｃｈ ＣꎬＦｅｒｇｕｓ Ｒ. Ｄｅｐｔｈ ｍａｐ ｐｒｅｄｉｃｔｉｏｎ ｆｒｏｍ ａ ｓｉｎｇｌｅ ｉｍａｇｅ ｕｓｉｎｇ ａ ｍｕｌｔｉ￣ｓｃａｌｅ ｄｅｅｐ ｎｅｔｗｏｒｋ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ ２８ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ. ＭｏｎｔｒｅａｌꎬＣａｎａｄａ:Ｃｕｒａｎ Ａｓｓｏｃｉａｔｅｓꎬ２０１４:
２３６６－２３７４.

[１８] Ｒａｍａｍｏｎｊｉｓｏａ ＭꎬＤｕ ＹꎬＬｅｐｅｔｉｔ Ｖ. Ｐｒｅｄｉｃｔｉｎｇ ｓｈａｒｐ ａｎｄ ａｃｃｕｒａｔｅ ｏｃｃｌｕｓｉｏｎ ｂｏｕｎｄａｒｉｅｓ ｉｎ ｍｏｎｏｃｕｌａｒ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ ｕｓｉｎｇ
ｄｉｓｐｌａｃｅｍｅｎｔ ｆｉｅｌｄｓ[Ｃ] / / ２０２０ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. ＳｅａｔｔｌｅꎬＷａｓｈｉｎｇｔｏｎꎬ
ＵＳＡ:ＩＥＥＥꎬ２０２０:１４６４８－１４６５７.

[１９] Ｇａｒｇ ＲꎬＢｇ Ｖ ＫꎬＣａｒｎｅｉｒｏ Ｇꎬｅｔ ａｌ. Ｕｎｓｕｐｅｒｖｉｓｅｄ ｃｎｎ ｆｏｒ ｓｉｎｇｌｅ ｖｉｅｗ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ:ｇｅｏｍｅｔｒｙ ｔｏ ｔｈｅ ｒｅｓｃｕｅ[Ｃ] / / １４ｔｈ
Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ(ＥＣＣＶ) . ＡｍｓｔｅｒｄａｍꎬＴｈｅ Ｎｅｔｈｅｒｌａｎｄｓ:Ｓｐｒｉｎｇｅｒꎬ２０１６:７４０－７５６.

[２０] Ｇｏｄａｒｄ ＣꎬＭａｃ Ａｏｄｈａ ＯꎬＦｉｒｍａｎ Ｍꎬｅｔ ａｌ. Ｄｉｇｇｉｎｇ ｉｎｔｏ ｓｅｌｆ￣ｓｕｐｅｒｖｉｓｅｄ ｍｏｎｏｃｕｌａｒ ｄｅｐｔｈ ｅｓｔｉｍａｔｉｏｎ[Ｃ] / / ２０１９ ＩＥＥＥ / ＣＶＦ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. ＳｅｏｕｌꎬＳｏｕｔｈ Ｋｏｒｅａ:ＩＥＥＥꎬ２０１９:３８２８－３８３８.

[２１] Ｙａｎｇ Ｌ ＨꎬＫａｎｇ Ｂ ＹꎬＨｕａｎｇ Ｚ Ｌꎬｅｔ ａｌ. Ｄｅｐｔｈ ａｎｙｔｈｉｎｇ:ｕｎｌｅａｓｈｉｎｇ ｔｈｅ ｐｏｗｅｒ ｏｆ ｌａｒｇｅ￣ｓｃａｌｅ ｕｎｌａｂｅｌｅｄ ｄａｔａ[Ｃ] / / ２０２４ ＩＥＥＥ /
ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ(ＣＶＰＲ) . ＳｅａｔｔｌｅꎬＷＡꎬＵＳＡ:ＩＥＥＥꎬ２０２４:１０３７１－１０３８１.
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