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基于CNN和Transformer并行
编码的腹部多器官图像分割
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摘要:针对现有方法在腹部中小器官图像分割性能方面存在的不足,提出一种基于局部和

全局并行编码的网络模型用于腹部多器官图像分割.首先,设计一种提取多尺度特征信息的

局部编码分支;其次,全局特征编码分支采用分块Transformer,通过块内Transformer和块

间Transformer的组合,既捕获了全局的长距离依赖信息又降低了计算量;再次,设计特征

融合模块,以融合来自两条编码分支的上下文信息;最后,设计解码模块,实现全局信息与

局部上下文信息的交互,更好地补偿解码阶段的信息损失.在Synapse多器官CT数据集上

进行实验,与目前9种先进方法相比,在平均Dice相似系数(DSC)和 Hausdorff距离(HD)
指标上都达到了最佳性能,分别为83.10%和17.80mm.
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Abstract:Aimingattheshortcomingsofexistingmethodsintheimagesegmentationperformanceof
smallandmedium-sizedorgansintheabdomen,weproposedanetworkmodelbasedonlocaland
globalparallelcodingformulti-organimagesegmentationintheabdomen.Firstly,alocalcoding
branchwasdesignedtoextractmulti-scalefeatureinformation.Secondly,theglobalfeaturecoding
branchadoptedtheblockTransformer,whichnotonlycapturedthegloballongdistancedependency
informationbutalsoreducedthecomputationamountthroughthecombinationofintra-block
Transformerandinter-blockTransformer.Thirdly,afeaturefusionmodulewasdesignedtofusethe
contextinformationfromtwocodingbranches.Finally,thedecodingmodulewasdesignedtorealize
theinteractionbetweenglobalinformationandlocalcontextinformation,soastobettercompensate
fortheinformationlossinthedecodingstage.ExperimentswereconductedontheSynapsemulti-
organCTdataset,comparedwiththecurrentnineadvancedmethods,theaverageDicesimilarity



coefficient(DSC)and Hausdorffdistance (HD)indicatorsachievethebestperformance,with
83.10%and17.80mm,respectively.
Keywords:multi-organimagesegmentation;blockTransformer;featurefusion

腹部器官的CT(computedtomography)影像分割是实现腹部疾病智能诊断的前提和基础.通过分

割出感兴趣的腹部器官区域,可以使智能诊断系统的注意力集中在特定的器官上,使系统更易检测到

器官内潜在的异常病变,为后续的病灶自动分析与评估提供依据.腹部多器官分割对放化疗计划的制

定也非常重要,分割出感兴趣的腹部器官区域可以帮助放疗医生评估病变与周围器官的关系,以确定

适当的放射治疗剂量和照射范围.腹部多器官分割结果还可与实时手术导航相结合,为外科医生提供

精确的导航和定位信息,减少手术风险和损伤周围健康组织的可能性.因此,设计一种高效、准确的

腹部多器官图像分割模型对辅助临床治疗有重要意义.
目前,腹部多器官图像分割方法可分为传统机器学习方法和深度学习方法两大类.早期的研究

主要集中在单个大器官图像的分割上,如肝脏或肾脏.此后,多器官分割研究引起广泛关注.传统方

法多采用基于器官结构先验知识或多图谱匹配的方法分割腹部器官图像.但这些方法需要人工参与,
导致图像分割结果依赖于人为操作,准确性较低.近年来,深度学习在医学图像分割领域取得极大进

展,目前已有许多基于深度学习的腹部多器官图像分割方法[1-4],如文献[5]在Unet基础上通过使用

可分离卷积代替普通卷积和一种自定义加权训练损失,在腹部图像中完成了肝脏、肾脏、肺和膀胱的

分割.由于卷积操作的局部感受野限制,因此单独使用卷积神经网络(CNN)进行腹部多器官分割可能

无法充分捕捉到全局上下文信息.而腹部器官之间的相互关系和空间布局对准确分割至关重要.仅使

用局部感受野的特征提取无法捕获到器官的全局结构和彼此之间的相互关系.为克服该问题,研究人

员提出了一些解决方案,其中常用的方法是引入跳跃连接或多尺度特征融合机制.跳跃连接可以在不

同层级上连接局部和全局特征,使网络能同时获得局部和全局上下文信息.多尺度特征融合则通过在

不同尺度上进行特征提取,并将这些特征进行融合,以获得更全面的信息.如Sinha等[1]提出了一种

多尺度引导注意力机制算法(MS-Dual),使用多个ResNet提取不同尺度的特征,并在跳跃连接处用注

意力机制挖掘这些特征完成了肝脏和肾脏的分割.文献[4]提出了 UCTransNet网络模型,该模型以

U-Net为基础,在跳跃连接处先用通道式交叉融合转换器(CCT)整合多尺度上下文信息,再利用通道

交叉注意力(CRES)解决语义层次的不一致问题,以提升分割性能.自然语言处理中的Transformer
已被证明在学习计算机视觉的全局上下文特征方面有效[5],于是有研究人员开始关注Transformer在

腹部多器官图像分割中的研究[6-10],在肝脏、脾脏等大型器官的图像分割上取得了进一步提升.如

Chen等[6]提出了TransUNet网络结构,使用Transformer将CNN特征图编码为输入序列,利用解码

器对编码特征进行上采样,并与高分辨率 CNN 特征图组合,实现精准定位.Cao等[8]提出了

Swin-UNet网络模型,该网络主要是基于SwinTransformerblock构建了编码器-解码器体系结构,在

编码器中实现了从局部到全局的自注意力机制;在解码器中,将全局特征上采样到输入分辨率,并进

行分割预测.Huang等[10]提出了 MISSFormer网络结构,MISSFormer将输入图像划分为重叠块,通

过多层次编码器生成多尺度特征,并在跳跃连接处通过Transformer获取局部和全局信息,最后通过

解码器进行上采样,得到判别性分层多尺度特征.Transformer模型更注重全局信息的建模,能更好

地捕捉长距离的依赖关系,在处理腹部多器官图像的全局特征方面更有效.但其在处理图像局部方面

能力相对较弱,虽然通过适当的位置编码能提供一定程度的局部信息,但相对于传统的CNN模型,

Transformer在处理局部信息方面仍显不足[11].
CNN具有局部感知性,可更好地捕获局部模式和顺序信息.通过将CNN和Transformer相结

合,可以更充分地引入局部信息.因此,本文提出一种基于CNN和Transformer相结合的腹部多器官

图像分割模型BCNet(blockformerandCNNparallelencodingofsegmentationnetworks),通过设计

兼顾全局与局部特征提取的双分支并行编码结构融合局部和全局信息.本文工作的创新主要体现在提

出一种基于Transformer编码和带有注意力引导与残差连接的多尺度卷积编码的双线并行编码框架,
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以有效融合全局和局部信息,从而更好地实现腹部多器官图像分割.

1 本文方法

如图1所示,BCNet包括两个编码分支:局部特征编码分支和全局特征编码分支.局部特征编码

分支采用局部特征提取模块进行特征编码,专注局部特征提取.全局特征编码分支侧重全局特征

提取,采用分块Transformer,通过块内Transformer和块间Transformer的组合,既捕获了全局的长

距离依赖信息又降低了计算量.模型首先基于全局与局部上下文交互信息,特征融合模块从空间维度

增强CNN编码分支的局部细节,并抑制无关区域,从通道维度提升了Transformer分支的全局信息;
然后将其与交互信息进行残差连接,从而实现了特征信息的有效融合;最后设计解码模块作为解码结

构,解决了普通卷积对上下文信息利用不足的问题,从而提高了图像分割性能.

图1 本文网络模型

Fig.1 Proposednetworkmodel

1.1 局部特征编码模块

为提取腹部器官图像的多尺度特征,设计局部特征编码模块,该模块利用分组卷积与残差连接相

结合的方式,在更细粒度级别表示多尺度特征,并通过坐标注意力[12],使其既可以捕获多尺度特征,

又可以捕获位置敏感信息,如图2所示.首先,将特征图X 分成4组,除第一组外其他组都有相应的

3×3卷积核,每个3×3卷积操作都可以通过残差连接融合上一组的特征信息;其次,将所有特征图进

行拼接,实现在更细粒度级别表示多尺度特征y,为在多尺度特征图基础上捕获位置敏感信息,两个

一维全局池化操作分别将垂直和水平方向的输入特征聚合成两个独立的方向感知映射,随后将垂直和

水平两个方向的注意力进行矩阵相乘,获取特征图y坐标注意力p,并将坐标信息p嵌入到特征图y
中,从而生成权重特征图X′;最后,将特征图X′和原图X 进行线性融合,从而生成多尺度残差坐标注

意力特征图.
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1.2 分块Transformer
传统CNN在处理每个像素时只考虑局部的感受野,无法建立图像中像素之间的长距离依赖关系,

这种处理模式不能很好地解读腹部各器官在位置上的相对依赖关系.但Transformer技术可以通过自

注意力机制在全局范围内对图像进行建模,从而更好地理解像素之间的语义关系,提高图像分割的准

确性.因此,本文在模型中引入 Transformer技术进行腹部多器官图像的全局依赖特征提取,设计

一种基于分块的Transformer模块(B-Transformer),通过将输入数据分成若干块,每块内进行块内

Transformer操作,并在块间进行块间Transformer操作,以实现更高效的计算和更好的并行性,如

图3所示.全局编码分支的前两层使用步长为2、大小为3×3的卷积对输入图像进行处理,以获取初

步的浅层特征图,然后传输给分块Transformer模块,如图1所示.在图3中,经过浅层处理后的特征

图首先被输入到块内Transformer的特征提取流程,计算每个分块内像素间的长距离依赖关系,处理

结果与浅层输入拼接后经过3×3的卷积进行特征融合,然后再传输给块间Transformer的特征提取

流程,进而生成全局上下文信息.

图2 局部特征编码模块

Fig.2 Localfeaturecodingmodule

图3 分块Transformer模型

Fig.3 BlockTransformermodel

1.2.1 块内Transformer
块内Transformer是在每个块内部进行的操作,其结构与传统的Transformer相似,包含自注意

力机制和前馈神经网络.块内Transformer将注意力放在当前块内的元素之间,使其可以在每个块内

部并行计算,提高计算效率.块内Transformer首先对输入特征图X∈ℝC×H×W 进行3×3卷积,以获
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取特征图中的局部空间信息和顺序信息,并利用1×1卷积扩大特征图的通道生成XC∈ℝdim×H×W,以

增强表达能力.对XC 进行分块(Patch)生成X′C∈ℝH×W×dim后,再将X′C 展开为N 个不重叠的序列化

集合XV∈ℝN×P×dim.若Patch的高和宽分别为h和w,则P=h×w,N =H×W
P

,其中N 表示Patch

的数量.每个Patch用Transformer[5]计算获得块内像素间的长距离依赖信息XL(n)∈ℝN×P×dim,用公

式表示为

XL(n)=Transformer(XV(n)),  1≤n≤N, (1)
其中XV(n)表示某个指定Patch的空间信息,XL(n)表示对应Patch的块内像素间的长距离依赖信息.
1.2.2 块间Transformer

块间Transformer是在块之间进行的操作,其目的是在不同的块之间建立联系,使块之间的信息

可以传递和交流,从而使不同块之间的信息得到有效整合并生成全局依赖表达.块内Transformer的

输出XL 经过与输入特征图X 拼接,生成融合信息Y′∈ℝC×H×dim.为增强表达能力,首先对Y′进行

1×1卷积将其映射到高维空间,生成 XE∈ℝdim×H×W,为方便操作,通过对 XE 进行reshape生成

X′E∈ℝH×W×dim后,再将X′E 展开为P 个不重叠的相对位置序列化集合X′U∈ℝP×N×dim,而每个相对位

置序列化集合表示所有Patch某个相对位置对应像素的空间信息集合.若Patch的高和宽分别为h和

w,则N=H
h×

W
w
,表示相对位置特征块的大小,P=hw,表示相对位置特征块的数量.每个相对位置

特征 块 用 Transformer[5]计 算 获 得 所 有 Patch 相 对 位 置 对 应 像 素 之 间 的 长 距 离 依 赖 信 息

XG(p)∈ℝP×N×dim,用公式表示为

XG(p)=Transformer(XU(p)),  1≤p≤P, (2)
其中XU(p)表示所有Patch某个相对位置对应像素的空间信息,XG(p)表示所有Patch相对位置对应

像素之间的全局上下文信息.由于在块内Transformer每个像素已经与块内的所有像素建立了相关

性,所以XG 中的每个像素都可以通过Patch相对位置对应像素间接与XG 中的其他像素建立相关性,
从而实现建模全局上下文.最后与输入特征图X 拼接,生成融合信息Y∈ℝC×H×W.
1.3 特征融合模块

设计特征融合模块的目的是为有效结合来自CNN编码的局部上下文信息及Transformer编码的

图4 特征融合模块

Fig.4 Featurefusionmodule

全局上下文信息,以提高图像分割性能.如图4所

示,ti 表示 Transformer输入的特征图,gi 表示

CNN输入的特征图.ti 有两条分支,一条是经过

SE通道注意力[13]与gi 经空间注意力[14]做拼接处

理;另一条是与gi 做点积运算,以获取来自两条编

码分支的交互信息.最后,使用1×1卷积对融合信

息进行升通道,生成bi,并与拼接部分做残差处理,
从而生成的融合信息fi 可有效地捕获当前空间分

辨率的全局和局部上下文信息.在此过程中,ti 使

用 SE 通 道 注 意 力 主 要 是 为 从 全 局 角 度 对

Transformer输入的特征图进行把握,得到t′i;而

gi 使用空间注意力主要是为从细节角度对CNN编码的特征图进行把握,得到g′i.
1.4 解码模块

由于腹部各器官图像形态差异较大,所以在解码过程中,需要充分利用上下文信息,因此本文设

计了基于上下文Transformer[13]的解码模块,以实现特征图的局部上下文与全局上下文的有效融合.
模块的输入来自双编码分支对应层的特征融合与上采样图经过跨层连接生成的特征图X.输入的特征

图X 分别经过3条不同的路径处理,如图5所示.由图5可见:第一条路径首先对输入进行3×3卷

积,以实现输入的静态上下文表示L;与第二条路径的原始输入拼接后,通过两个连续的1×1卷积和
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reshape生成动态多头注意力矩阵,该矩阵由原始输入X 与局部上下文信息L 交互得到,从而在局部

上下文信息的引导下,各像素之间的关联性均体现在每个3×3的张量上,再对每个3×3张量进行平

均池化生成自注意力图;第三条路径对输入首先进行3×3卷积,然后经过与自注意力图点乘,以实现

输入的全局上下文表示M.最后,将静态上下文表示L与全局上下文M 通过叠加进行特征信息融合,
以增强在解码过程中的特征表达能力.

图5 解码模块

Fig.5 Decodingmodule

2 实验与结果讨论

2.1 数据集

实验采用的数据集是MICCAI2015多图谱腹部标记挑战赛的Synapse多器官CT数据集,其中共

有30名患者提供3779张轴向腹部临床CT切片.本文随机选取18个样本(共2211张轴向切片)作为

训练集,12个样本作为测试集,在训练过程中随机选择6个样本作为验证集.为防止模型因数据样本

过少而出现过拟合,对训练集中的图像分别进行水平翻转和90°,180°,270°旋转,将训练集中样本扩大

为原来的5倍.
2.2 实验设置

本文实验使用的设备是NVIDIAGeForceRTX3090GPU显卡,内存为22GB,深度学习框架为

Pytorch1.9.1.输入图像大小设为224×224,在Transformer分支编码器上patchsize分别设为8,4,

2,batchsize设为4.为更好地解决训练样本不平衡问题,网络模型在训练过程中使用FLSoftmax训练

BCNet:

FLSoftmax=∑
n

c=1

(-αc(1-pc)γlog(pc)), (3)

其中c表示当前样本的类别,αc 表示类别c对应的权重,pc 表示输出概率分布对类别c的概率值,超

参数γ设为2.采用学习率为0.01,权重衰减为0.0001的SGD优化器进行训练,批处理量(batch
size)设为4,迭代次数设为300.
2.3 评价指标

为验证本文网络模型的有效性,采用DSC(平均Dice相似系数)和HD(平均Hausdorff距离)两个

性能指标对模型图像分割结果的准确性进行评估,其中:Dice是常用于评价医学图像分割的标准指

标,标签与分割结果的重合面积越大,数值越大;Hausdorff距离是在度量空间中任意两个集合之间

定义的一种距离,表示分割结果与标签两个点集之间最短距离的最大值.这两个评价指标分别表示为

Dice=2A∩B
A + B

, (4)

HD(A,B)=max{max
a∈A

min
b∈B

d(a,b),max
b∈B

min
a∈A

d(a,b)}, (5)

其中A 和B 分别表示标签和预测的结果,d(a,b)表示a,b两点之间的欧氏距离.本文采用DSC作为

评价指标,对8个腹部器官(主动脉、胆囊、左肾、右肾、肝脏、胰腺、脾脏、胃)图像进行测试.
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2.4 结果与分析

为验证本文网络模型的性能和分割结果,将BCNet与9种先进的医学图像分割方法进行比较.
表1列出了各方法的性能指标,所有方法的结果均取自原文献.由表1可见,BCNet在评估指标平均

DSC和HD上取得了最佳性能,分别为83.10%和17.80mm.与传统的UNet算法相比,BCNet在平

均DSC上提高了6.25个百分点.此外,传统的 U 型编码器-解码器结构(如 U-Net和 Attention
UNet)由于卷积操作的制约,特征提取感受野大小受卷积核大小限制,难以捕获全局特征信息,从而

导致肝脏、肾脏、脾脏、胃等较大器官的图像分割效果不如UNet与Transformer相结合的网络模型.
将UNet与Transformer相结合的网络模型在处理局部信息方面仍显不足,导致在小型器官(如胆囊、
主动脉)的图像分割方面性能并不理想.而BCNet成功地解决了Transformer忽略局部特征的缺点,
并结合了传统卷积编码的优势,在腹部多器官图像分割方面性能优异.特别是在中小型器官(如胆囊、
左肾、右肾)的分割方面,与 MISSFormer相比,BCNet的分割精度分别提高了4.10,3.92,6.78个百

分点.
表1 不同方法在Synapse多器官CT数据集上的分割效果对比

Table1 ComparisonofsegmentationeffectsofdifferentmethodsonSynapsemulti-organCTdataset

模型
平均

DSC/%
HD/

mm
DSC/%

主动脉 胆囊 左肾 右肾 肝脏 胰腺 脾脏 胃

UNet 76.85 39.70 89.07 69.72 77.77 68.60 93.43 53.48 86.67 75.58
AttentionUNet[15] 77.77 36.02 89.55 68.88 77.98 71.11 93.57 58.04 87.30 75.75
TransUNet[6] 77.48 31.69 87.32 63.16 81.87 77.02 94.08 55.86 85.08 75.62
UCTransNet[4] 78.23 26.74 88.86 66.97 80.18 73.17 93.16 56.22 87.84 79.43
MTUnet[16] 78.59 26.59 87.92 64.99 81.47 77.29 93.06 59.46 87.75 76.81
Swin-UNet[8] 79.13 21.55 85.47 66.53 83.28 79.61 94.29 56.58 90.66 76.60

TransClawUNet[9] 78.09 26.38 85.87 61.38 84.83 79.36 94.28 57.65 87.74 73.55
MISSFormer[10] 81.96 18.20 86.99 68.65 85.21 82.00 94.41 65.67 91.92 80.81

CoT-TransUnet-50[17] 78.24 23.75 88.69 62.56 83.33 76.91 94.57 55.23 86.35 78.28
本文 83.10 17.80 88.01 72.75 89.13 88.78 95.50 64.34 86.64 79.68

  由于部分文献采用的数据集划分是21个样本作为训练集,9个样本作为测试集,训练过程中选择

6个样本作为验证集,并用DSC作为评价指标.现将BCNet做相同的数据集划分进行对比实验,并对

训练集进行数据增强.表2列出了重新划分数据集后不同方法在Synapse多器官CT数据集上的分割

效果对比.由表2可见,BCNet在保证肝脏、肾脏、脾脏精度的同时,在主动脉、胆囊、胰腺以及胃部

的器官图像分割上有进一步提升,并且平均DSC相比UNETR提升了1.55个百分点.
表2 重新划分数据集后不同方法在Synapse多器官CT数据集上的分割效果对比

Table2 ComparisonofsegmentationeffectsofdifferentmethodsonSynapse

multi-organCTdatasetafterrepartitioningdateset %

模型
平均

DSC
DSC

主动脉 胆囊 左肾 右肾 肝脏 胰腺 脾脏 胃

nnUNet[18] 84.73 87.7 70.4 91.0 89.4 94.8 68.0 94.2 82.4

CoTrw/oCNNencoder[19] 84.48 87.6 70.5 90.9 89.4 94.8 67.1 94.1 81.5

CoTr*[19] 87.95 91.4 68.7 92.9 92.4 96.2 78.3 94.3 89.4

CoTr[19] 87.83 92.0 70.0 93.6 92.1 96.3 77.5 95.8 85.4

UNETR[20] 89.05 89.0 75.0 94.1 92.4 97.1 76.7 96.8 91.3
本文 90.60 92.8 86.4 92.4 90.6 96.8 82.4 92.1 91.3

2.5 视觉效果

为清楚地显示本文方法(BCNet)的效果,可视化了本文方法与其他方法的分割效果,如图6所示.
由图6可见,传统的卷积编码器-解码器结构对边界信息不够敏感,易出现过度分割的问题.例如,在

第一行中,胃被UNet,AttentionUNet过度分割;在第五行中,肝脏被其他模型过度分割.UNet与
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Transformer相结合的网络模型虽然对边界信息较敏感,但由于一些特征的丢失,易出现分割不足的

问题.例如,在第四行中,Swin-Unet未能将胆囊预测出来,而BCNet正确预测了胆囊;在第二行中,

CoT-TransUNet,Swin-UNet对右肾的分割出现误分,而BCNet正确预测了右肾;在第一行和第三行

中,CoT-TransUNet,Swin-UNet,TransUNet对胰腺的预测出现缺失,而BCNet正确预测了胰腺,并

保留了很好的边界信息.实验结果表明,本文方法对中小型腹部器官图像的分割效果较好,将CNN局

部上下文信息与Transformer全局上下文信息进行融合,使BCNet更注重边界信息,实现了更好的边

缘预测.

图6 不同方法对腹部器官图像的分割对比结果

Fig.6 Comparisonofsegmentationresultsofabdominalorganimagesofdifferentmethods

2.6 消融实验

为进一步研究本文算法各模块的性能,设计消融实验验证局部特征提取模块(Res)、分块

Transformer(Bvit)、解码模块(CoT)3个关键组件的有效性.表3列出了本文算法各组件消融实验结

果.为更好地提取腹部各器官图像的多尺度特征,在实验1中,以 UNet作为基本模型验证其对结果

的影响.实验2~4中,在基本模型上添加了Res,Bvit和CoT,以验证该模块的性能.在实验5~7中,
进行了Res,Bvit和CoT的成对组合,以验证模块之间相互作用对基本模型的影响.在实验8中,将

3个模块组合在一起,以验证Res,Bvit和CoT之间的相互作用可提高基本模型的预测精度.
  由表3可见,实验2在Synapse多器官CT数据集上的性能优于实验1,说明使用多尺度残差坐标

注意力模块进行编码,不仅可以进一步提取多尺度特征,而且可以从位置信息角度提升图像分割效

果.通过比较实验1和实验4以及实验5和实验8可以发现,平均DSC显著提高,平均 Hausdorff距

离显著降低.这主要是因为CoTNet相较于普通卷积可以充分利用局部上下文信息,从而更好地完成

解码过程.通过比较实验1和实验3表明,以并行方式结合Transformer和CNN对图像进行编码比

单一使用CNN对图像进行编码效果更好.由实验6和实验8可见,通过引入Bvit可以在不损失大型

器官图像分割准确性的情况下,极大提高中小型器官图像的分割性能,尤其像胰腺这种边界模糊的
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器官.
表3 本文算法各组件消融实验结果

Table3 Experimentalresultsofablationofeachcomponentofproposedalgorithm

实验

编号
Res Bvit Cot

平均

DSC/%
HD/

mm
DSC/%

主动脉 胆囊 左肾 右肾 肝脏 胰腺 脾脏 胃

1 — — — 76.85 39.70 89.07 69.72 77.77 68.60 93.43 53.48 86.67 75.58
2 √ — — 79.47 24.47 86.06 66.80 85.82 88.96 95.20 55.19 84.33 73.45
3 — √ — 81.57 21.76 88.46 71.29 87.30 88.81 94.93 62.94 83.81 75.09
4 — — √ 81.37 21.29 87.68 72.14 86.15 87.94 95.54 62.70 83.65 75.16
5 √ √ — 82.12 19.78 88.03 72.58 87.15 88.29 95.51 62.35 85.35 77.70
6 √ — √ 81.67 20.79 87.47 73.21 88.40 89.69 95.76 60.26 84.22 74.36
7 — √ √ 82.68 19.62 89.30 73.99 86.67 87.64 95.27 62.78 83.97 79.52
8 √ √ √ 83.10 17.80 88.01 72.75 89.13 88.78 95.50 64.34 86.64 79.68

  表4列出了不同模型的性能及计算复杂度.由表4可见,在与目前几种主流的网络进行比较后,
相比于其他引入注意力机制的网络,例如TransUNet和Swin-UNet,BCNet的参数数量更少,推理时

间更快,计算复杂度(GFLOPs)更低,更轻量化.说明分块Transformer不仅可以保证模型图像分割

的精确度,而且可以减少计算量.
表4 不同模型的性能及计算复杂度

Table4 Performanceandcomputationalcomplexityofdifferentmodels

模型 参数数量/M 推理速度/ms 计算复杂度

UNet 31.13 223 55.84
TransUnet[6] 105.32 246 38.52
Swin-Unet[8] 96.34 238 42.68
BCNet 60.53 213 32.46

  综上所述,针对现有方法在腹部中小器官图像分割性能方面存在的不足,本文提出了一种新的融

合CNN与Transformer双重编码结构的网络模型(BCNet).BCNet由局部特征编码分支和全局特征

编码分支组成,通过特征互补模块实现融合.使用解码模块进行解码,克服了普通卷积对上下文信息

利用不足的问题,提高了分割性能,可为辅助医生诊断提供有效的帮助.
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