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摘要：为突破单一监测手段在航天复杂环境下信息感知的局限性，利用异构数据实现优势互补成为必然趋势。针对航天

器损伤诊断中振动−红外异构数据面临的强噪声干扰与源间信息冲突问题，传统融合方法因缺乏不确定性度量易引发“高置

信度误判”风险。对此，提出一种基于证据深度学习（EDL）的抗冲突融合诊断框架。首先，构建双流视觉 Transformer
（ViT）骨干网络，分别提取红外图像的损伤纹理与振动时频图的瞬态能量特征，并将网络输出映射为狄利克雷分布以量化

不确定性；其次，设计非线性信度门控机制，根据不确定性动态修正基本概率分配，自适应阻断不可信信源干扰；最后，通

过加权证据融合策略实现决策级融合。实验结果表明，该方法在振动−红外异构数据集上的总体诊断准确率达到 98.26%，实

现了对单信源性能的全面超越；特别针对单一振动模态易漏检的微小裂纹损伤，融合识别率从 82.1% 提升至 92.9%，有效解

决了异构数据融合中的合成悖论难题。
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Abstract:  The utilization of  heterogeneous data  is  essential  for  spacecraft  damage diagnosis,  yet  traditional
fusion  methods  suffer  from  high-confidence  misclassification  due  to  strong  noise  and  inter-source  conflicts.  To
address  these  issues,  an  anti-conflict  fusion  framework  based  on  evidential  deep  learning  (EDL)  is  proposed.  A
two-stream vision transformer  (ViT)  backbone is  employed to  extract  damage textures  from infrared images  and
transient  energy  features  from  vibration  time-frequency  diagrams,  whose  outputs  are  mapped  to  a  Dirichlet
distribution  for  uncertainty  quantification.  Furthermore,  a  nonlinear  belief  gating  mechanism  is  designed  to
dynamically  adjust  probability  assignments  based  on  uncertainty,  adaptively  suppressing  interference  from
unreliable  sources.  Experimental  results  demonstrate  that  the  proposed  method  achieves  an  overall  diagnosis
accuracy  of  98.26%  on  the  heterogeneous  dataset,  surpassing  the  performance  of  single-source  methods.
Specifically,  the  recognition  rate  for  micro-cracks,  which  tend  to  be  missed  with  a  single  vibration  modality,  is
improved from 82.1% to 92.9%, effectively resolving the synthesis paradox in heterogeneous data fusion.

Key  words:  spacecraft  damage;  heterogeneous  data  fusion;  evidential  deep  learning;  uncertainty
quantification; vibration-infrared diagnosis.
 

随着人类航天活动的日益频繁，近地轨道环

境面临前所未有的挑战。航天器长期在轨运行

期间，不可避免地暴露于由微流星体与空间碎

片（micro-meteoroid and orbital debris, MMOD）构

成的复杂环境中，面临着极高的超高速撞击

（hypervelocity impact, HVI）风险[1-3]。此类撞击事 
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件通常涉及弹丸与防护结构在极短瞬间内的剧烈相

互作用，具有极高的瞬态动能，可在微秒级时间内

引发材料的相变、层裂甚至穿孔，对航天器防护结

构造成不可逆的物理损伤。研究表明，受撞击速

度、角度及材料属性等参数耦合影响，航天器结构

的损伤模式呈现出极大的多样性与跨尺度特征，包

括防护屏的穿孔、后面板的凹坑、微裂纹扩展以及

复合材料的层间脱粘等[4-5]。

航天器在轨维护与全生命周期健康巡检的工程

实践中，单纯的“损伤检测”与精细化的“损伤分

类”对维护决策具有截然不同的指导意义。传统的

检测技术往往仅能充当“报警器”，其核心任务是

提示地面人员“发生了异常”，但无法精确提供关

于损伤的具体信息。然而，高精度的损伤分类才是

制定差异化维修策略的前提：如结构表面的浅层磨

损或微小凹坑可能无需立即干预，仅需纳入定期监

测计划；而微小的穿孔则直接导致气密性丧失，需

立即执行密封操作[6]。若将致命的穿孔误分类为良

性的磨损，将导致灾难性的决策。因此，如何在复

杂工况下，通过对异构数据的深度挖掘与分类决策

优化，进一步提升损伤辨识的准确率与系统的抗冲

突鲁棒性，已成为当前亟待攻克的技术难点。

针对航天器在轨损伤高可靠检测需求，现有传

统检测技术均面临特定的适用性瓶颈。具体而言，

光学视觉检测易受在轨极端光照（如阴影与反光）

干扰且无法穿透识别亚表面缺陷；声发射技术侧重

于瞬态事件监测而难以评估已静止的历史损伤；而

太赫兹光谱成像虽对非极性材料穿透性优异，但现

有系统普遍存在成像视场小、扫描速度慢的问题[7]。

相比之下，本文选用的“振动−红外”异构组合不

仅规避了接触式测量的限制，更具备显著的“时空

频多维互补”优势：即利用振动信号的时频图捕捉

结构整体刚度变化的全局动力学信息，配合红外热

像图所呈现的局部热扩散纹理，构成“全局报警−
局部精查”的完备诊断链条，且二者在数据形态上

易于通过深度学习实现异构特征的深层对齐与融

合。振动检测技术通过提取振动信号的时频域特

征，反映结构的整体动力学异常[8]；而红外热成像

技术则通过表征材料表面及近表层的热扩散差异，

能够快速定位局部热损伤区域[9]。然而，单一物理

信源在面对复杂损伤分类时存在天然局限：振动信

号虽对整体结构刚度变化敏感，但对微小表面损伤

的频响差异极微，且极易受航天器运行背景噪声淹

没；红外热像虽能直观成像表面缺陷，但受限于拍

摄距离与环境温度梯度，难以解析损伤的深度与内

部结构信息[10-11]。

为了突破单一信源的性能瓶颈，融合多源异构

信息的联合诊断策略应运而生[12-14]。通过综合利用

振动信号的全局结构信息与红外图像的局部空间纹

理信息，从物理层面实现优势互补。与此同时，深

度学习技术的演进为异构数据的自动解析提供了强

大工具[15-16]。特别是视觉 Transformer（ViT）的出

现，标志着特征提取范式的重大转变。凭借其核心

的自注意力机制（self-attention），ViT突破了传

统卷积网络受限于局部感受野的桎梏，能够捕捉跨

尺度、长距离的全局依赖特征，这一特性使其在处

理高混淆度的异构特征协同分类任务中展现出巨大

潜力 [17]。文献 [18]提出双路径 ViT模型，通过空

间−通道自注意力与交叉注意力机制实现双视角图

像的特征增强与融合，提升了脑卒中辅助诊断的精

度。文献 [19]构建了结合 ViT与 CNN的深度网

络，利用 ViT的全局语义建模优势弥补卷积局限，

有效提升了复杂工业场景下异常图像的检测鲁棒

性。文献 [20]详细阐述了 ViT在细粒度图像分类

中的应用，指出 ViT架构在提取微小判别性特征、

解决高相似度类间混淆问题上具有显著潜力。文

献 [21]构建 Dual ViT-DSUNET模型，通过双视觉

Transformer架构融合多模态 MRI数据，全面捕捉

肿瘤异质性特征，实现了脑肿瘤的高精度分割。以

上研究进一步证实，在面对航天器损伤样本稀缺及

不同损伤模式特征高度相似（模式混淆）的严峻挑

战时，利用 ViT强大的全局建模能力挖掘深层异构

判别性特征来解决此类高难度损伤分类任务，有着

巨大应用潜力。

然而，上述研究大多直接沿用标准 ViT架构

（如 ViT-Base），缺乏归纳偏置的特性导致模型

本质上属于“数据饥渴型”架构，必须依赖海量外

部数据集（如 ImageNet）进行大规模预训练才能

建立基础的视觉感知能力。这在真实航天损伤样本

极端稀缺且无法获取同源预训练数据的场景下，极

易陷入过拟合困境。此外，在轨极端环境易引发传

感器老化或强噪声干扰，导致振动与红外数据之间

产生“源间信息冲突”。传统融合策略通常预设所

有数据完全可靠，缺乏对预测结果“可信度”的量

化能力。当输入高置信度的噪声数据时，模型易产

生“盲目自信”并被不可信信源误导，严重威胁航

天器的在轨运行安全。

针对上述挑战，本文提出一种基于振动−红外

异构数据的航天器损伤证据深度学习（evidential
deep learning, EDL）抗冲突融合诊断框架。此方法
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旨在通过引入局部归纳偏置改进 ViT架构，解决小

样本下的微弱特征提取难题；并进一步利用证据理

论将神经网络输出映射为狄利克雷分布，显式量化

各异构信源的认知不确定性，以此为基础构建自适

应抗冲突融合机制，在源间冲突工况下实现对不可

信证据的自动抑制与鲁棒决策。

 1　基于振动−红外异构数据的航天器
损伤证据深度学习抗冲突融合诊断
框架

本文提出的 EDL抗冲突融合诊断框架如图 1
所示。针对航天器复杂损伤模式的精细化分类与辨

识任务，受限于极端的服役环境，监测数据呈现典

型的“小样本、非均衡”特性，且微裂纹、磨损等

细粒度损伤在特征空间中高度混淆，传统方法难以

实现高精度的类别划分。此外，单一传感器易受环

境噪声干扰失效，而引入异构数据融合虽能拓展信

息维度，但在异构传感器出现“源间信息冲突”

时，传统 D-S证据理论易陷入“合成悖论”，导致

严重的分类决策错误。在特征提取层面，相比于受

限于局部感受野的卷积神经网络（CNN），视觉

Transformer （ViT）在处理本研究涉及的物理场数

据时具有显著的机理优势：超高速撞击产生的振动

时频信号具有跨尺度的频率依赖性，高频瞬态冲击

与低频模态响应在图像空间上距离极远但物理耦

合，ViT基于自注意力机制的全局感受野能够有效

捕捉这种长距离依赖；同时，针对表现为热扩散场

的红外损伤数据，ViT能够对像素间的灰度衰减关

系进行全局建模，比关注锐利边缘的 CNN更精准

地重构符合热力学规律的热分布拓扑。综合考虑星

载嵌入式平台对功耗与算力的严苛约束，本文选取

轻量且高效的 ViT-Tiny作为骨干网络。然而，纯

ViT架构因缺乏局部归纳偏置，通常需要海量数据

预训练才能收敛。
 
 

输入层 双流ViT特征提取架构 EDL与不确定性量化 决策层（抗冲突融合）

振动时频图像

红外热图像

振动支路

关键改进：

引入卷积词嵌入

（增强局部时频冲击特征）

红外支路
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引入局部增强前馈

（增强细粒度热损伤纹理）
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图 1    本文方法流程框架图
 

为此，本文通过在 ViT中显式注入卷积算子以

引入平移不变性，构建了一种无需依赖大规模预训

练即可在小样本上从头训练的轻量化架构。 具体

流程如图 2所示，系统并行输入振动时频图像与红

外热图像，核心改进策略包括：1）特征层。向

ViT-Tiny架构中嵌入卷积算子以引入局部归纳偏

置，增强微弱损伤解析能力；2）决策层。利用证

据理论量化不确定性，设计非线性信度门控修正基

本概率分配，通过加权证据融合规则自适应抑制不

可信信源的干扰。

 1.1　改进的双流 ViT特征提取网络

ViT系列包含多种不同参数规模的模型，如

ViT-Base、ViT-Large、ViT-Tiny和 ViT-Huge等。

其中，ViT-Tiny的参数量最小、推理速度最快。考

虑到航天器星载计算平台在功耗、存储及算力等方

面的严苛约束，为了满足在轨实时诊断的需求，本

文选用 ViT-Tiny 作为双流特征提取的基础骨干网

络。相较于 ViT-Base，ViT-Tiny将嵌入维度缩减

至 192，多头注意力数量减为 3，极大地降低了计

算复杂度，是在资源受限场景下平衡性能与效率的

理想选择。尽管标准 ViT-Tiny保留了 Transformer
强大的全局建模能力，但其在处理样本稀缺且特征

细微的航天器损伤数据时，仍面临过拟合风险及局

部细节捕捉不足的问题。

标准的 ViT-Tiny模型主要由切片嵌入（Patch
Embedding）、Transformer编码器（Encoder）和

多层感知机（multilayer perceptron, MLP）分类头

组成。其核心机制是将输入图像分割为固定大小

的非重叠分块，通过线性投影映射为向量序列以

保留位置信息；随后利用堆叠的多头自注意力机

制（multi-headSelf-attention,  MSA）与前馈神经

网络（feedforward neural network, FFN），结合层

归 一 化 （Layer  Norm） 与 残 差 连 接 （Residual
Connection），实现对图像长距离全局依赖关系的
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有效捕获。

针对航天器损伤诊断中面临的小样本过拟合及

微弱特征提取难题，本文以 ViT-Tiny为基础架构，

对其进行了针对性的结构重构与优化。由于标准

ViT 的非重叠切片操作破坏了图像的局部连续性，

且缺乏卷积神经网络固有的归纳偏置，模型在少

样本条件下难以收敛。因此，本文对 ViT-Tiny进
行了如下核心改进。1）设计 CA-ConvStem卷积词

嵌入模块替代传统的线性投影层，在保留全局感受

野的同时引入平移不变性，增强对局部物理特征的

提取能力；2）在编码器中引入局部增强前馈网络

（locally-enhanced  feed-forward  network,  LeFF），

通过深度可分离卷积强化模型对微小损伤纹理的解

析精度；3）构建证据层（Evidence Layer）替代传

统的 Softmax层，将网络输出映射为非负证据向

量。这一改进不仅实现了分类决策，更为后续的源

间抗冲突融合提供了显式的不确定性量化基准。改

进的双流 ViT特征提取网络结构如图 2所示。
 
 

振动分支处理流程

振动输入

（112×112×3）

CA-ConvStem
（改进卷积词
嵌入模块）

⊕位置编码

+类别标记

Transformer编码器 （深度=12）

编码块1 编码块12

LN

[标准编码块]

MSA LN 标准多层感知机
MLP

（残差连接）

...

LN
分
类
头

证
据
层

e(v)

红外分支处理流程

红外输入

 （112×112×3）

PatchEmbed
（标准切块）

⊕位置编码

+类别标记

红外编码块1 红外编码块12

LN

[红外编码块]

MSA LN 局部增强前馈
LeFF

...

LN
分
类
头

证
据

层

e(ir)

CA-ConvStem模块细节 LeFF模块细节

3×3
卷积
s=2
→

BN/
ReLU

3×3
卷积
s=2
→

BN/
ReLU

坐
标
注
意
力

3×3
卷积
s=2
→

BN/
ReLU
（14×14）

（14×14）
（28×28）（56×56）

3×3
卷积
s=1
→
BN

展
平
与
转
置

类
别
标
记

图
像
序
列
标
记

线性投影1
（升维）

3×3深度
可分离卷积
（DWConv）

输
入
特
征
图
（112×112）

D→γD

线性投影2
（展平）

线性投影1
（升维D→γD）

拼
接

线性投影2
（降维γD→D）

GELU GELU

GELU Dropout

Reshape

γD→D

（
N

×
D
）

（
N

+
1×
D
）

（
N

+
1×
D
）

Transformer编码器 （含改进LeFF，深度=12）

 （残差连接）

图 2    改进的双流 ViT特征提取网络结构
 

 1.1.1　CA-ConvStem卷积词嵌入模块

标准 ViT采用大步长的线性投影将输入图像

划分为非重叠切片（Non-overlapping Patch），这种

硬划分方式切断了图像块边缘的像素关联，导致模

型在浅层难以捕捉细微损伤的局部纹理特征。针对

此问题，本文基于级联卷积架构设计了融合坐标注

意力（coordinate attention, CA）[22] 的卷积词嵌入模

块（CA-ConvStem），如图 2左下角所示，以滑动

窗口方式提取具备平移不变性的底层物理特征。

X ∈ RC×H×W C

l F (l)
conv

该模块采用 4级串联的卷积层逐步降低特征图

分辨率并提升通道维度。设输入振动时频图像为

，其中 为输入通道数，H和 W为图像

的高度和宽度。第 级卷积操作 可表示为：

Fl = σr (BN (Wl ∗Fl−1+ bl)) (1)

Fl l F0 = X ∗
Wl bl l

BN(·) σr(·)

式中， 表示第 层的输出特征图， ； 表示

卷积运算； 和 分别为第 层的卷积核权重矩阵

与偏置向量； 为批归一化操作； 为 ReLU

激活函数。

为了增强模型对振动频谱中特定共振频带（对

应图像高度轴H）以及瞬态冲击信号（对应图像宽度

轴 W）的定位能力，本文在卷积流中嵌入了坐标注

意力机制。不同于传统通道注意力（如 SE-Block）
将空间信息压缩为单一标量，CA模块利用两个一维

全局平均池化层分别沿水平方向（X轴）和垂直方向

（Y轴）聚合特征，以保留长距离的位置依赖关系。

F ∈ RC×H×W c

h zh
c(h) w

zw
c (w)

对于输入特征图 ，其第 个通道在

高度 处的垂直方向统计量 和在宽度 处的水

平方向统计量 分别计算为：
zh

c(h) =
1
W

∑
0⩽i<W

Fc(h, i)

zw
c (w) =

1
H

∑
0⩽ j<H

Fc( j,w)
(2)

Fc(h, i) c (h, i)式中， 表示特征图第 通道在坐标 处的

像素值。
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zh ∈ RC×H×1 zw ∈ RC×1×W

1×1 C1

δ(·) fm

随后，将生成的两个方向的特征聚合向量

与 进行空间拼接，并通过共

享的 卷积变换函数 与 Hard-Swish激活函数

生成中间特征映射 ：

fm = δ
(
BN
(
C1
(
[zh, (zw)T]

)))
(3)

[·, ·] fm ∈
RC/r×(H+W) r

式中， 表示沿空间维度的拼接操作；

为降维后的中间特征， 为通道缩减率。

fm f h
m ∈ RC/r×H f w

m ∈
RC/r×W 1×1 Ch Cw

S (·)
gh gw

再将 沿空间维度拆分为 和

，并分别利用独立的 卷积 和 恢复通

道维度，配合 Sigmoid激活函数 生成最终的注

意力权重向量 和 ：

gh = S
(
Ch( f h

m)
)
, gw = S

(
Cw( f w

m )
)

(4)

Y (vib)

最终，通过广播机制将注意力权重作用于原始

输入特征，得到具备位置感知能力的增强特征

：

Y (vib)
c (i, j) = Fc(i, j)gh

c(i)gw
c ( j) (5)

Y (vib)
c (i, j) c (i, j)

gh
c(i) gw

c ( j)

式中，  为输出特征图在第 通道、坐标

处的像素值；  和 分别为对应位置在高度

和宽度方向上的注意力权重系数。该机制使网络在

特征提取初期即可自动聚焦于含有损伤信息的高信

噪比通道与空间区域，有效抑制了背景噪声干扰。

 1.1.2　局部增强前馈网络 LeFF
标准 Transformer编码器中的前馈网络通常由

两个全连接层（linear layer）和非线性激活函数组

成，其计算方式是对每个标记（token）进行独立

的点对点（point-wise）变换。这种处理方式虽然

保留了全局语义信息，但割裂了红外热像中像素点

之间的空间邻域联系，导致模型难以捕捉如超高速

撞击产生的微小撞击坑热扩散晕等具有局部连续性

的纹理特征。针对此缺陷，本文引入局部增强前馈

网络（locally-feed-forward enhanced, LeFF）[23]，在

特征映射空间中显式注入深度卷积算子，以引入空

间归纳偏置，其结构如图 2右下角所示。

Z(ir)
in ∈ R

N×D N

z(ir)
cls N −1 Z(ir)

img D

设红外分支多头自注意力层输出的特征序列为

，其中 为标记数量（包含 1个类别标

记 和 个图像标记 ）， 为嵌入维度。

LeFF的计算过程分为线性投影、空间卷积增强、

线性恢复 3个阶段。

γD γ = 4

首先，通过第一层线性投影将特征维度扩展

至 （本文取扩展比 ），并应用 GELU激活

函数：

H(ir)
proj = σg

(
Z(ir)

imgW(ir)
1 + b(ir)

1

)
(6)

W(ir)
1 ∈ R

D×γD b(ir)
1 ∈ R

γD

σg(·) H(ir)
proj ∈

R(N−1)×γD

式中， 和 分别为权重矩阵

与偏置向量； 为 GELU激活函数；

为扩展后的隐藏层特征。

R(·) H(ir)
proj V(ir)

2D ∈ R
γD×

√
N−1×

√
N−1

3×3 DWConv(·)

为了捕获红外图像的局部空间特征，需将序列

化的特征还原为二维空间结构。通过空间重组算子

将 重塑为特征图 。随

后，利用 深度卷积 对特征图进行空

间滤波：

V(ir)
local = DWConv

(
V(ir)

2D ,K
(ir)
dw

)
(7)

K(ir)
dw 3×3

3×3

式中， 为卷积核尺寸为 的深度卷积滤波

器。深度卷积对每个通道独立进行空间卷积，在极

低参数量增加的前提下建立了特征点与其 邻域

像素的关联，有效提取了红外损伤区域的边缘梯度

与纹理细节。

F(·)
D

提取完成后，通过展平操作 将特征图还原为

序列形式，并通过第二层线性投影将维度恢复至 ：

Z(ir)
rec =D

(
F(V(ir)

local)W
(ir)
2 + b(ir)

2

)
(8)

W(ir)
2 ∈ R

γD×D b(ir)
2 ∈ R

D D(·)
Z(ir)

rec

式中， 和 为输出层参数；

为 Dropout正则化操作； 为经局部增强后的图

像标记序列。

z(ir)
cls

z′(ir)cls

Concat(·)
Y(ir)

对于不具备空间属性的类别标记 ，LeFF保

持其处理路径与标准前馈网络一致，仅通过线性层

变换而不参与卷积操作，得到 。最终，利用拼

接算子 将处理后的类别标记与图像标记融

合，得到 LeFF模块的最终输出 ：

Y(ir) = Concat
(
z′(ir)cls ,Z

(ir)
rec

)
(9)

通过上述机制，LeFF在保留 ViT全局建模能

力的同时，显著增强了红外分支对微小损伤目标的

局部感知能力，弥补了纯注意力机制在细粒度纹理

特征提取上的不足。

 1.1.3　证据层

为了克服传统 Softmax分类器只能输出归一化

点估计概率且无法度量模型“认知盲区”的局限，

本文在改进 ViT网络的末端构建了基于证据理论的

分类层。依据主观逻辑理论，神经网络的输出不再

被视为单一的概率分布，而是通过非负变换映射为

证据向量（Evidence Vector），用于参数化狄利克

雷分布（Dirichlet Distribution）。

o= [o1,o2, · · · ,oKd ] Kd

具体而言，设特征提取网络输出的原始逻辑值

向量（Logits）为 ，其中 为损
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∀k,ek ⩾ 0

k

ek

伤类别总数。为了满足证据强度的非负性约束（即

），并防止在训练初期因逻辑值过大导致

梯度爆炸，本文摒弃了传统的 Softmax函数，转而

采用引入缩放机制的 Softplus激活函数计算第 类

损伤的证据量 ：

ek = Softplus(ok) = ln
(
1+ exp

(ok

τ

))
(10)

τ式中， 为逻辑值缩放因子，用于调节证据生成的

敏感度并增强数值稳定性。该操作将深度神经网络

提取的抽象语义特征转化为非负的证据度量，构建

了连接深度特征空间与证据理论决策空间的桥梁，

值得注意的是，输入后续决策层的并非归一化的概

率分布，而是该非负证据向量。它允许模型在特征

缺失时输出全零证据，从而避免了传统 Softmax在
未知工况下的强制归一化与盲目自信，为后续基于

狄利克雷分布的异构信源认知不确定性量化与源间

抗冲突融合奠定了坚实的数学基础。

 1.2　不确定性感知自适应证据融合方法

针对传统深度学习模型在异构数据决策中缺乏

对“认知盲区”的度量，以及传统 D-S证据理论在

处理源间高冲突证据时易陷入“合成悖论”的难

题，本文提出一种基于证据深度学习的自适应抗冲

突融合机制。该机制通过显式量化各异构信源的认

知不确定性，利用非线性信度门控动态修正融合权

重，从理论上赋予了系统在强干扰环境下的鲁棒纠

错能力。其原理如图 3所示。
 
 

非线性门控机制

振动分支量化展示（K=6, 高不确定性示例）

Logits o(v): 

证据量e(v) : 

−0.5

C0 C1 C2 C3 C4 C5 C0 C1 C2 C3 C4 C5

C0 C1 C2 C3 C4 C5

0.1 −0.4 0 −0.6 −0.8

0.4 0.5 0.4 0.5 0.4 0.3

（Softplus） 8.5S(v)

≈0.71（高）u(v)=
K

S(v)

b(v)≈[0.05,0.06,0.05,0.06,0.05,0.04]
置信度: 

（平坦）

红外分支量化展示（K=6, 低不确定性示例）

Logits o(ir): 

证据量e(ir): 

0 0.1 5.0 0 0.2 0

0.5 0.5 11.0 0.5 0.5 0.5

（Softplus）

≈0.31（低）u(ir)=
K

S(ir)

b(ir)≈[0.03, 0.03, 0.56, 0.03, 0.03, 0.03]
置信度: 

 (指向C2)

=(1−u+

u(v)

u(ir)

加权证据融合 Pignistic概率转换w(v)被抑制

w(ir)主导

动态信度权重 全局不确定性u(f)

全局融合置信度b(f)

u(f)

P=b(f)+
K

最终分类概率

(e(v)+1)= ≈ 19.5S(v) (e(v)+1)= ≈

)λω

图 3    基于证据深度学习的自适应抗冲突融合机制原理示意图
 

m ∈ {vib,ir}

e(m) = [e(m)
1 ,e

(m)
2 , · · · ,e

(m)
K ]

α(m)

依据证据深度学习 （EDL）理论[24]，多分类任务

的神经网络输出可被建模为狄利克雷分布 （Dirichlet
Distribution）的参数。对于异构信源

（分别代表振动与红外分支），设其经过证据层输

出的非负证据向量为 ，则该

信源对应的狄利克雷分布参数 定义为：

α(m)
k = e(m)

k +1 (11)

α(m)
k m k

S (m)

S (m) =
∑K

k=1
α(m)

k

b
u

式中，  表征了信源 对第 类损伤的有效观测

证据量。该信源的总证据强度 为所有类别参数

之和： 。基于此，将预测结果分解

为特定类别的置信度 （belief mass,  ） 和信源整

体的认知不确定性 （epistemic uncertainty,  ）：

b(m)
k =

e(m)
k

S (m)，u(m) =
K

S (m) (12)

K∑
k=1

b(m)
k +u(m) = 1

u(m)

e(m)
k → 0 S (m)→

K u(m)→ 1

u(m)→ 0

上述变量满足归一化约束 。

是衡量物理信源数据可信度的核心指标。在物

理上特指“认知不确定性”。它客观量化了当前

观测信号中“有效损伤特征的缺失度”。当传感器

失效或强噪声掩盖导致输入信号中缺乏足以支撑分

类的物理特征时，即所有 ，此时

，进而推导出 ，表明模型处于“认知盲

区”，即当前信源不可信；反之，若特征清晰，则

。

m ω̃(m)

为了从源头上阻断高不确定性不可信信源对决

策的误导，本文设计了基于不确定性调节的动态信

度加权策略。不同于传统 D-S规则的等权或静态加

权处理，该策略利用幂函数对高不确定性证据进行

非线性惩罚。定义信源 的原始信度系数 为：
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ω̃(m) = (1−u(m)+ ϵ)
λ (13)

λ

λ = 3.0 ϵ

u(m) ω̃(m)

式中， 为不确定性抑制因子，用于控制对高噪信

源的惩罚力度（本文取 ）； 为数值稳定常

数。该机制具有显著的抗干扰特性：当某模态的不

确定性 升高时，其信度系数 将呈高阶幂指

数级衰减，从而实现对失效模态权重的“软截断”。

ω(m) b(m) u(m)

b( f )

u( f )

在此基础上，计算各信源的归一化融合权重

，对各信源的置信向量 和不确定性 进行

加权合成，得到全局融合置信度 与全局不确定

性 ：

b( f )
k =

∑
m∈{v,ir}

ω(m)b(m)
k , u( f ) =

∑
m∈{v,ir}

ω(m)u(m) (14)

k

P(y = k)

此时，融合结果仍处于证据空间，且包含未分

配的剩余不确定性。为了将证据度量映射回概率空

间以执行最终的分类决策，本文引入可传递信度模

型中的 Pignistic概率转换准则[25]。该准则主张将全

局不确定性均匀分配至各个辨识框架内的单元素子

集，从而获得用于决策的后验概率分布。第 类损

伤的最终预测概率 计算如下：

P(y = k) = b(f )
k +

u( f )

k
(15)

通过上述机制，系统能够在源间冲突时自动感

知并屏蔽不可靠的传感器分支，仅利用低不确定性

的信源主导决策，有效解决传统融合方法在强干扰

下的鲁棒性难题。

 2　实验结果与讨论

 2.1　实验设置

 2.1.1　数据采集与典型损伤

为了获取具备真实物理特征的航天器损伤样

本，本研究采用的实验试件均来源于课题组前期开

展的模拟微流星体/轨道碎片（M/OD）超高速撞击

实验，试件包含了从微裂纹到贯穿性穿孔等典型的

真实物理损伤。基于上述预制备的真实损伤试件，

本研究构建了集成光热激励与超声振动监测的实验

平台，平台架构与典型试件如图 4所示。实验选取航

天器服役中常见的 5种典型结构损伤作为分类对象，

涵盖疲劳裂纹、撞击坑、结构分层、材料烧蚀及微

小穿孔。这些损伤模式具有显著的形态差异与物理

特性，能够充分验证模型对复杂特征的辨识能力。

 
 

压电传感器

红外热像仪

红外热图像

振动响应信号

测试平台

损伤样品

正常 裂纹

撞击坑 分层

烧蚀 穿孔

图 4    数据采集与典型损伤示意图

 

数据采集与预处理流程如下：红外热像仪在光

热激励下捕获分辨率为 640×512的二维瞬态热图序

列；压电传感器以 250 kHz采样率采集试件在超声

激励下的表面振动响应信号。在预处理阶段，利用

连续小波变换（CWT，窗长 1 024，重叠率 75%）

将一维振动信号转化为时频特征图；同时对红外热

图执行几何校正与尺寸归一化。最终，将处理后的

数据配对生成振动−红外异构数据集，作为双流 ViT
证据网络的输入。

 2.1.2　异构数据集构建

本研究构建了包含振动、红外及融合子集的振

动−红外异构数据集，样本分布详见表 1。数据集

涵盖航天器结构的 6类典型健康状态：C0（无损

伤）、C1（裂缝）、C2（撞击坑）、C3（分层）、

C4（烧蚀）及  C5（穿孔）。鉴于超高速撞击

（HVI）实验的不可逆性与高昂成本，大规模实测

数据获取受限，因此本研究聚焦于小样本条件下的

高质量特征构建，旨在验证算法在有限数据下的泛

化性能。

在数据处理方面，振动数据子集包含 1 920个
训练样本与 480个测试样本，均由原始信号经谱减

法降噪及 CWT变换生成的时频特征图构成，以保
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112×112

224×224

P = 8

留非平稳冲击特征；红外数据子集包含 1 680个样

本，经几何变换扩充以提升观测泛化性。两类单信

源输入尺寸均归一化为 像素。选择该特定

分辨率是基于工程与物理的双重考量：一方面，

相比标准 输入，该尺寸将像素量降低了

75%，大幅减少了星载嵌入式环境下的计算开销；

另一方面，HVI损伤特征（如红外热扩散晕与振动

能量脊）主要集中于低频段，适度的降采样在保留

关键物理语义的同时，有效抑制了高频背景噪声，

且该尺寸能被 ViT的 Patch Size （ ）  整除，

确保了特征切分的完整性。

  
表 1    振动−红外异构数据集数据分布

 

数据类型 数据子集 样本分布 总量

振动

训练集
C0, C1: 256; C2: 640

1 920C3, C4: 128; C5: 512

测试集
C0, C1: 64; C2: 160

480C3, C4: 32; C5: 128

红外
训练集 均分 （6类×224） 1 344
测试集 均分 （6类×56） 336

融合 测试集
C0, C1, C2, C5: 56

288C3, C4: 32

 
为验证融合性能，构建了包含 288个配对单元

的融合测试集。考虑到振动（微秒级）与红外（秒

级）响应在时间尺度上的巨大差异及工程监测中的

异步特性，本文采用“标签一致性配对”（Label-
Consistent Pairing）策略。即将同一损伤类别的异

构图像随机组合，替代高成本的瞬态时空同步。这

种基于语义对齐的构造方式降低了对硬件同步触发

的依赖，迫使模型学习各物理信源在“类别语义”

层面的内在互补关系，从而有效验证了诊断系统在

非理想异步工况下的鲁棒性。

 2.1.3　训练策略与评价指标

本研究的所有实验均基于 Windows10操作系

统与 PyTorch 1.7.1深度学习框架实现。硬件计算

平台搭载 Intel i5-12 400处理器（16 GB内存）及

NVIDIA GTX 1 650 SUPER显卡。

模型训练采用 AdamW优化器进行参数更新，

以缓解过拟合风险。考虑到航天器损伤频谱特征与

自然图像（如 ImageNet）存在显著的域差异，且

为了验证改进模型在小样本下的特征提取效能，

本研究采用“从头训练”策略，对所有网络参数进

行随机初始化，不加载任何外部预训练权重。网

络训练超参数配置见表 2。鉴于本文采用证据深度

学习框架，损失函数选用基于狄利克雷分布的证据

损失函数 （EDL Loss），该函数由预测误差项与

KL散度正则化项组成，旨在引导网络输出符合狄

利克雷分布的证据参数。训练过程中实施基于验证

集准确率最大化的最优模型保存策略。

 
 

表 2    网络训练超参数设置
 

参数名称 配置值

初始学习率 1.0×10−5

权重衰减 1.0×10−3

批次大小 32
总迭代轮数 50

学习率调度策略 余弦退火策略

优化器 AdamW
激活函数 GELU
损失函数 EDL Loss

 
为全面评估诊断性能，本研究选取总体准确率

（Accuracy） 作为核心量化指标，并引入混淆矩阵

（Confusion  Matrix）  分析各损伤类别的误判分

布；此外，利用 t-SNE算法对异构特征提取网络深

层特征进行降维可视化，从特征空间的聚类分离度

层面直观验证模型对复杂异构数据的表征能力。

 2.2　特征提取网络性能评估

综合考虑航天器在轨计算约束与航天器细粒度

损伤特征，选取 MobileNet-V3、EfficientNet-B1及
Vision Transformer （ViT-Tiny）作为基准，与本文

改进网络进行对比。为增强对微小损伤特征的捕捉

能力，Transformer类模型的  Patch Size 统一设定

为 8。
实验结果见表 3和图 5。标准 ViT-Tiny因缺乏

卷积神经网络固有的归纳偏置，在样本有限且信噪

比低的红外数据任务下出现明显的过拟合现象。相

比之下，本文方法通过引入卷积模块注入局部归纳

偏置，在两类异构数据下均实现了最优精度（振

动 97.50%，红外 90.48%）与最快收敛速度。对比

MobileNet-V3与 EfficientNet-B1，本文模型在参数

量仅为 5.56×106 的轻量级水平下，显著提升了特征

提取的鲁棒性，在分类精度与计算效率之间取得了

最佳平衡。

 
 

表 3    不同骨干网络在异构数据下参数量与分类性能对比
 

模型 参数量
振动数据

准确率/%
红外数据

准确率/%

MobileNet 4.18×106 70.83 86.61
EfficientNet 6.46×106 69.17 75.60

Vit 5.49×106 94.38 82.74
本文方法 5.56×106 97.50 90.48

 
为深入探究改进 ViT模型在单一信源下的特征
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提取效能与判别机理，验证模型能够从复杂的航天

器损伤数据中提取出具有判别力的物理特征，本节

综合采用了混淆矩阵（confusion matrix）、t-SNE
流形可视化以及注意力热力图（attention map）3种
方法，从分类精度、特征空间分布及网络关注区域

3个维度对振动与红外两类数据进行了多维联合分析。

 
 

a. 振动数据 b. 红外数据
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图 5    不同骨干网络的训练准确率收敛曲线对比
 

分类精度与特征分布分析基于测试集的定量评

估结果如图 6与图 7所示。 从混淆矩阵的分类结

果来看，两类异构数据表现出显著的性能互补性。

振动数据在特定损伤类别（如类别 2和 5）上展现

出极高的识别精度（对角线样本数分别达 160和
128），表明其对该类损伤激发的特定瞬态冲击或

频率响应具有强敏感性；然而，该数据源在 C0与
C1之间存在明显的混淆（C0的误判率较高），说

明单一振动信号在处理频谱特征相似的微小损伤

时，辨识度略显不足。红外数据则呈现出优异的全

局稳定性，各类别准确率分布相对均衡，无明显的

短板类别，体现了热成像特征在不同损伤程度下的

鲁棒性。

这一结论在 t-SNE 特征可视化中得到了印证：

红外特征簇呈现出高内聚、低耦合的分布态势，类

间边界较为清晰；振动特征虽然在部分簇类上聚集

紧密，但在模糊类别的边界处（如 C0 与 C1）存在

数据点交叠现象。这表明红外特征具有更强的泛化

能力，而振动特征则在局部细粒度识别上更具优势。

 
 

a. 振动数据 b. 红外数据
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图 6    混淆矩阵测试结果
 

为进一步验证改进 ViT模型学习到了具有物理

意义的损伤表征，而非单纯拟合背景噪声。本研究

提取了网络最后一层 Self-Attention的注意力权

重，并将其叠加至原始输入图像，生成注意力热力

图，如图 8所示。可视化结果直观地揭示了模型在

不同信源下的判别机理：振动时频图中尽管原始时

频图中存在全频段的背景噪声干扰，但改进后的网

络能够自动锁定能量集中的特定共振频带（黄色水

平条带）以及瞬态冲击信号区域。这表明引入的

CA-ConvStem模块有效增强了模型对局部高频特

征的捕捉能力，使其能够依据频域能量分布进行

决策。在红外热图像中，网络精准聚焦于超高速

撞击产生的高温核心区域及其周围的热扩散晕，而

对低温背景区域给予了极低的关注度（深蓝色区

域）。这种注意力分布与损伤的热力学物理特征高

度一致。
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图 7    t-SNE可视化结果
 
  

a. 原始输入（振动） b. ViT响应（0.95）
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图 8    注意力热力图可视化
 

 2.3　异构数据融合性能与鲁棒性分析

 2.3.1　融合决策有效性验证

为验证本文提出的融合决策框架对航天器结构

多类损伤识别的增益效果，在融合测试集上系统评

估了单一振动信源、单一红外信源及融合模型的性

能表现，实验结果如图 9和表 4所示，融合策略显
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著提升了诊断系统的整体精度与鲁棒性。从宏观指

标来看，单一振动分支的平均准确率为 96.18%，

红外分支为 89.24%；而本文提出的融合模型通过

有效整合异构特征，将平均准确率提升至 98.26%，

实现了对单信源性能的全面超越。

 
 

a. 振动数据 b. 红外数据 c. 融合决策 
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图 9    单信源与异构融合决策模型的混淆矩阵对比
 
 
 

表 4    各损伤类别上的识别精度统计 %
 

类别 振动精度 红外精度 融合精度

C0 98.2 94.6 98.2

C1 82.1 94.6 92.9

C2 100.0 78.6 100.0

C3 100.0 96.9 100.0

C4 100.0 96.9 100.0

C5 100.0 80.4 100.0

 
结合表 4与图 9的混淆矩阵深入分析可知，融

合机制在解决单一模态“检测盲区”方面展现出了

不可替代的优势。对于 C2（撞击坑）及 C5（穿孔）

损伤，振动模态凭借对结构质量与刚度变化的全局

敏感性，识别准确率均达到 100%；然而，红外模

态受限于微小穿孔的热扩散效应不足及表面发射率

变化的不确定性，在上述类别的准确率仅为 78.6%
和 80.4%，存在显著的漏检风险。反之，在检测

C1（裂纹）时，单一振动信号因频移特征微弱，

极易与无损状态混淆（准确率跌至 82.1%），而红

外热像对裂纹截面引起的热流阻断效应较为敏感，

准确率高达 94.6%。这表明，在未知的在轨盲测工

况下，依赖任何单一传感器均存在极高的检测失误

风险。

本文提出的融合模型通过证据理论实现了“优

势整合”。由表 3可见，它在 C2-C5类别上完美继

承了振动的高精度（保持 100%），同时在 C1上利

用红外证据将识别率从 82.1%大幅提升至 92.9%。

虽然融合后 C1的精度较红外单模态微降 1.7%，

但这属于证据冲突处理机制下的正常物理表现，即

系统在面对振动分支输出的错误证据时进行了保守

的信度权衡，从而换取了全谱系的检测稳定性。最

终，融合模型是唯一能在所有损伤类别上均维持

92%以上高精度的方案，有效消除了单一信源的感

知短板，更符合航天器高可靠性诊断的需求。

 2.3.2　不确定性量化机制评估

σ = 0.5

u u

传统深度学习分类器（如  Softmax）常面临

“过度自信”问题，即对分布外或高噪样本仍输出

高置信度预测，这为异构数据融合决策带来极大的

误导风险。为验证证据深度学习（EDL）在不确定

性量化方面的有效性，本实验向红外测试样本（真

实类别为 C1 裂纹）中注入高斯噪声（ ）模

拟严重信源失效工况，对比分析了 Softmax与 EDL
的输出响应，如图 10所示。在强噪声干扰下，传

统 Softmax方法虽然将样本错误识别为 C3（磨损），

但其输出的最高置信度仍高达 0.60，表现出严重的

盲目自信，极易导致融合中心误判。相比之下，本

文引入的 EDL机制通过预测狄利克雷分布参数，

在面对特征模糊的失效样本时，不仅将所有类别的

证据质量（Belief Mass）压低至 0.1以下，更输出

了高达 0.59的不确定性 值。这种对 值的有效度

量，使得融合系统能够依据证据的可靠程度动态降

低该不可信信源的权重，从而避免低质量证据主导

最终决策，构建了“有效感知风险”的防御机制。

 
 

a. 模拟失效的红外输入图像
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图 10    不确定性量化效果对比
 
 2.3.3　源间冲突下的纠错能力分析

σ ∈ [0,0.5]

在航天器实际运行环境中，不同传感器受光照

变化、机械共振等非平稳干扰影响，极易产生截然

相反的诊断结果，即“源间信息冲突”。为验证系

统在强冲突工况下的纠错能力，本节构建了包含不

同强度噪声（ ）的源间冲突测试子集，

并重点对比了传统 D-S证据理论融合（Softmax+
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DS）与本文提出的不确定性感知融合策略的性能

演变，结果如图 11所示。
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图 11    源间冲突样本数与融合策略准确率对比
 

σ = 0.3

实验结果表明，随着噪声强度的增加，信源间

的冲突样本数（右轴青色虚线）呈显著上升趋势，

从初始的 130余例激增至 240例以上，这对融合算

法处理“高置信度冲突”的能力提出了严峻挑战。

在基于 Softmax的传统 D-S融合框架中，基分类器

无法度量认知不确定性，往往会对噪声样本输出盲

目自信的预测概率，导致融合中心难以甄别证据的

可信度，其准确率（蓝色点划线）随冲突加剧呈剧

烈震荡下滑趋势。特别是在 时，准确率已跌

至 0.70左右，表明传统方法在强干扰下极易受到

虚假高信度证据的误导。

σ ∈ [0.1,0.2]

相比之下，本文提出的不确定性感知自适应证

据融合方法在全测试区间内展现出了良好的稳定

性。通过引入非线性信度门控机制，该方法能够敏

锐感知高噪信源的不确定性激增，并自适应地抑制

不可信证据的融合权重。实验数据显示，即便在

的高冲突增长区间，本文方法仍能将准

确率维持在高位水平，优于传统方法。这一结果证

明了基于证据学习的不确定性量化机制能够赋予系

统更强的“风险自省”能力，有效解决 D-S理论在

处理高冲突证据时出现的合成悖论问题。

 3　结束语

针对航天器损伤诊断中面临的小样本、强噪声

干扰及高可靠性决策需求，本文提出了一种基于不

确定性量化的自适应异构数据融合诊断框架。通过

在 ViT骨干网络中引入局部归纳偏置，增强了模型

对微弱损伤特征的提取能力；更关键的是，在决策

层构建了基于证据深度学习与非线性信度门控的融

合机制。该机制摒弃了传统深度学习确定性输出的

局限，通过量化各异构信源的认知不确定性动态修

正融合权重，有效克服了单一信源失效或源间冲突

引发的决策偏差。实验结果表明，该方法不仅在正

常工况下实现了振动与红外特征的优势互补，更在

极端冲突场景下展现出卓越的自动纠错与抗干扰能

力，为资源受限条件下的航天器在轨健康监测提供

了高可信的技术解决方案。

此外，本文构建的“物理特征提取−证据抗冲

突决策”分层架构为航天器综合健康管理提供了具

有普适价值的方法论范式。尽管本研究中的前端特

征网络是针对防护结构超高速撞击所特有的瞬态冲

击与热扩散机理定制的，但其后端核心的“认知不

确定性量化”与“动态信度门控机制”具有跨领域

的迁移能力。未来的研究工作将致力于将该抗冲突

融合框架拓展至航天器电源、执行器等内部关键子

系统的故障诊断任务中，通过设计适配不同物理模

态（如电参数漂移或机械振动）的特征提取分支，

进一步探索构建面向整星全谱系、多层级的智能健

康监测体系。
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