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基于复合核偏最小二乘模型的胶质瘤多模态MRI数据预测
MGMT启动子甲基化合并 IDH突变 *
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【提　要】　目的　探讨基于术前MRI影像特征，构建胶质瘤中MGMT启动子甲基化合并 IDH突变的预测模型，为胶
质瘤患者的预后评估与治疗策略提供理论依据。方法　收集来自 TCGA/TCIA 公共数据库的 208 例胶质瘤患者的术前
MRI图像、临床及基因信息。根据 MGMT启动子甲基化和 IDH 突变状态，将患者分为 IDHmut&MGMTmet亚型与 Other
亚型，并比较两亚型间各因素的差异，分析分子亚型与生存结局的关系。从术前 MRI 图像中提取并量化 CE-T1 和 T2-
FLAIR 序列的影像学特征，经标准化后，采用惩罚 logistic 回归筛选特征，使用基于遗传算法的融合核偏最小二乘算法
（fused kernel partial least squares with the genetic algorithm， GA-fKPLS）、K 近邻（K-nearest neighbor， KNN）、最小绝对收
缩和选择算法（least absolute shrinkage and selection operator， LASSO）、逻辑回归（logistic regression， LR）和朴素贝叶斯
（Naïve Bayes， NB）构建胶质瘤亚型预测模型，通过AUC、灵敏度、特异度、准确率、约登指数、G均值、马修斯相关系数和F
值评估模型性能。结果　胶质瘤不同分子亚型在年龄、肿瘤病理分级、生存状况、MGMT启动子甲基化状态以及 IDH突变
状态均存在显著差异。Other亚型患者的死亡风险是 IDHmut&MGMTmet亚型的 2.675倍。通过特征筛选得到 42个CE-
T1 特征和 68 个 T2-FLAIR 特征用于构建预测模型。GA-fKPLS 预测模型在多项评价指标上均高于其他四种模型。结

论　基于术前多模态MRI数据构建的GA-fKPLS模型在预测胶质瘤患者分子亚型方面表现最佳，可为胶质瘤患者的治疗
决策、预后评估提供重要临床辅助价值。
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The Prediction of MGMT Promoter Methylation Combined with IDH 
Mutation in Glioma Using a Composite Kernel Partial Least Squares Model 
based on Multimodal MRI Data
Yang Qi， Yan Junyu， Liu Xia， et al （Division of Health Statistics， Shanxi Provincial Key Laboratory of Major Diseases Risk 
Assessment， Shanxi Medical University， Taiyuan 030001）

【Abstract】　Objective　 To explore the construction of a predictive model for the identification of MGMT promoter 
methylation combined with IDH mutation in glioma based on preoperative MRI imaging features， providing theoretical 
reference for prognosis assessment and treatment strategy of glioma patients. Methods　 Preoperative MRI images， clinical 
data， and genetic data of 208 glioma patients were collected from the TCGA/TCIA public databases.  Based on IDH mutation 
and MGMT promoter methylation status， patients were classified into the IDHmut&MGMTmet subtype and the Other subtype.  
Differences in various factors between the two subtypes were compared， and the relationship between molecular subtypes and 
survival outcomes was analyzed.  Radiomic features of CE-T1 and T2-FLAIR sequences were extracted and quantified from the 
preoperative MRI images.  After feature standardization， penalized logistic regression was used for feature selection.  Predictive 
models for glioma subtypes were built using fused kernel partial least squares with the genetic algorithm （GA-fKPLS）， K-
nearest neighbor （KNN）， least absolute shrinkage and selection operator （LASSO）， logistic regression （LR）， and Naïve 
Bayes （NB）.  Model performance was evaluated based on AUC， sensitivity， specificity， accuracy， Youden’s index， G-mean， 
Matthews correlation coefficient， and F-measure. Results　Significant differences in age， tumor pathological grade， survival 
status， MGMT promoter methylation， and IDH mutation status were found between the two molecular glioma subtypes.  The 
death risk of the Other subtype was 2. 675 times higher than glioma patients of the IDHmut&MGMTmet subtype.  42 features 
from CE-T1 sequence and 68 features from T2-FLAIR sequence were selected for model construction.  The GA-fKPLS model 
outperforms the other four models across multiple evaluation metrics. Conclusion　 The GA-fKPLS model based on 
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preoperative MRI features exhibits the best performance in predicting the molecular subtypes of glioma patients， and could 
provide significant clinical auxiliary value for treatment decision-making， and prognosis assessment in glioma patients.

【Key words】　 Glioma； MRI radiomics； Isocitrate dehydrogenase； O6-methylguanine-DNA methyltransferase； GA-
fKPLS model

脑胶质瘤起源于神经胶质细胞，是成人颅内最常

见的原发性恶性肿瘤之一，约占所有恶性脑肿瘤的

80%，且死亡率高［1］。在世界卫生组织（world health 
organization， WHO）中枢神经系统肿瘤分类中，成人

弥漫性脑胶质瘤划分为三类：星形胶质瘤（WHO 2~4
级）、少突胶质瘤（WHO 2~3 级）和胶质母细胞瘤

（WHO 4级）［2］。WHO分类有助于胶质瘤患者的初步

临床评估，但由于肿瘤具有高度异质性，即使形态学

特征相似的胶质瘤患者也可能呈现不同的临床结果。

通过分子标记物的检测可以进一步细分胶质瘤亚型，

有助于精确地制定个体化治疗方案，提供可靠的预后

评估依据［3-6］。
氧 6- 甲 基 鸟 嘌 呤 -DNA 甲 基 转 移 酶（O6-

methylguanine-DNA methyltransferase， MGMT）和异

柠檬酸脱氢酶（isocitrate dehydrogenase， IDH）是与胶

质瘤患者预后密切相关的重要分子标志物［7］。MGMT
启动子甲基化合并 IDH突变的患者生存期最长，预后

较好，准确预测MGMT启动子甲基化合并 IDH突变对

评估胶质瘤患者的预后有重要意义［8-9］。采用手术或穿

刺活检标本进行基因序列分析能够准确获得 IDH突变

和MGMT启动子甲基化结果，但侵入性强、耗时较长，

且存在因标本过小无法获取测序结果的风险［10］。
磁共振成像（magnetic resonance imaging， MRI）

是胶质瘤患者术前的常规检查，具有无创性、及时性

和价格合理等优点［11］。MRI 检查可以无创地获取深

层次组织或器官内肿瘤的静态结构和动态功能的多

维图像，结合计算机图像处理能够提取肿瘤病灶的高

通量定量特征［12-15］。利用 MRI 数据预测胶质瘤患者

MGMT 启动子甲基化和 IDH 突变具有可行性和诊断

价值，对于胶质瘤患者的预后评估和临床治疗指导有

重要意义。MRI影像包括多种序列，每种序列能提供

不同的肿瘤信息。其中，对比增强后 T1 加权序列

（post-contrast enhanced T1-weighted， CE-T1）使用钆

等对比剂显示与血管生成相关的异常区域，有助于定

位和评估肿瘤位置和大小。T2 加权流体衰减反转恢

复序列（T2-weighted fluid attenuation inversion recov⁃
ery， T2-FLAIR）结合了 T2加权成像与液体衰减反转

恢复序列，能有效呈现水肿和周围组织中的异常信

号，有助于评估肿瘤范围和潜在的手术边缘。单独使

用 CE-T1 或 T2-FLAIR 只能从单个视角反映肿瘤信

息，CE-T1 和 T2-FLAIR 的结合能提供更全面的肿瘤

信息。现有研究表明，单一影像学数据在脑肿瘤预测

中的效能有限，而多模态影像学数据的结合能够显著

提高预测准确性［16-17］。在基于 MRI 多模态数据预测

胶质瘤患者MGMT启动子甲基化和 IDH突变研究中，

大多采用机器学习方法对影像学数据进行单模态建

模，或采用串联影像学数据的方法将不同模态数据特

征进行简单拼接，但都无法充分利用其数据信息，导

致预测性能不佳［18-19］。基于遗传算法的融合核偏最小

二乘算法（fused kernel partial least squares with the 
genetic algorithm， GA-fKPLS）［20］，通过将每种模态数

据分别构建核矩阵，采用核融合策略整合不同模态数

据，并利用遗传算法优化融合核的权重，能够有效地

捕捉多模态数据中的潜在非线性关系，提升模型预测

的准确性。

综上，本研究针对胶质瘤多模态 MRI 数据，即

CE-T1 和 T2-FLAIR 两种序列数据，采用 GA-fKPLS
进行多个数据集的整合预测，构建胶质瘤患者MGMT
启动子甲基化合并 IDH突变的预测模型，并与K近邻

（K-nearest neighbor， KNN）、最小绝对收缩和选择算

法（least absolute shrinkage and selection operator， 
LASSO）、逻辑回归（logistic regression， LR）和朴素贝

叶斯（Naïve Bayes， NB）方法进行比较，评估不同模型

预测性能，为开展胶质瘤患者针对性干预和预后评估

提供参考依据。

材料与方法

1. 研究对象

从 癌 症 基 因 组 图 谱（the cancer genome atlas， 
TCGA）下载胶质瘤患者的临床信息、MGMT 和 IDH
基因信息；从癌症影像档案库（the cancer imaging 
archive， TCIA）下载胶质瘤患者的影像数据。根据以

下纳入排除标准筛选样本。纳入标准：①根据当前

WHO 标准，组织病理学确诊的 WHO2~4 级胶质瘤患

者；②术前 MRI 数据可用，包括 CE-T1 和 T2-FLAIR
图像；③有明确的 IDH突变状态和MGMT启动子甲基

化状态；④有完整的生存结局和随访记录，生存结局

包括生存时间（从术后病理诊断到死亡或最后随访，

截尾生存时间为 5年）和生存状态（存活或死亡）。排

除标准：①病理分级不符合 WHO2~4 级，或分级不明

确；② 术前 MRI 数据不完善，缺少 CE-T1 或 T2-
FLAIR任一序列；③IDH突变或MGMT启动子甲基化

状态不明确或缺失；④生存结局或随访时间记录不

全，或失访者。最终得到208个样本。

2. 影像组学特征提取与量化

首先用FSL软件将CE-T1图像与相应T2-FLAIR
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图像进行配准。再由两名具有脑部 MRI 诊断经验的

放射科医生，在未知患者的病理分级、临床数据和其

他影像学结果的情况下，将 CE-T1 图像导入 ITK-
SNAP（版本 3. 8. 0）软件勾画肿瘤感兴趣区域（region 
of interest， ROI）。具体操作步骤如下，首先将图像从

DICOM 格式转换为 NIFTI 格式，然后进行图像分割，

通过手动或半自动计算机辅助方式逐层勾画肿瘤

ROI，从而获得肿瘤的三维感兴趣体积（volume of 
interest， VOI）。随后，将得到的 VOI 图像导入 FAE 
0. 5. 6 软件，提取影像学特征。提取出的特征包括 18
个一阶直方图特征、14 个形状特征以及 75 个纹理特

征，其中纹理特征涵盖了 24 个灰度共生矩阵（gray 
level co-occurence matrix， GLCM）特征、14 个灰度依

赖矩阵（gray level dependence matrix， GLDM）特征、

16 个灰度运行长度矩阵（gray level run length matrix， 
GLRLM）特 征 、16 个 灰 度 大 小 区 域 矩 阵（gray 
level size zone matrix， GLSZM）特征和5个邻域灰度依

赖矩阵（neighbouring gray-tone dependency matrix， 
NGTDM）特征。同时，采用小波变换、平方、平方根、

对数、指数和梯度 6种图像滤波器对原始图像进行预

处理。

最终，从患者 CE-T1和 T2-FLAIR 序列中均提取

了1688个影像学特征。在CE-T1序列中，由于两个特

征（T1c_lbp-3D-m1_firstorder_Minimum 和 T1c_lbp-
3D-m2_firstorder_Minimum）值均为零，因此将其排

除，最终保留 1686 个特征。在 T2-FLAIR 中，两个特

征（FLAIR_lbp-3D-m1_firstorder_Minimum和FLAIR_
lbp-3D-m2_firstorder_Minimum）的值有 98. 15%为 0，
因此也被排除，剩余1686个特征。

3. 统计学分析

将同时发生 MGMT 启动子甲基化和 IDH 突变的

胶质瘤患者归类为 IDHmut&MGMTmet 亚型（99，
47. 60%），其余患者归类为Other亚型（109，52. 40%）。

使用R 4. 3. 2进行统计分析。显著性水平α = 0. 05 。
（1）基线资料和分子信息的统计描述

将患者年龄按照 50 岁（均值为 50. 88 岁）划分为

两类，使用卡方检验对胶质瘤亚型之间的临床及分子

因素进行差异检验。为评估胶质瘤不同分子亚型的

预后并确定高危预后亚型，控制年龄、性别和病理分

期 3 个协变量，应用多因素 Cox 比例风险模型分析亚

型与生存结局之间的关系。

（2）多模态MRI数据特征筛选

将 CE-T1 和 T2-FLAIR 序列进行标准化。两个

序列均包含 1686个特征，其中多数特征可能与预测胶

质瘤分子亚型无关，因此需要进行特征选择以优化模

型性能。本研究基于惩罚 logistic 回归分别对 CE-T1
和 T2-FLAIR 两个序列进行稳健特征选择［21］。首先，

将样本按 8：2的比例随机分为训练集和测试集。以胶

质瘤分子亚型为因变量，影像学特征为自变量，使用R
包“glmnet”对训练集执行惩罚 logistic 回归以选择特

征，通过 5折交叉验证选择最佳 λ值。记录 100次样本

随机划分的特征选择结果，选择出现频率≥10% 的影

像学特征作为最终筛选特征。

（3）胶质瘤分子亚型预测模型构建

以最终筛选特征为预测因子，基于 GA-fKPLS构

建胶质瘤分子亚型预测模型，并和 KNN、LASSO、LR
和NB所构建的预测模型进行比较。为提高预测结果

的稳定性和可重复性，将样本随机划分过程在不同种

子数下重复进行1000次。

①GA-fKPLS预测模型

GA-fKPLS［20］先 利 用 高 斯 核 函 数 K ( xi，xj ) =

exp ( -  xi - xj

2

/2σ 2 )，构造影像组学数据的核矩阵，

基于核偏最小二乘算法（kernel partial least squares， 
KPLS）有监督学习框架构建融合核，将融合核函数

( Kf ) 定 义 为 多 个 核 的 非 负 线 性 组 合 ，Kf( xi，xj ) =

∑l = 1

L wl Kl( )xi，xj ，其中 Kl 为第 l个模态数据的核矩阵，

wl 为权重，wl > 0，∑l = 1

L wl = 1。通过R包“GA”利用遗

传算法对高斯核函数参数 σ和权重wl进行优化。

a. 基于 fKPLS的核分类算法：

设 X 为 n × p 的 标 准 化 预 测 变 量 矩 阵 ，Y =

(Y1，⋯，Yn )为 n × 1 的响应变量，其中 Yi ∈ { + 1，-1}，

其中 +1 类代表 IDHmut&MGMTmet 亚型，-1 类代表

Other亚型。

第一，将原始数据按 8：2 比例随机分为建模数据

（nmod）和外部测试数据（next）。建模数据进一步分为训

练集和内部测试集，并采用 5折交叉验证选择模型最

优参数。

第二，在训练集中，对响应变量进行中心化处理，

即 Y͂tr - k = Ytr - k - Ȳtr - k，Ȳtr - k是去掉第 k折观察值后的样

本均值。

第三，为每个训练集的预测变量矩阵计算核矩阵

Ktr - k，其中 Ktr - k 是 ntr × ntr的矩阵 ，ntr = 0. 8nmod，可通

过(K
tr - k ( )i，j ) ntr

i，j = 1
= Kf( xi，xj )来计算，Kf(∙)是经过GA优化

的融合核函数。对Ktr - k进行中心化处理：

K͂tr - k = ( I - 1
ntr

1ntr
1T

ntr ) Ktr - k( I - 1
ntr

1ntr
1T

ntr )
其中 I 是 ntr × ntr 的单位矩阵，1ntr

是长度为 ntr 的全 1
向量。

第四，初始化Y的潜变量向量utr - k为 Y͂tr - k。

第五，计算X的潜变量向量ttr - k =ΦΦTutr - k =K͂tr - kutr - k，

通过 ttr - k ← ttr - k /||ttr - k||归一化。ΦΦT 可以通过使用原
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始空间的数据计算得到的核矩阵K计算出来。

第六，计算权重 ctr - k = Y͂ T
tr - kttr - k。

第七，计算新的 Y潜变量向量 utr - k = ctr - kY͂tr - k，通

过utr - k ← utr - k / utr - k 进行归一化。

第八，重复步骤第五到第七直到达到收敛标

准［22］： ( )ttr - kold
- ttr - knew

/ ttr - kold
< 10-9。

第 九 ，重 新 定 义 K͂tr - k 和 Y͂tr - k：K͂tr - k = ( I -
ttr - kt

T
tr - k )K͂tr - k( )I - ttr - kt

T
tr - k ，Y͂tr - k = Y͂tr - k-ttr - kt

T
tr - kY͂tr - k。

重新定义的 K͂tr - k 和 Y͂tr - k 将用于提取下一组潜变量

ttr - k和utr - k。

第十，重复步骤第四到第九，直到达到最大约登

指 数 ，YoudenIndex = sensitivity + specificity - 1。 根

据内部测试集的最大约登指数确定最优潜变量数量，

记为mopt。

第十一，使用以下公式对新数据进行预测：

f ( Xnnew × p ) = sign ( K͂newUmod(T T
mod K͂modUmod )

-1

T T
modYmod + Ȳmod )

其中，nnew为新数据的样本数，如果 f ( Xnnew × p )为正，则将

新数据分类为+1类；否则，将新数据分类为-1类［23］。

K͂new 是包含新数据和建模数据的中心化核矩阵，其计

算公式为：

K͂new = (Knew - 1
nmod

1nnew
1T

nmod
Kmod ) ( I - 1

nmod

1nmod1T
nmod )

其 中 ，Knew 是 nnew × nmod 的 核 矩 阵 ，Knew 元 素 为

( Kmod )
nmod

i，j = 1
= Kf( xi，xj )，其中{xi}

nmod + nnew

i = nmod + 1
，{xj}

nmod

j = 1
分别是

新数据点和建模数据点。Kmod 是基于建模数据的未经

中心化的 nmod × nmod 的核矩阵，( Kmod )
nmod

i，j = 1
= Kf( xi，xj )，

K͂mod 是中心化核矩阵，K͂mod = ( I - 1
nmod

1nmod
1T

nmod ) Kmod( I -
1

nmod

1nmod1T
nmod )。Tmod 和 Umod 分别是提取的 mopt 个潜变量

的 nmod × mopt 矩阵，其中mopt 是在第十步骤中确定的最

优潜变量数量。

b. 遗传算法（genetic algorithm， GA）是受遗传学

中的自然选择和遗传机制启发发展起来的一种优化

算法，基本思想为模拟生物和人类进化的方法求解复

杂的优化问题［24］。遗传算法通过借鉴进化生物学中

的遗传、变异、选择和交叉等机制，能够高效地处理大

规模搜索空间，找到全局最优解［25］。本研究中，将两

种不同的 MRI 数据（CE-T1 和 T2-FLAIR）进行融合，

则由 4个参数（w1、w2、σ1 和 σ2）构成实验条件。实验条

件就像一个包含 4个基因（即 4个参数的具体值）的染

色体。通过预定义的适应度函数（约登指数）来评估

每个染色体与相应实验条件相关的响应。随机初始

化一个种群（大小为 20），通过 3次迭代进行进化，交叉

率为 80%，变异率为 10%。每次进化后，选择适应度较

高的个体进入下一代，直至达到最大迭代次数或满足

收敛条件。

②其他预测模型

LASSO 通过收缩或正则化回归系数来拟合预测

模型［26］。通过惩罚，将不重要的特征系数趋向于零，

从而实现特征选择，通过 10折交叉验证选择最小误差

对应的 λ值作为最优参数。KNN 通过计算样本与训

练集中其他样本的距离，找到与之距离最近的 K个训

练样本，然后基于这 K 个邻居的标签来进行预测［27］。
LR 通过 Sigmoid 函数将线性模型的输出转换为概率

值，计算样本属于某个类别的概率［28］。NB 是通过贝

叶斯定理计算后验概率，并选择具有最大后验概率的

类别作为预测结果［29］。
（4）预测模型性能评估采用曲线下面积（area 

under the curve， AUC）、敏感性（sensitivity， Se）、特异

性（specificity， Sp）、准确率（accuracy， ACC）、约登指

数（Youden index）、G 均值（G-means）、马修斯相关系

数（Matthews correlation coefficient， MCC）和 F 值（F-
measure）8 种评价标准对 5 种模型的性能进行评价。

其中 AUC 是较为全面的评价标准。并采用单因素方

差分析和 Dunnett 多重比较检验，比较 GA-fKPLS 和

其他四种模型的AUC。

（5）影像学特征与胶质瘤分子亚型的关联分析将

胶质瘤的两种分子亚型作为因变量，最终筛选特征作

为自变量，进行单因素 logistic 回归分析，筛选出 P<
0. 05的影像学特征。进一步使用LASSO回归筛选特

征，并采用10折交叉验证选择最小误差值对应的 λ值。

最后进行多因素 logistic 回归分析，P<0. 05 表示与分

子亚型显著相关。通过上述分析，最终确定与胶质瘤

分子亚型显著相关的影像学特征，并绘制森林图。

结 果

1. 患者临床资料与分子信息

胶质瘤两种分子亚型样本的临床资料和分子信

息统计描述如表 1。年龄、肿瘤病理分级、生存状态、

MGMT 启动子甲基化状态以及 IDH 突变情况在两亚

型间差异均有统计学意义（P<0. 05）。胶质瘤患者多

因素Cox回归分析结果如表2。Other亚型患者死亡风

险为 IDHmut&MGMTmet 亚型的 2. 675 倍（P<0. 05）。

年龄、病理分级对生存结局有显著影响（P<0. 05），年

龄>50 岁的患者死亡风险是年龄≤50 岁的 2. 286 倍，

WHO 3级和WHO 4级患者的死亡风险分别是WHO 2
级患者的3. 262倍和6. 970倍。
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2. 模型性能比较

通过惩罚 logistic 回归筛选得到 110 个影像学特

征，其中 CE-T1 特征 42 个，T2-FLAIR 特征 68 个。用

每种模型 1000 个结果的 AUC、Se、Sp、ACC、约登指

数、F 值、MCC、G-means 的平均值比较所有模型的预

测性能。如表 3 所示，GA-fKPLS 模型在 AUC、Se、约
登指数、F值、G-means中表现最优，且在ACC、MCC表

现次优。图1为5种模型的AUC值分布，GA-fKPLS模

型的 AUC值显著高于其他模型（P<0. 05）。以上结果

表明GA-fKPLS模型的预测性能优于其他模型。

3. GA-fKPLS模型预测胶质瘤结果评价

为了说明 GA-fKPLS 模型识别胶质瘤分子亚型

的临床意义，选择 166个训练样本和 42个测试样本随

机分割的预测结果，MCC=0. 689（接近 GA-fKPLS 的

MCC均值 0. 685）。分别基于测试集分子亚型的原始

标签和预测标签，以及测试集的生存信息，使用

Kaplan-Meier生存曲线和 log-rank检验分析不同胶质

瘤分子亚型患者之间的生存差异。如图 2所示，图 2A

表明测试集胶质瘤两种分子亚型的生存概率显著不

同（P<0. 05）。图 2B显示该预测模型得到的生存曲线

与原始数据接近，表示GA-fKPLS模型对于胶质瘤患

者分子亚型预测效果较好。

4. 影像学特征与胶质瘤分子亚型的关联分析结果

影像学特征与胶质瘤分子亚型的关联分析得到 3
个与胶质瘤分子亚型显著相关的影像学特征，包括 2
个 CE-T1 特征和 1 个 T2-FLAIR 特征。如表 4 所示，

表1　胶质瘤不同分子亚型临床资料和分子信息的比较

变量

年龄（岁）

≤ 50
> 50

性别

男

女

病理分级

WHO 2级

WHO 3级

WHO 4级

生存状态

生存

死亡

MGMT启动子

未甲基化

甲基化

IDH

未突变

突变

IDHmut&
MGMTmet（n）

65
34

48
51

49
44
6

79
20

0
99

0
99

Other（n）

30
79

55
54

7
23
79

22
87

62
47

102
7

χ2

28. 887

0. 021

100. 530

71. 444

77. 530

178. 060

P

<0. 001

0. 884

<0. 001

<0. 001

<0. 001

<0. 001

注：分类变量以例数（n）表示。

表2　胶质瘤患者多因素Cox回归分析结果

变量

组别

性别

病理分级

WHO 3级

WHO 4级

年龄

b （S. E）

0. 984 （0. 352）
0. 267 （0. 201）

1. 182（0. 457）
1. 942（0. 515）

0. 827 （0. 241）

Z

2. 793
1. 330

2. 586
3. 772
3. 434

P

0. 005
0. 183

0. 010
<0. 001
<0. 001

HR （95% CI）

2. 675 （1. 341~5. 334）
1. 306 （0. 881~1. 937）

3. 262（1. 331~7. 992）
6. 970（2. 541~19. 118）
2. 286 （1. 426~3. 666）

注：以 IDHmut&MGMTmet 亚型、女性、WHO 2 级、年龄≤ 50 岁为

参考组。

表3　5种预测模型的评价指标

模型

GA-fKPLS

LR

LASSO

KNN

NB

AUC

0. 913
0. 747
0. 841
0. 832
0. 807

Se

0. 857
0. 739
0. 838
0. 771
0. 740

Sp

0. 824
0. 754
0. 843
0. 894
0. 874

ACC

0. 840
0. 747
0. 841
0. 835
0. 810

Youden

0. 681
0. 493
0. 681
0. 665
0. 614

F值

0. 836
0. 734
0. 833
0. 815
0. 786

MCC

0. 685
0. 498
0. 686
0. 676
0. 626

G-
means

0. 838
0. 734
0. 838
0. 828
0. 802

图1　5种模型AUC值的箱线图
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当 T1c_wavelet. LHL_glcm_ClusterShade 和 T1c_origi⁃
nal_shape_SurfaceVolumeRatio 的表达量较高时，患者

更可能属于 IDHmut&MGMTmet 亚型；而当 FLAIR_

wavelet. HLL_glszm_GrayLevelVariance的表达量较高

时，患者则更可能属于Other亚型。

讨 论

本研究基于无创的多模态术前 MRI 数据构建用

于预测胶质瘤分子亚型（IDHmut&MGMTmet 亚型和

Other亚型）的 GA-fKPLS 模型，并与四种机器学习方

法所构建的预测模型进行比较。GA-fKPLS 模型的

AUC显著高于四种机器学习模型，表明GA-fKPLS模

型的预测性能更优，能较准确地预测胶质瘤患者的分

子亚型，为胶质瘤患者预后评估以及个体化治疗方案

的制定提供科学依据和实践指导。

IDH 突变合并 MGMT 启动子甲基化、年龄小、病

理分级低是胶质瘤患者的保护因素。IDH 突变合并

MGMT 启动子甲基化的胶质瘤患者年龄小于其他分

子状态的患者，且主要为低级别胶质瘤，其他分子状

态的患者主要为胶质母细胞瘤，这与以往研究结果一

致［30-31］。影像学特征T1c_wavelet. LHL_glcm_Cluster⁃
Shade、 T1c_original_shape_SurfaceVolumeRatio 和

FLAIR_wavelet. HLL_glszm_GrayLevelVariance 与 胶

质瘤分子亚型显著相关，这些特征为胶质瘤分子亚型

的精准识别提供了重要的影像学依据。

基于多模态 MRI 数据构建的 GA-fKPLS 预测模

型，相较于仅将两个模态数据简单拼接构建的机器学

习模型（如 LR、LASSO、KNN、NB），具有更好的预测

性能，说明GA-fKPLS可以有效地融合不同MRI模态

数据，捕捉多模态数据中的潜在非线性关联，提升胶

质瘤 IDH突变合并MGMT启动子甲基化预测性能。

利用无创术前 MRI 数据获取胶质瘤 IDH 和

MGMT分子标记，相较于病理检验，具有无创、高效且

经济的优势。MRI是胶质瘤最常用的成像模式，因此

基于多模态 MRI 数据构建的预测胶质瘤分子亚型

（IDHmut&MGMTmet 亚 型 和 Other 亚 型）的 GA-
fKPLS 模型具备临床应用潜力。随着磁共振波谱

（magnetic resonance spectrum， MRS）和正电子发射断

层扫描（positron emission tomography， PET）等新兴成

像技术的普及，未来有望探索更多模态数据的融合，

进一步提升对胶质瘤分子亚型的预测能力［32-33］。本研

究缺乏独立的外部验证集，未来可纳入多中心数据来

评 估 GA-fKPLS 模 型 预 测 胶 质 瘤 IDH 突 变 合 并

MGMT启动子甲基化的普适性和稳定性。

综上所述，本研究基于术前胶质瘤多模态MRI数
据构建的预测胶质瘤患者分子亚型的 GA-fKPLS 模

型具有良好预测性能，能够有效鉴别MGMT启动子甲

基化合并 IDH突变，有助于在术前阶段进行胶质瘤患

者的精准分型，为后续的治疗干预和预后评估提供重

要参考，具有重要的临床应用价值。
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