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摘要:针对制度文件推荐过程中传统算法存在准确率和推荐效率较低的问题,提出一种基于

知识嵌入的文本推荐算法.通过将知识图谱中的知识转化为特征向量,并结合神经网络模

型,有效提高了推荐系统在处理海量多样数据时的准确性和稳定性.实验结果表明,该算法

在面对冷启动和用户兴趣多样化的情况下,表现出了优于传统方法的推荐精度和稳定性,
为大规模推荐系统中的数据稀疏问题和个性化需求提供了更高效和可靠的解决方案,有助于

改善用户体验并提升推荐系统的整体性能.
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随着信息化水平的不断提高和人工智能技术的快速发展,海量数据不断涌现,如何高效地处理并



分析这些数据,从中快速提取所需信息并挖掘隐藏的高价值信息,已成为当前的研究热点之一[1-2].
社会运转中产生的数据量呈指数级增长,信息接收者获得的信息量远超出其处理信息的能力,大量

冗余和无效信息使信息接收者难以准确获取有效信息,用户面对海量数据,通常难以在短时间内准确

找到自己所需的信息,对用户体验产生了极大影响.因此,一个高效的推荐系统能在信息过载的情况

下帮助用户找到感兴趣的信息,极大提高信息获取的效率.
传统推荐模型还面临冷启动问题,即对于新用户或新项目,系统缺乏足够的历史数据,导致推荐

效果较差.例如,当一个新用户首次进入某个网站时,系统无法根据其偏好为其提供个性化推荐.
针对这种情况,利用知识嵌入技术可有效改善冷启动导致的困境.王玉奎等[3]将知识图谱作为辅助信

息融入推荐系统,以应对数据稀疏和冷启动问题;吴晓等[4]提出了一种结合注意力机制与GRU循环

神经网络的序列推荐模型,以更好地利用时间信息;孙远灿等[5]针对评分矩阵过大的问题,提出了先

对实体进行分类的方案;李君等[6]通过引入注意力机制解决输入向量稀疏的问题;张栩翔等[7]引入了

图嵌入算法,以提高图计算的效率.
本文综合以上模型的设计思想,提出一种基于知识嵌入的推荐算法,将知识图谱中的知识转化为

特征向量,通过计算机对这些向量进行处理与分析,以完成基于知识数据的推荐任务[8].同时,考虑

到算法在实际应用中的有效性以及制度文件作为特定文档类型的特殊性,本文算法将以更简洁的步骤

提供更精确的推荐结果.对比实验结果表明,该算法在推荐任务中具有优势.

1 算法流程

图1为本文算法流程.由图1可见,本文提出的基于知识嵌入的推荐算法流程主要分为3个步骤:
知识提取、知识嵌入和模型训练.其中模型训练采用黑盒模型和白盒模型.黑盒模型通过神经网络进

行训练,尽管其推荐结果准确,但缺乏解释性.而白盒模型则采用基于向量相似度的评分和评价算法,
以更好地解释推荐结果.

图1 本文算法流程

Fig.1 Flowchartofproposedalgorithm

1.1 知识图谱

受文献[3]模型启发,存储在知识图谱中的先验知识可有效应对冷启动问题,因此,本文算法第一

步从知识图谱中获取先验知识.
知识图谱中存储的信息包括节点的属性信息和边关系的结构信息.知识提取流程如图2所示.

首先,将所有属性视为核心属性,遍历所有与之相连的特征属性,即以所有节点为中心,遍历其相邻

节点;其次,选择具有最多特征属性种类且分布最均匀的属性作为核心属性,对应的实体则作为核心

实体;最后,将所有与核心实体相连的实体属性视为该核心实体的特征属性,并构建特征属性清单.
通过上述过程,边关系数据被转化为核心实体的特征属性信息,节点的属性信息则转化为特征属性的

值.这种方法集成了原始图谱中实体节点直接连接的结构信息,并将其转化为对核心实体的特征描

8731   吉 林 大 学 学 报 (理 学 版)   第62卷 



述,最终可以成功提取知识图谱中的部分先验知识.

图2 知识提取流程

Fig.2 Knowledgeextractionprocess

1.2 知识嵌入

知识嵌入的过程是将知识图谱中的节点和边的关系信息映射为特征向量,以便进行后续计算.
知识图谱由节点(实体)和边(关系)构成,其结构非常适合捕获实体之间的复杂关系.在推荐系统中,
知识图谱中的先验知识被转化为可用于计算的低维向量形式,使系统可以基于这些特征向量进行

推荐.
本文采用 Word2Vec[9]模型实现知识嵌入.在 Word2Vec模型中,CBOW(continuousbagof

words)模型通过上下文预测中心词,而Skip-Gram模型则通过中心词预测上下文.由于Skip-Gram模

型在处理低频特征时性能较好,因此它在知识图谱的嵌入中更适合捕捉稀疏特征的语义关系.在训练

过程中,模型通过大量文本数据学习词语的共现模式,逐渐调整词向量,使语义相似的词在向量空间

中彼此接近.
将每个核心实体特征值对应的向量进行拼接,以获得可以描述该实体特征的特征向量,该向量可

用作推荐任务的数据基础.但在实际操作中,一个实体的一些属性的属性值可能并不唯一,如某电影

的类型可能既是恐怖类型又是喜剧类型.对于这些特例需进行特殊处理,在嵌入模型训练前,先将每

条拥有复合属性的实体数据扩写成多条数据,确定每条数据的每个属性只有一个属性值,然后再按

7∶3提取出训练数据集和测试数据集,从而扩大了样本空间,可提高模型的准确率.
1.3 推荐任务

在获取了先验知识的嵌入表示后,需要以此为基础训练推荐模型完成不同的推荐任务.传统的

推荐算法主要包括基于内容的推荐算法、协同过滤推荐算法、混合推荐算法和基于矩阵分解的推荐

算法等[10-11].
如果推荐任务的目标是分类并且不是很关注结果的可解释性,即可采用黑盒模型.将先验知识

作为输入,用户对文件的关注程度抽象成不同等级的输出,一个推荐任务即可抽象成多分类问题.而

黑盒模型的可解释性有限,为更好地说明推荐该文件的理由,可采取基于向量相似程度的评分算法和

评价算法的白盒模型.该模型可根据两个文件的相似程度打分,据此选取与用户历史关注程度最相似

的文件作为模型输出,最后评价算法的准确度.
黑盒模型使用基于神经网络模型的推荐算法,首先将前文得到的所有特征向量数据与开源电影数

据集(Movie_Lens)的用户评分数据相结合,按7∶3构建出神经网络模型训练需要的训练集和测试集.
模型以ReLU作为输入层和隐藏层的激励函数,以Softmax作为输出层的激励函数,损失函数设为

Binary_crossentropy,考虑到训练结果和训练的时间成本,训练步数选择40步,网络的深度选择5层.
同时,保留训练历史,用于结果分析.白盒模型的评分算法如下:

Score=∑
n

i=1

(si + si-yi )2/∑
n

i=1
s2i, (1)

其中s1,s2,…,sn 表示实体特征属性的特征向量,y1,y2,…,yn-1表示与其测量相似度的实体对应特征
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属性的特征向量,Score值越接近1,两个实体越相似.
一般取两个实体所有属性的相似评分数值在前1/5~3/5的平均值作为两个实体的相似打分.而

对于某些包含多个属性值的特征属性,可选择打分最低的几个属性值作为代表,例如一个文件可以包

含多个主题词,而读者在寻找一个文件的类似文件时可能对部分主题词更关注,对此任务设计算法时

不需要关注所有的主题词.

2 电影数据集黑盒实验

黑盒实验流程为:获取需要的数据并进行数据预处理;选择核心实体并构建特征文件;使用词

嵌入算法 Word2Vec获取向量文件,将获得的知识嵌入数据和用户评分数据进行融合,构建神经网络

需要的训练集和测试集;最后构建一个5层神经网络模型完成推荐任务.
2.1 数据集

为验证本文算法,选择经典的数据集 MovieLens,该数据集包含9000多条用户评分信息和电影

属性信息,包括电影名称、上映时间、所属国家、用户评分等,这些信息非常适合捕获用户的多样化兴

趣,同时有助于处理冷启动问题.为增强实验的通用性,还通过数据爬虫从互联网电影资料库(IMDB)
获取了电影的更多相关信息,包括主演、导演、编剧等信息用于补充数据.
2.2 基准算法

实验设置11个基准算法对比分析本文提出的算法性能.这些基准算法分别代表了不同的推荐

方法,包括基于注意力机制、矩阵分解和神经网络的模型.设置多个基准算法的目的是为更全面验证

本文算法在精度和稳定性上的优势.为与本文算法区分及方便,基准算法使用LabelEncoder对字符串

形式的属性值进行编码.
1)AFM(attentionalfactorizationmachines)[12]:一种基于注意力机制的推荐算法,其结合了因子

分解机和注意力机制的优点.
2)AutoInt(automaticfeatureinteractionlearningviaself-attentiveneuralnetworks)[13]:一种

结合了自动特征交互技术和神经网络模型以提高推荐效果的推荐算法.
3)CCPM(convolutionalclickpredictionmodel)[14]:一个基于卷积神经网络的点击率预测模型,

其利用卷积层捕获特征之间的局部和高阶非线性关系,从而提升模型的预测能力.
4)DCN(deep&crossnetwork)[15]:一种深度学习的推荐算法,其结合了深度神经网络和交叉

网络的优点,用于处理推荐系统中的特征交叉问题,能更好地捕获特征之间的高阶交互,从而在推荐

系统中取得良好的效果.
5)DeepCrossing[16]:一种用于推荐系统的深度学习算法,其核心思想是通过深度神经网络自动

捕获特征之间的复杂非线性关系,以更好地理解用户和物品之间的复杂关系,提高推荐效果.
6)DeepFM(deepfactorizationmachines)[17]:一种融合了深度学习和因子分解机的推荐算法,其

核心思想是将输入特征同时输入到FM 模型和神经网络模型中,通过FM 模型学习特征之间的二阶

交互关系,通过神经网络模型学习高阶特征之间的交互关系.
7)FM(factorizationmachines)[18]:一种用于推荐系统的机器学习算法,它可以处理稀疏数据

并且对特征之间的交互进行建模,因此在推荐任务中性能优异.
8)FFM(field-awarefactorizationmachines)[19]:一种用于推荐系统的机器学习算法,它是因子分

解机的扩展,旨在更好地处理字段感知信息,其优点是能更好地捕捉特征之间的字段感知交互,因此

在处理推荐系统等需要考虑不同特征领域交互的问题上性能优异.
9)FGCNN(featuregenerationbyconvolutionalneuralnetwork)[20]:一种用于推荐系统的算法,

其结合了特征因子化和图卷积神经网络的思想,可以有效地处理推荐系统中的稀疏和高维特征.
10)NFM(neuralfactorizationmachines)[21]:一种基于神经网络的推荐算法,其结合了FM 和神

经网络的优势.NFM的目标是解决传统推荐算法在处理大规模稀疏数据时的效率问题,并提高推荐

的准确性.

0831   吉 林 大 学 学 报 (理 学 版)   第62卷 



11)PNN(product-basedneuralnetworks)[22]:一个用于推荐系统的深度学习模型,其采用了一种

称为“productlayer”的结构捕捉用户和物品之间的交互信息,PNN模型在处理稀疏和高维特征的推荐

问题上性能优异,能捕捉到特征之间的非线性关系.
2.3 实验结果与分析

表1列出了不同算法的对比实验结果.由表1可见,与其他11种基准算法相比,本文算法在

610名用户的推荐任务中表现出较高的稳定性和准确性,在精度和鲁棒性方面具有显著优势.尽管该

算法的训练时间较长,但考虑到计算硬件性能的持续提升,这一时间开销可以接受.
表1 不同算法对比实验结果

Table1 Comparisonexperimentalresultsofdifferentalgorithms

算法 平均值 中值 方差 算法 平均值 中值 方差

本文 0.929 0.931 0.042 DeepFM 0.667 0.666 0.182
AFM 0.652 0.652 0.165 FFM 0.567 0.560 0.148
AutoInt 0.665 0.666 0.221 FGCNN 0.655 0.651 0.162
CCPM 0.662 0.666 0.183 FM 0.624 0.617 0.168
DCN 0.658 0.652 0.156 NFM 0.656 0.666 0.165

DeepCrossing 0.646 0.642 0.175 PNN 0.861 0.857 0.034

3 文件数据集的白盒实验

3.1 数据集

实验使用的数据集来源于吉林大学近年来发布的各类制度文件,共500多篇.每篇文件记录了多

个特征属性,包括发布时间、发布人、发布部门、发文编号等.其中发布时间标识了每个文件的发布日

期,以便于分析文件的时间分布和发布趋势;发布人记录了负责发布的具体工作人员,以帮助追踪文

件的权威性;发布部门涉及不同的职能单位,如教务处、人力资源处等,有助于分析文件的内容来源

和职能分布;发文编号则为每个文件分配了唯一编号.此外,文件还包含各级标题以及时效性等信息,
进一步增强了数据集的分析价值和广泛适用性.
3.2 实验流程

从知识图谱获取先验知识后,还需进行数据扩充.首先,对原文件集的PDF数据进行预处理,得

到程序可直接处理的文本数据;其次,通过Jieba分词和LDA主题词分析模型分析出每个文件的主

题,将其作为新属性加入属性清单中的属性集中,作为该文件的特征属性之一;再次,使用 Word2Vec
模型分析出文件集所有文件特征属性的词向量作为该文件的特征属性向量;最后,将两个文件的特征

属性向量通过评分算法打分,以衡量两个文件的相似度.
3.3 评价算法

考虑到效率,实验选择通过分词数据的相似程度衡量两个文件的内容相似性:设X 是一篇文件文

本内容的所有分词数量,Y 是另一篇文件文本内容的所有分词数量,Z 是两篇文件分词重合的数量,
则两篇文件的评价算法公式可表示为

Score_true=2×Z/(X+Y). (2)

  对每篇文件,将分别使用本文算法、Word2Vec自带的相似算法(Models)和直接使用字符匹配

(Words)3种方法选择的相似文件通过该评价算法进行打分,并求取平均值,作为该方法对该文件的

效果评价.
3.4 实验结果

相似文件选取过程中3种不同方法的性能对比如图3所示.图3(A)显示了在所有文件中每种

方法获得最佳结果的比例,图3(B)则对比了3种方法的效果稳定性.由图3可见,本文算法在80%的

情况下性能优于其他两种方法,不仅在文件评分的平均值上更高,而且在效果上表现出更强的稳定

性.表明本文算法在相似文件选取任务中具有较好的性能和鲁棒性.
图4为以部分医学研究生管理相关文件为例作为历史数据(A),通过本文算法(B)、Word2Vec自
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带的相似算法(C)和直接使用字符匹配(D)三种方法的推荐结果.由图4可见,利用本文算法与利用

Word2Vec自带的算法推荐的文件部分相似,与直接字符匹配的推荐结果差异较大.根据评价函数,
本文算法的推荐结果在文件内容上与历史文件最相近.

图3 3种不同方法对所有文件的推荐效果

Fig.3 Recommendationeffectsofthreedifferentmethodsonallfiles

图4 使用3种方法的样例

Fig.4 Examplesofusingthreemethods

综上所述,针对文件推荐缺乏先验数据进行训练而导致推荐准确率和效率较低的问题,本文采用

相近的电影数据库作为训练集,提出了一种基于知识嵌入的推荐算法,融合了知识图谱与推荐模型的

优势,通过将知识图谱中的实体和关系信息抽象为包含特征及关系结构的向量数据,应用于神经网络

模型的训练和相似度计算,从而实现了高效的推荐.实验结果表明,本文方法在制度文件推荐系统中

表现出较高的准确率和稳定性,性能优越.
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