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基于双重注意力机制的有源配电网
安全态势感知方法
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摘 要：【【目的】】配电网安全态势感知是当前提升有源配电网稳定运行能力的关键技术。针

对当前有源配电网量测能力有待提升、运行态势复杂化的现状，提出一种基于双重注意力机制

的长短期记忆网络（LSTM，Long Short-Term Memory）的态势预测及评估方法。【【方法】】首先，

构建了融合特征注意力和时间注意力机制的 LSTM 时间序列预测模型，挖掘大量智能电表量

测的运行态势要素之间的相关性以及时间规律，有效提升预测精度；其次，针对融合多注意力

机制的 LSTM 神经网络模型，利用蚁群寻优的启发式算法对超参数空间进行探索，确定适合所

提模型的最优超参数，进一步提升模型预测效果；再次，从节点电压、支路电流等角度对有源配

电网态势指标进行构建，提升运行态势对配电网状态的表征能力。【【结果】】利用真实电表量测数

据在 IEEE33 节点经典算例中验证方法可行、有效。

关键词：有源配电网；态势感知；多重注意力机制；长短期记忆网络；态势指标

中图分类号：TM727  文献标识码：A 
DOI：10. 16355/j. tyut. 1007-9432. 20240583  文章编号：1007-9432（2026）05-1083-11

An Active Distribution Grid Security Situational Awareness Approach 
Based on Dual Attention Mechanisms

XIAO Chun1,2, GAO Jinfeng1, CAO Qiong1, HAN Xiaoqing2

（1. State Grid Shanxi Marketing Service Center， Taiyuan， Shanxi， China； 2. College of Electrical and Power 

Engineering， Taiyuan University of Technology，Taiyuan， Shanxi， China）

Abstract： 【【Purposes】】  Distribution grid security situational awareness is a current key technology 
to improve the stable operation capability of active distribution grid.  Aiming at the current status quo 
of improving the measurement capability and complicating the operation situation of active distribution 
networks， in this work， a situation prediction and evaluation method based on the Long Short-Term 
Memory Network （LSTM） with dual attention mechanism is proposed.  【【Methods】】  First， an LSTM 
time series prediction model integrating feature attention and temporal attention mechanisms was con⁃
structed to explore the correlation and temporal pattern between the operating situation elements of a 
large number of smart meter measurements， so as to effectively improve the prediction accuracy.  Sec⁃
ond， for the LSTM neural network model integrating multi-attention mechanisms， an ant colony heu⁃
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ristic algorithm for finding the optimal hyper-parameters was utilized to explore the hyper-parameter 
space， and the optimal hyper-parameters for the proposed model were determined， so as to further im ⁃
prove the model and its prediction accuracy.  Third， for the LSTM neural network model incorporat⁃
ing multi-attention mechanism.  【【Results】】  An ant colony optimization heuristic algorithm is used to 
explore the hyper-parameter space and determine the optimal hyper-parameters suitable for the pro⁃
posed model， so as to further improve the prediction effect of the model.

Keywords：active distribution grid； situational awareness； multiple attention mechanisms； 
LSTM； situational indicators

引言

近年来，随着我国向“碳达峰、碳中和”目标推

进，国内清洁能源发电规模扩展迅速，光伏发电因

其布灵活广泛、光能资源丰富和零污染的优点成为

了我国可再生能源发电的主要形式［1］。在配电网结

构不断复杂化的情况下，有源配电网的运行态势越

来越难辨别，有必要展开对于有源配电网的态势感

知研究［2，3］。

配电网安全态势感知是指在特定时空条件下，

识别和分析配电系统中的关键安全因素，并对系统

的安全状况进行动态监测和预警的过程。其能够

揭示潜在威胁，为配电网的稳定运行提供预测性的

安全分析。同时，高比例新能源接入配电网由原来

的单电源辐射状结构变为多电源复杂的网络，潮流

的大小和方向都会发生改变，系统运行状态逐渐向

系统稳定极限逼近，电压、电流问题变得愈加复杂，

配电网稳定性面临着巨大的挑战［4］。目前，配电网

的安全态势感知已取得一定研究成果，建立了对配

电网安全态势进行实时预警的模型［5］，以及态势预

警模型的评价指标体系［6］。

进行电力系统的态势预测需选择合适的模型

利用时间序列预测方法。随着人工智能的发展以

及配电网复杂程度的增加，机器学习算法因其对于

非线性复杂问题的优异性能成为了主流方法，被广

泛应用于电力工业之中，涵盖源荷预测［7，8］、电网调

度［9］以及电力设备状态预测［10］等多种方面。随着当

前配电网量测能力的提升，基于量测数据驱动的态

势感知方法的研究深度逐步深入，文献［11］基于信

息熵原理构建了适用于同步向量测量装置的配电

网分层方法，在此基础上利用 LSTM 神经网络实现

配电网状态判断；文献［12］利用改进深度卷积生成

对抗网络对于配电网的电气量测数据进行数据增

强，并利用支持向量描述设定预警边界，提高了态

势预测的预测精度及速度。但是，上述文献中的方

法没有考虑大量特征输入数据的信息重要性，结合

配电网时间与空间的强相关性，需充分考虑不同特

征参数、不同时间断面下系统实时运行态势的学习

能力。

基于以上问题，部分学者在时间序列预测模型

的基础上，添加注意力机制以提升时间序列预测模

型的精度。文献［13］引入注意力机制的 LSTM 神

经网络对电力系统暂态稳定态势进行了状态感知

及分析，为配电网态势感知提供了新的方法与思

路；文献［14］将频率注意力机制模块加入到时间卷

积神经网络中来改善网络残差块，提升了风电功率

预测精度；文献［15］利用时序注意力机制对基于双

向 LSTM 的短期电力负荷预测，并进一步利用序列

成分重组提升了预测精度；文献［16］利用粒子群优

化算法解决了 LSTM 模型的超参数选择难题并将

其应用于电力设备状态预测之中。前述文章虽然

将注意力机制融入到了电力工业之中，但缺乏在所

提方法基础上对有源配电网态势的理解与分析。

针对有源配电网的态势理解问题，文献［17］提

出了一种基于图注意力网络（Graph Attention Net⁃
works，GAT）和长短期记忆网络的静态电压稳定裕

度预测方法，特别考虑了新能源的不确定性；文献

［18］提出了一种集成学习方法，用于配电网节点电

压的短期预测，提升了配电网对分布式能源资源

（DER）的理解和调控能力；文献［19］利用配电网数

据挖掘结合支持向量机，对有源配电网各类事件进

行检测、分类、判别。文献［20］通过历史量测电压

数据对当前时刻进行状态估计，并预测下一时刻配

电网的各节点电压相量，进而实现配电网的态势预

测。应当指出，前述文章并没有在构建当前态势预

测方法的基础上，进一步选取符合有源配电网运行

特性的典型指标，搭配态势感知模型以实现运行态

势的评估表征。

综上所述，基于当前态势预测模型与有源配电

网智能电表的大量复杂量测数据适应度差，以及其
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与态势指标表征结合不足的问题。本文将启发式

寻优算法及多重注意力模块引入 LSTM 神经网络，

提出基于特征及时间的双重注意力机制的短期态

势预测及评估方法。首先，为了适应大量特征的时

间序列数据，构建融合了特征、时间注意力的双重

注意力机制 LSTM 的 DA-LSTM（Dual-Attention 
LSTM）有源配电网态势预测模型，同时选择蚁群寻

优启发式算法对该预测模型进行超参数寻优，有效

提升了模型的性能；其次，通过山西省某地区真实

用户电表数据与标准配电网模型构建数据集，使用

DA-LSTM 模型对于有源配电网进行多时间断面

的稳态态势时间序列预测，并根据预测模型评判指

标对所提模型与其他模型进行对比，确定了本预测

模型的性能；最后，提出有源配电网的电压越限裕

度、支路负载风险裕度的态势指标以及电压、电流

波动系数指标，提升对有源配电网的态势理解能

力，并将所提模型预测的指标与实际指标值对比，

验证了本文所提模型及方法的准确及有效性。

1 基于多重注意力机制的态势预测

模型
本文所提基于多重注意力机制的态势预测模

型由 LSTM 神经网络模型和多重注意力机制两部

分组成。对于有源配电网的态势预测问题是一类

多元时间序列预测问题。基于 LSTM 的神经网络

适用于时间序列预测问题，而注意力机制可以有效

提升 LSTM 在这类问题中的性能。所提多重注意

力机制包含特征注意力模块和时序注意力模块，特

征注意力模块用于挖掘各电表输入特征对预测目

标的贡献度，时序注意力模块用于学习光伏出力背

景下电表采集数据的时间特性，以提升基于智能电

表测量的配电网态势预测精度。

1. 1　LSTM 神经网络

LSTM 是一种用于处理序列数据的深度学习

模 型 ，作 为 循 环 神 经 网 络（Recurrent Neural Net⁃
work，RNN）的一种变体，相对于普通的 RNN 模型，

LSTM 引入了三种门控机制，即遗忘门、输入门、输

出门来解决 RNN 的梯度爆炸和梯度消失问题对模

型的影响。通过对输入的序列信息对记忆细胞进

行更迭，提升对时间序列数据的记忆与理解能力。

LSTM 的记忆单元结构如图 1 所示。

LSTM 单元内存在两个数据流向，分别是：单

步时间中单元输入数据与形成的单元隐藏层数据

的映射，即图中 xt 与 ht 的迭代关系；随着时间序列

数据进入 LSTM 单元中，其记忆细胞 Ct 随着时间步

进行记忆内容的更迭。

遗忘门：

ft = σ (W f h t - 1 +W ′f x t + bf) . （1）
决定记忆状态需要丢弃的信息 ft，更新部分记

忆状态。其中W f 和W ′f 是随时间状态更新的遗忘

权值矩阵，由 t 时刻输入 xt 和 t-1 时刻的隐藏状态

ht - 1 决定，bf 表示遗忘门的偏置向量，σ ( ·) 为 Sig⁃
moid 激活函数。

输入门：

it = σ (W i h t - 1 +W ′i x t + bi) . （2）
C͂ t = tanh (W C ht - 1 +W ′C xt + bC) . （3）

决定应当输入记忆状态中的新信息，其中 C͂ t 是

当前输入数据经 tanh 激活函数处理的待判断向量，

通过输入门 it 决定是否依赖 C͂ t 进行更新。W i 和W ′i
为当前时间步的判断矩阵，W C 和W ′C 为当前时间步

的候选值向量矩阵，bi 和 bC 为偏置项量。

记忆细胞状态：

Ct = ft ∗Ct - 1 + it ∗C͂ t . （4）
由输入门和遗忘门控制更新当前时间步的记

忆状态 Ct，分别删除和输入前述两个门的信息，记

忆现在的细胞状态。

输出门：

ot = σ (W o ht - 1 +W o ′xt + bo) ， （5）
ht = ot ∗ tanh (Ct) . （6）

根据当前时间步输入 xt 和前一步隐藏状态 ht - 1

经 Sigmoid 函数激活后形成输出判断矩阵W o 来决

定记忆细胞确定当前时间步的输出状态 ot，W ′o 为输

出权重矩阵，bo 为偏置向量。Sigmoid 函数和 tanh 
函数如式（7-8）所示，用于引入非线性，控制 LSTM
内部神经元激活状态。

σ ( x)= 1
1 + e-x

 , （7）

LSTM记忆单元

Ct-1

ft it
Ot

ht

Ct

tanh

tanh

ht

σσσ
ht-1

xt

图 1　LSTM 的记忆单元结构

Fig. 1　Memory unit structure of LSTM
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tanh ( x )= ex - e-x

ex + e-x
 . （8）

1. 2　多重注意力机制

配电网智能电表中存在大量低压用户台区的

运行要素信息，包括电压幅值、有功功率、无功功率

以及电能示数等实时数据，这些数据随时间变化且

种类繁多。本文通过将特征、时间注意力机制融入

LSTM 的时间序列模型中，形成双重注意力机制的

态势预测模型。

1. 2. 1　特征注意力建模

特征注意力机制是一种自注意力机制，其主要

关注序列中每个时间步的特征对其他特征的注意

力权重。特征注意力机制可以有效提升某时刻模

型对于不同输入特征与预测目标关系的理解。具

体来说，特征注意力机制对有源配电网运行的态势

要素组成的某一时刻的数据集进行深度空间特征

提取，以挖掘某时刻不同量测数据对于预测目标的

深度相关性。

设向量 x为配电网 t 时刻的态势要素组成的特

征矩阵，M 为多层配电网的输入特征的种类数，则

有输入特征向量：

x t = [ xt,1,xt,2,⋯,xt,M ] . （9）
将特征向量输入单层神经网络中进行计算得

到特征权重向量 e t。

e t =W ′e σ (W e xt + b e ) . （10）
式中：et = [ et，1，et，2，⋯，et，M ]为 t 时刻各输入特征对

应的注意力权重系数组合；W e 和W ′e 为可训练权重

矩阵；b e 为计算特征注意力权重的偏置向量；σ ( · )为
Sigmoid 激活函数，用于将特征进行归一化至（0，1）
区间内。

对于特征注意力部分，旨在分析各特征对于预

测模型的影响程度，因此利用 Softmax 函数对于权

重进行归一化处理，则有特征注意力权重向量：

α t = [αt,1,αt,2,⋯,αt,M ] . （11）
式中：αt，M 为第 M 个特征的注意力权重值，对其 Soft⁃
max 处理的公式如式（12）所示，式中各特征权重

和为 1：

αt,M = exp ( etM )

∑
i = 1

M

eti

（12）

如式（13）所示，将特征注意力与原输入特征向

量乘积得到新的加权处理后的特征输入向量 y t。

y t = αt ⊙xt = [αt,1 ⋅ xt,1,αt,2 ⋅ xt,2,⋯,αt,M ⋅ xt,M ] .（13）
得到新的特征向量后，将其作为下一层 LSTM 层中

的输入特征进行迭代训练。

1. 2. 2　时序注意力建模

时间注意力机制用于提升模型对预测目标与

过去一定时间内配电网中各量测数据参数之间深

度关系的理解，从时间维度上提升预测精度。

在时序注意力模块部分输入为经特征注意力

处理后，经 LSTM 神经网络模型迭代至 t 时刻的

LSTM 神经网络的隐藏层状态：

h t = [ht,1,ht,2,⋯,ht,k ] . （14）
其中 k为 t时刻起的输入时间窗格长度。经过 ReLU
激活函数后，得出 t 时刻对各历史时刻的注意力权

重向量：

l t = Re LU (W d ht + bd ) . （15）
其中 W d 是可训练的权重矩阵，bd 为偏置向量，ReLU
函数为激活函数，用于加速训练并增强特征表现。

下一步利用 Softmax 函数对各时间区段的注意

力权重系数进行归一化，得到新的时间注意力权重

向量：

β t = [ βt,1,βt,2,⋯,βt,τ,⋯,βt,k ] . （16）
其中，βt 意义为对于时刻的注意力权重值，对其

Softmax 处理的公式表示如式（17）所示：

βt,τ = exp ( ltτ )

∑
j = 1

k

ltj

 . （17）

将向量与各相应历史时刻的隐藏层状态进行

加权，得到综合时序信息状态 z t。加权方法为对向

量进行矩阵乘积即 z t = β t ⊗ h t，有效反映历史时间

的权重。

1. 3　DA-LSTM 建模

结合双重注意力机制的 LSTM 配电网态势预

测网络模型的完整流程如图 2 所示。步骤如下：

1）构建态势特征输入层，确定输入数据集的形

态，构建特征集和标签数据特征矩阵，具体包括配

电网节点的运行参数及某节点下低层配电网的运

行参数，形成包含时间标签 t的特征输入。

2）在特征注意力层将特征输入矩阵经过线性

层、Sigmoid 激活、Softmax 归一化处理后得到的特

征权重矩阵 α t 与输入层的输入数据矩阵 xt，进行

Hadamard 积，进一步得到考虑了不同特征权重的新

输入矩阵 yt并将其作为下一步的输入。

3）将输入矩阵 y t 输入 LSTM 神经网络进行迭

代，对时间序列数据进行隐藏时序关联信息提取，

完 成 时 序 迭 代 运 算 ，得 到 LSTM 隐 藏 层 的 状 态

矩阵 h t。

4）在时序注意力层将隐藏层状态矩阵经过线
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性层、ReLU 激活、Softmax 归一化处理后，得到对关

键时刻进行了强化表达的时间序列特征矩阵 β t，将

时间序列特征矩阵与 LSTM 隐藏层得到的状态矩阵

ht 进行矩阵乘积，得到综合时序信息状态 z t，考虑不

同历史时刻的状态与将预测时刻状态的关联性。

5）将融合各特征权重和各历史时刻信息的全

局隐藏层状态 zt 输入至全连接层，即时间序列预测

层，输出配电网各参数未来时刻的预测结果 ft + n。

2 基于蚁群算法的超参数优化

为提升所提 DA-LSTM 模型在有源配电网源-

荷波动场景下的适应性，需在训练和预测过程中频

繁调整超参数，提出使用蚁群算法（Ant Colony Op⁃
timization，ACO）方法对调参过程进行优化以提升

模型效果。

2. 1　蚁群寻优算法

ACO 是一种启发式寻优算法，它通过模仿自然

界蚂蚁的寻径方式进行模拟［21］。其模拟蚂蚁在觅

食行动中，多只蚂蚁觅食时会逐渐提高最短路径的

信息素的浓度，达到最终的寻优目的。其优势在于

较强的全局搜索能力和在复杂超参数空间的可行

性，可以有效解决超参数选取给模型性能带来的复

杂且非线性问题。

2. 1. 1　蚁群寻优路径构建

蚁群算法的超参数优化过程中，第一步应设定

DA-LSTM 的时间序列预测模型的超参数取值范

围，并将其与蚁群算法结合设计其路径空间。

本文对 DA-LSTM 的 p 个超参数进行优化，即

定义从出发点到终点共有 p+1 个节点，每个超参数

的精度不同代表不同节点之间路径的数量不同，从

共定义出 p+1 个节点，根据不同超参数的寻优精度

得到总路径数，如式（18）所示

N Road = ∏
i = 1

p

A i . （18）

式中，N Road 为总路径数，A i 为超参数的解析精度，共

p 个超参数。

构建蚂蚁在旅行迭代过程中的转移概率函数，

转移概率参数，即蚂蚁从当前超参数组合转到另一

组合的概率，这一参数与该路径的信息素浓度有

关，信息素浓度越高转移概率越高，信息素浓度随

迭代过程更新。

P k
ij =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

[ ]τij( )t
α
⋅[ ]ηij( )t

β

∑
s ∈ allow k

[ ]τis( )t
α
⋅[ ]ηis( )t

β
,s ∈ allow k

0,s ∉ allow k

 .（19）

式中，t 为迭代的次数，k 为蚂蚁的编号，P k
ij 代表蚂蚁

从路径 i 转至路径 j 的概率。 τij ( t ) 为信息素浓度，

ηij ( t )为启发函数，代表目前在 i路径时 j路径的信息

素浓度；α 和 β 分别为信息素和启发函数的重要因

子；allow k 为设置的超参数路径集合，注意设置方向

为单向寻路。

2. 1. 2　信息素的蚁周模型

在蚁群算法迭代过程的从出发点向终点行进

的过程中，路径短的蚂蚁会释放信息素以强化走过

路径的信息素浓度，因此需设置评估性能的指标即

定义路径长度。

使用均方根误差（RMSE）作为路径长度指标，

其特点在于可以体现误差较大的路径，适合排除多

图 2　双重注意力机制的 LSTM 建模

Fig. 2　LSTM modeling of dual attention mechanisms
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数不合适的路径以加快寻优速度。

ηi ( t )= 1
RMSE  . （20）

启发函数如式（20）所示，由均方根误差的倒数

构成，即寻优过程更倾向于选择均方根误差小的超

参数组合。

蚁群算法蚂蚁信息素更新模型包括蚁周模型、

蚁量模型、蚁密模型。其中，蚁周模型的信息素增

量与某超参数组合代表路径有关，在蚂蚁完成对整

条路径搜索后更新信息素；蚁量模型的信息素增量

与某超参数代表路径有关，在蚂蚁对单步路径搜索

完之后更新信息素。

利用蚁周模型进行信息素的更迭控制，其信息

素总量设置为固定值。而浓度增量只与选择搜索

的整体线路相关，并且完成一整次路径搜索后根据

全局路径进行信息素更新。同时，设定信息素浓度

挥发比例，提升优化模型寻找全局优解的能力。

τj ( t + 1 )= ( 1 - ρ ) τj ( t )+ Δτ k
j ,0 < ρ < 1 ，（21）

Δτ k
j = Q

RMSE  . （22）

式中，ρ为信息素的挥发程度，Δτ k
j 为从蚂蚁 k走过 j路

径后的信息素增量，其值由固定的全局信息素释放总

量 Q与路径长度即均方根误差大小的比值决定。

相比于蚁量模型和蚁密模型，该模型更能适合

人工神经网络的超参数寻优的复杂环境，避免过早

陷入某参数的相对优解之中。

2. 2　ACO优化 DA-LSTM 模型流程

在 DA-LSTM 模 型 中 ，利 用 ACO 对 DA-

LSTM 中的各类参数进行寻优，包括学习率、丢弃

率、注意力机制神经单元数等参数进行寻优，选用

均方根误差作为 DA-LSTM 的适应度进行路径搜

索，寻求最优的超参数数组，具体流程如图 3 所示。

1）设置超参数解空间，根据前文所述路径构建

部分将解空间问题转化成蚁群寻优的路径寻优问

题。具体地，设定学习率、丢弃率、注意力机制神经

单元数、批次大小作为寻优节点构建解空间矩阵。

2）根据经验对解空间某超参数数组的对 DA-

LSTM 进行模型训练及测试，记录其测试集表现的

RMSE（均方根误差）写入解空间路径，将其作为初

始化信息素浓度。

3）初始化蚁群算法的蚂蚁数量 k，信息素释放

浓度 Q，设定信息素重要因子 α 和启发函数重要因

子 β，设定最大迭代次数 iter。
4）迭代过程中，蚂蚁个体选择某组超参数进行

DA-LSTM 模型的训练，经计算确定该数组的适应

度表现，根据式（21-22）更新该选择超参数路径的信

息素浓度，并输出当前信息素浓度最高的路径数组。

5）判断是否已经迭代到最大次数 iter。若未达

到，则根据式（19）的转移概率选择路径，选择路径

后执行步骤 4）；若已达到则执行步骤 6）。
6）获取当前信息素浓度最高的超参数数组作

为最优超参数配置 DA-LSTM 模型。

3 有源配电网态势预测及评估

3. 1　有源配电网运行态势指标选取

在利用所提模型对有源配电网的基本运行状

态参数，即节点电压、支路电流进行预测之后，可以

根据电网已有拓扑结构及线路参数，进一步计算运

行态势指标以对当前有源配电网运行状态进行评

估与理解。

本文以接入大量分布式光伏的有源配电网为

例。具体包括以下态势指标［22］。

1）节点电压越限风险指标。电压指标是一项

重要的配电网的安全状态指标，其受配电网场景情况

的影响变化较明显，如负荷变化、设备短路、光伏出力

变化均会对节点电压产生影响，可以有效反映当前配

电网的电压越上、下限问题。本文设计节点电压越限

裕度，表示当前对于节点电压越限的可承受度。

开始

超参数组解空间矩阵

初始化蚁群算法参数

蚂蚁群体

选择 DA-LSTM超参数组

DA-LSTM模型训练

更新信息素浓度

最大迭代次数?

是

信息素浓度最高路径

最优超参数数组

结束

路径寻优
问题

否

图 3　ACO方法的 DA-LSTM 超参数寻优流程图

Fig. 3　Flowchart of DA-LSTM hyper-parameter optimization 
search for ACO
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EUi = 1 -

|

|

|

|

|

|
||
|

|

|

|
U i - U ia + U ib

2
U ia + U ib

2

|

|

|

|

|

|
||
|

|

|

|

 . （23）

式中：EUi 第 i 节点电压越限裕度指标值；U i、U ia 和

U ib 分别为第 i 节点电压值、电压上、下限值。标幺

制电压上、下限分别为 1. 10 和 0. 95。
2）支路过载严重度风险指标。支路过载严重

度指标可反映配电网能量损失及潜在安全问题，尤

其是能体现配电网中功率过载问题的危险程度。

本文通过分段函数及指数函数的特性提出了支路

负载越限风险指标 EIi。

Lol =
|

|
|
||
| Ilt

IlN

|

|
|
||
| . （24）

EIi =
ì

í

î

ïïïï

ïïïï

0.3,
eLol - 0.3 - 1,

1.2,

Lol ≤ 0.3
0.3 < Lol ≤ 1

Lol > 1
 . （25）

式中，Lol 表示流过某条配电网线路的电流与其额定

电流的比值。式（25）中 EIi 表示支路负载越限风险

指标，当流过电流小于或者等于额定电流的 30%
时，EIi 取为 0；当流过电流大于额定电流的 30% 且

小于 100% 时，设置指数函数体现负载快速增大的

趋势；当运行电流大于额定电流时，将其设定为固

定值反映危险信号。

3）电压/电流波动系数指标。电压/电流波动

系数可以体现一段时间内有源配电网的电压和电流

受分布式光伏发电、用户用电影响的变化程度，为此

提出基于均方根误差的电压/电流波动系数 Ci。

Ci = 1
N ∑

t = 1

N

( X i - X̄ i )2  .

式中，Xi 为节点 i 的电压/电流数据样本，X̄ i 为节点 i
的电压/电流数据样本平均值，N 为样本总数量。

经过 DA-LSTM 模型进行态势预测之后，利用

已有的未来时刻的节点电压、支路电流以及配电网

线路参数计算以上配电网态势指标，形成对一定时

长的未来时刻的安全态势评估，实现对配电网可能

的运行状态和潜在安全问题进行分析，对后续配电

网的各类操作提供指导作用。

3. 2　基于 ACO-DA-LSTM 模型的有源配电网态

势感知流程

综合前文的各个环节，确定最终的基于 ACO-

DA-LSTM 的有源配电网态势感知总流程，如图 4
所示。

对于模型性能采用式（26）—（29）分别计算平

均 绝 对 误 差（MAE）、平 均 绝 对 百 分 比 误 差

（MAPE）、均方根误差（RMSE）、Nash-Sutcliffe 系

数（ENS）进行评价，多个角度分析模型性能。

MAE =
∑
i = 1

Ni

|| X i - xi

N i
 . （26）

MAPE =
∑
i = 1

Ni |

|
|
||
||

|
|
||
| Xi - xi

xi

N i
 . （27）

RMSE =
∑
i = 1

Ni

( X i - xi )2

N i
 . （28）

ENS = 1 -
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 . （29）

4 算例分析

4. 1　改进的 IEEE33节点模型

本文以改进的 IEEE33 节点主动配电网作为研

究对象，其拓扑结构如图 5 所示，中等电压等级即

12. 66 kV 层包含 33 个节点、32 条支路，分别由 13、

图 4　基于 ACO-DA-LSTM 的有源配电网态势感知流程

Fig. 4　Active distribution grid situational awareness process based 
on ACO-DA-LSTM

有源配电网采集数据
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计算模型适应度

蚁群算法寻优

测试模型

最优超参数预测模型

输出配电网态势数据

预测结果与真实值对比

计算模型评价指标

计算配电网态势指标
最优适
应度?

否    是
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19、23、29 节点经变压器接入 380 V 低压台区内搭建

含分布式光伏的用户模型，其实时功率及电能示值

等参数作为量测得到的态势要素。选取 2023 年 1
月 1 日—6 月 30 日山西省某县负荷功率数据和光伏

出力数据作为历史数据，采样间隔为 15 min，所用数

据均已经过异常数据处理。各个节点负荷接入量

按照 IEEE33 节点的初始数据中各节点负荷量等比

分配接入，光伏出力按照真实测量的光伏数据曲线

接入 PV 节点。

随后，采用本文所提的 DA-LSTM 模型及优化

算法，对未来 24 h 即 96 个时间步长下系统中节点的

电压进行预测，并通过配电网潮流计算获取配电网

运行态势。

4. 2　基于 ACO-DA-LSTM 的电压预测分析

该部分实验将针对改进的 IEEE33 节点中的节

点 19 进行分析。将采集到的智能电表数据以及有

源配电网的运行态势作为输入数据，以前 75% 作为

训练集进行迭代，后 25% 作为测试集测试性能。选

择 2023 年 3 月 24 日的 0：00 作为起始时刻对未来进

行步长 15 min 的时间序列预测，得到 2023 年 3 月 24
日全天的配电网运行态势数据。

4. 2. 1　蚁群优化算法结果分析

首先，验证所选的 ACO 算法对于所提 DA-

LSTM 模型的优化性能。超参数优化过程中，将

DA-LSTM 中各模块的隐藏神经元数量、学习率、

丢弃率以及批次大小作为超参数进行寻优。分别

设定各超参数空间，其中学习率 lr，丢弃率 dr，注意

力机制神经元数量 Da，批次大小 Sb的超参数解空间

范围分别为［0. 001，0. 1］、［0，0. 05］、［64，96，128］
以及［32，64，96］，根据本节所述的指标对模型性能

进行评估。

为了展现性能，将 ACO 算法与粒子群算法

（Particle Swarm Optimization， PSO）、遗 传 算 法

（Genetic Algorithm，GA）进行对比。设置各算法参

数，其中 ACO 算法的蚂蚁数量 k 设为 50，信息素重

要因子 α 和启发函数重要因子 β 设定为 2 和 4，设定

信息素挥发速度为5%，信息素释放总量为100，最大循

环迭代值取 40。根据均方根误差 RMSE 作为 ACO、

PSO和 GA的优化适应度。3 种算法对 DA-LSTM
网络迭代所得到的寻优超参数适应度如图 6 所示。

由图 6 可分析得到，PSO 与 GA 算法相比于

ACO 算法收敛效果差、适应度差。其中 GA 算法易

收敛至局部最优解，得到了适应度较差的超参数解

空间；PSO 算法快速收敛后，对于更好解的寻求能

力较差，容易得到解空间内的次优解。相比之下蚁

群优化算法更适用于对于解空间的探索，因此后续

采用蚁群算法对于所提 DA-LSTM 模型进行超参

数优化。

如图 7 和图 8 所示为蚁群算法对于本文所提

DA-LSTM 模型及其数据环境所得到的最终寻优

结果。可以看到最优超参数数组分别为学习率 lr=
0. 025，丢弃率 dr=0. 02，注意力单元数 Da=128，批
次大小为 Sb=64。
4. 2. 2　基于 ACO-DA-LSTM 的节点电压预测

在通过蚁群算法得到最优超参数后，须通过实

验证明所提 DA-LSTM 模型在态势预测上的性能。

选择改进的 IEEE33 节点 20 的节点电压作为预测目

标，对比原版的 LSTM、特征注意力机制（Feature-
attention LSTM， FA-LSTM）、时 间 注 意 力 机 制

（Time-attention LSTM， TA-LSTM）以及所提模

型，各模型对节点电压的预测结果如图 9 所示，预测

性能参数对比如表 1 所示。  
通过图 9 和表 1 的结果进行数值分析可以得

出，本文所提的 DA-LSTM 模型相比 LSTM 模型有

较 大 的 提 升 。 其 中 ，含 特 征 注 意 力 机 制 的 FA-

LSTM 模型对比 LSTM 模型，MAE降到了 78. 33%、

MAPE 相差无几、RMSE 降低到了 85. 86%、ENS 提

图 6　优化算法的最优均方根误差对比

Fig. 6　Comparison of optimal root mean square error of 
optimization algorithms
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Fig. 5　Improved IEEE 33-node distribution grid model

PV

PV
PV 分布式光

伏发电机

22  24

25

26 27 28 29 30 31 32
23

0 1 2

3    4    5    6    7     8    9    10  11   12   13  14  15  16 17

PV

PV

18 19 20 21

1090



第  5 期 肖 春，等：基于双重注意力机制的有源配电网安全态势感知方法

升了 11. 33%；含时间注意力机制的 TA-LSTM 对

比 LSTM 模型，MAE 降到了 85. 26%、MAPE 降到

了 87. 08%、RMSE 降低到了 83. 50%、ENS 提升了

12. 72%。且融合了特征、时间注意力机制的 DA-

LSTM 模型对比 LSTM 的模型，平均绝对误差、平

均绝对百分比误差、均方根误差分别降低到了原来

的 78. 42%、78. 80%、81. 21%；而 Nash-Sutcliffe 系

数提高了 18. 50%。说明了本文所提的预测模型对

多步预测、输入特征复杂的数据条件下有着较强的

模型性能和适用性。

4. 3　基于 ACO-DA-LSTM 的有源配电网态势指

标计算

针对多节点的有源配电网态势预测，利用所提

模型对改进的 IEEE33 节点进行态势预测，并计算

相关态势指标，进一步分析所提模型，在应用中的

性能。首先，以 15 min 为时间步长基于智能电表及

配电网模型多节点态势参数进行多目标预测，得到

配电网模型的基础态势参数；其次，进一步计算未

来 24 h 内前文所提的节点电压越限风险、支路过载

严重度指标、电压/电流波动系数；最后，将各指标

预测值与真实值进行对比，验证模型在有源配电网

态势预测中的有效性。

4. 3. 1　电压越限裕度指标

各节点电压越限情况如图 10 所示，可以看出多

数节点处于［1. 10，1. 14］的未越限范围内，处于正

常状态；其中节点 6 因负载过大导致节点越限较严

重，处于［1. 10，1. 14］之间，因此需进行进一步调压

处理。该指标有效地反映了节点 2、节点 5 这类负荷

较大节点的越限严重度。

如图 11 所示，各节点的电压越限裕度指标误差

均小于 0. 04，处于良好水平。因此，所提方法可以

有效对有源配电网的电压态势进行感知及预测。

图 10　各节点的电压越限裕度指标

Fig. 10　Voltage crossing margin indicator for each node
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图 7　学习率和丢弃率的寻优过程

Fig. 7　Optimization processes for learning rate and dropout rate
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Fig. 8　Optimization processes for batch size and number of 
attention dims
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图 9　不同模型的态势预测结果

Fig. 9　Situation prediction results from different models

表 1　不同模型态势预测结果性能指标比较

Table 1　Comparison of performance metrics of different model 
situation predictions

预测模型

LSTM
FA-LSTM
TA-LSTM
DA-LSTM

MAE
0. 327 6
0. 256 6
0. 279 3
0. 256 9

MAPE
2. 198 0
2. 206 7
1. 914 1
1. 644 1

RMSE
0. 589 0
0. 505 7
0. 491 8
0. 478 3

ENS

0. 692 0
0. 770 4
0. 780 0
0. 820 0

1091



第  57 卷太 原 理 工 大 学 学 报

4. 3. 2　支路负载严重度指标

各支路过载严重度指标如图 12 所示，可以看到

支路 11、17、26、29 经常处于重载状态，存在运行风

险；多数支路处于［0. 5，1. 0］的正常运行状态，仍需

要时刻关注。同时可以发现，接入分布式光伏的节

点附近的支路过载严重度较低，通常处于安全运行

状态。

如图 13所示，各支路过载严重度指标的平均绝对

误差均小于 0. 06，较为精确。因此，所提方法可以有效

对有源配电网的负载参数的态势进行感知及预测。

4. 3. 3　电压/电流波动系数

如图 14—15 所示，对各节点、各支路的电压、电

流波动系数的真实值与预测值进行了对比。可以

看到所提的态势预测模型对电压、电流波动系数的

预测精度较高，预测值与实际值基本吻合。其中，

节点 5、8、9、12、13 电压波动较大，这与同一馈线上

大规模接入分布式光伏有关，因此需要对分布式光伏

出力进行调控；支路 9、10、13电流波动较大，这几条支

路也与分布式光伏接入节点相连，需要格外关注。  

5 结论

主要结论如下：

1）融 合 特 征 注 意 力 和 时 间 注 意 力 模 块 的

LSTM 神经网络用于大量复杂量测数据时可以有

效挖掘数据不同尺度的相关性，有效提高 LSTM 神

经网络的预测精度。

2）蚁群寻优的启发式优化算法对于含注意力

模块的 LSTM 神经网络模型有较好适配性。该方
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图 11　各节点的电压越限裕度指标的平均绝对误差

Fig. 11　Mean absolute error of voltage crossing margin indicator 
for each node
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Fig. 14　Voltage fluctuation factor at each node
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Fig. 15　Coefficient of current fluctuation of each branch circuit
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Fig. 13　Mean absolute error of branch overload severity metrics at 
each node

图 12　各节点的支路过载严重度指标

Fig. 12　Branch overload severity metric for each node
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法通过构建超参数解空间路径，可以有效地对复杂

模型参数进行调优，可以提高 DA-LSTM 态势预测

模块的性能。

3）所使用的有源配电网态势指标可通过所提

态势预测模型进行预测及评估，精度及其表达的有

效性对于提高有源配电网态势感知能力具有实际

参考价值。

后续研究应考虑有源配电网实际量测数据特

性，对所得数据进行分析及处理，进一步提升对有

源配电网的感知能力；同时基于已有态势感知能

力，展开对有源配电网的多尺度优化运行。
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