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摘   要： 无监督图表示学习因无需人工标注，成为当前研究的热点方向 . 图对比学习通过正负样本对构

建，实现结构与语义一致性的多视角建模，成为主流方法之一 . 针对现有异质图对比学习依赖人工元路径设

计、难以灵活适应多元结构与语义的局限，本文通过边分类器动态预测边的同质或异质属性，并据此构建同

质视图与异质视图，并结合双视图交叉对比学习实现结构与语义的统一建模，提升表示的判别性与鲁棒性 .

在 5 个同质图和 4 个异质图数据集上的实验表明，带有边分类器的图对比学习(graph contrastive learning with 

edge classifier，ECGCL)在同质图上性能与主流基线方法持平;在异质图上，节点分类准确率较同质方法最高

提升 26. 3%，较异质基线方法最高提升 4. 8%，验证了其有效性与泛化能力 .
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Abstract： Unsupervised graph representation learning has become a research hotspot because 
it does not require manual annotation.  Graph contrastive learning has become one of the 
mainstream methods by constructing positive and negative sample pairs to achieve multi-view 
modeling of structural and semantic consistency.  However ， existing heterogeneous graph 
contrastive learning methods rely on manual meta-path design and struggle to flexibly adapt 
to diverse structural and semantic limitations.  The homogeneous or heterogeneous properties 
of edges were dynamically predicted through an edge classifier ， based on which a 
homogeneous view and a heterogeneous view were constructed.  By integrating cross-view 
contrastive learning between these dual views ， unified modeling of structural and semantic 
information was achieved ， thereby enhancing the discriminativeness and robustness of the 
learned representations.  Experiments on five homogeneous and four heterogeneous graph 
datasets show that ECGCL （graph contrastive learning with edge classifier） achieves 
performance comparable to mainstream baselines on homogeneous graphs ， and on 
heterogeneous graphs ， it improves node classification accuracy by up to 26. 3% over 
homogeneous methods and up to 4. 8% over heterogeneous baselines ， demonstrating its 
effectiveness and generalization ability.
Key words： graph neural network； contrastive learning； graph representation learning； 
unsupervised learning

无监督图表示学习逐渐成为当前研究的重

点方向，其目标是在无需依赖标签的情况下，仍

能学习到具有判别力的图结构表示 . 近年来兴起

的图对比学习方法结合图神经网络的表达能力

与自监督学习中对比机制的优势，成为无监督图

表示学习领域的重要突破，在社交网络［1-3］、生物

doi：10. 12068/j. issn. 1005 - 3026. 2026. 20250066

收稿日期：  2025-06-13
基金项目：  辽宁省重点研发计划项目（2024JH2/102400072）； 辽宁省应用基础研究计划项目（2023JH2/101300185）.
作者简介：  陈东明（1971—），男，安徽怀宁人，东北大学教授，博士生导师 .
通信作者：胡瑞国，E-mail：2371445@stu.neu.edu.cn.



东北大学学报(自然科学版) 第 47 卷

分子网络［4-5］、知识图谱［6-8］和推荐系统［9-11］中得到

了广泛应用 . 图对比学习的核心思想是通过构造

不同视图的图表示，最大化同一节点在不同视图

间表示的一致性，同时最小化其与其他样本的表

示相似度 .

现有图对比学习方法在无监督场景下取得

了令人瞩目的性能，尤其在图数据上的节点分类

任务中展现出优越的表达能力与鲁棒性，但多数

图对比学习方法基于同质性假设设计，这种假设

认为图数据中相互连接的节点之间彼此共享相

似的信息［12］. 然而，这种方法难以直接推广至结

构复杂、语义多样的异质图场景 . 在异质图中，节

点与边通常同时具有结构异质性和语义异质性，

例如，在在线交易网络中，商家更有可能与客户

建立联系，而不是与其他商家建立联系；在分子

网络中，蛋白质结构更可能由不同类型的氨基酸

连接在一起［13］. 这对图对比学习中的数据增强策

略、正负样本构造方法以及对比目标函数均提出

了更高的要求 .

为了解决现有图对比学习算法中难以利用

图数据中的异质性信息，导致语义偏差与鲁棒

性下降的问题，本文提出了一种带有边分类器

的图对比学习方法（ECGCL）. 该方法通过引入

边分类器模块，赋予边在语义空间中的明确分

类标签，引导模型识别“高语义关联”的边，进而

构建更可靠的正负样本对 . 在采样阶段，ECGCL

融合同质边与异质边的区分机制，增强对正负

节点对的判别能力，并设计基于边类型敏感的

三元组对比损失函数，提升模型对复杂结构中

微弱同质关系的捕捉能力 . 此外，ECGCL 还引入

边界节点语义引导机制，挖掘处于类别过渡区域

节点的语义关系，从而提升模型在异质图中的判

别精度 . 为进一步评估 ECGCL 方法的有效性，本

文在 Cora、Texas 等多个图数据集上进行了广泛

实验，验证了所提方法在各类图场景中的建模优

势与扩展能力 .

1　相关工作

近年来，已有研究关注图中同质性与异质性

信息的建模问题 .UD-GNN［14］重点研究了图神经

网络（graph neural network，GNN）对同质性节点

具有明显偏好的问题，并提倡模型在保持高准确

率的同时，尽可能降低其预测偏好，这种模型偏

好凸显出当前 GNN 方法在异质性图结构下的适

应性不足 .Geom-GCN［15］提出在图上引入几何空

间距离表示，通过构造多个图几何结构对节点间

的 相 似 性 进 行 建 模 ，并 基 于 这 些 空 间 结 构 在

GNN 中选择合适的邻居进行信息传播 . 与传统

GCN 仅使用一阶邻居不同，Geom-GCN 可以动

态选择结构上更相似的非局部节点作为信息传

递对象，有效解决了同质性假设失效时模型性能

严重下降的问题 .H2GCN［13］针对传统 GNN 过度

依赖一阶邻居导致表达能力下降的问题，提出一

种硬连接机制，通过引入高阶同类节点的表示信

息，同时剔除结构相近但语义不一致的异类邻

居，更好地保留图中低频与高频信号，从而实现

更具鲁棒性的节点表示学习 . 这种方法代表了

从局部感知向结构选择性非局部建模的演进趋

势，强调在异质图结构中挖掘更具判别力的远程

依赖关系，突破了传统图神经网络的表达瓶颈 .

近年来的异质图表示学习方法，如 GOAL［16］，也

在一定程度上利用了上述建模思想，将其应用于

图增强视图构建与正负样本选择策略中，进一步

提升了模型对结构异质性与语义异质性的适应

能力 .

2　带边分类器的图对比学习算法

2. 1　问题定义

本文算法是为了解决节点级无监督图表示

学习问题 . 主要目标是学习一个表示映射函数：

F：Rn ´ n ´Rn ´ df ®Rn ´ dr，函数 F ( XA) =H，其中 X

表示特征矩阵，A 表示邻接矩阵，H 的每一行代表

每个节点的低维嵌入表示，即 dr  df. 这些学习到

的节点表示可以用于下游任务，例如节点分类 .

同质性是许多真实网络普遍存在的现象，也

就是说相互连接的节点通常属于同一类或者具

有相似的特征 . 如图 1a 所示的引文网络示例，其

中节点代表论文，边代表论文之间存在引用关

系，一篇论文倾向于引用同一研究领域的论文，

只有少量论文存在跨领域引用关系 .

异质图的图结构由不同类型的节点和边构

成，则该图被称为异质图，即允许图数据中具有

不同属性的节点和不同类型的边 . 图 1b 所示的交

易网络示例包含两种不同类型的节点：商家和顾

客 . 图中存在两种关系类型：商家与顾客之间的

关系，商家与商家之间的关系 . 多数相连节点具

有不同属性，存在大量异质性信息，即商家倾向

于与顾客相连，只有少数商家与商家直接相连 .
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2. 2　算法框架

ECGCL 模型主要由两个模块构成，如图 2 所

示 . 首先，边分类器模块用于将图数据集中连接

节点的边区分成带有同质性信息的同质边和带

有异质性信息的异质边 . 其次，对比学习模块利

用边分类器区分的两种类型的边将原始图数据

划分成同质视图和异质视图，在两个视图上分别

使用精心设计的低通滤波器和高通滤波器作为

编码器进行编码，并利用两个视图中的节点以对

比学习方式学习信息丰富的低维节点表示 .

此外，两个模块以相互促进的方式交替进行

训练，其中设计使用基于三元组损失思想的相似

性损失来训练边分类器，在对比学习模块应用基

于 InfoNCE 思想的对比损失来学习信息丰富的

低维节点表示 .

2. 3　基于邻居采样的随机游走策略

现有无监督图表示学习中，结构编码用于增

强图神经网络模型对结构感知的能力，其核心目

标是为图中的每个节点生成一个能够反映其在

整个图结构中所处位置的向量表示，从而弥补图

神经网络仅通过局部邻域聚合所造成的结构表

达能力不足的问题 . 现有研究获取结构编码的方

式通常依赖于全局的随机游走扩散矩阵或节点

对之间的相似性直接计算 . 然而，这种全局性方

法在处理具有复杂结构的异质图时可能导致较

高的计算成本和信息提取不充分的问题 . 在本文

算法中提出一种基于邻居采样的随机游走策略

（neighborhood sampling based random walk 

strategy，NSRW），通过结合局部邻居采样与随机

游走扩散编码的策略来优化结构编码 si的生成过

程，如式（1）所示：

s i =
1
q [Tjj T 2

jj T l
jj ]. (1)

式中：对于任意节点 vi，NSRW 首先从其一阶邻居

节点集合 N (vi)中随机采样 q 个节点作为样本，

如果节点一阶邻居个数小于 q，则使用有放回采

样以保证采样节点数量的稳定性；其次对每个样

本 vjÎN (vi)，从该样本出发执行长度为 l的随机游

走，生成结构编码 s j=Tii T 2
ii T l

ii，s jÎR l；然后以

图1　同质图和异质图的示例

Fig. 1　Examples of homogeneous and 
heterogeneous graphs

（a）—引文网络； （b）—交易网络 .

图2　ECGCL算法框架

Fig. 2　ECGCL algorithm framework
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式（2）对邻居节点结构编码 s j 进行聚合，生成最终

的结构编码 .

s i =
1
q∑

j = 1

q

s j. (2)

2. 4　边分类器

为了充分利用图数据中的信息，以区分图中

的同质性边和异质性边，ECGCL 模型构建了一

个边分类器，用于学习估计每条边的同质性概

率 . 给定两个相邻节点，它们的同构性概率主要

与节点特征和结构特征有关 .

为了保留原始图数据中的信息，首先将节点

初始特征与计算得到的结构编码进行拼接，用于

表示一个节点的语义特征与拓扑特征的联合特

征，并以此作为边分类器的输入 . 在边分类器中，

采用一个 2 层的多层感知机（MLP）来预测边的同

质性概率 . 具体地，首先将节点特征 x i 与其结构

编码 s i 进行拼接，得到节点的中间嵌入表示，如式

（3）所示：

hi =MLP1([ x iÅs i ] )  hj =MLP1([ x jÅs j ] ). (3)

式中：MLP1 为第 1 层 MLP;hi 和 hj 是两个相邻节

点 vi 和 vj 的中间表示；Å代表向量拼接 .

然后对每一条边 eij，将两个相邻节点的中间

表示进行拼接，即 uij = [h iÅh j ]，将拼接表示输入

到第 2 层 MLP，得到边的同质性概率：

θij = (MLP2[uij ] ). (4)

式中 θij 表示边 eij 的同质性概率 .

得到 θij 后，认为 θ服从 0-1 分布，根据 θij 可

以判断边 eij 是同质性边或异质性边，如果是同质

性边，则赋予其权重 δij = 1，否则 δij = 0. 但这种方

式导致该权重是离散的，无法有效参与训练优化

过程 .

为 了 解 决 这 个 问 题 ，在 边 分 类 器 中 引 入

Gumbel-Max 重参数化技巧，将离散的权重 δij 松

弛为可导的连续权重 δ̂ij：

δ̂ij = Sigmoid (θij + logξ -
log ( )1 - ξ

τg ). (5)

式中：ξ是一个来自均匀分布的随机变量；τg 是温

度超参数，用于控制采样的平滑度，τg 越接近 0，

则 δ̂ij 越接近边界值 0 或者 1. 将 δ̂ij 视为边 eij 属于

同质性边的概率，并且该权重能够参与训练优化

过程 .

2. 5　三元组损失

在 ECGCL 模型的边分类器模块中，基于三

元组损失思想设计损失函数，以增强同质性边与

异质性边的区分度 . 三元组损失是通过优化基准

节点、正样本和负样本所构成的三元组，使得基

准节点与正样本的距离在特征空间内尽可能靠

近，而与负样本的距离尽可能拉远 . 为了区分同

质性边和异质性边，在边分类器模块中使用随机

采样的节点对之间的相似性作为基准，目标是使

得同质性边相连的两个节点的相似性更靠近基

准，而异质性边相连的两个节点间的相似性比基

准节点对差异更明显 . 通过迭代训练优化，找到

节点对之间相似与不相似的界限，以更有效地区

分同质性边和异质性边 .

具体而言，对于每一条边 eij Î E，其同质性和

异质性三元组边界损失定义如式（6）所示：

ü

ý

þ

ïïïï

ïïïï

Lhm
eij 
=max ( )sim ( )vm vn - sim ( )eij + η0 

Lht
eij 
=max ( )sim ( )eij - sim ( )vm vn + μ0 .

(6)

式 中 ：max ( x) 表 示 只 考 虑 x 为 正 值 的 情 况 ；

sim (eij) = cos (hi hj)表示节点 vi 和 vj 在嵌入空间

中的余弦相似性度量；sim (vm vn ) = cos (hm hn )表

示随机采样节点 vm 和 vn 在嵌入空间中的余弦相

似性度量；η和 μ分别是同质性和异质性三元组

边界损失的边界超参数，用于控制节点对之间的

相似程度 .

对所有相连节点对的同质性和异质性三元

组损失进行平均，可以得到图数据中的同质性和

异质性平均损失，如式（7），（8）所示：

Lhm =
1

D̂hm
∑
eijÎ E

δ̂ij L
hm
eij

, (7)

Lht =
1

D̂ht
∑
eijÎ E

(1 - δ̂ij ) Lht
eij

. (8)

式中：δ̂ij 和 1 - δ̂ij 分别是同质性和异质性边权重；

D̂hm 和 D̂ht 分别是对所有同质性边权重和异质性边

权重进行求和而得到的归一化项 .

最后，通过对两种损失相加，可以得到边分

类器模块最小化的整体三元组边界损失：

LTM = Lhm + Lht. (9)

2. 6　对比学习模块

对比学习模块首先利用边分类器模块区分

出的边权重将原始图G = ( XA)划分成 2 个视图，

即以 δ̂ij 为边权重的同质性视图 G hm = ( XAhm )和

以 1 - δ̂ij 为边权重的异质性视图 G ht = ( XAht)，其

中 对 每 一 条 边 eij 有 Ahm
ij = δ̂ij A ij 或 Aht

ij = (1 -
δ̂ij ) A ij. 接着，用不同编码器对两种视图中的节点

进行编码，得到用于对比学习的初始节点嵌入表
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示 . 然后，使用基于规则的数据增强技术增加训

练数据的多样性，并将两种视图的节点嵌入表示

分别使用两个投影头映射到一个统一的潜在空

间 . 最后，使用基于 InfoNCE 思想设计的双视图

交叉对比机制优化节点嵌入表示 .

2. 6. 1　编码器

有研究从图信号处理的角度出发，将图上节

点中的数据视为信号，利用信号处理技术来理解

节点的特征 . 在标准信号处理问题中，高频信息

通常表示节点之间在特征空间中的差异较大，而

低频信息则意味着节点之间特征变换平缓 . 为了

从两种不同视图中学习到丰富的信息表示，针对

同质性视图和异质性视图分别设计图滤波神经

网络（graph filter neural network，GFNN）与高通

图 滤 波 神 经 网 络（high-pass graph filter neural 

network，HP-GFNN）作为编码器 .

在同质性视图上节点之间是相似的，此时使

用低通图滤波器沿着同质性图结构平滑节点特

征 . 具体而言，本文提出的算法使用 GFNN 作为

低通图滤波器，其定义如式（10）所示：

H hm = σ(Dropout((A͂hm )k XW )). (10)

首先将 A͂hm
 作用于节点特征矩阵，即 X hm

1 =

(A͂hm )k X，其中 A͂hm
 =D-1( Ahm

 + I )代表同质性视图

中加入自环后的归一化邻接矩阵，A͂hm
 可以视为

低通图滤波器，k 代表图滤波的阶数 . 然后将滤波

后的特征 X hm
1 使用一层 MLP 进行编码，其中 σ为

非线性激活函数 PReLU ( × )，W 为可训练权重矩

阵 .Dropout ( × )是按一定比例随机丢弃神经元，

用于防止神经网络过拟合并增强模型泛化能力 .

与同质视图不同，异质视图包含连接不同类

型节点的边 . 在这种视图中，使用低通滤波对特

征进行平滑聚合会混淆不同类型节点的信息，造

成关键信息丢失 . 为了更好地利用异质性边，本

文算法在异质视图中使用高通图滤波神经网络，

以尽可能保留节点特征中的高频图信号 . 从图信

号处理的角度考虑，图拉普拉斯算子已被证明可

以有效捕获数据中的高频信息 . 所以，ECGCL 模

型基于 GFNN 设计用于对异质性视图进行高通

滤波的 HP-GFNN，如式（11）所示：

H ht
 = σ(Dropout((I - A͂ht )k XW )). (11)

式中：I 为单位矩阵；I - A͂ht 表示对异质性视图进

行一阶高通滤波操作 . 通过构造节点自身与邻居

节点之间的差异化表达，HP-GFNN 不再追求全

局平滑性，而是强调局部结构的不一致性，这样

可以更好地捕捉结构边界和类别差异等异质性

信息，提升对异质视图结构的建模能力 .

通过拼接针对两种视图构造的节点表示可

以得到最终的节点表示，如式（12）所示：

H = [ H hmÅH ht ] ÎRn ´ dr. (12)

2. 6. 2　投影头函数

如果直接将两个视图的表示向量应用于对

比学习目标函数中进行相似性计算，容易出现表

示 空 间 冲 突 和 判 别 能 力 不 足 等 问 题 ，因 此 在

ECGCL 模型的对比学习模块引入投影头，使得

节点表示在统一的嵌入空间中更适合进行正负

样本相似性判别，实现不同视图的节点表示在嵌

入空间的解耦与信息重构，从而提升对比学习的

效果与鲁棒性，通过两个可学习的多层感知机分

别将两个视图中的节点向量映射到具有相同维

度的一个潜在空间中，分别得到视图中节点在潜

在空间中的表示向量 zhm 和 zht.

z hm
 = f hm

proj (hhm
 ) =MLPhm

 (H hm
 ), (13)

z ht
 = f ht

proj(hht
 ) =MLPht

 (H ht
 ). (14)

式中 fproj 为投影头函数 .

2. 7　对比损失

在 无 监 督 对 比 学 习 框 架 中 ，InfoNCE

（information noise contrastive estimation）损 失 函

数是一种广泛使用的目标函数，其核心思想是通

过构造正负样本对，最大化正样本对在表示空间

中的相似性，并最小化负样本对的相似性 . 其数

学形式如式（15）所示：

L InfoNCE =-log
exp ( )sim ( )zi zj /τc

∑
k = 1

K

exp ( )sim ( )zi zk /τc

. (15)

式中：zi 和 zj 为正样本对的嵌入表示；{zk}
K

k = 1
表示

负样本节点表示集合；sim ( × × )表示余弦相似度；

τc 是对比损失温度超参数 .InfoNCE 损失通过拉

近正样本对之间的距离，推远负样本对之间的距

离，迭代优化节点嵌入表示 . 该方法已被应用于

多项无监督图表示学习算法研究，并证明其能够

有效捕获结构一致性和语义相似性，从而提升无

监督图表示学习的能力 .

然而，InfoNCE 的有效性高度依赖于正负样

本划分的准确性 . 在图数据中，由于噪声信息、异

质性信息的存在，传统 InfoNCE 会受到特殊信息

的干扰而生成误导性的表示，尤其是在异质性信

息占据主导地位的异质图中更为严重 . 此外，单

一视图下的对比缺乏多样性，限制了对图中多频
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结构信息的感知能力 .

针对上述问题，ECGCL 模型的对比学习在

InfoNCE 损失的基础上，提出一种双视图交叉对

比损失 . 其数学定义如式（16）所示：

LCon =-
1
n ∑

vi Î V

é

ë

ê

ê

ê
êê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

ú
1

2 || N ( )vi

∑
vj ÎN ( )vi

æ

è

ç

ç

ç
çç
ç
ç

ç

ç

ç
ö

ø

÷

÷

÷
÷÷
÷
÷

÷

÷

÷
log

exp ( )sim ( )z hm
i z ht

j /τc

∑
vk Î{V - vi }

exp ( )sim ( )z hm
i z ht

k /τc

+ log
exp ( )sim ( )z ht

i z hm
j /τc

∑
vk Î{V - vi }

exp ( )sim ( )z ht
i z hm

k /τc

. (16)

式中：z hm
i 与 z ht

i 分别为节点 vi 在同质性视图和异质
性视图下的投影嵌入表示；N (vi) = kNN (vi k )是

节点 vi 在特征空间中的前 k 个最近邻节点 .

ECGCL 模型对比学习中的正样本对并非基

于图结构中的邻接边生成，而是通过节点的特征

空间相似性来构造 . 具体来说，对每个节点 vi，在

其特征表示空间中使用 k 近邻方法，选出前 k 个

最相似节点 vj Î kNN (vi)，将其作为 vi 的正样本 .

对于每个正样本对 (vi vj)，利用两个视图构造两

个交叉对比方向，即 ( z hm
i z ht

i ) 和 ( z ht
i z hm

i ). 这种交

叉对比的好处在于能够从两种结构视图之间的

协同关系中提取稳定的节点表示一致性，同时避

免由于某一视图中结构失真而导致的节点表示

误差 . 此外，使用基于节点特征相似性的正样本

选择机制而不依赖图结构，防止图结构中可能存

在的错误边分类对对比学习产生影响，使得模型

在异质性图数据集中更具鲁棒性 .

在 ECGCL 模型对比损失中，使用一种全局

负样本采样策略 . 对于每个正样本对 (vi vj)，以

z hm
i 为基准节点，使用图中除 vi 以外的其他所有节

点在异质视图中的投影表示 z ht
k 作为负样本集合；

同理，对另一个视图则以 z ht
i 为基准节点，图中除

vi 以外的其他所有节点在同质视图中的投影表示

z hm
k 作为负样本集合 .

ECGCL 模型对比损失的设计本质上是一种

双视图交叉对比策略，不仅保留了 InfoNCE 损

失函数的基础机制，同时利用不同结构视图之

间的互补性提升了节点表示的信息多样性与鲁

棒性 . 更重要的是，损失函数的通过从特征空间

中选取正样本，弱化结构信息中的噪声依赖，并

利用两个视图之间的交叉对比，增强了模型对

图中多频信号的建模能力，有效提升了无监督

图表示学习在异质性图数据中的适应能力与表

达能力 .

表 1 给出了 ECGCL 算法训练过程的伪代码 .

其中，结构编码和节点的 k 近邻集合在初始化阶

段进行计算并保存 .

ECGCL 算法由两部分构成 . 第一部分是边

分类器模块，主要功能是利用节点特征与位置编

码生成连接节点的边的同质性权重 . 第二部分是

对比学习模块，首先利用第一部分得到的边同质

性权重，将原始图数据划分成同质性视图和异质

性视图；其次，在两个视图上分别使用 GFNN 与

High-GFNN 进 行 低 频 信 息 编 码 和 高 频 信 息 编

码；最后，将两个视图编码后的节点嵌入表示分

别投影到统一的潜在空间中进行交叉对比学习，

通过不断迭代训练优化得到最终节点表示，用于

节点分类等下游任务 .

3　实  验

对本文所提 ECGCL 算法进行实验分析，在 9

个真实数据集上与 8 种图表示学习算法进行了对

比分析，还进行了消融实验和参数分析，从多方

面验证所提算法的有效性 .

表1　ECGCL算法伪代码
Table 1　Pseudocode of the ECGCL algorithm 

输入：特征矩阵 X；邻接矩阵 A.

输出：节点的低维嵌入表示矩阵 H.

1: 随机初始化边分类器与所用编码器的参数 .

2: 每个节点 vi Î V :

3:    按式(2)计算结构编码 si .

4:    构建相似节点集合 N (vi ) = kNN (vi k ).
5: end for.

6: 每个 epoch in epochs :

7:     每个 GCL-epoch in GCL-epochs:

8:         按式(3)~(5)计算 δ̂ij;

9:         构建同质视图G hm 与异质视图G ht;

10:        对两视图进行数据增强（删边、特征掩蔽）;

11:        按式(10)，(11)得到表示 H hm 和 H ht ;

12:        通过投影头按式(13)，(14)得到 zhm 和 zht;

13:        按式（16）计算对比损失 LCon;

14:        反向传播更新编码器与参数;

15:    end for

16:    重复步骤 8,9 和 11;

17:    通过式(12)得到嵌入 H;

18:    按式(7)~(9)计算边界损失 LTM;

19:    反向传播仅更新边分类器参数;

20: end for

21: 重复步骤 16 和 17;

22: 按式(12)得到最终节点表示 H;

23: return H
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3. 1　数据集

在 9 个真实数据集上与近年来的相关算法进

行对比实验来对 ECGCL 算法的有效性进行验

证，实验数据集的统计信息如表 2 所示 .

Cora，Citeseer 和 PubMed［17］是 3 个引文网络数

据集 .Co-Author CS 和 Co-Author Physics［17］是从

2016 年 KDD 杯 挑 战 赛 的 Microsoft Academic 

Graph中提取的合著网络 .Texas和Wisconsin［15］是大

学 计 算 机 科 学 系 的 网 页 网 络 . Chameleon 和

Squirrel［18］是维基百科网络 .

数据集的训练集、验证集和测试集划分情况

如下：1） 对于 Cora，Citeseer 和 PubMed 数据集，遵

循公共标准划分；2） Co.CS 和 Co.Physics 数据集，

按 10%，10% 和 80% 比例进行划分；3） 对于异质

图数据集，采用以往研究中使用的 48%，32% 和

20% 比例进行划分 .

实验中使用平均准确率（accuracy，ACC）作

为评价指标来评估 ECGCL 算法在节点分类任务

上的性能 .ACC 是图表示学习领域常用的评价指

标之一，在节点分类任务中应用广泛 . 它表示模

型预测正确的节点类别数量占总节点预测数量

的比例，以衡量模型整体分类性能的优劣 .

3. 2　基线算法与实验设置

为了全面评估本文所提出的 ECGCL 算法，

将 ECGCL 算法与 10 种图表示学习方法进行比

较 . 根据工作的特点，这些基线方法可以分为 4

类：1） 常规的无监督学习方法， 如 DeepWalk［19］

和 Node2Vec；2） 半监督图表示学习方法，如 GCN

和 GAT；3） 基于对比学习的图表示学习算法，如

DGI，GRACE，GCA 和 BGRL；4） 基于异质性信

息 设 计 的 图 表 示 学 习 算 法 ，如 GEOM-GCN 和

H2GCN［15］.

ECGCL 在各个数据集上的设置如下：epochs

取值为｛300，400，600，800，1 000，1 500｝；GCL-
epochs 设置为 2 或 3，结构编码维度设置为 32，三

元组损失中的边界参数 η和 μ均设置为 0.5，k 近

邻个数取值为｛0，10，20，25，30｝，特征掩盖比例

取 值 为 0.5，边 丢 弃 比 例 取 值 为 0.3. 统 一 使 用

Adam 优化器，学习率设置为 0.001，权重衰减设

置为 0.000 5，Gumbel-Max 温度超参数 τg 设置为

1，对比损失温度超参数 τc 设置为 0.2，最终节点嵌

入表示维度设置为 128.

3. 3　实验结果与分析

3. 3. 1　节点分类

对于所有模型，本研究在同质性和异质性数

据集上针对节点分类任务进行了充分的实验，以

验证所提出模型的有效性 . 表 3 和表 4 分别记录

了在具有不同固定随机种子的 10 次运行中同质

性和异质性数据集上节点分类实验的平均准确

率和标准差，其中最优值用黑体表示，次优值用

下划线表示 .

表2　数据集统计信息
Table 2　Dataset statistics 

数据集

Cora

Citeseer

PubMed

Co. CS

Co. Physics

Texas

Wisconsin

Chameleon

Squirrel

节点数

2 708

3 327

19 717

18 333

34 493

183

251

2 277

5 201

边数

10 556

4 552

44 324

163 788

495 924

309

499

36 101

217 073

类别

数

7

6

3

15

5

5

5

5

5

特征

维度

1 433

3 703

500

6 805

8 415

1 703

1 703

2 325

2 089

同质边

占比

0. 82

0. 74

0. 80

0. 83

0. 91

0. 11

0. 16

0. 24

0. 22

表3　同质性数据集上节点分类任务的表现
Table 3　Performance of node classification task on homogeneous dataset % 

方法

DeepWalk

Node2Vec

GCN

GAT

DGI

GRACE

GCA

BGRL

ECGCL

Cora

69. 4±0. 5

71. 0±0. 9

81. 2±0. 3

82. 0±0. 6

82. 3±0. 5

83. 1±0. 2

80. 6±0. 1

81. 4±0. 7

83. 7±0. 5

Citeseer

58. 8±0. 6

47. 3±0. 8

68. 3±0. 7

69. 6±0. 7

71. 8±0. 2

72. 0±0. 4

71. 9±0. 4

71. 8±0. 4

72. 6±0. 7

PubMed

63. 4±0. 5

66. 2±0. 9

78. 1±0. 2

79. 3±0. 4

76. 8±0. 3

79. 5±0. 4

80. 1±0. 7

80. 3±0. 6

81. 6±0. 8

Co. CS

84. 6±0. 2

85. 1±0. 0

92. 9±0. 3

92. 3±0. 2

90. 1±0. 7

93. 0±0. 2

92. 8±0. 1

92. 6±0. 2

94. 7±0. 2

Co. Physics

91. 8±0. 1

91. 2±0. 0

95. 6±0. 2

95. 5±0. 2

94. 9±0. 0

95. 2±0. 2

95. 7±0. 0

95. 4±0. 2

96. 1±0. 1
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根据表 3 的数据，可以明显观察到本文提出

的 ECGCL 算法在 5 个同质性数据集上的平均准

确率相较于 8 种基于同质性数据集设计的基线算

法均取得了最优结果 .

根据表 4 的数据，可以观察到本文提出的

ECGCL 算法在 4 个异质性数据集上的平均准确

率相较于 8 种基于同质图设计的基线算法均取得

了最优结果；并且，相较于两种针对异质图设计

的 图 表 示 学 习 算 法 ，在 Chameleon，Squirrel 和

Texas数据集上取得最优结果，在Wisconsin 数据集

上取得次优结果 .

ECGCL 算法用结构编码充分保留图数据的

原始结构信息，避免直接使用图卷积网络对结构

信息的平滑 . 此外，精心设计的边分类器和双视

图交叉对比学习能够深入挖掘图数据中的同质

性和异质性信息，这使得算法能够捕捉到丰富且

明确的信息 . 因此，算法能够在各类数据集上取

得显著优势，充分证明了其在节点分类任务中的

有效性和实用性 .

3. 3. 2　消融实验

为了验证 ECGCL 算法中各关键模块的有效

性，通过逐一去除或替换模块，分析其对算法整

体性能的影响，进而确认每个部分的必要性和贡

献程度，进行消融实验 . 具体设计了 ECGCL 算法

的 4 种变体算法并与 ECGCL 在同质性数据集

Cora 和异质性数据集 Texas 上进行节点分类实

验，比较各种变体算法在节点分类准确率上的性

能 .4 种变体算法为：1） 只使用一种编码器获取节

点表示（ECGCL-w/o-HP-GFNN）；2） 不使用边

分类器模块（ECGCL-w/o-EC）；3） 在边分类器

中不使用设计的位置编码，而是使用图卷积网络

平滑聚合获取结构信息（ECGCL-w/o-NSRW）；

4） 将设计的双视图交叉对比损失替换为传统

InfoNCE 损失（ECGCL-InfoNCE）.

ECGCL 及其变体在两种数据集上的实验结

果 如 图 3 所 示 . 从 实 验 结 果 可 以 看 出 ，完 整 的

ECGCL 算法在 Cora 和 Texas 数据集上准确率都

优于其他变体 . 这表明 ECGCL 设计的各个模块

和损失函数共同协作，能够在同质图和异质图上

学 习 到 具 有 判 别 性 的 节 点 表 示 . 使 用 传 统

InfoNCE 损失替代设计的双视图交叉对比损失导

致性能下降，这说明双视图交叉对比损失能更有

效地协同同质边和异质边之间的表示学习，而传

统 InfoNCE 难以充分利用图结构中的异质性信

息 . 去除边分类器模块在 Cora 数据集上略有下

降，但在 Texas 数据集上下降更为明显 . 这表明边

分类器对 ECGCL 算法处理异质图十分重要 . 只

使用单一的低通滤波编码器在两种数据集上都

呈现出最差或者次差的结果 . 这说明分别使用低

通和高通图滤波作为编码器对信息进行提取，能

够充分捕捉到同质和异质结构中不同频率的图

信号 . 此外，去除 NSRW 位置编码，ECGCL 算法

在两个数据集上的准确率显著下降，说明 NSRW

有助于捕捉节点在图结构中的相对位置关系，提

升了边分类器的判别能力 .

综合来看，ECGCL 算法设计的各个组件对

维护算法整体性能都起到关键作用 . 尤其在异质

图中，边分类器和高通图滤波编码器的贡献更显

著，这也表明异质图中的复杂结构对算法设计有

更高的要求 .

表4　异质性数据集上节点分类任务的表现
Table 4　Performance of node classification tasks on heterogeneous datasets % 

方法

DeepWalk

Node2Vec

GCN

GAT

DGI

GRACE

GCA

BGRL

GEOM-GCN

H2GCN

ECGCL

Chameleon

47. 7±2. 0

41. 9±3. 2

59. 8±2. 5

60. 2±1. 4

60. 2±0. 7

48. 0±1. 8

61. 6±0. 3

47. 4±2. 7

60. 0±2. 8

57. 1±1. 6

63. 6±1. 9

Squirrel

32. 9±1. 5

22. 8±0. 7

36. 8±1. 3

40. 7±1. 5

42. 2±0. 6

31. 3±1. 2

41. 5±1. 0

32. 6±0. 7

38. 1±0. 9

29. 5±0. 7

42. 9±0. 4

Texas

46. 4±4. 8

46. 4±6. 4

55. 6±9. 2

52. 1±5. 5

58. 5±2. 9

57. 5±5. 6

52. 9±0. 4

59. 1±5. 8

67. 8±5. 8

84. 8±6. 7

85. 4±3. 0

Wisconsin

33. 5±6. 1

37. 4±7. 0

51. 4±5. 1

49. 6±6. 1

55. 2±1. 0

50. 0±5. 8

59. 5±0. 8

52. 3±4. 1

65. 1±6. 5

86. 6±4. 6

84. 1±4. 7
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4　结  论

1） 本文提出 ECGCL 算法解决现有异质图对

比学习方法对人工设计元路径依赖的局限，设计

一种基于边分类器的对比学习算法，有效提升了

算法对图中多元结构和语义的适应能力 . 通过引

入边分类器模块，算法能够在不依赖先验知识的

前提下动态区分同质边与异质边，从而构建出更

具辨识度的同质视图和异质视图 .

2） 通过差异化的图滤波编码器与双视图交

叉对比策略，使得算法能够在不同视图下提取互

补信息，从而提升节点表示的判别性与鲁棒性 .

此外，边分类器与对比学习模块以交替协同的方

式进行迭代优化，其中前者通过三元组损失感知

边类型差异，后者通过双视图交叉对比在两个视

图之间进行语义对齐，实现了结构解耦与语义对

比的有机结合，为图表示学习提供了一种灵活的

解决范式 .

3） 在多个真实数据集上的实验结果显示，与

现有图表示学习算法相比，本文提出的 ECGCL

算法展现了更高的节点分类性能 . 这些结果充分

证明了 ECGCL 算法在节点分类任务上具备出色

的预测性能 .
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图3　ECGCL及其变体在Cora和Texas上的实验结果

Fig. 3　Experimental results of ECGCL and its 
variants on Cora and Texas
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