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增强感受野特征的多尺度火灾检测方法

董　 可ꎬ严云洋ꎬ耿嘉雯ꎬ于永涛ꎬ王盘龙ꎬ叶　 翔

(淮阴工学院计算机与软件工程学院ꎬ江苏 淮安 ２２３００３)

[摘要] 　 针对当前火灾检测效果差和抗干扰能力弱等问题ꎬ提出一种增强感受野特征的多尺度火灾检测方法.
首先ꎬ引入感受野注意力卷积( ｒｅｃｅｐｔｉｖｅ￣ｆｉｅｌｄ ａｔｔｅｎｔｉｏｎ ｃｏｎｖｏｌｕｔｉｏｎꎬＲＦＡＣｏｎｖ)ꎬ增强感受野空间特征的提取ꎻ其次ꎬ
结合反向残差移动模块( ｉｎｖｅｒｔｅｄ ｒｅｓｉｄｕａｌ ｍｏｂｉｌｅ ｂｌｏｃｋꎬｉＲＭＢ)和通道先验卷积注意力(ｃｈａｎｎｅｌ ｐｒｉｏｒ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ａｔｔｅｎｔｉｏｎꎬＣＰＣＡ)设计 Ｃ２ｆｉＣ 模块ꎬ提高模型表达和融合不同尺度特征的能力ꎻ然后ꎬ采用共享参数结构ꎬ引入轻量

卷积重构检测头ꎬ降低模型参数和计算复杂度ꎻ最后ꎬ引入 Ｆｏｃａｌｅｒ￣ＧＩｏＵ 损失函数ꎬ平衡难易样本. 实验结果表

明ꎬ改进模型参数量和计算量均有所降低ꎬ检测精度更高ꎬ能满足火灾场景中的检测要求.
[关键词] 　 火灾检测ꎬ感受野特征ꎬ注意力机制ꎬ损失函数ꎬＹＯＬＯｖ８ｎ
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火灾是发生率最高的灾害之一ꎬ严重威胁生命和社会公共安全ꎬ对易发生火灾的区域进行监控是一种有

效减少火灾造成损失的方法ꎬ尽可能早地发现火灾并及时处理ꎬ能将损失降到最低. 早期的火灾检测技术利

用各种传感器检测火灾初期产生的特征ꎬ如环境中烟雾浓度、环境温度以及光线的变化ꎬ进行预警. 但传感器

检测火灾的方法受限于检测范围ꎬ需要部署大量的传感器ꎬ通常在火灾事故发生后才能检测到火灾ꎬ实时性

较差. 此外ꎬ传感器检测方法容易受到环境干扰的影响ꎬ如烟雾传感器易受烟雾、尘埃等物质的干扰ꎬ温度传

感器易受周围温度的影响ꎻ大型设备的运行、人员的行走等因素也会产生干扰ꎬ导致误报率较高[１] .
随着人工智能的快速发展ꎬ深度学习在火灾检测领域取得了长足的进步ꎬ为火灾检测提供了新思路和新

方法. 与早期的火灾检测技术相比ꎬ基于深度学习的火灾检测技术可以自动学习图像和视频数据中的高级和

复杂特征ꎬ具有良好的鲁棒性和准确性. 皮骏等[２]采用 Ｓｈｕｆｆｌｅｎｅｔｖ２ 对ＹＯＬＯｖ５ｓ 进行轻量化操作ꎬ提高对森林

火灾检测性能. 通过通道重组的方式提高模型的提取能力ꎬ在维持精度的同时提升检测速度. Ｚｈａｎｇ 等[３]提

出一种多尺度收敛协调金字塔网络用于森林火灾烟雾检测ꎬ结合双注意力特征金字塔网络和协调收敛模块ꎬ
提高对不同尺度目标的检测精度ꎬ设计混合注意力模块ꎬ增强对烟雾水平和垂直特征的提取. 龚成张等[４]提
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出一种基于 Ｆａｓｔ￣ＣＡＡＮｅｔ 的火焰检测方法ꎬ对 ＣｏｎｖＮｅｘｔ 进行改进ꎬ有效提高了火焰特征的表达ꎬ在复杂场景

下火焰检测效果更好. Ｗａｎｇ 等[５]提出一种改进的 ＹＯＬＯＸ 多尺度森林火灾检测方法ꎬ利用ＨＣ￣ＦＰＮ 结构提高

特征图的信息提取能力及其对多尺度目标的检测能力ꎬ采用小目标数据增强策略提高模型的训练效果和鲁

棒性. Ｚｈｅｎｇ 等[６]对 ＤＥＴＲ 模型进行改进ꎬ通过在高级和低级特征之间交替更新优化编码器模块ꎬ简化检测过

程ꎬ采用Ｗｉｓｅ￣ＩｏＵ 损失函数提高模型在复杂环境下的鲁棒性及其对不同尺度火灾场景的适应性. 虽然基于深

度学习的火灾检测技术在一定程度上取得了成效ꎬ但仍存在一些不足ꎬ如特征表示有限、对小目标的特征捕

获能力差、局部特征处理不足等. 火灾场景通常更加混乱和复杂ꎬ随着火灾的发展ꎬ场景的复杂性会动态变化

且高度不可控ꎬ包括强烈的光线、烟雾、火焰和周围结构的遮挡.
因此ꎬ提出一种增强感受野特征的多尺度火灾检测方法ꎬ用于解决火灾识别精度低和误检率高的问题.

图 １　 ＹＯＬＯｖ８ｎ 模型结构图

Ｆｉｇ􀆰 １　 ＹＯＬＯｖ８ｎ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１　 ＹＯＬＯｖ８ｎ 模型

ＹＯＬＯｖ８ｎ 模型主要由三部分组成:ＢａｃｋｂｏｎｅꎬＮｅｃｋ 和 Ｈｅａｄꎬ如图 １ 所示. Ｂａｃｋｂｏｎｅ 采用 Ｄａｒｋｎｅｔ￣５３ 结

构ꎬ包括 ＣＢＳ、Ｃ２ｆ 和 ＳＰＰＦ 三种模块. ＣＢＳ 用于对输入图像或特征图进行卷积操作ꎻＣ２ｆ 模块通过划分

(Ｓｐｌｉｔ)和拼接(Ｃｏｎｃａｔ)操作对输入进行降采样ꎬ提取特征ꎬ获取多尺度特征图ꎻＳＰＰＦ( Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ
Ｐｏｏｌｉｎｇ Ｆａｓｔ)对输入特征图进行三次最大池化操作ꎬ捕获不同尺度的语义信息. Ｎｅｃｋ 采用 ＰＡＮ￣ＦＰＮꎬ对
ＦＰＮ 的特征图进行融合ꎬ从尺度较小的特征图向尺度较大的特征图进行特征融合ꎬ再从尺度较大的特征

图向尺度较小的特征图进行特征融合ꎬ增强多尺度特征的表达能力. 这种策略将低尺度特征图和高尺度

特征图相融合ꎬ将低层的强定位特征向上传递ꎬ将高层的强语义特征向下传递ꎬ同时增强了定位特征和语

义特征. Ｈｅａｄ 采用 Ｄｅｃｏｕｐｌｅｄ Ｈｅａｄ 解耦头ꎬ较前代不同ꎬ这一代将分类头和检测头分离ꎬ特征图分别通过

两条不一样的三次卷积得到最终结果. 在损失函数上ꎬ分类头和检测头采用不同的损失函数ꎬ其中分类头

采用 ＢＣＥＬｏｓｓ(Ｂｉｎａｒｙ Ｃｒｏｓｓ￣Ｅｎｔｒｏｐｙ Ｌｏｓｓ)ꎬ而检测头采用 ＤＦＬ(Ｄｉｓｔｒｉｂｕｔｉｏｎ Ｆｏｃａｌ Ｌｏｓｓ) .
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董　 可ꎬ等:增强感受野特征的多尺度火灾检测方法

２　 增强感受野特征的多尺度火灾检测方法

２.１　 感受野注意力卷积

感受野注意力卷积( ｒｅｃｅｐｔｉｖｅ￣ｆｉｅｌｄ ａｔｔｅｎｔｉｏｎ ｃｏｎｖｏｌｕｔｉｏｎꎬＲＦＡＣｏｎｖ) [７] 动态生成感受野空间特征ꎬ根据

卷积核的大小自适应调整感受野的形状和范围ꎬ为大尺寸卷积核提供良好的注意力权重ꎬ解决卷积核参数

共享的问题. ＲＦＡＣｏｎｖ 结构如图 ２ 所示.

图 ２　 ＲＦＡＣｏｎｖ 结构

Ｆｉｇ􀆰 ２　 ＲＦＡＣｏｎｖ ｓｔｒｕｃｔｕｒｅ

ＲＦＡＣｏｎｖ 的引入使模型能够强调感受野滑块内各种特征的重要性ꎬ并关注到感受野空间特征. 其实

现过程分为两部分:注意力图的生成和感受野空间特征的提取.
第一部分首先使用 ＡｖｇＰｏｏｌ 池化从特征图中提取全局信息ꎬ聚合每个感受野特征ꎻ然后通过 １×１ 组卷

积运算促进感受野内信息的交互ꎻ最后利用 Ｓｏｆｔｍａｘ 突出感受野特征的重要性ꎬ为每个感受野特征图生成

相应的注意力图.
第二部分根据感受野的大小ꎬ利用 ３×３ 组卷积提取空间特征ꎬ该特征通过非重叠滑动窗口变换原始

特征图获得. 每个滑动窗口代表一个感受野滑块ꎬ其大小可以根据卷积核的大小动态调整. 通过这种方

式ꎬ模型能够根据卷积核的大小生成适当大小的感受野空间特征. 将感受野信息丰富的注意力图与得到

的加权特征图融合在一起ꎬ使用感受野权重矩阵为每个感受野位置和特征通道分配不同的权重ꎬ以突出重

要的详细特征ꎬ并调整输出特征图的大小ꎬ得到最终的输出结果. ＲＦＡＣｏｎｖ 计算过程如式(１)所示.
Ｆ＝Ｓｏｆｔｍａｘ(ｇ１×１(ＡｖｇＰｏｏｌ(Ｘ)))×ＲｅＬｕ(Ｎｏｒｍ(ｇｋ×ｋ(Ｘ)))＝ Ａｒｆ×Ｆｒｆꎬ (１)

式中ꎬＳｏｆｔｍａｘ 表示向量激活函数ꎬｇ 表示分组卷积ꎬＡｖｇＰｏｏｌ 表示平均池化ꎬＲｅＬｕ 表示非线性激活函数ꎬ
Ｎｏｒｍ表示规范化ꎬｋ表示卷积核大小ꎬＸ表示输入特征图ꎬＦ是通过注意力图 Ａｒｆ与变换的感受野空间特征

Ｆｒｆ相乘而获得的输出特征图.
２.２　 Ｃ２ｆｉＣ 模块

反向残差移动模块( ｉｎｖｅｒｔｅｄ ｒｅｓｉｄｕａｌ ｍｏｂｉｌｅ ｂｌｏｃｋꎬｉＲＭＢ) [８]是一种结合 ＩＲＢ( ｉｎｖｅｒｔｅｄ ｒｅｓｉｄｕａｌ ｂｌｏｃｋ)、
—９８—
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ＭＨＳＡ(ｍｕｌｔｉ￣ｈｅａｄ ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎ)和 ＦＦＮ( ｆｅｅｄｆｏｒｗａｒｄ ｎｅｔｗｏｒｋ)三者优势的轻量化模块. ＩＲＢ 处理图像中的尺

度变化和细节信息ꎬＭＨＳＡ 捕获输入特征之间的全局远程依赖关系ꎬ而 ＦＦＮ 执行非线性转换. 通过将

ＭＨＳＡ 和 ＤＷＣｏｎｖ 进行级联ꎬ兼顾动态全局建模和静态局部信息融合的优势ꎬ有效增强模型的感受野. 此

外ꎬｉＲＭＢ 有两条分支ꎬ第一个分支基于 ＣＮＮ(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ)利用局部连通性、权重共享和池

化从图像中提取局部特征ꎬ捕捉底层细节ꎻ第二个分支基于 Ｔｒａｎｓｆｏｒｍｅｒ 依赖神经网络结构中的自注意力

机制ꎬ动态学习元素之间的远程依赖序列ꎬ促进图像的高级语义构建. 通过跨尺度连接实现两个分支之间

的特征融合ꎬ提高模型的泛化能力和鲁棒性.
通道先验卷积注意力(ｃｈａｎｎｅｌ ｐｒｉｏｒ ｃｏｎｖｏｌｕｔｉｏｎａｌ ａｔｔｅｎｔｉｏｎꎬＣＰＣＡ) [９]通过平均池化和最大池化等操作

对特征图的空间信息进行聚合ꎬ然后通过一个共享的多层感知器(ｍｕｌｔｉｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎꎬＭＬＰ)进行处理ꎬ并
将处理后的特征图添加到通道注意图中. 通道先验特征图通过输入特征和通道注意图进行逐元素乘法得

到并将其输入到深度卷积模块中ꎬ生成空间注意图. 卷积模块接收用于通道混合的空间注意映射. 最后ꎬ
通过对通道混合结果和通道先验特征图进行逐元素相乘ꎬ得到细化特征作为输出. 计算方法如式(２) ~
(５)所示.

图 ３　 ｉＣ 模块

Ｆｉｇ􀆰 ３　 ｉＣ ｍｏｄｕｌｅ

ＣＡ(Ｆ)＝ σ(ＭＬＰ(ＡｖｇＰｏｏｌ(Ｆ))＋ＭＬＰ(ＭａｘＰｏｏｌ(Ｆ)))ꎬ (２)

ＳＡ(Ｆ)＝ Ｃｏｎｖ１×１ ∑
３

ｉ ＝ ０
Ｂｒａｎｃｈｉ(ＤｗＣｏｎｖ(Ｆ))( ) ꎬ (３)

ＦＣ ＝ＣＡ(Ｆ)⊗Ｆꎬ (４)

Ｆ^＝ＳＡ(ＦＣ)⊗ＦＣꎬ (５)
式中ꎬＣＡ表示通道注意力ꎬＦ表示特征图ꎬσ 表示 Ｓｉｇｍｏｉｄ 函数ꎬＡｖｇＰｏｏｌ 表示平均池化ꎬＭａｘＰｏｏｌ 表示最大

池化ꎬＳＡ表示空间注意力ꎬＣｏｎｖ１×１表示 １×１ 卷积ꎬＢ ｉꎬｉ∈{０ꎬ１ꎬ２ꎬ３}表示第 ｉ 个分支ꎬＤｗＣｏｎｖ 表示深度卷

积ꎬＦＣ 表示通道特征图ꎬ⊗表示逐元素乘法ꎬＦ^表示最终输出特征图.
为防止卷积迭代导致的特征细节丢失ꎬ将 ＣＰＣＡ 集成到 ｉＲＭＢ 模块中并设计了 ｉＣ 模块ꎬ采用多分支

捕获多尺度信息融合到空间注意力图中ꎬ对特征图的空间信息进行聚合ꎬ增强多尺度特征融合能力ꎬ优化

小目标的特征学习. ｉＣ 模块如图 ３ 所示.

—０９—
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图 ４　 ＢｏｔｔｌｅｎｅｃｋｉＣ 模块和 Ｃ２ｆｉＣ 模块

Ｆｉｇ􀆰 ４　 ＢｏｔｔｌｅｎｅｃｋｉＣ ｍｏｄｕｌｅ ａｎｄ Ｃ２ｆｉＣ ｍｏｄｕｌｅ

在 ｉＣ 模块的基础上进一步构建了 ＢｏｔｔｌｅｎｅｃｋｉＣ 模块

和 Ｃ２ｆｉＣ 模块ꎬ如图 ４ 中(ａ)和(ｂ)所示ꎬ在颈部网络使用

Ｃ２ｆｉＣ 模块ꎬ通过多个分支的并行处理和注意力机制的引

入ꎬＣ２ｆｉＣ 模块能够充分利用多尺度的特征信息ꎬ增强低

维和高维特征之间的相关性ꎬ从而更好地捕捉火灾区域的

细微特征.
２.３　 轻量检测头

ＹＯＬＯｖ８ｎ 采用了 Ｄｅｃｏｕｐｌｅｄ Ｈｅａｄ 解耦头ꎬ将分类头

和检测头进行分离ꎬ特征图分别通过两个 ３×３ 卷积和一

个 １×１ 卷积来提取信息得到最终结果ꎬ这导致了检测头

占了近一半的参数和计算负载. 考虑到实验主要研究火

灾检测ꎬ实现火灾预警ꎬ计算复杂度要求较低ꎬ模型较轻ꎬ
有利于实际部署. 基于此ꎬ采用共享参数的思想ꎬ重新设

计检测头中的卷积部分ꎬ在 Ｉｎｐｕｔ 之后添加了两个共享参

数模块并引入了 ＧＳＣｏｎｖ[１０]卷积ꎬ然后继续进行解耦分类

和回归分支.
ＧＳＣｏｎｖ 是一种由卷积( ｃｏｎｖｏｌｕｔｉｏｎꎬＣｏｎｖ)、深度可分

离卷积( ｄｅｐｔｈｗｉｓｅ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎꎬＤＳＣｏｎｖ) 和混洗

(Ｓｈｕｆｆｌｅ)操作组成的轻量化卷积模块. 首先ꎬ对输入特征

图进行卷积下采样ꎻ其次ꎬ使用 ＤＳＣｏｎｖꎬ执行 Ｃｏｎｃａｔ 操作

连接两个卷积的输出结果ꎻ然后ꎬ对通道维度上的特征映射进行分组ꎬ重组两个卷积的输出通道ꎻ最后ꎬ执
行 Ｓｈｕｆｆｌｅ 操作ꎬ融合两个卷积生成的特征信息. ＧＳＣｏｎｖ 卷积操作在不影响检测精度的前提下ꎬ降低计算

复杂度ꎬ提高模型泛化能力ꎬ其结构如图 ５ 所示.

图 ５　 ＧＳＣｏｎｖ 结构图

Ｆｉｇ􀆰 ５　 ＧＳＣｏｎｖ ｓｔｒｕｃｔｕｒａｌ ｄｉａｇｒａｍ

图 ６　 轻量检测头

Ｆｉｇ􀆰 ６　 Ｌｉｇｈｔｗｅｉｇｈｔ ｄｅｔｅｃｔｉｏｎ ｈｅａｄ

为了取得速度和准确性之间的平衡ꎬ在检测头使用 ＧＳＣｏｎｖ 卷积ꎬ实现降低模型复杂度的同时保持准

确性. 改进后的轻量检测头如图 ６ 所示.
２.４　 Ｆｏｃａｌｅｒ￣ＧＩｏＵ 损失函数

ＹＯＬＯｖ８ｎ 采用 ＣＩｏＵ Ｌｏｓｓ[１１] 作为损失函数ꎬ
解决边界框回归问题. ＣＩｏＵ Ｌｏｓｓ 考虑了位置偏

移、比例差异和纵横比等因素ꎬ从而更准确地评估

预测框和真实框之间的相似性. 虽然 ＣＩｏＵ Ｌｏｓｓ 在
解决目标检测中的边界框偏移和纵横比不平衡等

—１９—
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问题方面优于传统的 ＩｏＵ 计算ꎬ但是未考虑难易样本的平衡. 基于此ꎬ采用 Ｆｏｃａｌｅｒ￣ＧＩｏＵ Ｌｏｓｓ 替换 ＣＩｏＵ
ＬｏｓｓꎬＧＩｏＵ Ｌｏｓｓ[１２]优化网络学习策略ꎬ同时结合 Ｆｏｃａｌｅｒ￣ＩｏＵ Ｌｏｓｓ[１３]关注不同的回归样本. ＧＩｏＵ Ｌｏｓｓ 如式

(６) ~ (７)所示.

ＬＩｏＵ ＝ １－ ｜Ｂ∩Ｂｇｔ ｜
｜Ｂ∪Ｂｇｔ ｜

ꎬ (６)

ＬＧＩｏＵ ＝ＬＩｏＵ－
｜Ｃ－Ｂ∩Ｂｇｔ ｜

｜Ｃ ｜
ꎬ (７)

式中ꎬＢ表示预测边界框ꎬＢｇｔ表示真实目标框 Ｃꎬ表示包含预测框和真实框的最小外接矩形框.
将 Ｆｏｃａｌｅｒ￣ＩｏＵ Ｌｏｓｓ 应用到基于 ＧＩｏＵ Ｌｏｓｓ 的边界框回归损失函数中ꎬＦｏｃａｌｅｒ￣ＧＩｏＵ Ｌｏｓｓ 如式(８) ~ (９)

所示.

ＬＦｏｃａｌｅｒ￣ＩｏＵ ＝

０ꎬ ＩｏＵ<ｄ
ＩｏＵ－ｄ
ｕ－ｄ

ｄ≤ＩｏＵ≤ｕ

１ꎬ ＩｏＵ>ｕ

ì

î

í

ï
ïï

ï
ï

(８)

ＬＦｏｃａｌｅｒ￣ＧＩｏＵ ＝ＬＧＩｏＵ＋ＬＩｏＵ－ＬＦｏｃａｌｅｒ￣ＩｏＵꎬ (９)
式中ꎬＬＦｏｃａｌｅｒ￣ＩｏＵ表示 Ｆｏｃａｌｅｒ￣ＩｏＵ Ｌｏｓｓꎬ[ｄꎬｕ]∈[０ꎬ１]ꎬ通过调整 ｄ 和 ｕ 的值ꎬ可以使 ＬＦｏｃａｌｅｒ￣ＩｏＵ关注不同的回

归样本.
２.５　 改进的 ＹＯＬＯｖ８ｎ 模型结构

改进的 ＹＯＬＯｖ８ｎ 模型结构如图 ７ 所示.

图 ７　 改进的 ＹＯＬＯｖ８ｎ 模型结构

Ｆｉｇ􀆰 ７　 Ｉｍｐｒｏｖｅｄ ＹＯＬＯｖ８ｎ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ
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３　 实验结果与分析

３.１　 实验环境与参数配置

操作系统为 Ｗｉｎｄｏｗｓ１１ꎬＣＰＵ 为 Ｉｎｔｅｌ(Ｒ)Ｃｏｒｅ(ＴＭ) ｉ５－１２４００ＦꎬＧＰＵ 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０６０ Ｔｉꎬ
编程语言为 Ｐｙｔｈｏｎ３.９ꎬ采用 Ｐｙｔｏｒｃｈ 深度学习框架. 以 ＹＯＬＯｖ８ｎ 作为基准模型ꎬ初始学习率设置为 ０.０１ꎬ
使用 ＳＧＤ 优化器ꎬｂａｔｃｈ ｓｉｚｅ 设置为 ８ꎬｅｐｏｃｈ 设置为 ２００.
３.２　 数据集

实验使用 Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ、 Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ 和 Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 三个数据集. Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ
(ｈｔｔｐｓ: / / ｇｉｔｈｕｂ.ｃｏｍ / ＤｅｅｐＱｕｅｓｔＡＩ / Ｆｉｒｅ－Ｓｍｏｋｅ－Ｄａｔａｓｅｔ)为公开数据集ꎬ包含大规模和小规模火灾ꎬ总计 ３ ０００
张图像. Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ(ｈｔｔｐｓ: / / ｗｗｗ.ｋａｇｇｌｅ.ｃｏｍ / ｄａｔａｓｅｔｓ / ｉｒｄｉａｎｓｙａｈ / ｆｏｒｅｓｔ－ｆｉｒｅ－ｄａｔａｓｅｔ)为公开数据集ꎬ包
括 ７ １６７ 张森林场景下的火灾图片. 鉴于 Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ 和 Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ 数据集场景单一ꎬ不满足火

灾场景的多样性ꎬ建立了 Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 数据集. Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 由 ５１ ７１７ 张火灾图像组成ꎬ涵盖了森林、工
厂、隧道和公园等不同场景下的火灾图像. 从中随机选取 ５５００ 张不同场景的火灾图像进行实验ꎬ火灾数据样

本如图 ８ 所示ꎬ其中(ａ) ~ (ｃ)为正样本ꎬ(ｄ) ~ ( ｆ)为负样本. 将 Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ、Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ 和
Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 三个数据集分别按 ８ ∶１ ∶１ 的比例随机划分为训练集、验证集和测试集.

图 ８　 火灾数据样本

Ｆｉｇ􀆰 ８　 Ｆｉｒｅ ｄａｔａ ｓａｍｐｌｅｓ
３.３　 评价指标

采用平均精度均值(ｍｅａｎ Ａｖｅｒａｇｅ ＰｒｅｃｉｓｉｏｎꎬｍＡＰ)、参数量(Ｐａｒａｍｓ)、计算量(ＧＦＬＯＰｓ)和帧速率

( ｆｒａｍｅｓ ｐｅｒ ｓｅｃｏｎｄꎬＦＰＳ)对模型进行评价.
ｍＡＰ 是指不同召回率下的精度均值ꎬ衡量模型在所有类别上的好坏. 计算方法如式(１０)所示.

ｍＡＰ＝
∑
Ｎ

ｉ ＝ １
ＡＰ ｉ

Ｎ
ꎬ (１０)

式中ꎬＡＰ表示 Ｐｒｅｃｉｓｉｏｎ 与 Ｒｅｃａｌｌ 曲线与以 Ｐｒｅｃｉｓｉｏｎ 为纵轴和 Ｒｅｃａｌｌ 为横轴围成的面积ꎬＮ表示类别总数.
帧速率是指模型每秒可以检测图像的数量ꎬ衡量模型的检测速度. 计算方法如式(１１)所示.

ＦＰＳ＝ １ ０００
Ｐｒｅｐｒｏｃｅｓｓ＋Ｉｎｆｅｒｅｎｃｅ＋ＮＭＳ

ꎬ (１１)

式中ꎬＰｒｅｐｒｏｃｅｓｓ表示图像预处理时间ꎬＩｎｆｅｒｅｎｃｅ表示推理时间ꎬＮＭＳ表示非极大值抑制处理时间.
—３９—
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３.４　 消融实验

为验证改进模型对火灾的检测性能ꎬ在相同的实验环境下对 Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 数据集进行测试ꎬ将改进

模块进行不同的组合ꎬ评估各个模块对检测性能的影响ꎬ消融实验如表 １ 所示. 在 ＹＯＬＯｖ８ｎ 主干网络使用

ＲＦＡＣｏｎｖ 模块替换部分卷积使 ｍＡＰ 提高了 １.３％ꎬ提升了模型的特征提取能力ꎻ颈部网络引入 Ｃ２ｆｉＣ 模

块ꎬｍＡＰ 提高了 １.７％ꎬ参数量和计算量小幅度降低ꎻ重构检测头ꎬ设计轻量检测头ꎬ在提高 １.５％ｍＡＰ 的同

时ꎬ参数量和计算量分别减少了 ２０％和 ３３.３％ꎬ降低了检测头参数冗余ꎬ进一步使模型轻量化ꎻ优化损失函

数ꎬｍＡＰ 提高了 ０.８％ꎬ实现难易样本的平衡. 不同模块的组合也实现了模型精度的提高以及参数量和计

算量的下降ꎬ最终改进模型相比 ＹＯＬＯｖ８ｎ 模型 ｍＡＰ 提高了 ３％ꎬ参数量和计算量分别减少了 ３３.３％和

３９.５％ꎬ证明了改进模型的有效性.
表 １　 消融实验

Ｔａｂｌｅ １　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

ＲＦＡＣｏｎｖ Ｃ２ｆｉＣ 轻量检测头 Ｆｏｃａｌｅｒ￣ＧＩｏＵ ｍＡＰ＠ ０.５ / ％ Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ ＦＰＳ

８４.２ ３.０ ８.１ １１９
􀳫 ８５.５ ３.０ ８.２ １０８

􀳫 ８５.９ ２.６ ７.５ ９０
􀳫 ８５.７ ２.４ ５.４ １２３

􀳫 ８５.０ ３.０ ８.１ １２０
􀳫 􀳫 ８６.３ ２.７ ７.６ ７５
􀳫 􀳫 􀳫 ８６.６ ２.０ ４.９ ８８
􀳫 􀳫 􀳫 􀳫 ８７.２ ２.０ ４.９ ９０

３.５　 对比实验

将改进模型与目前主流模型 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ[１４]、ＲＴ￣ＤＥＴＲ[１５]、ＥｆｆｉｃｉｅｎｔＤｅｔ[１６]、ＹＯＬＯｖ５、ＹＯＬＯｖ７[１７]、
ＹＯＬＯｖ８ 和 ＹＯＬＯｖ１０[１８]进行对比实验ꎬ实验采用相同的数据集和训练参数ꎬ对比实验结果如表 ２－表 ４ 所

示. 改进模型在 Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ、Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ 和 Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 三个数据集上 ｍＡＰ 值均达到最

优ꎬ分别为 ７６.６％、８１.０％和 ８７.２％ꎬ且计算复杂度最小ꎬ计算负载仅次于 ＥｆｆｉｃｉｅｎｔＤｅｔꎬ检测速度分别达到了

每秒检测帧率 ８８、每秒检测帧率 ８４ 和每秒检测帧率 ９０. 综上所述ꎬ改进模型实现了检测精度和检测速度

的平衡ꎬ且实现了模型的轻量化ꎬ能够很好地应用于复杂场景下的火灾检测.
表 ２　 Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ 对比实验

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ Ｆｉｒｅ￣Ｓｍｏｋｅ￣Ｄａｔａｓｅｔ

Ｍｏｄｅｌｓ ｍＡＰ＠ ０.５ / ％ Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ ＦＰＳ

Ｆａｓｔｅｒ Ｒ￣ＣＮＮ ６９.８ １３６.７ ３６９.７ ５０
ＲＴ￣ＤＥＴＲ￣ｌ ６７.３ ２８.４ １００.６ ３８
ＥｆｆｉｃｉｅｎｔＤｅｔ ７０.７ ３.８ ４.７ ７８
ＹＯＬＯｖ５ｓ ７０.７ ７.０ １５.８ １３１

ＹＯＬＯｖ７￣ｔｉｎｙ ６９.２ ６.０ １３.０ ９９
ＹＯＬＯｖ８ｎ ７３.３ ３.０ ８.１ １０３
ＹＯＬＯｖ１０ｎ ７２.５ ２.７ ８.２ ６６
ｉｍｐｒｏｖｅｄ ７６.６ ２.０ ４.９ ８８

表 ３　 Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ 对比实验

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ Ｆｏｒｅｓｔ￣Ｆｉｒｅ￣Ｄａｔａｓｅｔ

Ｍｏｄｅｌｓ ｍＡＰ＠ ０.５ / ％ Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ ＦＰＳ

Ｆａｓｔｅｒ Ｒ￣ＣＮＮ ３７.２ １３６.７ ３６９.７ ７
ＲＴ￣ＤＥＴＲ￣ｌ ７７.８ ２８.４ １００.６ ３８
ＥｆｆｉｃｉｅｎｔＤｅｔ ５２.３ ３.８ ４.７ ９
ＹＯＬＯｖ５ｓ ７８.７ ７.０ １５.８ １２９

ＹＯＬＯｖ７￣ｔｉｎｙ ７３.０ ６.０ １３.０ １２３
ＹＯＬＯｖ８ｎ ７８.５ ３.０ ８.１ １０６
ＹＯＬＯｖ１０ｎ ７６.８ ２.７ ８.２ １２５
ｉｍｐｒｏｖｅｄ ８１.０ ２.０ ４.９ ８４

—４９—
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表 ４　 Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ 对比实验

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ Ｈｕａｉ￣Ｇｏｎｇ￣Ｆｉｒｅ

Ｍｏｄｅｌｓ ｍＡＰ＠ ０.５ / ％ Ｐａｒａｍｓ / Ｍ ＧＦＬＯＰｓ ＦＰＳ

Ｆａｓｔｅｒ Ｒ￣ＣＮＮ ６１.６ １３６.７ ３６９.７ １０

ＲＴ￣ＤＥＴＲ￣ｌ ８２.６ ２８.４ １００.６ ４２

ＥｆｆｉｃｉｅｎｔＤｅｔ ７９.８ ３.８ ４.７ １１

ＹＯＬＯｖ５ｓ ８２.５ ７.０ １５.８ １３０

ＹＯＬＯｖ７￣ｔｉｎｙ ８３.１ ６.０ １３.０ １２７

ＹＯＬＯｖ８ｎ ８４.２ ３.０ ８.１ １１９

ＹＯＬＯｖ１０ｎ ８４.５ ２.７ ８.２ １０５

ｉｍｐｒｏｖｅｄ ８７.２ ２.０ ４.９ ９０

４　 结论

针对目前火灾检测效果不佳ꎬ无法平衡速度和精度的问题ꎬ提出一种增强感受野特征的多尺度火灾检

测方法ꎬ提高了特征提取能力ꎬ促进信息之间的全局交互ꎬ防止过拟合ꎬ实现了检测精度和检测速度的平

衡ꎬ提高了检测性能. 在未来的研究工作中ꎬ计划将改进模型部署到边缘设备上ꎬ进一步优化模型实现火

灾场景中的实际应用.
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