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摘   要： 针对高炉煤气利用率多变量强耦合、长滞后及动态波动的特点，提出了一种基于多时间尺度融

合的 TPE-TCN-SAM 动态预测模型 . 首先通过多策略清洗与插值修复原始数据中的噪声、缺失及时间错位

问题，并结合滞后相关分析对齐变量；然后采用改进型随机森林（IRF）算法筛选出 13 个关键影响变量 . 在模

型构建中，采用 TPE（tree-structured Parzen estimator）优化 TCN（temporal convolutional networks）超参数，SAM

（self-adaptive modulation）根据工况调节输入权重，以提升长周期滞后建模与非平稳特征挖掘能力 . 高炉实测

结果表明，模型的 MAE，RMSE，MAPE 分别达到 0. 403%，0. 504%，0. 894%，其精度与鲁棒性优于对比模型 .

该模型已集成至某钢铁企业智能系统，具备提前 1 h 预警能力，为煤气调控与能源管理提供支撑 .
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Abstract： In view of the characteristics of multivariate strong coupling， long lag， and dynamic 
fluctuation of gas utilization in blast furnace， a TPE-TCN-SAM dynamic prediction model based 
on multi-time scale fusion was proposed.  First， noise， missing values， and temporal 
misalignment in the raw data were repaired through multi-strategy cleaning and interpolation， and 
variables were aligned by combining lag correlation analysis.  Then， 13 key influencing variables 
were selected using an improved random forest （IRF） algorithm.  In model construction， a tree-
structured Parzen estimator （TPE） was used to optimize hyperparameters of temporal 
convolutional networks （TCN）， and input weights were adjusted by self-adaptive modulation 

（SAM） according to working conditions to improve the capability of long-period lag modeling 
and non-stationary feature mining.  The measured results of the blast furnace indicate that MAE， 
RMSE， and MAPE of the model reach 0. 403%， 0. 504%， and 0. 894%， respectively， and its 
accuracy and robustness are superior to those of comparison models.  The model was integrated 
into the steel enterprise’s intelligent system， with a one-hour early warning capability， providing 
support for gas regulation and energy management.
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在“双碳”战略与高质量发展要求下，钢铁工

业作为高能耗、高排放行业，正加快推进智能化

转型［1］. 高炉炼铁过程作为钢铁生产流程中的核

心环节，其能源效率直接关系到成本控制与碳排

放水平［2］. 煤气利用率是衡量高炉热效率的关键

指标，受到炉料结构、燃料比例、风口供热等多因

素影响，具有强耦合、高滞后与非线性波动等特

点［3-5］. 传统基于经验或简单模型的方式难以实现

对其精准预测与提前感知 . 为此，构建能够融合

时序特征、适应动态工况变化并具备预测能力的

智能建模方法，已成为高炉能效优化与低碳运行

的关键路径［6-7］.

近年来，随着人工智能与机器学习技术的不

断发展，基于历史数据的预测建模方法在流程工

业中展现出广阔的应用前景［8-10］. 尤其是在高炉

炼铁领域，通过深度学习模型挖掘多源冶炼数据

中的时序关联与潜在规律，已成为实现过程感

知、决策支持与智能调控的重要手段［11-13］. 在煤气

利用率预测方面，提出了多种数据驱动方法，文

献［14-15］采用经验模态分解的方法对输出变量

参数进行解耦，然后再使用不同的建模方法进行

建模，获得了具有较高精度的预测模型 . 靳亚涛

等［16］利用符合特征筛选策略，采用模态分解方

法，结合智能优化算法，所构建的预测模型准确

率达到 87.55%. 郭云鹏等［17］从冶炼强度与煤气利

用率之间关系开展分析，然后采用模糊聚类方法

对冶炼强度进行分级，再利用支持向量机对煤气

利用率进行预测，验证了预测方法的适配性 . 安

剑奇等［18］提出了一种数据驱动的多时间尺度高

炉煤气利用率模型预测控制方法，通过构建布料

和送风操作的多尺度预测模型，实现了煤气利用

率的精准控制和能效优化 . 党晓晶等［19］提出了一

种基于灰狼算法优化支持向量回归的高炉煤气

利用率预测方法，通过融合炉喉测温数据与工艺

参数，有效提升了预测精度 .

尽管已有大量研究探索了基于神经网络的

高炉参数建模方法，但多数工作主要聚焦于当前

状态的拟合重构，即通过当前或历史数据预测当

前时刻的煤气利用率 . 这类“同步性预测”在理论

建模上相对简便，但在实际生产调控中存在显著

局限，无法满足操作人员对未来趋势提前感知与

预留调控窗口的实际需求 . 基于此，本文从工程

实践出发，聚焦于对下一时刻煤气利用率的精准

预测，构建了融合贝叶斯优化思想的 TPE 算法、

具有强感受野的 TCN 结构，以及具备动态工况感

知 能 力 的 SAM 模 块 的 预 测 模 型 TPE-TCN-
SAM，以提升模型在滞后建模、复杂关联挖掘及

动态调控中的适应性与预测精度 .

1　数据治理

本研究所使用的数据来源于中国某钢铁企

业的高炉，该高炉配备有完善的自动化检测系统

和生产执行系统，能够实时采集包括高炉工艺参

数、炉料结构、煤气流量、出铁信息等数十项关键

数据 . 这些数据以分钟级甚至秒级的频率进行记

录 . 尽管数据维度丰富、覆盖面广，但由于高炉生

产现场环境复杂、数据来源系统多样，原始数据

中存在不同程度的噪声、缺失、时间错位等问题 .

因此，在开展煤气利用率预测模型构建之前，必

须对原始数据进行系统性治理，以提升数据的准

确性、一致性和可用性 .

1. 1　数据整合

为保证不同采样频率数据在同一时间尺度

上的一致性，本研究对原始的分钟级与秒级数据

进行了统一的小时级整合处理 . 将同一小时窗口

内的所有高频采样点按照时间顺序划分至对应

的整点时间段，并采用算术平均值作为整合准

则 . 旨在最大程度保留变量的整体变化趋势与水

平特征，同时避免极值波动对建模造成不必要的

扰动 . 整合完成后，所有过程数据均被转换为统

一的小时级时间序列，为后续特征构建、模型训

练与验证提供一致的数据基础 .

1. 2　数据清洗

为了保障预测模型的输入数据质量，本研究

针对高炉实时采集数据中的异常值、缺失值和传

感器误差问题，开展了系统性的数据清洗与校正

工作 . 考虑到高炉连续生产的时序特性与本研究

“下一时刻煤气利用率”预测任务的需求，所有处

理均在保留时间戳完整性的前提下进行，以确保

时间序列的连续性与可用性 . 任何异常值或缺失

值都不能直接剔除，以防破坏模型输入的时间结

构与滞后特征构造；所有修复操作均在保留时间

戳的前提下进行，确保数据连续可读 .
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1. 2. 1　缺失值处理

高炉数据采集过程中可能因网络波动、传感

器短时失效或数据缓存延迟等因素造成少量数

据缺失 . 由于现场管理规范、维护保养及时，所采

集的高炉数据整体缺失比例较低，且缺失点主要

集中在少数连续时间段短、波动较小的变量上 .

鉴于本研究关注连续预测场景下的输入数据完

整性，在处理缺失值时，统一采用插值修复策略，

避免出现时间序列断点 .

具体插值方法如下：

1） 线性插值（linear interpolation）. 对于多数

采集频率高、波动平缓的工艺变量（如煤气温度、

风温、料位等），采用相邻数据点线性插值修复，

在保证连续性的同时有效还原趋势，如图 1 所示 .

2） 指 数 加 权 移 动 平 均（exponentially 

weighted moving average，EWMA）插值 . 对于具

有明显惯性和滞后特性的过程变量（如热风压

力、喷煤量等），直接使用线性插值往往会导致局

部波动被放大，从而偏离变量的真实演化趋势 .

为此，本研究引入指数加权移动平均（EWMA）方

法进行插值 . 该方法能够在保持历史信息影响的

同时，更加强调近期数据对插值结果的贡献，使

得插值在响应短期变化的同时具备平滑性 . 平滑

因子 α 的选择直接影响插值的“灵敏度”，当 α 较

大时，插值结果更贴近最新观测值，适合于响应

快速波动的变量；当 α 较小时，插值结果更平稳，

适用于惯性更强的变量 . 结合实际生产数据的波

动特征与过程响应速度，根据经验将 α 取值范围

设定为 0.3~0.5，以在趋势保持和噪声抑制之间取

得平衡 .

3） 前向填充 . 对于部分变量，缺失点可能出

现在较长时间段内保持相对稳定的平台期 . 在这

种情况下，若采用插值方法，可能会人为引入不

存在的波动或趋势，从而影响后续建模与分析 .

为避免这一问题，本研究对小范围孤立缺失点采

用前向填充（forward fill）策略，即直接用上一时

刻的有效观测值填补缺失点 . 该方法在保证数据

连续性的同时，不会破坏变量在平台期内的平稳

特征，能够有效降低插值误差在模型训练过程中

的累积效应 .

1. 2. 2　变量命名规范与缩写说明

为提升建模与图表表达的规范性，本文对高

炉主要变量进行了标准化命名与英文缩写（表 1）.

各指标在保留中文含义清晰的基础上，统一设定

了英文缩写，以便于特征表示、图表注释和变量

重要性排序等 .

1. 2. 3　异常值处理

受设备老化、传感器漂移、环境扰动等多种

因素影响，高炉过程的实时监测数据中常伴随突

变值、极端值或不符合物理机理的异常值 . 若直

接用于建模，易导致模型偏差与梯度震荡 . 考虑

到本研究所使用的数据均为严格的时序记录，任

意删除数据点将破坏时间序列的完整性与连续

性 . 因此，在保持时间戳完整的前提下，本研究采

用异常值识别与修复策略，对突变值与极端值进

行合理调整，以最大限度地恢复其与实际工况相

符的数值表现 .

1） 异常值检测 . 为保证不同量纲变量的可比

性，首先采用 Z-score 标准化方法对原始数据进

行归一化处理 . 随后，利用箱线图（Box plot）方法

图1　线性插值

Fig. 1　Linear interpolation
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识别异常值，如图 2 所示 .

对部分关键变量（如风温、煤气温度、炉顶压

力等），进一步结合工艺经验边界进行物理意义

验证 . 操作参数需依据高炉操作方案进行异常识

别，其数据范围反映不同生产需求下的控制水

平 . 表 2 列出了某时期部分操作参数的控制范围

与标准差，可作为异常识别参考，超出控制区间

表1　高炉参数缩写对照表
Table 1　Abbreviations of blast furnace parameters 

参数名称

小时焦批质量

小时矿批质量

矿焦比

小时烧结矿质量

小时块矿质量

小时熔剂质量

小时冶金焦质量

冶金焦水分质量

冶金焦灰分质量

冶金焦挥发分 1 质量

冶金焦挥发分 2 质量

冶金焦固定碳质量

冶金焦转鼓 2:DI(150/25)

冶金焦转鼓 3:DI(150/50)

冶金焦反应性

冶金焦粒度 50~25 mm

冶金焦粒度 75~50 mm

缩写

HCBW

HOBW

OCR

HSOW

HLOW

HFW

HMCW

MCM

MCA

MCV1

MCV2

MCFC

DI25

DI50

MCRI

MCS50_25

MCS75_50

参数名称

喷吹煤粉水分质量

喷吹煤粉灰分质量

矿总水分质量

矿总全铁质量

矿总氧化亚铁质量

焦总灰分质量

焦总挥发分 1 质量

焦总挥发分 2 质量

焦总固定碳质量

总水分质量

总全铁质量

总氧化亚铁质量

总二氧化硅质量

总灰分质量

总固定碳质量

理论铁质量

理论焦比

缩写

PCM

PCA

TOM

TFe_O

TFeO_O

TCA

TCV1

TCV2

TCFC

TM

TFe

TFeO

TSiO₂

TA

TFC

TIY

TCR

参数名称

理论煤比

理论燃料比

热风温度

冷风流量

送风风速

富氧量

富氧率

热风压力

炉顶压力

全压差

透气性指数

炉腹煤气发生量

鼓风动能

理论燃烧温度

炉顶温度

煤气利用率

缩写

TCoR

TFR

HBT

CBF

BAV

OEQ

OER

HBP

TP

TPD

PI

BGG

BKE

TCT

TT

GU

图2　高炉生产关键参数异常值箱线图分析

Fig. 2　Box plot analysis of outliers in key parameters of blast furnace production
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或在平台期内剧烈波动的操作变量将被标记为 异常 .

2） 异常值修复 . 针对孤立异常点，采用前后

相邻有效值进行线性插值，以保持整体趋势 . 对

于短时连续异常（如 3~5 个点），则使用前后 5~10

个窗口的均值进行平滑处理，以抑制突变影响 .

1. 3　数据滞后性分析

高炉生产具有显著滞后性，当前操作参数的

实际影响需数小时后才能在出铁指标和煤气利

用率中体现 . 从炉料入炉至铁水出炉通常耗时

6~7 h，若直接将实时数据与煤气利用率对应，将

导致时序偏差，掩盖真实因果关系 . 因此，在构

建预测模型时，需对数据严格进行时间对齐，确

保输入特征与目标输出间具有因果对应关系 .

本研究通过滞后相关分析（lag correlation）方

法（图 3），评估各变量在不同延迟时间下与煤气

利用率的相关性，具体步骤如下：

计算各变量在 0~6 h 滞后区间内与煤气利用

率的最大信息系数（MIC），绘制滞后相关曲线并

分析趋势 . 选取相关系数最大的时滞作为对齐依

据，确定最优延迟步长，将变量向后平移以实现

逻辑对齐，作为最终特征输入 .

当滞后时间为 1 h 时，冷空气流量对煤气利

用率的影响显著高于其他时刻，表明其最优滞后

时长为 1 h. 部分参数与煤气利用率的时滞分析结

果如图 4 所示 .

表2　高炉部分操作参数控制范围及标准差情况
Table 2　Control ranges and standard deviations of partial operating parameters of blast furnace 

序号

1

2

3

4

5

6

7

8

9

参数

热风温度/℃

冷风流量/(m3·min-1)

送风风速/(m·s-1)

富氧量/(m3·h-1)

热风压力/kPa

炉顶压力/kPa

炉顶温度/℃

全压差/kPa

透气性指数

参数控制范围

1 080~1 200

5 800~7 200

230~270

13 350~33 900

370~460

200~260

100~220

165~200

6~20

标准差

14. 2

175

7. 4

4 586

11. 1

7. 7

26. 0

5. 9

0. 12

图3　煤气利用率时滞分析流程

Fig. 3　Time lag analysis process of gas utilization
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1. 4　输入特征筛选

在高炉煤气利用率预测中，原始输入变量

涵盖炉料、热风、操作控制及炉体状态等多个维

度，数量庞大且存在较强相关性与冗余 . 为提升

模型性能并降低过拟合风险，需在建模前对特

征进行筛选，保留对目标变量影响显著的关键

特征 .

本 研 究 采 用 改 进 型 随 机 森 林（improved 

random forest，IRF）算法评估特征重要性并筛选

输入变量［20-22］. 该方法在传统随机森林（RF）算法

基础上，引入稳定性分析与冗余惩罚机制，提升

了重要性评估的可靠性和判别力 .

1. 4. 1　基本原理

传统随机森林算法通过构建多个决策树并

以平均信息增益衡量变量重要性，但易受采样噪

声影响，且在存在多重共线性时往往高估冗余变

量的作用 . 本研究采用的 IRF 算法引入两项机制：

稳定性增强机制：在多轮随机抽样（Bootstrap）

上独立训练森林模型，并计算每轮变量的重要性分

布，以降低样本噪声对特征排序的干扰 .

冗余惩罚机制：结合变量间相关系数矩阵，

对高度共线性的特征组进行权重压缩，避免冗余

变量重复计分，从而提升核心变量的识别能力 .

IRF 综合多轮计算得到的平均重要性得分，

作为每个特征的最终评估指标，并用于后续的排

序与筛选 .

1. 4. 2　筛选流程

1） 数据集划分：处理后的数据按 80%∶20%

的比例划分为训练集和验证集，训练集用于构建

随机森林模型并评估变量重要性，验证集用于稳

定性检验；

2） 变量初始化：将所有经异常值修复、插值

补全及时滞对齐后的变量统一纳入候选特征集；

3） 训练随机森林模型：在训练集中采用多轮

随机抽样（Bootstrap）方式独立训练随机森林模

型，并在每一轮中计算各变量的重要性得分；

4） 设定筛选阈值：依据变量得分的累计贡献率

或设定的最小阈值，逐步剔除对目标影响较小的特

征，确保保留下来的变量能够覆盖主要解释信息；

5） 结果评估与校正：结合业务理解与变量工

程意义，对筛选结果进行人工复核，保留部分具

有潜在物理意义的边缘特征 .

1. 4. 3　筛选结果

所得结果如图 5 所示 . 特征筛选后变量维度

显著降低，保留了理论燃料比、喷煤量、风温、炉

顶压力与温度等对煤气利用率影响显著的关键

特征（详见表 3），为模型的高效训练与泛化提供

了基础 .

图4　部分参数对煤气利用率影响的时滞分析

Fig. 4　Time lag analysis of impact of partial 
parameters on gas utilization

图5　特征重要性排序

Fig. 5　Features importance ranking
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根据图 5 的结果，选取重要性评分高于 0.3 的

特征，共得到 12 项 . 考虑到高炉生产过程具有强

连续性，以及煤气利用率这一关键指标存在明显

的时间相关性，进一步引入其前一时刻的滞后项

作为附加输入变量 . 最终，形成 13 个特征的输入

变量集，为后续建模提供了兼顾静态特征与动态

关联的信息支撑（详见表 3）.

2　模型构建

针对高炉煤气利用率预测中变量维度高、时

序性强、滞后特征显著及工况动态变化频繁等特

点，本文构建了具备自动结构优化能力的 TPE-
TCN-SAM 预测模型 . 该模型以 TPE 算法驱动结

构参数寻优，以时序卷积网络（TCN）提取长短期

依赖特征，并引入自适应调节模块（SAM）增强对

工况波动的响应能力，从而提升预测准确性与实

用性，整体流程如图 6 所示 .

2. 1　模型架构

2. 1. 1　基于 TPE 的超参数优化

在建模初期，需确定卷积核宽度、网络深度、

扩张率序列等关键超参数，这些参数直接影响模

型感受野、时序感知能力及预测精度 . 鉴于高炉

变量关系复杂且预测性能对结构敏感，本文引入

TPE 算法进行超参数优化［23-24］.TPE 算法通过构

建目标函数的概率分布模型，区分优劣参数空

间，并基于期望改进策略高效采样 . 相比传统网

格搜索或贝叶斯优化，TPE 算法更适用于 TCN 等

结构复杂、参数类型混合的调优任务，能在合理

计算成本下提升模型适配性与预测性能 .

TPE 算法通过构建超参数与目标函数之间

的概率模型，区别于传统基于高斯过程的贝叶斯

优化方式 .TPE 算法将采样的超参数根据目标函

数（如验证集 MAE）分为“优良组”和“普通组”，

并分别对其参数空间估计概率密度函数 l（x）与

g（x）. 随 后 ，依 据 最 大 化 期 望 改 进（expected 

improvement，EI）的策略，从 l（x）/g（x）比值最大的

区域中采样新的候选超参数，从而在概率意义上

更倾向于探索优良参数区域，提高搜索效率 .

TPE 算法在每次迭代中利用当前已评估的

超参数与损失值动态更新概率分布，并生成新的

候选超参数，在不显著增加计算负担的情况下引

导搜索过程快速收敛 . 与网格搜索或随机搜索相

比，TPE 算法能够自动识别对性能最敏感的超参

数区域，有效减少无效搜索空间，提高调参效率 .

2. 1. 2　时序卷积网络

在模型主干结构设计中，选用 TCN 作为时序

特征建模核心［25-26］. 针对高炉生产的时序性和长

滞后特性，TCN 首先采用因果卷积结构，强制 t 时

刻的输出仅依赖于当前及历史输入，从机制上避

免数据泄露，符合工业现场实时预测的时序约

束 . 在此基础上，引入膨胀卷积技术，通过设置指

数级增长的膨胀率，在不增加计算成本的前提下

显著扩大有效感受野，从而精准挖掘炉料与操作

参数对煤气利用率的深层滞后影响路径 .

表3　预测模型输入特征
Table 3　Input features of prediction model 

序号

1

2

3

4

5

6

7

特征名称

TCT

HBP

CBF

TPD

TP

BAV

PI

序号

8

9

10

11

12

13

特征名称

BGG

TCoR

TFR

HMCW

TT

GU(t)

图6　模型整体框架图

Fig. 6　Overall framework diagram of model
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为提升深层网络的特征提取能力与训练稳

定性，TCN 构建了包含残差连接的多层嵌套结

构 .该机制允许原始输入信息跨层直接传递并与卷

积特征叠加，既加速了梯度反向传播以解决网络退

化问题，又能同时保留底层信号细节与高层抽象趋

势 .通过上述机制的协同，TCN 在保持高训练效率

的同时，有效克服了传统递归模型难以并行计算的

缺陷，实现了对复杂时序数据的高效建模 .

2. 1. 3　自适应调节

为增强模型对复杂工况的动态适应能力，本

研究在 TCN 主干网络上集成了 SAM. 高炉运行

中存在频繁的风量调整、燃料变化和炉料结构波

动，使得输入变量对煤气利用率的影响具有明显

的时变性和不确定性 . 若仍采用固定权重的特征

建模方式，模型难以及时响应炉况变化，从而造

成预测偏差累积 .SAM 通过双路径特征调制机制

来解决这个问题：一路对输入序列进行全局时间

域聚合，提取炉况变化趋势信息，并通过全连接

变换生成全局调制向量，用于刻画变量在不同阶

段对煤气利用率贡献的重要性演化；另一路利用

轻量化卷积提取局部短期相关特征，对突发扰动

和当前操作策略变化保持敏感性，并形成局部调

制向量 . 随后，两路特征融合后生成时变调制权

重 . 经两路特征融合后，SAM 会对 TCN 提取的特

征通道进行动态加权，增强关键特征对煤气利用

率预测的贡献，抑制噪声和弱相关信息干扰，从而

提高模型对复杂工况变化的自适应能力 .

2. 2　模型与煤气利用率任务的结合优势

本研究构建的模型基于 TCN捕捉变量对煤气

利用率的滞后影响，并引入自适应调节模块以动态

适应生产节奏变化 .采用TPE算法高效优化网络层

数、卷积核宽度等关键超参数，使模型在复杂工况

下具备更强的泛化能力与稳定性，为高炉煤气精细

化调控提供了高精度、低延迟的智能预测支撑 .

3　性能评估

为评估所提出的 TPE-TCN-SAM 模型在高

炉煤气利用率预测任务中的实际效果，本研究设

计了多组对比实验，涵盖预测精度、收敛效率和工

况适应性等多个方面 . 所使用的数据来源于某钢

铁企业高炉的生产实测数据，经过清洗、滞后对齐

和特征筛选后，最终形成小时级别的数据集 . 该数

据涵盖多个工况周期，具有明显的周期性和扰动

特征，适合开展典型的高炉时序建模实验 .

3. 1　实验设置

为保证评估的公正性与可复现性，数据按照

时间顺序划分为训练集（80%）、验证集（10%）与

测试集（10%），划分过程中严格避免数据泄漏与

分布偏移，如图 7 所示 . 模型评估指标采用均方根

误差（RMSE）、平均绝对误差（MAE）和平均绝对

百分比误差（MAPE），以综合反映预测精度、误差

波动性及相对误差水平 . 在本研究的数据集中，

高炉煤气利用率在分析期内表现出一定的波动

性 . 为便于衡量模型误差相对于数据自身波动幅

度的大小，对目标变量进行了统计分析，所使用

的数据中 GUR 的标准差为 0.895%.

选用 MAE，RMSE 以及 MAPE 作为预测性能

评估指标，分别从误差幅度、波动程度和相对精度

3 个维度衡量各模型的预测能力，公式如下：

MAE =
1
n∑

i = 1

n

|| yi - yi ， （1）

RMSE =
1
n∑

i = 1

n

(yi - yi )
2 ， （2）

MAPE =
100%

n ∑
i = 1

n |

|

|
||
|
|
||

|

|
||
|
|
| yi - yi

yi

. （3）

式中：yi 为预测值；yi 为真实值；n 为样本总数 .

在对比实验中，为确保结构公平性与算法对

比的有效性，设置了 3 类对比模型：

1） TPE-TCN：从原模型中移除自适应调节

模块（SAM），仅保留 TPE 算法优化与 TCN 主干 .

2） TPE-GRU-SAM：采用 GRU 替代 TCN 作

为主干建模结构，并使用 TPE 算法进行超参数

优化；

3） WOA-TCN-SAM：以 鲸 鱼 优 化 算 法

（whale optimization algorithm，WOA）替代 TPE 算

法对 TCN 结构进行优化 .

上述所有模型均保留 SAM 以统一动态调制

机制，确保模型能力差异主要来源于主干结构与

优化策略 .

图7　煤气利用率时间序列数据分割

Fig. 7　Time series data segmentation of gas 
utilization
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为了确保各模型在公平的设置下进行性能

比较，本文对所有对比模型均进行了系统性的超

参 数 寻 优 . 针 对 主 结 构 为 TCN 的 模 型（TPE-
TCN，TPE-TCN-SAM，WOA-TCN-SAM），优化

的超参数包括卷积核大小、各层通道数、Dropout

比例及学习率等 . 超参数优化结果如表 4 所示 . 最

终模型参数通过在验证集上的最优表现确定，测

试结果基于该组参数进行评估与对比 .

3. 2　性能分析

为全面评估 TPE-TCN-SAM 模型在高炉煤

气 利 用 率 预 测 任 务 中 的 表 现 ，本 研 究 选 取 了

TPE-TCN，WOA-TCN-SAM 和 TPE-GRU-SAM

作为对比模型 . 通过 MAE，RMSE 和 MAPE 3 个

关键指标的系统对比，如表 5 所示，可以客观反

映各模型在预测精度和稳定性方面的差异 .

从表 5 中数据可以看出，TPE-TCN-SAM 在

各项评价指标上均展现出优势，其 MAE，RMSE和

MAPE 分别低至 0.403%，0.504% 和 0.894%. 这种

性能优势源于模型架构的深度优化，移除 SAM 模

块后，其 MAE 从 0.403% 上升至 0.489%，劣化幅度

达 21.3%；RMSE 从 0.504% 上升至 0.598%. 这一明

显差异证明了 SAM 模块通过动态增强关键变量

权重，有效抑制了非平稳工况下的噪声干扰 . 在优

化策略方面，TPE-TCN-SAM 的 MAE 比 WOA-
TCN-SAM（0.453%）降低了约 11.0%，表明 TPE 算

法在超参数寻优上比传统群体智能算法更具效率

和针对性 . 最后，在主干网络方面，TCN 结构的

RMSE（0.504%）明显优于基于递归结构的 TPE-
GRU-SAM（0.577%）. 这验证了 TCN 的扩张卷积

结构在克服梯度震荡、捕捉高炉长滞后时序特征

方面，较 GRU具有更强的适用性与稳定性 .

图 8 给出了 4 种模型在验证集上的预测结果

与实际高炉煤气利用率的对比 . 整体上，各模型

均能反映利用率的变化趋势，但预测精度存在明

显差别 . 相比其余模型，TPE-TCN-SAM 的预测

曲线与真实曲线贴合度最高，不仅能够较好跟踪

整体变化，在峰值和谷值位置的识别上也更为准

确 . 特别是在样本点 60~78 的强波动区间内，真实

值呈现连续多峰交替特征，TPE-TCN-SAM 仍能

保持较高一致性，较准确地反映短周期波动过

程 . 相比之下，TPE-GRU-SAM 在快速上升阶段

存在一定滞后，WOA-TCN-SAM 在下降阶段出

现低估，TPE-TCN 则存在局部振荡较强、细节反

映不足的问题，说明 TPE-TCN-SAM 在动态工况

下具有更优的响应能力和预测稳定性 .

表4　各预测模型的超参数优化结果
Table 4　Hyperparameter optimization results of each prediction model 

模型名称

TPE-TCN-SAM

TPE-TCN

TPE-GRU-SAM

WOA-TCN-SAM

优化方法

TPE

TPE

TPE

WOA

超参数名称

卷积核大小

通道数（ch1-ch2-ch3）

Dropout 比例

学习率

卷积核大小

通道数（ch1-ch2-ch3）

Dropout 比例

学习率

层数

隐含层单元数

Dropout 比例

学习率

卷积核大小

通道数（ch1-ch2-ch3）

Dropout 比例

学习率

最优值

2

107-40-48

0. 419 8

0. 000 161 9

3

68-57-32

0. 263 0

0. 001 529 0

2

52

0. 313 6

0. 003 452 0

2

96-43-55

0. 235 0

0. 000 161 9

表5　各模型性能对比
Table 5　Performance comparison of different models 

模型

TPE-TCN-SAM

TPE-TCN

WOA-TCN-SAM

TPE-GRU-SAM

MAE/%

0. 403

0. 489

0. 453

0. 466

RMSE/%

0. 504

0. 598

0. 550

0. 577

MAPE/%

0. 894

1. 088

1. 005 

1. 036
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为进一步揭示各模型预测误差的差异，本文

统计了不同误差区间内的样本数量，并绘制了误

差分布曲线（如图 9 所示）. 从图中可以看出，各模

型在低误差区间和高误差区间的分布存在明显

差异 .

TPE-TCN-SAM 在低误差区间表现出优势 .

在误差最小的 0.2% 区间内，TPE-TCN-SAM 的

样本数量达到 44 个，高于消融模型 TPE-TCN（35

个），以及对比模型 WOA-TCN-SAM（32 个）和

TPE-GRU-SAM（36 个）. 这一对比直观地证明了

自适应权重调节模块（SAM）的有效性：相较于未

引入该模块的 TPE-TCN，完整模型在极低误差

区的样本数提升了约 25%，表明 SAM 通过动态

调整输入权重，有效提升了模型对关键特征的捕

捉精度，使预测结果更接近真实值 .

进一步分析累积分布可见，在工业应用最关

注的 0~0.4% 高精度范围内，TPE-TCN-SAM 的

累 积 样 本 数 高 达 83 个 ，明 显 优 于 TPE-TCN 的

63 个 . 这说明若移除 SAM 模块，部分样本的预

测 误 差 会 增 大 . 而 在 高 误 差 区 间 ，TPE-TCN-
SAM 与 TPE-TCN 的样本数均降为 0，优于仍存

有离群点的 WOA-TCN-SAM（MAE 为 1.6% 处

1 个）和 TPE-GRU-SAM（MAE 为 1.8% 处 1 个），

体现了 TCN 主干结构在抑制极端误差方面的鲁

棒性 .

图9　不同模型误差分布

Fig. 9　Error distribution of different models

图8　不同模型预测值与真实值对比

Fig. 8　Comparison between predicted values and actual values of different models
（a）—TPE-TCN-SAM； （b）—WOA-TCN-SAM； （c）—TPE-GRU-SAM； （d）—TPE-TCN.
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综 上 ，TPE-TCN-SAM 模 型 在 误 差 集 中 度

与极端误差控制上均优于对比模型，体现了其

在复杂工业预测任务中的出色性能，满足工业

系统应用需求 .

3. 3　系统应用

基于 TPE-TCN-SAM 模型的高炉煤气利用

率预测模块已集成至某钢铁企业的高炉智能系

统，系统煤气利用率界面如图 10 所示 .

该模块通过对多源生产数据的实时采集与

处理，利用模型对下一时刻煤气利用率进行精准

预测，实现对高炉能源利用效率的提前感知与智

能调控 . 能够动态展示预测值与实际值的对比曲

线，其中预测结果每小时更新一次，并提前 1 h

给出预测结果，其中实线代表实际测量值，虚线

代表基于 TPE-TCN-SAM 模型的预测结果 . 准

确率为过去 24 h 内预测值与实际值相符的小时

数占比，实际运行过程能够达到 88% 以上，整体

预测曲线对工况变化具有良好的响应能力，能

够准确捕捉趋势波动，表现出高度的预测精度

与适应性 .

4　结  论

1） 本研究针对高炉生产过程中多源异构数

据（包括秒级传感器数据、分钟级工艺参数和小

时级化验数据）的特性，构建了一套完整的数据

治理体系 . 通过创新的混合插值策略和基于工艺

知识的异常值检测方法，为模型构建奠定了高质

量数据基础 .

2） 在测试集上的 MAE，RMSE 和 MAPE 分

别达到 0.403%，0.504% 和 0.894%，验证了其在煤

气利用率预测任务中的适应性与优势 . 特别是在

误差分布控制方面，TPE-TCN-SAM 模型表现出

更强的低误差集中性和异常点抑制能力 .

3） TPE-TCN-SAM 模型已成功部署于某钢

铁企业高炉智能系统中，能够实现小时级煤气利

用率的精准预测，并提前 1 h 输出预测结果，有效

提升了企业对未来能效趋势的前瞻性感知能力，

为企业的能源管理与高炉操作提供了重要支撑 .
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