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显著性引导的 ＳＧ￣ＤＥＴＲ 低光目标检测

魏英姿ꎬ张　 航ꎬ于聚壮
(沈阳理工大学 信息科学与工程学院ꎬ沈阳 １１０１５９)

摘　 要: 针对低光图像目标检测中边缘模糊、遮挡及尺度差异等问题ꎬ提出一种基于视觉显著

性引导的目标检测方法 ＲＴ￣ＤＥＴＲ 的改进模型ꎮ 首先ꎬ利用深度学习模型生成的显著性图做输

入级增强ꎬ突出目标特征与边缘信息ꎬ减少冗余候选框数量ꎮ 其次ꎬ设计门控调制模块ꎬ将基于

显著性图的注意力权重融入到 ＲＴ￣ＤＥＴＲ 模型的特征图中ꎬ确保注意力权重与真实目标区域的

精准匹配ꎬ以此实现特征级的融合ꎬ减少噪声干扰ꎮ 最后ꎬ在损失级利用显著性驱动的动态重

加权机制ꎬ使训练过程中更关注显著区域的目标ꎬ提升模型收敛速度与稳定性ꎮ 通过自建复杂

目标数据集 ＬｌＳＯＤ 的测试结果显示ꎬ改进模型 ｍＡＰ＠ ０􀆰 ５ 和 ｍＡＰ＠ ０􀆰 ５∶ ０􀆰 ９５ 达到 ８１􀆰 ４％ 和

６０􀆰 ３％ ꎬ较原 ＲＴ￣ＤＥＴＲ 模型提升 ４􀆰 ２％和 １􀆰 ９％ ꎬ可有效应用于低光场景目标检测任务ꎮ
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　 　 目标检测在自动驾驶、智能监控、人机交互等

场景中广泛应用[１]ꎮ 在低光照条件下ꎬ图像易受

光照强度变化和光线折射的影响ꎬ导致对比度降

低、颜色失真ꎬ使目标与背景的边界难以区分ꎮ 真



实场景中目标常因遮挡和重叠导致轮廓模糊ꎬ难
以完整识别ꎮ 若目标尺寸较小或特征不明显ꎬ检
测模型容易将其忽略ꎬ进一步增加了检测难度ꎮ

目标检测技术分为基于传统的检测方法和基

于深度学习的目标检测方法两大类ꎮ 基于深度学

习的目标检测算法主要包括单阶段和双阶段检测

算法ꎮ Ｆａｓｔｅｒ￣ＲＣＮＮ[２]是两阶段检测算法的代表ꎬ
首先生成可能包含目标的区域建议ꎬ然后对每个

建议进行特征提取与分类ꎮ 与双阶段检测算法不

同ꎬ单阶段检测算法ꎬ如 ＳＳＤ[３] 和 ＹＯＬＯ 系列[４]ꎬ
省略了候选区域生成步骤ꎬ直接从图像中回归目

标位置与类别ꎬ提高了检测效率ꎮ
单阶段算法缺乏精细的区域建议机制ꎬ在目

标密集、遮挡等复杂场景中ꎬ其特征表达能力较

弱ꎬ易出现漏检问题ꎬ从而限制了其在复杂任务中

的适用性ꎮ 为此ꎬ研究者们针对不同的问题设计

了多种改进策略ꎮ 文献[５]提出基于深度时空残

差卷积神经网络的算法ꎬ利用时空特征学习实现

多目标、遮挡条件下的目标识别ꎮ 文献[６]通过主

干网络的可变形层聚合模块及多尺度注意力并联

增强模块提升检测性能ꎬ有效解决目标之间相互

遮挡造成的漏检ꎮ 近年来ꎬＴｒａｎｓｆｏｒｍｅｒ 架构逐渐

被引入目标检测任务ꎮ 文献 [７ ] 提出了基于

Ｔｒａｎｓｆｏｒｍｅｒ 架构的目标检测算法 ＤＥＴＲꎬ但由于

缺乏有效的区域建议机制ꎬ在目标密集的场景下

性能有限ꎮ 文献[８]在 ＤＥＴＲ 的基础上构建了

ＲＴ￣ＤＥＴＲꎬ其在遮挡、密集和小目标场景中检测性

能更加良好ꎬ同时提升了训练速度和检测精度ꎮ
以 ＤＥＴＲ 为代表的 Ｔｒａｎｓｆｏｒｍｅｒ 检测算法在

复杂场景中仍存在两方面亟待解决的挑战ꎮ 一方

面是缺乏对关键区域的聚焦能力ꎬ另一方面是全

局注意力的高计算开销ꎮ 文献[９]提出跨空间高

效多尺度注意力机制ꎬ借助并行子网络构建大感

受野结构ꎬ但其在处理图像时对所有区域一视同

仁ꎬ忽略了前景与背景在信息价值上的差异ꎮ 全

局自注意力需要对整幅图像进行密集计算ꎬ导致

显著的计算与存储负担ꎮ 文献[１０]利用高效的部

分卷积对 ＤＥＴＲ 进行改善ꎬ但仍因背景噪声的干

扰问题ꎬ导致对小目标、遮挡目标或低对比度目标

检测性能的下降ꎮ 视觉显著性作为模拟人类视觉

注意力机制的重要技术ꎬ为目标检测任务提供了

一种有效的先验引导ꎮ 显著性图能够突出与任务

相关的前景区域ꎬ同时抑制冗余的背景信息ꎬ从而

在提升检测精度与效率方面展现出独特优势ꎮ 文

献[１１]结合交互式特征增强和跨尺度学习ꎬ提出

了一种融合 ＲＧＢ 与深度信息的显著物体检测方

法ꎮ 文献[１２]利用显著性图做引导ꎬ对图像做增

强处理ꎬ突出夜间场景中目标边缘轮廓ꎬ缓解 Ｆａｓ￣
ｔｅｒ￣ＲＣＮＮ 检测器特征冗余和目标丢失问题ꎮ 但

在 Ｔｒａｎｓｆｏｒｍｅｒ 架构下ꎬ如何高效、系统性地融合

显著性引导信息ꎬ仍是一个尚未充分探索的研究

方向ꎮ
本文提出一种显著性引导优化框架 ＳＧ￣ＤＥ￣

ＴＲ( ｓａｌｉｅｎｃｙ ｇｕｉｄｅｄ ｄｅｔｅｃｔｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ)ꎬ主要

思路如下:
１)在 ＲＴ￣ＤＥＴＲ 中引入视觉显著性先验信

息ꎬ将显著性特征与检测网络深层特征融合ꎬ以增

强语义感知ꎻ
２)利用门控调制特征融合模块[１３]ꎬ根据显著

性引导对特征级数据进行动态特征筛选与重构ꎬ
以提高多尺度特征的表达力ꎻ

３)采用显著性驱动的动态损失重加权机制ꎬ
以增强模型训练阶段对显著区域的关注ꎮ

１　 ＲＴ￣ＤＥＴＲ 目标检测模型

ＲＴ￣ＤＥＴＲ 是基于 ＤＥＴＲ 改进的实时目标检

测模型ꎬ其创新性地融合了 Ｔｒａｎｓｆｏｒｍｅｒ 全局建模

能力与高效检测技术ꎬ突破了传统 ＤＥＴＲ 模型实

时性不足、小目标检测性能有限的瓶颈ꎮ ＲＴ￣ＤＥ￣
ＴＲ 通过架构的深度重构与训练策略的优化ꎬ实现

了效率与精度的协同提升ꎮ 骨干网络采用了 Ｒｅｓ￣
Ｎｅｔ 神经网络与多层次特征融合以增强特征提取

能力ꎻ基于对象交互关系的高效混合编码器ꎬ包括

基于注意力的尺度内特征交互模块(ＡＩＦＩ)和基于

卷积神经网络的跨尺度特征融合模块(ＣＣＦＦ)ꎬ提
高了特征表达能力与尺度适应性ꎻ解码器采用

ＩｏＵ 感知查询模块ꎬ提高目标框的定位精度ꎻ采用

全连接网络输出头输出预测结果ꎮ

２　 视觉显著性引导的目标检测

本文提出的基于视觉显著性引导的目标检测

框架如图 １ 所示ꎮ 首先ꎬ利用显著性检测模型预

测图像并生成高置信度的显著性图ꎬ该图为目标

候选框的生成提供区域约束ꎬ有助于减少冗余候

选框的数量ꎮ 该方法基于视觉显著性原理ꎬ在通

道维度上对输入图像进行增强ꎬ通过抑制低响应

区域来降低背景复杂纹理的干扰ꎬ从而减少计算

资源的消耗ꎮ这有助于缓解目标特征在提取过程
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图 １　 视觉显著性引导的目标检测架构

Ｆｉｇ. １　 Ｏｂｊｅｃｔ Ｄｅｔｅｃｔｉｏｎ Ａｒｃｈｉｔｅｃｔｕｒｅ Ｇｕｉｄｅｄ
ｂｙ Ｖｉｓｕａｌ Ｓａｌｉｅｎｃｙ

因背景噪声而导致的特征稀释问题ꎬ提升模型对

关键目标的表征能力ꎮ其次ꎬ利用显著性图进行

注意力加权操作ꎬ通过门控调制特征融合模块ꎬ利
用特征级注意力引导机制将注意力权重融入模型

的不同维度特征图中ꎬ确保注意力权重与真实目

标区域的精准匹配ꎬ实现特征级的融合ꎮ 最后ꎬ构
建了显著性驱动的动态损失重加权机制ꎬ对高显

著性区域赋予更高的损失权重ꎬ促使网络更准确

地拟合显著区域的目标ꎻ同时对负样本进行降权ꎬ
以减轻对背景区域的惩罚ꎮ 经过显著性引导增强

的特征图输入至目标检测的分类与回归分支ꎬ实
现对目标的精准定位与类别判断ꎮ

３　 ＳＧ￣ＤＥＴＲ 网络架构

为提升复杂环境下目标检测精度ꎬ在 ＲＴ￣ＤＥ￣
ＴＲ 模型基础上引入视觉显著性先验ꎬ构建一个能

够有效融合多尺度、多层次信息的整体网络结构ꎮ
改进后的模型整体结构如图 ２ 所示ꎮ 同 ＲＴ￣ＤＥ￣
ＴＲ 架构ꎬＳＧ￣ＤＥＴＲ 也由骨干网络、基于对象交互

关系的混合编码器、解码器及全连接网络预测头

四个部分组成ꎮ

图 ２　 ＳＧ￣ＤＥＴＲ 网络结构

Ｆｉｇ. ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＧ￣ＤＥＴＲ ｎｅｔｗｏｒｋ

３􀆰 １　 输入级显著性增强
ＳＧ￣ＤＥＴＲ 模型的输入级加权借助 ＡＢｉＵ￣

Ｎｅｔ[１４]模型生成对应输入图像的显著性图ꎮ 显著性

图反映了图像中不同区域对于目标检测任务的重

要程度ꎬ将生成的显著性图与原始输入图像进行像

素级的融合操作ꎮ 通过对原始输入图像的每个像

素值按在显著性图中对应位置的显著值进行加权

调整ꎬ对原始图像中显著值 Ｍｓａｌ (ｘꎬｙ)接近 １ 的目

标区域ꎬ通过乘法运算放大其像素亮度与对比度ꎮ
Ｉｗｅｉｇｈｔｅｄ(ｘꎬｙ) ＝ Ｉｏｒｉｇ(ｘꎬｙ) ×Ｍｓａｌ(ｘꎬｙ) (１)

式中:Ｉｏｒｉｇ(ｘꎬｙ)为原始输入图像在像素坐标(ｘꎬｙ)
处的像素值ꎻＭｓａｌ ( ｘꎬｙ)为显著性图在像素坐标

(ｘꎬｙ)处的像素值ꎻＩｗｅｉｇｈｔｅｄ ( ｘꎬｙ)为加权后的输入

图像在像素坐标(ｘꎬｙ)处的像素值ꎮ 在输入阶段

就强化了关键区域的表达ꎬ使模型为后续浅层特

征 Ｓ３、Ｓ４ 的目标定位奠定基础ꎬ从而提高对小目

标与复杂背景目标的检测能力ꎮ 输入级处理结果

如图 ３ 所示ꎮ
３􀆰 ２　 编码器部分

如图 ２ 所示ꎬ在 ＳＧ￣ＤＥＴＲ 框架的编码器部

分ꎬ颈部特征融合依旧采用高效混合编码器ꎮ 骨

干网络输出三个不同尺度的特征图 Ｓ３、Ｓ４、Ｓ５ꎮ 首

先ꎬ引入视觉显著性先验ꎬ利用 ＡＢｉＵ￣Ｎｅｔ 模型

生成显著性图ꎬ在输入阶段ꎬ基于显著性图对输入
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图 ３　 输入级处理结果

Ｆｉｇ. ３　 Ｉｎｐｕｔ￣ｌｅｖｅｌ ｐｒｏｃｅｓｓｉｎｇ ｒｅｓｕｌｔ

图像进行显著性加权增强ꎬ强化关键区域表达ꎬ提
升小目标与复杂背景目标的检测能力ꎮ 对于特征

图 Ｓ５ꎬ运用 ＡＩＦＩ 后得到 Ｆ５ꎮ 同时ꎬ在特征级ꎬ通过

门控调制特征融合模块ꎬ利用显著性引导对 Ｓ３、Ｓ４

以及 Ｆ５ 进行动态特征筛选与重构ꎬ该模块能依据

显著性信息ꎬ自适应地调整不同特征图在融合过

程中的权重与贡献度ꎬ提升模型在多尺度场景下

的表达力ꎮ 其次ꎬ将经过门控调制特征融合模块

处理后的 Ｓ３、Ｓ４ 以及 Ｆ５ 三个不同尺度的特征图ꎬ
通过基于卷积神经网络的 ＣＣＣＦ 进行融合ꎬ得到

最终输出的查询特征ꎮ
３􀆰 ３　 特征级显著性引导

在模型特征处理流程中ꎬ骨干网络会输出多

尺度特征图 Ｓ３、Ｓ４、Ｓ５ꎬ这些特征虽包含目标的层

次化语义信息ꎬ但在背景干扰密集、小目标占比高

的复杂场景下仍存在关键区域特征响应不足的问

题ꎮ 为此ꎬ在特征级设计注意力加权与门控调制

融合的两级处理机制ꎮ 首先通过显著性先验增强

目标区域特征表达ꎬ再通过门控调制特征融合模

块平衡显著性特征与原始特征的贡献ꎬ充分利用

视觉显著性的引导价值ꎬ规避显著性预测误差带

来的负面影响ꎬ为后续混合编码器的特征交互与

解码器的精准解码奠定基础ꎮ
以骨干网络输出的第 ｌ 个特征图 Ｆｌ∈ＲＣ ×Ｈｌ ×Ｗｌ

为例ꎬ其中 Ｃ 为特征通道数ꎬＨｌꎬＷｌ 分别为该尺度

特征图的高度与宽度ꎬ结合对应尺度下的显著性图

Ｓｌ∈Ｒ１ ×Ｈｌ ×Ｗｌꎬ注意力加权过程如图 ４ 所示ꎮ
　 　 利用空间加权将显著性图作为动态注意力掩

码ꎬ通过逐元素乘法将显著性信息嵌入特征图ꎬ对
特征图每个空间位置进行响应调整ꎬ使模型更聚

焦于目标所在的区域ꎮ 过程可表达为

图 ４　 注意力加权计算过程

Ｆｉｇ. ４　 Ａｔｔｅｎｔｉｏｎ￣ｗｅｉｇｈｔｅｄ ｃｏｍｐｕｔａｔｉｏｎ ｐｒｏｃｅｓｓ

Ｆｓａｌꎬｓｐａ
ｌ ＝ Ｆｌ☉(１ ＋ γ􀅰Ｓｌ) (２)

式中:☉表示矩阵逐元素乘法ꎻγ 为可学习超参

数ꎮ 操作直接作用于模型的 Ｓ３ꎬＳ４ 的浅层细节特

征与 Ｓ５ 的深层语义特征ꎬ确保不同尺度下的目标

区域均能获得特征响应增益ꎮ
不同通道的特征对应目标的不同语义属性ꎬ

仅通过空间加权难以实现通道维度的针对性增

强ꎮ 为进一步进行全局信息聚合ꎬ生成通道权重

向量ꎬ实现特征的跨通道动态适配ꎮ 首先ꎬ通过全

局平局池化(ＧＡＰ)遍历显著性图 Ｓｌ 所有空间位

置像素ꎬ计算均值以生成单值全局显著性强度指

标 ｓｌ ＝ＧＡＰ(Ｓｌ)ꎬ将显著性图信息压缩为全局单

值ꎬ实现从空间维度到单维度的降维ꎬ避免单一局

部区域的显著性误差对通道权重产生过度干扰ꎻ

随后ꎬ将 ｓｌ 输入至含 ＲｅＬＵ 激活函数的全连接层

(ＦＣ)ꎬ通过非线性映射生成与特征通道数完全对

齐的权重向量 ｗ∈ＲＣꎻ最后ꎬ利用逐通道乘法实现

特征重标定ꎬ过程可表示为

Ｆｓａｌꎬｃｈａ
ｌ (ｃ) ＝ ｗ(ｃ)􀅰Ｆｌ(ｃ) (３)

式中:Ｆｌ(ｃ)表示 Ｆｌ 的第 ｃ 个通道特征图ꎮ 从而

完成通道维度的动态适配ꎬ提升特征图的语义区

分度ꎮ
综合空间与通道加权的优势ꎬ将 Ｆｓａｌꎬｓｐａ

ｌ 与

Ｆｓａｌꎬｃｈａ
ｌ 通过通道维度拼接与 １ × １ 卷积压缩维度ꎬ

得到最终的加权特征 Ｆｓａｌ
ｌ ∈ＲＣ × Ｈｌ ×Ｗｌꎮ 过程可表

示为

Ｆｓａｌ
ｌ ＝ Ｃ１ × １(Ｃｏｎｃａｔ(Ｆｓａｌꎬｓｐａ

ｌ ꎬＦｓａｌꎬｃｈａ
ｌ ) (４)

式中:Ｃｏｎｃａｔ 表示拼接输出特征ꎻＣ１ × １表示 １ × １ 卷

积层ꎮ 不同图像的注意力加权结果如图 ５ 所示ꎮ
考虑到显著性检测模型的预测可能存在漏

检、误检的局限性ꎬ直接引用可能引入噪声特征ꎬ
反而影响检测性能ꎮ 为此在模型中加入了门控调

制特征融合模块ꎬ通过动态门控权重平衡与原始

特征的贡献ꎬ实现鲁棒性特征融合ꎮ 门控模块如

图 ６ 所示ꎮ
门控权重以原始特征和显著性加权特征的差

异为依据ꎬ通过卷积层提取交互信息ꎬ经过Ｓｉｇ
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图 ５　 不同图像的注意力加权图

Ｆｉｇ. ５　 Ａｔｔｅｎｔｉｏｎ￣ｗｅｉｇｈｔｅｄ ｍａｐｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｉｍａｇｅｓ

图 ６　 门控调制特征融合模块

Ｆｉｇ. ６　 Ｇａｔｅ￣ｃｏｎｔｒｏｌｌｅｄ Ｍｏｄｕｌａｔｉｏｎ Ｆｅａｔｕｒｅ Ｆｕｓｉｏｎ Ｍｏｄｕｌｅ

ｍｏｉｄ 激活将权重约束至[０ꎬ１]区间ꎬ过程可表示为

Ｇｌ ＝ σ(Ｃ３ × ３(Ｃｏｎｃａｔ(ＦｌꎬＦｓａｌ
ｌ ))) (５)

式中:Ｇｌ∈ＲＣ × Ｈｌ ×Ｗｌꎬ为门控模块筛选出的特征图ꎻ
σ(􀅰) 为 Ｓｉｇｍｏｉｄ激活函数 ꎻ元素Ｇｌ 的取值接近

１ꎬ表示显著性加权有效ꎬ若该值接近 ０ꎬ则表明显

著性图可能包含噪声ꎮ
基于 Ｇｌꎬ最终的融合特征 Ｆｆｕｓｅｄ

ｌ 通过加权求和

实现ꎬ过程可表示为

Ｆｆｕｓｅｄ
ｌ ＝Ｇｌ☉Ｆｓａｌ

ｌ ＋ (１ －Ｇｌ)☉Ｆｌ (６)
融合使模型具备自适应调整能力ꎬ在显著性

预测可靠的区域ꎬＧｌ 趋近于 １ꎬ主要依赖 Ｆｓａｌ
ｌ 的增

强特征ꎻ反之ꎬＧｌ 趋近于 ０ꎬ模型自动保留更多原

始特征信息ꎬ从而规避显著性误差的负面影响ꎮ
３􀆰 ４　 解码器部分

改进后的 ＳＧ￣ＤＥＴＲ 模型中ꎬ解码器对最小不

确定性查询选择筛选出的特征进行解码ꎮ 解码器

由多层 Ｔｒａｎｓｆｏｒｍｅｒ 的解码器层组成ꎬ对筛选出的

查询进行逐级迭代解码ꎬ以此逐步修正预测结果ꎮ
在模型中ꎬ融入了显著性相关的机制ꎬ在解码过程

中ꎬ利用显著性先验信息辅助解码ꎬ增强对显著区

域目标的解码准确性ꎮ 通过全连接层输出最后的

检测框和类别信息ꎮ 在训练过程中ꎬ所有解码器

层的分类头和定位头都会输出位置信息和类别信

息ꎬ并且结合显著性驱动的动态损失重加权机制ꎬ
这些输出信息会被纳入损失计算ꎬ用于约束各个

级别的解码器层ꎬ增强模型对显著区域目标的关

注ꎬ提高收敛效率与检测鲁棒性ꎮ 解码器部分结

构如图 ７ 所示ꎮ

图 ７　 解码器部分结构

Ｆｉｇ. ７　 Ｄｅｃｏｄｅｒ ｐａｒｔｉａｌ ｓｔｒｕｃｔｕｒｅ

３􀆰 ５　 动态损失函数
为使模型聚焦于显著区域ꎬ定义显著性加权

的检测损失ꎬ通过动态调整损失权重ꎬ增强模型

对显著区域目标的关注ꎬ提升收敛效率与检测鲁

棒性ꎮ
对于数据集中的每个标注目标实例 ｉꎬ设其在

图像中的中心坐标为(ｘｉꎬｙｉ)ꎬ利用显著性图 Ｓꎬ获
取该实例中心位置的显著值 Ｓ(ｘｉꎬｙｉ)ꎮ 基于显著

值ꎬ为每个目标实例 ｉ 分配动态损失权重 ｗｉꎬ过程

表示为

ｗｉ ＝ １ ＋ γ􀅰Ｓ(ｘｉꎬｙｉ) (７)
式中:γ 为可调节超参数ꎬ用于控制显著性对损失

权重的影响ꎮ Ｓ(ｘｉꎬｙｉ)较大时ꎬｗｉ 显著大于 １ꎬ该
实例的损失在总损失中占比更高ꎻ反之损失占比

相对正常ꎮ
结合上述动态权重ꎬ模型的总检测损失 Ｌ 被
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定义为各目标实例检测损失的加权和ꎬ过程表

示为

Ｌ ＝ ∑
ｉ
ωｉ􀅰Ｌｄｅｔ( ｉ) (８)

式中:Ｌｄｅｔ( ｉ)为实例 ｉ 的基础检测损失ꎮ 该损失函

数显著区域的损失权重更大ꎬ促使模型在反向传

播优化过程中ꎬ优先对显著区域的检测误差进行

修正ꎬ强化对显著区域目标的学习ꎮ

４　 实验与分析

４􀆰 １　 实验数据集与环境配置
为了验证方法的有效性ꎬ构建复杂场景混合

数据集ꎮ 本研究以用于微光视觉的可见 － 红外配

对数据集 ＬＬＶＩＰ 为基础ꎬＬＬＶＩＰ 包含 １５ ４８８ 对可

见 － 红外图像ꎬ使用海康威视 ｄｓ￣２ｔｄ８１６６ｂｊｚｆｙ￣
７５ｈ２ｆ / ｖ２ 双目相机平台ꎬ在晚上 ６ ~ １０ 点之间从

２６ 个不同的地点收集ꎬ涵盖 ２４ 个不同的夜晚场景

和 ２ 个白天场景ꎮ 本研究对数据集进行筛选ꎬ去
除不包含显著目标与相似度高的图像ꎬ并采用自

然图像质量评估器(ＮＩＱＥ)进行筛选ꎬ最终选择

ＮＩＱＥ 大于 ６􀆰 ７８ 的图片 １ ５００ 张ꎮ 为保证数据的

多样性ꎬ采用 ＹＬＬＳＯＤ 数据集[１５]进行扩充ꎮ 选用

领域内通用图像标注工具 Ｌａｂｅｌｍｅꎬ秉持准确性、
样本多样性等原则进行标注ꎬ构建包含 ３ ９６０ 张

图片ꎬ大于 ７ ０００ 个目标实例ꎬ涵盖室内、室外、遮
挡、重叠等复杂场景与其相应真值标签的数据集

ＬｌＳＯＤꎬ涵盖行人ꎬ汽车ꎬ路障在内的多类目标ꎮ
采用 ７∶ ２ ∶ １ 比例划分ꎬ其中训练集 ２ ７７２ 张、验
证集 ７９２ 张、测试集 ３９６ 张ꎬ确保各子集的场景

分布与目标特征保持一致ꎮ 数据集样本如图 ８
所示ꎮ

图 ８　 数据集样本

Ｆｉｇ. ８　 Ｄａｔａｓｅｔ ｓａｍｐｌｅｓ

　 　 实验硬件配置:ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ４０９０
３２ Ｇ ＧＰＵꎮ 软件环境:ＣＵＤＡ １１􀆰 ８ꎻｔｏｒｃｈ ２􀆰 ０􀆰 １ꎻ
ｐｙｔｈｏｎ ３􀆰 ８ꎮ 训练设置大多沿用 ＲＴ￣ＤＥＴＲ 的默认

训练设置ꎬ优化器使用 ＡｄａｍＷꎬ初始学习率为５ ×

１０ － ５ꎬ批大小设置为 １６ꎬ运行 １５０ 轮次ꎬ输入图像

大小为 ６４０ × ６４０ꎮ
４􀆰 ２　 评价指标

在模型的性能评估中ꎬ从精度、效率等维度构

建评价体系ꎮ 精度方面ꎬ采用平均精度均值(ｍＡＰ)
作为核心指标ꎬ评估模型在不同 ＩｏＵ 阈值下的综

合检测能力ꎻ同时计算不同目标尺度下的平均精

度 ＡＰ＿Ｓ、ＡＰ＿Ｍ、ＡＰ＿Ｌ 以反映模型对多尺度目

标的适应性ꎬ并引入边界框偏移误差 (ＢＢＯＸ￣
Ｅｒｒ)和背景误检率(ＦＰＲ)量化显著性引导机制

对定位精度与背景抑制的优化效果ꎮ 效率方面ꎬ
通过参数量(Ｐａｒａｍｓ)和浮点运算数(ＦＬＯＰｓ)衡

量模型计算复杂度ꎬ直观展示模型的进一步优化

和改进方向ꎮ
４􀆰 ３　 消融实验

以 ＲＴ￣ＤＥＴＲ 为基线模型ꎬ通过逐一添加核

心模块构建 ５ 组消融实验ꎬ分析各模块的功能价

值ꎮ 所有模型均在 ＬｌＳＯＤ 训练集上训练ꎮ 消融

实验结果如表 １ 所示ꎮ 第 １ 组实验采用原始

ＲＴ￣ＤＥＴＲ 模型ꎻ第 ２ 组实验在原始 ＲＴ￣ＤＥＴＲ 模

型的基础上添加输入级显著性增强 ( ＩＥ)ꎬ使

ｍＡＰ＠ ０􀆰 ５∶ ０􀆰 ９５ 提升 １􀆰 ２％ ꎬＡＰ＿Ｓ 提升 １􀆰 ７％ ꎬ
表明了显著性在增强目标区域特征响应上的基

础作用ꎻ第 ３ 组实验在第 ２ 组实验的基础上新

增特征级显著性引导 (ＣＡ) ꎬ由于显著性检测

模型自身的预测误差被直接引入特征增强流

程ꎬ导致噪声干扰抵消了有效特征的增强效果ꎬ
各项系数提升较少ꎻ第 ４ 组实验在先前实验的

基础上增加门控特征融合模块(ＧＭ) ꎬｍＡＰ 提

升 １􀆰 ７％ ꎬＦＰＲ 从 ０􀆰 １４２ 降至 ０􀆰 １０５ꎬ印证了门

控机制对特征差异的可靠性判断ꎬ平衡特征贡

献ꎬ提升模型对复杂场景的适配性ꎻ第 ５ 组实验

即 ＳＧ￣ＤＥＴＲꎬ包括动态损失函数ꎬ在计算量和

参数量仅小幅增加的情况下ꎬ实现了更高的检

测精度ꎮ
为验证 ＧＭ 对显著性预测误差的抑制能力ꎬ

通过引入不同水平的误差ꎬ测试 ＧＭ 模块在误差

干扰下的性能保持能力ꎮ 以 ＡＢｉＵ￣Ｎｅｔ 生成的显

著性图为基准ꎬ通过随机选取背景区域ꎬ将其显

著值从 ０ 提升至 ０􀆰 ８ ~ １􀆰 ０ꎬ模拟误检现象ꎬ误检

区域占比分别为 ０％ 、１０％ 、２０％ ꎮ 在 ＬｌＳＯＤ 验

证集上ꎬ分别采用不同误差水平的显著性图ꎬ以
ＦＰＲ、ＡＰ＿Ｓ、ＢＢＯＸ￣Ｅｒｒ 为核心指标ꎬ对比模型在

不同误差下的性能衰减幅度ꎬ量化 ＧＭ 模块的鲁

棒性ꎮ 性能对比结果如表 ２ 所示ꎮ
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表 １　 采用不同策略的 ＤＥＴＲ 模型消融实验结果

Ｔａｂｌｅ １　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ＤＥＴＲ ｍｏｄｅｌｓ ｕｓｉｎｇ ｄｉｆｆｅｒｅｎｔ ｓｔｒａｔｅｇｉｅｓ

编号
策略

ＩＥ ＣＡ ＧＭ ＤＬＷ
ｍＡＰ＠０􀆰 ５ / ％ ｍＡＰ＠０􀆰 ５∶ ０􀆰 ９５ / ％ ＡＰ＿Ｓ / ％ ＢＢＯＸ￣Ｅｒｒ / ％ ＦＰＲ / ％ Ｐａｒａｍｓ / １０６ ＧＦＬＯＰｓ

１ ０􀆰 ７６２ ５４􀆰 ８ ０􀆰 ６８５ ０􀆰 １８２ ０􀆰 １５６ １９􀆰 ９ ５７􀆰 ０

２ √ ０􀆰 ７７４ ５５􀆰 ２ ０􀆰 ７０２ ０􀆰 １６５ ０􀆰 １４２ ２０􀆰 １ ５７􀆰 ４

３ √ √ ０􀆰 ７８８ ５５􀆰 ９ ０􀆰 ７２８ ０􀆰 １３８ ０􀆰 １０５ ２０􀆰 ７ ５８􀆰 ６

４ √ √ √ ０􀆰 ８０５ ５６􀆰 １ ０􀆰 ７４６ ０􀆰 １２１ ０􀆰 ０９８ ２０􀆰 ４ ５８􀆰 ２

５ √ √ √ √ ０􀆰 ８１４ ５６􀆰 ７ ０􀆰 ７６３ ０􀆰 １１２ ０􀆰 ０８７ ２０􀆰 ５ ５８􀆰 ９

表 ２　 不同误差水平下 ＳＧ￣ＤＥＴＲ 性能比较

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＳＧ￣ＤＥＴＲ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｅｒｒｏｒ ｌｅｖｅｌｓ

策略 误差 / ％ ＦＰＲ / ％ ＢＢＯＸ￣Ｅｒｒ / ％ ＡＰ＿Ｓ / ％

０ ０􀆰 ０８７ ０􀆰 １１２ ０􀆰 ７６３

含 ＧＭ １０ ０􀆰 ０９８ ０􀆰 １２５ ０􀆰 ７３５

２０ ０􀆰 １１２ ０􀆰 １４０ ０􀆰 ７０２

０ ０􀆰 １０５ ０􀆰 １３８ ０􀆰 ７２８

无 ＧＭ １０ ０􀆰 １５３ ０􀆰 １５９ ０􀆰 ９６５

２０ ０􀆰 １７９ ０􀆰 １８１ ０􀆰 ６３１

４􀆰 ４　 可视化分析
为了更直观地展示所提方法的优点ꎬ算法改

进前后的检测结果如图 ９ 所示ꎮ 图 ９( ａ)为原始

ＲＴ￣ＤＥＴＲ 模型检测效果ꎬ图 ９(ｂ)为经显著性增

强后的 ＳＧ￣ＤＥＴＲ 检测结果ꎮ 原始模型在复杂场

景下ꎬ受边缘纹理等影响ꎬ容易出现漏检ꎬ误检ꎬ改
进后的模型能够准确识别出图片中的关键区域信

息ꎬ表现出更好的检测性能ꎮ 因此ꎬ在各种复杂条

件下ꎬ本文方法实现了稳定的关键区域定位与识

别性能ꎮ

图 ９　 模型检测结果对比图

Ｆｉｇ. ９　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ｍｏｄｅｌ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

５　 结论

在 ＲＴ￣ＤＥＴＲ 目标检测任务中ꎬＴｒａｎｓｆｏｒｍｅｒ
的全局自注意力机制需对整幅图像进行密集计

算ꎬ导致其缺乏对关键区域的聚焦能力ꎮ 利用视

觉显著性引导 ＲＴ￣ＤＥＴＲ 模型数据分析ꎬ分别对输

入数据、特征级数据以及损失函数实行多维度显

著性引导ꎬ有效解决了复杂场景下目标定位不准、
背景干扰严重的问题ꎮ 门控调制模块显著降低了

模型对显著性预测精度的依赖ꎬ增强了模型的场

景适配性ꎮ 在低光、遮挡、小目标等细分复杂场景

中展现出较好的性能ꎮ
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