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摘要：近年来，随着医学影像学技术的持续发展，图像融合技术在医学图像分析中得到了广泛应用。传统的融合技术受

限于人工设计的特征提取过程，导致对图像语义信息的理解和匹配精度不高，且无法充分利用多模态图像的信息。通过研究

一种基于扩散模型的多模态图像融合方法，利用扩散模型逐步学习多通道图像在潜在空间的联合特征，克服单一端到端网络

学习能力有限的问题，生成高质量的融合图像，并对逆向去噪过程针对多模态医学图像融合任务做出了改进。引入了两个模

态判别器加强去噪网络对于模态特征的理解，充分利用不同成像模态之间的互补性信息。在 AANLIB数据集上的实验表

明，该方法实现了令人满意的融合结果。
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Abstract:  In  recent  years,  with  the  continuous  development  of  medical  imaging  technology,  image  fusion
techniques have been widely applied in medical image analysis. Traditional fusion methods are limited by manually
designed  feature  extraction  processes,  resulting  in  limited  accuracy  in  understanding  and  matching  of  image
semantic  information,  and  inability  to  fully  utilize  the  information  from  multimodal  images.  A  diffusion-based
multimodal image fusion method is investigated in this paper. This method progressively learns the joint features of
multi-channel  images  in  the  latent  space  using  a  diffusion  model  to  overcome  the  limited  learning  capability  of
single end-to-end networks. And it generates high-quality fused images and improve the reverse denoising process
specifically  for  the  task  of  multimodal  medical  image  fusion.  Two  modal  discriminators  are  incorporated  to
enhance the denoising network’s understanding of modality-specific features, fully leveraging the complementary
information  between  different  imaging  modalities.  Experiments  on  the  AANLIB  dataset  demonstrate  that  the
proposed method achieves satisfactory fusion results.
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随着现代科学技术的发展，影像设备日益变得

更加精密和多样化，诸如 MRI、CT、PET等多模

态医学图像在临床应用中变得越来越广泛。同时，

医学图像分析技术在现代医学诊疗和研究中扮演着

极其重要的角色，特别是在疾病诊断、手术规划、

治疗效果评估以及生物医学研究等方面[1]。然而，

由于这些成像方式基于不同的物理原理，所获得的

图像具有不同的空间分辨率、对比度和解剖结构信

息，这种差异性为实现全面精准的医学图像分析带

来了挑战。 
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图像融合是指利用计算机技术将多幅配准后的

图像融合成一张图像，能够有效利用多幅图像之间

的时空相关性和信息互补性，因此对场景的刻画更

加清晰，同时更加具有全面性，无论是人眼识别还

是机器检测，都能更清楚地认知图像中所包含的信

息[2]。从融合的对象角度来看，图像融合可分为多

聚焦图像融合、多曝光图像融合和多模态图像融合

等等。其中，从临床医疗的角度看，医学图像是临

床诊断的重要依据，临床诊断的准确性需要同时提

取多幅不同模态的医学图像信息来保证，因此多模

态医学图像融合是多模态图像融合的重要场景[3]。

多模态医学图像融合是将来自多种成像设备的图像

信息进行有效整合的过程，旨在提取并集中每种模

态图像的独特优势，提供更丰富、更全面的解剖和

功能信息，进而提升疾病检测的敏感性和特异性，

对于早期病变的发现、肿瘤边界识别、神经科学的

研究等领域具有极其重大的价值。

针对医学图像的复杂多样特性，融合方法受限

于手动特征选取和参数调整，无法满足处理大规

模、多模态数据的需求。随着计算机技术演进，深

度学习在融合领域展现出显著优势。基于卷积神经

网络等深度模型可自动从数据中学习特征及变换关

系，减轻对人工特征工程的依赖。对于高维复杂的

医学图像，深度学习能有效捕获它们之间的关联性

并优化特征表达，从而实现更精确的融合。利用

深度学习技术，推动图像融合技术向更高实时性和

效能发展，着重全面准确地整合多模态图像之间

的互补信息，满足实时手术与诊断需求，确保医疗

应用中的快速响应与精准度，是未来研究的一大

趋势。

现有方法中，生成模型已被广泛用于模拟融合

图像的分布并实现令人满意的融合效果。而近期，

扩散模型[3] 引起了广泛关注，该模型通过对将噪声

损坏的图像恢复到干净图像的扩散过程进行建模来

生成高质量的图像。它的生成过程是可解释的，因

为它基于去噪扩散来生成图像，从而能够更好地理

解图像生成过程。

因此，本文提出了一种去噪扩散图像融合模

型，在潜在空间实现多个模态的协同表达，提出了

判别器引导的对抗正则化机制，解决多模态特征混

淆问题，建立面向医学影像特性的多任务损失函数

优化网络的学习方向，实现了多模态融合图像的稳

定可控生成。

 1　相关技术

 1.1　图像融合

图像融合是计算机视觉和图像分领域一个非常

重要的研究课题，其拥有广阔的应用领域，包括遥

感图像融合[4]、红外可见光图像融合[5] 以及临床医

学图像融合[6] 等。其中，随着医疗保健行业的巨大

进步，各种成像传感器的出现改善了临床决策，诊

断场景通常需要看到人体的不同深度和结构，通常

不能只看到一种模式。因此，来自各种传感器的信

息可以组合在一起，以构建新的图像，能够通过其

互补信息告诉专家更多信息，因此医学多模态图像

融合是一个非常重要的子课题。

在图像融合的各类场景中，主要可分为四类：

多时态、多视角、多焦点、多模态融合。融合多种

成像模式的主要优点在于每个源图像中的互补信

息，以提供更好的场景信息视图，这降低了实现上

游任务精确诊断的难度，增强了决策能力，同时降

低了存储成本。图像融合可以在空间域或变换域中

执行。在空间域中，可以直接处理像素而不是变换

系数，根据一些显著性度量直接选择区域或像素，

然后与线性或非线性运算合并。在变换域中进行

图像融合可以捕获到在空间域中无法捕获的更显

著特征。主要而言，融合过程按照抽象层次可以分

为三个等级：像素级融合、特征级融合和决策级

融合[7]。

早期的研究多为像素级融合方法，该类方法着

重于直接针对图像像素点进行分析处理，主要关注

图像纹理及结构边缘的处理，并且要求保证融合后

图像应保留所有显著信息，且在融合过程中不应引

入伪影或不一致，并且应保留移位不变性[8]。在像

素级的融合层次上，融合方法可以分为四大类：基

于多尺度分解的方法、基于稀疏表示的方法、基于

组件替换的方法和基于混合模型的方法[9]，因此，

图像融合算法适用于原始或相应的多分辨率图像。

为了满足医疗应用的快速发展，像素级融合方法已

被广泛用于诊断脑部多模态图像，如 MRI-CT扫

描 [10]，PET-MRI[11] 和基于 MRI-CT-PET的肿瘤诊

断扫描[12]。像素级融合方法通常比更高级别的技术

更容易实现，并且这些方法在一些客观的相似性测

量方面使用更微观的信息，在保留图像纹理层面具

有显著优势。然而，这类方法对于图像的质量要求

很高，要求被融合图像首先被精确地配准，如果图

像没有被精确配准，会很大程度上影响融合质量，
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并且由于需要逐像素点地处理，通常计算耗时开销

大，且融合质量易受噪声影响[13]。

特征级融合算法首先从输入图像中提取语义特

征，然后在语义特征层级上进行融合操作。通常，

提取语义特征的部分可由一些其他的计算机视觉技

术来完成，如语义分割等，用于从输入图像中识别

融合主体并使得融合方法聚焦于提升主体在融合后

图像中的融合质量。与像素级方法相比，特征级融

合方法提取的区域信息量更大，更能准确地关注并

区分不同输入图像中有价值的内容，因此，能够更

准确地识别不同模态的有用特征，然后融合到一

起。相比于像素级的融合方法，特征级融合方法能

够有效规避基于像素的算法在对比度、对噪声的敏

感性和错误配准方面的缺点，但是其同样存在一定

的缺陷，在区域提取过程中，强依赖于分割技术的

精确度，分割区域中可能引入一些不良伪影，从而

导致空间失真[14]。基于特征级的融合方法，目前也

已经有了很多的研究应用，尤其是在医学领域，如

脑部 MRI-CT融合 [15]，基于肺部的 FDG PET-T1
MRI融合[16] 和 Ultrasound-SPECT融合[17] 等。

决策级融合是最高的抽象层，也称为解释级融

合或符号级融合[18]。决策级融合过程会首先从每个

源图像中识别和提取特征，然后使用局部分类器进

行分类以形成相应的结果，最后应用决策规则来融

合它们，旨在加强对对象的共同解释和理解。这一

级别的基本挑战在于需要先验知识，由于目标和环

境特征的变化，很难获得。因此，算法通常很难实

现，在过去的研究中探索较少。最近，随着深度学

习的发展，这方面的研究逐渐增多，如文献 [19]
探讨了一种基于中心点遗传算法和模糊逻辑的多模

态医学图像融合方法；文献 [20]提出了在四元小

波域中使用稀疏表示分类进行多模态图像融合的

方法。

多模态图像融合（multimodal  image  fusion,
MMIF）是数字图像处理与计算机视觉领域中的一

个重要研究方向，尤其在医学影像分析、遥感监

测、军事侦察和虚拟现实等应用场景中具有广泛而

深远的影响。其主要目标是将来自不同成像设备或

同一场景、不同时期获取的多种模态图像进行有效

整合，以提取并保留每种模态的独特信息，进而生

成综合全面且具有高诊断价值或决策支持作用的新

图像。

多模态图像融合的过程首先通常是对原始的多

模态图像进行必要的预处理，如去噪、增强对比度

以及色彩校正等，确保后续融合过程的有效性。然

后通过图像配准技术（如前述可变形图像配准），

确保不同模态的图像在空间上严格对应，以便进行

信息的融合。随后是进行特征提取，从各模态图像

中提取能反映各自特性的关键特征，这可能包括但

不限于纹理、边缘、强度信息、光谱特性等。特征

的选择通常基于各模态图像的优势及其在特定应用

领域的价值。最后是根据不同的应用需求和图像特

性，采用适宜的图像融合策略，如基于像素级的融

合方法（如加权求和、主成分分析、小波变换、稀

疏表示等）、基于特征级的融合方法（如融合特征

向量、基于深度学习的特征融合）或基于决策级的

融合方法（如模糊逻辑、证据理论、D-S证据理

论等）。

在医学影像领域，多模态图像融合用于结合

MRI、CT、PET、超声等多种影像数据，揭示病变

的形态学、功能性和生化信息，为疾病诊断、手术

规划和疗效评估提供更为详尽准确的依据。传统的

多模态医学图像融合方法一般是像素级的融合，着

重于对图像中边缘、纹理、梯度等细节信息的处

理，缺少对于图像语义特征的理解，无法有效利用

不同模态图像间特征的信息互补性。主要的融合方

法包括简单的最值化、简单平均、加权平均、独立

分量分析（independent component analysis, ICA）、

主成分分析（principal component analysis, PCA）、

模糊逻辑（fuzzy logic, FL）和云模型（cloud model,
CM）等[21]。这些方法仅能在像素级别上对图像中

的信息进行分解和处理。如 ICA利用独立的分量

系数对分解后的各部分进行加权融合，而 PCA则

按信息量对各成分分量进行排序，有时会丢弃信息

量较少的分量。云模型则是依据源图像生成点云模

型，根据隶属度构建相应的融合规则。尽管这些方

法在处理图像细节和局部特征上效果显著，但却无

法深入理解图像的语义特征，从而限制了对多模态

图像丰富信息的充分利用。因此，现有方法虽然在

像素级别上能够对图像进行处理和融合，却未能完

全挖掘不同模态图像之间的语义信息互补性，这也

限制了在医学影像领域对图像全面、高效融合的实

现。此外，医学成像技术的快速发展，不同模态间

差异大导致融合难度增加，如何平衡各模态信息权

重以最大化融合效益，以及如何在保持实时性的同

时保证融合质量等也是重大的挑战。

多模态图像融合技术的发展对于推动跨学科交

叉研究和解决实际问题具有重要意义，它不仅提升
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了单一模态图像所无法提供的丰富信息，而且为现

代医学的诊疗及科学研究提供了强大的工具和手

段。随着计算能力的不断提升和技术理论的不断创

新，多模态图像融合将在未来继续发挥至关重要的

作用。

 1.2　扩散模型

扩散模型[3] 是一种基于概率统计的深度学习框

架，可用于生成式建模和图像生成任务。为了实现

这一点，模型通常采用变分推断方法，在每个时间

步长上估计最优的反向操作，以便将当前的状态一

步步拉回到有意义的数据空间中。它通过模拟数据

点在连续的时间步长上逐渐从纯噪声状态转变为真

实数据分布的过程来实现对复杂数据结构的学习与

生成。这一框架的核心思想是构建一个扩散过程，

在这个过程中，数据被递增地添加随机噪声，然后

训练一个神经网络去学习如何从这种加噪后的状态

中逐步还原出原始数据。这个过程受到物理扩散过

程的启发，它包含两个主要阶段：正向扩散过程和

逆向生成过程，如图 1所示。
 
 

x0 ··· ···xt−1 xt xT
P(x|xt−1)

Q(xt−1|x)

图 1    扩散模型
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1）正向扩散过程：正向扩散过程可以视为一

个马尔可夫链，该过程以真实的输入数据开始，随

着时间步长增加，系统通过不断加入高斯噪声使数

据逐渐变为无信息的噪声分布。这一过程通常通过

固定迭代次数或设定噪声强度的方式进行，直到达

到一个完全不可识别的数据状态。假设 是真

实图像的分布，随机采样一张图像 ，则正

向扩散的过程 就是指在当前时间步 向

图像 中添加高斯噪声得到 时刻的图像 。由于

高斯噪声可被均值 和方差 唯一定义，那么在每

一步添加高斯噪声的过程可以表述如式 (1)所示：

q (xt |xt−1) =N (xt |
√

1−βt xt−1,βt xt−1) (1)

µt =
√

1−βt xt−1 σ2
t = βt β式中，均值 ，方差 。 是预定

义的差异时间表，用于控制每一时间步混合噪声和

图像的比重。

ϵ～N (0, I) βt xt =
√

1−βt xt−1+
√
βtϵ β

具体到每一步的计算中，首先采样一个高斯噪

声 ，随后通过 计算得到

。对于策略表 ，常见的 DDPM策略表有线性

t = 1 t = T

时间表、平方时间表、cosine时间表等。正向扩散

的全过程可以表述为时刻 到时刻 的马尔科

夫链：

q (x0:T ) = q (x0)
T∏

t=1

q (xt | xt−1) (2)

xt

x0 ϵ x0

t xt

正向扩散过程的一个重要特性是 可以被看作

是原始数据 和噪声 的线性组合，可以基于 直

接采样得到任意时间步 的 ，该特性可以通过重

参数化技巧表示，如式 (3)所示：

xt～q (xt |x0) =
√
αt x0+

√
1−αtϵ =N (xt |

√
αt x0,1−αtI)

(3)

αt =
∏t

1αt αt = 1−βt式中， ， 。

T

x
′
0

p (xt−1|xt)

t

xt

xt xt−1

pθ (xt−1|xt) θ

2）逆向生成过程：经过正向的扩散加噪之

后，扩散模型学习逆向过程，即从随机噪声出发，

在 时刻采样一个随机高斯噪声，随后逐步去除噪

声并重构出接近真实数据分布的样本 。逆向过程

的核心操作是如何进行这一去噪过程，这也是整

个扩散模型的核心操作。由于在逆向的过程中，

的具体形式是未知的，因此可以通过训练

一个生成器网络从任意初始噪声出发，通过一系列

时间步长上的优化操作逐步减小噪声并重构出高质

量、接近真实数据分布的新样本。因为 时刻的分

布 是已知的，这个生成器网络的目的就是根据

去学习 的概率分布，因此逆向过程可表示为

，其中 是网络的参数。

pθ (xt−1|xt)

由于正向扩散过程中添加的是高斯噪声，因此

在逆向去噪的过程中，为了降低难度，可假设去掉

的这部分噪声也是高斯噪声，由于高斯分布可由均

值和方差决定，因此 可表示为：

pθ (xt−1|xt) =N (xt−1|µθ(xt, t),
∑
θ

(xt, t)) (4)

µθ
∑
θ
(xt, t)式中，均值 和方差 是根据模型计算得到

的，综合所有时间步，逆向去噪过程也可表述为一

个马尔科夫链：

pθ (x0:T ) = p (xT )
T∏

t=1

pθ (xt−1| xt) (5)

p (xT )

N (xT |0, I) pθ (xt−1| xt)

式中， 即逆向去噪过程的原始输入，即符合

分布 随机采样的高斯噪声； 是

均值和方差未知、需要被预测的高斯分布。

q (xt−1| xt) x0

3）目标函数：虽然逆向去噪过程的概率分布

无法直接得到，但是由于已知 ，可以得
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到条件概率分布表述为：

q (xt−1|xt, x0) =N (xt−1; µ̃ (xt, x0) , β̃tI) (6)

根据贝叶斯公式可得：

(xt−1|xt, x0) =
q(xt, x0, xt−1)

q(xt, x0)
= q (xt | xt−1, x0)

q (xt−1| x0)
q (xt | x0)

∝ exp
(
−1

2

((
αt

βt
+

1
1−αt−1

)
x2

t−1−
2
√
αt

βt
xt+

2
√
αt−1

1−αt−1
x0

×
xt−1+C(xt, x0)

))

∝N
(
xt−1;

√
αt (1−αt−1) xt +

√
αt−1 (1−αt) x0

1−αt−1

(1−αt) (1−αt−1)
1−αt

I
)

(7)

µq(xt, x0)

√
αt (1−αt−1) xt +

√
αt−1 (1−αt) x0

1−αt−1∑
q

t =
(1−αt) (1−αt−1)

1−αt
I

xt x0

式中，  = 是

均值， 是方差。可以看出均

值和 、 是相关的，但方差与二者是无关的。假

设预测的分布也服从正态分布，即：

pθ (xt−1|xt) =N (xt−1;µθ (xt, t) ,
∑

q

t) (8)

通过最小化上述两个分布之间的 KL散度，可

以得到优化的目标函数，表示为：

argmin
θ

DKL (q (xt−1|xt, x0)| |pθ (xt−1|xt)) =

argmin
θ

1
2σ2

t (t)

[∥∥∥µθ −µq
∥∥∥2

2

]
=

argmin
θ

1
2σ2

t (t)
(1−αt)2

(1−αt)αt

[∥∥∥∥ϵ0− ϵ̂θ( √αt x0+
√

1−αtϵ, t
)∥∥∥∥2

2

]
(9)

最终可以得到逆向去噪过程中去噪网络的优化

目标损失函数：

Lloss = Et,x0,ϵ

∥∥∥∥ϵt − ϵ̂θ( √αt x0+
√

1−αtϵ, t)
∥∥∥∥2

(10)

ϵt

ϵ̂θ

式中， 是正向扩散过程中 t时刻添加的高斯噪

声， 是去噪网络预测的噪声。

综上，一旦训练完成，模型就可以从任意的初

始噪声中逆向计算出减少噪声的程度，逐步生成与

原始数据相似的新的高质量样本。

近年来，尤其是在图像生成领域，扩散概率模型

（denoising diffusion probabilistic models, DDPM）[3]

和去噪扩散隐式模型（denoising diffusion implicit

models, DDIM） [22] 等的成功应用，使得扩散模型

能够在图像分辨率、清晰度和多样性等方面取得突

破性进展。此外，在语音合成、视频生成、3D形

状重建等多种任务中，扩散模型也展现出了强大的

通用性和潜力。

 2　基于扩散模型的多模态图像融合
方法

 2.1　整体架构

Dmodal1

Dmodal2

本文的多模态融合方案整体架构如图 2所示，

主要包含判别器训练和扩散过程两个部分。给定两

个模态的图像数据，首先训练两个判别器 和

。两个判别器本质上是两个二分类网络，分

别用于判断输入图像是否包含属于各自类别的特

征，输出是属于各自类别的置信度。训练两个判别

器的损失函数采用二分类交叉熵损失，如式 (11)
所示：

LBCE = −
1
N

N∑
i=1

[
yilog

(
pi)+ (1− yi

)
log

(
1− pi )] (11)

N式中， 是一批的样本数量。判别器训练完成后冻

结判别器的参数。

T

然后将两张图像堆叠后送入扩散概率模型。在

正向扩散过程中，分为 个时间步长逐步添加噪

声；在逆向去噪过程中，利用去噪网络来还原噪

声，并对噪声图像逐步去噪。通过正向和反向过程

训练扩散模型对潜空间中的多通道图像进行建模，

来提取不同模态图像数据的联合潜在数据表达。同

时，由于扩散模型是生成式模型，去噪网络只能保

证预测的还原噪声符合正向加噪噪声的分布，而无

法保证从噪声图像还原出来的图像与源图像的一致

性，因此利用两个判别器来引导去噪网络生成合适

的噪声，使得还原过程能够生成保证真实性的融合

图像。

 
 

噪声ϵ

预测ϵ
并去噪

^

预测

去噪网络

判别器Dmodal1

判别器Dmodal2
训练 判别

引导去噪网络生成

··· ···

图 2    基于扩散模型的多模态图像融合方法整体架构
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 2.2　扩散过程

给定一对多模态图像，本文使用了MRI和 CT、
PET、SPECT模态图像的组合，其中，MRI图像

以单通道灰度图形式读入，CT、PET、SPECT图

像以三通道 YCrCb格式读入。为了学习多通道数

据在潜空间的联合潜在结构，将两幅图像堆叠在一

起后形成四通道输入图像输入扩散网络中，扩散过

程如图 3所示。

  
正向扩散

I0 It−1 It IT
P(It|It−1)

Q(It−1|It)

融合

去噪过程每一步

UNet

逆向去噪

去噪图像1
去噪图像2

原始图像1
原始图像2

ϵt−1

··· ···

图 3    扩散过程示意图
 

T

T

在正向扩散过程中，以 个时间步逐步添加噪

声，在逆向去噪过程中，以 个时间步预测去噪噪

声逐步消除噪声并生成融合图像。

t t−1

xt−1 xt

xt

x0 ϵ

x0

t xt

α

αt

t

具体来说，在正向扩散过程中，每个时间步

生成一个随机高斯噪声来混淆时间步 时的多通

道图像 得到 。其中，同扩散概率模型[3] 的做

法一致，正向扩散过程的一个重要特性是 可以被

看作是原始数据 和噪声 的线性组合，可以通过

重参数化技巧，基于 直接采样得到任意时间步

的 ，其过程可以表述为式 (12)，在实际的实践

中， 表示采用均匀分布策略得到的线性时间计划

表，用于控制噪声和源图像的混淆比例， 表示其

时间步 的累积和。

xt～q (xt |x0) =
√
αt x0+

√
1−αtϵ (12)

t xt

α

t ϵ

因此，可以在逆向去噪的过程中通过上式来获

得任意时间步 的噪声图像 。具体来说，首先预

定义一个线性时间计划表 ，然后在逆向去噪过程

中的任意时间步 采样一个随机高斯噪声 ，通过

式 (3)得到该步的四通道噪声混淆图像，并与原始

图像堆叠成八通道图像后输入到去噪网络，去噪网

络是一个 UNet[16]，其详细过程如图 4所示。

ϵ̂t−1去噪网络预测去噪噪声 ，利用该去噪噪声

对四通道去噪图像进行去噪后将 MRI图像所在的

ϵ̂t−1 Ldiff

Lcon

Lssim

Ladv

通道与 YCrCb三通道中的明度通道进行相加后，

得到融合后的去噪图像。其中，针对去噪噪声

计算扩散损失 ，以保证去噪网络预测的还

原噪声与正向扩散过程的噪声分布一致；针对融合

后的去噪图像，计算内容损失 和结构相似度损

失 ，并使用两个模态的判别器判断融合图像是

否包含各自模态特征的置信度，并计算对抗损失

，以此来指导去噪网络生成的噪声满足期望最

大化条件，使得融合图像能够保留源图像的内容信

息、结构信息以及各自模态的特征信息。详细的损

失函数细节在下文进行阐述。

 
 

判别器Dmodal1

判别器Dmodal2

Ladv Lcon+Lssim Ldiff

去噪图像1
去噪图像2
原始图像1
原始图像2

预测噪声ϵt−1^去噪

更新参数

叠加

融合图像

UNet

图 4    每个时间步示意图
 

 2.3　损失函数

本方法中去噪网络的损失函数如式 (13)所
示，包含了扩散损失、内容损失、结构相似度损失

和对抗损失。

L = Ldiff +Lcon+Lssim+Ladv (13)

Ldiff

扩散概率模型的逆扩散过程是为了从纯噪声中

恢复原始数据，扩散损失 即扩散概率模型逆向

去噪过程中去噪网络的训练损失。该损失项如式 (14)
所示，这个损失函数的思想是让去噪神经网络预测

与正向扩散过程中相一致的噪声，然后用这个噪声

差异来重构原始数据。

Ldiff =MSE(ϵt − ϵ̂θ(
√
αt x0+

√
1−αtϵ, t )) (14)

Lcon

但是扩散损失仅约束去噪网络预测的噪声分

布，而无法指导扩散过程生成融合后的图像，因此

需要引入内容损失作为深监督项，来引导逆向去噪

过程中去噪网络预测有利于生成融合结果的噪声分

布，使得还原噪声满足融合任务的期望最大化条

件。内容损失 如式 (15)所示，其由基于像素值

的均方差损失和基于像素值梯度的梯度损失组合而

成。基于像素值的均方差损失保证了融合后图像内

容的真实性，基于像素值梯度的梯度损失保证了融

合后图像的纹理结构与真实图像的一致性。

Lcon = Lmse+Lgrad (15)
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Lmse=
1

WH

W∑
i=1

H∑
j=1

((Ifused−Imodal1)2+(Ifused−Imodal2)2)

Lgrad=
1

WH

W∑
i=1

H∑
j=1

((∇Ifused−∇Imodal1)2+(∇Ifused−∇Imodal2)2)

式中， ，

。

Lssim

Lssim

结构相似度损失 用于模拟人类的视觉感知

损失。由于在实际的医学诊断领域，大多数医生根

据成像的局部亮度、对比度、结构差异等进行主观

的判断；同时，由于 MRI图像包含更清晰的结构

信息，故引入融合图像与 MRI图像的结构损失来

矫正融合图像的结构信息，使得融合图像的结构更

符合人类医生的视觉感知损失。结构相似度损失

的计算表达式如式 (16)所示，其中 SSIM的计

算方法在下文介绍。

Lssim = 1−SSIM(Ifused, IMRI) (16)

Ladv

Dmodal1 Dmodal2

Ifused

为了保证融合后图像能够有效保留多个模态的

特征，本文引入了对抗损失 ，如式 (17)所示。

该损失包含两个判别器 和 ，用于判别

融合后的图像 是否包含各自模态的特征。这两

个判别器已在两个模态的数据上完成预训练，用来

区分输入数据是否属于本模态，并输出一个属于本

模态的概率。

Ladv = (1−Dmodal1 (Ifused))2+ (1−Dmodal2 (Ifused))2 (17)

 3　实验

 3.1　实验环境及配置

本文的实验均基于 Python的 PyTorch深度学

习库实现，实验环境配置为一台配备英特尔 Gold
6338 Xeon CPU、256 GB内存和 Nvidia Tesla a100
GPU的 PC。

T

α

扩散过程的时间总步数 设为 1 000步，时间

计划表 使用线性时间计划表，并使用学习率为 0.000 1
的 Adam优化器对去噪网络进行训练。

 3.2　图像融合数据集

为了评估本文提出的多模态医学图像融合方法

的有效性，本文与多个对比方法在多个模态的图像

上进行了对比实验，并根据多个指标评估了本文方

法的有效性，对比方法及评估指标将在后文介绍。

本节介绍实验所使用的 AANLIB数据集。

AANLIB数据集是一个公开的多模态医学影像

数据库，由哈佛大学医学院建立，主要用于教育和

研究的目的，可免费下载。该数据库中提供了丰富

的脑部解剖以及血流图像，用于研究脑部功能结构

以及与年龄的相关性变化。还提供了多种脑血管疾

病的图像，对中风等脑血管疾病的原因、症状、诊

断和治疗提供了参考和研究依据。此外，该数据库

中还提供了多种脑部肿瘤的图像，覆盖不同的肿瘤

类型、位置和大小，以及不同的治疗效果。对于如

阿尔茨海默病、亨廷顿病、运动神经元病等多种

退行性疾病的脑部图像也有涉及。另外还包括了一

些炎症或感染性疾病的脑部图像，可用于研究多

发性硬化、莱姆脑病、克雅氏病等的表现、诊断和

治疗。

对于多模态医学图像融合任务而言，该数据库

中主要包含的脑图谱数据，提供了同一位置、同一

时间、同一视角下 MRI和 CT、PET、SPECT 3种
不同模态下各自一一对应的脑部影像。因此，本文

在 CT、PET、SPECT 3种不同模态上进行了融合

实验，分别与各自对应的 MRI图像进行融合，并

进行了客观以及主观分析，以此来评估本文提出的

多模态融合方法的有效性。

 3.3　对比方法

为了验证本文提出的多模态医学图像融合方法

的优越性，采用了 5种不同的对比方法进行综合比

较，这些方法分别是 SDDGAN[23]、U2Fusion[24]、
MSRPAN[25]、Dif-fusion[26] 以及MMIF-DDFM[7]。

SDDGAN[23] 是一种基于生成对抗网络的端到

端融合模型，用于在多模态图像融合中获得更具语

义一致性的图像。特别地，该方法中设计了一个信

息量判别块来指导融合过程，对于每个源图像，该

块确定保留每个语义对象特征的权重。通过这种方

式，生成器学习通过不同的权重融合各种语义对

象，以保留它们的特性。此外，双重鉴别器被用来

识别融合图像中不同模态信息的分布，每个鉴别器

对融合图像中不同语义对象的某一模态起作用，以

保留和增强它们的模态特性。该方法生成的融合图

像更具信息性，红外图像中的热辐射和可见图像的

纹理细节都可以得到很好的保留。

U2Fusion[24] 是一个统一的无监督端到端融合框

架，适用于解决包括多模态、多曝光、多焦点等多

种任务。该方法使用特征提取和信息测量来自动估

计相应源图像的重要性，并提出了自适应信息保存

度来保持融合结果和源图像之间的自适应相似性。

方法通过联合学习多个模态的图像特征，并在多层

次上进行融合，以产生更丰富和一致的信息并优化

图像特征的表达，以提高融合后图像的质量和信息

完整性。

MSRPAN[25] 采用了多尺度注意力机制，该网

络由一个特征提取器、一个融合器和一个重构器组
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成。特征提取器用于提取不同尺度的特征，融合器

对特征进行加权融合，重构器输出最终融合图像。

该方法结合了残差网络的思想，以更有效地捕获医

学图像中的关键特征。通过建立金字塔式的注意力

机制，能够在不同尺度上聚焦于图像中的重要区

域，从而提高融合质量。

Dif-fusion[26] 使用了扩散模型来完成图像融合

任务。与现有的将多通道输入数据转换为单通道数

据的方法不同，该方法在前向扩散和反向去噪过程

的潜空间中，利用去噪网络创建了多通道输入数据

的分布，并将多通道扩散特征输入到多通道融合模

块中，直接生成三通道融合图像，以此来增强多源

信息聚合的能力和颜色的保真度。同时，为了保留

纹理信息和强度信息，该方法使用了信息的多通道

梯度损失和强度损失。

MMIF-DDFM[7] 是一种基于去噪扩散概率模型

的融合方法，其核心在于利用强大的先验知识解决

基于 GAN方法中的不稳定训练和缺乏可解释性问

题。该方法将融合任务划分成无条件生成子问题和

最大似然子问题，以具有潜变量的层次贝叶斯方式

建模，并通过期望最大化算法进行推断。通过将推

断解决方案集成到扩散采样迭代中，该方法可以生

成具有自然图像生成先验和源图像的跨模态信息的

高质量融合图像。该方法只需要一个无条件的预训

练生成模型，而无需进行任何微调。

为了保证实验的公正性，本文在相同的实验条

件下对这些方法进行评估。在比较实验中，本文将

重点关注多模态医学图像融合结果的视觉质量、信

息保留能力以及在特定医学任务中的性能表现。通

过综合比较这 5种方法，本文将更全面地评估它们

在多模态医学图像融合任务中的性能差异。

 3.4　评估指标

由于客观的量化指标并不总是能反映人眼对图

像质量的感知，通常采用主客观结合的方式来评估

图像融合方法的优越性。在定量实验中，本文采用

了标准差（SD）、峰值信噪比（PSNR）、互信息

（MI）、视觉信息保真度（VIF）、熵（EN）、Qabf
和结构相似性指数度量（SSIM）7个指标来综合评

估融合结果。

标准差（SD）在图像融合任务中通常被用来

衡量图像的对比度。在图像中，像素值的标准差越

大，表示图像的灰度级别变化越剧烈，图像的对比

度越高。而标准差较小则表示图像的灰度级别变化

较为平缓，对比度较低。在图像融合中，对比度的

提高通常被认为有助于更好地展示图像的细节和特

征。SD的计算方式如式 (18)所示：

S D =

√√√ H∑
i=1

W∑
j=1

Ifused (i, j)−µ (18)

µ Ifused式中， 为融合图像 的像素值的均值。

MAX MSE

峰值信噪比（PSNR）是一种基于MSE改进的

评估指标，主要衡量图像的保真度，即融合后的图

像与原始图像之间的相似度，其单位是 dB。PSNR
的数值越高，表示融合后的图像与原始图像之间的

差异越小，图像质量越高。通常，PSNR的值在

60以上时，认为融合图像的质量好，保真度高；

而在低于 30时被认为与源图像差异较大，融合质

量较差。PSNR的计算依赖融合图像的像素值最大

值 和两张图像像素值间的均方误差 ，具

体的计算方式如式 (19)所示：

PSNR = 10log10

(
MAX2

MSE

)
(19)

互信息（mutual information, MI）在图像融合

任务中衡量两个图像之间的信息关联性。具体而

言，互信息衡量的是在已知一个图像的情况下，另

一个图像的不确定性的减小程度。如果两个图像的

像素在相同位置上具有较高的相似性，那么它们之

间的互信息就会较高，表示它们之间有更强的关联

性。MI的计算依赖像素值的联合概率分布和边缘

概率分布，其计算方式如式 (20)所示：

MI(X,F) =
∑
x∈X

∑
f∈F

P(x,y)log
(

P(x, f )
P (x) P ( f )

)
(20)

P(x, f )

P (x)、P ( f )

式中， 是输入变量 X和 F的联合概率分布，

分别为输入变量 X和 F的边缘概率分布。

视觉信息保真度（VIF）在图像融合任务中旨

在反映图像融合结果与原始图像之间的信息损失程

度。具体而言，VIF通过比较原始图像和融合图像

之间的结构信息来评估融合的保真度。VIF考虑了

两个方面的信息：局部结构和全局结构。它量化了

融合图像中的结构信息与原始图像中对应结构信息

之间的相似度。VIF的计算涉及局部和全局的空间

域变量，以及在不同频率下对结构信息的处理。其

数学表达式如式 (21)所示：

VIF = c1
2µxµy+ c2

µ2
x +µ

2
y + c2

σxy+ c3

σxσy+ c3

c1 = (0.01maxx,y(µx,µy ))2
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c2 = (0.03maxx,y(σx,σy ))2

c3 =
c2

2
(21)

µx µy

σx σy

σxy

式中， 和 分别是原始图像和融合图像的像素值

的局部均值； 和 分别是原始图像和融合图像

的像素值的局部标准差， 是原始图像和融合图

像的局部协方差。VIF的取值范围在 0～1，越接

近 1表示融合图像与原始图像之间的结构信息相似

度越高，保真度越好。

熵（EN）在图像融合中被用于评估融合结果

的信息丰富程度。熵越高，图像包含的信息越复

杂，反之越低则表示图像信息相对简单和可预测。

在图像融合中，如果融合后的图像保留了更多的细

节和纹理，使得灰度级别分布更加分散，那么图像

的熵就会相对较高。相反，如果融合导致信息的损

失，使得灰度级别分布更加集中，那么图像的熵就

会相对较低。其计算公式如式 (22)所示：

EN = −
N∑

i=1

pilog(pi) (22)

pi i N式中， 表示图像中灰度级别 的概率， 是图像的

灰度级别数。计算熵时通常以图像的灰度直方图为

基础，通过统计每个灰度级别的出现频率来估算

概率。

Qabf（Quality Assessment via Blind Fusion）是

一种新颖的客观非参考的图像质量评价指标，该指

标利用局部度量来评估显著信息在融合图像中的表

现。对于每个像素值，Qabf都会计算一个局部质

量度量，然后根据像素的权重进行加权平均，得到

整个图像的质量度量。其具体的计算公式如式 (23)
所示：

Q(a,b, f ) =
1
|W |

∑
ω∈W

(λ(ω )Q0(a, f |ω)+

(1−λ(ω )) Q0(b, f |ω )) (23)

a b f W

λ (ω) ω Q0(a, f |ω)

ω a f

式中， 和 是输入图像； 是融合后图像； 是图

像的像素集合； 是像素 的权重； 是

像素 在图像 和 之间的局部质量度量。

结构相似性（SSIM）是从模拟人类主观感知

的角度出发，以客观指标来衡量融合图像与源图像

之间的边缘和纹理的相似性。SSIM从亮度、对比

度以及结构 3个方面量化图像的属性，使用均值来

估计亮度，使用方差来估计对比度，使用协方差来

估计结构相似程度。其计算方式如式 (24)所示：

SSIM(x,y) = [l( x,y
)
]α

[
c(x,y)]β [s( x,y)]γ (24)

l c s

l (x,y) =
2µxµy+C1

µ2
x +µ

2
y +C1

c(x,y) =
2σxσy+C2

σ2
x +σ

2
y +C2

s(x,y) =
σxy+C3

σxσy+C3
µ σ

C

式中， 表示亮度部分； 表示对比度部分； 表示

结构部分；α，β和 γ用来调节三者在评估中的相对

重要性。 ； ；

。 项为相应图像的均值， 为相

应图像的标准差， 项为常数。

SSIM可以很好地反映融合后的图像在结构方

面的保持程度。SSIM值的范围为 0～1，越大代表

图像的结构相似程度越高，如果融合图像能够很好

地保留源图像的边缘和纹理信息，那么它的

SSIM值就会接近 1；反之，如果融合图像与源图

像在结构上有很大的差异，那么它的 SSIM值就会

接近 0。
 3.5　实验结果与分析

 3.5.1　CT与MRI的融合结果分析

在临床医学应用中，CT和MRI各自有其独特

的优势。CT能提供组织的密度信息，对骨骼等硬

组织的显示效果好，而 MRI对软组织的分辨率

高，能显示出 CT难以检测到的某些疾病。通过融

合这两种图像，可以提高诊断的准确性，更准确地

判断肿瘤的位置和大小，在放射治疗等治疗方法中

可以提供更准确的病灶定位，提高治疗的精确性和

有效性。

本节使用不同的多模态图像融合方法，在 CT
和其相应的 MRI图像上进行了融合实验，通过

SD、PSNR、MI、VIF、EN、Qabf、SSIM这 7种
客观指标对实验结果进行了分析，对比方法包括

Dif-fusion、MMIF-DDFM、MSRPAN、SDDGAN、
U2Fusion，实验结果如表 1所示。
 
 

表 1    CT与MRI图像融合的客观量化指标
 

方法 SD↑ PSNR↑ MI↑ VIF↑ EN↑ Qabf↑ SSIM↑
Dif-Fusion 87.01 61.26 2.74 0.49 5.27 0.56 0.21

MMIF-DDFM 63.60 63.79 3.35 0.47 4.07 0.40 0.68
MSRPAN 87.05 61.15 3.86 0.44 3.82 0.43 0.67
SDDGAN 64.42 61.89 2.37 0.38 4.97 0.24 0.17
U2Fusion 57.23 63.18 2.41 0.38 4.56 0.47 0.21

本方法 84.37 62.85 3.82 0.47 5.52 0.52 0.67

注：加粗项为各指标前二的得分

根据表 1中所示的实验结果可以发现，本文的

方法在 CT和 MRI模态上生成的融合图像质量在

各客观量化指标上都取得了不错的结果。在标准差

（SD）方面，Dif-Fusion和MSRPAN达到了 87.01
和 87.05的高分，本文方法取得了 84.37的分数，
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分差在−3以内；在熵（EN）方面，本文方法得到

了最高的分数。在以上两个指标和其他几种方法拉

开了较大差距，表明融合后的图像能包含更丰富的

信息、细节和特征。峰值信噪比（PSNR）方面，

各方法都能达到 60 dB以上，都保持很高的保真

度，且本文方法在该指标上保持前三水平。在互信

息（MI）方面，本文方法取得了 3.82的分数，与

表现较好的 MSRPAN的 3.86分数分差在−0.04，
水平相当，并和其他几种方法拉开了较大差距，表

明融合后的图像与源图像相关性较高。在视觉信息

保真度（VIF）方面，本文方法取得了 0.47的分

数，与最优的 Dif-fusion方法差距在−0.03之内，

客观上来说融合后的图像相较于其他方法能更好地

保留源图像的信息。在 Qabf指标方面，本文方法

取得了 0.52的分数，稍逊于 Dif-Fusion。在结构相

似性指数（SSIM）方面，本文方法和 DDFM、

MSRPAN取得了较高并接近的分数，客观上来说

融合图像会更符合人类主观感知，且在边缘、纹理

和局部质量上能保持和源图像一致的水平。

总体上，在 CT和MRI融合场景下，Dif-fusion
在图像信息丰富程度和视觉保真度方面取得了较好

的效果，MMIF-DDFM在视觉保真度以及信息关

联度、结构还原度方面效果较好。综合考虑各指

标，其他方法虽然在某个别指标上能达到最优，但

相比本文的方法提升微弱，且本文方法在所有的指

标上均表现优异，均能达到前三或者最优，综合考

虑各客观指标，本文方法展现出了一定的优势。

各方法在 CT与 MRI上的部分融合结果的可

视化结果如图 5所示。在前两行图像中，MRI
对于脑组织等软组织部分有较高的分辨率，CT
图像对于颅骨等高密度区域呈现为白色。MMIF-
DDFM、SDDGAN、U2Fusion的融合结果对于颅

骨、脑实质中的高密度区域的呈现效果不佳。

MMIF-DDFM方法将图像转换为 YCrCb空间后仅

针对 Y通道做融合，导致图像整体偏灰，且原本

的高亮和灰度区域分界不明显。SDDGAN强调对

于源图像语义信息的理解，使用语义分割提取两种

模态中的有效信息，根据源图像生成不同权重来融

合多模态图像，该方法受网络对于图像的语义理解

影响较大，语义理解混乱导致软组织处的处理不

佳，细节模糊，失真较大。U2Fusion对于结构边

缘以及纹理细节的处理较好，但对于脑实质结构

内部内容的融合不到位。相比之下，Dif-fusion、
MSRPAN和本文方法的融合结果能很好地呈现并

区分出软组织和高密度区域。根据图中红色区域可

观察出，本方法融合出的脑组织细节更加丰富。
 
 

CT MRI Dif-Fusion
MMIF-

DDFM
MSRPANSDDGANU2Fusion 本方法

图 5    CT和MRI融合可视化结果

综合主客观情况分析，当要进行 MRI和 CT
图像融合时，本文方法具有一定的优势。在实际情

况中，并非客观量化指标越高，融合结果的质量越

好，仍需要根据不同的需求，选取合适的融合方法。

 3.5.2　PET与MRI的融合结果分析

PET是正电子发射计算机断层显像分子成像，

可以和 MRI核磁共振成像中显著的软组织成像结

合起来，实现对组织中扩散的疾病细胞成像的功

能，且 PET和MRI检查可在一次扫描中同时完成，

因此 PET和 MRI成像有其独特的优势。在临床医

学应用中，PET和 MRI图像融合常用于恶性肿

瘤、神经系统和心血管疾病三大领域，是诊断和指导

治疗各种恶性肿瘤、冠心病和脑部疾病的重要方法。

本节通过在 PET和其相应的 MRI图像上进行

多模态图像融合实验，采用 SD、PSNR、MI、VIF、
EN、Qabf、SSIM 7种客观指标对实验结果进行客

观分析，对比方法包括 Dif-Fusion、MMIF-DDFM、

MSRPAN、SDDGAN、U2Fusion方法，实验结果

如表 2所示。
 
 

表 2    PET与MRI图像融合的客观量化指标
 

方法 SD↑ PSNR↑ MI↑ VIF↑ EN↑ Qabf↑ SSIM↑
Dif-Fusion 82.05 61.22 2.61 0.52 6.18 0.59 0.28

MMIF-DDFM 71.85 63.44 3.92 0.68 5.12 0.58 0.58
MSRPAN 83.48 60.96 4.09 0.62 4.92 0.65 0.62
SDDGAN 76.20 62.00 2.41 0.42 6.01 0.30 0.23
U2Fusion 43.18 62.40 2.51 0.47 5.07 0.25 0.20

本方法 82.97 62.23 4.11 0.59 6.39 0.65 0.61

注：加粗项为各指标前二的得分

实验结果表明，在 PET和 MRI融合场景下，
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Dif-fusion方法更关注于融合图像的信息丰富程

度，MMIF-DDFM更关注于融合图像的结构保持

程度，MSRPAN在多个指标达到了最优或次优，

客观上表现优异，SDDGAN、U2Fusion在本场景

未表现出明显优势。在标准差 SD方面，本文方法

与 MSRPAN分差在−1分以内。在熵 EN方面，本

文方法取得了最高的分数，客观表明生成的融合图

像更为复杂且信息丰富。在 Qabf和互信息（MI）
方面，本文方法也达到了最优，客观上表明融合后

的图像与源图像有更高的关联性，同时有更好的视

觉质量。在视觉保真度 VIF和峰值信噪比 PSNR方

面，本文方法表现良好，稍逊于 MMIF-DDFM，

客观上融合后的图像能较好地保留源图像的信息，

同时 PSNR保持在 60 dB以上表明融合图像有很好

的保真度。在结构相似度 SSIM方面，MSRPAN
和本文方法效果上领先其他方法，客观上展现出较

好的结构保持性能且更符合人眼视觉观感。

各方法在 PET与 MRI上的部分融合结果的可

视化结果如图 6所示。

 
 

PET MRI Dif-Fusion
MMIF-

DDFM
MSRPANSDDGAN U2Fusion 本方法

图 6    PET和MRI融合可视化结果
 

第一行 PET图像中红色区域表示大量的示踪

剂积聚，表明该区域是活跃组织或是病变区域，如

肿瘤、炎症或高代谢的正常组织。第二行 MRI图
像中对于脑组织的分辨率较高，展现了更多的纹理

细节特征。MMIF-DDFM由于只对 YCRCb的 Y通

道做了融合，融合后的图像是一张灰度图，不带颜

色信息，SDDGAN融合后也只输出了单通道灰度

图，二者在 PET图像高亮的区域更多关注了亮度

的变化，而缺少了色彩信息，虽然在客观量化指标

表现尚可，但主观视角下对于活跃组织的呈现效果

不佳。同时，在脑实质区域，亮度的变化干扰了细

节特征的还原。U2Fusion对于 MRI中高信号强度

区域还原不佳，整体偏灰，亮度较暗，视觉质量较

低，但对于被 PET中红色区域覆盖的软组织的细

节保留较好。Dif-fusion对于 MRI中的细节纹理特

征保留较好，但是融合后属于 PET的示踪剂积聚区

的色彩失真较大。相比之下，本文方法和MSRPAN
都呈现了很好的视觉观感和色彩还原度，其中，

MSRPAN的结果中示踪剂积聚区掩盖了脑实质的

纹理细节特征。根据图中红色区域可观察出，本文

方法在保留了示踪剂积聚区的视觉保真度外，更强

化了脑组织纹理细节的表达。

综合主客观情况分析，本文方法在各客观指标

上均达到了最优或是和最优方法保持微弱的差距，

同时可视化结果也展示了很好的结构保持性和视觉

保真度，在 PET和 MRI融合场景下表现出比较均

衡全面的融合性能。在实际情况中，可以根据不同

的需求和关注重点，选取合适的图像融合方法。

 3.5.3　SPECT与MRI的融合结果分析

SPECT是单光子发射计算机断层成像术，在

代谢活跃的区域能提供较好的显示效果，但在软组

织区域显示效果不佳。而 MRI在软组织区域有较

高的分辨率，与 SPECT图像融合有利于提供更全

面、准确的医疗图像信息，提高诊断的准确性，如

帮助医生更准确地判断肿瘤的位置和大小、提供更

精确的病灶定位。

本节通过在 SPECT图像和其相应的 MRI图像

上进行多模态图像融合实验，对比方法包括 Dif-
Fusion、 MMIF-DDFM、 MSRPAN、 SDDGAN、
U2Fusion这 5种先进的方法，并采用 SD、PSNR、
MI、VIF、EN、Qabf、SSIM共 7种客观指标对实

验结果进行了客观量化分析，实验结果如表 3所示。

 
 

表 3    SPECT与MRI图像融合的客观量化指标
 

方法 SD↑ PSNR↑ MI↑ VIF↑ EN↑ Qabf↑ SSIM↑
Dif-Fusion 59.62 66.29 2.82 0.56 5.34 0.61 0.25

MMIF-DDFM 60.33 66.93 3.55 0.55 4.55 0.59 0.61
MSRPAN 54.91 67.37 4.02 0.54 4.34 0.56 0.61
SDDGAN 67.95 63.25 2.65 0.43 5.35 0.34 0.20
U2Fusion 32.36 67.69 2.50 0.41 4.32 0.34 0.20

本方法 73.00 67.59 4.06 0.56 5.62 0.67 0.61

注：加粗项为各指标前二的得分
 

根据表中所示的实验结果可以发现，本文方法

在 SPECT和MRI模态上生成的融合图像质量在各

客观量化指标上都取得了显著的优势。在标准差
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（SD）方面本文方法取得了 73.00的分数，在互信

息（MI）方面本文方法取得了 4.06的分数，均明

显领先于其他方法，表明融合图像具有更好的细节

和特征，且较好地保留了源图像信息。在峰值信噪

比（PSNR）方面，本文方法取得了 67.59的分数，

位列前三水平，说明融合图像在保真度上表现较

好。在视觉信息保真度（VIF）方面，本文方法取

得了 0.56的分数，客观上来说融合后的图像相较

于其他方法能更好地保留源图像的信息。在 Qabf
指标方面，本文方法取得了 0.67的分数，较其他

方法明显更好，显示融合图像在结构相似性方面更

符合人类主观感知。在结构相似性指数（SSIM）

方面，本文方法与 DDFM、MSRPAN取得了较高

且接近的分数，表明融合图像在边缘、纹理和局部

质量上能保持和源图像一致的水平。

各方法在 SPECT与 MRI上的部分融合结果的

可视化结果如图 7所示。第一行 SPECT图像中红

色和紫色区域表示了放射性示踪剂的分布，这些区

域代表可能是高代谢区域或是病变区域。第二行

MRI图像中对于脑组织的分辨率较高，展现了更

多的纹理细节特征。MMIF-DDFM和 SDDGAN方

法的融合结果均保留了单通道的融合图像，丢失了

色彩信息，色彩强度的变化通过亮度变化的形式呈

现。其中 MMIF-DDFM对于能较好地还原 MRI中
的细节纹理特征，SDDGAN的融合结果存在大量

的噪声。U2Fusion的结果对于 MRI中的结构细节

还原不佳，整体偏灰暗，视觉质量较低，但对于

SPECT图像和 MRI图像重叠区域的细节保留比

较好。Dif-fusion对于 MRI中的细节纹理特征保留

较好，但色彩失真较大。MSRPAN的色彩还原程

度比较好，视觉保真度高，但在示踪剂覆盖区域下

的脑组织的纹理细节特征有部分被红色区域掩盖。

相比之下，本文方法和 Dif-fusion对于脑组织细节

纹理特征的保留性会更好，和 SPECT图像中示踪

剂积聚区域的融合效果比较好。其中，Dif-fusion
在色彩上呈现了一定的失真，本文方法在同时兼顾

了色彩的还原以及脑组织纹理细节的表达。

综合而言，本文方法在 SPECT与 MRI图像上

的融合结果在多个客观指标上都表现出色，表现出

较好的图像质量和信息丰富度。除此之外，MMIF-
DDFM方法在多个指标上也达到了最优或次优的

表现，客观上表明在 SPECT和MRI图像融合任务

上也有较好的表现。在可视化结果的主观分析上，

MMIF-DDFM虽然较好地保留了结构纹理细节特

征，但失去了丰富的色彩表达。根据图中红色区域

可观察出，本文方法在保留 MRI图像中的细节信

息的同时能兼顾到 SPECT图像中色彩的还原。在

实际情况中，可以根据不同的需求和关注重点，选

取合适的图像融合方法。

 
 

SPECT MRI Dif-Fusion
MMIF-

DDFM
MSRPANSDDGAN U2Fusion 本方法

图 7    SPECT和MRI融合可视化结果
 
 3.5.4　消融实验

为了验证扩散过程在提取多通道互补特征、提

高色彩保真度和视觉质量上的有效性，本文设计了

消融实验。具体来说，在保持去噪网络结构不变的

情况下，取消了扩散过程以及损失函数中的扩散损

失项，为了保持输入通道的一致性，将去噪网络的

输入中去噪图像 1所在通道图像和去噪图像 2所在

通道图像替换为未受噪声干扰的源图像。消融实验

的实验结果如表 4所示。

 
 

表 4    扩散过程消融实验
 

模态 方法 SD↑ PSNR↑ MI↑ VIF↑ EN↑ Qabf↑ SSIM↑
CT-
MRI

w/diff. 84.37 62.85 3.82 0.47 5.52 0.52 0.67
wo/diff. 85.52 60.78 3.42 0.43 4.94 0.36 0.67

PET-
MRI

w/diff. 82.97 62.23 4.11 0.59 6.39 0.65 0.61
wo/diff. 75.45 60.34 4.71 0.55 5.80 0.49 0.58

SPECT-
MRI

w/diff. 73.00 67.59 4.06 0.56 5.62 0.67 0.61
wo/diff. 64.32 65.94 3.69 0.50 5.05 0.52 0.59

 
本实验比较了带扩散过程与不带扩散过程的多

模态图像融合方法在 CT-MRI、 PET-MRI以及

SPECT-MRI等不同医学成像模态上的性能差异。

由实验结果可知，在 AANLIB数据集中，去除扩

散过程后，本文方法在多个指标上出现了不同程度

的性能波动。根据实验结果，观察到在不采用扩散

过程的情况下，在 CT和 MRI模态融合的场景中
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获得了较高的标准差值，这可能是在融合单通道灰

度图像时去除扩散过程后引入了更多其他通道的不

相干噪声导致，同时在其他评价指标上均体现出一

定的劣势；但在结构相似度指标上，在结构相似度

损失的帮助下，去除扩散过程前后并未拉开太大差

距。值得注意的是，在 PSNR、MI、VIF及 EN等

反映信息保持和图像内容丰富程度的指标上，带扩

散过程的方法往往表现更优，同时在 Qabf这一特

定评估维度也取得了一定的优势，反映出引入扩散

过程对于提升融合结果的视觉质量是一个比较有效

的选择。

为了验证判别器在引导去噪网络生成合适噪声

的有效性，本文设计了消融实验。具体来说，在保

持其他模块不变的情况下，取消了双判别器及相关

损失。实验结果如表 5所示。

 
 

表 5    判别器消融实验
 

模态 方法 SD↑ PSNR↑ MI↑ VIF↑ EN↑ Qabf↑
CT-
MRI

w/discrim. 84.37 62.85 3.82 0.47 5.52 0.52
wo/ discrim. 80.00 61.32 3.20 0.52 4.71 0.61

PET-
MRI

w/discrim. 82.97 62.23 4.11 0.59 6.39 0.65
wo/ discrim 84.00 60.75 3.09 0.57 5.95 0.65

SPECT-
MRI

w/discrim. 73.00 67.59 4.06 0.56 5.62 0.67
wo/ discrim 59.50 65.87 3.34 0.67 5.18 0.67

 
通过以上在 3个多模态数据的实验可看出，双

判别器在多个指标中都有效提升了融合的效果。

 4　结束语

本文介绍了一种基于去噪扩散模型的多模态图

像融合方法，通过将推理融合解决方案集成到扩散

迭代去噪过程中，克服单一端到端网络学习能力有

限的问题。对扩散去噪过程针对多模态医学图像融

合任务做出了优化，引入了两个模态判别器加强去

噪网络对于模态特征的理解，利用先验和源图像的

跨模态信息生成高质量的融合图像。通过 AANLIB
数据集上 3种模态下的融合实验，探讨对比了不同

方法的融合质量，并对融合结果进行了客观量化指

标的分析，以及更符合人眼主观视觉的可视化分

析。未来工作中可以向探索动态时间步调度策略优

化以及三维体数据融合扩展。
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