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数据受限场景下的无设备手势识别方法研究

郭　 崇ꎬ陶　 硕ꎬ李鹤群
(沈阳理工大学 信息科学与工程学院ꎬ沈阳 １１０１５９)

摘　 要: 针对无设备手势识别(ｄｅｖｉｃｅ ｆｒｅｅ ｇｅｓｔｕｒｅ ｒｅｃｏｇｎｉｔｉｏｎꎬＤＦＧＲ)技术因环境差异导致的

精度下降问题ꎬ提出了一种基于深度学习的跨场景手势识别模型 ＡＤＡＮꎮ 该模型的创新之处

体现在三个方面:其一ꎬ采用改进的 ＲｅｓＮｅｔ１０１ 架构构建特征提取器ꎬ通过优化卷积核配置ꎬ提
升捕捉手势细微特征的能力ꎻ其二ꎬ设计一个基于注意力机制的特征选择模块ꎬ通过动态权重

分配实现关键特征的过滤和强化ꎻ其三ꎬ采用改进的域对抗损失函数对不同样本应用不同的权

重操作ꎬ实现不同环境下的特征对齐ꎮ 为验证模型性能ꎬ本研究基于 Ｗｉｄａｒ ３􀆰 ０ 数据集构建了

六个典型的室内环境进行训练ꎮ 实验结果表明ꎬＡＤＡＮ 在跨场景手势识别任务中实现了

８４􀆰 ４１％的平均准确率ꎬ较传统方法提升了 ３􀆰 １１ 个百分点ꎬ并优于现有基准模型ꎬ为解决基于

无线感知手势识别中的场景迁移问题提供了新的技术方法ꎮ
关　 键　 词: 无线感知ꎻ跨场景手势识别ꎻ域对抗损失函数
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　 　 随着深度学习技术的蓬勃发展ꎬ基于深度神经

网络的手势识别方法[１ － ２] 已成为人工智能领域的

研究热点ꎮ 作为一种自然直观的人机交互方式ꎬ无
设备手势识别(ｄｅｖｉｃｅ ｆｒｅｅ ｇｅｓｔｕｒｅ ｒｅｃｏｇｎｉｔｉｏｎꎬＤＦ￣
ＧＲ)凭借无需用户佩戴专用传感器或依赖特定采

集设备的特性ꎬ极大地提升了交互的便捷性与普适

性ꎬ使其在普适计算领域展现出重要的应用价值ꎮ
然而ꎬ基于深度学习的 ＤＦＧＲ 方法(ｄｅｅｐ ｌｅａｒｎｉｎｇ￣
ｂａｓｅｄ ＤＦＧＲꎬＤＬ￣ＤＦＧＲ)在实际过程中面临严峻挑

战ꎬ即模型的识别性能高度依赖训练数据对场景

的覆盖程度ꎮ 当训练数据仅来自单一环境时ꎬ训
练所得的识别模型对环境扰动极为敏感ꎬ虽能在

训练场景中表现良好ꎬ但应用于新环境时识别率

会大幅下降ꎮ 该“场景泛化性差”问题ꎬ严重制约了

ＤＬ￣ＤＦＧＲ 技术的推广ꎬ进而推动了跨场景无设备手

势识别(ｃｒｏｓｓ￣ｓｃｅｎａｒｉｏ ＤＦＧＲꎬＣＳ￣ＤＦＧＲ)研究的兴

起ꎮ 相较于前者ꎬＣＳ￣ＤＦＧＲ 聚焦于提升深度学习模

型在未知环境中的适应能力和泛化性能[３ －４]ꎮ
当前ꎬＣＳ￣ＤＦＧＲ 研究主要围绕增强网络可迁

移分类能力与优化特征分布对齐两大技术路径展

开ꎮ 在提升网络可迁移分类能力方面ꎬ众多学者

致力于挖掘与环境无关的手势特征:Ｓｈｉ 等[５]构建

的 ＥＩ 识别框架ꎬ从多个环境收集信号ꎬ并从中提

炼出与环境无关的特征ꎬ显著改善了特定场景下

的识别性能ꎻＨｕ 等[６] 借鉴小样本学习思想ꎬ设计

了 ＷＩＧＲ 手势识别系统ꎮ 该系统借助特征提取子

网与相似性鉴别子网的协同ꎬ通过动态调整训练

数据分布以模拟真实场景ꎬ从而有效增强了模型

的领域迁移能力ꎻＷｕ 等[７] 则选取轨迹图像与时

间序列作为关键特征ꎬ突破环境差异限制ꎻＮｉｕ
等[８]基于 Ｗｉ￣Ｆｉ 频率模型量化了信号与目标运动

参数的关系ꎬ并以手势片段及方向变化特征为核

心构建跨场景识别系统ꎮ
在利用对抗网络实现特征分布对齐方面ꎬ

Ｗａｎｇ 等[９]采用 Ｍｉｎｍａｘ 优化策略ꎬ结合中心对齐

机制ꎬ将目标特征嵌入源特征分布中ꎻＷａｎｇ 等[１０]

针对全局对齐的局限性ꎬ提出了自适应对抗学习

网络ꎬ通过局部特征分布校准ꎬ有效缓解特征空间

偏移问题ꎻＷａｎｇ 等[１１] 设计了并行对抗网络ꎬ并行

提取目标与源场景的公共特征ꎬ最终基于相似度度

量实现识别ꎻＫａｎｇ 等[１２] 提出无链路数量约束的框

架ꎬ融合对抗学习与特征解纠缠模块ꎬ剥离环境干

扰信息ꎬ为跨场景识别提供了新思路ꎮ
针对环境差异引发的 ＣＳ￣ＤＦＧＲ 性能衰减问

题ꎬ本文以生成对抗网络 ( ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ
ｎｅｔｗｏｒｋꎬＧＡＮ)为基础架构ꎬ利用 Ｒｅｓｎｅｔ１０１￣ｍｏｄｉ￣
ｆｙ[１３]构建具备提取细微特征能力的特征提取器ꎬ
有效解决传统方法特征提取粒度粗糙、细节丢失

的弊端ꎮ 通过引入层次化注意力机制( ｈｙｂｒｉｄ ａ￣
ｄａｐｔｉｖｅ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅꎬＨＡＡＭ) [１４] 实现特征选

择ꎬ过滤掉无关特征ꎬ并改良域对抗损失函数ꎬ实
现跨场景特征的精细化对齐ꎬ以期提升模型在复

杂场景下的手势识别准确率ꎮ

１　 跨场景无设备手势识别方案

ＣＳ￣ＤＦＧＲ 方案总体流程如图 １ 所示ꎬ首先ꎬ
使用收发设备采集不同手势的信道状态信息

(ＣＳＩ)ꎻ其次ꎬ将采集到的 ＣＳＩ 数据进行预处理ꎻ
最后ꎬ将处理过的数据输入到本文设计的模型中ꎬ
经过特征提取、特征选择以及特征对齐实现手势

分类ꎮ

图 １　 ＳＣ￣ＤＦＧＲ 总体流程

Ｆｉｇ. １　 Ｏｖｅｒａｌｌ ｆｌｏｗ ｃｈａｒｔ ｏｆ ＣＳ￣ＤＦＧＲ
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１􀆰 １　 信号数据采集
ＣＳＩ 是在正交频分复用技术中估计信道状态

的信息ꎬ即每一条无线通道都会有多个子载波ꎬ每
一条子载波都会有对应的 ＣＳＩ 值ꎮ 当无线信号在

进行传播时会受到环境的干扰ꎬ并体现在接收端

的 ＣＳＩ 数据上ꎮ 假设接收端信号为 αꎬ发射端信

号为 βꎬ则有

α ＝Ｈβ ＋ ａ (１)
式中:α为噪声向量ꎻＨ 表示所有子载波组成的信

道矩阵ꎬ如果把噪声表示为正态分布的形式ꎬ那么

就可以估计出信道矩阵 Ｈ 为

Ｈ ＝ α/ β (２)
Ｈ 由多个ＣＳＩ 值构成ꎬ设ＣＳＩ 的值为 ｈꎬ其表达式为

ｈ ＝ ｜ ｘ ｜ ｅｊθ (３)
式中: ｜ ｘ ｜表示幅度ꎻθ 表示相位偏移ꎮ
１􀆰 ２　 数据预处理

采用短时傅里叶变换方法(ＳＴＦＴ)将 ＣＳＩ 数

据转换为时频域表示ꎬ直观展示信号频率随时间

的变化ꎮ 计算表达式为

Ｘ(ｍꎬω)＝∑
Ｎ－１

ｎ ＝０
ｈ(ｎ ＋ ｍ)ｗ(ｍ)ｅ－ｊωｎ (４)

式中:ｎ 是离散时间索引ꎻｈ(ｎ ＋ ｍ)表示 ｎ ＋ ｍ 时

刻的 ＣＳＩ 值ꎻｗ(ｍ)是窗函数ꎻＮ 表示所截取信号

段包含的样本数ꎻＸ(ｍꎬω)是时间ｍ和频率ω的

二维函数ꎮ
ＳＴＦＴ 处理得到的数据经可视化映射生成时

频图ꎬ其样本如图 ２ 所示ꎮ

图 ２　 时频图样本

Ｆｉｇ. ２　 Ｔｉｍｅ￣ｆｒｅｑｕｅｎｃｙ ｄｉａｇｒａｍ

１􀆰 ３　 手势识别模型
手势识别由特征提取、特征选择、特征对齐构

成ꎮ 首先ꎬ将上述预处理后的数据输入到 Ｒｅｓ￣
Ｎｅｔ１０１￣ｍｏｄｉｆｙ 深度卷积神经网络中ꎬ通过分组卷

积和残差连接协同工作ꎬ以提取手势的细微特征ꎻ
随后ꎬ特征选择模块利用注意力机制聚焦于关键

特征ꎬ并去除数据中的无关噪声ꎻ接着ꎬ通过对抗

机制对来自不同环境的特征进行对齐操作ꎻ最后ꎬ
经由分类器输出分类结果ꎮ 上述几个模块构成了

本文设计的跨场景手势识别模型 ＡＤＡＮꎬ结构如

图 ３ 所示ꎮ

图 ３　 ＡＤＡＮ 模型结构

Ｆｉｇ. ３　 ＡＤＡＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２　 手势识别模型结构

２􀆰 １　 特征提取模块
Ｒｅｓｎｅｔ１０１￣ｍｏｄｉｆｙ 通过构建多层次特征融合

机制提取图像中的细微特征ꎬ有效增强了模型的

特征提取能力ꎬ其结构如图 ４ 所示ꎮ
输入先经卷积层、归一化层、ＲｅＬＵ 激活层、池

化层完成前期特征提取ꎬ再通过包含核心分组残

差卷积结构的第一阶段残差层至第四阶段残差层

逐步提取更抽象的特征ꎬ最终接入 ＨＡＡＭ 模块以

完成后续相关操作ꎮ
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图 ４　 ＲｅｓＮｅｔ１０１￣ｍｏｄｉｆｙ 结构

Ｆｉｇ. ４　 ＲｅｓＮｅｔ１０１￣ｍｏｄｉｆｙ ｓｔｒｕｃｔｕｒｅ

　 　 结构核心体现于残差层内模块的设计ꎬ分组

残差模块如图 ５ 所示ꎮ ＲｅｓＮｅｔ１０１￣ｍｏｄｉｆｙ 引入

基数控制的多分支拓扑结构ꎬ结合分组卷积与

Ｓｐｌｉｔ￣Ｔｒａｎｓｆｏｒｍ￣Ｍｅｒｇｅ 策略[１５] ꎬ以实现更高效的

特征表达ꎮ
通过设定基数值直接控制并行分支的数量ꎬ

可以将模型特征表达能力从单纯依赖深度或通道

宽度ꎬ扩展到增加独立变换路径数量这一新维度ꎬ
使模型可以使用更多路径、更窄通道来学习更丰

富、更细粒度的特征组合ꎮ 分组卷积位于模块内

部的 ３ × ３ 卷积层ꎬ将输入特征 Ｘ 分为 ３２ 个分支

并利用 １ × １ 卷积进行降维压缩ꎬ压缩后的特征在

每个分支上进行独立变换ꎬ最后将每个分支得

到的变换结果进行聚合并与输入相加得到输出结

图 ５　 分组残差模块

Ｆｉｇ. ５　 Ｇｒｏｕｐｅｄ ｒｅｓｉｄｕａｌ ｍｏｄｕｌｅ

果ꎬ计算表达式为

Ｇ(Ｘ) ＝Ｗ３ × (􀱇３２
ｉ ＝ １(Ｗ２ꎬｉ × (Ｗ１ × Ｘ) ｉ)) ＋

Ｓｈｏｒｔｃｕｔ(Ｘ) (５)
式中:Ｇ(Ｘ)表示输出特征图ꎻＷ１ 表示降维投影

的 １ × １ 卷积核权重ꎻＷ２ꎬｉ表示分组卷积的第 ｉ 个
分支的 ３ × ３ 卷积核权重ꎻ􀱇３２

ｉ ＝ １表示通道拼接操

作ꎬ将 ３２ 个分支的输出沿通道维度拼接ꎬ恢复通

道数ꎻＷ３ 表示升维融合的 １ × １ 卷积核权重ꎬ是
Ｒｅｓｎｅｔ￣ｍｏｄｉｆｙ 核心参数ꎻＳｈｏｕｒｃｕｔ(Ｘ)表示残差

连接ꎮ
２􀆰 ２　 特征选择模块

基于 ＨＡＡＭ 的深度学习模块旨在增强视觉

任务特征选择能力ꎬＨＡＡＭ 注意力模块结构如图

６ 所示ꎮ

图 ６　 ＨＡＡＭ 注意力模块

Ｆｉｇ. ６　 ＨＡＡＭ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 该模块主要包含两个关键部分ꎮ 第一个部分

是三分支并行卷积操作:输入特征被同时输入３ ×
３ꎬ５ × ５ 的普通卷积以及 ３ × ３ 的深度可分离卷积

(以空洞率 ｒａｔｅ ＝ ３ 控制感受野大小)进行处理ꎬ

原因在于不同场景手势图像分布相似ꎬ且边界模

糊ꎮ ３ × ３ 卷积可以聚焦局部细节以辅助边界定

位ꎬ５ × ５ 卷积和深度可分离卷积可以捕捉更大范

围的上下文信息ꎬ减少背景的干扰ꎬ通过利用不同
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尺寸卷积核的方式可以达到收集多尺度感受野的

信息并丰富特征表示的目的ꎮ 第二个部分是双重

注意力优化:首先ꎬ提取的多尺度特征被输入通道

自注意力模块中ꎬ该模块会自动评估每个特征通

道的重要性ꎬ强化包含重要信息的通道ꎬ并去除冗

余或干扰性的通道ꎻ随后ꎬ特征通过空间自注意力

模块ꎬ经由 １ × １ 卷积降维至单通道生成空间权重

图ꎬ聚焦于特征图中最重要的空间区域ꎬ提取对识

别任务至关重要的局部细节ꎬ从而选择最具区分度

和可靠性的特征ꎮ 设输入特征为 Ｆｉｎｐｕｔ∈Ｒｃ × ｔ × ｋꎬ其
中 ｃꎬｔꎬｋ 表示输入特征的通道数、高度、宽度ꎬ其输

出特征 Ｆｏｕｔ的计算过程如下ꎮ
１)三分支并行卷积:

Ｆ３ ＝Ｗ３ × ３ × Ｆｉｎｐｕｔ (６)
Ｆ５ ＝Ｗ５ × ５ × Ｆｉｎｐｕｔ (７)
ＦＤ ＝ＷＤ

３ × ３ × Ｆｉｎｐｕｔ (８)
式中:Ｗ３ × ３ꎬＷ５ × ５ 表示 ３ × ３ꎬ５ × ５ 卷积核权重ꎻ
ＷＤ

３ × ３为 ３ × ３ 深度可分离卷积核权重ꎮ
２)通道自注意力模块:

ＦＧ ＝ＧＡＰ(Ｆ５ ⊕ ＦＤ) (９)
γ ＝ σｓ(Ｗｆｃ２ × σｒ)(Ｂ(Ｗｆｃ１ × ＦＧ)) (１０)

ＦＤ
Ｃ ＝ γ􀱋ＦＤ (１１)

Ｆ５
Ｃ ＝ γ′􀱋Ｆ５ (１２)

式中:ＧＡＰ 表示全局平均池化ꎻ􀱇用于特征逐元素

融合ꎻ􀱋实现注意力权重对特征的校准ꎻＷｆｃ１表示降

维全连接权重ꎻＷｆｃ２表示升维全连接权重ꎻＢ(􀅰)表示

批量归一化ꎻσｒ (􀅰)表示 ＲｅＬＵ 激活函数ꎻσｓ (􀅰)表

示 Ｓｉｇｍｏｉｄ 激活函数ꎻγ 表示通道注意力权重ꎻγ′
是 γ的补集ꎮ

３)空间自注意力模块:
ＦＳ１ ＝Ｗ１ × １ × Ｆ３ (１３)

ＦＳ１
Ｃ ＝Ｗ１ × １ × Ｆ５

Ｃ􀱇ＦＤ
Ｃ) (１４)

τ ＝ σｓ(Ｗ１ × １ × σｒ(ＦＳ１􀱇ＦＳ１
Ｃ )) (１５)

Ｆｏｕｔ ＝Ｗ１ × １ × (τ′􀱋ＦＳ１􀱇τ􀱋ＦＳ１
Ｃ ) (１６)

式中:Ｗ１ × １表示 １ × １ 的卷积核权重ꎻτ 表示空间

注意力权重ꎻτ′是 τ 补集ꎻＦＳ１表示空间自注意力初

始特征ꎻＦＳ１
Ｃ 表示通道校准后的空间特征ꎮ

２􀆰 ３　 特征对齐模块
域对抗学习是一种有效的特征对齐技术ꎮ 其

核心思想是引入域判别器以区分样本属于源域还

是目标域ꎻ与此同时ꎬ特征提取器被训练以生成能

够“欺骗”域判别器的特征ꎮ 通过对抗博弈ꎬ让源

域和目标域的特征分布尽可能接近ꎮ 然而ꎬ传统

的域对抗损失函数存在局限性ꎬ其在优化过程中

赋予所有样本相同的权重ꎬ忽略了不同样本之间

可能存在的置信度差异ꎮ
熵是衡量样本不确定性的一个有效指标ꎬ通

过对熵加权操作与域对抗学习结合可以引导模

型更有效地进行特征对齐ꎬ即在计算域对抗损失

时ꎬ根据样本的熵值为每个样本分配不同的权

重ꎮ 对于熵值小的样本ꎬ赋予较大的权重ꎬ使得

模型更加关注这些可靠样本对特征对齐的影响ꎻ
对于熵值大的样本ꎬ赋予较小的权重ꎬ减少其对

特征对齐过程的干扰ꎮ 重新构造的损失函数

Ｌａｄｖ￣ｅｎｔ表达式如下ꎮ

Ｌａｄｖ－ｅｎｔ ＝ － １
Ｎｓ
∑
Ｎｓ

ｉ ＝１
ｗ( ｉ)

ｓ ｌｏｇＤ( ｆ( ｉ)ｓ )

－ １
Ｎｔ
∑
Ｎｔ

ｊ ＝１
ｗ( ｊ)

ｔ ｌｏｇ(１ － Ｄ( ｆ( ｊ)ｔ )) (１７)

其中

ｗ( ｉ)
ｓ ＝－∑

Ｌ

ｌ ＝１
ｐ(ｙｌ ｜ ｆ( ｉ)ｓ )ｌｏｇｐ(ｙｌ ｜ ｆ( ｉ)ｓ )) (１８)

ｗ(ｊ)
ｔ ＝－∑

Ｌ

ｌ ＝１
ｐ(ｙｌ ｜ ｆ(ｊ)ｔ ))ｌｏｇｐ(ｙｌ ｜ ｆ(ｊ)ｔ )) (１９)

式中:ｆ( ｊ)ｔ 表示目标域第 ｊ 个样本的特征向量ꎻ
ＮｓꎬＮ ｔ 表示源域和目标域的批量样本数量ꎻｗ( ｉ)

ｓ ꎬ
ｗ( ｊ)

ｔ 表示源域和目标域样本的熵权重ꎻｐ( ｙ ｌ ｜ ｆ)
表示分类器将特征 ｆ 预测为类别 ｌ 的概率ꎻＬ 表

示类别总数ꎻＤ(􀅰)表示域判别器ꎬ输出样本属于

源域的概率ꎻ ｆ( ｉ)ｓ 表示源域第 ｉ 个样本的特征

向量ꎮ
本文通过在域对抗损失函数中增加熵加权损

失约束ꎬ促使算法在训练过程中更加关注较难分

辨的样本ꎬ源域和目标域数据达到更好的特征对

齐效果ꎬ提高模型在跨域任务中的适应能力ꎮ

３　 实验方案

３􀆰 １　 数据集描述

本文使用公开数据集 Ｗｉｄａｒ３􀆰 ０ [１６] 评估模型

性能ꎬ其主要在教室、大厅、办公室 ３ 个地点采集

数据ꎮ 使用的收发设备是配有 Ｉｎｔｅｌ ５３００ 无线网

卡的笔记本计算机ꎮ 每个采集环境的设备和实

验布置相同ꎬ有一个发射器(每个发射器配备 １
条发射天线)、６ 个接收器(每个接收器配备 ３ 条

接收天线)ꎬ每个接收器每次接收含 ９０(１ × ３ ×
３０)个子载波的 ＣＳＩ 数据ꎮ 本文选取前两个实验

地点中收集的六种手势进行实验ꎬ分别是平滑ꎬ向
下ꎬ拍手ꎬ向前推ꎬ画圆ꎬ画 Ｚꎮ 其中教室有两个实
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验人员ꎬ大厅有三个实验人员ꎬ每个实验人员的每

种手势动作各整理出 ７５０ 条ꎬ一共是 ２２ ５００ 条实

验数据ꎮ 并使用该数据构建 ６ 个跨场景数据子

集ꎬ分别是教室和大厅环境下的跨位置ꎬ跨方向ꎬ
跨人物ꎮ

实验参数设置:本文实验在 ＲＴＸ３０９０ 显卡

上基于深度学习框架 ＰｙＴｏｒｃｈ 实现ꎮ 优化器使

用随机梯度下降算法(ＳＧＤ)ꎬ动量因子为 ０􀆰 ９ꎬ
正则化参数设置为 ０􀆰 ００１ꎬ批次设置为 １６ꎬ初始

学习率为 ０􀆰 ０１ꎬ并使用余弦学习率衰减策略优

化学习率ꎬ规定最终学习率下降为 ０􀆰 ０００ １ꎬ根据

实验性质将每个数据子集划分为源域和目标域ꎬ
并使用源域数据以及一部分目标域数据作为训

练集ꎬ剩余的目标域数据作为测试集用以评估模

型效果ꎮ
３􀆰 ２　 实验结果

本文采用多场景下取得的平均准确率、精确

率、召回率、Ｆ１ 分数作为评价指标ꎮ
３􀆰 ２􀆰 １　 对比实验 １

表 １ 为基线模型 Ｒｅｓｎｅｔ１０１￣ｍｏｄｉｆｙ 与 ４ 种不

同的注意力机制组合在 ６ 种跨场景模式下的对

比ꎬ其中 ＣꎬＭꎬＬꎬＨ 分别表示与 ＣＢＡＭ[１７]ꎬＭｉｘｅｄ
Ａｔｔｅｎｔｉｏｎ[１８]ꎬＬＦＧＡ[１９]ꎬＨＡＡＭ 注意力组合ꎮ

表 １　 不同注意力做特征选择模块的评价结果对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｆｅａｔｕｒｅ
ｓｅｌｅｃｔｉｏｎ ｍｏｄｕｌｅｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ􀆰

模型 准确率 / ％ 精确率 / ％ 召回率 / ％ Ｆ１ 分数 / ％

Ｃ ８３􀆰 ３７ ８３􀆰 １３ ８２􀆰 ８１ ８２􀆰 ５１

Ｍ ７９􀆰 ３ ７８􀆰 ４８ ７７􀆰 ４５ ７７􀆰 １５

Ｌ ８１􀆰 ７ ８０􀆰 ７６ ８１􀆰 ７５ ８１􀆰 ０３

Ｈ ８４􀆰 １ ８３􀆰 ４８ ８３􀆰 ９０ ８３􀆰 ６８

　 　 由表 １ 可以看出ꎬ引入 ＨＡＡＭ 做特征选择模

块的模型在综合评估指标上表现最优ꎬ其准确率

达 ８４􀆰 １％ ꎬ较基线 ＲｅｓＮｅｔ１０１￣ｍｏｄｉｆｙ 提升 １􀆰 ６ 个

百分点ꎬ在精确率(８３􀆰 ４８％ )与召回率(８３􀆰 ９％ )
的提升上也表现明显ꎬ判别能力显著ꎮ 实验进一

步表明:注意力机制的有效性极大依赖于主干网

络的适配ꎬＨＡＡＭ 通过分层特征融合实现了更稳

定的性能提升ꎮ
３􀆰 ２􀆰 ２　 对比实验 ２

本文采用原模型方法和改进后的方法在 ６ 种

跨场景模式下进行对比实验ꎮ 为验证所提方法的

有效性ꎬ对基线模型( ｓｏｕｒｃｅ)、与 ＨＡＡＭ 注意力

机制组合得到的模型(Ｏｕｒｓ)及对损失函数精准调

优得到的最终优化模型(Ｏｕｒｓ￣ｆｉｎａｌ)进行性能对

比ꎬ结果如表 ２ 所示ꎮ

表 ２　 原模型与改进模型评价结果对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｂｅｔｗｅｅｎ ｔｈｅ
ｏｒｉｇｉｎａｌ ｍｏｄｅｌ ａｎｄ ｔｈｅ ｉｍｐｒｏｖｅｄ ｍｏｄｅｌｓ

模型 准确率 / ％ 精确率 / ％ 召回率 / ％ Ｆ１ 分数 / ％

ｓｏｕｒｃｅ ７３􀆰 ５８ ７３􀆰 １６ ７２􀆰 ７６ ７２􀆰 ５８

Ｏｕｒｓ ８４􀆰 １０ ８３􀆰 ４８ ８３􀆰 ９０ ８３􀆰 ６８

Ｏｕｒｓ￣ｆｉｎａｌ ８４􀆰 ４１ ８４􀆰 ５８ ８４􀆰 １４ ８４􀆰 ３５

　 　 在基础性能方面ꎬｓｏｕｒｃｅ 模型的各项指标处

于中等水平ꎬ意味着传统方法在目标任务中仍有

改进余地ꎮ 相较之下ꎬＯｕｒｓ 方法显著提升了模型

性能ꎬ四项指标较 ｓｏｕｒｃｅ 模型分别提升 １０􀆰 ５２、
１０􀆰 ３２、１１􀆰 １４ 和 １１􀆰 １０ 个百分点ꎬ体现出 Ｏｕｒｓ 方

法在特征提取与分类决策上的有效性ꎮ Ｏｕｒｓ￣ｆｉｎａｌ
模型在保持良好精度的同时ꎬ实现了性能的提升ꎬ
与 Ｏｕｒｓ 方法相比ꎬ提升幅度分别为 ０􀆰 ３１、１􀆰 １０、
０􀆰 ２４ 和 ０􀆰 ６７ 个百分点ꎬ进一步证实了模型优化策

略的有效性ꎮ
为验证本文最终方法的跨场景手势识别能力ꎬ

在相同数据集划分规则下ꎬ与 ４ 种代表性跨场景手

势识别模型 ＥＩ[５]、ＡＲＩＬ[２０]、ＷＩＧＲ[２１]、ＳｉｇｎＦＩ[２２] 进
行对比ꎬ实验结果如表 ３ 所示ꎮ

表 ３　 不同跨场景手势识别方法评价结果对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｃｒｏｓｓ￣ｓｃｅｎａｒｉｏ ｇｅｓｔｕｒｅ ｒｅｃｏｇｎｉｔｉｏｎ ｍｅｔｈｏｄｓ

模型 准确率 / ％ 精确率 / ％ 召回率 / ％ Ｆ１ 分数 / ％

ＥＩ ７６. ０ ７２􀆰 ９０ ７２􀆰 ９０ ７２􀆰 ４０

ＳｉｇｎＦｉ ７７􀆰 ２０ ７７􀆰 ３０ ７５􀆰 ６０ ７５􀆰 ７０

ＡＲＩＬ ７１􀆰 １０ ６４􀆰 ７０ ６９􀆰 ８０ ６５􀆰 ７０

ＷＩＧＲ ８１􀆰 ３０ ７９􀆰 １０ ７９􀆰 ６０ ７９􀆰 ２２

Ｏｕｒｓ￣ｆｉｎａｌ ８４􀆰 ４１ ８４􀆰 ５８ ８４􀆰 １４ ８４􀆰 ３５

　 　 本文方法四项指标较次优方法 ＷＩＧＲ 分别提

升 ３􀆰 １１、５􀆰 ４８、４􀆰 ５４、５􀆰 １３ 个百分点ꎬ其中在跨位

置、跨人物、跨方向中识别成功样本分别可达

８５􀆰 ４％ 、８５􀆰 ３％ 、８２􀆰 ５％ ꎬ而次优的 ＷＩＧＲ 均只能

达到 ８１％左右ꎬ说明本方法在跨位置、跨用户、跨
方向场景的 ４ 个评价指标上全面超越现有模型ꎬ
在跨位置场景中ꎬ这些模型会将不同测试位置的

环境噪声、设备摆放角度偏差纳入特征提取ꎻ在跨

人物场景中ꎬ会将个体手掌大小差异、动作幅度偏

差纳入特征提取ꎻ在跨方向场景中ꎬ无法区分手势

朝向变化ꎬ导致模型学习到大量冗余信息ꎮ 而本
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文方法通过对特征进一步过滤筛选与领域对齐设

计ꎬ在保证准确率的同时ꎬ能有效解决上述问题ꎬ
显著降低了对环境稳定性的依赖ꎮ
３􀆰 ２􀆰 ３　 对比试验 ３

选取现有模型中表现较好的 ＷＩＧＲ 与本文模

型 Ｏｕｒｓ￣ｆｉｎａｌ 进行可视化对比ꎬ观察不同场景特征

对齐程度ꎬ特征分布图如图 ７ 所示ꎮ 相比 ＷＩＧＲ 方

法中不同手势类别存在部分重叠、分离效果不明

显ꎬ本文方法通过特征过滤与领域对齐ꎬ在低维空

间形成了更紧密的类内聚类和更清晰的类间分离ꎮ

图 ７　 特征分布图对比

Ｆｉｇ. ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｅａｔｕｒｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｍａｐｓ

４　 结论

本文针对无线传感领域中跨场景手势识别问

题ꎬ提出了基于深度学习的无设备跨场景手势识

别模型 ＡＤＡＮꎬ通过构建多尺度特征提取器联合

特征选择机制并使用域对抗机制进行训练ꎬ有效

改善了由场景因素导致的特征偏移问题ꎬ较现有

方法准确率提升了 ３􀆰 １１ 个百分点ꎮ 相较于传统

方法本研究创新性主要体现在三个方面:在特征

提取层面使用 Ｒｅｓｎｅｔ￣ｍｏｄｉｆｙ 提取细微特征ꎻ在模

型构建方面提出特征选择模块ꎬ通过引入层次化

注意力机制过滤无关特征ꎻ在训练过程中引入熵

加权对域对抗损失进行约束ꎬ进一步拉近不同场

景间的特征距离ꎮ
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ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ(ＥＣＣＶ)２０１８. ＣｈａｍꎬＧｅｒｍａｎｙ:Ｓｐｒｉｎｇ￣
ｅｒꎬ２０１８: ３ － １９.

[１８] Ａｓｈｒａｆ ＭꎬＣｈｅｎ Ｌ ＨꎬＺｈｏｕ Ｘ Ｃꎬｅｔ ａｌ. Ａ ｊｏｉｎｔ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ
ｍｉｘｅｄ￣ａｔｔｅｎｔｉｏｎ ｔｒａｎｓｆｏｒｍｅｒ ａｎｄ ｏｃｔａｖｅ ｍｏｄｕｌｅ ｆｏｒ ｈｙｐｅｒｓｐｅｃ￣
ｔｒａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ[ Ｊ] . ＩＥＥＥ Ｊｏｕｒｎａｌ ｏｆ Ｓｅｌｅｃｔｅｄ Ｔｏｐｉｃｓ ｉｎ
Ａｐｐｌｉｅｄ Ｅａｒｔｈ Ｏｂｓｅｒｖａｔｉｏｎｓ ａｎｄ Ｒｅｍｏｔｅ Ｓｅｎｓｉｎｇꎬ２０２４ꎬ１７:
４３３１ － ４３４９.

[１９] Ｓｈｕａｉ ＣꎬＺｈｏｎｇ Ｊ ＭꎬＷｕ Ｓꎬｅｔ ａｌ. Ｌｏｃａｔｅ ａｎｄ ｖｅｒｉｆｙ:ａ ｔｗｏ￣
ｓｔｒｅａｍ ｎｅｔｗｏｒｋ ｆｏｒ ｉｍｐｒｏｖｅｄ ｄｅｅｐｆａｋｅ ｄｅｔｅｃｔｉｏｎ [ Ｃ] / / Ｐｒｏ￣
ｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３１ｓｔ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｕｌｔｉ￣
ｍｅｄｉａ. ＯｔｔａｗａꎬＣａｎａｄａ:ＡＣＭꎬ２０２３:７１３１ － ７１４２.
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