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[摘要] 　 视频卫星能获得高空间分辨率的视频信息ꎬ为运动目标的检测和分析提供有效数据支撑. 然而ꎬ由于卫

星视频图像中目标像素比例低、纹理细节不清晰、背景复杂等缺点ꎬ从卫星视频中检测运动目标存在很大困难. 为
此ꎬ本文以 ＹＯＬＯｖ８ 为骨干网络ꎬ提出了一种基于注意力机制与可变卷积神经网络的卫星视频运动目标检测算法.
首先ꎬ设计 Ｃ２ｆ￣ＤＣＮ 模块替换原模型骨干网络中的 Ｃ２ｆ 模块ꎬ以提高模型对不同尺度目标的特征提取能力. 其次ꎬ
在检测头前添加 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ 轻量级注意力机制ꎬ在保证模型计算速度的前提下增强重要特征ꎬ加强通道间信

息沟通提高模型特征融合能力. 最后ꎬ为了提高模型的学习能力和推理效率ꎬ采用 Ｉｎｎｅｒ￣ＣＩｏＵ 损失函数ꎬ并引入辅

助边界框概念来解决卫星视频图像中目标像素比例小的问题. 利用 ＳＡＴ￣ＭＴＢ 卫星视频影像数据集进行对比实验ꎬ
实验结果表明本文算法的精确度、召回率、ｍＡＰ５０:９５ 和 Ｆ１ 分数分别为 ７５.３％、６２.８％、３４.９％和 ６８.４８ꎬ相较于原始

ＹＯＬＯｖ８ｎ 网络ꎬ上述指标分别提高了 １１.６％、４.２％、３.０％和 ７.４４ꎬ验证了本文方法的有效性和优越性.
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Ｔｈｕｓꎬｔｈｅ ｅｆｆｅｃｔｉｖｅｎｅｓｓ ａｎｄ ｓｕｐｅｒｉｏｒｉｔｙ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ｉｓ ｖｅｒｉｆｉｅｄ.
Ｋｅｙ ｗｏｒｄｓ:ｓａｔｅｌｌｉｔｅ ｖｉｄｅｏꎬＹＯＬＯｖ８ꎬｌｉｇｈｔｗｅｉｇｈｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍꎬｄｅｆｏｒｍａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎꎬａｕｘｉｌｉａｒｙ ｂｏｒｄｅｒ ｒｅｇｒｅｓｓｉｏｎ

近年来随着多种对地观测技术的迅速发展ꎬ以高时间分辨率、高光谱分辨率和高空间分辨率为特点的

遥感新时代已经到来. 在各国高分卫星建设规划的推动下ꎬ航天遥感技术取得了巨大进步ꎬ为卫星视频的

拍摄提供了可能. 卫星视频与固定摄像机和无人机飞行器平台所获得的视频数据不同ꎬ其可以从鸟瞰角

度持续关注特定区域ꎬ获得地面目标的连续观测视频ꎬ并具有更大的视场和更丰富的信息ꎬ为运动目标检

测提供了独特的优势. 视频卫星在各个领域都发挥着重要作用ꎬ从地面资源的动态观测到自然灾害的全

过程监测ꎬ再到社会经济参数的动态反演和军事行动的保障ꎬ卫星视频已成为大数据基建的关键组成部

分ꎬ并为国家安全提供了重要保障[１] .
在基于视频的运动目标检测方面ꎬ所采用的研究方法主要分为以下四类:帧间差分法、背景差分法、光

流法和基于深度学习的方法. 帧间差分法[２]基于视频时域变化差异检测运动目标ꎬ具有思路简单、计算量

小的特点. 在此基础上ꎬ研究者们为应对环境噪声敏感的问题提出了三帧间差法、多帧差法等改进算

法[３－４] . 背景差分法首先建立背景模型ꎬ通过比较原始像素与背景模型进行前景分割与运动目标检测ꎬ并
根据检测结果动态更新背景模型ꎬ其具有较好的背景变化适应能力ꎬ非常适用于静止摄像机拍摄的地面视

频数据ꎬ但在复杂背景环境中的背景更新策略仍需要深入研究[５－６] . 光流法将物体运动时像素灰度的瞬时

变化率的集合作为光流场ꎬ根据光流场的运动矢量来区分运动前景和背景[７] . 受限于光流方程的较为复

杂解算过程导致其难以满足实时目标检测的应用需求. 基于深度学习的运动目标检测方法则可归类为二

阶段(基于候选区)方法和一阶段(基于回归)方法. 二阶段目标检测方法首先对图像通过选择性搜索算法

或区域候选网络等提取候选区域ꎬ并基于得到的候选区域进行分类和回归获得目标的类别与位置ꎬ这类方

法的主要代表是 Ｒ￣ＣＮＮ 系列ꎬ如 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ、Ｍａｓｋ Ｒ￣ＣＮＮ 等[８] . 一阶段方法则通过建立模型直接获得

目标的类别与位置ꎬ代表模型是 ＳＳＤ 系列与 ＹＯＬＯ 系列[９]ꎬ这类方法与二阶段目标检测方法相比精度较

低但计算速度较快ꎬ适用于实时检测任务ꎬ因此在本研究中选择一阶段方法利用其在处理高时间分辨数据

时的优势以保证检测效率和实时性.
地面普通视频和无人机航空视频的运动目标检测取得的显著进展ꎬ为卫星视频目标检测提供了有价

值的经验[１０] . 卫星视频运动目标检测方法大多是在传统算法的基础上ꎬ融入目标运动区域提取建议、针对

检测目标的多模态特征分析、目标跟踪等策略ꎬ以进一步提高运动目标的精度. 目前ꎬ卫星视频运动目标

检测主要采取以下四种策略:引入道路约束、改进传统检测算法、顾及卫星视频的时空信息及针对现有深

度学习模型进行改进. 其中ꎬ引入道路约束检测方法的核心原理是利用深度学习模型提取道路信息ꎬ抑制

背景噪声并采用传统运动目标检测方法进行目标检测[１１] . 虽然该方法在一定程度上降低了传统背景差分

法对云层以及视频卫星相对运动所造成的伪运动目标的误检ꎬ但对所用到的道路分割模型精度要求较高ꎬ
且会遗留位于道路的伪运动目标. 改进传统检测算法的方法首先使用背景差分方法对卫星视频影像中的

运动目标进行初步检测ꎬ然后对检测结果使用神经网络进行进一步约束ꎬ以提升检测的精确率[１２] . 尽管这

种策略模型相对简单ꎬ但在很大程度上依赖于传统运动目标检测方法的结果ꎬ并且这种方法虽然能够使模

型在精确率上得到提升ꎬ但确无法保证模型召回率. 顾及卫星视频时空信息的检测方法利用单帧信息与

相邻多帧图像信息相结合进行目标检测[１３]ꎬ然而该策略的模型结构较为复杂ꎬ无法满足检测任务的效率

要求. 改进深度学习模型的策略通过对现有模型的改进ꎬ结合注意力机制等操作提升模型在卫星视频运

动目标检测任务上的表现[１４] .
基于卫星视频目标检测仍面临着一系列挑战ꎬ首先ꎬ卫星视频的场景变化在像面的表现为包含平移、

旋转、仿射、投影等的混合变换ꎬ难以进行准确的变化补偿. 其次ꎬ视频中的场景变换具有局部非一致性ꎬ
易造成虚警误检测. 此外卫星视频中运动目标的尺寸小ꎬ且存在大量的非刚体目标ꎬ同时目标与背景及邻

域的对比度较低ꎬ使得前、背景分割和提取困难ꎬ基于邻域像素计算或背景建模的传统判别方法容易造成

漏检ꎬ严重影响检测精度. 针对现有问题ꎬ本文基于 ＹＯＬＯｖ８ 目标检测模型ꎬ提出了一种基于注意力机制与

可变形卷积神经网络的卫星视频运动目标检测方法ꎬ并采用 ＳＡＴ￣ＭＴＢ 公开卫星视频数据集[１５] 进行对比

试验ꎬ以验证本文方法的准确性和可靠性.
—９７—
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１　 方法及原理

１.１　 整体框架方法总体思想

ＹＯＬＯｖ８(Ｙｏｕ Ｏｎｌｙ Ｌｏｏｋ Ｏｎｃｅ ｖｅｒｓｉｏｎ ８)由 Ｊｏｓｅｐｈ Ｒｅｄｍｏｎ 和 Ａｌｅｘｅｙ Ｂｏｃｈｋｏｖｓｋｉｙ 等研究者于 ２０２０ 年

提出[１６]ꎬ该模型主要由主干特征提取模块(Ｂａｃｋｂｏｎｅ)、特征加强模块(Ｎｅｃｋ)、检测模块(Ｄｅｔｅｃｔ)３ 个部分

构成. 在 ＹＯＬＯ 系列的基础上ꎬＹＯＬＯｖ８ 模型采用梯度流更加丰富的 Ｃ２ｆ 模块代替 Ｃ３ 模块ꎬ并基于调整通

道数策略降低模型参数量ꎬ可以实现在一次前向传播中完成对图像中所有目标快速而准确地检测和定位.

图 １　 本文方法的总体技术流程图

Ｆｉｇ􀆰 １　 Ｏｖｅｒａｌｌ ｔｅｃｈｎｉｃａｌ ｆｌｏｗｃｈａｔ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ

在卫星视频影像的目标检测任务中ꎬ存在着目标所占像素少ꎬ受云层光照等背景影响大ꎬ同时还存在

一部分非刚体目标的特点ꎬ现有的 ＹＯＬＯｖ８ 模型不能满足卫星视频运动目标检测的任务需求. 针对任务特

点ꎬ本文基于 ＹＯＬＯｖ８ 目标检测模型ꎬ从融合注意力机制、加入可变形卷积模块、更换损失函数等方面对其

进行优化ꎬ并采用 ＳＡＴ￣ＭＴＢ 公开卫星视频数据集进行对比验证. 首先ꎬ使用可变形卷积替换 Ｃ２ｆ 模块中的

传统卷积模块ꎬ基于其重新设计了 Ｂｏｔｔｌｅｎｅｃｋ 结构ꎬ最终集成为 Ｃ２ｆ￣ＤＣＮ 模块用于替换 Ｂａｃｋｂｏｎｅ 中的 Ｃ２ｆ
模块. 其次ꎬ在原模型每个检测头前添加一个轻量级高效注意力机制 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎꎬ增强模型的特征提

取能力. 最后ꎬ引入 Ｉｎｎｅｒ￣ＩｏＵ 思想设计 Ｉｎｎｅｒ￣ＣＩｏＵ 损失函数ꎬ增强模型对小目标的检测性能. 本文方法的

总体技术流程如图 １ 所示.
１.２　 Ｃ２ｆ￣ＤＣＮ 模块

在针对卫星视频影像的目标检测任务中不仅存在目标所占像素少、分辨率低的问题ꎬ还存在有火车等

非刚体目标的检测难点. 传统的卷积单元对输入的特征图在固定的位置进行采样ꎬ卷积核权重的固定会

导致模型在处理不同位置区域的感受野尺寸相同[１７] . 由于卫星视频影像中不同的位置可能对应有不同尺

寸或者不同形变的物体ꎬ如火车目标像素占比往往大于汽车等目标且存在形变ꎬ这要求模型中的卷积操作

能够实现自动调整尺度或感受野的方法ꎬ以提高对非刚体目标和各尺度目标的敏感度.
本文通过引入可变形卷积思想设计 Ｃ２ｆ￣ＤＣＮ 模块以替换 Ｂａｃｋｂｏｎｅ 中的 Ｃ２ｆ 模块ꎬ通过模型自适应调

整卷积核所对像素的偏差ꎬ以增强模型对于火车目标的检测能力. 对于输入特征图ꎬ将其进行一次卷积核

大小为 ｎ∗ｎ卷积操作获得通道维度上大小为 ３∗ｎ∗ｎ的偏差和权重特征ꎬ其中有 ２∗ｎ∗ｎ通道维度的特

征图对应原特征图上每个像素在进行卷积操作时 ｘ和 ｙ方向上的偏移量ꎬｎ∗ｎ 通道维度的特征图对应卷

积操作时的权重参数. 再对原特征图进行添加偏移量和像素权重的卷积以得到输出特征图. 在模型训练

阶段ꎬ同步更新模型特征提取卷积核和可变形卷积偏移量卷积核. 可变形卷积的原理示意如图 ２ 所示.
可变形卷积的数学表达如式(１)所示.

ｙ(ｐ)＝ ∑
Ｋ

ｋ ＝ １
ｗｋ􀅰ｘ(ｐ＋ｐｋ＋Δｐｋ)􀅰Δｍｋꎬ (１)

—０８—
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图 ２　 可变形卷积的原理图

Ｆｉｇ􀆰 ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｄｅｆｏｒｍａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ

式中:Δｐｋ 为自适应学习到的偏移量ꎬΔｍｋ 为自适应

学习到的权重.
本 文 利 用 可 变 形 卷 积 ＤＣＮ ( Ｄｅｆｏｒｍａｂｌｅ

Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ)可以增强对非刚体目标和不同

尺度目标的检测效率的优势ꎬ重新设计了 Ｂｏｔｔｌｅｎｅｃｋ
结构ꎬ记作 ＤＣＮ￣Ｂｏｔｔｌｅｎｅｃｋꎬ将其用于替换 ＹＯＬＯｖ８
模型 Ｃ２ｆ 模块中原有的 Ｂｏｔｔｌｅｎｅｃｋ 结构ꎬ以此来丰富

梯度 路 径ꎬ 增 强 网 络 学 习 的 效 率. 与 原 有 的

Ｂｏｔｔｌｅｎｅｃｋ 相比ꎬＤＣＮ￣Ｂｏｔｔｌｅｎｅｃｋ 保留了残差网络结

果ꎬ保证了模型的鲁棒性ꎬ然后使用可变形卷积

ＤＣＮ 替换原模型中的第二层传统卷积. 其架构如

图 ３ 所示.

图 ３　 Ｃ２ｆ￣ＤＣＮ 架构

Ｆｉｇ􀆰 ３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ Ｃ２ｆ￣ＤＣＮ

１.３　 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ 注意力机制

由于卫星视频具有更大的视场ꎬ其成像区域通常比普通视频大数百倍ꎬ这就带来了大量的冗余背景信

息和各种背景干扰情况. 在深度学习网络架构中ꎬ虽然特征图经过多层卷积和池化操作ꎬ但仍有大量的计

算资源被用于无目标区域ꎬ导致网络训练效率低下. 通过在深度学习中融合注意力机制可以使模型聚焦

于关键区域的特征并且抑制不必要的特征ꎬ从而提高模型对特征的提取能力. 目前注意力机制按其作用

域可分为空间注意力机制、通道注意力机制以及混合域注意力机制ꎬ空间注意力机制通过对特征图上每一

个像素点赋予不同权重ꎬ增强其在空间维度上的特征提取能力ꎬ如 ＳＴＮ(Ｓｐａｔｉａｌ Ｔｒａｎｓｆｏｒｍｅｒ Ｎｅｔｗｏｒｋｓ)ꎻ通
道注意力机制通过在通道维度进行学习ꎬ得到各个通道的重要性ꎬ 如 ＳＥ ( Ｓｑｕｅｅｚｅ￣ａｎｄ￣Ｅｘｃｉｔａｔｉｏｎ
Ｎｅｔｗｏｒｋｓ)ꎻ混合注意力机制将空间域与通道域融合ꎬ如 ＣＢＡＭ(Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ) . 本文

将高效注意力机制 ＳＡ(Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ)添加到 ＹＯＬＯｖ８ 模型中的特征加强模块ꎬ以突出卫星视频中的小

目标特征增强模型的特征提取能力[１８] .
对于输入特征图ꎬ首先将其按通道维度划分为 Ｎ 组生成 Ｎ 个子特征图ꎬ之后将每个子特征图在通道

维度上分成两个分支. 其中一个分支通过计算全局平均池化 ＧＡＰ 将其嵌入全局信息生成通过到统计数

据ꎬ最后经过激活函数生成紧凑特征ꎻ另一个分支使用组归一化 ＧＮ 获得空间统计ꎬ经过激活函数后得到

空间注意的输出. 然后将两个分支在通道维度上进行连接ꎬ并同时将 Ｎ 个子特征图连接. 最后采用

ｃｈａｎｎｅｌ ｓｈｕｆｆｌｅ 操作使组间信息眼通道维度流动ꎬ获得与输入特征图同样大小的输出结果. 其架构如图 ４
所示.

在模型的 ３ 个检测头前嵌入 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ 注意力机制ꎬ可以使特征图在进行最终的回归预测操作

前ꎬ为其同时构建其通道注意力和空间注意力ꎬ并实现不同子特征间的信息通信. 可以在保证模型运算速

度的前提下ꎬ增强模型的特征提取能力ꎬ解决卫星视频中目标像素占比少的问题ꎬ提高模型的检测性能.

—１８—
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图 ４　 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ 注意力机制

Ｆｉｇ􀆰 ４　 Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｏｆ Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ

１.４　 Ｉｎｎｅｒ￣ＣＩｏＵ 优化损失函数

原 ＹＯＬＯｖ８ 模型中采用 ＣＩｏＵ 和 ＤＦＬ 损失相结合的方法计算边界框的回归损失ꎬ对于卫星视频影像

来说ꎬ由于其存在目标较小且易发生遮挡等复杂情况ꎬ采用 ＣＩｏＵ 计算回归损失时会导致对于小目标来说

较小的位置偏移就会使 ＩｏＵ 急剧下降. 为增强模型对小目标的敏感程度ꎬ提升卫星视频影像中像素占比少

的小目标检测精度ꎬ本文基于 Ｉｎｎｅｒ￣ＩｏＵ 思想[１９]ꎬ设计了顾及辅助边框的 Ｉｎｎｅｒ￣ＣＩｏＵ 优化损失函数.

图 ５　 Ｉｎｎｅｒ￣ＩｏＵ 示意图

Ｆｉｇ􀆰 ５　 Ｓｋｅｔｃｈ ｍａｐ ｏｆ Ｉｎｎｅｒ￣ＩｏＵ

现有的基于 ＩｏＵ 的边框回归大多聚焦在加入新的损失

项来加速收敛ꎬ如 ＣＩｏＵ 在 ＩｏＵ 基础上考虑了距离与形状损

失[２０]ꎬ但现有改进方案忽视了 ＩｏＵ 损失项其自身的限

制. 本文引入 Ｉｎｎｅｒ￣ＩｏＵꎬ采用尺度因子 ｒａｔｉｏ 控制生成不同

尺度的辅助边框用于计算损失ꎬ将其应用至现有的 ＩｏＵ￣
ｂａｓｅｄ 损失函数中以获得更快更为有效的回归效果.

如图 ５ 所示ꎬＧＴ 框和锚框分别表示为 Ｂｇｔ和 Ｂꎬ其内部

中心点坐标分别为(ｘｇｔｃ ꎬｙｇｔｃ )和(ｘｃꎬｙｃ) . ＧＴ 框的宽度和高度

分别表示为 ｗｇｔ和 ｈｇｔꎬ锚框的宽度和高度分别表示为 ｗ 和

ｈꎬｒａｔｉｏ 为尺度因子. 锚框参数的计算见式(２)ꎬ交并比的计

算见式(３) .

ｂｇｔｌ ＝ ｘｇｔｃ －
ｗｇｔ∗ｒａｔｉｏ

２
ꎬｂｇｔｒ ＝ ｘｇｔｃ －

ｗｇｔ∗ｒａｔｉｏ
２

ｂｇｔｔ ＝ ｙｇｔｃ －
ｈｇｔ∗ｒａｔｉｏ

２
ꎬｂｇｔｂ ＝ ｙｇｔｃ －

ｈｇｔ∗ｒａｔｉｏ
２

ｂｌ ＝ ｘｃ－
ｗ∗ｒａｔｉｏ

２
ꎬｂｒ ＝ ｘｃ－

ｗ∗ｒａｔｉｏ
２

ｂｔ ＝ ｙｃ－
ｈ∗ｒａｔｉｏ

２
ꎬｂｂ ＝ ｙｃ－

ｈ∗ｒａｔｉｏ
２

ì

î

í

ï
ï
ï
ï
ï

ï
ï
ï
ï
ï

(２)

ｉｎｔｅｒ ＝(ｍｉｎ(ｂｇｔｒ ꎬｂｒ)－ｍａｘ(ｂｇｔｌ ꎬｂｌ))∗(ｍｉｎ(ｂｇｔｂ ꎬｂｂ)－ｍａｘ(ｂｇｔｔ ꎬｂｔ))

ｕｎｉｏｎ＝(ｗｇｔ∗ｈｇｔ)∗( ｒａｔｉｏ) ２＋(ｗ∗ｈ)∗( ｒａｔｉｏ) ２－ｉｎｔｅｒ

ＩｏＵｉｎｎｅｒ ＝ ｉｎｔｅｒ
ｕｎｉｏｎ

ì

î

í

ï
ïï

ï
ïï

(３)

与 ＩｏＵ 损失相比ꎬ当尺度因子 ｒａｔｉｏ 大于 １ 时ꎬ辅助边框尺寸大于实际边框ꎬ其回归的有效范围大于

ＩｏＵ 损失ꎬ对于低 ＩｏＵ 的样本的回归有所增益. 由于卫星视频中目标所占像素较小ꎬ大部分时间为低 ＩｏＵ
样本ꎬ故本文将尺度因子 ｒａｔｉｏ 定义为 １.２５. 最后将 Ｉｎｎｅｒ￣ＩｏＵ 应用至现有的基于 ＩｏＵ 的边框回归损失函数

—２８—
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中ꎬ设计 Ｉｎｎｅｒ￣ＣＩｏＵꎬ其损失函数定义如式(４) .
Ｌｉｎｎｅｒ￣ＣＩｏＵ ＝ＬＣＩｏＵ＋ＩｏＵ￣ＩｏＵｉｎｎｅｒ . (４)

２　 实验与讨论

２.１　 数据集和评估指标

本文采用中国科学院空间应用工程与技术中心制作的 ＳＡＴ￣ＭＴＢ 数据集对模型进行训练和评估. 该数

据集为目前最多支持任务类型和对象类别的大规模卫星视频数据集ꎬ包含飞机、船舶、汽车、火车 ４ 个类别

的 ２４９ 段卫星视频ꎬ覆盖 ５ 万余帧和 １ ０３３ ５１１ 个注释对象实例. 其中用于目标检测的数据共有 １４６ 段ꎬ包
含飞机、船舶、火车 ３ 个类别ꎬ本文在各个类别对应视频中采用间隔 １０ 帧的抽帧策略降低计算开销ꎬ并按

照 ６ ∶２ ∶２ 的比例划分训练集、验证集和测试集.
实验软件环境为 Ｗｉｎｄｏｗｓ１０ ６４ 位操作系统ꎬ使用 ＰｙＣｈａｒｍ 集成开发环境ꎬ采用 Ｐｙｔｈｏｎ ３.９ 编程语言ꎬ

使用 ４.１ 版本 ＯｐｅｎＣＶ 库ꎬ２.０ 版本 Ｐｙｔｏｒｃｈ 深度学习架构. 硬件环境 ＣＰＵ 为 Ｉｎｔｅｒ(Ｒ)Ｃｏｒｅ(ＴＭ) ｉ７－１２７００Ｆ
处理器ꎬ内存为 １６Ｇ 双通道ꎬＧＰＵ 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ ３０６０ １６Ｇ 显存.

本文采用 ｍＡＰ５０:９５、Ｆ１ 分数作为精度检测评估指标ꎬＦＰＳ 作为检测速度评估指标. ｍＡＰ５０:９５ 表示

基于 ０.０５ 的步长计算从 ０.５ 至 ０.９５ 的所有 ＩｏＵ 阈值下的精测精度平均值. 精度、召回率、Ｆ１ 分数、ｍＡＰ、
ＦＰＳ等定量指标的计算方法见式(５)－式(７) .

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ＋ＦＰ

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ＋ＦＮ

Ｆ１＝ ２∗Ｐｒｅｃｉｓｉｏｎ∗Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ＋Ｒｅｃａｌｌ

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

(５)

ＡＰ ＝ ∫１
０
ｐ( ｒ)ｄｒ

ｍＡＰ ＝ １
ｎ

∑
ｎ

ｉ＝１
ＡＰ ｉ

ì

î

í

ï
ï

ï
ï

(６)

ＦＰＳ＝ １ ０００ ｍｓ / ( ｔ１＋ｔ２＋ｔ３) . (７)
式中ꎬＴＰ表示预测正确的样本数ꎬＦＰ表示将其他负样本预测为正样本的样本数ꎬＦＮ表示被预测为其他样

本的样本数ꎬｔ１ 为模型预处理所用时间ꎬｔ２ 为模型推理所用时间ꎬｔ３ 是模型后处理所用时间.
２.２　 消融实验

为验证本文提出的各种改进方案在各项指标上的有效性ꎬ使用 ＳＡＴ￣ＭＴＢ 卫星视频影像数据集以

ＹＯＬＯｖ８ｎ 为基线模型进行了消融实验ꎬ并在测试集上测试各项改进的检测性能ꎬ实验结果如表 １ 所示.
表 １　 消融实验结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

Ｃ２ｆ￣ＤＣＮｖ２ ＳＡ Ｉｎｎｅｒ￣ＣＩＯＵ Ｐｒｅｃｉｓｉｏｎ / ％ Ｒｅｃａｌｌ / ％ ｍＡＰ＠ ０.５０－０.９５ Ｆ１ ＦＰＳ / ( ｆｒａｍｅ / ｓ)
× × × ６３.７ ５８.６ ３１.９ ６１.０ ２３４
􀳫 × × ７１.３ ６０.８ ３２.３ ６５.６ ２１８
× 􀳫 × ７２.５ ６０.２ ３３.９ ６５.８ ２２７
× × 􀳫 ７２.０ ６１.１ ３２.３ ６６.１ ２２７
􀳫 􀳫 􀳫 ７５.３ ６３.１ ３４.４ ６７.３ ２２２

　 　 由表 １ 可见ꎬ通过在 Ｂａｃｋｂｏｎｅ 中添加 Ｃ２ｆ￣ＤＣＮ 模块使 ｍＡＰ５０:９０ 和 Ｆ１ 分数分别提高 ０.４％和 ４.６. 在
原 ＹＯＬＯｖ８ 网络结构的 ３ 个检测头前添加 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ 注意力机制后ꎬ可以提升网络的特征提取能力

以及对小目标的敏感度ꎬ使得 ｍＡＰ５０:９０ 和 Ｆ１ 分数相比基线模型分别提高 ２.０％和 ４.８. 进一步采用 Ｉｎｎｅｒ￣
ＣＩｏＵ 替换原本的 ＣＩｏＵ 损失函数ꎬ通过引入辅助边界框的策略适应卫星视频影像的目标检测任务需要ꎬ使
得 ｍＡＰ５０:９０ 和 Ｆ１ 分数分别提高 ０.４％和 ５.１. 最后将各个改进点加以整合ꎬ充分考虑卫星视频影像中目

标较小和存在非刚体目标的问题ꎬ相比于 ＹＯＬＯｖ８ｎ 模型ꎬ在 ｍＡＰ５０:９０ 和 Ｆ１ 分数两个指标上分别提升

—３８—
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２.５％和 ６.３ꎬ同时根据计算速度指标 ＦＰＳꎬ表明本文提出的针对卫星视频影像的目标检测方法在保证模型

检测速率的情况下ꎬ可以显著提高检测精度.
为了体现本文提出的模型在卫星视频目标检测任务中的检测效果ꎬ选取 ＳＡＴ￣ＭＴＢ 卫星视频影像数据

集中的测试集数据进行可视化实验. ＳＡＴ￣ＭＴＢ 数据集中包含高密度且目标所占像素少的情况ꎬ受背景和

遮挡严重的情况ꎬ以及具有运行中的火车等非刚体目标的情况. 部分实验结果如图 ６ 所示.

图 ６　 本文卫星视频运动目标检测的可视化实验结果

Ｆｉｇ􀆰 ６　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｓａｔｅｌｌｉｔｅ ｖｉｄｅｏ ｍｏｖｉｎｇ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄ

在图 ６(ａ)中ꎬ本文提出的基于 ＹＯＬＯｖ８ 的卫星视频目标检测模型能够在目标分布密集且所占像素较

少的情况下拥有较高的检测精度. 在图 ６(ｂ)中ꎬ影像中的船舶目标较小且从颜色上易受云层等环境因素

影像ꎬ同时还存在遮挡情况ꎬ可见使用本文的目标检测模型可以在复杂环境情况下完成卫星视频目标检测

任务. 在图 ６(ｃ)中ꎬ运动中的非刚体变化增加了火车目标检测的难度ꎬ本文的方法同样能够实现对其高精

度检测.
２.３　 对比实验

为证明本文改进的模型的有效性和优越性ꎬ选取 ＧＯＬＤ￣ＹＯＬＯ[２１]、ＬＳＫＮｅｔ[２２]和 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ[２３]以
及多种经典的目标检测方法ꎬ并利用 ＳＡＴ￣ＭＴＢ 卫星视频影像数据集进行对比实验ꎬ具体的定量对比结果

列于表 ２.
表 ２　 针对卫星视频运动目标检测的不同方法的对比实验结果

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｆｏｒ ｄｅｔｅｃｔｉｎｇ ｍｏｖｉｎｇ ｏｂｊｅｃｔｓ ｉｎ ｓａｔｅｌｌｉｔｅ ｖｉｄｅｏｓ

ＹＯＬＯｖ８ｎ ＤＥＴＲ ＳＳＤ Ｆ￣ＲＣＮＮ ＧＯＬＤ￣ＹＯＬＯ ＬＳＫＮｅｔ Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ Ｏｕｒｓ

Ｐｒｅｃｉｓｉｏｎ / ％ ６３.７ ４１.４ ６１.２ ２３.９ ５８.６ ６１.８ ６０.７ ７５.３
Ｒｅｃａｌｌ / ％ ５８.６ ５７.７ ５０.９ ６３.６ ６３.４ ５３.８ ５９.６ ６２.８

ｍＡＰ＠ ０.５０－０.９５ ３１.９ ２０.７ ２２.８ １９.８ ３０.３ ２４.４ ２５.４ ３４.９
Ｆ１ ６１.０ ４８.２ ５５.６ ３４.８ ６０.９ ５７.５ ６０.１ ６８.５

ＦＰＳ / ( ｆｒａｍｅ / ｓ) ２３４.０ １７.０ ３６.０ １２.０ １６１.０ １７.０ １７.０ ２２２.０

图 ７　 不同运动目标检测方法在 ＳＡＴ￣ＭＴＢ 数据集上对飞机目标的检测结果

Ｆｉｇ􀆰 ７　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ａｉｒｃｒａｆｔ ｏｂｊｅｃｔｓ ｕｓｉｎｇ ｄｉｆｆｅｒｅｎｔ ｍｏｖｉｎｇ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ＳＡＴ￣ＭＴＢ ｄａｔａｓｅｔ

　 　 由表 ２ 可知ꎬ本文提出的改进算法在精确率、召回率、ｍＡＰ５０:９０ 和 Ｆ１ 分数等指标上都高于 ＳＳＤ 和

Ｆ￣ＲＣＮＮ 等传统目标检测算法ꎬ同时实验与最新的目标检测算法也有较大提升ꎬ最后在检测速度指标上本

文的改进模型也高于除 ＹＯＬＯｖ８ｎ 模型外的其他模型ꎬ保证了检测效率. 为直观展示本文算法的优势ꎬ选取

ＹＯＬＯｖ８ｎ、ＬＳＫＮｅｔ 和 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 进行进一步可视化对比实验ꎬ实验结果如图 ７、图 ８、图 ９ 所示.

—４８—
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图 ８　 不同运动目标检测方法在 ＳＡＴ￣ＭＴＢ 数据集上对船舶目标的检测结果

Ｆｉｇ􀆰 ８　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｈｉｐ ｏｂｊｅｃｔｓ ｕｓｉｎｇ ｄｉｆｆｅｒｅｎｔ ｍｏｖｉｎｇ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ＳＡＴ￣ＭＴＢ ｄａｔａｓｅｔ

图 ９　 不同运动目标检测方法在 ＳＡＴ￣ＭＴＢ 数据集上对火车目标的检测结果

Ｆｉｇ􀆰 ９　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｒａｉｎ ｏｂｊｅｃｔｓ ｕｓｉｎｇ ｄｉｆｆｅｒｅｎｔ ｍｏｖｉｎｇ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ＳＡＴ￣ＭＴＢ ｄａｔａｓｅｔ

由图 ７ 可见ꎬ在该场景中 ＹＯＬＯｖ８ｎ 模型所得到的检测结果漏检率较高ꎬ而 ＬＳＫＮｅｔ 和 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ
的检测结果则存在一定的误检率ꎬ应用本文的改进算法则实现了较高的精确率和召回率. 由图 ８ 可见ꎬ在
第二个场景中存在 ３ 处船舶目标ꎬ其所占像素较少且易受环境影像ꎬ导致 ＬＳＫＮｅｔ 和 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型

的检测结果漏检率较高ꎬ而 ＹＯＬＯｖ８ｎ 则存在重复检测的问题ꎬ本文算法可以适应该场景下的检测任务. 由
图 ９ 可见ꎬ在第三个场景中存在运动中的火车目标ꎬ且其在颜色上与背景较为相似ꎬＹＯＬＯｖ８ｎ、ＬＳＫＮｅｔ 和
Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型的检测结果都存在不同程度的重复检测情况ꎬ而与其他模型的检测结果相比ꎬ本文

的改进算法得到的目标框更切合目标实际范围.

３　 结论

本文面向基于卫星视频的运动目标检测需求ꎬ针对其目标所占影像像素少、背景复杂、存在遮挡情况

以及现有模型的误检和漏检率较高等问题ꎬ提出了基于改进 ＹＯＬＯｖ８ 模型的卫星视频运动目标检测方

法. 本文方法的主要改进如下:首先ꎬ使用重新设计的 Ｃ２ｆ￣ＤＣＮ 替换原 Ｃ２ｆ 模块ꎬ以提高模型对于非刚体

目标能取得较好的检测准确率ꎻ其次ꎬ引入 Ｓｈｕｆｆｌｅ Ａｔｔｅｎｔｉｏｎ 轻量级注意力机制ꎬ以通过空间域和通道域注

意力计算结果的融合及混洗操作ꎬ放大有用特征而弱化无用特征ꎻ最后ꎬ通过采用 Ｉｎｎｅｒ￣ＣＩｏＵ 损失函数优

化原有的 ＣＩｏＵ 损失函数ꎬ以减少目标像素占比小所带来的影响ꎬ进一步提高了模型的检测能力.
在基于 ＳＡＴ￣ＭＴＢ 数据集的对比实验结果中ꎬ本文算法的精确度、召回率、ｍＡＰ５０:９５ 和 Ｆ１ 分数分别

为 ７５.３％、６２.８％、３４.９％和 ６８.４８ꎬ相较于原始 ＹＯＬＯｖ８ｎ 模型ꎬ分别提高了 １１.６％、４.２％、３.０％和 ７.４４. 而

且ꎬ与 ＧＯＬＤ￣ＹＯＬＯ、Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 等模型相比也具有一定的优势. 实验结果证实了本文方法具有检测

结果受环境影响程度小、检测效率高、能识应不同类型目标检测任务等特点. 因此ꎬ对于卫星视频的运动

目标检测而言ꎬ本文方法具有较好的可行性与优越性. 但是ꎬ就信息利用方面ꎬ本文方法还未能充分挖掘

卫星视频在时序信息上的优越性ꎬ在未来的研究中ꎬ将继续探讨如何深度利用卫星视频在空间上的连续

性ꎬ充分利用其时序信息ꎬ以进一步提高算法的计算效率与准确率.
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