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摘要:【目的】台风灾害会导致森林冠层结构破坏、生态服务功能衰退及碳汇能力丧失，亟需建立高效、精准的森林台风灾

害损失评估方法。针对现有评估方法难以在像元尺度精细表征台风胁迫下森林冠层高度空间异质性响应与梯度破坏规

律的核心科学问题，以及台风灾后多源遥感数据尺度/噪声异质和光学影像细节丢失所致的反演精度与空间连续性受限

的技术瓶颈，本研究旨在构建一种融合多源遥感数据的像元级反演框架，实现灾害前后冠层高度的精细化变化检测，并

探索海拔梯度与城市边界对森林冠层损失空间格局的调控机制。【方法】研究提出层次化小波增强与上下文特征整合的

U-Net改进模型（HWCFU-Net）。该模型核心思路在于通过离散小波变换构建层次化特征增强模块，针对性强化高低频

信息表达以克服多源数据异质性；引入层次化上下文特征整合单元，利用多阶的深度可分离卷积优化多尺度特征传递与

筛选能力；采用逐像元回归策略对每个像元独立建模，直接预测连续冠层高度值，突破传统整幅影像单一标签或分区均

值化处理局限。研究整合 GEDI、ICESat-2激光雷达与 Sentinel-1/2光学—雷达数据构建多源时空特征集，以 2019年发

生的典型台风“利奇马”、“北冕”及“海贝思”构建 6个灾前后实验场景，并与 U-Net、U-Net++、AttentionRes-UNet、

TSNN、Y-NET及随机森林这 6种主流方法开展系统对比验证。【结果】HWCFU-Net在所有实验场景中均表现出最优性

能，决定系数（R2）达到 0.62 ~ 0.71，均方根误差（RMSE）控制在 3.98 ~ 4.87 m范围。与深度学习类方法相比，模型 R2 提升

了 0.01 ~ 0.14；相较于随机森林方法，R2 提升了 0.01 ~ 0.09，RMSE降低了 0.13 ~ 1.03 m。尤其在“利奇马”台风灾前场景

下，模型实现最高精度（R2 = 0.71，RMSE = 3.98 m），充分验证了其稳健性与泛化能力。研究进一步揭示出台风破坏森林

冠层呈现空间异质性：低海拔阔叶林因根系浅、抗风能力弱而冠层损失最大，中高海拔针叶林损失相对较小；靠近城市的

森林因地表粗糙度与建筑群诱发的湍流/峡谷效应承受更强风剪切，损失随城市距离显著衰减；局地植被指数的短期回升

提示降雨与水分改善触发的补偿生长过程。海拔梯度通过调控林分组成和结构稳定性，显著影响损失的空间分布；此外，

城市边界对台风风场具有放大作用。【结论】研究表明海拔梯度效应与城市边界效应共同塑造了森林冠层损失的空间异

质性格局。本研究提出的逐像元反演方法有效解决了多源数据异质性与细节丢失难题，实现了灾害评估精度的系统性提

升，为森林灾害防护与生态适应性规划提供了可靠理论依据与技术支撑。
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Abstract: [Objective]  Typhoon-induced  disturbances  severely  disrupt  forest  canopy  structure,  degrade
ecosystem services,  and  diminish  carbon  sequestration  capacity.  There  is  an  urgent  need  for  efficient  and
accurate  methods  to  assess  typhoon-related  forest  damage.  Current  approaches  face  two major  challenges:
(1) the inability to characterize spatial heterogeneity and gradient-based canopy responses at the pixel scale
under  typhoon  stress,  and  (2)  technical  limitations  in  inversion  accuracy  and  spatial  continuity  caused  by
scale/noise heterogeneity in multi-source remote sensing data and detail loss in optical imagery. To address
these issues, this study aims to develop a pixel-level inversion framework that integrates multi-source remote
sensing data for fine-scale detection of canopy height changes before and after typhoons, and to investigate
how elevation gradients and urban boundaries modulate the spatial patterns of canopy loss. [Method] We
propose an enhanced U-Net architecture—Hierarchical Wavelet-enhanced and Contextual Feature-integrated
U-Net (HWCFU-Net). The model incorporates a hierarchical feature enhancement module based on discrete
wavelet transform to strengthen both high- and low-frequency information representation, thereby mitigating
multi-source  data  heterogeneity.  It  further  introduces  a  hierarchical  contextual  feature  integration  unit  that
employs  multi-order  depthwise  separable  convolutions  to  optimize  multi-scale  feature  transmission  and
selection. A pixel-wise regression strategy is adopted to independently model each pixel and directly predict
continuous canopy height values, overcoming the limitations of traditional whole-image single-label or zonal
averaging  approaches.  We  integrated  GEDI  and  ICESat-2  LiDAR  data  with  Sentinel-1/2  optical–radar
observations to construct a multi-source spatiotemporal feature set.  Six pre- and post-disaster experimental
scenarios were established using three representative typhoons in 2019: Lekima, Kammuri, and Hagibis. The
model  was  systematically  compared  against  six  state-of-the-art  methods:  U-Net,  U-Net++,  AttentionRes-
UNet,  TSNN,  Y-NET,  and  Random  Forest.  [Result]  HWCFU-Net  consistently  outperformed  all
benchmarks  across  all  experimental  scenarios,  achieving  coefficients  of  determination  (R2)  ranging  from
0.62  to  0.71  and  root  mean  square  errors  (RMSE)  between  3.98  and  4.87  m.  Compared  to  deep  learning
baselines,  it  improved  R2  by  0.01–0.14.  Against  Random  Forest,  R2  increased  by  0.01–0.09  and  RMSE
decreased  by  0.13–1.03  m.  The  highest  accuracy  was  achieved  in  the  pre-typhoon  Lekima  scenario  (R2 =
0.71, RMSE = 3.98 m), demonstrating the model’s robustness and generalization capability. Spatial analysis
revealed  heterogeneous  canopy  loss  patterns:  low-elevation  broadleaf  forests  suffered  the  greatest  damage
due  to  shallow  root  systems  and  low  wind  resistance,  while  mid-  to  high-elevation  coniferous  forests
experienced relatively minor losses. Forests near urban areas endured stronger wind shear induced by surface
roughness and building-induced turbulence or canyon effects, with damage intensity significantly attenuating
with  distance  from cities.  Short-term increases  in  local  vegetation  indices  suggested  compensatory  growth
triggered  by  post-typhoon  rainfall  and  improved  moisture  conditions.  Elevation  gradients  significantly
shaped  loss  distribution  by  influencing  forest  composition  and  structural  stability,  while  urban  boundaries
amplified  typhoon  wind  fields.  [Conclusion]  The  study  demonstrates  that  elevation  gradient  effects  and
urban boundary  effects  jointly  govern  the  spatial  heterogeneity  of  forest  canopy loss.  The  proposed pixel-
level  inversion  method  effectively  addresses  data  heterogeneity  and  detail  loss,  substantially  improving
disaster  assessment  accuracy.  It  provides  a  reliable  theoretical  foundation  and  technical  support  for  forest
disaster mitigation and ecological adaptation planning.
Key  words: typhoon  disaster;  forest  canopy  height;  pixel-level  inversion;  multi-source  remote  sensing
fusion; deep learning; spatial heterogeneity; elevation gradient; urban boundary effect; HWCFU-Net
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森林作为重要的陆地生态系统，不仅在维持区

域水土稳定、调节气候和提供栖息地等方面发挥关

键作用，同时还是全球碳循环的重要组成部分。然

而，在全球气候变化和人类活动的双重影响下，极端

天气事件发生频率与强度持续增加，尤其是台风等

热带气旋对滨海和岛屿地区森林造成的破坏日益严

重[1−2]。台风灾害往往伴随着强风和强降雨，不仅导

致林木倒伏、枝干折断和冠层剥蚀，还会削弱森林的

生态服务功能，甚至引发生物多样性下降与碳汇功

能丧失。因此，建立高效、精准的灾害监测与评估方

法，对于揭示台风扰动机制与指导灾后恢复具有重

要的科学价值和现实意义。

针对森林台风灾害的评估，传统方法多依赖遥

感影像的变化检测和植被指数的对比分析。已有研

究通过对比台风前后的 Landsat或 Sentinel影像，利

用 NDVI[3−4]、EVI、NDII[5] 等指标定量刻画树冠损失

与植被活力下降；也有学者借助光谱混合分析分解

影像组分，从而揭示灾后非光合植被与裸土比例的

变化，用于快速评估大范围森林受损情况[6]。此外，

中低分辨率遥感数据如MODIS，凭借其高时间分辨

率的优势，被广泛用于长时序灾害监测，揭示连续台

风事件对森林的累积扰动效应[7]。尽管上述方法在

灾害调查中发挥了重要作用，但仍存在明显不足：其

一，植被指数易受季节差异、云雾干扰和观测条件影

响，准确性有限；其二，光谱混合与模型方法流程复

杂，对计算与人工参与度要求较高；其三，中低分辨

率数据虽适于长时序研究，但空间精度不足，难以刻

画局地化的冠层损失。这些不足制约了传统方法在

大范围、多时段森林台风灾情监测中的适用性。为

突破单一数据源的技术瓶颈，多源遥感数据融合成

为提升灾情评估精度的关键路径。不同数据源具有

互补特性：Sentinel-2提供高空间分辨率的冠层光谱

信息，可识别地表覆盖变化；Sentinel-1具备全天时

成像能力，通过 C波段雷达波对植被水分含量变化

敏感的特性，间接反映植被结构损伤；GEDI数据精

确量化冠层高度与垂直结构，为冠层损失反演提供

三维结构基准；ICESat-2的大范围地表高程测量数

据可辅助校正冠层高度估计中的偏差。通过融合多

源数据，可针对性解决传统方法的局限性，为森林冠

层高度反演提供了三维结构支撑。

随着深度学习技术的发展，其强大的特征提取

与非线性建模能力，逐渐成为森林灾情遥感解译的

重要手段。卷积神经网络凭借其端到端的特征提取

能力，已被应用于森林高度与生物量估算，在 GEDI
（Global Ecosystem Dynamics Investigation）激光雷达

波形回归和树冠参数反演中取得了优于传统方法的

精度[8]。进一步的研究表明，多源数据融合与深度学

习模型的结合能够显著提升灾情监测效果：通过融

合 GEDI激光雷达、Sentinel-1雷达与 Sentinel-2光
学数据并构建标准 U-Net框架，生成法国 10 m分辨

率森林高度图[9]；Y-Net通过双分支编码器结构分别

处理多光谱影像与地形数据，结合跳跃连接实现多

尺度特征融合，直接生成植被表面模型，有效克服传

统方法的高成本限制[10]；TSNN则创新地将森林高

度重建转化为分类问题，利用全连接层从 SAR协方

差矩阵中提取层次化特征，通过自动相位补偿机处

理相位误差[11]。然而，现有深度学习方法在应对复

杂灾害环境时仍存在不足：一是不同遥感模态间分

辨率与噪声差异导致细节特征表达不充分；二是网

络结构在平衡高低频信息与上下文特征时存在局限，

难以精细刻画森林冠层的破坏过程。综上，当前研

究的核心瓶颈在于：传统方法及现有深度学习模型

多以分类或区域均值估计为主，仅能获取灾害影响

的整体统计特征，难以在像元尺度上有效表征台风

胁迫下森林冠层高度的空间异质性响应与梯度破坏

规律。

基于上述问题，本文提出了一种层次化小波增

强与上下文特征融合的深度学习框架（HWCFU-
Net），旨在提升台风灾害背景下森林冠层损失的高

精度评估能力。该框架的核心思路在于：首先，针对

现有方法空间精细化不足的缺陷，采用逐像元回归

策略构建冠层高度反演模型，通过对每个像元独立

建模直接预测连续冠层高度值，突破传统整幅影像

单一标签或分区均值化的处理范式，从而有效增强

对冠层空间连续性的刻画能力；其次，为充分挖掘多

源遥感数据的互补特性，融合 GEDI与 ICESat-2激
光雷达数据、Sentinel-1/2光学−雷达影像构建多源

时空特征集，为冠层损失反演提供三维结构支撑；最

后，设计小波增强模块强化高低频细节特征，并结合

上下文感知跳跃连接优化全局语义建模，以克服不

同模态间分辨率差异，并精准解析台风胁迫下的异

质性响应规律。本研究以典型台风案例为研究对象，

预期在像元尺度上实现冠层高度的精细化反演，系

统评估台风扰动对森林冠层损失的空间格局及其与

海拔梯度和城市边界的关系，为灾害损失精准评估

及生态响应机制研究提供重要的方法支撑。

 1   研究区概况

2019年太平洋台风季涵盖了所有在该年度内形

成于赤道以北、国际日期变更线以西的太平洋及南

海海域的热带气旋。根据国际气象机构的命名标准，

共有 29个热带气旋在该年度达到命名强度[12−13]，其
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路径如图 1a所示。本研究以 2019年 3场超强台风

“利奇马”、“北冕”及“海贝思”的登陆区域作为研

究对象，其路径分别穿过滨海低地、热带岛屿与温带

山地，兼具生态地理多样性，便于后续研究海拔梯度

和城市边界风场对冠层损失的调控机制；对应区域

内 GEDI、ICESat-2及 Sentinel-1/2数据灾前灾后完

整覆盖，时序连续且质量一致，满足深度学习模型对

训练样本的严格要求。研究区域涵盖了中国浙江省

台州市（图 1b）、菲律宾阿尔拜省和索索贡省（图 1c），
以及日本静冈县和神奈川县（图 1d）。

 2   研究数据

 2.1    GEDI L2A 和 ICESat-2 ATL08 数据

本研究基于 Google Earth Engine（GEE）地理空

间云计算平台，获取了台风事件前后各 3个月的

GEDI L2A数据集（空间分辨率为 10 m）。为提高数

据表征可靠性，本研究选择具有抗噪稳定性的

RH95作为冠层高度的表征参数[14−15]，并采用多层级

质量控制策略：应用质量掩模对 GEDI数据进行筛

选，剔除了质量较差的足迹数据；其次，尽管现有研究

表明 GEDI冠层高度反演不受小坡度（θ < 45°）的影

响[16]，本研究仍通过数字高程模型（Digital Elevation
Model，DEM）衍生的坡度参数，排除地形复杂性区

域（θ < 30°）的异常观测值，以进一步确保数据质量。

ICESat-2  ATL08数 据 从 NASA的 EarthData
Search网 站 （https://search.earthdata.nasa.gov/search）
获取，选取研究区域在指定时间段内的观测数据。

ATL08算法在数据处理过程中面临的主要挑战来自

太阳背景噪声的干扰。该噪声会增加数据段中的光

子总数（n_seg_ph），从而降低信噪比，影响地面和冠

层光子的准确分类。由此可见，数据采集时间和激

光束强度成为影响数据质量的关键因素。在 ICESat-
2数据应用中，推荐使用 h_canopy（基于 98% 能量积

分阈值的冠层高度，RH98）作为冠层顶部高度的测

量指标，而非 h_max_canopy（基于离散光子事件统

计的冠层最大高度）。原因在于，RH98对噪声和离

群值表现出更强的鲁棒性，从而能够提供更可靠且

一致的冠层高度估计。

本研究将 ICESat-2点云数据投影至 WGS84坐
标系，并将其重采样至 10 m网格单元以匹配 GEDI
的空间分辨率。针对两者观测足迹的空间重叠区域，

采用加权平均融合策略，分别赋予 GEDI数据 0.6
和 ICESat-2数据 0.4的权重系数进行融合。融合后

的 10 m分辨率冠层高度数据作为网络训练的标签，

有效提升了森林结构分析的精度和空间连续性。

 2.2    Sentinel-1 和 Sentinel-2 数据

本研究基于 Google Earth Engine（GEE）云计算

平台，系统获取并整合了各研究区域台风事件前后

为期 3个月的 Sentinel-1合成孔径雷达（Synthetic
Aperture Radar，SAR）数据与 Sentinel-2多光谱影像

数据，构建了时空序列遥感特征集，作为深度学习网

络训练的特征输入。

研究整合了多源遥感波段信息，具体包括空间

分辨率为 10 m的 Sentinel-1卫星升轨模式下的 VV
极化与 VH极化（VV_asc与 VH_asc）C波段数据，

以及 Sentinel-2卫星的 B2（蓝光）、B3（绿光）、B4（红
光）和 B8（近红外）波段。此外，还引入了 Sentinel-2
中空间分辨率为 20 m的 B5、B6、B7、B8A（可见光

至近红外，VNIR）与 B11、B12（短波红外，SWIR）波
段。为统一空间分辨率，首先采用双线性插值法对

20 m分辨率波段进行重采样，使其与 10 m波段对

齐（如表 1所示）。随后，针对云层干扰问题，基于云
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图 1    2019年全年被国际气象机构命名的台风路径（a）以及台风“利奇马”（b）、“北冕”（c）、“海贝思”（d）登陆路径和波及范围

Fig. 1    The trajectories of typhoons designated by international meteorological organizations during 2019 (a), along with the landfall paths and impacted
regions of of Typhoon Lekima (b), Kammuri (c), and Hagibis (d)
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检测算法生成掩膜，对受云及云阴影污染的像元进

行遮蔽，并在时间序列维度采用时间序列中值合成

法生成影像。该方法采用稳健的统计方法有效抑制

了残留异常值，实现了空间连续性与时序完整性的

平衡优化。

区别于传统遥感分析方法，本研究摒弃了人工

特征，采用深度卷积神经网络架构，自动学习原始光

谱数据中的非线性特征组合，突破了线性模型对光

谱特征组合的局限性，实现了高阶光谱特征的自适

应提取。

 3   研究方法

针对现有方法难以在像元尺度上精细表征台风

胁迫下森林冠层高度空间异质性响应与梯度破坏规

律的问题，本文提出了一种层次化小波增强与上下

文特征整合的 U-Net改进模型（Hierarchical Wavelet-
Enhanced and Context Feature Unified U-Net, HWCFU-
Net）。该网络基于编码器−解码器架构改进而成，其

目标函数可表示为

f = argmin
θ

1
N

N∑
i=1

|| f (Xi)−Yi||22 (1)

f f (Xi) i

Yi i N

式中： 表示采用的网络模型， 表示第 个样本的

预测高度， 表示第 个样本的卫星观测冠层高度，

表示训练数据集中样本的总数。网络将尺寸为 64 ×
64像元、通道数为 12的多源遥感影像的像元级融

合块作为输入数据，最终输出对应的 64 × 64像元级

冠层高度图。

 3.1    小波增强的层次化特征模块

传统的深度学习方法在冠层高度反演中能够较

好地把握整体趋势，但往往存在细节纹理丢失以

及预测结果过度平滑的问题。为克服这一不足，本

研究提出了小波增强层次化特征模块（Wavelet-
Augmented  Hierarchical  Feature  Module,  WAHFM）。
该模块通过小波分解同时获取低频的整体高度背景

与高频纹理信息，并在此基础上进行特征提炼与重

建。从而显式保留与高度估算相关的高频细节，避

免传统卷积网络预测结果出现过度平滑或局部噪声

（如图 2d深蓝色模块所示）。首先，对于输入图像

X ∈ RC×H×W，通过小波变换（WT）对输入的低频和高

频内容进行滤波与降频处理（如式 2所示）。

X(i)
Dir =WT

(
X(i−1)

L

)
= Conv

(
ψDir,X

(i−1)
L

)
,

i ⩾ 1,Dir ∈ {L,D,N,H} (2)

L D N

H Conv(·)
X(i)

Dir ∈ R
C× H

2 ×
W
2 i

i = 0 X(0)
L X X(i)

L i

ψDir

式中： 表示低频参数， 表示水平参数， 表示垂直

参数， 表示对角高频参数， 表示步长为 2的
卷积运算。 表示第 层的分量特征，当

时， 为输入特征图 ； 表示第 层低频分

量特征， 表示 Haar小波的四个固定正交滤波器

组，大小均为 2 ×2。

X(1)
L Z(2)

其次，在对图像进行小波分解以获取不同分辨

率层次的特征图后，采用分组深度卷积操作进一步

提取和细化这些特征，从而在不同尺度上实现特征

提取，更加高效地捕捉图像中的局部细节和全局上

下文信息。特别是在第一层级，先将 和 进行

融合，再进行分组卷积操作。

Y (i)
Dir = ϑ(X(i)

L ⊕Z(i+1)), i = 1 (3)

Y (i)
Dir i Xi

Dir

ϑ(·)
Z(i) i

式中： 表示第 层不同分辨率层次的特征图

通过分组深度卷积的输出， 表示分组深度卷积操

作， 是从第 层向前聚合的输出。

随后，采用小波逆变换（IWT），将每一层经小波

分解获得的多尺度特征图精确重构至其在原始图像

空间中的表示。该过程不仅保留了局部特征的清晰

度，还复原了图像的全局上下文信息，从而为后续分

析提供了细节丰富且上下文完整的特征表示。

Z(i) = IWT
(
Y (i)

L ,Y
(i)
D ,Y

(i)
N ,Y

(i)
H

)
= Conv-transposed

(
ψDir,

[
Y (i)

L ,Y
(i)
D ,Y

(i)
N ,Y

(i)
H

])
(4)

Y (i)
L ,Y

(i)
D ,Y

(i)
N ,Y

(i)
H i

X(i)
L ,X

(i)
D ,X

(i)
N ,X

(i)
H

Conv-transposed(·)

ψDir

式中： 分别表示第 层不同分辨率层

次的分量特征 通过分组深度卷积的

输出， 表示步长为 2的转置卷积操

作，该转置卷积操作使用与小波变换相同的正交滤

波器组 。

X
Y Y Z(1)

Xout

最后，利用分组深度卷积处理初始输入图像 ，

以获得特征图 。随后，将 与输出特征图 聚合，

再次通过分组深度卷积得到最终输出图像 （如

式 5所示）。

 

表 1    用于估计森林冠层高度的特征

Tab. 1    Features utilized for estimating forest canopy height

数据来源 通道/波段 原始空间分辨率/m 同一空间分辨率/m 主要参数

Sentinel-1 VV_asc、VH_asc 10 10 VV_asc（升轨垂直−垂直极化）、VH_asc（升轨垂直−水平极化）

Sentinel-2

B2、B3、B4、B8 10 10 光学反射：B2（490 nm）、B3（560 nm）、B4（665 nm）、B8（842nm）

B5、B6、B7、B8A 20 10 红边光谱：B5（705 nm）、B6（740 nm）、B7（783 nm）、B8A（865 nm）

B11、B12 20 10 短波红外：B11（1 610 nm））、B12（2 190 nm）
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Xout = Z(1)⊕ϑ(X) (5)

 3.2    层次化上下文特征整合单元

接下来，采用层次化上下文特征整合单元

（Hierarchical Context Feature Integration Unit, HCFU）
对多层编码层输出的特征图像进行聚合。该模块采

用了一种高级特征融合策略，旨在提升多尺度上下

文信息的捕获能力（如图 2c中亮绿色模块所示）。

E T
Conv(·) GAP(·)

HCFU的核心设计在于提取具有静态和自适应

局部性感知的多阶特征。模块包含两种互补的特征

成分：细粒度局部纹理特征 和复杂全局形状特征 ，

分别通过卷积 和全局平均池化 获得，

如式（6）, 式（7）所示。

E = Conv(Fin) (6)

T = GELU
(
E+ γs⊙ (E−GAP(E))

)
(7)

Fin γs ∈ RC×1

⊙ GELU( · )
式中： 表示输入特征图， 表示初始化比例

因子， 表示逐元素相乘， 表示 GELU激活

E−GAP(E)

d ∈ {1，2，3}
T ∈ RC×H×W

5×5 d = 1

Tl ∈ RCl×H×W

Tm ∈ RCm×H×W Th ∈ RCh×H×W

Cl+Cm+Ch =C Tm Th

5×5 d = 2 7×7

d = 3 Tm Th

函数。通过对互补特征分量 重新加权，

增加特征图的多样性。此外，对 HCFU模型的上下

文分支进行了改进，通过集成逐通道卷积（Depthwise

Convolution，DWConv）层高效编码多尺度特征。与

简单将 DWConv与自注意力机制结合以模拟局部

和全局特征交互的方法不同，本文提出了一种创新

的并行架构，该架构包含 3个不同配置的 DWConv

层，其膨胀比 并行捕获低阶、中阶和高

阶特征交互：对于式（8）的输出特征图 ，

首先通过卷积核大小 ，膨胀比 的 DWConv

提取低阶特征，然后将输出特征沿通道维度分解

为低阶特征分量 、中阶特征分量

和高阶特征分量 ，其中

；随后，将 和 分别分配至卷积核

大小 、膨胀比 ，以及卷积核大小 、膨胀

比 的 DWConv层。最后，将 和 分别经过
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图 2a 为模型构建与训练的具体流程，包括数据获取与处理、HWCFU-Net 模型训练；图 2b 为层次化小波增强与上下文特征整合
U-Net；图 2c 为层次化上下文特征整合单元；图 2d 为小波增强层次化特征模块。

图 2    模型构建训练与 HWCFU-Net网络架构概述图

Fig. 2    Model construction and training, along with an overview diagram of the HWCFU-Net network architecture
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Tl

V
DWConv的输出与 融合，形成多阶上下文的特征

输出 ，如式（8）、式（9）所示。

Tl,Tm,Th =ϖ(DWConv5×5,d=1(T)) (8)

V = ω(Tl,DWConv5×5,d=2(Tm),DWConv7×7,d=3(Th))
(9)

ϖ(·) ω(·)式中： 表示按通道维度分割操作， 表示按通

道维度拼接操作。

T
V

Fout

最后，将式（8）的特征图 和多阶上下文的特征

输出 分别经过 SiLU激活函数后聚合，得到 HCFU
的最终输出 。

Fout = τ(Φ(τ(T))⊙Φ(τ(V))) (10)
τ(·) 1×1 Φ(·)式中： 表示卷积核大小为 的卷积操作， 表

示 SiLU激活函数。

 3.3    优化模型参数的损失函数

本文采用的深度学习网络 HWCFU-Net，使用均

方误差损失函数（MSE-Loss）。该函数通过计算预测

值与真实值的平方差均值，能够有效抑制较大误差

对模型训练的干扰，并优化网络模型，如式（11）所示。

Loss =
1
N

∑N

i=1

((̂
yi− yi

)2 ·Ki
)

(11)

N ŷi

yi

Ki

式中： 表示图像像元个数， 表示图像第 i个像元

位置的预测高度， 表示图像第 i个像元位置的观测

高度， 表示第 i个像元位置的掩码值。

 3.4    冠层高度损失评估方法

为全面评估台风灾害对森林结构的破坏程度，

本研究在冠层高度反演基础上引入冠层高度损失评

估方法。首先，基于 HWCFU-Net 模型在台风登陆前

后的冠层高度反演结果，分别获取各研究区域的森

林冠层高度图。随后，采用逐像元差值计算构建冠

层高度损失变化图，如公式 12所示。

∆chi = Mi ·
(
chpost

i − chpre
i

)
,Mi ∈ {0,1} (12)

∆chi i chpre
i式中： 表示第 个像元冠层高度损失值， 与

chpost
i i

Mi i

分别表示第 个像元在台风登陆前后的冠层高

度预测值， 表示当第 个像元位置位于森林区域时

取 1，否则取 0。

 4   结果与分析

 4.1    模型反演结果

为了系统评估 HWCFU-Net模型在森林冠层高

度反演任务中的表现，本文选取了 6种当前主流

的机器学习与深度学习模型作为对比对象，分别

为随机森林（Random Forest，RF）、U-Net、U-Net++、
AttentionRes-UNet、TSNN和 Y-NET，并在统一的训

练数据集与测试集上进行性能评估。评价指标包括

决定系数（R2）和均方根误差（RMSE），分别反映模型

的拟合程度与预测精度，如表 2所示。

结果表明，HWCFU-Net在所有实验场景中均取

得最优表现，其 R2 值稳定在 0.62 ~ 0.71之间， RMSE
控制在 3.98 ~ 4.87 m，显著优于其他模型。特别是在

台风“利奇马”登陆前，模型达到了最高的 R2 值 0.71
和最低的 RMSE值 3.98 m，表明其在灾前林分结构

完整、图像纹理清晰的条件下，对冠层细节具有更强

的表达能力。相比之下，传统机器学习模型 RF及部

分深度网络在灾后场景中精度波动较大，显示出对

扰动环境适应性不足的问题。

图 3详细展示了本研究所采用的深度学习网络

在 3次台风“利奇马”、“北冕”和“海贝思”登陆前

后对森林冠层高度进行反演的结果。具体而言，

图 3a、c和 e分别展示了台风登陆前森林冠层高度

的反演图，以及足迹像元上预测值与观测冠层高度

值之间的相关性分析图。图 3b、d和 f则分别描绘了

台风登陆后的情况，包括冠层高度的反演图和足迹

像元上预测值与实际冠层高度值的相关性分析。

总体而言，本研究方法能够生成连续的冠层高

度图，并且与星载观测数据相比显示出较高的一致

 

表 2    模型在 3次典型台风事件下森林冠层高度反演性能对比

Tab. 2    Performance comparison of models in forest canopy height inversion under three typical typhoon events

模型

台风“利奇马” 台风“北冕” 台风“海贝思”

登陆前 登陆后 登陆前 登陆后 登陆前 登陆后

R2 RMSE/m R2 RMSE/m R2 RMSE/m R2 RMSE/m R2 RMSE/m R2 RMSE/m

RF[17] 0.67 4.18 0.65 4.87 0.56 5.05 0.61 4.87 0.63 5.14 0.57 5.78

U-Net[9] 0.63 4.66 0.60 4.97 0.59 5.11 0.56 5.53 0.65 4.33 0.61 5.30

U-Net++[18] 0.65 4.26 0.67 4.13 0.61 4.92 0.60 4.98 0.57 5.27 0.60 5.23

AttentionRes-Unet[19] 0.59 5.05 0.62 4.79 0.57 5.18 0.57 5.23 0.61 5.81 0.55 6.18

TSNN[11] 0.58 5.78 0.54 5.01 0.63 5.47 0.61 6.68 0.65 5.03 0.58 5.47

Y-NET[10] 0.64 5.12 0.59 4.96 0.60 4.96 0.52 5.32 0.63 6.14 0.62 4.64

HWCFU-Net 0.71 3.98 0.68 4.01 0.65 4.33 0.62 4.74 0.67 4.11 0.63 4.87
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性。通过对比模型反演结果与观测数据，可以发现

足迹像元上的模型反演值与观测到的冠层高度值之

间具有良好的一致性。在模型反演结果的决定系数

方面，最高值为 0.71，最低值为 0.62；RMSE最高为

4.87 m，最低为 3.98 m，表明大多数反演误差控制在

5 m以内。

 4.2    消融实验

为进一步验证 HWCFU-Net模型中各关键模块

在森林冠层高度反演任务中的性能贡献，本研究设

计了系统性的消融实验。通过逐步剔除与组合模型

结构中的小波增强层次化特征模块（WAHFM）和上

下文特征整合单元（HCFU），构建了 3个对比模型

（基础 U-Net、U-Net + HCFU、U-Net + WAHFM），并
与完整结构 HWCFU-Net进行性能对比评估。

表 3显示：在 3次典型台风事件的森林冠层高

度反演中，HWCFU-Net模型均表现出最优的精度水

平。相较于原始 U-Net模型，加入 HCFU模块在保

持模型轻量化的同时，提升了上下文语义表达能力，

使 R2 有小幅提升，RMSE降低约 0.3 m，表明多尺度

语义整合对冠层结构复杂区域具有积极作用。而引

入 WAHFM模块后，模型对冠层边缘与结构突变区

域的细节感知能力显著增强，R2 值整体提升约 0.03 ~
0.05，RMSE均有所下降，进一步说明该模块在森林

冠层高度反演中的关键作用。

完整结构的 HWCFU-Net同时集成了两种模块，

在所有台风案例中均取得了最佳结果，其 R2 最高达

0.71，RMSE最低可达 3.98 m。该结果验证了两模块

协同对模型性能的增益成果，体现出精细纹理重建
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图 3    模型反演结果图以及观测值和预测值的关系图

Fig. 3    Plot of model inversion results and the relationship between observed and predicted values

 

表 3    消融实验结果

Tab. 3    Ablation study results

模型

台风“利奇马” 台风“北冕” 台风“海贝思”

登陆前 登陆后 登陆前 登陆后 登陆前 登陆后

R2 RMSE/m R2 RMSE/m R2 RMSE/m R2 RMSE/m R2 RMSE/m R2 RMSE/m

U-Net 0.63 4.66 0.60 4.97 0.59 5.11 0.56 5.53 0.65 4.33 0.61 5.30

U-Net + HCFU 0.64 4.56 0.61 4.67 0.61 5.01 0.58 5.23 0.64 4.30 0.60 5.23

U-Net + WAHFM 0.68 4.25 0.65 4.53 0.60 4.62 0.61 5.08 0.65 4.27 0.61 5.27

HWCFU-Net 0.71 3.98 0.68 4.01 0.65 4.33 0.62 4.74 0.67 4.11 0.63 4.87
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与全局语义理解的互补优势，适用于大范围台风灾

害评估任务中对冠层结构连续性与准确性的双重

需求。

 4.3    损失评估

基于 HWCFU-Net模型在 3次台风事件前后反

演的冠层高度影像，本文进一步计算了台风登陆后

森林冠层高度的损失值，并生成冠层损失图，揭示

了灾后损害的空间分布格局，如图 4a、d、g所示。

图 4b、e、h选取了典型受灾区域进行局部放大，并结

合对应的 Google影像，直观展示了灾后森林结构解

体情况，如图 4c、f、i所示。图 4j通过云雨图进一步

呈现了典型区域的冠层高度损失分布统计特征，增

强了对局地损害强度及空间变异性的量化分析。

统计结果显示，台风“利奇马”登陆区（区域 1）
的森林冠层受损显著，其损失值中位数为−7.07 m，
25% 分位数为−9.76 m，75% 分位数为−4.36 m，极值

范围为（−15.30 ~ 9.62） m。损失值整体呈左偏分布，

表明该区域大部分像元点的冠层高度损失值呈现较

高程度下降。结合该区域的地理背景（沿海、低海拔、

风口位），这一区域的较高损失水平可能与台风登陆

强风区的空间重叠密切相关。

台风“北冕”影响区（区域 2）的冠层损失相对较

轻，中位数为−1.98 m，平均值为−2.01 m，且损失值

集中分布在（−5.45 ~ 1.54） m区间。尽管极小值达到

−21.2 m，但该值为孤立极端，整体变异性较低，表明

该区域受风扰动的均匀性更高。

台风“海贝思”影响区（区域 3）则表现出更强的

空间异质性。该区域的损失中位数为−6.31 m，平均

值为−6.30  m，25% 与 75% 分位数分别为−9.67与
−2.88 m，最大损失值为−20.6 m，最大正值为 10.5 m。
损失分布范围广泛，呈现“双峰形”结构，可能反映

了局地风速增强、地形陡变与林分类型复杂交互造

成的灾害响应分化。

 5   讨　　论

 5.1    冠层高度变化与高程的关系

过往研究表明，不同海拔高度、坡度、降水和森

林类型都会影响森林冠层高度变化。本文聚焦于海

拔这一因子，是因为在研究区域内，海拔在一定程度

上代表了风速衰减路径、风暴接近程度以及森林分

布格局的综合差异 [3]。利用 HWCFU-Net模型反演

的森林冠层高度数据，本研究分析了台风“利奇马”、

“北冕”和“海贝思”对不同高程区域森林冠层高度

变化的影响。研究结果表明，冠层高度变化与高程

之间可能存在梯度效应，低海拔区域（ < 300 m）的
冠层高度下降比例明显高于中（300  ~  600  m）高
（ > 600 m）海拔区域。如表 4所示，台风“利奇马”期

间，低海拔区域冠层高度下降比例为 36.39%，中海
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图 4a、d、g 分别为台风“利奇马”、“北冕”、“海贝思”登陆后冠层高度损失图，分辨率为 30 m。图 4b、e、h 分别为台风登陆特定区域冠
层高度损失图的详细示例。图 4c、f、i 分别为对应区域的谷歌高清影像。图 4j 为不同台风登陆区域冠层高度损失分布云雨图。图 4j中
区域 1、区域 2 和区域 3 分别对应图 4b、e 和 h 中的森林区域。

图 4    不同登陆区域灾后冠层高度损失空间分布图和云雨图

Fig. 4    Spatial distribution maps depicting post-disaster canopy height loss across various landfall regions and cloud-rain patterns
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拔区域为 26.34%，高海拔区域仅为 21.23%。台风“北

冕”和“海贝思”表现出相似的趋势，低海拔区域的下

降比例占比较高，而中高海拔区域的下降幅度较低。

植被分布分析表明，低海拔地区以阔叶林为主，

其浅根系和宽大叶片结构使其在台风强风中更易受

损；而高海拔地区以针叶林为主，其深根系和紧凑的

冠层结构赋予其更强的抗风能力[20]。台风过后，低

海拔区域表现出相对较高的冠层高度增长比例。以

台风“利奇马”为例，低海拔区域的冠层高度增长比

例达到 26.16%，高于高海拔区域的 14.81%。这一现

象极有可能与台风引发的生态恢复进程存在关联。

在台风“利奇马”活动期间，降水量升高，强降雨促

使土壤中的养分释放。Sentinel-2卫星遥感数据显

示，台风过境后 3个月内，低海拔区域的归一化植被

指数增长了 0.05。这可能得益于补偿性生长机制[21]

（指生物在经历不利条件后，在恢复过程中表现出加

速生长的现象），从而实现受损冠层的快速修复。该

结果与 2020年 Li等 [22]和 2021年 Rezaei等 [23]的研

究结果具有较高一致性。相比之下，高海拔区域由

于年均温差较大及生长季较短等因素，其生态恢复

能力受到一定程度的限制。

 5.2    冠层高度变化与森林−城市距离的关系

为探究台风对森林冠层高度影响的空间差异性，

本研究以城市边界为基准，划分 0 ~ 1 km、1 ~ 2 km、
2 ~ 3 km、3 ~ 4 km与 > 4 km五个缓冲带，系统分析

不同距离区间内森林冠层高度在台风前后的变化特

征。表 5列出了台风“利奇马”“北冕”和“海贝思”

在上述不同距离区间的冠层高度最大值、最小值与

平均值的统计结果。

从整体趋势来看，城市邻近区域的冠层高度在

台风过后普遍呈现显著下降，尤其在 0 ~ 2 km范围

内的损失最为明显。以“利奇马”为例，其在 0 ~
1 km范围内的平均树高从 13.64 m下降至 11.03 m，
降幅达 2.61 m，而在 > 4 km范围内，平均树高仅从

15.70 m下降至 14.44 m。类似地，“北冕”与“海贝

思”也在城市近郊区域（0 ~ 2 km）表现出更强烈的冠

层损失效应，表明台风对靠近城市边缘的森林冠层

具有更大的扰动作用。

结合 Sentinel-1与 Sentinel-2数据，分析了城市

周边环境的特征对冠层高度变化的调控作用。

Sentinel-1后向散射系数（VH极化）显示，城市周边

区域的地表粗糙度高于远郊区域，这种粗糙度梯度

与建筑物密集分布引起的风力紊乱现象相一致。以

往的研究表明：当台风来袭时，其强劲风力与城市复

杂地形、建筑物布局以及森林自身结构相互作用，形

成了独特的风场特征[24−25]；城市区域密集的建筑群

和复杂地形，促使气流紊乱，进而引发高强度的湍流

现象[26−27]。这些湍流可能对森林冠层施加不规则的

风剪切力和压力波动，提升了树木倾倒或断裂的风

险。此外，建筑物之间可能形成“峡谷效应”，进一步

加速局部风速，使得城市周边森林承受更高强度的

风剪切力作用。同时，城市周边区域的森林多为城

市绿地和人工林，以速生阔叶树种为主，其抗风能力

较弱；而远郊区域以自然林为主，树种多样性较高

 

表 4    台风影响下不同海拔范围的冠层高度变化比例

Tab. 4    Proportions of canopy height changes across different elevation ranges induced by typhoons %

台风
低海拔（ < 300 m） 中海拔（300 ~ 600 m） 高海拔（ > 600 m）

下降占比 上升占比 下降占比 上升占比 下降占比 上升占比

“利奇马” 36.39 26.16 26.34 20.68 21.23 14.81

“北冕” 33.65 24.42 28.65 22.27 17.41 10.54

“海贝思” 37.27 25.33 24.76 19.46 19.63 13.95

 

表 5    不同台风登陆前后各城市距离区间的森林冠层高度统计

Tab. 5    Tree canopy height statistics across urban distance gradients before and after different typhoon landfalls m

台风 阶段
0 ~ 1 km 1 ~ 2 km 2 ~ 3 km 3 ~ 4 km > 4 km

最大值 最小值 平均值 最大值 最小值 平均值 最大值 最小值 平均值 最大值 最小值 平均值 最大值 最小值 平均值

“利奇马”
登陆前 35.93 1.23 13.64 40.74 0.67 14.72 45.16 1.09 15.23 39.84 0.13 13.68 41.07 0.54 15.70

登陆后 37.42 0.96 11.03 40.39 0.97 9.66 41.89 0.54 10.07 39.92 0.92 12.18 43.09 0.32 14.44

“海贝思”
登陆前 44.77 0.28 10.53 48.32 0.16 12.23 38.92 0.71 12.87 49.84 0.39 12.93 54.63 0.14 12.55

登陆后 43.65 0.51 7.89 39.78 0.28 8.54 42.94 0.32 8.56 37.66 0.15 10.11 35.92 0.47 9.71

“北冕”
登陆前 36.21 0.49 13.38 40.65 0.74 15.25 37.86 0.33 17.07 39.92 0.64 12.13 36.95 0.41 18.03

登陆后 41.94 0.23 11.87 32.52 0.22 14.32 40.61 0.89 18.61 37.23 0.11 10.24 29.98 0.66 15.22
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（1.13），生态系统稳定性更强。

为了探究台风对未破坏区域植被健康的潜在影

响，本研究绘制了 2018—2020年这 3年时间跨度

的 EVI（增强型植被指数）变化趋势图，如图 5所示。

该图由 3张子图组成，分别展示了台风“利奇马”、

“海贝思”及“北冕”登陆期间研究区域的 EVI变化

情况。分析结果表明，2019年台风登陆后，各区域

EVI在短期内均呈现上升趋势：以“利奇马”登陆区

域为例，EVI从 0.43增至 0.46；“海贝思”登陆区域

EVI在短时间内未发生明显变化；“北冕”登陆区域

则从 0.43增至 0.56。相比之下，在 2018年和 2020
年，同一时间段的 EVI未表现出类似上升趋势，反

而呈现下降或波动特征。这一差异表明，台风后

EVI的短期提升可能并非自然季节性变化的延续，

而可能与台风引发的降雨增加或土壤湿度改善等因

素相关。
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图 5    台风“利奇马”（a）、“北冕”（b）和“海贝思”（c）登陆区域 2018—2020年 EVI时间序列演变

Fig. 5    EVI time series dynamics from 2018 to 2020 in the landfall regions of Typhoons Lekima (a), Kammuri (b), and Hagibis (c)
 

 6   结　　论

风灾害对森林生态系统的精确评估对理解极端

气候事件的生态效应和制定灾害减缓策略具有重要

意义。本研究构建了 HWCFU-Net深度学习模型，融

合 GEDI、 ICESat-2、Sentinel-1和 Sentinel-2多源遥

感数据，通过引入小波增强层次化特征模块和上下

文感知跳跃连接机制，实现了逐像元冠层高度反演。

结果表明，该模型在多种台风案例中表现出较高

精度，决定系数（R2）稳定在 0.62以上，均方根误差

（RMSE）控制在 4.87 m以内，优于主流遥感反演方

法，验证了其在台风灾害冠层损失评估中的高效性

和可靠性。

研究进一步揭示了台风破坏森林冠层的空间异

质性机制，具体包括地形和城市边界机制，两者共同

塑造了台风破坏的空间异质性。

（1）地形机制：低海拔区域以阔叶林为主，其根

系较浅，抗风能力较弱，冠层高度损失幅度最大；中

高海拔区域以针叶林为主，树体结构紧实、抗风能

力较强，冠层损失程度较低。这表明海拔梯度通过

调控林分组成和结构稳定性，显著影响损失的空间

分布。

（2）城市边界机制：邻近城市的森林受地表粗糙

度增加及建筑群诱发的湍流和峡谷效应影响，风剪

切力增强，冠层损失显著高于远郊区域；损失强度随

距城市距离的增加呈明显衰减趋势，反映了城市边

界对台风风场的放大作用。

综上，台风灾害导致的森林冠层损失呈现显著

的空间异质性，受地形条件和城市边界效应的共同

调控。本研究提出的方法与结论为台风频发地区的

森林管理、灾后修复和生态规划提供了重要理论依

据和数据支撑。未来研究将优化 HWCFU-Net模型

以适应多样化的森林类型和台风场景，探索融合气

象数据等信息源以深化破坏机制解析，并开发高效

的实时灾害评估工具以支持林业决策。

审图号：京审字（2026）G第 0304号。
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